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Resumo

A toxicogenômica é uma área de estudo que se utiliza de dados provindos de tecnologias

das ciências ômicas e de metodologias de análise de dados da bioinformática para caracte-

rizar perfis biológicos de compostos a fim realizar um estudo sobre seu comportamento no

sistema biológico. Um dos problemas na análise de dados de expressão gênica é que existem

diversas metodologias dispońıveis, cada uma aborda os dados brutos de maneira diferente e

consequentemente fornecem resultados diferentes. Porém estes resultados não estão necessa-

riamente errados, por essa razão abordar dados toxicogenômicos de diversas maneiras pode

ajudar pesquisadores a tecer hipóteses sobre os mecanismos das drogas. Isso pode implicar

em redução de custos na fase pré-cĺınica do desenvolvimento de medicamentos e numa melhor

qualidade de tratamento para os pacientes. A abordagem mais comum na análise de dados

de expressão gênica é o enriquecimento funcional dos genes que se mostrem diferencialmente

expressos. Entretanto é posśıvel que informações relevantes possam ser obtidas utilizando

métodos com outras considerações. Para avaliar esta hipótese o presente trabalho tem por

objetivo analisar dados de expressão gênica dispońıveis em bases de dados on-line referentes

a 3 drogas antineoplásicas testadas em f́ıgado de Rattus norvergicus (estudos in vivo e in vi-

tro) e Homo sapiens (estudo in vivo apenas) para avaliação de ontologias alteradas em cada

droga. Duas metodologias de bioinformática foram utilizadas para análise desses dados. A

tradicional análise de genes diferencialmente expressos (EFDEGs) e a análise de grupos de

genes funcionalmente associados determinados pela entropia de shannon (AGFAGs). Para

cada um dos três métodos foram testados três normalizações: RMA, MAS5, GCRMA. Os

resultados sugerem que os 3 tipos de estudos tem pouca similaridade entre śı e a pouca que

existe se limita, aos prinćıpais mecanismos das drogas antineoplásicas como ciclo celular,

apoptose, dano e reparo de DNA. Portanto não se pode afirmar ainda que um tipo de estudo

possa substituir o outro. Também determinanos que resultados diferentes fornecidos pelas 2

metodologias para um mesmo caso podem não estar necessáriamente errados e algumas ve-

zes podem ser complementares. A meta-análise desse trabalho não só mostrou similaridade

e complementariedade entre os métodos como também encontrou lncRNAs potencialmente

responsáveis com a regulação pós-transcricional em hepatócitos humanos. Isso evidencia a

importância da prática de se utilizar dados previamente obtidos em analises exploratórias

para confecção de hipóteses. Assim o uso de ambas as metodologias pode ter valor como

ferramenta para análises exploratórias em dados biológicos dispońıveis.



Abstract

Toxicogenomics is an area that uses data generated by omics technologies and bioin-

formatics to characterize biological profiles of chemical compounds in order to analyze the

biological system’s behavior in response to said compounds. A commom problem in the

analysis of gene expression data is the large amount of methodologies available, each one

approaches the raw data differently and consequently provide different results. But these

results are not necessarily wrong, for that reason approaching toxicogenomic data in several

ways may help researchers to hypothesize about a drug’s mechanisms. This may imply cost

reduction in the pre-clinical phase of drug development and in a better quality of treat-

ment for patients. The most common approach in the analysis of gene expression data is

the functional enrichment of differentially expressed genes (EFDEGs). However, it is pos-

sible that relevant information can be obtained using methods with other considerations.

To evaluate this hypothesis this work aims to analyze gene expression data available in the

OPEN TG-GATEs online database about 3 antineoplastic drugs tested in the liver of Rattus

norvergicus (in vivo and in vitro) and Homo sapiens (in vivo only) for the evaluation of al-

tered ontologies in each drug. Two bioinformatics methodologies were used to analyze these

data. The traditional analysis of differentially expressed genes (EFDEGs) and the analysis

of groups of functionally associated genes determined by shannon entropy (AGFAGs). For

each of the two methods, three normalizations were tested: RMA, MAS5, GCRMA. Results

suggest that the 3 types of studies have little similarity to each other and the few that exist

are limited to the main mechanisms of antineoplastic drugs such as cell cycle, apoptosis and

DNA damage and repair. Therefore, it still cannot be said that one type of study can replace

the other. We also found out that the different results provided by the two methodologies

for the same case may not necessarily be wrong and sometimes may be complementary. The

meta-analysis done in this work not only showed similarity and complementarity between

methods but also found differentially expressed lncRNAs potentially responsible for post-

transcriptional regulation in human hepatocytes. This evidences the importance of using

previously obtained data in exploratory analyzes to make hypotheses. Thus the use of both

methodologies may have value as a tool for exploratory analyzes.
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12

1 Introdução

1.1 Advento das Tecnologias de Alto Desempenho: As

ciências Ômicas

Hoje pesquisadores tem acesso a tecnologias que são capazes de gerar informações sobre

diferentes aspectos do material genético com vazão, eficiência e precisão muito maiores do

que as tecnologias dispońıveis nas décadas de 80 e 90, utilizadas para realização do projeto

de sequênciamento do genoma humano e com um custo consideravelmente menor (GALAS;

MCCORMACK, 2003) (NRC et al., 2007). O conjunto dessas tecnologias capazes de gerar

grandes quantidades de informação sobre os diferentes aspectos do material genético, será

aqui referido como“tecnologias ômicas”. As ciências ômicas são, essencialmente, a apli-

cação das tecnologias ômicas, ferramentas de bioinformática e de métodos de integração e

análise de dados de grande porte para realizar um estudo global de um determinado sistema

biológico exposto a determinadas condições. Alguns exemplos de ciências ômicas são:

genômica, proteômica, transcriptômica e metabolômica. Esses quatro exemplos são

a principal forma de busca de informações que a toxicogenômica utiliza para compreender

um sistema biológico.

A genômica e suas tecnologias relacionadas englobam principalmente o sequenciamento

do genoma de organismos, a mapeamento dos genomas (genes) e análises genot́ıpicas. As

tecnologias genômicas se desenvolveram muito na decada passada (2000-2010), seja na ca-

pacidade de sequenciamento de genomas inteiros ou seja na capacidade de realizar análises

genot́ıpicas (NRC et al., 2007). Isto possibilita a avaliação de múltiplas variáveis em todo o

genoma de diversos tipos de organismos ou mesmo a avaliação de polimorfismos genéticos

em grandes populações de indiv́ıduos de uma determinada espécie (GRIFFITHS, 2005). A

avaliação da variação do genoma entre individuos pode fornecer informações sobre as dife-
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rentes reações que humanos tem à agentes qúımicos e outros fatores ambientais. A avaliação

de diferenças entre genomas de indiv́ıduos é composta principalmente pela busca de SNPs

(single nucleotide polymorphisms), ou seja variações na própria sequência de nucleot́ıdeos

no genoma dos indiv́ıduos e portanto na informação genética codificada. Essa avaliação

também é realizada pela busca de fatores epigenéticos, que são mudanças reverśıveis e her-

dáveis capazes de alterar a maneira como os genes se expressam sem causar mudança na

informação codificada por eles (sequência de nucleot́ıdeos). Alguns fatores epigenéticos co-

muns são: metilação do DNA, Imprinting e modificações das histonas (NRC et al., 2007;

HANDE, 2017).

A transcriptômica é capaz de determinar o perfil de expressão gênica de um único

gene ou de várior (isso depende da técnica a ser utilizada) a partir da análise do trans-

criptoma, este representa o conjunto de todos os transcritos celulares em um determinado

momento. A técnica Northern Blot (ALWINE; KEMP; STARK, 1977), por exemplo, é

capaz de mensurar a expressão relativa de um único gene entre um caso e um controle

(SCHULZE; DOWNWARD, 2001). Hoje em dia existem técnicas capazes de mensurar a

expressão relativa de milhares de genes simultaneamente como os chips de microarranjo

e o RNA-seq (WANG; GERSTEIN; SNYDER, 2009). Todas essas técnicas usam como

base a determinação de quantidades relativas de transcritos celulares para determinar quais

genes se encontram subexpressos ou superexpressos. A vantagem dessas últimas tecnolo-

gias é que elas podem fornecer informações de diversos genes simultaneamente (SCHULZE;

DOWNWARD, 2001). Dessa maneira é posśıvel determinar perfis de expressão gênica,

dando ao pesquisador a capacidade de determinar genes que estão super ou subexpressos

em diversas situações. Assim é posśıvel por meio do uso de bases de dados que relacionam

os genes a sua função (protéına que codifica ou ação reguladora), determinar processos bi-

ológicos que estão super ou subexpressos. Cabe lembrar que, entretanto, a relação entre

quantidade relativa de transcritos celulares e concentração das protéınas nem sempre é li-

near e isto constitui um desafio para análise do transcriptoma (NRC et al., 2007; HANDE,

2017).

A Proteômica estuda o conjunto de todas as protéınas expressas em um determinado

momento na célula ou tecido oqual é chamado de proteoma. As protéınas são as efetoras

diretas da informação codificada no genoma e por isso ter acesso a sua distribuição na

célula/tecido pode fornecer informações que não podem ser obtidas por vias da genômica ou
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transcriptômica. Ter acesso a essas informações permite o pesquisador criar bases de dados

que associam sequencias do genoma com sua respectiva protéına e suas concentrações, assim

como associações entre duas ou mais protéınas. O proteoma não é imutável ou fixo como o

genoma, as concentrações das protéınas estão sempre variando como resposta aos est́ımulos

que o ambiente fornece ao organismo. Não existe nenhuma tecnologia análoga ao PCR

(polimerase chain reaction), que permite amplificação do genoma e transcriptoma, para

aplicar ao proteoma. As protéınas devem ser analisadas em suas concentrações nativas,

que podem abranger até 6 ordens de magnitude (de 1 a 106) e isto constitui um desafio

considerável para análise do proteoma (NRC et al., 2007; HANDE, 2017).

Outros desafios incluem modificações constantes do proteoma (danos), causados por

agentes qúımicos intermediários formados por substâncias tóxicas e estresse oxidativo endó-

geno. Devido a essas razões as tecnologias proteômicas envolvem elaboradas análises seriais

de poucos produtos. Isso é o oposto do que ocorre com tecnologias paralelas, como chips de

microarranjo, que permitem avaliação de milhares de produtos. As técnicas mais utilizadas

para determinação do proteôma, atualmente, constituem um conjunto de diversas varia-

ções e adaptações da espectrometria de massa (Mass Espectometry (MS)) (AEBERSOLD;

MANN, 2003).

Ametabolômica estuda o conjunto de todos os metabólitos do organismo em um deter-

minado momento o qual é chamado de metaboloma. Metabólitos intermediáveis refletem

a interferências de protéınas em vias bioqúımicas e portanto representam o estado bioló-

gico de uma célula ou tecido de uma maneira análoga ao proteoma. O metaboloma possui

uma grande diversidade qúımica, ao contrário do genoma, do transcriptoma e do proteoma.

Alguns exemplos de tipos de metabólitos são: pequenos pept́ıdeos, liṕıdios, precursores de

ácidos nucléicos, diversos produtos de degradação de agentes qúımicos intermediários em

processos de biośıntese e de catabolismo e metabólitos de compostos exógenos (derivados

da dieta e intervenções médicas, por exemplo) (NRC et al., 2007; HANDE, 2017). Essa

diversidade qúımica do metaboloma constitui um desafio para sua análise pois dificulta sua

avaliação a partir de uma única técnica.

A metabolômica também sofre de algumas dificuldades presentes na proteômica como

o fato de o metabôloma não ser imutável ou fixo como o genoma e que as abundâncias

nativas dos metabólitos podem ter muitas ordens de magnitude (NRC et al., 2007; HANDE,

2017). Algumas técnicas utilizadas para avaliação do metaboloma são diversas variações da
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ressonância magnética nuclear (NMR) e da espectometria de massa (ERNST et al., 1987;

WU et al., 2008).

A figura 1.1 abaixo demonstra as quatro frentes das ciências ômicas e seus objetos de

estudo em uma maneira hierárquica, considerando a direção do fluxo de informação genética.

Figura 1.1: Relação hierarquica das quatro frentes das ciências ômicas. Adaptado de (NRC et al., 2007;
HANDE, 2017).
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5 Conclusão

Com base na análise numérico-descritiva conclúımos que o método EFDEGs possui

resultados (GDEs e BPs) que variam conforme a a dose e o tempo. Em geral o número

de resultados é maior conforme a dose da droga é maior, e o mesmo se aplica ao tempo.

O método AGFAGs possui resultados (BPs apenas) cuja distribuição varia muito entre

as drogas e estudos, não havendo um comportamento claro entre as distribuições como

mostram os gráficos de linhas. O único comportamento observado é que quanto menor o

número de GDEs em um estudo do EFDEGs menor, maior é o número de BPs encontrados

nesse mesmo estudo no método AGFAGss. Os estudos in vitro no método EFDEGs tem,

em geral, um comportamento semelhante entre śı através do aumento da dose e do tempo.

Sendo que a magnitude (quantidade) de resultados é o que os difere entre śı. No método

AGFAGs os estudos in vitro não possuem, entre śı a mesma similaridade que é mostrada

no método EFDEGs. Isso é consequência da maneira peculiar que o AGFAGs funciona.

Quanto a questão in vivo vs in vitro, o uso de ambas as metodologias deixou evidente

que existe pouca similiraridade entre os 3 estudos. As tabelas 4.1, 4.2 e 4.3 na sessão anterior

deixam isso claro, a pouca convergência existente entre os 3 tipos de estudo se limita aos

processos que normalmente são alterados pelas drogas antineoplásicas como apoptose, dano

e reparo do DNA e controle do ciclo celular. A convergência entre os métodos também é

escassa e se limita feita aos termos: ciclo celular, apoptose, reparo e dano ao DNA. Todos

processos que normalmente são alterados pelas drogas antineoplásicas estudadas. Isso é

interessante pois observamos processos cuja alteração era esperada em ambos os métodos,

dando robustez a observação. É interessante notar que as diferenças entre os métodos

muitas vezes são complementares, como no caso Homo sapiens in vitro da ciclofosfamida, no

método EFDEGs encontramos GDEs/BPs associados aos seus principais mecanismos (ciclo

celular), ao metabolismo e ainda potencial regulação pós-transcricional pelo lncRNA EGOT.

O método AGFAGs para esse mesmo estudo encontrou também BPs associados também aos
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princiapais mecanismos da droga (ciclo celular) e a potenciais efeitos adversos como fádiga e

anemia (os quais não são observados no método EFDEGs). Isso não apenas deixa evidente a

importância da prática de se utilizar dados biológicos pra análises exploratórias na busca de

hipóteses. E a meta-análise deste trabalho deixa claro como o uso de diferentes metodologias

pode ampliar a gama de pontos interessantes em um mesmo conjunto de dados.
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