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RESUMO

Neste trabalho, apresentamos um novo método de segmentação interativa de imagens

baseado em aprendizado profundo, com foco em imagens médicas do pulmão de pa-

cientes acometidos pela Covid-19. Inicialmente, aplicamos uma pré-segmentação nas

imagens, utilizando-se para tal o modelo de Mistura Gaussiana visando predizer os pe-

sos das bordas de cada imagem para posterior uso no algoritmo denominado Random

Walker, que foi integrado como parte de uma arquitetura inteligente de Redes Neurais

Convolucionais. Além disso, no processo de aprendizado, empregamos o método do

Gradiente Descendente em conjunto com duas técnicas de simplificação, a saber:

Gradiente Esparso e Poda do Gradiente, reduzindo assim a quantidade de cálculos

a serem realizados durante a etapa de backpropagation no pipeline de aprendizado

proposto. Já para a obtenção das segmentações após o aprendizado dos pesos das

bordas, e tendo em mente que representações 3D, de Tomografia Computadorizada,

podem chegar a reunir centenas de imagens 2D (slices), o método emprega apenas

um mapa de pixels rotulados pelo usuário como entrada a fim de criar automatica-

mente novos mapas de rotulação para os demais slices 2D do órgão do paciente.

Resultados experimentais e comparações com outras técnicas da literatura atestam a

alta performance e acurácia da metodologia de segmentação de imagens proposta.

Palavras-chave: Segmentação de Imagens. Inteligência Computacional. Aprendizado
Profundo. COVID-19. Imagens Médicas.





ABSTRACT

In this dissertation, we present a new interactive image segmentation method based

on deep learning for pulmonary medical images, from patients affected by Covid-19.

First, we apply a pre-segmentation step on the input images by using the so-called

Gaussian Mixture Model in order to predict the edge weights of the images, which are

used by the Random Walker algorithm coupled with an integrated Convolutional Neu-

ral Network-based architecture. During the learning process, we take the Descending

Gradient method in conjunction with two simplification techniques: Sparse Gradient

and Gradient Pruning, to reduce the amount of calculations in the back-propagation

stage of the proposed learning pipeline. In order to obtain the segmentations after

learning the edge weights, and keeping in mind that 3D representations from Compu-

ted Tomography can usually reach hundreds of slices, we employ only a user-labeled

map of pixels as input data to automatically create new seed maps to all other slices

of the patient’s organ. Experimental results and comparisons against existing techni-

ques attest to the high performance and accuracy of the proposed image segmentation

methodology.

Keywords: Image Segmentation. Computational Intelligence. Deep Learning. COVID-
19. Medical Images.
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1 INTRODUÇÃO

1.1 Contextualização do Tema
O processo de decompor uma imagem em partes distintas é designado pelo termo

Segmentação [10]. O processo de segmentar uma imagem se resume em criar agrupamentos
de pixels através de verificação de semelhanças entre os objetos da imagem, ou ainda, a
partir de algum critério pré-determinado entre os pixels, tais como cor, intensidade ou
textura. Esses agrupamentos recebem o nome de partições, ou ainda clusters, podendo
esses ser binários (ver Figura 1.1), ou ainda multi-clusters (ver Figura 1.2).

Imagem de Entrada Segmentação Binária

Figura 1.1: Segmentação binária de uma imagem, em que a raposa é a região de interesse
a ser particionada em meio ao fundo da fotografia. Fonte: [2].

Imagem de Entrada Segmentação com 10 Clusters Segmentação com 12 Clusters

Figura 1.2: Segmentação do tipo multi-clusters, isto é, com varias partições. Fonte: [3].

23



24 INTRODUÇÃO

A tarefa de segmentação é um componente vital em diferentes aplicações da área de
Processamento Digital de Imagens (PDI) e Visão Computacional como, por exemplo, na
colorização de fotografias [11] e no reconhecimento de padrões em Sensoriamento Re-
moto [12, 13]. Além disso, sua utilização na medicina é um importante pré-requisito para
a detecção e tratamento de doenças, como patologias oculares [14] e pulmonares [15]. Ela
também é aplicada na análise de imagens volumétricas de Tomografia Computadorizada,
em inglês Computed Tomography (CT), que é uma etapa chave na intervenção assistida
por computador, cirurgia guiada por imagens, etc (ver Figura 1.3).

Imagem de Entrada Segmentação

Figura 1.3: Segmentação de duas fatias adjacentes em uma imagem CT, do pulmão.
Fonte: Autoria própria.

Visto os conceitos elementares acima, a referida pesquisa de mestrado procurou ende-
reçar o tema Segmentação de Imagens Digitais, mais precisamente, no escopo de imagens
do tipo CT. Assim, dada a grande abrangência e quantidade de obras a respeito do tema
como um todo, este texto procurou focar em abordagens do tipo segmentação intera-
tiva/semeada de imagens, isto é, um ramo de pesquisa em segmentação de imagens em
que o usuário participa ativamente do processo de particionamento das mesmas ao forne-
cer as sementes (seeds), que guiam o segmentador na tarefa de clusterização das imagens
(ver Figura 1.4 para uma ilustração).

Dentre os diversos métodos de segmentação semeada, duas abordagens foram explo-
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Imagem de Entrada Seeds Inseridas

Figura 1.4: Ilustração das seeds (marcações feitas pelo usuário, em vermelho e verde) em
uma imagem do tipo CT. Fonte: Autoria própria.

radas em nossa pesquisa: os modelos Random Walker (RW) [16] e Watershed (WS) [5].
O algoritmo RW, implementado por L. Grady, possui vasta aplicabilidade e é de fácil

prototipação, cuja solução do problema de segmentação é dada em termos da resolução de
um sistema linear esparso. O algoritmo foi readaptado por Zheng et al. [4] para segmentar
regiões de tumor em mamografia, obtendo uma taxa de acertividade de 93,4% com testes
feitos em 15 imagens contendo lesão (vide Figura 1.5). Embora a alta acurácia alcançada,
o método não produz resultados acurados em imagens sem contornos bem definidos.

(a) Segmentação (b) Ground Truth

Figura 1.5: (a) Segmentação obtida com o método proposto por [4], e (b) por um agente
humano (ground truth) dos tumores de mama. Fonte: [4].

Com relação ao algoritmo Watershed (WS), este representa os objetos contidos na
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imagem como “bacias de captação”, realizando a segmentação dessas “bacias” e de suas
linhas de nível (pontos igualmente prováveis de assumirem mais de um mínimo) [17]. O
algoritmo WS é muito popular na literatura de Visão Computacional: possui ampla apli-
cabilidade e é especialmente útil para a extração de objetos sobrepostos. Por outro lado,
o método não é plenamente efetivo no ajuste de objetos onde o gradiente é localmente
irregular [18] (vide Figura 1.6). Além disso, chegar a um balanceamento entre a segmen-
tação multiparticionada e alta acurácia é outro ponto de difícil obtenção na prática [19],
pois as “bacias hidrográficas” podem sofrer com quedas e a degradação da solução nos
“planaltos” da função de peso [20].

Imagem de Entrada Segmentação

Figura 1.6: Segmentação obtida com o método Watershed. Fonte: [5].

Embora existam muitos métodos de segmentação propostos na literatura, nenhum
deles é “universalmente efetivo” para todas as aplicações [21]. Por exemplo, há uma
ampla gama de segmentadores de imagens de pulmão [22, 23, 24, 25, 26, 27, 28], os
quais produzem resultados acurados no cálculo do volume pulmonar e na iniciação de
sistemas de detecção auxiliados por computador, porém, estes falham quando há uma
condição patológica, ou quando se tem a existência de anomalias, sejam elas de moderadas
a marcadas ou até mesmo contendo padrões complexos de atenuação.

A fim de mitigar os desafios da segmentação apresentados acima, muitos trabalhos
propuseram métodos baseados no chamado Aprendizado Profundo [29, 6, 30]. Aprendi-
zado Profundo – em inglês, Deep Learning – é um subtema da Inteligência Artificial que é
baseado na ideia de que sistemas podem aprender a partir dos dados, identificar padrões,
e tomar decisões com o mínimo de intervenção humana.

Nessa linha de estudo, Can et al. [31] propuseram utilizar o algoritmo Random Walker
integrado a uma Rede Totalmente Convolucional, em inglês Fully Convolutional Network
(FCN), para alcançar segmentações semi-automatizadas.

Outra abordagem bastante efetiva é usar métodos clássicos não supervisionados como
estimativa inicial para um processo de aprendizagem profundo. Em Rajchl et al. [32], uma
segmentação inicial a partir do modelo Grabcut [3] é usada para este fim, e o desempenho
de segmentação é então melhorado a partir de de uma Rede Neural Convolucional (CNN)
mais densa chamada Campo Aleatório Condicional Totalmente Conectado, em inglês Fully
Connected Conditional Random Field (CRF), para pós-processamento. Da mesma forma,
Zhang et al. [33] produzem resultados de segmentação baseados no algoritmo K-means,
que é usado para treinar uma rede de segmentação profunda em regiões pulmonares
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císticas.
Já Steffen et al. [6] propuseram um método para aprender os pesos das bordas das

imagens na tarefa de segmentação do método Watershed de uma forma estruturada, isto
é, tornando o algoritmo adaptativo a fim de endereçar imagens com partições de difícil
segmentação, como por exemplo, contornos mais estreitos. Entretanto, o método classifica
erroneamente os alvos em casos onde as imagens apresentam contornos fracos, isto é, de
menor espessura (vide Figura 1.7 para uma ilustração).

Ground Truth Segmentação

Figura 1.7: Segmentação de baixa qualidade utilizando o método Learned Watershed por
conta de “fraco contorno” (weak edges). Fonte: [6].

Ao segmentar uma imagem do pulmão a partir de representações volumétricas do tipo
CT, é necessário considerar grandes variações no formato do pulmão no decorrer das fatias
– conjunto de imagens 2D denominadas de slices – e lesões existentes no órgão alvo, por
exemplo fibrose pulmonar, derrame pleural, tumor e muitos outros, alterando não só a
anatomia do órgão como também as intensidades de tonalidades da imagem no local das
lesões, dificultando assim que a segmentação seja precisa.

1.2 Objetivos e Propostas da Pesquisa
Nesta dissertação, delineamos como objetivo primário a realização da segmentação

binária das fatias que compõem imagens médicas de volumes do tipo CT, do pulmão,
sendo ele saudável ou não (vide Figura 1.8). Para este fim, foi empregado o conjunto
de dados fornecido pela MedSeg[34], a qual disponibilizou volumes CT do pulmão de
pacientes acometidos pela Covid-19.

Desta forma, a pesquisa visou superar os obstáculos levantados e discutidos ao longo
deste capítulo sobre a problemática de segmentação de fatias de imagens do tipo CT. Para
tal, foi proposta uma nova metodologia de segmentação de imagens, que tomou como base
algorítmica o aprendizado profundo. Mais precisamente, uma Rede Neural Convolucional,
em inglês Convolutional Neural Network (CNN), procura aprender os pesos de bordas das
imagens para posterior uso no algoritmo Random Walker, com a finalidade de maximizar
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Figura 1.8: Fatias de uma CT dos pulmões de um homem adulto saudável.
Fonte: <https://www.nytimes.com/2021/03/09/health/lung-cancer-smoking-screenings-
black-women-younger-adults.htm>.

a segmentação independente da imagem do pulmão estar ou não apresentando sintomas
da doença (vide Figura 1.9 para uma ilustração).

Vidro Fosco Consolidação Derrame Pleural

Figura 1.9: Exemplos de lesões representadas por vidro fosco, consolidação e derrame
pleural nas fatias de um volume CT. Fonte: Autoria própria.

A fim de filtrar ruídos e desconsiderar tecidos que não sejam os do pulmão e, assim, me-
lhorar a precisão com que a CNN irá aprender os pesos das bordas, uma pré-segmentação
é aplicada nas fatias do volume CT a partir do modelo denominado Mistura Gaussiana.

Além disso, posto que os métodos clássicos da literatura procuram treinar seus seg-
mentadores a partir de uma grande quantidade de iterações, quanto maior o tempo de
execução entre um ciclo de treinamento e outro, maior será o tempo de espera para a
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obtenção do algoritmo aprendido. Desta forma, foi implementada uma técnica otimizada
de esparsamento do gradiente a fim de aumentar a velocidade de cada iteração sem per-
der a qualidade do aprendizado, e assim diminuir o tempo de processamento ao longo
das iterações de treinamento, ou seja, foi almejado balancear os aspectos da precisão da
segmentação e performance computacional do pipeline de aprendizado proposto, sendo
este um objetivo secundário do trabalho.

E por fim, visto que volumes CT tendem a ter uma alta quantidade de fatias, podendo
chegar às centenas delas, semear fatia por fatia seria uma tarefa bastante trabalhosa e
demorada. Portanto, a fim de automatizar o processo, a metodologia proposta utiliza
uma estratégia específica de semeação quase-automática, em que as sementes de apenas
uma fatia são fornecidas pelo usuário, e o conjunto de sementes de todas as demais fatias
são então induzidas automaticamente.

1.3 Contribuições
As principais contribuições deste trabalho são:

1. Desenvolvimento de um algoritmo de aprendizado profundo de segmentação seme-
ada quase-automático, onde o usuário fornece o conjunto de sementes de apenas
uma fatia do volume CT, e a abordagem induz a criação de mapas de sementes nas
demais fatias de forma automática.

2. Utilização de um módulo de pré-tratamento das imagens, a fim de filtrar a região
alvo de ruídos indesejáveis e tecidos que não sejam do pulmão, melhorando assim o
aprendizado dos pesos das bordas das imagens.

3. Desenvolvimento de uma metodologia de aprendizado dos pesos das bordas, os quais
são empregados em um algoritmo que consiste em uma rede neural profunda inte-
grada ao segmentador Random Walker.

4. Uma estratégia de otimização de esparsamento do gradiente, aumentando assim a
velocidade de treinamento sem perder a qualidade do aprendizado.

5. O algoritmo foi treinado e avaliado no conjunto MedSeg Covid Dataset [34], onde foi
observado que o mesmo apresentou resultados altamente competitivos com trabalhos
recentes de segmentação de pulmão com lesões.

1.4 Estrutura da Dissertação
Esta dissertação de mestrado está organizada em 5 capítulos, como descritos abaixo:

Capítulo 2 [Fundamentação Teórica]: apresenta os conceitos para o entendimento
de segmentação de imagens e do aprendizado de máquina, os quais são implemen-
tados/empregados no método proposto.

Capítulo 3 [Metodologia proposta]: descreve o método de aprendizado profundo
proposto para a segmentação de imagens, demonstrando o processo de aprendizado
e a estratégia de validação do algoritmo.
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Capítulo 4 [Resultados e Discussões]: demonstra os resultados das técnicas aplicas
no método proposto, assim como sua eficácia, comparando-o qualitativamente e
quantitativamente com outros métodos.

Capítulo 5 [Conclusão]: resume o conteúdo da dissertação e destaca suas principais
contribuições e conclusões.
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2.1 Segmentação de Imagem
Uma etapa importante no processamento de imagens digitais para analisar o que está

presente em uma imagem é dividir seu conteúdo entre pixels de diferentes grupos. Tal
processo, de decompor uma imagem em partes menores, designa-se por Segmentação [10].

A segmentação de uma imagem digital pode ser realizada de duas maneiras distintas:

1. De forma automática, através de métodos que interpretam a imagem e criam agru-
pamentos de acordo com algum tipo de semelhança entre os pixels, os quais são
chamados de métodos de segmentação automática;

2. Com a participação do usuário, que também ocorre de acordo com algum tipo de
semelhança entre os pixels, entretanto a segmentação ocorre a partir de pixels de-
marcados pelo usuário (sementes), que facilitam o processo de segmentação e a
obtenção do resultado esperado, sendo esse grupo de métodos chamado de segmen-
tação interativa.

Conforme discutido no capítulo anterior, focaremos no estudo e exploração dos méto-
dos da última categoria.

2.1.1 Algoritmo Random Walker
Métodos de segmentação interativa (baseados em “sementes”) apresentam um desem-

penho satisfatório na tarefa de particionamento de imagens com pouca participação do
usuário. O algoritmo Random Walker (RW) é um método de segmentação do tipo se-
meado proposto por L. Grady [16], que teve como principal propósito a segmentação de
imagens na área médica, mais precisamente, no estudo de ressonâncias. Para o caso biná-
rio, o modelo toma como parâmetro chave a ideia de que, dado um conjunto de sementes
fornecidas e rotuladas como fundo e objeto pelo usuário, qual deve ser a probabilidade de
um caminhante, partindo de um pixel não semeado e de forma aleatória, chegar a uma
semente rotulada como objeto ou como fundo. Desta maneira, tal pixel (não semeado)
receberá o rótulo em que o caminhante tiver maior probabilidade de chegar até que todos
os pixels estejam rotulados. Esta abordagem também pode ser generalizada para uma
quantidade k ∈ N de rótulos.

Em termos matemáticos, considere o conjunto V de nós do grafo sobre uma malha
quadriculada tal como apresentado na Figura 2.1. O algoritmo RW consiste na ideia de
que, dado um conjunto de sementes fornecidas e rotuladas pelo usuário como fundo e ob-
jeto, em inglês Background (B) e Foreground (F), respectivamente, qual é a probabilidade

31
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de um caminhante partindo de um pixel Y , não rotulado e de forma aleatória, chegar a
uma semente rotulada por B? E por F?

Figura 2.1: Representação de um grafo sobre uma malha quadriculada em que o cami-
nhante aleatório se locomove conforme a concepção do método Random Walker. Fonte:
Autoria própria.

Em arestas que possuem ao menos um nó de fronteira, o caminhante tem sua proba-
bilidade diminuída drasticamente de atravessá-las, dificultando assim a passagem através
dessa “barreira”. Logo, na Figura 2.1, onde tal fronteira está destacada, os pixels locali-
zados do lado direito têm maior chance de receberem o rótulo F , uma vez que a fronteira
dificulta a passagem do caminhante, de atravessar para o lado esquerdo até os pixels de
rótulo B, e analogamente para os pixels do lado esquerdo da fronteira, de receberem os
rótulos B. Portanto, tal resultado leva à segmentação ilustrada na Figura 2.2.

Em termos da formulação do problema, dada uma imagem I, definimos um grafo
G = (V, E, WE), em que V é o conjunto de vértices, de tamanho N , onde cada i ∈ V
corresponde ao pixel Pi da imagem I, E é o conjunto de arestas, que ligam os pixels no
grafo-base, e neste caso, considera-se uma vizinhança de 4 pixels, e WE o conjunto de
pesos das arestas, com cada wij ∈ W sendo o peso da aresta que liga os nós i e j.

Para cada nó i ∈ V do grafo, o conjunto de sua vizinhança é definido por N(i) = {j :
(i, j) ∈ E}, ou seja, a lista de vértices j que tenham arestas adjacentes ao nó i, como
exemplificado na Figura 2.3. O algoritmo RW consiste em minimizar a seguinte função
de energia em x = (x1, x2, . . . , xN)T , em que cada componente do vetor representa um
pixel Pi (ou ainda um nó i do grafo) na imagem:

ERW (x) = 1
2

∑
(i,j)∈E

wij(xi − xj)2, (2.1)

Por outro lado, considerando a matriz Laplaciana definida por:

Li, j =


−wi, j se j ∈ N(i)∑
k∈N(i)

wi, k se i = j

0 caso contrario

, (2.2)
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Figura 2.2: Propagação das sementes após a atribuição de rótulos de Objeto (F) e Fundo
(B) aos pontos ainda não rotulados. Fonte: Autoria própria.

Figura 2.3: Representação da vizinhança 4-conectada de um pixel P5. Fonte: [3].

isto é, L = D − A, onde D é a matriz de valência, e A é a matriz de adjacência de G, a
equação (2.1) pode ser reescrita como:

ERW (x) = 1
2xT Lx. (2.3)

Como L é semi-definida positiva, o ponto crítico de ERW (x) é seu mínimo.
Dado um subconjunto S ⊂ V de vértices já rotulados (semeados) pelo usuário, sem

perda de generalidade, façamos permutações de linhas e colunas de forma que:

PLP T =
 LS R

RT LU

, (2.4)

onde P é a matriz de permutação, e U = V \S o subconjunto dos vértices não marcados.
Note que LS e LU são simétricas, uma vez que a matriz laplaciana L é simétrica, e
que R representa a matriz de adjacência ponderada cujas linhas representam os vértices
semeados, e as colunas, os não semeados.
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Portanto, podemos decompor a equação (2.3) por:

ERW (x) = 1
2

[
xT

S xT
U

] LS R
RT LU

 xS

xU


= 1

2
[

xT
S LS + xT

URT + xT
S R + xT

ULU

] xS

xU


= 1

2
(
xT

S LSxS + 2xT
URT xS + xT

ULUxU

)
, (2.5)

em que xS e xU são chamados de mapas de probabilidade dos vértices semeados e não
semeados, respectivamente. Entretanto, os valores dos componentes do vetor xS já são
conhecidos, uma vez que são os nós já semeados cujos rótulos são fornecidos pelo usuário
e, portanto, sem perda de generalidade, podemos definir ERW (x) = ERW (xU). Logo,
diferenciando ERW em relação a xU :

∂ERW

∂xU

(xU) = 1
2

(
2RT xS + 2LUxU

)
= 0 . (2.6)

Assim, o problema de encontrar os mínimos da função ERW equivale a resolver o
seguinte sistema linear com |U | incógnitas em xU :

LUxU = −RT xS. (2.7)

Com a solução da equação (2.7), a segmentação pode ser obtida aplicando um algo-
ritmo de agrupamento convencional, como o K-means, o algoritmo de Otsu ou outros
esquemas de limiarização aos valores de xU . Por exemplo, a rotulação final da imagem
pode ser obtida a partir de uma seleção do tipo winner-take-all do rótulo com valor
máximo para cada vértice:

v 7−→ arg max
a∈{xF ,xB}

xv,a, ∀ v ∈ U, (2.8)

em que xF e xB são os valores base referentes aos rótulos marcados como objeto e fundo
na imagem, respectivamente.

2.1.2 Algoritmo Watershed
Bacias hidrográficas são regiões separadas por linhas chamadas de “divisores de água”

(Watershed), que constituem todas as fontes de uma bacia hidrográfica. Neste caso, água
da chuva, de rios ou afluentes e até mesmo vazões de origem subterrânea, tendem a
escoar naturalmente do ponto mais alto de uma dada região até o ponto mais baixo, onde
acontece o acúmulo na bacia. O que difere duas bacias vizinhas é para onde a água está
escoando, ou seja, os limites da região em que toda a água escorre para o mesmo lugar
[2]. A Figura 2.4 ilustra um modelo simples de bacias hidrográficas.

O algoritmo Watershed parte do princípio de que qualquer imagem pode ser vista
como uma superfície topográfica, com diversas bacias. E então diversas “inundações”
são criadas, a partir das sementes, e se espalham pela imagem. À medida que a água
sobe, dependendo dos picos próximos, a água de diferentes vales começará a se fundir.
Para evitar isso, constrói-se barreiras nos locais onde a água iria se fundir. Ao final,
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Figura 2.4: Ilustração de duas bacias vizinhas, seu divisor, e seus pontos de acumulo.
Fonte: [2].

(a) (b) (c)

(d) (e) (f)

Figura 2.5: (a) Imagem de entrada com as sementes, (b) superfície topográfica da
imagem de entrada, de (c) a (e) os processos de “inundação” do algoritmo Wa-
tershed até a segmentação final (f). Fonte: Adaptado de <http://www.cmm.mines-
paristech.fr/˜beucher/wtshed.html>.

esse processo gera a divisão da imagem em diferentes agrupamentos de pixels, ou seja,
a segmentação da imagem, enquanto que as barreiras erguidas são as fronteiras de cada
região. A Figura 2.5 ilustra o processo de “inundação” iniciado em 3 pontos diferentes
definidos pelas sementes.

O método descrito acima foi inicialmente proposto na área de segmentação de imagens
por Cousty et al. [5], já os cálculos dos divisores de águas, ou seja, dos limites das regiões
da imagem, pode ser realizado, por exemplo, com a ajuda de um dentre dois algoritmos
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clássicos: o Algoritmo de Kruskal [35] ou o Algoritmo de Prim [36].

2.1.3 Modelo de Mistura Gaussiana
O modelo de mistura gaussiana, mais conhecido por Gaussian Mixture Model (GMM),

é um método de pré-segmentação automático que se baseia na combinação linear de filtros
gaussianos e emprega o algoritmo Expectation Maximization (EM).

Conforme apresentado no trabalho de Fu e Wang [37], o GMM é definido como uma
combinação do tipo M-linear da função de densidade gaussiana, ou seja,

p(x) =
M∑

i=1
πi Ni(x|µi, Ci) (2.9)

onde Ni(x|µi, Ci) denota a distribuição normal relacionada ao vetor de média µi e a matriz
de covariância Ci. Já πi é o coeficiente de mistura para o i-ésimo grupo, que pode ser
também denotado como uma probabilidade, a priori, e deve satisfazer a igualdade

M∑
i=1

πi = 1, com 0 ⩽ πi ⩽ 1. (2.10)

Porém, ao aplicar tal método na prática, os valores de µi, Ci e πi não são conhecido.
Desta forma, precisamos estimá-los de alguma maneira. Uma abordagem eficiente para
encontrar tais parâmetros é aplicar o algoritmo EM, a qual é apresentada a seguir.

2.1.4 Expectativa Maximização
Introduzido por Dempster et al. [38], o algoritmo EM é muito eficiente no papel de

estimar parâmetros desconhecidos, o que é comum em diversos tipos de problemas de
agrupamento.

O algoritmo EM é dividido em duas etapas. Na chamada etapa E, Expectation, é
definido um conjunto de dados completo que baseia-se nos dados observados para calcu-
lar o valor esperado da função de máxima verossimilhança, enquanto que na etapa M,
Maximization, usa-se os dados obtidos da função de verossimilhança para definir os novos
valores para os parâmetros desconhecidos anteriormente. As duas etapas se intercalam,
desta forma, até a convergência do método interativo.

Etapa de Expectativa

Inicialmente, os valores de πi, µi e Ci, com i = 1, . . . , M , são estimados por outro
algoritmo como, por exemplo, o clássico algoritmo K-Means. Então, a etapa E de um
modelo de Mistura Gaussiana com M componentes Gaussianas e com N dados xk pode
ser executada da seguinte forma:

Q(θ|θ(t)) =
M∑
l=1

N∑
i=1

γ(Zil) log πl +
M∑
l=1

N∑
i=1

γ(Zil) log N (xi|θl), (2.11)

em que θl = (µl, Ci), N (xi|θl) representa a probabilidade da distribuição para a l-ésima
componente Gaussiana de xi, e γ(Zil) é a probabilidade posterior da l-ésima componente
Gaussiana, que segundo Bishop [39], é representada por:

γ(Zil) = πlN (xi|θl)
M∑

j=1
πjN (xi|θj)

. (2.12)
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Etapa de Maximização

Após os dados serem adquiridos na etapa E, eles são então usados na reestimativa dos
parâmetros na etapa M, que são adquiridos pelos seguintes passos:

π
(t+1)
l = 1

N

N∑
i=1

γ(Zil), (2.13)

µ
(t+1)
l = 1

Nπ
(t+1)
l

N∑
i=1

xiγ(Zil), (2.14)

C
(t+1)
l = 1

Nπ
(t+1)
l

N∑
i=1

(
xi − µ

(t+1)
l

)2
γ. (2.15)

E por fim, as etapas E e M se repetem até que o critério de parada definido seja
satisfeito. Exemplos visuais para diferentes valores do parâmetro k, de número de clusters,
são evidenciados na Figura 2.6.

Figura 2.6: Resultados do processamento de imagens via GMM através do Algoritmo
EM para diferentes parâmetros k. Da esquerda para a direita: imagens de entrada, e os
resultados obtidos tomando-se k = 2, k = 4 e k = 7. Fonte: [2].

2.2 Aprendizado de Máquina
O Aprendizado de Máquina, em inglês Machine Learning, é uma linha de pesquisa

de análise de dados que automatiza a construção de modelos analíticos. É um ramo da
Inteligência Artificial, baseado na ideia de que sistemas podem aprender com os dados,
identificar padrões, e tomar decisões com o mínimo de intervenção humana. O Aprendi-
zado de Máquina é separado em duas categorias, sendo elas o Aprendizado de Máquina
Supervisionado, e o Aprendizado de Máquina Não Supervisionado.
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No Aprendizado de Máquina Supervisionado, dado o conjunto de dados, tem-se os
dados e as classes de cada item. Assim, após o treinamento, dado um item do conjunto,
o modelo deve ser capaz de colocá-lo em alguma das classes disponíveis. O Aprendizado
de Máquina Supervisionado é separado entre as tarefas de classificação e regressão.

• Classificação: Ocorre quando o problema analisado tem a resposta em classes
bem definidas e discretas. Exemplo: dado tamanho e idade do tumor, classificar em
câncer ou não-câncer.

• Regressão: Ocorre quando o problema analisado não tem classes bem definidas, e
a resposta é sempre um número real que pode estar em um intervalo muito grande,
ou seja, um problema definido em um escopo contínuo. Exemplo: predizer o preço
de uma casa, dadas as características como metros quadrados, número de cômodos,
região onde o imóvel está localizado, entre outras características.

Já no Aprendizado de Máquina Não Supervisionado, a máquina é treinada com dados
sem informações de saída, e o objetivo é agrupar os elementos baseados em características
similares ou em características que os tornam únicos. Esses grupos são chamados de
clusters. Com o aprendizado não supervisionado, o objetivo não é procurar por uma
resposta única, aproximada, específica ou certa. Ao invés disso, é relacionar cada elemento
do grupo pela similaridade das características ou do comportamento entre os membros, e
pelas diferenças com os outros grupos.

2.2.1 Aprendizado Profundo
O Aprendizado Profundo, em inglês Deep Learning, é um conjunto de técnicas relaci-

onada tanto ao Aprendizado de Máquina quanto à Visão Computacional, que apresenta
resultados bastante satisfatórios, na maioria dos casos. Pode ser entendido como uma
classe de algoritmos que explora diversas camadas de informações a partir de estruturas
não-lineares. Basicamente, o aprendizado profundo trata do aprendizado de múltiplos
níveis de representação e abstrações que ajudam a construir um conhecimento acerca dos
dados como imagens, sons, e texto.

Rosenblatt [40] propôs um neurônio artificial, com capacidade de encontrar superfícies
de separação para características linearmente separáveis. Esse neurônio é denominado
de Perceptron. Ele pode se conectar com outras unidades para configurar redes mais
complexas, e assim, possibilitando o aprendizado de padrões não-lineares. A Figura 2.7
ilustra um modelo do tipo Perceptron, onde as entradas (X1, X2, X3, . . . , XN) são as
saídas de outros neurônios, ou os dados de entrada quantizados. É então efetuado um
produto escalar com os pesos (W1, W2, W3, . . . , WN) e um parâmetro de viés θ é somado,
resultando em um valor Y ′. Por fim, Y ′ é passado para a uma função de ativação S(Y ′)
de modo a gerar a saída Y do Perceptron.

Na Figura 2.8, são apresentadas duas arquiteturas de redes neurais, onde as camadas
de entrada representam os dados em forma numérica, as camadas de saída as respostas
processadas, e as camadas ocultas originam a sequência de decisões entre as camadas de
entrada e de saída. Com uma camada Perceptron, oculta, tem-se apenas uma rede neural,
de forma que o modelo aprenderá apenas relações lineares. Já com duas ou mais camadas
ocultas, tem-se uma rede neural profunda, e então o modelo poderá aprender relações
mais complexas, isto é, não-lineares entre as camadas de entrada e saída.

A qualidade de um modelo baseado em redes neurais depende da sua capacidade de
aprender as características dos dados apresentados na etapa de treinamento. Nessa etapa,
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Figura 2.7: Modelo Perceptron. Fonte: [7].

Figura 2.8: Rede Neural Simples e Rede Neural de Aprendizado Profundo. Fonte:
<http://deeplearningbook.com.br>.

uma rede neural percorre todo o conjunto de dados e quantifica seu aprendizado na forma
de pesos, sendo esses valores chamados de parâmetros. Um método bastante usual de
treinamento é o Backpropagation, o qual estima os parâmetros da rede propagando o erro
para as camadas anteriores.

2.2.2 Treinamento
Ao treinar uma rede neural, seus parâmetros são inicialmente tomados aleatoriamente.

Entretanto, utiliza-se de uma função de custo para avaliar o quão distante os resultados
produzidos pela rede estão dos resultados alvos e, em seguida, estimar novos parâmetros
por meio do algoritmo Backpropagation.

Função de Custo

Para o ajuste dos parâmetros da rede neural, uma função de custo compara a sua
saída com os resultados pretendidos (ground truth), calculando assim um erro. A escolha
da função de custo é importante para a resolução do problema desejado. De fato, vários
trabalhos na literatura propuseram funções para aplicações específicas como, por exemplo,
a Perda Tripla [41], utilizada em reconhecimento facial. Por outro lado, muitas funções
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de custo podem ser utilizadas em tarefas mais genéricas, como é o caso do chamado Erro
de Entropia Cruzada:

CE(x∗, x) = − 1
N

N∑
i=1

x∗
i log(xi), (2.16)

em que N representa a quantidade de amostras no conjunto de treinamento, e xi e x∗
i

representam, respectivamente, os valores preditos pela rede e aquele observado (real). Um
alto resultado indica que o modelo apresenta valores muito distantes do correto, enquanto
que pequenos apresenta valores próximos.

Backpropagation

Em um rede neural profunda, os parâmetros de cada neurônio do tipo Perceptron são
estimados continuamente a fim de que a rede apresente resultados mais precisos a partir
da minimização da função de custo. Este é um processo iterativo, de tal modo que a cada
etapa, novos dados são fornecidos para a entrada da rede, e a função de erro é calculada
e os parâmetros ajustados. Neste caso, o método do Gradiente Descendente é utilizado
na correção dos parâmetros: o erro é propagado de volta para cada neurônio do modelo.
Tal abordagem é chamada de Backpropagation [42].

O método do Gradiente Descendente, como o próprio nome diz, utiliza o gradiente
(variação) da função de custo a fim de minimizá-la. No cálculo vetorial, o gradiente de
uma função é um vetor que mostra a direção e o sentido de maior incremento da função,
considerando um ponto no espaço. Logo, o sentido contrário do vetor gradiente guia as
estimativas dos parâmetros da rede neural até um ponto de mínimo.

A Figura 2.9 ilustra a curva de uma função de custo com apenas uma dimensão
e quatro configurações de parâmetros. Observe que os valores de w1, w2 e w3 não são
ótimos, portanto, por meio do gradiente descendente (representado pelas setas), é possível
encontrar o ponto ótimo wopt, que é o menor valor da função. Esta abordagem também
pode ser generalizada para uma função de custo com duas ou mais variáveis.

Cada parâmetro de uma rede neural de múltiplas camadas é uma variável “otimizável”
por meio da técnica Backpropagation, que se relaciona com a função de custo E por meio
da regra da cadeia:

∂E

∂wx

= ∂E

∂wg

∂wg

∂wx

(2.17)

em que wg é um parâmetro da função de custo E, que depende do parâmetro wx.
A regra da cadeia permite que a derivada parcial da função de custo em relação a cada

um dos parâmetro da rede seja encontrada de uma forma computacionalmente eficiente.
A derivada parcial permite encontrar o vetor gradiente, que por sua vez mostrará qual
o incremento e sentido que os parâmetros terão que tomar para minimizar a função de
custo.

A derivada parcial da função de custo E, por meio da regra da cadeia, pode ser
calculada em relação a qualquer parâmetro wx da rede neural. Assim, todos os parâmetros
são ajustados para que o erro calculado pela função de custo seja minimizado.

2.2.3 Rede Neural Convolucional
Redes Neurais Convolucionais, em inglês Convolutional Neural Networks (CNN), cons-

titui um tipo particular de rede neural especializada em processar dados que tem como
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Figura 2.9: Parte da curva de uma função de custo. Os vetores representam os gradientes
para quatro diferentes valores de peso w1, w2 e w3, e wopt é um valor de mínimo da função
(ponto ótimo). Fonte: [7].

característica uma topologia no formado de grades (grids), ou seja, dados representados
em 1-D, 2-D, . . . , n-D. Segundo Goodfellow et al. [8], a CNN é uma rede que usa convo-
lução no lugar da matriz comum de multiplicação, em pelo menos uma de suas camadas.

Convolução é um operador linear que, a partir de duas funções dadas, resulta em uma
terceira que mede a soma do produto dessas funções ao longo da região subentendida
pela superposição delas em função do deslocamento existente entre elas. Em termos mais
matemáticos:

s(t) =
∫

x(a)w(t − a)da. (2.18)

A operação de convolução geralmente é representada com um asterisco:

s(t) = (x ∗ w)(t), (2.19)

em que o elemento x é chamado de entrada, e w é chamado de núcleo, ou ainda, kernel.
Em intervalos discretos, esta é representada por meio do seguinte somatório:

(x ∗ w)(t) =
+∞∑

a=−∞
x(a)w(t − a). (2.20)

Entretanto, no aprendizado de máquina aplicado à imagens, os intervalos são discretos
e têm dimensão maior que 1-D. Para uma imagem I de duas dimensões como entrada,
e também um kernel K, também bi-dimensional, a fórmula fica sendo apresentada da
seguinte forma:

S(i, j) = (I ∗ K)(i, j) =
∑
m

∑
n

I(m, n)K(i − m, j − n), (2.21)

e pela convolução ser comutativa, é equivalente escrever

S(i, j) = (K ∗ I)(i, j) =
∑
m

∑
n

I(i − m, j − n)K(m, n). (2.22)
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A Figura 2.10 ilustra uma operação de convolução entre uma imagem de dimensão
3 × 4 com um kernel de dimensão 2 × 2.

Figura 2.10: Exemplo simples da operação convolução 2-D. Fonte: [8]

2.2.4 Bordas Orientadas Convolucionais
Segundo Maninis et al. [9], a técnica denominada Bordas Orientadas Convolucionais,

do inglês Convolutional Oriented Boundaries (COB), produz contornos orientados multi-
escala e hierarquias de região a partir da classificação genérica da imagem. A arquitetura
CNN genérica permite o aprendizado de ponta a ponta dos contornos orientados multies-
cala. A estrutura do algoritmo utilizado pelos autores é apresentada na Figura 2.11.

Aproveitando as arquiteturas clássicas da CNN para avaliar tanto os contornos mais
grossos quanto os detalhes (mais finos) da imagem, bem como as orientações dos contor-
nos. A técnica COB combina esses canais de saída de forma não-linear em uma única
segmentação hierárquica. A Figura 2.12 mostra como é usada as informações fornecidas
pelas camadas intermediárias de uma CNN para detectar contornos e suas orientações em
múltiplas escalas.

Mais especificamente, a CNN base usualmente utilizada na técnica COB é a ResNet
de 50 camadas [43], onde as camadas totalmente conectadas são retiradas. Portanto, a
rede consiste, principalmente, de camadas convolucionais acopladas a ativações da função
do tipo ReLU, divididas em 5 estágios. Cada estágio é tratado como uma escala diferente,
uma vez que contém mapas de características de tamanhos semelhantes. No final de um
estágio, há uma camada de pooling máxima, que reduz as dimensões dos mapas de recursos
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Figura 2.11: Arquitetura do algoritmo COB. Fonte: [9].

Figura 2.12: Arquitetura de aprendizado profundo de COB. As conexões mostram os
diferentes estágios que são usados para gerar os contornos multiescala. Fonte: [9].

produzidos à metade. Cada saída lateral produz um mapa de contorno intermediário em
diferentes resoluções. Na CNN base de 5 camadas ilustrada na Figura 2.12, é combinado
linearmente as ativações laterais das 4 camadas mais finas e 4 camadas mais grossas para
uma saída de escala fina e grossa. A escala fina contém contornos com maior incidência
de detalhes, enquanto a escala grossa leva a detecções menos ruidosas.

Para obter os contornos orientados, é utilizada uma extensão da CNN base, descrita
anteriormente. Foi conectado K sub-redes diferentes à rede base, cada uma associada a
um compartimento de orientação, tendo acesso a mapas de características que são gerados
a partir das camadas convolucionais intermediárias em M escalas diferentes. Cada sub-
rede tem a tarefa de classificar os pixels dos contornos que correspondem a uma orientação
específica. Cada sub-rede consiste em M camadas convolucionais, cada uma delas anexada
em diferentes camadas da rede base. Assim,é necessárias M ∗ K camadas adicionais.

2.2.5 Algoritmo Watershed via Aprendizagem Profunda
Proposto por Steffen et al. [6], Learned Watershed (LWS) é um método de aprendi-

zado baseado no algoritmo clássico Watershed, tendo como objetivo resolver com sucesso
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segmentações em imagens complexas, como partes de regiões estreitas e limites de baixo
contraste, cujos algoritmos anteriores falham.

Os autores propuseram treinar a função da altitude junto com as decisões de atribuição
das regiões subsequentes fazendo com que o erro de segmentação final seja diretamente
minimizado. A Figura 2.13 mostra um exemplo onde o Watershed padrão segmenta
erroneamente, por conta de uma lacuna de fronteira, e o LWS utiliza formas anteriores
aprendidas para fechar as lacunas de fronteiras e retornar uma segmentação mais precisa.

(a) (b) (c) (d)

Figura 2.13: (a) Imagem de entrada, (b) ground truth, (c) segmentação do Watershed
padrão e (d) segmentação do Learned Watershed. Fonte: [6].

O algoritmo Learned Watershed mantém a estrutura básica do algoritmo Watershed
intacta. Cada iteração atribui o melhor candidato atualmente para sua região, e atualiza
a fila. A distância topográfica é induzida por uma função de altitude estimada com
uma CNN. As altitudes são calculadas sob demanda, permitindo seu condicionamento em
decisões anteriores, ou seja, segmentações parciais. A CNN, portanto, tem a oportunidade
de aprender, a priori, os formatos de região prováveis nos dados presentes a partir de
segmentações de ground truth, usando aprendizagem estruturada.

A Figura 2.14 mostra uma visão geral do algoritmo LWS. Em cada iteração, a aresta
mínima é encontrada usando uma fila de prioridade (a), e o rótulo da região é propagado
(b), o que atualiza a projeção P . Para todas as arestas não atribuídas que não estão na
fila de prioridade e precisa ser avaliadas pelo algoritmo de Prim na próxima iteração, a
altitude fdyn(e) é avaliada usando a rede de predição de borda dinâmica (c).

Já a arquitetura da rede neural utilizada no LWS baseia-se, principalmente, no traba-
lho de Yu e Koltun [44], que introduziram convoluções dilatadas para alcançar segmenta-
ções densas e agregar sistematicamente informações contextuais em múltiplas escalas sem
agrupar operações.

A rede é dividida em dois ramos convolucionais (vide Figura 2.15): O ramo supe-
rior fstatic compreende modelos que, uma vez treinados, dependem apenas da imagem de
entrada I, e o inferior fdyn incorpora adicionalmente informações que mudam dinami-
camente sobre o estado atual do algoritmo de Prim. Uma vez que a entrada do ramo
superior não muda durante a previsão, suas ativações de rede podem ser pré-computadas
para todas as bordas.
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Figura 2.14: Arquitetura do algoritmo Learned Watershed. Fonte: [6].

Figura 2.15: Arquitetura da rede neural do algoritmo Learned Watershed. Fonte: [6].





3 METODOLOGIA PROPOSTA

Neste capítulo, apresentamos um método de aprendizado profundo para segmentação
interativa com foco em imagens médicas, de tomografia computadorizada do pulmão. A
abordagem faz uso de uma Rede Neural Convolucional, que aprende os pesos das bordas
da imagem e os integra ao algoritmo Random Walker, visando maximizar a precisão da
segmentação subsequente no processo de treinamento.

Inspirado em Dong at al. [45] e Pratondo te al. [46], foi utilizado o modelo de
Mistura Gaussiana pra uma pré-segmentação das imagens de entrada, visto que o GMM
filtra ruídos e tecidos que não sejam os do pulmão, obtendo assim um aprendizado mais
robusto dos pesos de bordas por parte da CNN.

Também foi descrito as etapas de aprendizado dos pesos de bordas, juntamente com as
técnicas de redução dos cálculos da etapa de Backpropagation no pipeline de aprendizado.
E por fim, foi proposta uma técnica de automatização das sementes.

Para o desenvolvimento do método, utilizou-se como protótipo a CNN desenvolvida
por Maninis et al. [9], COB, embora o método proposto seja independente da arquitetura
da CNN adotada.

3.1 Descrição do Esquema de Aprendizagem
Vimos na Seção 2.1.1 que a segmentação oriunda do método RW é dada através da

solução da equação (2.7), isto é:

LUxU = −RT xS.

Para encontrarmos os pesos mais apropriados para as arestas, empregamos o método
do Gradiente Descendente de modo a aprender estimadores de pesos de maneira estrutu-
rada, isto é, no sentido do que foi proposto em [47].

Ao resolver a equação (2.7) para uma imagem de entrada, iremos então treinar a CNN,
que equivale ao problema de minimizar uma função de custo l em relação ao parâmetro
Θ da rede neural:

arg min
Θ

l(x∗
U , xU) = arg min

Θ
l
(
x∗

U , −LU(I; Θ)−1R(I; Θ)T xS

)
, (3.1)

com base na solução ótima x∗
U . Para solucionar este problema de otimização, aplicamos

a regra da cadeia a fim de facilitar o uso do método do Gradiente Descendente, isto é:

∂l(x∗
U , xU)
∂Θ = ∂l(x∗

U , xU)
∂xU

∂xU

∂w

∂w

∂Θ , (3.2)

em que w = (w1, w2, . . . , w|WE |), com wi ∈ WE, ∀ i ∈ {1, 2, . . . , |WE|}.

47
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Observe que a derivada parcial da função de perda em relação ao candidato à solução
e a derivada parcial do peso em relação ao parâmetro da rede são simples de serem
calculados, porém, o tensor remanescente não, uma vez que sua dimensão é extremamente
grande para imagens digitais usuais: 2 rótulos de sementes em milhões de vértices |U | e
milhões de arestas |E|, ou seja, ∂xU/∂w ∈ R|U |×2×|E|.

Por outro lado, derivando a equação (2.7) em relação a w tem-se que

∂LUxU

∂w
= −∂RT xS

∂w
. (3.3)

e aplicando a regra do produto

∂LU

∂w
xU + LU

∂xU

∂w
= −

∂RT

∂w
xS + RT ∂xS

∂w

 . (3.4)

Entretanto, note que xS é constante, e não depende dos pesos da arestas, uma vez que
é dado inicialmente pelo usuário.

Logo ∂xS/∂w = 0, e com isso, chegamos no seguinte tensor de sistema linear, cuja a
solução é ∂xU/∂w:

LU
∂xU

∂w
= −

∂LU

∂w
xU + ∂RT

∂w
xS

. (3.5)

Assim, tem-se 2|E| equações lineares com a matriz LU tendo solução ∂xU/∂w.
O lado direito da equação (3.5) é fácil de calcular, pois ∂LU/∂w e ∂RT /∂w são esparsos

e constantes em relação a w, porém, ainda é caro computacionalmente, já que para calcular
esse grande tensor de 3 dimensões é requerido, em cada etapa da descida do gradiente,
resolver o sistema linear (3.5).

Tendo em mente que ∂xU/∂w é utilizado apenas na multiplicação

∂l(x∗
U , xU)
∂w

= ∂l(x∗
U , xU)

∂xU

∂xU

∂w
, (3.6)

podemos fazer duas simplificações conforme descritas a seguir.

Gradiente Esparso

Ao invés de solucionar todo o gradiente de três dimensões ∂l(x∗
U , xU)/∂w, tomamos

uma quantidade k ≪ |E| de arestas aleatórias, resolvemos os sistemas lineares correspon-
dentes, e então definimos todos os restantes como zero.

Tal abordagem pode ser vista como um algoritmo de descida do gradiente estocás-
tico. Para otimizar o aprendizado do método, tomaremos as k arestas de forma aleatória
respeitando duas regras:

1. Não estejam na 4-vizinhança das sementes, ou seja, para todo peso wi tomado
como anteriormente, tem-se i /∈ N(j), ∀j ∈ S, pois tais pontos terão sempre alta
probabilidade de pertencerem a região da semente que faz vizinhança, sendo o ideal
é que as sementes não estejam na borda da sua região;

2. Estejam no interior das regiões delimitadas pelas sementes de fundo, ou seja, mais
próximos a região dos pulmões, desta forma focando no aprendizado dos pesos de
maior interesse.
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Poda do Gradiente

Komodakis et al. [48], propuseram uma Poda dos Rótulos, onde ao visitar os nós de
um Campo Aleatório de Markov, reduzem dinâmicamente o número de rótulos possíveis
para cada nó, descartando rótulos que são improvável de ser atribuído a esse nó.

Ao realizar a multiplicação na equação (3.6), o tensor ∂xU/∂w é modulado com as
dimensões de ∂l(x∗

U , xU)/∂xU . Assim, inspirado em Komodakis et al., a cada etapa de
Backpropagation, será computado apenas o rótulo de maior contribuição no gradiente, ou
seja, para cada aresta (i, j) ∈ E, é computado as contribuições dos rótulos que satisfazem
a equação a seguir:

arg max
a∈{xF , xB}

∣∣∣∣∣∣
∂l(x∗

U , xU)
∂xU


i, a

∣∣∣∣∣∣. (3.7)

Essas duas abordagens combinadas reduzem a dimensão do gradiente ∂l(x∗
U , xU)/∂w,

de |U | × 2 × |E|, para |U | × 1 × k e, assim, ao invés de resolvermos 2|E| sistemas lineares
esparsos de tamanho |U |, solucionamos k sistemas lineares esparsos de tamanho |U |.

Em nossa metodologia, foi escolhida a função de Perda de Entropia Cruzada (CE) –
equação (2.16)) – definida por:

CE(x∗, x) = − 1
|V |

∑
i∈V

∑
j∈L

x∗
i, j log(xi, j),

em que x é a nossa matriz de atribuição calculada pelo método, e x∗ é a solução ótima
que procuramos.

Visando selecionar as sementes no processo de treinamento do método, a região do
pulmão será tomada como objeto, e o restante como fundo. Um usuário deve então
fornecer sementes pra cada região do tipo “objeto” e contorná-la, de “forma esparsa”, com
sementes rotuladas no fundo. As sementes utilizadas na fase de teste do modelo foram
tomadas aleatoriamente seguindo as regras acima, e os cuidados para estarem distantes o
suficiente das bordas dos objetos.

A Figura 3.1 mostra um panorama geral do pipeline de aprendizado proposto. Em
nossa implementação, usamos um grafo 4-conectado, portanto, precisamos de apenas dois
pesos de bordas por pixel, um horizontal e um vertical. Para a CNN, foi utilizado a rede
COB com K = 8 e M = 5 (vide Seção 2.2.4).

3.2 Automatização das Sementes
Na etapa de validação, adotamos uma estratégia de semeação semi-automática para

que o método proposto possa ser utilizado com sucesso na segmentação de imagens do
tipo CT carregando grande quantidade de fatias. Assim, inspirado no trabalho de Dong
et al. [45], as sementes são dadas de forma quase automática. Para esta abordagem, foi
considerado o fato de que as fatias adjacentes tem alta correlação entre si. Assim, definida
a segmentação de uma fatia, ela pode servir por base para estimar as sementes de fundo
e objeto para a fatia subsequente.

Inicialmente, dado o conjunto CT de entrada, foi tomada como fatia inicial aquela
em que o objeto tenha a maior região em relação às outras fatias. Desta forma, uma vez
que as sementes são marcadas manualmente para a fatia mencionada, a mesma é então
segmentada com o método aprendido. Com a segmentação da fatia inicial i, as regiões
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Figura 3.1: Visão geral do pipeline do algoritmo proposto. Acima: A imagem de entrada
passa por uma pré-segmentação, que é então mapeada por uma CNN para um grafo de
borda ponderada não direcionado. Uma matriz de probabilidade é calculada para cada
região usando o segmentador Random Walker. Na etapa de teste, uma segmentação é
calculada a partir das probabilidades. Abaixo: A partir dos mapas de probabilidade,
uma amostra esparsa do gradiente é calculada e, então, fornecida a rede CNN. Fonte:
Autoria própria.

para as sementes candidatas de fundo e objeto da fatia i + 1 são dadas, respectivamente,
pelas seguintes equações:

FSi+1 = (SEGi ⊕ FD1) − (SEGi ⊕ FD2)
OSi+1 = (SEGi ⊖ OE) ,

(3.8)

em que SEGi é a região segmentada como objeto pelo método treinado referente à fatia
i, FD1 e FD2 são os elementos estruturantes da dilatação, e OE o elemento estruturante
da erosão [49].

Os elementos estruturantes foram selecionados empiricamente como sendo discos com
raio de FD1 = 14 pixels, FD2 = 12 pixels e OE = 10 pixels.

Erosão Dilatação

Figura 3.2: Erosão da região azul escuro para a região azul claro, e dilatação da região
azul escuro para a região azul claro. Fonte: Autoria própria.

A região FSi+1 é tomada como as sementes de fundo. Entretanto, o mesmo não pode
ser feito com a região OSi+1 para as sementes do tipo objeto, uma vez o método proposto
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não prediz com total precisão a região do pulmão e, mesmo que pequena, existe uma
diferença entre as fatias, fazendo com que a região OSi+1 contenha pixels que não fazem
parte do tecido do pulmão e muito próximos a borda, como mostra a Figura 3.3. Porém,
pode-se restringir como sementes de fundo os pixels de OSi+1 que tenham intensidade no
intervalo [a, b], onde:

a = µ − βσ

b = µ + βσ ,
(3.9)

com µ e σ sendo a média e a variância, respectivamente, do método GMM, e β uma variável
de ajuste dada empiricamente no intervalo [0.05, 0.3], correspondendo baixo contraste e
alto contraste do conjunto de dados.

(a) (b)

Figura 3.3: (a) Sementes de objetos antes da restrição e (b) sementes de objeto após a
restrição. Fonte: Autoria própria.

De posse das sementes de objeto e fundo, aplica-se então o algoritmo treinado para
calcular a segmentação da fatia i+1, e assim sucessivamente, até a última fatia do volume
CT de entrada.

Para as fatias anteriores, a fatia inicial i segue o processo análogo, porém, com índice
decrescente. A Figura 3.4 ilustra o modelo de automatização das sementes.



52 METODOLOGIA PROPOSTA

Figura 3.4: Visão geral do processo de automatização das sementes. Fonte: Autoria
própria.



4 RESULTADOS E DISCUSSÕES

Este capítulo é destinado à apresentação dos resultados experimentais obtidos e com-
parações com outros métodos de segmentação da literatura. Assim, para melhor entendi-
mento dos resultados obtidos nessa pesquisa de mestrado, abrimos nossa discussão a partir
da descrição da base de dados utilizada nos testes, bem como as métricas de qualidade
aplicadas para avaliar o desempenho das segmentações.

Seguindo o mesmos ensaios experimentais de outros trabalhos da literatura [2, 3], os
resultados são divididos em dois tipos de análises distintas:

• Resultados Quantitativos: são gerados em formatos numéricos, através das mé-
tricas, e serão discutidos a partir da adoção de gráficos e tabelas.

• Resultados Qualitativos: competem aos resultados visuais, ou seja, as imagens
segmentadas serão exibidas e comparadas em termos visuais, tomando-se como pa-
râmetro na análise as imagens de ground truth.

4.1 Base de Dados e Métricas de Avaliação

4.1.1 Base de Dados
O conjunto de dados utilizado neste trabalho foi disponibilizado pelo grupo de pesquisa

MedSeg [34]. Ele consiste de imagens volumétricas, de tomografia computadorizada do
pulmão de diferentes pacientes infectados pelo novo coronavírus SARS-CoV-2, juntamente
com suas respectivas representações do tipo ground truth. Mais precisamente, a base
fornece oito conjuntos de imagens do tipo CT, sendo que as fatias de cada volume possuem
dimensões de 610 × 610 pixels.

Visando acelerar as comparações experimentais com outras técnicas da literatura, em
especial, o LWS, que acabou levando tempo demasiado para treinar com as imagens
de dimensões originais da base, as fatias dos volumes CT foram redimensionados para
256 × 256 pixels, através da relação de área interna [50].

Um dos volumes foi utilizado para o treinamento do método, enquanto todos os demais
foram empregados para a etapa de testes. A Figura 4.1 apresenta algumas das imagens
do conjunto de dados utilizado.

4.1.2 Métricas de Avaliação
A fim de quantificar a qualidade final das segmentações, foram utilizadas seis métricas

de avaliação:

53
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Figura 4.1: Exemplos de imagens de três dos volumes do conjunto de dados Medseg.
Fonte: Autoria própria.

• Variation of Information (VOI).

• Rand Index (RI).

• Adjusted Rand Index (ARI).

• Precision.

• Recall.

• F-score.

Tais métricas comparam o resultado da segmentação obtida por um dado modelo
com as respectivas segmentações de referência, ou seja, os ground truth (GT), retornando
valores escalares que representam uma avaliação da qualidade final da segmentação. De-
pendendo da métrica, seus valores indicam melhor qualidade das segmentações caso sejam
próximos a 0 ou, ainda, um valor que seja próximo a 1.

A fim de entendermos melhor cada métrica, será apresentada uma breve descrição de
cada métrica quando aplicada ao par segmentação obtida e e representação GT.

Variation of Information

A tradução de Variation of Information é Variação da Informação, sendo exatamente
essa “quantidade” que a métrica VOI afere. Ela procura medir a distância com relação
à entropia do resultado da segmentação e do GT, denotada aqui por S e GT respectiva-
mente, ou seja, avalia a quantidade de informação desnecessária entre as duas imagens
segmentadas. Logo, o que esperamos obter é o menor valor possível para essa métrica em
particular.

Também é possível demonstrar que a VOI é uma métrica fundamentada em conceitos
clássicos da Álgebra Linear [51, 52].

O valor escalar da VOI é dado pela equação a seguir:

V OI = H(S) + H(GT ) − 2M(S, GT ), (4.1)

em que H(S) e H(GT ) são os valores de entropia relacionados à segmentação e ao ground
truth, respectivamente, e M(S, GT ) representa as informações que S e GT compartilham,
chamada de Mutual Information [53].
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Rand Index

A métrica RI mede a proximidade entre a segmentação obtida e o seu respectivo GT.
Tal comparação é feita levando-se em consideração o número de pares de pixels associados
em S e GT , que possuem o mesmo rótulo. A métrica (RI) era utilizada, a princípio, apenas
para avaliar resultados de técnicas de clustering, sendo modificada por Unnikrishnan et
al. [54], e Yang et al. [55] para aplicações que viessem a contemplar outras aplicações na
área de segmentação de dados e imagens.

Se denotarmos um par de pixels por Si ∈ S e Gi ∈ GT , ambos de mesmo índice com
relação à imagem base, o valor do Rand Index [56] pode ser obtido pela seguinte equação:

RI = Pares com mesmo rótulo
Total de pares . (4.2)

É fácil ver que 0 ⩽ RI ⩽ 1, e também que 100 ∗ RI é a porcentagem do total de pixels
da imagem que foram segmentados conforme esperado. Logo, o que esperamos obter é o
maior valor possível.

Adjusted Rand Index

A métrica ARI é a versão “ajustada por acaso” da métrica Rand Index. A métrica RI
calcula uma medida de similaridade entre dois clusters, considerando todos os pares de
amostras e pares de contagem que são atribuídos nas mesmas ou diferentes partições, isto
é, nos clusters previstos em S e verdadeiros em GT .

A pontuação de RI clássica é então “ajustada por acaso” na pontuação ARI usando o
seguinte esquema:

ARI = RI − RIesperado

max(RI) − RIesperado

. (4.3)

Uma vez que RI está entre 0 e 1, o valor RIesperado (embora não seja um valor cons-
tante) deve ser maior ou igual a 0. Por outro lado, ARI ⩽ 1. Portanto, há uma faixa mais
ampla de valores que ARI pode assumir, aumentando assim a sensibilidade do índice.

Assim, a métrica ARI é assegurada a ter um valor próximo de 0 para uma rotulagem
aleatória independentemente do número de clusters e de amostras, e é exatamente 1
quando os clusters são idênticos, ou seja, quanto maior o valor de ARI, melhor.

Precision e Recall

Na segmentação de imagens, Precision é a fração das segmentações relevantes entre
as segmentações recuperadas, enquanto o Recall é a fração das segmentações relevantes
que foram recuperadas. Isso significa que ambas são, portanto, baseadas na relevância.
Precision e Recall são dadas, respectivamente, pelas seguintes fórmulas matemáticas:

PRECISION = vp

vp + fp
(4.4)

RECALL = vp

vp + fn
, (4.5)

em que vp (verdadeiro positivo) é a quantidade de pixels de objeto segmentados correta-
mente, fp (falso positivo) a quantidade de pixel de fundo segmentado como de objeto e
fn (falso negativo) a quantidade de pixels de objeto segmentado como de fundo.
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Uma pontuação de Precision de 1.0 significa que cada pixel rotulado como objeto
realmente é um pixel de objeto, mas não diz nada sobre o número de pixels de objeto que
não foram rotulados corretamente, enquanto um Recall de 1.0 significa que cada pixel de
objeto foi rotulado corretamente, mas não diz nada sobre quantos pixels de fundo foram
incorretamente também rotulados como sendo pixel de objeto. Logo, é possível calibrar
a segmentação e melhorar a Precision em detrimento da métrica Recall, ou vice-versa.
Portanto, o que queremos obter é o maior valor possível em ambas as medidas.

F-score

Normalmente, as pontuações de Precision e Recall são ponderadas a partir de uma
métrica-sumário. Assim, a métrica de qualidade F-score, também conhecida por F1-score,
é um índice que combina as contribuições das métricas Precision e o Recall. Este é definido
como a média harmônica das métricas Precision e Recall, isto é:

F -SCORE = 2 ∗ PRECISION ∗ RECALL

PRECISION + RECALL
. (4.6)

O maior valor possível de F-score é 1, indicando PRECISION e RECALL perfeitos,
e o menor valor possível é 0, se PRECISION ou RECALL for zero. Portanto, quanto
maior o valor de F-score, maior será a qualidade da segmentação.

4.1.3 Resultados e Comparações
Ajuste de Parâmetros na Criação dos Mapas de Sementes

Uma das contribuições do algoritmo proposto é a distribuição das sementes de forma
semi-automática que, ao segmentar um volume completo CT, é requerido apenas o ma-
peamento de um único slice, obtendo assim os demais mapas de sementes para todas as
outras fatias do volume de maneira inteiramente automática.

Conforme explorado na Seção 3.2, tal estratégia de distribuição de sementes utiliza-se
das operações morfológicas de Erosão e Dilatação que, por sua vez, dependem, respecti-
vamente, dos raios dos elementos estruturantes das dilatações (rD1 e rD2), e do raio do
elemento estruturante da erosão (rE). Outro importante parâmetro a ser analisado é a
variável de ajuste β da equação (3.9), conforme ilustrado na Figura 3.3. Assim, inspi-
rado em [45], β foi adotado dentro do intervalo [0.05, 0.3], cujas extremidades refletem o
baixo/alto contraste da imagem, embora β = 0.3 possa, em alguns casos, induzir à criação
de falsas sementes do tipo objeto, conforme ilustrado Figura 4.2. Por outro lado, valores
próximos de 0.05 podem diminuir a quantidade de sementes, podendo fazer com que a
segmentação não avance para a região do pulmão, tal como ilustrado na Figura 4.3.

Já os parâmetros rD1, rD2 foram escolhidos de forma que as sementes de fundo não
ficassem muito distantes da região do pulmão, servindo também como uma heurística de
delimitação para o objeto a ser segmentado. O parâmetro rE foi escolhido de modo que a
região das sementes de fundo não fossem limitadas, principalmente em regiões pequenas.
A Figura 4.4 ilustra um caso onde os pixels de fundo foram segmentados como objeto,
enquanto que na Figura 4.5 foi limitado a região para sementes de objeto, e desta forma,
apenas o lado direito recebe sementes para ser segmentada.

Portanto, a partir de uma grande bateria de testes realizados e a fim de mitigar os
problemas apresentados nos parágrafos anteriores, maximizando assim a qualidade da
segmentação, tomamos rD1 = 14, rD2 = 12 e rE = 8.
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(a) (b) (c)

Figura 4.2: Caso de falsas sementes de objeto como consequência da escolha de um alto
valor para β. (a) Imagem de entrada com as sementes tomadas com β = 0.3, (b) ground
truth e (c) segmentação obtida pelo método proposto. Fonte: Autoria própria.

(a) (b) (c)

Figura 4.3: Caso em que poucas sementes implicam em uma segmentação de baixa quali-
dade, devido à adoção de um baixo valor para β. (a) Imagem de entrada com as sementes
tomadas com β = 0.05, (b) ground truth e (c) segmentação obtida pelo método proposto.
Fonte: Autoria própria.

(a) (b) (c)

Figura 4.4: (a) Imagem de entrada com as sementes tomadas com os parâmetros rD1 = 20,
rD2 = 18 e rE = 8, (b) ground truth e (c) segmentação pelo método proposto. Fonte:
Autoria própria.

A Figura 4.6 ilustra as segmentações obtidas das mesmas imagens complexas explo-
radas nas Figuras 4.2, 4.3, 4.4 e 4.5, mas com rD1 = 14, rD2 = 12, rE = 8 e β = 0.1. A
partir dos novos resultados, foi possível observar uma melhora significativa na qualidade
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(a) (b) (c)

Figura 4.5: (a) Imagem de entrada com as sementes tomadas com os parâmetros rD1 = 14,
rD2 = 12 e rE = 8, (b) ground truth e (c) segmentação pelo método proposto. Fonte:
Autoria própria.

das segmentações.

Pre-segmentação e Realce de Bordas via Algoritmo GMM

Ao fazer a pré-segmentação utilizando o algoritmo GMM, passa-se pelo detector de
bordas uma imagem onde foi filtrado os ruídos e tecidos que não sejam os do pulmão.
Desta forma, a CNN retorna os pesos de bordas de forma mais precisa. Na Figura 4.7,
podemos visualizar que, com a pré-segmentação (primeira linha), a CNN retorna pesos de
borda vertical e horizontal mais robustos do que sem a pré-segmentação (segunda linha),
onde este último apresenta ruídos no entorno externo da região do pulmão.

Aspectos Computacionais

Conforme discutido na Seção 3.1, a fim de otimizar o tempo de treinamento do método,
aplicamos as técnicas de poda do gradiente e gradiente esparso, sem que houvesse perda
na qualidade do aprendizado dos pesos de bordas. A Figura 4.8 ilustra o crescimento
exponencial do tempo de execução da técnica Backpropagation em relação ao aumento da
quantidade de amostras tomadas no gradiente.

Os resultados foram obtidos em uma imagem de entrada com dimensões 256 × 256,
utilizando uma máquina de CPU (i7-8565U, 1.80GHz\1.99GHz).

Já na Figura 4.9 é ilustrado o gráfico da convergência da função de custo no decorrer
das iterações em relação a diferentes quantidades de amostras tomadas.

Pode-se observar que o aumento das amostras está intimamente ligado a convergência
da função de custo, entretanto, a parir de 1024 amostras, a melhora na convergência é
mínima, enquanto que o aumento do tempo de execução dos passos da Backpropagation é
exponencial. Portanto, foi escolhido n = 1024 levando em conta o melhor resultado entre
aceleração (≃ 35 vezes) e precisão, onde uma etapa de Backpropagation com gradiente
completo leva em média 12 minutos.

Comparações

Esta seção é destinada aos testes comparativos de qualidade e de eficiência envol-
vendo a metodologia de segmentação proposta e demais técnicas da literatura. Desta
forma, iremos apresentar os resultados quantitativos e qualitativos do método proposto,
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Figura 4.6: (a) Imagens de entrada com as sementes tomadas com β = 0.05, (b) rD1 = 14,
rD2 = 12 e rE = 8, (c) ground truth e (d) segmentação pelo método proposto. Fonte:
Autoria própria.

e compará-los com os seguintes métodos da literatura: Random Walker [16], e Learned
Watershed [6]. Os métodos RW e LWS tiveram seus parâmetros ajustados de forma a
otimizar a segmentação das imagens, conforme sugerido pelos próprios autores em seus
respectivos trabalhos.

Com relação à metodologia proposta, o pré-segmentador GMM foi treinado para três
clusters, em um volume CT de 30 imagens com dimensões 256×256 do conjunto de dados
Medseg (vide Seção 4.1.1). O detector de bordas COB [9] integrado ao segmentador
Random Walker foi treinado no mesmo conjunto citado anteriormente, assim como o
método LWS, que também foi treinado nesse mesmo conjunto, a partir de um total de
100 épocas. As sementes definidas para o métodos proposto e RW foram fornecidas
conforme descrito na Seção 3.2. Já para o LWS, foram dadas como descrito em [6] de
forma a otimizar sua segmentação.
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(a) (b)

(c) (d)

Figura 4.7: (a) Pesos de bordas vertical, (b) pesos de borda horizontal com pré-
segmentação, (c) pesos de bordas vertical, e (d) horizontal sem pré-segmentação. Fonte:
Autoria própria.

Na Figura 4.10, comparamos as segmentações da metodologia proposta com as segmen-
tações do RW e do LWS em pulmões com lesões aparentes. O intuito desse experimento foi
demonstrar que o algoritmo proposto proporciona segmentações de alta qualidade apesar
do pulmão apresentar pouca ou muitas lesões.

Na primeira e segunda linha, pode-se observar poucas lesões, sendo representadas por
tons de cinza mais próximos ao do tecido do pulmão e localizados no interior do mesmo.
Os três algoritmos apresentaram segmentações muito próximas do ideal. Na terceira e
quarta linha, os três métodos ainda apresentaram segmentações próximas do desejado,
apesar das lesões aparecerem em maior quantidade e com intensidades de cinza mais
distantes daquelas do tecido do pulmão, porém, ainda localizadas predominantemente no
interior do pulmão. Na quinta, sexta e sétima linhas, as lesões que estão localizadas na
parede do pulmão apresentaram intensidades de cinza distantes aos do tecido pulmonar
e próximas aos da região externa. Nesses casos, as segmentações dos algoritmos RW e
LWS não se propagam até as regiões citadas, falhando na captura correta de tal região.
Por fim, note que o aprendizado do método proposto supera tal dificuldade, identificando
corretamente as bordas da região do pulmão e segmentando corretamente onde os outros
dois métodos concorrentes falharam.
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Figura 4.8: Relação entre o tempo de execução da técnica Backpropagation e as diferentes
quantidades de amostras tomadas no gradiente. Fonte: Autoria própria.

Figura 4.9: Relação entre a convergência da função de custo no decorrer das iterações em
relação a diferentes quantidades de amostras tomadas. Fonte: Autoria própria.

A Figura 4.11 ilustra alguns casos em que o LWS “vaza” por conta de um “fraco
contorno”. Nos referidos casos, o LWS segmenta toda uma “bacia”, propagando uma falsa
segmentação. Entretanto, o detector de bordas do método proposto aprende os pesos de
bordas, fechando assim lacunas de fronteira, e ainda mais, as sementes de fundo (vide
Seção 3.2) também passaram a funcionar como um “delimitador de região”, impedindo
que a falsa segmentação se espalhe demasiadamente.

Por fim, apresentamos os resultados quantitativos com relação ao método proposto,
comparando-o com os algoritmos RW e LWS para, assim, endereçar os aspectos numéricos
quanto à precisão e acurácia na segmentação de volumes CT de pulmão com lesões.
Iremos utilizar as métricas descritas na Seção 4.1.2: Precision, Recall, F-score, Variation
of Information (VOI), Rand Index (RI) e Adjusted Rand Index (ARI). Para uma melhor
compreensão das métricas, aquelas que apresentam o melhor resultado no sentido de
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“quanto maior, melhor” estão acompanhadas do símbolo (↑) nas tabelas, enquanto que
aquelas que estabelecem “quanto menor, melhor” estão seguidas do símbolo (↓), enquanto
que a melhor avaliação de cada uma das métricas estará representada em negrito.

A Tabela 4.1 compara os métodos Random Walker tradicional (RW), Leared Watershed
(LWS), e o Método Proposto (MP) através das médias e variância do valor dado pelas
métricas citadas acima em sete volumes CT do conjunto de dados MedSeg. E por fim,
as Figuras 4.12, 4.13 e 4.14 ilustram gráficos comparando quantitativamente os métodos
RW, LWS, e a abordagem proposta, através das métricas descritas na Seção 4.1.2 em cada
uma das fatia de 3 volumes CT distintos.

MP RW LWS
(↑) PRECISION 0.9512 ± 0.0772 0.9540 ± 0.1169 0.8254 ± 0.2625
(↑) RECALL 0.9420 ± 0.1294 0.8085 ± 0.1579 0.9445 ± 0.0951
(↑) F-SCORE 0.9419 ± 0.1156 0.8681 ± 0.1356 0.8398 ± 0.2459
(↓) VOI 0.1448 ± 0.0621 0.2532 ± 0.1140 0.2824 ± 0.2324
(↑) RI 0.9800 ± 0.0099 0.9542 ± 0.0252 0.9385 ± 0.0878
(↑) ARI 0.9231 ± 0.1142 0.8280 ± 0.1350 0.7863 ± 0.2861

Tabela 4.1: Comparação quantitativa entre os método RW, LWS e o método proposto
(MP). Fonte: Autoria Própria.

As segmentações do RW e LWS obtiveram a melhor avaliação de acordo com as mé-
tricas Precision e Recall, respectivamente. Entretanto, podemos observar que, em ambos
os casos, o método proposto apresenta escores muito próximos ao melhor índice alcan-
çado nos testes, enquanto que os métodos RW e o LWS apresentam resultados elevados
de Precision ao custo do Recall, e vice-versa, ou seja, o método proposto promove um
balanceamento ideal entre as medidas Precision e Recall, o que pode ser confirmado pelo
seu escore obtido na métrica de sumário, F-score. Já nas métricas VOI, RI e ARI o mé-
todo proposto apresenta resultados amplamente superiores aos obtidos pelos outros dois
métodos comparados.

Por fim, nas Figuras 4.12, 4.13 e 4.14, é possível observar que a segmentação do método
proposto mantém uma alta qualidade (e constante, sem variações bruscas entre diferentes
slices) no decorrer das segmentações das fatias de cada um dos três volumes CT avaliados,
diferente dos demais métodos, os quais apresentaram grandes discrepâncias no decorrer
dos diferentes volumes explorados. Isso indica um aprendizado robusto dos pesos de borda
por parte da abordagem proposta.
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(a) (b) (c) (d) (e)

Figura 4.10: Comparação da segmentação de pulmão com lesões aparentes. (a) Imagens
de entrada, (b) ground truth, (c) segmentações pelo método Random Walker, (d) segmen-
tações pelo método Learned Watershed e (e) segmentação pelo método proposto. Fonte:
Autoria própria.
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(a) (b) (c) (d)

Figura 4.11: Comparação entre o método LWS e o método proposto. (a) Imagens de
entrada, (b) ground truth, (c) segmentações pelo método Learned Watershed e (d) seg-
mentações pelo método proposto. Fonte: Autoria própria.
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Figura 4.12: Comparação entre o método LWS, RW e o método proposto em cada imagem
do volume CT de teste #1, através das métricas Precision, Recall, F-score, VOI, RI e ARI.
Fonte: Autoria própria.
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Figura 4.13: Comparação entre o método LWS, RW e o método proposto em cada imagem
do volume CT de teste #2, através das métricas Precision, Recall, F-score, VOI, RI e ARI.
Fonte: Autoria própria.
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Figura 4.14: Comparação entre o método LWS, RW e o método proposto em cada imagem
do volume CT de teste #3, através das métricas Precision, Recall, F-score, VOI, RI e ARI.
Fonte: Autoria própria.





5 CONCLUSÃO

Neste dissertação, propusemos um algoritmo de aprendizado profundo, de ponta a
ponta, para segmentação interativa de imagens volumétricas CT de pulmão, as quais
apresentam danificações ocasionadas pelo novo corona vírus SARS-CoV-2. Foram pro-
postas a otimização das iterações de treinamento do método, para que o mesmo pudesse
aprender os pesos das bordas das imagens de maneira mais rápida e, ao mesmo tempo,
robusta, além da abordagem proposta promover a criação de mapas de sementes de forma
semi-automática, visando assim contornar a tarefa de semear cada fatia dos volumes CT.

A fim de melhorar a qualidade da segmentação, aplicamos uma pré-segmentação nas
imagens através do método Gaussian Mixture Model (GMM), e então treinamos com su-
cesso um detector de bordas: uma rede CNN denominada Convolutional Oriented Boun-
daries, que foi integrada ao segmentador Random Walker, o que possibilitou preservar as
“boas” características do referido segmentador.

A pré-segmentação via GMM permitiu remover ruídos e evitam tecidos que não fazem
parte do pulmão, permitindo assim um aprendizado mais preciso. Já o treinamento da
CNN integrada ao algoritmo Random Walker, juntamente com as técnicas de Gradiente
Esparso e Poda do Gradiente apresentadas na Seção 3.1 permitiram reduzir o tempo de
treinamento sem perder a qualidade do aprendizado dos pesos de bordas das imagens.

Em geral, Tomografias Computadorizadas Volumétricas são compostas por uma grande
quantidade de fatias. Logo, métodos de segmentação semeados, apesar de efetivos, aca-
bam demandando a tarefa repetitiva de se fornecer as sementes para cada uma das fatias.
Com o intuito de facilitar essa tarefa massiva de dispêndio de tempo, de se fornecer as
sementes para grandes volumes CT, propomos um método de semeação quase automático,
como foi mostrado na Seção 3.2. Na abordagem proposta, o usuário fornece as sementes
para apenas uma fatia, e automaticamente as mesmas são expandidas para os demais
slices da imagem volumétrica. Demonstramos experimentalmente que tal estratégia gera
bons resultados, apesar de diferente da forma em que as sementes foram dadas para o
treinamento do método.

Por fim, mostramos experimentalmente que o algoritmo proposto, através do aprendi-
zado profundo, e com semeação quase-automática, supera o desafio de segmentar correta-
mente o pulmão em imagens volumétricas CT de pacientes com COVID-19, independente
do grau, quantidade e locais das lesões apresentadas no tecido do pulmão.
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