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“(...) Então nos dávamos conta da verdade daquela
frase de Dostoievsky, que define o ser humano como

o ser que a tudo se habitua. Podem perguntar-nos.
Nós sabemos dizer até que ponto é verdade que a

pessoa a tudo se acostuma, sem dúvida!
Mas ninguém pergunte de que modo...”

(Viktor Frankl, Em Busca de Sentido)



RESUMO

Microscopias têm sido utilizadas para avaliação da morfologia de diferentes estruturas
de materiais. Entretanto, seus resultados podem ser afetados por vários fatores externos.
Técnicas de processamento de imagens podem ser empregadas para atenuar esses fato-
res, aprimorando os resultados. Neste estudo é proposto um método de segmentação de
fotomicrografias em vários níveis, denominado Segmentação Starlet Multinível (MLSS),
fundamentado na transformada wavelet starlet, uma wavelet não-decimada. A escolha de
um nível ótimo de segmentação se dá pela técnica de nome Segmentação Starlet Ótima
Multinível (MLSOS), que se baseia nos resultados da MLSS e no coeficiente de correlação
de Matthews (MCC). O MCC faz a comparação entre as segmentações obtidas e imagens
ground truth, elegendo a melhor segmentação para a imagem de entrada. Os métodos
são avaliados pelos valores de precisão, sensibilidade e exatidão. MLSS e MLSOS deram
origem ao software livre Jansen-MIDAS, voltado ao uso dessas técnicas pelo usuário final.
O programa foi utilizado na separação de elementos em imagens de diferentes materiais,
a saber: nanopartículas de ouro em amostras de borracha natural e traços de fissão em
cristais de epídoto. Nessas aplicações, o método proposto apresentou exatidão maior que
87% para as imagens de teste.

Palavras-chave: Microscopia Eletrônica de Varredura; Microscopia Óptica; Processa-
mento de Imagens; Visão Computacional; Wavelets.



ABSTRACT

Microscopies have been used for morphology evaluation of different materials structures.
However, their results can be affected by several external factors. Image processing tech-
niques can be used to attenuate these factors, improving the results. In this study we
propose a method for segmentation of photomicrographs, denominated Multi-Level Star-
let Segmentation (MLSS), based on the starlet wavelet transform. The choice of an op-
timal segmentation level is given by Multi-Level Optimal Segmentation (MLSOS), that
uses MLSS results and the Matthews correlation coefficient (MCC). MCC compares the
obtained segmentations and ground truth images, choosing the best segmentation for the
input image. MLSS and MLSOS are evaluated using precision, recall and accuracy. Jansen-
MIDAS, an open-source software originated from these methods, allows using MLSS and
MLSOS by the end user. This software was employed in the separation of elements in
images of different materials, namely gold nanoparticles in natural rubber samples and
fission tracks in epidote crystals. In these applications, the proposed method presented
accuracy higher than 87% for all test images.

Keywords: Computational Vision; Image Processing; Optical Microscopy; Scanning Elec-
tron Microscopy; Wavelets.
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wavelet transform)

MCC Coeficiente de correlação de Matthews (Matthews correlation coeffici-
ent)

MEV Microscopia eletrônica de varredura

MLSS Segmentação Starlet Multinível (Multi-Level Starlet Segmentation)

MLSOS Segmentação Starlet Ótima Multinível (Multi-Level Starlet Optimal
Segmentation)

MO Microscopia óptica

TN True Negative; pixels corretamente rotulados como plano de fundo

TP True Positive; pixels corretamente rotulados como regiões de interesse

UV-Vis Espectroscopia ultra-violeta visível (ultraviolet-visible spectroscopy)

UWT Transformada wavelet não-decimada (Undecimated wavelet transform)
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INTRODUÇÃO

A microscopia eletrônica é amplamente utilizada para estudo da morfologia de dife-
rentes materiais, como amostras de borracha natural com nanopartículas de ouro (BN/Au)
(CABRERA et al., 2013), filmes layer-by-layer via spray (AOKI et al., 2012), estruturas
de metal anisotrópicas (DUCHENE et al., 2013), filmes monocamada Langmuir-Blodgett
(GUERRERO; AROCA, 2011), entre outros. Entretanto, a qualidade das imagens obtidas
por microscopia pode ser afetada por fatores como configuração dos equipamentos, baixa
resolução, nível de ruído, instabilidade da rede elétrica e mesmo pelo material analisado.
Esses parâmetros podem influenciar ainda mais quando as amostras são avaliadas em
escala nanométrica.

O processamento digital de imagens pode ser utilizado quando a fotomicrografia
em questão não é adequada à análise, ou quando a caracterização precisa ser automa-
tizada. Essa área possui um conjunto poderoso e bem estabelecido de técnicas como
filtragem, restauração, reconstrução, reconhecimento de objetos e segmentação. Esse úl-
timo método separa uma imagem em seus objetos constituintes (GONZALEZ; WOODS,
2008), possibilitando a classificação de regiões de interesse.

Há vários softwares comerciais e grátis para esse processamento; entretanto, geral-
mente essas ferramentas são desenvolvidas para a aplicação em imagens específicas, não
trazendo resultados satisfatórios em sua utilização na análise de outros tipos de figuras
(SHITONG; MIN, 2006; USAJ et al., 2011). Além disso, a segmentação de imagens não
triviais é uma das tarefas mais desafiadoras em processamento de imagens; sua exatidão
determina o sucesso dos procedimentos de análise computacional (GONZALEZ; WOODS,
2008).

Trabalhos relacionados

O processamento de imagens já é consolidado na ciência, sendo utilizado em di-
versas aplicações nos mais diferentes campos. Algumas das suas aplicações recentes em
fotomicrografias são abordadas a seguir.

Gleadow et al. (2009) desenvolveram um método automático para a contagem dos
traços de fissão em um mineral que se baseia em duas fotomicrografias dos mesmos traços,
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obtidas por luz transmitida e refletida. Essas imagens são binarizadas e sua interseção gera
um mapa de coincidência utilizado para a análise dos traços.

Sui e Wang (2013) propuseram um método de detecção do núcleo de células base-
ado em um filtro de banda deslizante, membro da família de índices de convergência. Esse
método é aplicado em fotomicrografias obtidas por microscopias confocais, provenientes
principalmente da camada nuclear externa da retina.

Lin, Wu e Yang (2013) apresentaram uma técnica de separação cerebral automática
em camundongos, utilizando modelos e análise de histogramas, conduzindo a um método
de segmentação adaptativo baseado no método de Otsu (1979). Esse método é voltado à
segmentação de microscopias obtidas por ressonância magnética.

Pinto et al. (2013) divulgaram uma técnica interativa baseada em binarização para
determinar as características da estrutura de materiais celulares obtidos por microscopia.
O usuário precisa selecionar um intervalo de 60 a 70% das células que foram melhor
binarizadas, a fim de que o programa continue o processamento. Os parâmetros obtidos
são tamanho, anisotropia, distribuição e densidade celular.

Temmerman et al. (2014) desenvolveram uma abordagem semiautomática para
medir o tamanho mínimo de partículas em agregados por microscopia eletrônica de trans-
missão (transmission electron microscopy, TEM), a partir de nanopartículas de dióxido de
titânio. Para isso, a segmentação watershed é utilizada; seu tamanho mínimo e coeficiente
de sobreposição são mensurados com base em um mapa euclideano de distâncias.

Greenblum et al. (2014) propuseram um método de visão computacional para a
segmentação de estruturas dendríticas do organismo C. elegans a partir de características
baseadas em texturas. Essas características são utilizadas em um modelo probabilístico
que provê uma segmentação grosseira antes de melhorar o resultado por meio de pós-
processamento.

Khan et al. (2014) identificaram fenótipos celulares em bioimagens baseando-se em
seus perfis contidos nas imagens geradas por microscópio utilizando análise em nível celu-
lar, em vez de análise em nível de pixels. Nessa tarefa, são empregados o pré-processamento
envolvendo alinhamento de pilhas e segmentação de células, incorporação linear de baixa
dimensão e agrupamento não supervisionado.

Pode-se ver que existem poucas abordagens atuais utilizando a transformada wa-
velet na segmentação de fotomicrografias; tal quantidade se torna ainda menor quando
se trata das wavelets não-decimadas isotrópicas, que poderiam otimizar tal processo por
meio de um conjunto de coeficientes de detalhes por nível de decomposição. Além disso, a
maioria dos métodos de segmentação apresentados exigem intervenção do usuário em al-
gum momento de sua execução. Métodos automáticos poderiam beneficiar seus usuários,
que empregariam menos esforço e tempo no processamento dessas imagens.
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Abordagem proposta

Nesta pesquisa é proposto um método, denominado Segmentação Starlet Ótima
Multinível (Multi-Level Starlet Optimal Segmentation, MLSOS), para a segmentação de
fotomicrografias de diferentes materiais, adquiridas por meio de microscopias eletrônica
de varredura (MEV) e óptica (MO). Esse método é baseado na transformada wavelet
starlet, uma wavelet não-decimada isotrópica, e no coeficiente de correlação de Matthews
(Matthews correlation coefficient, MCC).

A primeira etapa do método MLSOS consiste na aplicação da transformada starlet
na fotomicrografia de entrada, de forma a obter seus coeficientes de detalhes wavelet, que
são utilizados na identificação e separação do plano de fundo das regiões de interesse
exibidas na imagem de entrada. Os detalhes adquiridos são somados a cada nível de
decomposição wavelet, gerando uma segmentação da imagem de entrada a cada nível de
detalhes. Esse estágio é denominado Segmentação Starlet Multinível (Multi-Level Starlet
Segmentation, MLSS). Níveis iniciais de detalhes podem ser desconsiderados, retirando
assim o ruído da segmentação resultante.

Após a aplicação do MLSS, o MCC é utilizado para uma comparação entre a
imagem de entrada e seu ground truth (GT). Assim, o nível ótimo de segmentação é aquele
com o maior MCC. De posse de um conjunto de fotomicrografias obtidas nas mesmas
situações, pode-se escolher algumas imagens que possuam o GT definido e determinar o
nível ótimo de segmentação para esse conjunto de imagens.

Além do MCC, que provê uma comparação entre a fotomicrografia e seu GT, a
eficácia da MLSOS é avaliada a partir das medidas de precisão (precision), sensibilidade
(recall, sensitivity, true positive rate, entre outras denominações) e exatidão (accuracy),
presentes em várias áreas da ciência (por exemplo, Estatística, Aprendizagem de Má-
quina e Mineração de Dados). Para avaliar a aplicabilidade do método, ele é aplicado na
segmentação de fotomicrografias de dois diferentes materiais:

Borracha natural com nanopartículas de ouro (BN/Au):
As amostras de borracha natural cujas fotomicrografias foram empregadas nessa
pesquisa foram obtidas do látex proveniente da Hevea brasiliensis (clones RRIM
600) pela técnica de casting, e nanopartículas de ouro foram adicionadas por redução
química in situ. Mais detalhes sobre a produção dessas amostras são dados na Seção
1.1, assim como em Cabrera et al. (2013). A partir da quantidade de nanopartículas
inseridas na borracha, pode-se avaliar a síntese de nanopartículas conforme o tempo
de redução, assim estipulando um tempo ótimo. Contudo, não é possível quantificar
diretamente as nanopartículas inseridas na borracha natural. Utilizando o método
MLSOS, foi possível separar e estimar a quantidade das nanopartículas de ouro
contidas na superfície de membranas de borracha natural, de acordo com o tempo
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de redução (Seções 3.2 e 3.2.1).

Cristais de epídoto:
O epídoto é um mineral natural formado a partir de pressões e temperaturas ade-
quadas. O urânio 𝑈−238 presente como impureza em minerais naturais (WAGNER;
VAN DEN HAUTE, 1992) sofre fissão espontânea, causando o deslocamento de áto-
mos e a modificação da rede. As trilhas de modificação da rede recebem o nome de
traços latentes, que podem ser atacados a partir de um tratamento químico conveni-
ente, tornando possível sua observação por meio de um microscópio óptico comum.
Então, os traços latentes se tornam traços revelados; os traços latentes e revelados
são denominados traços de fissão. Informações sobre a obtenção das amostras do
mineral cujas fotomicrografias são utilizadas nesta pesquisa podem ser consultadas
na Seção 1.2, assim como em Nakasuga (2014). Além de custosos em termos de
tempo, os procedimentos de medida e enumeração de traços de fissão podem levar a
problemas práticos, como a variação da eficiência de observação. A MLSOS é uma
alternativa para automatizar esse processo, eliminando a possível variação dos re-
sultados dada pela precisão do observador (Seção 3.3). Os resultados da aplicação
do método nas fotomicrografias podem ser adotados na estimação da quantidade de
traços de fissão em uma amostra e sua possível datação; além disso, a MLSOS pode
ser aplicada na segmentação de imagens de outros minerais, como vidro vulcânico,
apatita, zircão, entre outros.

A partir dos métodos apresentados, foi desenvolvido um software voltado ao usuá-
rio final, de nome Jansen-MIDAS. Esse programa permite ao usuário a aplicação dos
algoritmos MLSS e MLSOS por meio de uma interface gráfica de fácil utilização.

Este estudo está organizado como segue:

∙ O Capítulo 1 apresenta os materiais cujas fotomicrografias foram utilizadas no teste
da metodologia proposta.

∙ O Capítulo 2, por sua vez, oferece uma introdução à transformada wavelet starlet e
ao método MLSOS. Também aborda as técnicas utilizadas para avaliação, a saber,
as medidas de precisão, sensibilidade e exatidão. Além disso, esse capítulo também
introduz o software Jansen-MIDAS e seu uso.

∙ Na sequência, o Capítulo 3 expõe os resultados da segmentação das fotomicrografias
de teste por meio da MLSS e da MLSOS. Esse capítulo também mostra os resultados
da estimação da quantidade de nanopartículas de ouro nas amostras de BN/Au.

∙ Finalmente, a Conclusão apresenta as considerações finais desta pesquisa, assim
como sugestões para trabalhos futuros.
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MATERIAIS

Neste capítulo os materiais utilizados na avaliação do método MLSOS são descri-
tos, a saber: membranas de borracha natural com nanopartículas de ouro (BN/Au, Seção
1.1) e cristais do mineral epídoto (Seção 1.2).

A aplicação da MLSOS nas fotomicrografias das amostras de borracha natural
com nanopartículas de ouro permitiu a segmentação de um conjunto dessas fotomicro-
grafias (Seção 3.2, de Siqueira et al. (2014a)) e também a estimação da quantidade de
nanopartículas nas amostras de BN/Au (Seção 3.2.1, de Siqueira et al. (2014b)), sem a
necessidade de outras técnicas. De posse dessa informação foi possível estudar a deposição
das nanopartículas de acordo com a variação do tempo, elegendo assim um tempo ótimo
de deposição.

Por sua vez, a segmentação das fotomicrografias de cristais de epídoto a partir da
MLSOS forneceu um método para auxiliar o usuário na enumeração de traços de fissão
(Seção 3.3, de Siqueira et al. (2014c)), aumentando a velocidade de contagem dos traços e
eliminando problemas atribuídos à contagem manual, como a variação dada pela eficiência
observador-observação.

1.1 Membranas de borracha natural com nanopartícu-

las de ouro (BN/Au)

As membranas de borracha natural com nanopartículas de ouro (BN/Au) cujas
fotomicrografias constam nessa pesquisa foram produzidas por Flávio Camargo Cabrera1.
Esse material foi utilizado na construção de substratos SERS e SERRS flexíveis aplicados
1 Flávio Cabrera (flavioccabrera@yahoo.com.br) é licenciado em Física pela Faculdade de Ciências e

Tecnologia – Unesp de Presidente Prudente e mestre em Ciência e Tecnologia de Materiais pelo
Programa Interunidades de Pós-Graduação em Ciência e Tecnologia de Materiais – POSMAT, Unesp.
Sua pesquisa é financiada pela FAPESP (Procs. FAPESP 2010/03282-9, 2011/23362-0).

mailto:flavioccabrera@yahoo.com.br


CAPÍTULO 1. MATERIAIS 6

na detecção química por espectroscopia Raman (CABRERA et al., 2012), assim como no
estudo da influência de membranas de BN/Au na fisiologia de protozoários Leishmania
braziliensis (BARBOZA-FILHO et al., 2012).

1.1.1 Membranas de borracha natural

O látex utilizado na confecção das amostras de borracha natural foi extraído de
árvores da espécie Hevea brasiliensis, clone RRIM 600. Esse clone foi desenvolvido pelo
Rubber Research Institute of Malaysia (RRIM) e se destaca pelo alto rendimento, apre-
sentando uma das maiores produtividades de borracha seca (GONÇALVES et al., 2001).

As membranas de borracha natural foram confeccionadas com látex estabilizado
em amônia à proporção de 2 %, depositado em placas de Petri pela técnica de casting.
Após a deposição de 10 𝑚𝐿 de látex estabilizado, a membrana é submetida a tratamento
térmico numa estufa de secagem com circulação de ar forçado a uma temperatura de 65 ∘C,
por um período de 10 horas, de modo que as amostras obtidas tivessem uma espessura
de aproximadamente 0, 62𝑚𝑚 (Figura 1).

Figura 1 – Membrana de borracha natural confeccionada a partir do látex da árvore Hevea brasiliensis,
clone RRIM 600, e estabilizada em amônia. A amostra é então depositada pela técnica de
casting e submetida a tratamento térmico.

O processo de síntese das nanopartículas de ouro na membrana de borracha natural
foi realizado após o tratamento térmico.
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1.1.2 Síntese in situ das nanopartículas de ouro

A síntese das nanopartículas de ouro em uma membrana de borracha natural
foi efetuada pela técnica de redução in situ, utilizando uma solução de cloreto de ouro
(𝐴𝑢𝐶𝑙3) (CABRERA et al., 2013). Nessa síntese, a borracha natural atua como agente
redutor e substrato flexível para as nanopartículas.

Inicialmente, as amostras foram inseridas em um béquer com água destilada por 30
minutos, de forma que seus poros se dilatassem (Figura 2(a)). Enquanto isso, o 𝐴𝑢𝐶𝑙3 foi
diluído a uma concentração de 3, 1× 10−4 𝑀 , e a temperatura dessa solução foi elevada a
80 ∘C. Por fim, as membranas de borracha natural foram introduzidas na solução (Figura
2(b)). A síntese foi realizada por diferentes tempos de redução: 6, 9, 15, 30, 60 e 120
minutos (CABRERA et al., 2013).

(a) Membranas de borracha natural a serem inse-
ridas em água destilada para que seus poros se
expandam.

(b) Solução de 𝐴𝑢𝐶𝑙3 contendo as membranas de
borracha natural.

Figura 2 – Processo de síntese das nanopartículas de ouro em membranas de borracha natural. As
amostras foram inseridas em um béquer com água destilada para dilatar seus poros. Após
a dilatação, as membranas foram introduzidas na solução de 𝐴𝑢𝐶𝑙3, e a síntese se deu em
diferentes tempos de redução: 6, 9, 15, 30, 60 e 120 minutos.

Após a síntese, as fotomicrografias do material foram obtidas por meio da micros-
copia eletrônica de varredura.

1.1.3 Microscopia eletrônica de varredura (MEV)

As imagens utilizadas foram obtidas com o auxílio de um microscópio eletrônico de
varredura (MEV)2. Esse microscópio possui alta profundidade de foco e produz imagens
de alta resolução, sendo empregado geralmente no estudo de estruturas superficiais ou
subsuperficiais de amostras com dimensões relativamente grandes.
2 O microscópio utilizado na obtenção das fotomicrografias de BN/Au foi um FEI Quanta 200 FEG.
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O MEV funciona por meio de um canhão de elétrons gerados pelo aquecimento
resistivo de um filamento de tungstênio utilizando uma fonte de alta tensão. A tensão
de operação pode variar entre 1 𝑘𝑉 e 40 𝑘𝑉 , e quanto maior sua aceleração, mais fino se
torna o feixe de elétrons, resultando em uma maior resolução.

O banco de imagens de teste conta com 64 fotomicrografias obtidas por dois tipos
de detectores: detector de elétrons secundários (ou secondary electrons, SE) e detector
de elétrons retroespalhados (back-scattered electrons, BSED ou BSE), em um intervalo
de ampliação de 13000 a 200000×, com tamanho de 1024 × 884 pixels. Cinco elementos
constituintes desse banco serão utilizados para o teste dos métodos propostos (Capítulo
3, Figura 17).

1.2 Cristais de epídoto

As amostras do mineral epídoto cujas fotomicrografias estão nessa pesquisa foram
preparadas por Wagner Massayuki Nakasuga3. O processo de obtenção das amostras é
descrito resumidamente nesta seção. Informações completas sobre o trabalho de Wagner
podem ser encontradas em sua tese de doutorado (NAKASUGA, 2014).

O epídoto é um mineral natural com fórmula geral 𝐶𝑎2(𝐴𝑙, 𝐹𝑒)3𝑆𝑖3𝑂12(𝑂𝐻) e
estrutura cristalina monoclínica (ITO, 1950). A formação desse mineral é dada por dife-
rentes meios (BAR; KOLODNY; BENTOR, 1974):

∙ Ação deutérica, durante a fase tardia da cristalização magmática;

∙ Metamorfismo regional de baixo grau;

∙ Atividades hidrotermais, com temperaturas entre 300 e 500 ∘C.

Traços contidos na superfície polida de um mineral podem ser visualizados em um
microscópio óptico e sua seleção é baseada em critérios relativamente simples (PRICE,
2005):

∙ Traços de fissão formam defeitos lineares de comprimento limitado (< 20𝜇𝑚);

∙ Esses traços não exibem orientação preferencial e desaparecem após aquecimento
adequado.

3 Wagner Nakasuga (wamassa@gmail.com) é licenciado em Física pelo Instituto de Geociências e Ci-
ências Exatas – Unesp de Rio Claro, mestre em Geologia Regional pelo Programa de Pós-Graduação
em Geologia Regional pelo mesmo instituto, e doutor em Ciência e Tecnologia de Materiais pelo Pro-
grama Interunidades de Pós-Graduação em Ciência e Tecnologia de Materiais – POSMAT, Unesp.
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1.2.1 Preparação das amostras

Um monocristal de epídoto puro obtido em Brejuí – RN (Figura 3) foi inicialmente
fragmentado com o auxílio de um martelo e posteriormente triturado com cadinho e pistilo,
até alcançar o tamanho aproximado de 1, 3𝑚𝑚. Essas amostras foram preaquecidas a
850 ∘C por 24 horas para que todos os traços espontâneos fossem eliminados.

Figura 3 – Amostra do mineral epídoto, destacado na imagem, utilizado na obtenção das fotomicrogra-
fias. Objeto exibido em conjunto para comparação das dimensões.

Os grãos de epídoto foram depositados em moldes plásticos com diâmetro de 3 𝑐𝑚,
com o auxílio de uma lupa estereoscópica (Figura 4). Em seguida, foi adicionada resina
epóxi combinada com um catalisador para que a secagem fosse acelerada. Desse processo
foi obtido um bloco retangular e transparente medindo 1 𝑐𝑚× 1 𝑐𝑚× 0, 5 𝑐𝑚, com grãos
de epídoto aderidos em uma das superfícies.

Os blocos foram desbastados com lixas de granulometrias entre 200 (∼ 36𝜇𝑚) e
4000 (∼ 12𝜇𝑚) e polidos com panos e pasta de diamante (1𝜇𝑚 e 3𝜇𝑚), com a ajuda de
uma politriz (Figura 5).

Após o polimento, as amostras foram submetidas à irradiação em um reator nuclear
com o fluxo de nêutrons térmicos nominal da ordem de 2, 5× 1015 nêutrons/𝑐𝑚2. Depois
do processamento, as fotomicrografias do material foram obtidas por meio da microscopia
óptica.
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Figura 4 – Lupa estereoscópica utilizada na confecção dos moldes plásticos contendo os grãos de epídoto.

1.2.2 Microscopia óptica (MO)

As fotomicrografias utilizadas foram obtidas por meio de um microscópio óptico
(MO)4 (Figura 6), comumente empregado na visualização e caracterização de texturas e
superfícies.

O microscópio óptico possui dois sistemas de lentes convergentes:

∙ Objetiva. A objetiva é um conjunto de lentes que apresenta pequena distância focal
e que fornece uma imagem real e aumentada do objeto que é observado.

4 O microscópio utilizado na obtenção das fotomicrografias dos cristais de epídoto foi um Carl ZEISS
com sistema Axiocam Imager.M1m.
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Figura 5 – Politriz utilizada no desbaste dos blocos com grãos de epídoto.

∙ Ocular. A ocular, também formada por lentes convergentes, atua como uma lupa,
proporcionando uma imagem virtual e aumentada da imagem real formada pela
objetiva.

A potência do MO é resultado do produto da ampliação linear da objetiva pela
potência da ocular.

Uma das limitações da microscopia óptica é a profundidade de foco na análise de
amostras com topografia formada por picos e vales. Outra restrição é o aumento máximo
possível, limitado em cerca de 1500×. Consequentemente não é possível detectar pequenos
detalhes estruturais por meio dessa técnica.
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Figura 6 – Microscópio óptico utilizado na obtenção de fotomicrografias das amostras de epídoto.

O banco de imagens de teste possui 40 fotomicrografias obtidas com aumento
nominal de 1000× (objetiva com aumento de 100× a seco e ocular com aumento de
10×) e tamanho em pixels variável, representando regiões de diferentes amostras. Seis
elementos constituintes desse banco, representando uma mesma amostra, serão utilizados
para o teste dos métodos propostos (Capítulo 3, Figura 31).



2

MÉTODOS

Neste capítulo são apresentados os métodos Segmentação Starlet Multinível (Multi-
Level Starlet Segmentation, MLSS) e Segmentação Starlet Ótima Multinível (Multi-Level
Starlet Optimal Segmentation, MLSOS), desenvolvidos visando a segmentação de diferen-
tes fotomicrografias.

A técnica MLSS é baseada na transformada wavelet starlet, uma wavelet não-
decimada e isotrópica. Por sua vez, o método MLSOS é uma extensão da MLSS que
compara seus resultados com imagens ground truth (GT), que representam a região de
informação desejada. Essa análise é realizada com base no coeficiente de correlação de
Matthews (Matthews correlation coefficient, MCC), retornando um nível ótimo de seg-
mentação da imagem de entrada.

Os resultados da segmentação obtida utilizando a MLSOS foram avaliados com o
auxílio das medidas de precisão (precision) e sensibilidade (recall), utilizadas em várias
áreas. Essas medidas representam a relevância da classificação dada pelo algoritmo de
segmentação e são obtidas com a comparação da imagem segmentada com o GT desejado.

2.1 A transformada wavelet

Wavelets, da palavra francesa ondelettes (em português, ondaletas, ôndulas, ondí-
culas, onduletas ou mesmo ondinhas (CASTILHO et al., 2012)1), podem ser consideradas
a extensão natural da análise de Fourier. Essas funções possuem propriedades que as
tornam adequadas a servirem de base para decomposição de outras funções, da mesma
forma que, pela teoria de Fourier, um sinal pode ser expresso como uma soma de senos e
cossenos.
1 Como há muitas expressões em português que podem ser utilizadas para descrever as wavelets, o

autor prefere utilizar o termo em inglês neste trabalho.
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A transformada wavelet é utilizada na decomposição de sinais, permitindo a análise
dos dados em diferentes escalas a partir das frequências de cada componente relacionadas a
cada escala. Na análise de sinais, as wavelets têm sido preferidas no lugar da transformada
de Fourier2 por apresentarem algumas vantagens:

∙ Propriedades diversas. Wavelets podem ser reais, complexas, discretas, con-
tínuas, simétricas, quase-simétricas, assimétricas, ortogonais, biortogonais, quase-
ortogonais ou não-ortogonais. Também podem ter suporte compacto ou suporte de
decaimento exponencial.

∙ Simplicidade. A transformada wavelet pode ser interpretada como uma simples
convolução entre a wavelet e o sinal, como visto na Equação 2.1.

∙ Custo computacional. A implementação utilizando bancos de filtros da versão
discreta da transformada wavelet (Seção 2.1.2) efetua 𝑂(𝑁) multiplicações, sendo
𝑁 o número de amostras, enquanto a transformada rápida de Fourier executa
𝑂(𝑁 log(𝑛)) (BOGGESS; NARCOWICH, 2001)3.

Ainda que Haar (1910) tivesse proposto uma transformada com ideias semelhantes
anteriormente, a teoria wavelet foi estruturada apenas na década de 1980. Zweig, Lipes
e Pierce (1976) desenvolveram a transformada wavelet contínua, originalmente chamada
de transformada coclear. A transformada ciclo-oitava, apresentada no trabalho de Gou-
pillaud, Grossmann e Morlet (1984), é a wavelet contínua conhecida e utilizada hoje.

Stéphane Mallat deu à teoria um grande impulso quando uniu wavelets ortogonais
e filtros usados em processamento de sinais com a ajuda da teoria de multirresolução
(BURT; ADELSON, 1983; MALLAT, 1989). Nessa abordagem é introduzida a função
escala4 (𝜑), que gera esboços do sinal estudado em níveis de decomposição diferentes.
Cada nível de decomposição difere da anterior por um fator de dois. Por sua vez, a wavelet
analisadora5 (𝜓) filtra a diferença de informação entre duas resoluções: os detalhes que
devem ser adicionados à resolução anterior para a obtenção da próxima, ampliada em
duas vezes (HUBBARD, 1996).
2 Segundo Strang e Nguyen (1997), wavelets são alternativas, não substitutas. A escolha da ferramenta

depende principalmente do sinal; sendo assim, as transformadas clássicas sobreviverão (ao menos por
enquanto).

3 Como observado por Boggess e Narcowich (2001), a transformada wavelet discreta utiliza menos
operações por decompor o sinal em suas componentes de frequência contidas em intervalos limitados
por potências de 2. Entretanto, a transformada rápida de Fourier decompõe o sinal em todas as suas
componentes de frequência.

4 A função escala é conhecida também como wavelet-pai.
5 A wavelet analisadora é também chamada wavelet-mãe; juntas, wavelets pai e mãe servem de base

para a obtenção das wavelets. Contudo, Strichartz (1993) diz que é absurdo comparar a construção de
wavelets à reprodução humana, uma vez que sua concepção se assemelha mais ao processo reprodutivo
de amebas!
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2.1.1 A transformada wavelet contínua (CWT)

A transformada wavelet contínua (continuous wavelet transform, ou CWT) de uma
série temporal 𝑓 na escala 𝑠 e no tempo 𝑙 é definida como (MALLAT, 2008):

𝑊𝑓(𝑠,𝑡) =< 𝑓, 𝜓𝑠,𝑡 >=
∫︁ ∞

−∞
𝑓(𝜉) 1√

𝑠
𝜓

(︃
𝜉 − 𝑡
𝑠

)︃
𝑑𝜉, (2.1)

em que 𝑠 > 0, 𝜓 representa uma família de funções baseadas em uma wavelet analisadora
escolhida e 𝜓 é o conjugado complexo de 𝜓.

A variação da escala 𝑠 causa uma dilatação, quando 𝑠 > 1, e uma contração,
quando 𝑠 < 1. Por sua vez, 𝑡 é um parâmetro de translação ou localização da wavelet
analisadora 𝜓; conforme 𝑡 varia, a função 𝑓 é localmente analisada em sua vizinhança.

2.1.2 A transformada wavelet discreta (DWT)

Na derivação CWT, muita informação sobre escalas ou tempos próximos é redun-
dante, o que resulta em custo computacional elevado. Em alguns casos, esse problema
pode ser resolvido com o uso de uma transformada wavelet discreta (discrete wavelet
transform, DWT), que utiliza valores discretos de escala e localização. Para evitar redun-
dâncias, podem ser usadas funções wavelet que formam uma base ortogonal na definição
da DWT:

𝑊𝑓𝑘
=
∫︁ ∞

−∞
𝑓(𝜉)𝜓𝑗

𝑘(𝜉)𝑑𝜉,

em que
𝜓𝑗

𝑘(𝜉) = 2− 𝑗
2𝜓(2−𝑗𝜉 − 𝑘).

Na função 𝜓 acima, 𝑗 e 𝑘 são valores discretos de escala e localização respectiva-
mente, e 𝜓 é o conjugado complexo de 𝜓. Tais conjuntos de funções wavelet são ortogonais
e suas respectivas funções são deslocadas e dilatadas. Os sinais f(𝜉) são representados por
séries:

𝑓(𝜉) =
∞∑︁

𝑗=−∞

∞∑︁
𝑗=−∞

𝑑𝑗
𝑘𝜓

𝑗
𝑘(𝜉),

em que 𝜓𝑗
𝑘(𝜉) = 𝜓(2𝑗𝜉 − 𝑘) são funções wavelet e 𝑑𝑗

𝑘 são coeficientes wavelet dados por

𝑑𝑗
𝑘 =

∫︁
𝑓(𝜉)𝜓𝑗

𝑘(𝜉)𝑑𝜉.

É possível mostrar que a amplitude dos coeficientes wavelet está associada com
variações abruptas do sinal, ou “detalhes” de maior frequência. A transformada de Fourier
não é capaz de reconhecer essas regiões de transição. Na análise de Fourier, somente
a presença das frequências envolvidas é detectada, sem fornecer informações sobre sua
localização espacial.
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A decomposição wavelet discreta de uma matriz pode ser realizada por wavelets
discretas bidimensionais, geradas simplesmente pelos produtos tensoriais de suas partes
unidimensionais. O arranjo mais simples é obtido usando a mesma escala nas direções
horizontal e vertical6, que recebe o nome de transformada quadrada (ADDISON, 2002).
Assim, tem-se:

𝜑(𝑥, 𝑦) = 𝜑1𝐷(𝑥)𝜑1𝐷(𝑦),

𝜓ℎ(𝑥, 𝑦) = 𝜑1𝐷(𝑥)𝜓1𝐷(𝑦),

𝜓𝑣(𝑥, 𝑦) = 𝜓1𝐷(𝑥)𝜑1𝐷(𝑦),

𝜓𝑑(𝑥, 𝑦) = 𝜓1𝐷(𝑥)𝜓1𝐷(𝑦),

para as funções bidimensionais escala, horizontal, vertical e diagonal, respectivamente.
Nas equações acima, 𝑥 e 𝑦 representam coordenadas espaciais.

Embora a DWT de Mallat seja uma implementação computacional eficiente da
transformada wavelet contínua, ela não é adequada para muitas aplicações em análise
de sinais (BRADLEY, 2003). Selesnick, Baraniuk e Kingsbury (2005) relatam quatro
problemas no uso de wavelets reais em processamento de sinais:

∙ Oscilações. Como wavelets são funções passa-banda, os coeficientes wavelet tendem
a oscilar entre positivos e negativos próximo a singularidades, o que dificulta a
modelagem de sinais e extração de singularidades.

∙ Variância em translação. Um pequeno deslocamento no sinal perturba grande-
mente o padrão de oscilação dos coeficientes wavelet em torno de singularidades.

∙ Aliasing7. O cálculo de coeficientes wavelet por meio de operações downsampling
iterativas em tempo discreto, intercaladas com filtros passa-baixa e passa-alta não-
ideais resulta em aliasing substancial. Qualquer processamento nos coeficientes wa-
velet conduz a artefatos no sinal reconstruído.

∙ Falta de direcionalidade. A construção do produto tensorial wavelet gera um
padrão quadriculado, orientado ao longo de várias direções simultaneamente. Esse
problema dificulta a modelagem e processamento de características geométricas em
imagens, como sulcos e bordas.

Wavelets não-decimadas podem fornecer melhores resultados no processamento
de imagens, por manter a invariância na translação. Tais transformadas possuem vários
6 Outras formas são possíveis, como transformadas retangulares (escalas horizontal e vertical variam

independentemente), e também transformadas bidimensionais mais complexas, que não são produtos
tensoriais.

7 Entende-se por aliasing a identificação incorreta da frequência de um sinal, introduzindo distorção.
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nomes equivalentes: algoritmo à trous, wavelet discreta invariante à translação (Shift-
Invariant Discrete Wavelet Transform, SIDWT) e frames wavelet discretos (FOWLER,
2005). Essas wavelets são apresentadas com mais detalhes na seção a seguir.

2.1.3 Wavelets não-decimadas (UWT)

Uma wavelet não-decimada (undecimated wavelet transform, UWT) 𝑊 construída
a partir de um banco de filtros (ℎ, 𝑔) de um sinal unidimensional 𝑐0 gera𝑊 = {𝑤1, · · · , 𝑤𝐽 , 𝑐𝐽},
em que 𝑤𝑗 são coeficientes wavelet na escala 𝑗 e 𝑐𝐽 é a aproximação mais grosseira do
sinal original 𝑐0.

A passagem de um nível a outro é dada pelo algoritmo à trous (do francês com
orifícios) (STARCK; FADILI; MURTAGH, 2007):

𝑐𝑗+1[𝑙] = (ℎ̄𝑗 * 𝑐𝑗)[𝑙] =
∑︁

𝑘

ℎ[𝑘]𝑐𝑗[𝑙 − 2𝑗𝑘],

𝑤𝑗+1[𝑙] = (𝑔𝑗 * 𝑐𝑗)[𝑙] =
∑︁

𝑘

𝑔[𝑘]𝑐𝑗[𝑙 − 2𝑗𝑘].

em que * representa a operação de convolução, ℎ̄[𝑛] = ℎ[−𝑛], 𝑛 ∈ Z e 𝑘 = −2, · · · , 2.

O algoritmo à trous, desenvolvido por Holschneider et al. (1990) e Shensa (1992),
é uma alternativa ao algoritmo piramidal de Mallat. Ele consiste na inserção de 2𝑗 − 1
zeros nos filtros (SHENSA, 1992; MALLAT, 2008), em que 𝑗 ≥ 1 é o atual nível de
decomposição. Por exemplo, tomando

ℎ[𝑘] = [ 1 4 6 4 1 ], 𝑘 = −2, ..., 2,

𝑔[𝑘] = 𝛿[𝑘]− ℎ[𝑘] = [ −1 −4 −5 −4 −1 ], (2.2)

com 𝛿[0] = 1 e 𝛿[𝑘] = 0 para 𝑘 ̸= 0, o algoritmo à trous fornece:

∙ 𝑗 = 1 :

ℎ1[𝑘] = [ 1 0 4 0 6 0 4 0 1 ],

𝑔1[𝑘] = [ −1 0 −4 0 −5 0 −4 0 −1 ],

∙ 𝑗 = 2 :

ℎ2[𝑘] = [ 1 0 0 0 4 0 0 0 6 0 0 0 4 0 0 0 1 ],

𝑔2[𝑘] = [ −1 0 0 0 −4 0 0 0 −5 0 0 0 −4 0 0 0 −1 ],

e assim por diante.
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No caso bidimensional, de forma similar às wavelets discretas bidimensionais, o
algoritmo à trous se torna:

𝑐𝑗+1[𝑘, 𝑙] = (ℎ̄𝑗ℎ̄𝑗 * 𝑐𝑗)[𝑘, 𝑙],

𝑤ℎ
𝑗+1[𝑘, 𝑙] = (ℎ̄𝑗𝑔𝑗 * 𝑐𝑗)[𝑘, 𝑙],

𝑤𝑣
𝑗+1[𝑘, 𝑙] = (𝑔𝑗ℎ̄𝑗 * 𝑐𝑗)[𝑘, 𝑙],

𝑤𝑑
𝑗+1[𝑘, 𝑙] = (𝑔𝑗𝑔𝑗 * 𝑐𝑗)[𝑘, 𝑙],

com ℎ𝑔 * 𝑐 convolução do filtro separável ℎ𝑔 com o sinal 𝑐 e ℎ̄[𝑛] = ℎ[−𝑛], 𝑛 ∈ Z. A cada
escala, são obtidos três coeficientes de detalhes: horizontal (𝑤ℎ), vertical (𝑤𝑣) e diagonal
(𝑤𝑑).

2.1.3.1 Wavelets não-decimadas isotrópicas (IUWT)

Na segmentação de imagens, uma wavelet isotrópica8 (isotropic wavelet transform,
IWT) traz benefícios em relação às wavelets direcionais: os coeficientes wavelet relativos
a um nível de decomposição são apresentados em apenas uma subbanda, enquanto wa-
velets bidimensionais decimadas apresentam subbandas horizontais (𝜓ℎ), verticais (𝜓𝑣) e
diagonais (𝜓𝑑) (Seção 2.1.2), tornando a interpretação dos resultados mais complexa.

Para uma análise satisfatória de dados que contenham objetos isotrópicos, os filtros
bidimensionais devem ser simétricos (ℎ̄[𝑘] = ℎ[𝑘]) e quase isotrópicos; não é necessário
que os filtros sejam ortogonais ou biortogonais (STARCK; FADILI; MURTAGH, 2007).

Um filtro de resposta ao impulso finita (finite impulse response, FIR) (ℎ, 𝑔 =
𝛿 − ℎ) em conjunto com o algoritmo à trous, pode ser utilizado na implementação de
uma wavelet não-decimada isotrópica (isotropic undecimated wavelet transform, IUWT);
então, a partir da construção de um filtro FIR como o dado pela Equação 2.2, pode-se
ver que os coeficientes de detalhes IUWT são obtidos pela diferença de dois níveis de
decomposição (STARCK; MURTAGH; FADILI, 2010):

𝑤𝐼𝑈𝑊 𝑇
𝑗 [𝑘, 𝑙] = 𝑐𝑗−1[𝑘, 𝑙]− 𝑐𝑗[𝑘, 𝑙].

Starck, Fadili e Murtagh (2007) estudaram a relação entre as UWT e as IUWT:
a soma dos coeficientes de detalhe direcionais da UWT de um nível de decomposição 𝑗 é
igual aos coeficientes de detalhe IUWT no nível 𝑗:

𝑤ℎ
𝑗 + 𝑤𝑣

𝑗 + 𝑤𝑑
𝑗 = 𝑐𝑗 − 𝑐𝑗+1 = 𝑤𝐼𝑈𝑊 𝑇

𝑗 .

8 Um filtro isotrópico é invariante por rotação: rotacionar a imagem de entrada primeiro e aplicar o filtro
conduz ao mesmo resultado que aplicar o filtro primeiro e depois rotacionar a imagem (GONZALEZ;
WOODS, 2008).
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2.1.4 A transformada wavelet starlet

A starlet (STARCK; MURTAGH; BERTERO, 2011) é uma transformada wavelet
isotrópica não-decimada, adequada para a análise de imagens que contêm objetos isotró-
picos, como as astronômicas (STARCK; MURTAGH, 2006) ou biológicas (GENOVESIO;
OLIVO-MARIN, 2003).

A transformada starlet bidimensional é construída a partir das funções-escala 𝜑 e
wavelet 𝜓 (Figura 7)9 (STARCK; MURTAGH; FADILI, 2010):

𝜑1𝐷 = 1
12
(︁
|𝑡− 2|3 − 4|𝑡− 1|3 + 6|𝑡|3 − 4|𝑡+ 1|3 + |𝑡+ 2|3

)︁
𝜑(𝑡1, 𝑡2) = 𝜑1𝐷(𝑡1)𝜑1𝐷(𝑡2) (2.3)

1
4𝜓

(︂
𝑡1
2 ,
𝑡2
2

)︂
= 𝜑(𝑡1, 𝑡2)−

1
4𝜑

(︂
𝑡1
2 ,
𝑡2
2

)︂
(2.4)

em que 𝜑1𝐷 é a B-spline de ordem 3 (𝐵3-spline) unidimensional, e a função wavelet é dada
pela diferença entre duas resoluções.

Similarmente às Equações 2.3 e 2.4, o par de filtros FIR (ℎ, 𝑔) relativos à starlet é
definido por (STARCK; MURTAGH; FADILI, 2010):

ℎ1𝐷 =
[ 1 4 6 4 1 ]

16 , 𝑘 = −2, ..., 2

ℎ[𝑘, 𝑙] = ℎ1𝐷[𝑘]ℎ1𝐷[𝑙] (2.5)

𝑔[𝑘, 𝑙] = 𝛿[𝑘, 𝑙]− ℎ[𝑘, 𝑙] (2.6)

em que 𝛿 é definido como 𝛿[0, 0] = 1 e 𝛿[𝑘, 𝑙] = 0 para todo [𝑘, 𝑙] ̸= (0, 0). Das Equações
2.4 e 2.6, conclui-se que os coeficientes de detalhes wavelet são obtidos da diferença entre
as resoluções atual e anterior.

Starck, Murtagh e Fadili (2010) usaram extensivamente a 𝐵3-spline como função 𝜑
por seus atributos: é uma função suave, adequada para o isolamento de grandes estruturas
em uma imagem, e suporta separabilidade, permitindo cálculo rápido.

Da Equação 2.6, a aplicação da starlet em duas dimensões (Algoritmo 1) é dada
por uma convolução da imagem de entrada 𝑐0[𝑘, 𝑙] com

ℎ = 1
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(2.7)

9 Essa representação foi gerada no GNU Octave com vetores 𝑋 e 𝑌 iguais a [0, 511].
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(a) Função escala bidimensional 𝜑. (b) Função wavelet bidimensional 𝜓.

Figura 7 – A transformada wavelet starlet bidimensional, gerada a partir das Equações 2.3 e 2.4 (DE
SIQUEIRA et al., 2014a).

Essa convolução resulta em um conjunto de coeficientes suaves, que correspondem
ao primeiro nível da decomposição starlet, 𝑐1. Os coeficientes wavelet de detalhes do
primeiro nível de decomposição são obtidos da diferença 𝑤1 = 𝑐0 − 𝑐1.

Seja 𝐿 o último nível de decomposição desejado. Logo, os níveis de decomposição
podem ser calculados por:

𝑐𝑗 = 𝑐𝑗−1 * ℎ,

𝑤𝑗 = 𝑐𝑗−1 − 𝑐𝑗,

no qual 𝑗 = 0, . . . , 𝐿 e * é o operador de convolução. Para 𝑗 > 1, ℎ tem 2𝑗 − 1 zeros
entre seus elementos, caracterizando assim a transformada à trous. O conjunto 𝑊 =
{𝑤1, . . . , 𝑤𝐿, 𝑐𝐿} obtido por essas operações é a transformada starlet da imagem de entrada
𝑐0.

2.2 Segmentação Starlet Multinível (MLSS)

O método proposto para a segmentação de fotomicrografias de diferentes materi-
ais recebe o nome de Segmentação Starlet Multinível (Multi-Level Starlet Segmentation,
MLSS). Há duas formas de se aplicar o algoritmo MLSS, original e variante, apresentadas
respectivamente nas Seções 2.2.1 e 2.2.2.

2.2.1 Algoritmo original

O algoritmo original da MLSS se baseia na adição dos níveis de detalhe obtidos
da aplicação da starlet. Após a obtenção do resultado, a imagem de entrada é subtraída,
a fim de eliminar detalhes do plano de fundo. Essa versão da MLSS pode ser utilizada,
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Algoritmo 1: Pseudocódigo para aplicação da wavelet starlet em uma imagem de
entrada, adaptado de Starck, Murtagh e Bertero (2011), de Siqueira et al. (2014a).

Entrada:
∙ Imagem em tons de cinza, 𝑐0.
∙ Número de resoluções a ser calculado, 𝐿.
Saída:
∙ Coeficientes de aproximação da transformada starlet, 𝑐𝑗.
∙ Coeficientes de detalhes da transformada starlet, 𝑤𝑗.

1 espelhamento(𝑐0);
2 para 𝑗 ← 1 até 𝐿 faça
3 se 𝑗 = 0 então
4 ℎ← ℎ1𝐷;
5 senão
6 𝑀 ← tamanho(ℎ1𝐷, 2);
7 𝑘 ← 0;
8 para 𝑖← 1 passo 2𝑖 − 1 até 𝑀 + 2𝑖 − 1 * (𝑀 − 1) faça
9 incremento(𝑘);

10 ℎ[𝑖]← ℎ1𝐷[𝑘];
11 ℎ← (ℎ′ * ℎ)/𝑠𝑢𝑚(𝑠𝑢𝑚(ℎ′ * ℎ));
12 𝑐𝑗 ← convolução(𝑐𝑗−1, ℎ);
13 𝑤𝑗 ← 𝑐𝑗−1 − 𝑐𝑗;
14 desespelhamento(𝑐𝑗);
15 incremento(𝑗);
16 retorne 𝑐𝑗,𝑤𝑗;

por exemplo, na segmentação do conjunto de fotomicrografias de borracha natural com
nanopartículas de ouro (Seção 1.1). Essa versão da MLSS é implementada como segue:

∙ A transformada starlet é aplicada em uma imagem de entrada, 𝑐0, resultando em 𝐿

níveis de detalhe: 𝐷1, · · · , 𝐷𝐿, em que 𝐿 é o último nível de decomposição desejado.

∙ O usuário elege o nível inicial de detalhe a ser utilizado na adição, 𝑖𝑛𝑖𝑡𝐿. Os níveis
de detalhe menores que 𝑖𝑛𝑖𝑡𝐿, 𝐷1, · · · , 𝐷𝑖𝑛𝑖𝑡𝐿−1, são ignorados; essa estratégia pode
ser útil na remoção de ruído da imagem de entrada. Então, os níveis de detalhe
𝑖𝑛𝑖𝑡𝐿 a 𝑗 são somados, e a imagem de entrada é subtraída. Essa é a segmentação
relacionada à starlet em seu nível de decomposição 𝑗 (Algoritmo 2),

𝑅𝑗 =
𝑗∑︁

𝑘=𝑖𝑛𝑖𝑡𝐿

𝐷𝑘 − 𝑐0, 𝑖𝑛𝑖𝑡𝐿 ≤ 𝑗 ≤ 𝐿.

O algoritmo resulta em 𝑅𝐿 = {𝑅𝑖𝑛𝑖𝑡𝐿, 𝑅𝑖𝑛𝑖𝑡𝐿+1, · · · , 𝑅𝐿}, matriz com 𝑗 = 𝐿− 𝑖𝑛𝑖𝑡𝐿
níveis de segmentação. Cada nível 𝑅𝑖 corresponde ao nível de detalhe starlet 𝐷𝑖, e o
usuário pode então eleger o melhor nível de segmentação para a sua imagem de entrada.
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Algoritmo 2: Pseudocódigo para a implementação do método MLSS, baseado na
transformada starlet (adaptado de de Siqueira et al. (2014a)).

Entrada:
∙ Imagem de entrada, 𝑐0.
∙ Nível inicial de detalhe, 𝑖𝑛𝑖𝑡𝐿.
∙ Último nível de detalhe, 𝐿.
Saída:
∙ Regiões segmentadas para cada nível de detalhes, 𝑟𝑗.

1 𝑤𝑗 ← Algoritmo 1(𝑐0, 𝐿);
2 𝑠𝑢𝑚← 0;
3 para 𝑗 ← 𝑖𝑛𝑖𝑡𝐿 até 𝐿 faça
4 para 𝑘 ← 𝑖𝑛𝑖𝑡𝐿 até 𝑗 faça
5 𝑠𝑢𝑚← 𝑠𝑢𝑚+ 𝑤𝑘;
6 𝑟𝑘 ← 𝑠𝑢𝑚− 𝑐0;
7 retorne 𝑟𝑗;

2.2.2 Variante do algoritmo

A variante do algoritmo da MLSS segue o mesmo princípio do algoritmo original,
utilizando os níveis de detalhe starlet. Entretanto, não há a subtração da fotomicrografia de
entrada, de modo a preservar possíveis regiões menores de interesse. A variante da MLSS
pode ser aplicada, por exemplo, para a segmentação do conjunto de fotomicrografias de
cristais de epídoto (Seção 1.2). Essa versão da MLSS é dada a seguir:

∙ A transformada starlet é aplicada em uma imagem de entrada, 𝑐0, gerando 𝐿 níveis
de detalhe: 𝐷1, · · · , 𝐷𝐿, com 𝐿 sendo o último nível de decomposição.

∙ O usuário elege o nível inicial a ser utilizado, 𝑖𝑛𝑖𝑡𝐿. Os níveis de detalhe menores
que 𝑖𝑛𝑖𝑡𝐿, 𝐷1, · · · , 𝐷𝑖𝑛𝑖𝑡𝐿−1, são ignorados e os níveis de detalhe 𝑖𝑛𝑖𝑡𝐿 a 𝑗 são so-
mados. Essa é a segmentação relacionada à starlet em seu nível de decomposição 𝑗
(Algoritmo 3),

𝑅𝑗 =
𝑗∑︁

𝑘=𝑖𝑛𝑖𝑡𝐿

𝐷𝑘, 𝑖𝑛𝑖𝑡𝐿 ≤ 𝑗 ≤ 𝐿.

Da mesma forma, o algoritmo retorna 𝑅𝐿 = {𝑅𝑖𝑛𝑖𝑡𝐿, 𝑅𝑖𝑛𝑖𝑡𝐿+1, · · · , 𝑅𝐿}. A segmen-
tação 𝑅𝑖 corresponde ao nível de detalhe starlet 𝐷𝑖, e o usuário escolhe o melhor nível de
segmentação.

2.2.3 O coeficiente de correlação de Matthews (MCC)

Regiões de interesse em uma imagem de entrada podem ser representadas em
uma imagem binária, na qual essas são rotuladas pela cor branca e o plano de fundo
é representado pela cor preta. Essa imagem binária é denominada ground truth (GT),
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Algoritmo 3: Pseudocódigo para a implementação de uma variação do método
MLSS, baseado na transformada starlet (adaptado de de Siqueira et al. (2014c)).

Entrada:
∙ Imagem de entrada, 𝑐0.
∙ Nível inicial de detalhe, 𝑖𝑛𝑖𝑡𝐿.
∙ Último nível de detalhe, 𝐿.
Saída:
∙ Regiões segmentadas para cada nível de detalhes, 𝑟𝑗.

1 𝑤𝑗 ← Algoritmo 1(𝑐0, 𝐿);
2 𝑠𝑢𝑚← 0;
3 para 𝑗 ← 𝑖𝑛𝑖𝑡𝐿 até 𝐿 faça
4 para 𝑘 ← 𝑖𝑛𝑖𝑡𝐿 até 𝑗 faça
5 𝑠𝑢𝑚← 𝑠𝑢𝑚+ 𝑤𝑘;
6 𝑟𝑘 ← 𝑠𝑢𝑚;
7 retorne 𝑟𝑗;

e obtida manualmente por um especialista de acordo as características morfológicas da
imagem de entrada em questão.

Os conceitos de verdadeiros-positivos (true positives, ou TP), verdadeiros-negativos
(true negatives, ou TN), falsos-positivos (false positives, ou FP) e falsos-negativos (false
negatives, ou FN) podem ser estabelecidos comparando uma imagem segmentada com seu
GT. Dessa comparação, os valores TP, TN, FP e FN podem ser definidos como:

∙ TP: pixels corretamente rotulados pelo algoritmo como regiões de interesse.

∙ FP: pixels erroneamente rotulados pelo algoritmo como regiões de interesse.

∙ FN: pixels erroneamente rotulados pelo algoritmo como plano de fundo.

∙ TN: pixels corretamente rotulados pelo algoritmo como plano de fundo.

Baseando-se nos valores TP, TN, FP e FN, o coeficiente de correlação de Matthews
(Matthews correlation coefficient, MCC; adaptado de Matthews (1975)) é dado por:

𝑀𝐶𝐶 = 𝑇𝑃 * 𝑇𝑁 − 𝐹𝑃 * 𝐹𝑁√︁
(𝑇𝑃 + 𝐹𝑁)(𝑇𝑃 + 𝐹𝑃 )(𝑇𝑁 + 𝐹𝑃 )(𝑇𝑁 + 𝐹𝑁)

× 100% (2.8)

O MCC mede como as variáveis tendem a ter o mesmo sinal e magnitude, em que
100%, zero e −100% indicam predições concordantes, aleatórias e discordantes, respecti-
vamente (BALDI et al., 2000).

2.2.4 Segmentação Starlet Ótima Multinível (MLSOS)

Nesta seção é proposta a extensão do método MLSS, utilizando-se do MCC na
obtenção do nível ótimo de segmentação. A técnica aprimorada recebe o nome de Seg-
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mentação Starlet Ótima Multinível (Multi-Level Starlet Optimal Segmentation, MLSOS),
e é definida como segue (DE SIQUEIRA et al., 2014c):

∙ A MLSS é aplicada em uma fotomicrografia que possua GT, a partir dos Algo-
ritmos 2 ou 3, para 𝐿 níveis de decomposição starlet desejados, obtendo assim
𝑅𝑤 = {𝑅𝑖𝑛𝑖𝑡𝐿, 𝑅𝑖𝑛𝑖𝑡𝐿+1, · · · , 𝑅𝐿}.

∙ Os resultados da segmentação obtida para cada nível starlet,𝑅𝑖, com 𝑖 = 𝑖𝑛𝑖𝑡𝐿, · · · , 𝐿,
são comparados com a GT da fotomicrografia de entrada, obtendo assim TP𝑖, TN𝑖,
FP𝑖 e FN𝑖.

∙ Com base nesses valores, o MCC (Equação 2.8) é calculado para cada 𝑅𝑖.

Então, o melhor nível de segmentação obtido para a fotomicrografia de entrada é
o que retorna o maior MCC entre os níveis 𝑅𝑖, 𝑖𝑛𝑖𝑡𝐿 ≤ 𝑖 ≤ 𝐿 de aplicação do método.
Utilizando uma amostra representativa de um conjunto de fotomicrografias, pode-se de-
terminar o nível ótimo de segmentação para esse conjunto.

2.3 Avaliação da qualidade da segmentação

Além do MCC (Seção 2.2.3), que oferece uma comparação entre a fotomicrografia
de entrada e seu GT, as medidas seguintes (também baseadas em TP, TN, FP e FN) foram
utilizadas para a avaliação da metodologia proposta (OLSON; DELEN, 2008; WITTEN;
FRANK; HALL, 2011):

∙ Precisão (precision): é a razão entre o número de pixels recuperados que são rele-
vantes (verdadeiros-positivos: 𝑇𝑃 ) e o número total de pixels que foram recuperados
(verdadeiros-positivos e falsos-positivos: 𝑇𝑃 + 𝐹𝑃 ):

𝑃𝑅𝐸𝐶 = 𝑇𝑃

𝑇𝑃 + 𝐹𝑃
× 100% (2.9)

∙ Sensibilidade (sensitivity ou recall): é a razão entre o número de pixels recu-
perados que são relevantes (verdadeiros-positivos: 𝑇𝑃 ) e o número total de pixels
que são relevantes (verdadeiros-positivos e falsos-negativos: 𝑇𝑃 + 𝐹𝑁):

𝑆𝐸𝑁𝑆 = 𝑇𝑃

𝑇𝑃 + 𝐹𝑁
× 100% (2.10)

∙ Exatidão (accuracy): é a razão entre os pixels que foram corretamente rotulados
(verdadeiros-positivos e verdadeiros-negativos: 𝑇𝑃+𝑇𝑁) e o número total de pixels:

𝐸𝑋𝐴𝑇 = 𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
× 100% (2.11)
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A exatidão retorna a taxa de sucesso total da segmentação (WITTEN; FRANK;
HALL, 2011; WANG et al., 2013). Uma exatidão de 100% significa que os valores rotulados
pelo algoritmo de segmentação são exatamente iguais aos valores de seu GT.



3

RESULTADOS E DISCUSSÃO

Neste capítulo são apresentados os resultados da segmentação das fotomicrografias
de borracha natural com nanopartículas de ouro (BN/Au) (Seção 1.1) e de cristais de
epídoto (Seção 1.2) a partir das técnicas MLSS e MLSOS. As Figuras 17 e 31 foram
utilizadas como imagens de entrada nos algoritmos, a fim de demonstrar os métodos
propostos.

Os algoritmos MLSS e MLSOS deram origem ao software Jansen-MIDAS, voltado
à aplicação dos algoritmos criados pelo usuário final. O programa possui duas versões, em
modo texto (para utilização com GNU Octave1) e com interface gráfica (disponível para
MATLAB2). O código-fonte do Jansen-MIDAS está disponível em de Siqueira (2014) e
sua utilização é abordada na Seção 3.1.

A MLSS foi aplicada nas fotomicrografias de teste por meio do software Jansen-
MIDAS (Seção 3.1), utilizando níveis iniciais 𝑖𝑛𝑖𝑡𝐿 = 1, 2, 3 e final 𝐿 = 9, gerando três
conjuntos de segmentações diferentes:

∙ initL = 1: gera o conjunto 𝑅1
𝑤 = {𝑅1, 𝑅2, 𝑅3, 𝑅4, · · · , 𝑅9}.

∙ initL = 2: gera o conjunto 𝑅2
𝑤 = {𝑅2, 𝑅3, 𝑅4, · · · , 𝑅9}.

∙ initL = 3: gera o conjunto 𝑅3
𝑤 = {𝑅3, 𝑅4, · · · , 𝑅9}.

Após a obtenção dos conjuntos de segmentações, o nível ótimo de segmentação
foi obtido para cada conjunto por meio da MLSOS, utilizando as imagens de teste e
seus GT. Os valores de precisão e sensibilidade foram obtidos para cada segmentação.
1 GNU Octave é uma linguagem interpretada open source de alto nível, planejada essencialmente para

cálculo numérico. O download está disponível livremente em <http://www.gnu.org/software/octave/
download.html>.

2 MATLAB é um ambiente de cálculo numérico e linguagem de programação desenvolvido pela
MathWorks. Uma versão de testes pode ser solicitada em <https://www.mathworks.com>.

http://www.gnu.org/software/octave/download.html
http://www.gnu.org/software/octave/download.html
https://www.mathworks.com
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Verificou-se a partir de testes que a MLSS original é mais adequada para segmentação
das fotomicrografias de BN/Au, enquanto que o processamento das imagens do epídoto é
melhor realizada com a MLSS variante.

3.1 O software Jansen-MIDAS

Os algoritmos desenvolvidos nesta pesquisa deram origem ao software Jansen-
MIDAS3. Esse programa contém funções para a aplicação das técnicas MLSS e MLSOS em
fotomicrografias de entrada e pode ser utilizado por um usuário final para a segmentação
de diferentes fotomicrografias.

Há duas versões do Jansen-MIDAS, uma em modo texto, que pode ser utilizada
a partir do GNU Octave, e outra com interface gráfica, para a utilização no MATLAB4.
Elas são distribuídas no mesmo pacote, em duas pastas diferentes (TEXTMODE e GUIMODE
contêm as versões de texto e gráfica, respectivamente). As duas versões e sua utilização
são abordadas a seguir.

3.1.1 Versão em modo texto

O uso da versão em modo texto do Jansen-MIDAS, voltada ao software Octave, é
simples; ao usuário, cabe informar ao programa as variáveis a serem utilizadas.

Após as apresentações iniciais do Octave, o programa oferece seu prompt5 de
comando, representado aqui pelo sinal de “maior ou igual” (>). Dentro do diretório
TEXTMODE, o Jansen-MIDAS é iniciado digitando o comando a seguir no Octave:

> jansenmidas();

Alternativamente, o seguinte comando pode ser utilizado para executar o software,
de forma que o Octave receba os resultados do processamento como variáveis:

> [D,R,COMP,MCC] = jansenmidas();

D, R, COMP e MCC representam os níveis de detalhe starlet, os níveis de segmenta-
ção MLSS, a comparação entre a fotomicrografia de entrada e seu GT e os valores do
coeficiente de correlação de Matthews para cada nível de segmentação, respectivamente.

Um exemplo da aplicação do Jansen-MIDAS em sua versão texto é dado a seguir,
começando com a apresentação do programa:
3 O nome Jansen-MIDAS é tanto uma homenagem aos (possíveis) inventores do microscópio, Hans e

Zacharias Jansen, quanto um acrônimo: Microscopic Data Analysis Software.
4 O MATLAB possui uma ferramenta de criação de interfaces gráficas com o usuário (graphical user

interface, GUI), de nome GUIDE. Com ela, o programador pode desenvolver facilmente uma GUI
para integrar suas funções. Infelizmente, durante a concepção desse texto ainda não existe ferramenta
equivalente no GNU Octave, inviabilizando o desenvolvimento de GUIs voltadas a essa linguagem.

5 Do inglês, o sinal de “pronto” indica que o programa está apto a receber os comandos do usuário.
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%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

%%%%%%%%%%%%%%% Welcome to Jansen-MIDAS %%%%%%%%%%%%%%%%

%%%%%%%%%% Microscopic Data Analysis Software %%%%%%%%%%

%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

O primeiro passo é informar ao programa o nível inicial de segmentação a ser
considerado:

Initial detail level to consider in segmentation:

Quando o usuário não retorna um nível inicial, o programa assume um nível padrão
de segmentação, igual a 1:

Assuming default value, initial level equals 1. Continue...

Após informar o nível inicial, o usuário deve informar o último nível de segmenta-
ção:

Last detail level to consider in segmentation:

Da mesma forma quando da escolha do nível inicial, caso o usuário não informe
um nível final de segmentação, o programa assume que o nível é igual a 5. Neste exemplo,
considera-se o último nível de segmentação igual a 3:

Last detail level to consider in segmentation: 3

Agora o software pede o nome da fotomicrografia a ser segmentada. O diretório
TEXTMODE contém duas fotomicrografias para teste, de nomes test1.jpg e test2.jpg
(Figura 8). Essas imagens são adequadas para o teste das duas formas da MLSS.

(a) Figura test1.jpg. (b) Figura test2.jpg.

Figura 8 – Imagens de teste fornecidas com o software Jansen-MIDAS. Essas figuras são adequadas
para o teste dos dois algoritmos MLSS (original e variante).

Please type the original image name:
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Supondo que a imagem escolhida seja test1.jpg, o programa então aplica a MLSS,
questionando antes qual a forma de processamento a ser utilizada (original ou variante):

Applying MLSS...
Type V for Variant or any to Original MLSS:

Para utilizar a forma variante do método, deve-se entrar com v ou V. No caso
do método original, é suficiente digitar Enter. Para a imagem test1.jpg, o algoritmo
original é mais adequado. Em seguida, o programa pergunta se deve utilizar a MLSOS;
em caso afirmativo, deve-se digitar y ou Y. Então, o usuário deve entrar com o nome da
imagem GT:

Do you want to apply MLSOS (uses GT image)?
Please type a GT image name:

A pasta TEXTMODE contém também os GTs das imagens de teste; seus nomes são
test1GT.jpg e test2GT.jpg (Figura 9). Como a imagem escolhida foi test1.jpg, deve-se
usar test1GT.jpg na comparação.

(a) Figura test1GT.jpg. (b) Figura test2GT.jpg.

Figura 9 – Ground truth (GT) das imagens de teste text1.jpg e text2.jpg, também fornecidos com
o software Jansen-MIDAS. Em conjunto com suas respectivas imagens originais, os GTs são
utilizados para a aplicação do método MLSOS.

Terminada a aplicação da MLSOS, um gráfico com os valores do MCC para cada
nível de segmentação é apresentado (Figura 10). Em seguida o programa questiona se
deve gravar ou somente exibir as imagens resultantes:

Type Y to save images or any to show them:

Caso a resposta seja afirmativa, as imagens são salvas com o mesmo nome da
imagem original, com informações sobre os resultados, apresentadas em três grupos: D,
para os níveis de detalhe starlet; R, para os níveis de segmentação MLSS; COMP, para a
comparação entre a fotomicrografia de entrada e seu GT, quando este for informado. Para
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Figura 10 – Apresentação do coeficiente de correlação de Matthews pela aplicação do Jansen-MIDAS,
modo texto, utilizando test1.jpg e test1GT.jpg. Níveis inicial e final de segmentação
iguais a 1 e 3, respectivamente.

os níveis inicial e final iguais a 1 e 3, as informações dadas na tela são:

Saving detail image... Level: 1
Saving detail image... Level: 2
Saving detail image... Level: 3
Saving segmentation image... Level: 1
Saving segmentation image... Level: 2
Saving segmentation image... Level: 3
Saving comparison image... Level: 1
Saving comparison image... Level: 2
Saving comparison image... Level: 3

Quando o usuário escolhe não gravar as imagens em disco, os resultados são apre-
sentados diretamente na tela (Figura 11). Para os níveis inicial e final iguais a 1 e 3, as
informações textuais apresentadas são:

Showing detail image... Level: 1
Showing detail image... Level: 2
Showing detail image... Level: 3
Showing segmentation image... Level: 1
Showing segmentation image... Level: 2
Showing segmentation image... Level: 3
Showing comparison image... Level: 1
Showing comparison image... Level: 2
Showing comparison image... Level: 3

Por fim, o processamento é encerrado. A mensagem final apresentada pelo software
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(a) Janela D1. (b) Janela D2. (c) Janela D3.

(d) Janela R1. (e) Janela R2. (f) Janela R3.

(g) Janela COMP1. (h) Janela COMP2. (i) Janela COMP3.

Figura 11 – Janelas apresentando os resultados da aplicação do software Jansen-MIDAS, modo texto,
a partir de test1.jpg e test1GT.jpg. A aplicação da MLSOS retorna três conjuntos de
imagens: detail (D), segmentation (R) e comparison (COMP). Os níveis de segmentação são
1 (inicial) e 3 (final), gerando três imagens em cada conjunto.

é:

End of processing. Thanks!

3.1.2 Versão com interface gráfica

A versão gráfica do Jansen-MIDAS também é simples, embora não seja linear
como o modo texto. Para uso no programa MATLAB, essa versão possui botões, caixas
de seleção e também caixas de texto.

O ambiente MATLAB é dotado de várias áreas. Contudo, o seu prompt de comando
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está disponível na janela Command Window e também será representado pelo sinal >.
Dentro da pasta GUIMODE, o Jansen-MIDAS é iniciado digitando o comando a seguir no
MATLAB:

> JansenMIDAS

Então, a tela inicial é apresentada (Figura 12). Inicialmente são dadas as opções
a seguir:

∙ O botão de alternância MLSOS (with GT), que instrui o Jansen-MIDAS a aplicar
a MLSOS, além da MLSS, quando pressionado.

∙ As caixas de texto First dec level e Last dec level, que informam ao programa quais
são o primeiro e o último níveis de segmentação a serem utilizados.

∙ A caixa de seleção Variation algorithm, que aplica o modo de variação da MLSS
quando marcada.

∙ As caixas de seleção Show D e Show R, que apresentam os resultados quando mar-
cadas.

∙ O texto de boas-vindas Welcome do Jansen-MIDAS, que apresenta informações
conforme o programa avança.

∙ O botão Open image..., que pede ao usuário a fotomicrografia de entrada, iniciando
o processamento.

Um exemplo da aplicação do Jansen-MIDAS em modo gráfico é dado a seguir.
Inicia-se o programa com um clique no botão Open image.... Então, uma janela pede a fo-
tomicrografia de entrada. A pasta GUIMODE também contém as fotomicrografias test1.jpg
e test2.jpg para teste do programa (Figura 8).

Nesse exemplo, supõe-se que a fotomicrografia escolhida seja test2.jpg. O texto
de boas-vindas indica o estágio de execução do programa, sendo alterado para Opening
image.... Então, o programa exibe a imagem desejada e o botão Open image... se torna
Process... (Figura 13).

Nesse momento, o usuário deve escolher se deseja aplicar o algoritmo MLSOS
(botão MLSOS (with GT)), os níveis inicial e final de segmentação (caixas de texto First
dec level e Last dec level) e os resultados apresentados (caixas de seleção Show D e
Show R). Como na versão texto do Jansen-MIDAS, caso as caixas de texto não sejam
preenchidas os níveis inicial e final serão 1 e 5, respectivamente.

Para a segmentação da fotomicrografia de teste test2.jpg, o modo MLSS variante
é adequado. Então, buscando a aplicação da MLSOS, níveis inicial e final de segmentação
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Figura 12 – A interface gráfica do Jansen-MIDAS, para uso no software MATLAB.

iguais a 1 e 3, modo MLSS variante e a exibição dos detalhes wavelet (𝐷) e dos níveis de
segmentação (𝑅), a interface do programa será preenchida como na Figura 14.

Após a escolha das opções desejadas, o processamento pode ser iniciado por
meio do botão Process.... Como o botão de alternância MLSOS (with GT) está pres-
sionado, o Jansen-MIDAS então pede a GT correspondente à fotomicrografia de entrada.
A pasta GUIMODE também contém os GTs das fotomicrografias de teste, test1GT.jpg
e test2GT.jpg (Figura 9). Para a aplicação da MLSOS na fotomicrografia test2.jpg,
faz-se uso do GT test2GT.jpg.

Quando o usuário entra com o GT o programa o exibe e a segmentação é iniciada.
Então, o software retorna um gráfico contendo o MCC para cada nível de segmentação
(Figura 15) e as janelas apresentando o resultado da aplicação, de acordo com as escolhas
do usuário (Figura 16).

Como nesse exemplo as caixas Show D e Show R foram marcadas, o Jansen-MIDAS
retorna os conjuntos de imagem de detalhe (D) e segmentação (R). Quando a MLSOS é
aplicada, o conjunto referente à comparação entre a imagem de entrada e sua GT (COMP) é
exibido automaticamente. Os resultados podem ser salvos por meio de um botão destinado
a esse fim nas janelas que os apresentam. O texto de boas-vindas indica o encerramento
do programa exibindo Done.
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Figura 13 – O programa Jansen-MIDAS apresentando a imagem a ser segmentada. Após a escolha da
fotomicrografia de entrada, o botão Open image... se torna Process.... O texto de boas-
vindas é alterado para Opening image....

3.2 Segmentação de fotomicrografias obtidas de amos-

tras de BN/Au a partir da MLSOS

As fotomicrografias presentes na Figura 17 são utilizadas para apresentar os re-
sultados referentes à aplicação da MLSS nas imagens de BN/Au. Essas imagens possuem
diferentes ampliações, tempos de redução, distribuição e quantidade de nanopartículas.
As regiões mais claras das imagens correspondem a nanopartículas de ouro na superfície
da borracha natural.

De acordo com os Algoritmos 2 e 3, o primeiro passo da MLSS é a aplicação
da wavelet starlet, exemplificada na Figura 17(a) (Figura 18). A fim de obter a MLSS
com nível final de segmentação 𝐿 = 9, a aplicação da starlet é dada em nove níveis de
decomposição, gerando assim nove níveis de detalhes (𝐷1, · · · , 𝐷9).

Após a obtenção dos níveis de decomposição starlet, a MLSS original (Algoritmo 2)
é aplicada para a segmentação das fotomicrografias de BN/Au, com níveis iniciais iguais
a 1, 2 e 3. Como resultado são gerados os seguintes conjuntos de segmentações:

∙ 𝑅1
𝑤 = {𝑅1 = 𝐷1, 𝑅2 = 𝐷1 +𝐷2, 𝑅3 = 𝐷1 +𝐷2 +𝐷3, · · · , 𝑅9 = 𝐷1 +𝐷2 + · · ·+𝐷9}

(Figura 19);

∙ 𝑅2
𝑤 = {𝑅2 = 𝐷2, 𝑅3 = 𝐷2 +𝐷3, · · · , 𝑅9 = 𝐷2 +𝐷3 + · · ·+𝐷9} (Figura 20);
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Figura 14 – A interface do Jansen-MIDAS correspondente à aplicação da MLSOS, níveis de segmenta-
ção inicial e final iguais a 1 e 3 respectivamente, uso do algoritmo MLSS variante e exibição
dos níveis de detalhe wavelet (𝐷) e de segmentação (𝑅).

Figura 15 – Apresentação do coeficiente de correlação de Matthews pela aplicação do Jansen-MIDAS,
modo texto, utilizando test2.jpg e test2GT.jpg. Níveis inicial e final de segmentação
iguais a 1 e 3, respectivamente.

∙ 𝑅3
𝑤 = {𝑅3 = 𝐷3, 𝑅4 = 𝐷3 +𝐷4, · · · , 𝑅9 = 𝐷3 +𝐷4 + · · ·+𝐷9} (Figura 21).

Pode-se ver que 𝑅1
𝑤 apresenta mais ruído conforme os níveis de segmentação au-

mentam. 𝑅2
𝑤 possui menos ruído que 𝑅1

𝑤; 𝑅3
𝑤, por sua vez, possui menos ruído que 𝑅2

𝑤.
Tal diferença se dá pela presença dos níveis de detalhes mais ruidosos 𝐷1 e 𝐷2 (Figuras
18(a) e (b)) na segmentação 𝑅1

𝑤, e de 𝐷2 na segmentação 𝑅2
𝑤. Para os níveis maiores
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(a) Janela D1. (b) Janela D2. (c) Janela D3.

(d) Janela R1. (e) Janela R2. (f) Janela R3.

(g) Janela COMP1. (h) Janela COMP2. (i) Janela COMP3.

Figura 16 – Janelas apresentando os resultados da aplicação do software Jansen-MIDAS, modo gráfico,
a partir de test2.jpg e test2GT.jpg. A aplicação da MLSOS retorna três conjuntos de
imagens: detalhe (D), segmentação (R) e comparação (COMP). Os níveis de segmentação são
1 (inicial) e 3 (final), retornando três imagens em cada conjunto.

de segmentação, as áreas representadas como nanopartículas de ouro tendem a se fundir,
mostrando regiões maiores do que as desejadas.

Após a aplicação do método, os resultados são comparados com seus ground truths
(GT), que representam as regiões de interesse. Nanopartículas de ouro são representadas
em um GT como regiões brancas, enquanto o plano de fundo é representado pela cor preta
(Figura 22). Os GT foram obtidos manualmente por um especialista, usando o software
GIMP6.

No caso das amostras de BN/Au, a partir da comparação da imagem de entrada
e seu GT os valores TP, FP, FN e TN podem ser estabelecidos como:
6 GIMP é um editor gráfico open source, disponível livremente em <http://www.gimp.org>.

http://www.gimp.org
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(a) 6 min; 100.000×. (b) 9 min; 200.000×. (c) 15 min; 100.000×.

(d) 30 min; 100.000×. (e) 30 min; 200.000×. (f) 60 min; 30.000×.

Figura 17 – Fotomicrografias de amostras de borracha natural com nanopartículas de ouro reduzidas,
obtidas por MEV. O tempo de redução das nanopartículas na amostra e a ampliação de
cada imagem estão contidas em cada fotomicrografia. Detector SE.

∙ TP: pixels corretamente rotulados como nanopartículas de ouro pela MLSS.

∙ FP: pixels erroneamente rotulados como nanopartículas de ouro pela MLSS.

∙ FN: pixels erroneamente rotulados como plano de fundo pela MLSS.

∙ TN: pixels corretamente rotulados como plano de fundo pela MLSS.

Para a obtenção desses valores, faz-se a comparação entre as segmentações obtidas
por meio da MLSS com níveis iniciais iguais a 1, 2 e 3 (Figuras 19, 20 e 21) e o GT cor-
respondente a cada fotomicrografia (Figura 22). O coeficiente de correlação de Matthews
(MCC) pode ser calculado por meio dos valores TP, TN, FP e FN determinados (Figura
23).

Vê-se que os MCC mais altos para as imagens de teste são alcançados com níveis
de segmentação iguais a 6, 7 e 8 (Figura 23, Tabela 1). A escolha do nível ótimo de
segmentação será baseada nesses valores.

A partir do MCC obtido, os três níveis iniciais de segmentação são comparados.
Os maiores valores MCC são dados quando 𝑖𝑛𝑖𝑡𝐿 = 3, exceto para a Figura 17(a) (maior
MCC para 𝑖𝑛𝑖𝑡𝐿 = 2, 𝑅8). Entretanto, a diferença entre o maior MCC com níveis iniciais
2 e 3 é menor que 1%. Então o nível de segmentação ótimo escolhido é 𝑅3

7, uma vez
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(a) 𝐷1. (b) 𝐷2. (c) 𝐷3.

(d) 𝐷4. (e) 𝐷5. (f) 𝐷6.

(g) 𝐷7. (h) 𝐷8. (i) 𝐷9.

Figura 18 – Níveis de detalhe 𝐷1 a 𝐷9 obtidos da aplicação da transformada starlet na Figura 17(a)
em nove níveis de decomposição.

que a maioria das fotomicrografias de teste retorna o maior MCC para este nível; caso
contrário, os maiores valores MCC obtidos pelos níveis são próximos (diferença menor que
6%). Portanto, a MLSOS é aplicada com níveis inicial e final de segmentação iguais a 3 e
7, respectivamente (Figura 24).

Para atestar o grau de confiabilidade da MLSOS, os valores de precisão, sensibi-
lidade e exatidão foram obtidos da comparação do GT com o resultado da aplicação dos
níveis 𝑅3 a 𝑅9 (Figura 25):

∙ Os valores de precisão tendem a crescer nos primeiros níveis e a diminuir nos últimos,
quando a quantidade de pixels FP aumenta. Vê-se que a precisão é maior quando
𝑖𝑛𝑖𝑡𝐿 = 3, pela quantidade menor de pixels FP contidos na segmentação.



CAPÍTULO 3. RESULTADOS E DISCUSSÃO 39

(a) 𝑅1
1. (b) 𝑅1

2. (c) 𝑅1
3.

(d) 𝑅1
4. (e) 𝑅1

5. (f) 𝑅1
6.

(g) 𝑅1
7. (h) 𝑅1

8. (i) 𝑅1
9.

Figura 19 – Conjunto de segmentações 𝑅1
𝑤, obtido da aplicação da MLSS original (Algoritmo 2) na

Figura 17(a). O nível inicial de segmentação é 𝑖𝑛𝑖𝑡𝐿 = 1; todos os detalhes starlet são
preservados.

∙ A sensibilidade tende a aumentar conforme mais pixels são rotulados como nanopar-
tículas. 𝑖𝑛𝑖𝑡𝐿 = 1 apresenta maiores valores de sensibilidade, indicando que todas as
regiões de interesse são encontradas antes de 𝑖𝑛𝑖𝑡𝐿 = 2, 3; contudo, a porcentagem
de erro é maior (veja precisão e exatidão).

∙ A exatidão da MLSS é maior quando 𝑖𝑛𝑖𝑡𝐿 = 3; para as fotomicrografias da Figura
17, com 𝑅3

7 (nível ótimo de segmentação, escolhido por meio do MCC), a exatidão
é maior que 88% (Tabela 2). O nível de segmentação que retorna a maior exatidão
é 𝑅3

6 e não 𝑅3
7, como eleito pelo MCC; entretanto, a diferença é menor que 5, 7%.

Por meio da Figura 25 vê-se que a maior exatidão é dada para os níveis 6, 7 e 8,
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(a) 𝑅2
2. (b) 𝑅2

3. (c) 𝑅2
4.

(d) 𝑅2
5. (e) 𝑅2

6. (f) 𝑅2
7.

(g) 𝑅2
8. (h) 𝑅2

9.

Figura 20 – Conjunto de segmentações 𝑅2
𝑤, obtido da aplicação da MLSS original (Algoritmo 2) na

Figura 17(a). O nível inicial de segmentação é 𝑖𝑛𝑖𝑡𝐿 = 2; o nível de detalhes starlet 𝐷1
(Figura 18(a)) é desconsiderado.

que são então comparados (Tabela 2).

O resultado da MLSOS é então comparado com os GT das fotomicrografias de teste
(Figura 26); verde, azul e vermelho representam pixels TP, FN e FP, respectivamente.

De acordo com os GT, as nanopartículas foram satisfatoriamente segmentadas
pelo método, possibilitando então a quantificação das nanopartículas de ouro reduzidas
nas amostras de BN/Au. Entretanto, defeitos superficiais da borracha natural podem ser
rotulados como nanopartículas pela MLSOS. Essa situação pode ser vista nas Figuras
24(a) e 24(f), e em menor intensidade nas Figuras 24(b), (c) e (e). A Figura 26 apresenta
essa situação na forma de pixels FP agregados (regiões em vermelho).
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(a) 𝑅3. (b) 𝑅4. (c) 𝑅5.

(d) 𝑅6. (e) 𝑅7. (f) 𝑅8.

(g) 𝑅9.

Figura 21 – Conjunto de segmentações 𝑅3
𝑤, obtido da aplicação da MLSS original (Algoritmo 2) na

Figura 17(a). O nível inicial de segmentação é 𝑖𝑛𝑖𝑡𝐿 = 3; o nível de detalhes starlet 𝐷1
(Figura 18(a)) e 𝐷2 (Figura 18(b)) são desconsiderados.

A falha apresentada pode ser amenizada utilizando fotomicrografias que apresen-
tem menor quantidade de defeitos na superfície do material, ou com o pré-processamento
da fotomicrografia por outro método, visando a redução dos defeitos.

3.2.1 Estimação da quantidade de nanopartículas de ouro conti-

das em amostras de BN/Au

Depois da obtenção do nível ótimo de segmentação pela MLSOS, pode-se descrever
a quantidade de nanopartículas em uma fotomicrografia de BN/Au utilizando a barra de
informações da microscopia. Essa barra possui uma escala dimensional (Figura 27), que
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(a) GT da Figura 17(a). (b) GT da Figura 17(b). (c) GT da Figura 17(c).

(d) GT da Figura 17(d). (e) GT da Figura 17(e). (f) GT da Figura 17(f).

Figura 22 – Ground truth das fotomicrografias presentes na Figura 17.

Tabela 1 – MCC obtido da comparação dos resultados da MLSS para as fotomicrografias de teste (𝑅𝑖
𝑤,

com 𝑖 = 1, 2, 3; Figuras 19, 20 e 21) e seus GT (Figura 22), para os níveis de segmentação 𝑅6,
𝑅7 e 𝑅8. Os maiores valores MCC obtidos para cada segmentação são dados em vermelho.

MCC (%)

initL = 1 initL = 2 initL = 3

𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8

6 min; 100𝑘× 28,266 28,487 23,633 30,813 30,636 25,249 36,172 34,039 27,096
9 min; 200𝑘× 13,177 18,129 19,218 33,184 41,219 40,750 39,613 49,271 47,863
15 min; 200𝑘× 47,179 53,999 48,155 59,545 66,826 58,839 65,083 72,195 63,440
30 min; 100𝑘× 64,988 70,037 70,510 68,263 74,343 75,487 64,250 72,272 75,308
30 min; 200𝑘× 45,268 52,197 52,804 60,113 66,828 64,843 65,137 72,593 70,222
60 min; 30𝑘× 30,474 37,064 40,264 34,263 42,046 46,333 42,144 51,235 56,591

pode ter sua medida convertida de unidade de comprimento para pixels.

Sejam 𝑟𝑎𝑡𝑖𝑜𝑢𝑐 o valor em unidade de comprimento na escala dimensional da ima-
gem e 𝑟𝑎𝑡𝑖𝑜𝑝𝑥 o seu equivalente em pixels. Assumindo que 𝑡𝑜𝑡𝑎𝑙𝑁𝑃 é a quantidade total
de pixels atribuida às nanopartículas segmentadas pela MLSOS, dada por regiões brancas
na imagem binária, pode-se descrever o total de nanopartículas apresentadas na fotomi-
crografia (Equação 3.1):

𝑡𝑜𝑡𝑎𝑙𝑢𝑎 =
(︃
𝑟𝑎𝑡𝑖𝑜𝑢𝑐

𝑟𝑎𝑡𝑖𝑜𝑝𝑥

* 𝑡𝑜𝑡𝑎𝑙𝑁𝑃

)︃2

, (3.1)
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Figura 23 – Coeficiente de correlação de Matthews (MCC, Equação 2.8), obtido pela comparação dos
resultados da MLSS para as fotomicrografias de teste (𝑅𝑖

𝑤, com 𝑖 = 1, 2, 3; Figuras 19, 20
e 21) e seus GT (Figura 22). Em vermelho, azul e verde: níveis iniciais 𝑖𝑛𝑖𝑡𝐿 = 1, 2 e 3,
respectivamente.

em que 𝑡𝑜𝑡𝑎𝑙𝑢𝑎 é a quantidade de nanopartículas por unidade de área.

É possível descrever como a quantidade de nanopartículas reduzidas em amostras
de BN/Au varia de acordo com o tempo de redução. Para esse fim, as fotomicrografias do
banco de dados foram divididas em dois conjuntos de acordo com o detector utilizado na
obtenção (SE ou BSED).

Após a classificação de acordo com o detector, as imagens foram separadas pela
ampliação. Os conjuntos de estudo obtidos foram:

∙ Detector SE: 13000×, 25000×, 30000×, 100000×, 200000×.

∙ Detector BSED: 13000×, 25000×, 30000×.

Os conjuntos de imagens utilizados nesse estudo e o resultado da segmentação por
meio da MLSOS são dados no Apêndice A. Cada conjunto possui uma fotomicrografia de
cada tempo de redução (6, 9, 15, 30, 60 e 120 minutos). A concentração de nanopartículas
de ouro foi obtida para os dois detectores, SE (Figura 28) e BSED (Figura 29), por meio
dessas imagens. A estimação foi dada a partir da MLSOS e da Equação 3.1.
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(a) MLSOS da Figura 17(a). (b) MLSOS da Figura 17(b). (c) MLSOS da Figura 17(c).

(d) MLSOS da Figura 17(d). (e) MLSOS da Figura 17(e). (f) MLSOS da Figura 17(f).

Figura 24 – Resultado da MLSOS nas fotomicrografias constantes da Figura 17, por meio do algoritmo
MLSS original (Algoritmo 2). Níveis inicial e final iguais a 3 e 7, respectivamente.

De acordo com a Figura 28:

∙ 13000 × 𝑆𝐸: as imagens correspondentes aos tempos de redução de 60𝑚𝑖𝑛 e
120𝑚𝑖𝑛 (Figura 41) possuem pontos desfocados, o que interferiu na performance do
algoritmo. Alguns pontos mais claros tiveram apenas seu contorno definido. Dessa
forma, a concentração de nanopartículas oscila em relação ao tempo de redução.

∙ 25000 × 𝑆𝐸: esse conjunto de imagens apresenta o comportamento esperado nas
amostras. A concentração de nanopartículas cresce logaritmicamente, tendendo à
estabilidade. Contudo, áreas com maior contraste nos tempos de redução de 9𝑚𝑖𝑛
e 120𝑚𝑖𝑛 (Figura 43) não foram corretamente rotuladas.

∙ 30000 × 𝑆𝐸: a concentração de nanopartículas parece se comportar como 25000 ×
𝑆𝐸, mas há oscilação no crescimento. A diferença de contraste também influi na
segmentação das imagens correspondentes aos tempos de 6𝑚𝑖𝑛 e 30𝑚𝑖𝑛 (Figura
45). Há crescimento a partir de 30𝑚𝑖𝑛 de redução.

∙ 100000 ×𝑆𝐸: a quantidade de nanopartículas em 6𝑚𝑖𝑛 parece maior que em 9𝑚𝑖𝑛
de redução, por causa dos defeitos de superfície atribuídos às nanopartículas pela
segmentação. Da mesma forma, regiões desfocadas nas imagens de 60𝑚𝑖𝑛 e 120𝑚𝑖𝑛
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Figura 25 – Precisão, sensibilidade e exatidão (Equações 2.9, 2.10 e 2.11) obtidos pela comparação dos
resultados da MLSS para as fotomicrografias de teste (𝑅𝑖

𝑤, 𝑖 = 1, 2, 3; Figuras 19, 20 e
21) e seus GT (Figura 22). Em vermelho, azul e verde: níveis iniciais 𝑖𝑛𝑖𝑡𝐿 = 1, 2 e 3,
respectivamente.

(Figura 47) interferem no resultado final. A concentração tende a se estabilizar após
15𝑚𝑖𝑛 de redução.

∙ 200000 × 𝑆𝐸: há detalhes superficiais na segmentação das imagens de 6𝑚𝑖𝑛 e
9𝑚𝑖𝑛 (Figura 49). Além disso, as imagens correspondentes a 60𝑚𝑖𝑛 e 120𝑚𝑖𝑛 estão
desfocadas, afetando a performance do algoritmo. Em geral, o comportamento da
concentração é semelhante ao de 100000 × 𝑆𝐸.

De acordo com a Figura 29:

∙ 13000 × 𝐵𝑆𝐸𝐷: as imagens de 60 e 120𝑚𝑖𝑛 estão desfocadas. Além disso, há
partículas mais claras; o algoritmo detecta apenas os contornos dessas partículas. A
imagem correspondente a 6𝑚𝑖𝑛 possui mais nanopartículas que a correspondente a
9𝑚𝑖𝑛. Dessa forma, a concentração de nanopartículas oscila em relação ao tempo
de redução.

∙ 25000 ×𝐵𝑆𝐸𝐷: a fotomicrografia correspondente a 60𝑚𝑖𝑛 possui nanopartículas
mais claras. O algoritmo detecta apenas os contornos dessas áreas, resultando em
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Tabela 2 – Valores de precisão, sensibilidade e exatidão obtidos da comparação dos resultados da MLSS
e os GT das fotomicrografias de teste para os níveis de segmentação 𝑅6, 𝑅7 e 𝑅8. Os maiores
valores para cada medida são apresentados em vermelho.

Precisão (%)

initL = 1 initL = 2 initL = 3

𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8

6 min; 100𝑘× 13,247 8,456 4,230 15,719 9,611 4,532 20,244 11,128 4,808
9 min; 200𝑘× 5,447 5,518 4,560 27,030 23,175 12,626 39,833 32,353 15,482
15 min; 200𝑘× 38,791 29,925 19,660 58,868 43,885 25,937 69,127 50,436 28,578
30 min; 100𝑘× 81,513 72,357 65,083 89,485 78,429 69,994 89,431 78,723 70,490
30 min; 200𝑘× 57,581 52,039 47,911 78,025 64,742 57,616 86,836 70,625 62,482
60 min; 30𝑘× 26,679 26,847 20,370 34,118 34,385 24,748 49,367 48,888 32,381

Sensibilidade (%)

initL = 1 initL = 2 initL = 3

𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8

6 min; 100𝑘× 84,846 92,855 95,984 81,785 90,605 94,742 80,247 89,279 94,029
9 min; 200𝑘× 90,950 99,871 100,000 88,307 99,659 100,000 87,087 99,530 100,000
15 min; 200𝑘× 97,276 99,800 99,983 96,278 99,705 99,979 94,736 99,555 99,971
30 min; 100𝑘× 75,461 90,880 96,702 71,786 89,433 96,086 65,287 87,515 95,656
30 min; 200𝑘× 81,077 95,354 98,521 76,862 93,929 97,964 73,414 92,667 97,587
60 min; 30𝑘× 82,811 97,140 99,094 78,761 95,619 98,856 74,071 93,576 98,519

Exatidão (%)

initL = 1 initL = 2 initL = 3

𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8

6 min; 100𝑘× 91,678 85,240 68,255 93,341 87,439 70,825 95,103 89,448 72,772
9 min; 200𝑘× 76,839 75,056 69,471 96,352 95,176 89,906 97,893 96,958 92,037
15 min; 200𝑘× 95,850 93,786 89,145 98,114 96,605 92,415 98,736 97,389 93,362
30 min; 100𝑘× 86,867 86,178 82,603 88,445 88,913 85,778 86,623 88,606 86,004
30 min; 200𝑘× 77,743 73,817 69,271 87,327 83,807 79,031 89,328 87,018 82,735
60 min; 30𝑘× 81,097 79,339 70,015 86,615 85,571 76,698 92,131 91,949 83,998

uma concentração menor que a esperada. Então a concentração das nanopartículas
oscila em relação ao tempo.

∙ 30000 × 𝐵𝑆𝐸𝐷: há nanopartículas mais claras nas imagens em 30 e 60𝑚𝑖𝑛 de
redução. Essas áreas não são segmentadas pelo algoritmo. O crescimento ocorre a
partir de 15𝑚𝑖𝑛 de redução.

Os resultados da estimação das nanopartículas pela MLSOS são comparados à
evolução temporal da redução de nanopartículas na superfície de amostras de borracha
natural. Essa evolução é medida em função do aumento no máximo da banda de absor-
ção plasmônica de acordo com o tempo de redução. As medidas foram realizadas como
base comparativa para membranas preparadas por látex obtido de diferentes coletas, con-
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(a) Comparação entre GT (Fi-
gura 22(a)) e MLSOS (Figura
24(a)).

(b) Comparação entre GT (Fi-
gura 22(b)) e MLSOS (Fi-
gura 24(b)).

(c) Comparação entre GT (Fi-
gura 22(c)) e MLSOS (Figura
24(c)).

(d) Comparação entre GT (Fi-
gura 22(d)) e MLSOS (Fi-
gura 24(d)).

(e) Comparação entre GT (Fi-
gura 22(e)) e MLSOS (Figura
24(e)).

(f) Comparação entre GT (Fi-
gura 22(f)) e MLSOS (Figura
24(f)).

Figura 26 – Comparação entre os resultados da MLSOS e o ground truth das fotomicrografias constantes
da Figura 17. Em verde: pixels TP; em azul: pixels FN; em vermelho: pixels FP.

Figura 27 – Escala dimensional presente nas fotomicrografias de MEV. Essa escala pode ter sua medida
convertida de unidades de área para pixels; nesse exemplo, 500𝑛𝑚 equivalem a 172 𝑝𝑥.

duzidas em diferentes períodos no ano, avaliadas por espectroscopia ultra-violeta visível
(ultraviolet-visible spectroscopy, UV-Vis. Figura 30).

Como visto nas medidas UV-Vis, a evolução temporal apresenta um aumento de
acordo com o tempo de redução. Esse aumento na intensidade das bandas de absorção
é dado pelo crescimento da quantidade de nanopartículas depositadas na superfície da
borracha natural, o que pode gerar agregados de nanopartículas. Esse efeito é observado
principalmente após o tempo de redução de 30𝑚𝑖𝑛 (CABRERA et al., 2013).

De acordo com o UV-Vis, o tempo-limite de reproducibilidade é de 60𝑚𝑖𝑛, dado o
pequeno desvio padrão obtido da comparação das amostras com menor tempo. As amos-
tras com tempo de redução de 120𝑚𝑖𝑛 mostram um grande desvio-padrão, dificultando
a reprodução dos resultados. Essas amostras formam uma camada espessa de nanopar-
tículas e agregados, excedendo o limite de medição de absorbância do equipamento e
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Figura 28 – Área ocupada por nanopartículas de ouro nos conjuntos de fotomicrografias obtidos pelo
detector SE para o nível de segmentação MLSOS ótimo, 𝑅3

7. As barras representam a
quantidade de nanopartículas em 𝜇𝑚2 nos diferentes tempos de redução, a saber: 3, 9, 15,
30, 60 e 120 minutos, para cada ampliação (DE SIQUEIRA et al., 2014b).
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Figura 29 – Área ocupada por nanopartículas de ouro nos conjuntos de fotomicrografias obtidos pelo
detector BSED para o nível de segmentação MLSOS ótimo, 𝑅3

7. As barras representam a
quantidade de nanopartículas em 𝜇𝑚2 nos diferentes tempos de redução, a saber: 3, 9, 15,
30, 60 e 120 minutos, para cada ampliação.
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Figura 30 – Evolução temporal da redução de nanopartículas de ouro na superfície de membranas de
borracha natural, medida em função do aumento no máximo da banda de absorção de
acordo com o tempo de redução. Pontos pretos: absorbância das amostras de BN/Au. Linha
em vermelho: evolução média. Área sombreada: evolução do desvio padrão (DE SIQUEIRA
et al., 2014b).

diminuindo a reprodutibilidade dos resultados.

Comparando as Figuras 28, 29 e 30 conclui-se que o conjunto de fotomicrografias
25000 × 𝑆𝐸 descreve o comportamento da absorção de forma satisfatória. De acordo
com a Figura 28, o tempo de redução de 30𝑚𝑖𝑛 é satisfatório, pois a quantidade de
nanopartículas presentes tende a se igualar para os maiores tempos de redução. Contudo,
deve-se destacar que o algoritmo estuda apenas as nanopartículas presentes na superfície,
e agregados de nanopartículas podem não ser identificados pela microscopia.

Outros conjuntos, como 200000 × 𝑆𝐸 e 30000 × 𝐵𝑆𝐸𝐷, representam razoa-
velmente o comportamento de absorção das nanopartículas nas amostras BN/Au, com
algumas ressalvas. De qualquer forma, é necessário salientar que a microscopia eletrônica
avalia as nanopartículas depositadas apenas entre o caminho de análise óptica, e as par-
tículas podem ser incorporadas em 3𝑚𝑚 no volume das membranas de borracha natural
(CABRERA et al., 2013).
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3.3 Segmentação de fotomicrografias obtidas de amos-

tras de cristais de epídoto a partir da MLSOS

As fotomicrografias presentes na Figura 31 são utilizadas para apresentar os resul-
tados referentes à aplicação da MLSS nas fotomicrografias de cristais de epídoto. Essas
imagens possuem diferentes tamanhos e quantidades de traços de fissão. As regiões mais
escuras correspondem a traços de fissão na superfície dos cristais de epídoto.

(a) Região 01: 668× 909 pixels. (b) Região 02: 445× 649 pixels. (c) Região 03: 501× 321 pixels.

(d) Região 04: 766× 575 pixels. (e) Região 05: 766× 575 pixels. (f) Região 06: 766× 575 pixels.

Figura 31 – Fotomicrografias representando diferentes regiões de uma amostra de epídoto, obtidas por
microscopia óptica. O tamanho de cada imagem, em pixels, também é apresentado. Am-
pliação: 1000×.

Da mesma forma que no processamento das fotomicrografias de BN/Au, o passo
inicial da MLSS é a aplicação da starlet, representada para a Figura 31(a) (Figura 32).
Para a obtenção a MLSS com nível final de segmentação 𝐿 = 9, a aplicação da starlet é re-
alizada em nove níveis de decomposição, retornando nove níveis de detalhes (𝐷1, · · · , 𝐷9).

Após a obtenção dos níveis de decomposição starlet, a MLSS variante (Algoritmo
3) é aplicada para a segmentação das fotomicrografias de epídoto, com níveis iniciais iguais
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(a) 𝐷1. (b) 𝐷2. (c) 𝐷3. (d) 𝐷4.

(e) 𝐷5. (f) 𝐷6. (g) 𝐷7. (h) 𝐷8.

(i) 𝐷9.

Figura 32 – Níveis de detalhe 𝐷1 a 𝐷9 obtidos da aplicação da transformada starlet na Figura 31(a)
em nove níveis de decomposição.

a 1, 2 e 3. Os seguintes conjuntos de segmentações são resultantes:

∙ 𝑅1
𝑤 = {𝑅1 = 𝐷1, 𝑅2 = 𝐷1 +𝐷2, 𝑅3 = 𝐷1 +𝐷2 +𝐷3, · · · , 𝑅9 = 𝐷1 +𝐷2 + · · ·+𝐷9}

(Figura 33);

∙ 𝑅2
𝑤 = {𝑅2 = 𝐷2, 𝑅3 = 𝐷2 +𝐷3, · · · , 𝑅9 = 𝐷2 +𝐷3 + · · ·+𝐷9} (Figura 34);

∙ 𝑅3
𝑤 = {𝑅3 = 𝐷3, 𝑅4 = 𝐷3 +𝐷4, · · · , 𝑅9 = 𝐷3 +𝐷4 + · · ·+𝐷9} (Figura 35).

As imagens binárias, obtidas pela aplicação da MLSS, são invertidas para melhores
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visualização e comparação do resultado. A segmentação possui menos ruído conforme o
nível inicial aumenta, uma vez que o ruído está contido em sua maioria nos primeiros
níveis de detalhes starlet (Figura 32). Como as fotomicrografias de epídoto apresentam
informação nas regiões mais escuras, ao contrário das imagens de BN/Au, a segmentação
para níveis maiores retira informação, mostrando regiões menores que as desejadas.

(a) 𝑅1
1. (b) 𝑅1

2. (c) 𝑅1
3. (d) 𝑅1

4.

(e) 𝑅1
5. (f) 𝑅1

6. (g) 𝑅1
7. (h) 𝑅1

8.

(i) 𝑅1
9.

Figura 33 – Conjunto de segmentações 𝑅1
𝑤, obtido da aplicação da MLSS variante (Algoritmo 3) na

Figura 31(a). O nível inicial de segmentação é 𝑖𝑛𝑖𝑡𝐿 = 1; todos os detalhes starlet são
preservados. Imagem invertida para melhor visualização.

Após a aplicação do método, os resultados são comparados com seus GT. Eles
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(a) 𝑅2
2. (b) 𝑅2

3. (c) 𝑅2
4. (d) 𝑅2

5.

(e) 𝑅2
6. (f) 𝑅2

7. (g) 𝑅2
8. (h) 𝑅2

9.

Figura 34 – Conjunto de segmentações 𝑅2
𝑤, obtido da aplicação da MLSS variante (Algoritmo 2) na

Figura 31(a). O nível inicial de segmentação é 𝑖𝑛𝑖𝑡𝐿 = 2; o nível de detalhes starlet 𝐷1
(Figura 32(a)) é desconsiderado. Imagem invertida para melhor visualização.

foram obtidos da mesma forma que para as fotomicrografias de BN/Au, utilizando o
editor gráfico GIMP. Traços de fissão em uma fotomicrografia são representados em um
GT como regiões brancas, enquanto o plano de fundo é representado pela cor preta (Figura
36).

Para as fotomicrografias de BN/Au, por meio da comparação da imagem de en-
trada e seu GTs, os valores TP, FP, FN e TN podem ser estabelecidos como:

∙ TP: pixels corretamente rotulados como traços de fissão pela MLSS.

∙ FP: pixels erroneamente rotulados como traços de fissão pela MLSS.

∙ FN: pixels erroneamente rotulados como plano de fundo pela MLSS.

∙ TN: pixels corretamente rotulados como plano de fundo pela MLSS.

Da mesma forma, a comparação entre as segmentações obtidas por meio da MLSS
é realizada, com níveis iniciais iguais a 1, 2 e 3 (Figuras 33, 34 e 35) e o GT correspondente
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(a) 𝑅3
3. (b) 𝑅3

4. (c) 𝑅3
5. (d) 𝑅3

6.

(e) 𝑅3
7. (f) 𝑅3

8. (g) 𝑅3
9.

Figura 35 – Conjunto de segmentações 𝑅3
𝑤, obtido da aplicação da MLSS variante (Algoritmo 2) na

Figura 31(a). O nível inicial de segmentação é 𝑖𝑛𝑖𝑡𝐿 = 3; o nível de detalhes starlet 𝐷1
(Figura 32(a)) e 𝐷2 (Figura 32(b)) são desconsiderados. Imagem invertida para melhor
visualização.

a cada fotomicrografia (Figura 36). O coeficiente de correlação de Matthews (MCC) pode
ser calculado por meio dos valores TP, TN, FP e FN (Figura 37).

Então o MCC é obtido a partir de TP, TN, FP e FN. Da mesma forma que para
as imagens de BN/Au, os valores MCC, adquiridos das fotomicrografias da Figura 31
(Figura 37), serão utilizados na escolha de um nível ótimo de segmentação do método
proposto, automatizando a aplicação em conjuntos de fotomicrografias maiores.

Vê-se que os MCC mais altos para as imagens de teste são alcançados com níveis
de segmentação iguais a 6, 7 e 8 (Figura 37, Tabela 3). A escolha do nível ótimo de
segmentação será baseada nesses valores.

Os três níveis iniciais de segmentação são comparados por meio dos valores do
MCC. A distribuição dos valores MCC é diversa; são dados três maiores valores para
𝑖𝑛𝑖𝑡𝐿 = 2 (Figuras 17(a), 17(b) e 17(e)), dois para 𝑖𝑛𝑖𝑡𝐿 = 3 (Figuras 17(c) e 17(f)) e um
para 𝑖𝑛𝑖𝑡𝐿 = 1 (Figura 17(d)). A diferença entre os maiores valores MCC com nível inicial
1 ou 3, quando comparados com 𝑖𝑛𝑖𝑡𝐿 = 2, é menor que 2, 826% (dados pela diferença



CAPÍTULO 3. RESULTADOS E DISCUSSÃO 55

(a) GT da Figura 31(a). (b) GT da Figura 31(b). (c) GT da Figura 31(c).

(d) GT da Figura 31(d). (e) GT da Figura 31(e). (f) GT da Figura 31(f).

Figura 36 – Ground truth das fotomicrografias contidas na Figura 31.

𝑅3
7−𝑅2

7). Então o nível de segmentação ótimo escolhido é 𝑅2
7, uma vez que o maior MCC

para a maioria das fotomicrografias de teste é dado nesse nível. Caso contrário, os maiores
valores MCC obtidos pelos níveis são próximos. Portanto, a MLSOS é aplicada com níveis
inicial e final de segmentação iguais a 2 e 7, respectivamente (Figura 38).

A performance da MLSOS é verificada por meio dos valores de precisão, sensibi-
lidade e exatidão obtidos da comparação do GT com o resultado da aplicação dos níveis
𝑅3 a 𝑅9 (Figura 39):

∙ Uma vez que a situação com essas imagens é contrária às fotomicrografias de BN/Au,
os valores de precisão são pequenos nos primeiros níveis e tendem a aumentar nos
últimos, quando a quantidade de pixels FP diminui. A precisão é maior quando
𝑖𝑛𝑖𝑡𝐿 = 1, pela quantidade menor de pixels FP contidos na segmentação.

∙ A sensibilidade tende a diminuir conforme mais pixels são rotulados como nanopar-
tículas. 𝑖𝑛𝑖𝑡𝐿 = 3 apresenta maiores valores de sensibilidade, indicando que todas
as regiões de interesse são encontradas antes de 𝑖𝑛𝑖𝑡𝐿 = 1, 2. A porcentagem de erro
é maior para os primeiros níveis (veja precisão e exatidão).
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Figura 37 – Coeficiente de correlação de Matthews (MCC, Equação 2.8), obtido pela comparação dos
resultados da MLSS para as fotomicrografias de teste (𝑅𝑖

𝑤, com 𝑖 = 1, 2, 3; Figuras 33, 34
e 35) e seus GT (Figura 36). Em vermelho, azul e verde: níveis iniciais 𝑖𝑛𝑖𝑡𝐿 = 1, 2 e 3,
respectivamente.

∙ Os maiores valores de exatidão são dados para 𝑖𝑛𝑖𝑡𝐿 = 1 (três situações: Região
01, Região 04 e Região 05), seguidos por 𝑖𝑛𝑖𝑡𝐿 = 2 (duas situações: Região 02 e
Região 06). Entretanto, a diferença é mínima (Figura 39). Para as fotomicrografias
da Figura 31, com 𝑅2

7 (nível ótimo de segmentação, escolhido por meio do MCC), a

Tabela 3 – MCC obtido da comparação dos resultados da MLSS para as fotomicrografias de teste (𝑅𝑖
𝑤,

com 𝑖 = 1, 2, 3; Figuras 33, 34 e 35) e seus GT (Figura 36), para os níveis de segmentação 𝑅6,
𝑅7 e 𝑅8. Os maiores valores MCC obtidos para cada segmentação são dados em vermelho.

MCC (%)

initL = 1 initL = 2 initL = 3

𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8

Região 01 47,129 53,747 51,267 51,552 59,231 57,017 49,555 57,855 56,060
Região 02 56,291 59,368 49,463 62,933 66,835 56,342 61,523 66,150 55,692
Região 03 61,264 63,761 57,025 72,672 76,403 68,330 74,152 79,229 71,016
Região 04 38,703 43,522 40,708 38,240 43,422 40,865 36,438 41,707 39,227
Região 05 63,715 66,833 59,019 65,476 69,409 61,818 63,176 67,755 60,427
Região 06 54,283 60,323 55,157 62,603 69,708 64,743 62,060 69,846 64,870
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(a) MLSOS da Figura 31(a). (b) MLSOS da Figura 31(b). (c) MLSOS da Figura 31(c).

(d) MLSOS da Figura 31(d). (e) MLSOS da Figura 31(e). (f) MLSOS da Figura 31(f).

Figura 38 – Resultado da MLSOS nas fotomicrografias constantes da Figura 31, por meio do algoritmo
MLSS original (Algoritmo 2). Níveis inicial e final iguais a 3 e 7, respectivamente.

exatidão é maior que 90% (Tabela 4). O nível de segmentação que retorna a maior
exatidão é 𝑅2

8 e não 𝑅2
7, como eleito pelo MCC; entretanto, a diferença é menor que

1, 6%.

De acordo com a Figura 39, tem-se que a maior exatidão é dada para os níveis 6,
7 e 8; os valores retornados para essas segmentações são então comparados (Tabela 4).

Então, o resultado da MLSOS é comparado com os GT das fotomicrografias de
teste (Figura 26); verde, azul e vermelho representam pixels TP, FN e FP, respectivamente.

De acordo com os GT, a técnica separou satisfatoriamente os traços de fissão
contidos nas fotomicrografias, auxiliando assim na contagem dos traços. Contudo, alguns
defeitos superficiais do epídoto capturados pela microscopia óptica podem ser identificados
como traços de fissão pela MLSOS. Esse fenômeno pode ser visto na Figura 38(d), e em
menor intensidade nas Figuras 38(a), (e) e (f). A Figura 40 apresenta essa situação na
forma de pixels FP agregados (regiões em vermelho).
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Figura 39 – Precisão, sensibilidade e exatidão (Equações 2.9, 2.10 e 2.11) obtidos pela comparação dos
resultados da MLSS para as fotomicrografias de teste (𝑅𝑖

𝑤, 𝑖 = 1, 2, 3; Figuras 19, 20 e
21) e seus GT (Figura 22). Em vermelho, azul e verde: níveis iniciais 𝑖𝑛𝑖𝑡𝐿 = 1, 2 e 3,
respectivamente.

A falha apresentada pode ser contornada quando um especialista acompanha a
enumeração desses traços, mas num processo de contagem automática o problema descrito
poderia induzir a um resultado errôneo. No segundo caso, sugere-se que a fotomicrografia
apresente falhas substanciais da superfície do material no menor número possível, ou que
a imagem seja previamente processada por outro método para a suavização das falhas.
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Tabela 4 – Valores de precisão, sensibilidade e exatidão obtidos da comparação dos resultados da MLSS
e os GT das fotomicrografias de teste, para os níveis de segmentação 𝑅6, 𝑅7 e 𝑅8. Os maiores
valores para cada medida são apresentados em vermelho.

Precisão (%)

initL = 1 initL = 2 initL = 3

𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8

Região 01 35,922 46,838 51,767 33,395 44,088 49,038 30,047 40,674 45,556
Região 02 53,194 62,886 63,138 50,277 59,786 60,793 46,044 55,792 56,656
Região 03 80,085 97,137 97,549 78,354 96,284 96,892 74,977 94,820 95,545
Região 04 20,786 26,917 28,111 17,949 23,512 24,568 16,186 21,400 22,303
Região 05 55,700 65,578 70,051 49,950 59,789 64,493 46,118 56,291 60,873
Região 06 52,506 64,001 68,120 49,269 60,452 65,424 45,815 57,202 62,156

Sensibilidade (%)

initL = 1 initL = 2 initL = 3

𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8

Região 01 69,558 66,877 54,925 88,406 85,392 71,197 91,918 88,860 74,529
Região 02 66,728 61,295 43,228 86,640 80,512 57,692 91,219 84,953 61,034
Região 03 53,399 45,748 36,877 74,250 64,540 52,197 80,685 70,104 56,958
Região 04 83,564 78,613 66,342 95,297 90,120 77,180 97,641 92,448 79,438
Região 05 79,343 72,864 53,726 93,283 86,042 64,153 95,075 87,678 65,457
Região 06 62,839 61,608 48,562 87,140 85,537 68,684 92,491 90,864 72,802

Exatidão (%)

initL = 1 initL = 2 initL = 3

𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8 𝑅6 𝑅7 𝑅8

Região 01 93,668 95,532 96,056 92,299 94,964 95,788 90,899 94,232 95,306
Região 02 93,768 94,927 94,444 93,290 95,011 94,613 92,163 94,420 94,197
Região 03 91,882 92,462 91,317 93,728 94,855 93,293 93,731 95,428 93,805
Região 04 90,234 93,152 94,071 87,159 91,162 92,424 85,188 89,878 91,330
Região 05 94,490 95,699 95,445 93,410 95,275 95,319 92,369 94,711 94,960
Região 06 94,034 95,364 95,293 93,489 95,530 95,709 92,581 95,105 95,461
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(a) Comparação entre GT (Fi-
gura 36(a)) e MLSOS (Figura
38(a)).

(b) Comparação entre GT (Fi-
gura 36(b)) e MLSOS (Fi-
gura 38(b)).

(c) Comparação entre GT (Fi-
gura 36(c)) e MLSOS (Figura
38(c)).

(d) Comparação entre GT (Fi-
gura 36(d)) e MLSOS (Fi-
gura 38(d)).

(e) Comparação entre GT (Fi-
gura 36(e)) e MLSOS (Figura
38(e)).

(f) Comparação entre GT (Fi-
gura 36(f)) e MLSOS (Figura
38(f)).

Figura 40 – Comparação entre os resultados da MLSOS e o ground truth das fotomicrografias constantes
da Figura 31. Em verde: pixels TP; em azul: pixels FN; em vermelho: pixels FP.



CONCLUSÃO

Neste estudo são apresentadas as técnicas Segmentação Starlet Multinível (MLSS)
e Segmentação Starlet Ótima Multinível (MLSOS), métodos para segmentação de fotomi-
crografias baseados na transformada wavelet starlet. MLSS e MLSOS utilizam os detalhes
𝐷𝑖 dos níveis de decomposição starlet para determinar a localização de objetos em uma
fotomicrografia.

Enquanto a MLSS retorna vários níveis de segmentação, a MLSOS utiliza o coefici-
ente de correlação de Matthews (MCC) para a escolha de um nível ótimo de segmentação.
Os resultados dos métodos são avaliados por meio das medidas de precisão, sensibilidade
e exatidão. O MCC tem se mostrado uma medida satisfatória para a escolha de um nível
ótimo de segmentação, representando um bom equilíbrio entre precisão, sensibilidade e
exatidão.

O software Jansen-MIDAS foi desenvolvido a partir dos algoritmos MLSS e ML-
SOS. Duas versões do programa foram criadas: uma em software livre (modo texto), vol-
tada ao GNU Octave, e outra em software comercial (interface gráfica), para a utilização
no MATLAB. A distribuição desse programa é livre; sendo assim, ele pode ser utilizado
por um usuário final para a segmentação de fotomicrografias de diferentes materiais.

A performance dos métodos propostos foi avaliada na segmentação de fotomicro-
grafias de dois materiais diferentes:

∙ Borracha natural com nanopartículas de ouro (BN/Au);

∙ Cristais do mineral epídoto.

Na aplicação da MLSS nas fotomicrografias de BN/Au é utilizado o algoritmo
denominado original: o plano de fundo das fotomicrografias é subtraído do resultado após
a extração dos níveis de detalhe starlet. Dessa forma, apenas os detalhes desejados são
exibidos. Os resultados da MLSS obtiveram índices de exatidão maiores que 87% para
as fotomicrografias de teste, obtidas por microscopia eletrônica de varredura (MEV). Por
meio desses resultados, a quantidade de nanopartículas presentes nas amostras de BN/Au
de acordo com o tempo de redução foi estimada.



CONCLUSÃO 62

Os resultados da MLSS nas fotomicrografias de cristais de epídoto, obtidas por
microscopia óptica (MO), também apresentaram alto grau de exatidão na tarefa de separar
os traços de fissão contidos nessas imagens. Nessa aplicação, o algoritmo denominado
variante foi utilizado, conduzindo a índices de exatidão maiores que 91%. Os resultados
da aplicação da MLSOS nas fotomicrografias de epídoto podem auxiliar o usuário na
determinação de traços de fissão nas fotomicrografias de diferentes minerais.

Detalhes estruturais da imagem de entrada podem interferir no resultado final,
sendo também rotulados como áreas de interesse. Contudo, a MLSOS apresentou alta
porcentagem de exatidão para as imagens de teste. Para melhores resultados, sugere-se
que a representação das falhas estruturais do material na fotomicrografia a ser processada
seja a menor possível.

4.1 Trabalhos futuros

Para a continuação desta pesquisa, sugere-se a implementação e teste de outros
coeficientes no lugar do coeficiente de correlação de Matthews, visando a melhoria do
método. Com base nos dados disponíveis nessa pesquisa, valores possíveis poderiam ser:
F-score, true positive rate, prevalência, positive likelihood ratio, diagnostic odds ratio, entre
outros. Também são propostos o pré-processamento e a pós-análise dos resultados da
MLSOS, orientados para os objetos contidos nas fotomicrografias.

Além disso, os resultados dados nesse estudo podem servir de base para as aplica-
ções a seguir:

∙ A partir da segmentação das imagens de BN/Au pelo método proposto, e de acordo
com a estimação computacional da distribuição das nanopartículas de ouro nas
amostras de borracha natural, pode-se conjecturar a cinética de redução das nano-
partículas de ouro em períodos de tempo diferentes.

∙ Em estudos futuros, as ferramentas apresentadas aqui podem ser aplicadas em foto-
micrografias obtidas de diferentes minerais, de modo a estimar características como
traços de fissão, por exemplo.
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APÊNDICES



A

IMAGENS ORIGINAIS DAS AMOSTRAS DE
BN/Au E SUA SEGMENTAÇÃO

As fotomicrografias analisadas no estudo da concentração de nanopartículas nas
amostras de BN/Au (Seção 3.2.1) são apresentadas neste apêndice, assim como os resulta-
dos da MLSOS (nível ótimo 𝑅3

7, como visto na Seção 3.2). Essas imagens foram adquiridas
por microscopia eletrônica de varredura (MEV) usando detectores SE e BSED e possuem
ampliação no intervalo entre 13000× e 200000× e tempos de redução de 6𝑚𝑖𝑛 a 120𝑚𝑖𝑛.

A obtenção das amostras de BN/Au é abordada na Seção 1.1.
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(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 41 – Imagens originais utilizadas na estimação apresentada na Figura 28. Ampliação: 13000×.
Detector SE.

(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 42 – Resultado da segmentação da Figura 41 a partir da MLSOS. Nível ótimo selecionado: 𝑅3
7.
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(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 43 – Imagens originais utilizadas na estimação apresentada na Figura 28. Ampliação: 25000×.
Detector SE.

(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 44 – Resultado da segmentação da Figura 43 a partir da MLSOS. Nível ótimo selecionado: 𝑅3
7.
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(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 45 – Imagens originais utilizadas na estimação apresentada na Figura 28. Ampliação: 30000×.
Detector SE.

(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 46 – Resultado da segmentação da Figura 45 a partir da MLSOS. Nível ótimo selecionado: 𝑅3
7.
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(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 47 – Imagens originais utilizadas na estimação apresentada na Figura 28. Ampliação: 100000×.
Detector SE.

(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 48 – Resultado da segmentação da Figura 47 a partir da MLSOS. Nível ótimo selecionado: 𝑅3
7.
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(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 49 – Imagens originais utilizadas na estimação apresentada na Figura 28. Ampliação: 200000×.
Detector SE.

(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 50 – Resultado da segmentação da Figura 49 a partir da MLSOS. Nível ótimo selecionado: 𝑅3
7.
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(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 51 – Imagens originais utilizadas na estimação apresentada na Figura 29. Ampliação: 13000×.
Detector BSED.

(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 52 – Resultado da segmentação da Figura 51 a partir da MLSOS. Nível ótimo selecionado: 𝑅3
7.
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(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 53 – Imagens originais utilizadas na estimação apresentada na Figura 29. Ampliação: 25000×.
Detector BSED.

(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 54 – Resultado da segmentação da Figura 53 a partir da MLSOS. Nível ótimo selecionado: 𝑅3
7.
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(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 55 – Imagens originais utilizadas na estimação apresentada na Figura 29. Ampliação: 30000×.
Detector BSED.

(a) Tempo de redução: 6 min. (b) Tempo de redução: 9 min. (c) Tempo de redução: 15 min.

(d) Tempo de redução: 30 min. (e) Tempo de redução: 60 min. (f) Tempo de redução: 120 min.

Figura 56 – Resultado da segmentação da Figura 55 a partir da MLSOS. Nível ótimo selecionado: 𝑅3
7.
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