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RESUMO

Os sistemas coerentes digitais revolucionaram as redes de comunicacdes Opticas, aumentando drastica-
mente a eficiéncia espectral. No entanto, sua capacidade maxima ainda € limitada pela combinagdo de
ruido e distor¢ao ndo linear. Para aumentar ainda mais a capacidade do sistema, o impacto da distor¢ao
nao linear pode ser mitigado empregando inteligéncia artificial. Neste trabalho, foram aplicados per-
ceptrons multicamadas (Multilayer perceptron, MLPs) para reduzir a razdo de erro de bit (Bit error
rate, BER) em um sistema de comunicacdo 6ptica coerente digital ndo repetido que utiliza polarizagao
dupla e modulacdo de amplitude em quadratura de 16 niveis (DP-16QAM). Foram consideradas duas
abordagens diferentes: um MLP opera sobre cada polarizagao independentemente (Single polarization,
SP) e um MLP que processa as duas polarizagdes simultaneamente (Dual polarization, DP). Foi
possivel notar que a BER reduziu de 0,8 x 10~* para 0,4 x 10~ para o caso de SP e de 0,8 x 1074
para 0,2 x 10~* para o caso de DP. Ou seja, os resultados numéricos revelam que o processamento de
ambas as polarizacdes resulta em um melhor desempenho de compensacdo, uma vez que a interferéncia
ndo linear entre polariza¢des € parcialmente mitigada. Em termos de complexidade, no entanto, o

processamento de uma unica polarizagdo requer um numero significativamente menor de operacoes.

PALAVRAS-CHAVE: Compensacdo ndo linear. Comunicagdes Opticas. Perceptron multicamadas.



ABSTRACT

Coherent digital systems have revolutionized optical communication networks, significantly enhancing
spectral efficiency. However, their maximum capacity is still constrained by a combination of noise
and nonlinear distortion. To further increase system capacity, the impact of nonlinear distortion can
be mitigated using artificial intelligence. In this study, we employ Multilayer Perceptrons (MLPs) to
reduce the Bit Error Rate (BER) in an unrepeated coherent digital system utilizing dual-polarization
and 16-level Quadrature Amplitude Modulation (QAM). Two distinct approaches were considered:
one MLP operates on each polarization independently (Single Polarization - SP), and another MLP
processes both polarizations simultaneously (Dual Polarization - DP). It was observed that the BER
decreased from 0.8 x 107* to 0.4 x 10~ for the SP case and from 0.8 x 1074 to 0.2 x 10~* for the DP
case. These numerical results reveal that processing both polarizations leads to better compensation
performance, as nonlinear interference between polarizations is partially mitigated. However, in terms

of complexity, processing a single polarization requires a significantly smaller number of operations.

KEYWORDS: Nonlinear compensation. Optical communications. Multilayer perceptron.
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1 INTRODUCAO

1.1 MOTIVACAO

Dada a utilizacdo em larga escala das aplicagdes multimidia e a migracdo para servicos em nuvem,
os provedores de Internet sao desafiados a fornecer taxas de transmissao cada vez mais altas (CISCO.. .,
2016).Visando atender estes requisitos, os sistemas de comunicagdes Opticas foram aperfeicoados
ao longo do tempo, migrando de estruturas tradicionais de modula¢do de intensidade com detec¢do
direta para estruturas coerentes digitais (EL-NAHAL, Fady I, 2018). Dessa forma, os sistemas de
comunicacdes Opticas tradicionais, nos quais as informacgdes eram transmitidas apenas pela variagao da
intensidade de uma onda de luz, tém sido gradualmente substituidos por arranjos mais sofisticados nos
quais a amplitude, a fase e a diversidade de polarizacdo sio exploradas para alcangar maior eficiéncia
espectral (KIKUCHI, Kazuro, 2011).

Os sistemas coerentes digitais foram inicialmente adotados para arranjos de longa distancia a
fim de aumentar a capacidade de transmissao neste tipo de rede. No entanto, conforme a eletronica
avancou e as técnicas de processamento digital de sinal (Digital signal processor, DSP) se tornaram
mais sofisticadas, esses sistemas passaram a ser aplicados em estruturas de menor alcance, como redes
de acesso e sistemas de interconexdo entre data centers. Como exemplo, o padrdo de comunicagdo
400ZR para conexao entre data centers (OIF, 2020), lancado em maio de 2020, tem como objetivo
suportar até quatro conexdes Ethernet de 100Gbps multiplexadas, utilizando modulagdo em amplitude
de quadratura de 16 niveis com dupla polarizacao (Dual polarization 16-ary quadrature amplitude
modulation, DP-16QAM). Esse padrdo considera dois modos de operacao: um sistema de canal tinico
sem amplificacdo e um sistema amplificado com multiplexa¢ao de comprimento de onda ( Wavelength
division multiplexing, WDM). Em ambos os casos, o sistema € limitado pela combinagdo de ruido
aditivo e distor¢c@o ndo linear induzidas pelo efeito Kerr da fibra.

O efeito Kerr € o efeito optoeletronico pelo qual o indice de refragdo do meio varia na presenca de
ondas eletromagnéticas de alta intensidade (AGRAWAL, 2000). Em sistemas de transmissao por fibra,
esse efeito gera trés distor¢oes de sinal bem conhecidas, denominadas automodulagdo de fase (Single
phase modulation, SPM), modulagao de fase cruzada (Cross-phase modulation, XPM) e mistura
de quatro ondas (Four wave mixing, FWM). A distorcao dominante entre as citadas depende da

configuracao do sistema Optico utilizado.

1.2 JUSTIFICATIVA DO PROBLEMA E SOLUCAO PROPOSTA

Devido a natureza estocéstica do ruido aditivo, € dificil compensar seus efeitos por meio de DSP. Por
outro lado, a distorcao nao linear é deterministica e seu efeito pode ser pelo menos parcialmente
mitigada no dominio digital apds a fotodeteccao do sinal no receptor.

Os primeiros métodos de compensacao de nao linearidades eram baseados em inversdo de modelo,
sendo os equalizadores baseados em retropropagacao digital (Digital back-propagation, DBP) (2?) e a

funcdo de transferéncia da série inversa de Volterra (Inverse Volterra Series Transfer Function, IVSTF)
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extensivamente estudados (GAO; ZHANG:; GU, 2013), (Giacoumidis, Elias et al., 2014). No entanto,
o custo computacional e a laténcia resultante desse algoritmos sao fatores limitantes para aplicagdes
em tempo real. Logo, o desenvolvimento de um método de compensacdo de ndo linearidades com
baixo custo computacional € imprescindivel para atingir as demandas de qualidade de servigo da rede.

Desse modo, os equalizadores baseados em inteligéncia artificial t€ém surgido como uma solugdo
que equilibra desempenho e custo computacional. As redes neurais artificiais (Artificial neural
network, ANNSs) tém atraido cada vez mais atencdo devido a sua flexibilidade e adaptabilidade a
diferentes problemas (ALDAYA, Ivan et al., 2020a), (KUROKAWA, Yuichiro; KYONO, Takeru;
NAKAMURA, Moriya, 2020). Dentro deste contexto, o presente trabalho busca aplicar algoritmos
perceptron multicamadas (Multilayer perceptron, MLP) para a compensacao dos efeitos ndo lineares
em sistemas Opticos digitais coerentes visando encontrar um balan¢o entre desempenho e custo
computacional. Serdo analisados os resultados considerando configuracdes com polarizacdo simples e
polarizac¢ao dupla de modo a validar se existe melhora de desempenho ao processar simultaneamente

as duas polarizagdes. Caso haja, verificar se o possivel aumento de custo computacional € justificavel.

1.3 OBJETIVO DO TRABALHO

O principal objetivo deste trabalho € o desenvolvimento de um equalizador ndo linear baseado
em MLP capaz de mitigar o efeito de nao linearidades em interconectores dpticos empregando o
formato de modulagdo 16QAM. Para atingir este objetivo, os seguintes objetivos particulares devem

ser alcancados:
1. Aprofundamento do conhecimento dos efeitos nao lineares na transmissao por fibra.
2. Otimiza¢ao do numero de neurdnios na camada oculta.

3. Comparacgdo do desempenho quando cada polarizagao € processada independentemente e quando

sdo processadas de forma simultanea.

4. Andlise do custo computacional de ambas abordagens.

1.4 ORGANIZACAO DO DOCUMENTO

Este trabalho de conclusdo de curso € apresentado em seis capitulos. No segundo capitulo € descrito
o embasamento tedrico relacionado aos sistemas de comunicacdes Opticas. No terceiro capitulo sdo
apresentados os conceitos bdsicos relacionados as ANNs e ao modelo MLP. O quarto capitulo contém
as especificagdes técnicas do sistema de comunicacao Optica considerado utilizando o software VPI
Transmission Maker, bem como os parametros a serem otimizados no MLP. No quinto capitulo sdao
apresentados e discutidos os resultados obtidos a partir da simulagdo realizada. Finalmente, no sexto
capitulo sao destacadas as principais conclusdes obtidas e discutidos os possiveis trabalhos futuros que

podem ser realizados com base nesse estudo.
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2 COMPENSACAO DE DISTORCAO NAO LINEAR BASEADA EM MLPS

2.1 SISTEMAS DE COMUNICACOES OPTICAS COERENTES DIGITAIS

A propagacdo do sinal por meio de uma fibra dptica € um processo complexo, no qual diversos
efeitos de transmissao interagem. Entre os efeitos lineares que afetam a propagacao, podemos citar a
dispersdo cromatica, a dispersao de modo de polarizacdo, a atenuacdo e o ruido de fase, enquanto os
mecanismos nao lineares podem ser divididos em efeito Kerr e espalhamento estimulado da luz, que
podem ser classificados como espalhamento estimulado de Brillouin e espalhamento estimulado de
Raman (AGRAWAL, 2000).

Em comunicacdes Opticas, um receptor é considerado coerente se for capaz de recuperar as
informacgdes da amplitude e da fase por meio de deteccao intradina e isso requer um oscilador local
(Local oscillator, LO) misturado com o sinal de entrada de modo a gerar uma interferéncia entre
os dois sinais, denominado batimento, detectado por fotodetectores que recebem as informagdes de
amplitude, fase e/ou frequéncia do sinal enviado (KIKUCHI, Kazuro, 2011). Na recep¢do intradina, a
frequéncia do LO e da portadora ndo sdo iguais, mas sdo bem proximas e os desvios de frequéncia e

fase sdo corrigidos com o uso de um DSP.

2.1.1 Efeitos lineares em fibras opticas

Os efeitos lineares descritos abaixo consideram um sistema de comunicagdo dptica coerente digital
que utiliza uma fibra monomodo padrao (Standard single monomode fiber, SSMF).

Em transmissao por fibras 6pticas, um dos efeitos mais comuns € a atenuagdo, definida como a
perda gradual de intensidade do sinal a medida que este viaja ao longo da fibra. Essa perda é causada
por fendmenos como dispersdo e espalhamento de luz pelas moléculas do material da fibra, sendo o
mecanismo fundamental de perda o espalhamento Rayleigh.

O espalhamento Rayleigh € gerado por variagdes de densidade do meio na escala do comprimento
de onda do sinal (). Portanto, para combater a atenuacao sdo utilizados amplificadores dpticos como
os de fibra dopada a érbio (erbium-doped fiber amplifier, EDFA) de modo a regenerar o sinal em
intervalos regulares (AGRAWAL, 2012).

A dispersao cromatica (Chromatic dispersion, CD) é o efeito no qual diferentes comprimentos de
onda viajam com velocidades distintas dentro da fibra 6ptica, o que gera interferéncia intersimbdlica
(ISI, Intersymbol interference).A 1SI € a sobreposi¢do de simbolos adjacentes na chegada do receptor,
o que dificulta a recuperacdo da informacdo original (AGRAWAL, 2012). A compensa¢ao da CD pode
ser feito por meio de fibras compensadoras de dispersao (Dispersion-compensating fiber, DCF) ou por
meio de DSP (AGRAWAL, 2012).

A dispersao do modo de polarizacao (Polarization mode dispersion, PMD) ocorre devido aos
desvios na simetria cilindrica da fibra, que por sua vez geram o efeito da birrefringéncia, isto é, os
diferentes modos de polariza¢do viajam com diferentes velocidades dentro da fibra. A PMD € um

efeito intrinsecamente estocastico e os modelos analiticos que a descrevem sdo bastante complexos.
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No entanto, as técnicas de DSP sdo capazes de compensar a parte linear desse efeito (AGRAWAL,
2012).

O ruido de fase linear é caracterizado por variagdes aleatérias na fase do sinal causadas pela
emissao espontanea nos lasers do transmissor e do receptor. Esse efeito gera rotacdo da constelacdo
e é considerado critico, pois as alteracdes de fase sdo estocdsticas e ndo ergddicas. A ocorréncia
deste efeito esta diretamente relacionado a largura de linha dos lasers do receptor e transmissor e
sua compensac¢do também pode ser realizada por meio de DSP por métodos como o de busca cega
(AGRAWAL, 2012).

Por fim, o ruido aditivo pode ocorrer nos dominios dptico e elétrico. No dominio 6ptico, a principal
fonte de ruido provém da emissao espontanea amplificada (Amplified spontaneous emission, ASE),
visto que ocorrem emissdes espontianeas nos amplificadores dpticos que geram fétons com amplitude
e fase aleatdrias que sdo amplificados junto ao sinal 6ptico. No dominio elétrico, o ruido ocorre
durante a fotodetec¢do e pode ser térmico devido ao movimento aleatério dos elétrons no fotodetector
ou shot, relacionado a natureza discreta da corrente elétrica. O ruido shot é mais significativo em
sistemas Opticos digitais coerentes, pois o receptor mistura o sinal com um LO com um nivel poténcia
consideravel (AGRAWAL, 2012).

2.1.2 Efeitos nao lineares

Em sistemas de comunicacdes Opticas a maioria das ndo linearidades sdo provenientes das fibras
opticas (AGRAWAL, 2012). Estes efeitos ocorrem principalmente devido a polarizacao do meio
dielétrico e pela propagacdo de campos eletromagnéticos intensos.

O espalhamento estimulado da luz € considerado um efeito ineldstico. Em fibras dpticas esse
efeito pode ser dividido em dois tipos: espalhamento estimulado de Brillouin (Stimulated Brillouin
Scattering, SBS) e espalhamento estimulado de Raman (Stimulated Raman Scattering, SRS). O SBS
surge quando a poténcia 6ptica lancada na fibra (Launched optical power, LOP) € suficiente para
produzir pequenas vibracdes acusticas, € esta intera¢do causa o espalhamento da luz para frequéncias
menores do que a original. Grande parte do sinal € refletida caso a poténcia de transmissdo atinja um
certo limiar. De maneira similar, o SRS € resultado da interagdo da poténcia luminosa com os modos
vibracionais das moléculas de silica (AGRAWAL, 2012).

O efeito Kerr 6ptico € proveniente da interacdo do feixe de luz com o material da fibra dptica, cujo
indice de refracdo (n) varia linearmente conforme a intensidade do sinal 6ptico aplicado (AGRAWAL,
2000). O novo indice obtido (n;-) é:

P
n' =mn; + ng—o, j=12 (D
r Acrr

sendo 7y o indice de refragdo ndo linear, P a poténcia do feixe e A.; a drea efetiva da fibra. Da relacdo

entre a constante de propagagdo (/) e o indice de refragio (n) obtém-se o parimetro /3’

P
5/:ﬁ+koﬁ2A =B+ P, (2)

eff
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sendo ky o numero de onda no espago livre (kg = 27/)\). O coeficiente de ndo linearidade ~ da
Equagdo 2 é:

27Tﬁ2

T Meff

v (3)

O efeito Kerr causa trés tipos de distorcdes no sinal: automodulagdo de fase (SPM), modulagao
de fase cruzada (XPM) e mistura de quatro ondas (FWM). Devido as caracteristicas dos sistemas de
comunicagdes Opticas considerados no presente trabalho, os efeitos mais significativos que deverao ser
compensados sao SPM e XPM.

2.1.2.1 Automodulagdo de fase (SPM)

Devido a presenca de 75, a constante de fase do sinal ptico € sujeita a mudancgas resultando em
uma fase ndo linear (®). Considerando um enlace com baixa dispersdo e comprimento L, a fase ndo

linear gerada pode ser descrita de acordo com a seguinte equacao:

L P L 2 n L
Dy, = / ko ( <Z>> fy dz = / (—W " ) Pdz = / vP(2)dz = yPnLess. (4)
0 Acrs o \A Aesr 0

sendo P(Z) a poténcia Gptica ao longo da fibra dptica, P, a poténcia Gptica instantinea na entrada da

fibrae L.y 0 comprimento efetivo da fibra. Como F;, varia ao longo do tempo (diferentes simbolos
possuem diferentes valores de energia), o termo @ 7 também apresenta este tipo de variagdo, o que
gera uma modulagdo autoinduzida denominada automodulacao de fase (SPM) (AGRAWAL, 2000).

2.1.2.2 Modulagao de fase cruzada (XPM)

O efeito de XPM ocorre quando dois ou ou mais canais sdo transmitidos na mesma fibra 6p-
tica. Como mais de um canal Optico trafega no enlace, as variacdes de indice de refracdo ao longo do

tempo afetam uns aos outros. O deslocamento de fase para o j-ésimo canal é:
&, = YLess <Pj+2ZPm>. (5)
m#j
o somatdrio abrange os valores de poténcia de todos os canais do sistema, sendo P, os valores de
poténcia dos demais canais (AGRAWAL, 2000).
2.1.2.3 Mistura de quatro ondas (FWM)

O efeito de FWM se origina a partir da interacao ndo linear entre quatro ondas dpticas (geralmente
trés sinais opticos com frequéncias portadoras e um sinal de bombeamento) wy, ws € w3 que se

propagam simultaneamente por um mesmo meio e geram um quarto campo wy:

w4:w1ﬂ:w2ﬂ:w3. (6)
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O campo w, € denominado sinal conjugado. Esse sinal € indesejdvel em sistemas de comunicagdes
Opticas devido ao crosstalk, que € uma interferéncia indesejada que um canal de transmissdo causa
em outro (AGRAWAL, 2000). Este tipo de fendmeno pode ser particularmente relevante em sistemas
WDM, embora dependa de situacdes especificas de casamento de fase entre componentes espectrais

que possam gerar interferéncia em canais adjacentes (AGRAWAL, 2000).

2.2 DIVERSIDADE DE POLARIZACAO EM FIBRAS OPTICAS

Nesta se¢do serdo introduzidas as equagdes de Manakov e os beneficios do envio simultaneo de
sinais em polarizagdes ortogonais X e Y. Como visto na se¢do 2.1, a propagacao do sinal por meio de
uma fibra dptica € um processo complexo e existem varios efeitos lineares e ndo lineares que afetam a
propagacdo do sinal (AGRAWAL, 2000).

Para o caso particular de sistemas de comunicacdes Opticas coerentes digitais, cuja portadora €
suprimida, os limiares de poténcia de SBS e SRS sao elevados e, portanto, podem ser negligenciados
para niveis tipicos de poténcia 6ptica transmitida. Contudo, a alta taxa de simbolos torna o efeito do
PMD significativo.

Além disso, a natureza interferométrica do receptor e a adocao da técnica WDM levam a uma
sensibilidade critica das flutuacdes do estado de polarizacdo (State of polarization, SoP) do sinal 6ptico
incidente. Desse modo, € importante considerar ambas as polarizagdes. Utilizando o formalismo de

Jones, o fasor vetorial associado ao sinal 6ptico pode ser descrito por:

o A, ]
E, = (z79) (A ) exp(jwot), (7

Y
em que A, e A, sdo as amplitudes complexas das polariza¢des x e y, respectivamente, Z e i sdo vetores
de norma unitdria que indicam as direcdes das polarizacdes x e y, e wy € a frequéncia angular central
do sinal. Ao estabelecer um quadro espago-temporal adequado, a evolugdo de A, e A, pode entdo ser

descrita pelo seguinte conjunto de equagdes diferenciais parciais (AGRAWAL, 2000):

6A jﬁgaA Q
B“ 2 oe 2

: 2 IV 1 .
Ay = (AP + SIAP) A + 2 A AZeap(=2j A8),

0A, oy jﬁgaA
0z “’ at 2 o

o , 2 1Yk .
+ 54y = (14,17 + 51A:P) A, + %AyAiexp(w]Aﬁz). )

com A = By, — Bo,. Neste conjunto de equagdes, a coordenada de propagagdo € representada por z
e (1, e [y, estdo relacionados a inversa da velocidade de grupo nas polarizagdes X e Y, que diferem
devido a birrefringéncia causada pela elipticidade do nicleo. (35 € o parametro de dispersdo de segunda
ordem (assumido como nao significativamente afetado pela elipticidade mencionada anteriormente), e
a € o coeficiente de atenuacdo da intensidade.

O lado direito do conjunto de equagdes (8) representam o efeito Kerr que pode ser dividido em

duas contribuicdes e ambas dependem do coeficiente ndo linear v, que esté relacionado ao indice
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de refrac@o ndo linear por meio da Equacdo 3. No entanto, esses dois termos ndo lineares causam
efeitos diferentes no sinal transmitido, pois o primeiro termo causa uma rotacdo de fase ndo linear que
depende de |E,|? e |E,|* enquanto o segundo termo representa uma interferéncia aditiva.

A interpretacao das contribuicdes dos efeitos ndo lineares depende do critério adotado para definir
o sinal. Se considerarmos que cada polarizacdo constitui um sinal, entdo o primeiro termo representa
a SPM, o segundo termo corresponde a XPM e o terceiro termo representa a FWM entre as duas
polarizacdes.

E importante notar que o termo nio linear acopla as duas polarizacdes, o que nio é apenas uma
curiosidade, mas também tem implicacdes profundas que afetam a arquitetura do MLP de compensacao
ndo linear. Portanto, se cada polarizacao for processada individualmente, o Gnico termo nao linear
que é compensado € o termo identificado como SPM. As informag¢des dos outros dois termos sao
consideradas e aparecem como uma contribui¢ao de ruido. Por outro lado, se ambas as polariza¢des
forem processadas simultaneamente, a distor¢ao ndo linear entre polarizacdes pode ser parcialmente
mitigada.

Para o caso particular de DP-16QAM, ou seja, em sistemas em que cada polarizagdo é modulada
com um sinal 16QAM, a variacdo da intensidade em cada polarizacdo leva a XPM entre as polarizagdes.
Esse crosstalk ndo linear de polarizacdo tem um impacto significativo no desempenho do sistema,
como pode ser concluido a partir da anélise apresentada em (ALDAYA, Ivan et al., 2020b). A mitigagdo
desse efeito estd longe de ser trivial devido a interacdo entre a dispersao cromdtica e os efeitos ndo

lineares descritos na Equacgdo 8.
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3 REDES NEURAIS ARTIFICIAIS (ANN)

As redes neurais artificiais sdo um conjunto de técnicas computacionais que derivam de um modelo
matematico inspirado no sistema nervoso central biolégico, capazes de gerar e adquirir conhecimento
por meio de experiéncia (Alpaydin, Ethem, 2011). O principal objetivo deste trabalho € otimizar os
parametros de um equalizador baseado em ANN utilizando MLPs. Esses tipos de algoritmos fazem

parte de uma classe especifica de ANNs e serdo descritos com maiores detalhes nas proximas secoes.

3.1 NEURONIOS ARTIFICIAIS

Um neurdnio artificial pode ser definido como uma unidade de processamento nao linear simples. O
modelo mais utilizado para descrever o neurdnio artificial € o perceptron, que realiza operagdes com
as informacodes de entrada e retorna uma informacao de saida (Alpaydin, Ethem, 2011). A Figura 1

mostra a estrutura basica de um neuronio artificial.

Figura 1 — Modelo perceptron de um neurdnio.

Fonte: Autoria propria.

O processamento de um perceptron pode ser divido em algumas etapas. A primeira etapa consiste
em multiplicar os valores de entrada {1, 2, 3, ..., T, } pelos seus respectivos pesos {wy, wa, Ws, ..., Wy }.
Os pesos fazem analogia com as sinapses bioldgicas e indicam a influéncia na saida da unidade. Em
seguida, é realizada a soma ponderada dos sinais, chamada de potencial de ativacdo u (Alpaydin,
Ethem, 2011).

u = iwi * Xy, (9)
=1

A segunda etapa consiste em adicionar um parametro ¢ a cada neur6nio, denominado limiar de
ativacdo, que pode assumir valores positivos ou negativos. Caso o valor de € ultrapasse um certo limite
(threshold) a unidade de processamento produz uma resposta de saida. O potencial de ativagdo u

considerando o parametro 6 é:
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u:Zw,wxi—Q. (10)
=1

Por fim, o processamento € feito utilizando uma func¢do de ativacdo, cujo objetivo € introduzir
a ndo linearidade no neur6nio, permitindo que a rede neural seja capaz de aprender e representar
relacdes complexas nos dados. Deste modo, tem-se uma saida y tal que y = g(u), que pode ser ou ndo
direcionada a outros neurdnios. Neste trabalho a funcdo de ativacio ndo linear utilizada € a fungdo

logistica (ou sigmoide), expressa na equacgao 11:

1

=, 11
14 efu (1

g(u)

sendo [ o parametro de inclinagdo, relacionado ao ponto de inflexdo. Para valores altos de § a
inclinagcdo no ponto de inflexdo tende a ser cada vez maior. Neste trabalho serd considerado o caso
trivial em que (5 € igual a 1.

A funcdo logistica ¢ amplamente utilizada em ANNs pois mapeia qualquer valor real de entrada
no intervalo entre 0 e 1. Além disso, a derivada da funcdo € uma expressao fechada, o que torna
o célculo do gradiente mais simples durante o processo de aprendizado por meio do algoritmo de

retropropagacao (backpropagation).

3.2 REDES NEURAIS ARTIFICIAIS (ANNS)

Uma ANN € uma estrutura computacional composta por varios neurdnios artificiais interligados
entre si. O modo como os neurdnios estao interligados define a arquitetura da rede, sendo o MLP uma
das mais comuns (HAYKIN, Simon, 2007). O MLP é composto por trés tipos camadas de neurdnios,
sendo elas: camada de entrada, camada oculta e camada de saida. A Figura 2 apresenta a arquitetura
basica de um MLP.

Figura 2 — Exemplo da arquitetura MLP bdésica, com n entradas, m saidas e uma camada oculta.

Camada de entrada Camada de saida

12 camada oculta

Fonte: Autoria propria.
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Na camada de entrada, as informagdes do sistema sdo recebidas normalmente normalizadas e
a quantidade de neurdnios de entrada depende da quantidade de parametros a serem considerados.
Ja a camada oculta € responsdvel por grande parte do processamento interno da rede e realiza o
intermédio entre a camada de entrada e de saida. Em um sistema pode existir uma camada oculta
ou mais a depender da complexidade do mesmo. Por fim, a camada de saida também é responsdvel
pelo processamento interno informagdes da rede, além de devolver a resposta da rede de acordo com
a tarefa a ser realizada (Alpaydin, Ethem, 2011). Para uma determinada camada, as saidas a; estdo

relacionadas com as saidas da camada anterior por meio de:

a1 = g (Wo1To + w111 + warZa + ... + Wp1Ty)
as = @ (LUOQ.CEO + w121 + Wooo + ... + an.CEn)

as = g (Woso + w131 + Waz®a + ... + wWpaly) (12)

a; =g (wojxo + W11 + Wo; T2 + ...+ wnjxn) s

sendo xo = 1 e g(u) a fungdo de ativagdo descrita na equagdo 11.

Com o intuito de facilitar a implementacao do algoritmo, as entradas e saidas de cada camada da
ANN podem ser representadas por vetores colunas. O vetor saida deve representar uma operacao entre
o vetor de entrada e uma matriz composta por pesos sindpticos. Considerando uma camada com n

entradas e m neurdnios artificiais, os vetores de entrada (X), a matriz de pesos (£2) e a saida (") sdo:

Zo Wo1 Wo2 W3 ... Wom n
T1 Wil Wiz Wiz ... Wim Y2

X = X2, Q= Wo1 Wz Wa3 ... Wopm |, Y = Ys | . (13)
Ty Wnl Wn2 Wp3 ... W;om Ym

Cada linha da matriz {2 representa os pesos sindpticos de um neur6nio e cada coluna corresponde
aos pesos de cada neurdnio, atribuidos a uma entrada especifica. A expressdo que relaciona a saida da

camada com z com (2 € descrita por:

1
Y =g(U)=g(Q"X) = [ (14)
em que U é denominado vetor potencial de ativacdo:
U=0rX. (15)

Vale ressaltar que o fluxo do algoritmo € unidirecional, partindo da camada de entrada em dire¢ao
a camada de saida. Portanto, as operac¢des das camadas posteriores repetem o mesmo procedimento

previamente descrito, assumindo que a entrada da i-ésima camada seja tal que X; = Y;_;. A propagagao
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da informacdo pela rede partindo da camada de entrada até a saida é denominada forward propagation
(Alpaydin, Ethem, 2011).

3.3 TREINAMENTO DO PERCEPTRON MULTICAMADAS (MLP)

O MLP € um tipo de arquitetura de ANN, também conhecido como redes densamente conectadas
(feedforward). Esse modelo € uma escolha interessante devido a sua flexibilidade de adaptacdo para
uma ampla variedade de problemas e a eficiéncia do processo de treinamento da ANN (SILVA et al.,
2021).

De modo geral, as ANNs sao algoritmos de aprendizado supervisionado de maquina. Isso significa
que o algoritmo deve passar por etapas de treinamento para otimizar diferentes pardmetros da rede,
como o numero de neurdnios em cada camada (SILVA, Ivan Nunes da; SPATTI, Danilo Hernane;
FLAUZINO, Rogério Andrade, 2010). O MLP pode ser configurado para operar em modo de regressao
(dominio de saida continuo) ou de classificacdo (dominio de saida discreto).

Para realizar o treinamento do algoritmo € necessdrio o uso de um bloco de treinamento (fraining
set), que contém dados cujas saidas sdo conhecidas. Esses dados sdo usados para otimizar os pesos

sindpticos dos neurdnios, buscando minimizar a fun¢io de custo médio J(£2):

J(Q) = % > Cost, (16)
j=1

em que C'ost € o custo individual de cada uma das m amostras que compdem o conjunto de treinamento
e {2 é a matriz de pesos sindpticos da camada de saida. A funcdo de custo pode variar de acordo com a
topologia de ANN utilizada. Vale ressaltar que os valores da equacgdo (16) devem reduzir conforme os
valores de saida do algoritmo ficam mais préximos aos valores esperados.

Geralmente, o treinamento do MLP faz uso do algoritmo de backpropagation que € aplicado em

duas etapas sucessivas descritas a seguir.

1. Forward propagation: Essa etapa consiste em inserir o bloco de treinamento na rede e percorrer
todo o caminho até a saida e com isto sdo obtidas as respostas da ANN. Os pesos () e ¢ sdo

mantidos inalterados.

2. Backpropagation: As saidas obtidas na etapa acima sdao comparadas aos valores esperados e, a
partir disso, € a calculada a funcio de custo médio J, a qual € utilizada para reajustar todos os

pesos sindpticos entre os neurdnios.

Como dito anteriormente, a fun¢do de custo varia com a topologia escolhida. Para um MLP
operando em modo de regressao, a funcao de custo utilizada normalmente € o erro quadrédtico médio
(Cost):

Cost = i Z(g), — ;)% (17)
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Para que o resultado do algoritmo seja convergente, € necessério que .J seja uma func¢ao convexa.
Essa condi¢do garante a existéncia de um tnico ponto minimo, denominado minimo global. Caso
essa condi¢ao ndo seja satisfeita, o gradiente descendente pode convergir para um ponto de minimo
local diferente do ponto 6timo, resultando em uma configuracdo que nao apresenta o melhor valor
possivel. Partindo das Equagdes 16 e 17, € possivel definir o custo médio (J(£2)):

1 1 m k
J)=—— — ;i — :
(=35 22,0

7j=1 =1

(18)

Definidas as expressdes para as fungdes de custo (Cost) e custo médio (J(£2)) ao final da forward
propagation, o ajuste dos pesos sindpticos pode ser realizado camada a camada durante o backward
propagation, que se inicia na camada de saida e segue na direcao contra propagante até a primeira
camada escondida da ANN. O ajuste tem o objetivo de minimizar o erro obtido entre as saidas
produzidas g; e desejadas (y;) (SILVA, Ivan Nunes da; SPATTI, Danilo Hernane; FLAUZINO, Rogério
Andrade, 2010). Aplicando-se entdo a definicao de gradiente conjuntamente a regra da cadeia, €

possivel definir V .J:

o0J oJ 9Y; oU;
VI=5a "oy au o (19

em que {2 € a matriz de pesos sindpticos, Y; o vetor de saida e U; o vetor potencial de ativacao, todos
relacionados a camada de saida. Partindo das Equacgdes 14, 16 e 19 e assumindo que a entrada da
camada de saida € igual a saida da dltima camada escondida (X; = Y;_1), é possivel obter as seguintes

relacoes:
oU;

= g/(Ui)> C S5 = Y(z'—l), (20)

0J - oY;
Y aQout

em que Y; é o vetor de saidas esperadas. Assim, ao substituir as Equacdes 20 na Equagdo 19, obtém-se
VJ:

oJ -
VJ = oo = (V= Y0) - g (U) - Yieny = =05+ Yoo, @n

sendo ¢; o gradiente local:

;= (Y; = Yi) - 4'(U)). (22)

Partindo do desenvolvimento matemadtico descrito, € possivel obter o ajuste da matriz de pesos

sindpticos por meio do algoritmo de gradiente descendente. Assim, podemos definir AQ°¥:

oJ

AQout —_
naQout

=1n-0; - Yi-1). (23)

Considerando a Equacgdo 23, € possivel otimizar sucessivamente os pesos sindpticos da camada
de saida do algoritmo por meio da comparagdo entre as saidas da ANN e os valores esperados, uma
vez que o bloco de treinamento € previamente conhecido. E necessdrio entdo otimizar os pesos das
camadas anteriores por meio da retropropagacgao do erro, que € realizada mediante a ponderacao do

mesmo pelos pesos ajustados. Desta forma, a resposta desejada para neuronios das camadas anteriores
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¢ determinada pelos neurdnios da camada imediatamente a frente, a qual foi devidamente otimizada no
passo anterior (HAYKIN, Simon, 2007; SILVA, Ivan Nunes da; SPATTI, Danilo Hernane; FLAUZINO,
Rogério Andrade, 2010).

O processo de otimizacg@o dos pesos sindpticos das camadas escondidas € semelhante ao descrito
para a camada de saida, levando em conta a mesma expressao para V.J apresentada na equacdo 23,
porém utilizando matriz €2 e vetores y; e u; relacionados a i-ésima camada a ser otimizada. Por

intermédio das defini¢Ges anteriores, t€ém-se para estes casos as seguintes relagcdes:

9J _ —~ 9J UG :Xm: 0J .8(22":&(@-“) -Y;) _ 9 s )
0Y; — OU(i41) aY; — OU(i41) aY; £ OU41) (i+1)
oy,
50 =9 (Ui) (25)
8ui
90 Yi-1), (26)

em que m representa a quantidade de neuronios da camada a frente, cujo indice é representado como
(i + 1). Analogamente ao que foi previamente descrito, é possivel definir genericamente o ajuste de

pesos sindpticos para a i-ésima camada de acordo com:

AQ =76 Vi), 27

sendo (53@ dado por:

o\ = (Z o Qm> - g'(U). (28)
k=1

O procedimento descrito € implementado no backward até que se otimize a primeira camada
escondida. Cada iterac@o do processo de backpropagation, composto pelas etapas de propagacao e
contra propagacao, € responsdvel pelo ajuste gradual dos pesos. Conforme as iteragdes sdo realizadas,
as matrizes () referentes a cada camada tendem a se aproximar de seus valores 6timos (Alpaydin,
Ethem, 2011).
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4 METODOLOGIA

4.1 ARRANJO DE SIMULACAO DO SISTEMA

Neste trabalho, a simulag@o do sistema de comunicagdo Optica considerado foi realizada utilizando
o software comercial VPI Transmission Maker. Essa ferramenta oferece uma ampla variedade de
modulos para simula¢do de dispositivos Opticos, bem como componentes eletronicos e blocos de
processamento digital associados.

A Figura 3 apresenta um diagrama de blocos do sistema adotado no presente trabalho, que constitui
uma rede Optica passiva coerente de longa distancia (Long reach passive optical network, LR-PON)
operando em dupla polarizacido. Duas sequéncias independentes de bits pseudoaleatérias (Pseudoran-
dom bit sequence, PRBS) foram codificadas em constelacoes 16QAM. Em seguida, as componentes
em fase e em quadratura de cada constelacdo foram sobreamostradas e filtradas usando filtros Nyquist
de cosseno elevado (Raised-cosine filter, RCF) com fator de roll-off de 20%, e posteriormente inse-
ridas em conversores digitais-analdgicos (DAC, Digital to analog converters) que geram os sinais
modulantes das componentes em fase e quadratura.

Para cada uma das constelagdes, as componentes de sinais foram moduladas por um Mach-Zehnder
duplo-paralelo (DP-MZM) considerando portadoras ortogonais obtidas de um diodo laser (Laser
diode, LD) com uma largura de linha de 200 kHz. As duas polarizacdes ortogonais foram entdo
combinadas em um combinador de feixe de polarizacao (Polarization beam combiner, PBC). Na saida
do transmissor, existe um EDFA utilizado para varrer a poténcia 6ptica lancada (Launched optical
power, LOP) na entrada do enlace que varia de 4 a 12 dBm. O sinal de dupla polarizacdo € transmitido
através de uma SSMF com comprimento de 175 km.

No receptor, as polariza¢des ortogonais do sinal recebido sdo separadas e combinadas com as
componentes de um diodo laser local (L. D). A combinagdo € realizada por meio de redes hibridas de
90 graus e a fotodeteccdo diferencial permite a recuperagdo das componentes em fase e quadratura de
cada uma das constelagdes.

Por fim, digitalizagdo do sinal € realizada mediante conversores analégico digitais (Analog-to-
digital converter, ADC). As componentes do sinal sdo submetidas ao bloco de processamento digital
(DSP). Este bloco € dividido em subsistemas responsaveis pela compensacdo de adversidades, sendo
elas a dispersdo cromatica, compensada no dominio da frequéncia, e ruido de fase linear por meio do
método de busca cega. O bloco de compensacdo de distor¢dao nao linear por meio de MLP € o principal
foco de andlise e otimizacao deste trabalho. A descricdo detalhada da configuragcdo de simulacao e

seus parametros sdo fornecidos na Tabela 1.
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Tabela 1 — Lista dos parametros empregados na simulacgao.

Parametro Valor Unidade
Poténcia do laser 14 dBm
Largura de linha do laser 200 kHz
Comprimento de onda de operagao 1550 nm
Transmissor Perda de inser¢ao do modulador 10 dB
Taxa de extin¢do do modulador 20 dB
Figura de ruido do amplificador 3,8 dB
Poténcia de saida do amplificador 0-15 dBm
Parametro de dispersao 16 ps/(nm km)
Inclinacdo de dispersao 0,08 ps/(nm2km)
Coeficiente de atenuagao 0,2 dB/km
Fibra Indice nio linear 0,26 pm?/GW
Area efetiva modal 80 pm?
Coeficiente PMD 0,01 ps/ VEm
Comprimento de coeréncia PMD 50 m
Poténcia do laser do oscilador local 14 dBm
Largura de linha do oscilador local 200 kHz
Frequéncia nominal de operacao 193,1 THz
Receptor Desvio de frequéncia 50 MHz
Responsividade do fotodiodo 0,7 A/W
Densidade de corrente térmica do fotodiodo 21 pANHz
Ruido do fotodiodo Sim -
Num. de etapas no eq. dindmico 25 -
DSP Num. de itera¢des no eq. dindmico 50 -
Num. de simbolos na procura de fase cega 5 -
Formato de modulagao DP-16QAM -
Taxa de simbolos 14 GBaud
Taxa de bit 112 Gbps
Sinal Fator de roll-off 0,2 -
Numero de simbolos simulados 262.144 -
Taxa de amostragem da simulagdo 896 GSa
Amostras por simbolo no transmissor 8 -

Fonte: Traduzido de (COSTA, Camila et al., 2023).

4.1.1 Verificacao dos efeitos nao lineares
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Com o intuito de verificar a presenca dos efeitos ndo lineares na simulacao, a Figura 4 mostra os

espectros Opticos (a) na entrada e (b) na saida do enlace de fibra para poténcias de transmissao de 5

dBm e 10 dBm, respectivamente.
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Analisando os espectros de entrada, é possivel constatar que ambos possuem a mesma forma
porém hd um deslocamento vertical de 5 dB que corresponde 2 diferenca de poténcia de transmissdo. E
importante destacar que a relagdo sinal-interferéncia causada pela distor¢do nao linear do transmissor €
de aproximadamente 48 dB independentemente da poténcia de transmissao.

Em relacdo aos espectros de saida, nota-se que para a poténcia de 5 dBm a distor¢@o nao linear da
fibra causa uma reducao da relagao sinal-interferéncia de aproximadamente 32 dB. Para a poténcia de
10 dBm essa reducao € ainda maior, chegando a 21 dB. Portanto, fica evidente que uma poténcia mais
alta resulta em uma geracao mais significativa de componentes frequenciais, tornando claro o impacto

nas componentes fora de banda.

Figura 4 — Espectros de (a) entrada e (b) saida para poténcias lancadas na fibra de 5 dBm e 10 dBm.
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Fonte: Traduzido e modificado de (COSTA, Camila et al., 2023).

Os efeitos causados por distor¢dao ndo linear podem ser observados nas constelacdes obtidas apds o
processamento digital, conforme apresentado na Figura 5. Na subfigura (a), € possivel notar que o
efeito Kerr € pouco significativo, uma vez que o sistema estd limitado pelo ruido gaussiano. A partir
da subfigura (f), na qual a LOP € de 9 dBm, os efeitos de SPM e XPM passam a ser perceptiveis.
Acima de 10 dBm, a constelagado fica completamente distorcida, tornando-se necessario empregar um
algoritmo equalizador para compensar tais distor¢des.

4.2  ALGORITMO DE MLP COMO INVERSOR DE MODELO ADAPTATIVO

Como mencionado na secao 3.2, entre as diferentes topologias de ANN uma das mais utilizadas
€ a MLP devido a sua flexibilidade e treinamento eficiente (SILVA et al., 2021). Porém, para que
este tipo de ANN apresente um desempenho aceitdvel diferentes parametros devem ser otimizados
incluindo o nimero de neurdnios de entrada e o nimero de neurdnios nas camadas ocultas. Além disso,
os MLPs podem ser configurados para operar em modo de regressao ou de classificacdo, dependendo
se o dominio de saida é continuo ou discreto.

Todas estas configuracdes dependem tanto de pardmetros estruturais do sistema (polarizagcao
simples ou polarizacao dupla, dispersdo cromdtica acumulada, tipo de filtro), assim como operacionais
(LOP). Por outro lado, o desempenho do sistema também depende do algoritmo de otimizagdo.
Alguns algoritmos tipicamente adotados para o treinamento de ANNs sdo a otimizacao por gradiente
descendente estocdstico ou por lote, bem como otimizadores mais avangados baseados em momento,
como Adam, Adagrad e Adadelta.
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Figura 5 — Distor¢ao da constelacdo de acordo com a variagdo da poténcia 6ptica langada, que varia
de 4 dBm (a) a 12 dBm (i). Os pontos em cor azul correspondem a constelacdo recebida,
enquanto que os pontos em cor laranja aos pontos na saida da rede neural.
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Fonte: Autoria propria.

A Figura 6 mostra o diagrama de bloco do sistema a ser otimizado e analisado. Considerando o
mapeamento do sinal nas componentes em fase e quadratura das polarizagdes X e Y, os sinais s; ,[n],
Sqx|s Siyln] € sq,[n] sdo transmitidos apds serem modulados por uma portadora dptica.

No receptor, o sinal é convertido ao dominio elétrico usando detec¢do intradina e posteriormente,
o ruido de fase, a dispersdo cromatica, assim como as flutuagdes da rotacdo de polarizacdo sdo
compensadas por meio de DSP. Apdés sincronizacdo temporal e de fase, o sinal é convertido ao dominio
digital, obtendo-se os sinais s; ,[n], s; ,[n], s; [n] € s [n]. Os valores destes sinais em diferentes
instantes de amostragem sao processados por um MLP com 4 x Ng neurdnios na camada de entrada,
(sendo Ng o nimero de simbolos a serem considerados) e Ny o nimero de camadas ocultas formadas
por Ny neurdnios.

Neste trabalho, o processamento realizado pelas redes MLP desempenham uma tarefa de regressao,
de modo que a camada de saida é composta por 4 neurdnios que representam as componentes em fase
e quadratura referente a cada polarizacdo. Além disso, considera-se Ng = 1, uma vez que simbolos

adjacentes ndo sao considerados.
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Figura 6 — Diagrama de blocos do equalizador nao linear baseado em MLP para sistema de dupla
polarizacdo. Também é mostrado a operagao de cada neurdnio incluindo a fun¢ao de ativagao.
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Fonte: Autoria prépria.

4.2.1 Arquitetura de MLP adotada

No presente trabalho, os MLPs sdo empregados no modo de regressao supervisionada utilizando a
linguagem de programacdo Python, especificamente o modelo MLPRegressor da classe SKlearn.

Os MLPs sdo alimentados com as componentes em fase e quadratura da constelagdo ideal transmi-
tida e com as constelacdes distorcidas recebidas (de 4 a 12 dBm). Como mencionado anteriormente,
duas abordagens foram adotadas: processamento separado de cada polarizacdo (SP) e processamento
conjunto considerando as componentes em fase e quadratura das polarizacdes X e Y (DP), assim como
mostrado na Figura 6.

Em ambos os casos, as entradas e saidas foram normalizadas para garantir média zero e variancia
unitdria, e a fungdo logistica foi escolhida como fun¢do de ativagdo. De todos os dados obtidos para a
simulagdo, 70% dos simbolos simulados foram utilizados para treinamento e os 30% restantes para
teste. O método de retropropagacao foi combinado com o otimizador Adam, configurado com uma
taxa de decaimento exponencial de 0,9 e uma taxa de decaimento exponencial para estimativas do
segundo momento de 0,999. O treinamento foi configurado para parar quando a funcdo de custo reduz
menos que 10~ nas dltimas 10 itera¢des ou quando o treinamento atinge 100 iteragdes.

O algoritmo MLP adotado no caso de SP considera uma camada com 2 neur6nios de entrada e
2 de saida, sendo cada um deles responsdvel por representar uma das componentes do sinal (fase ou
quadratura). Ja para o caso de DP, tanto as camadas de entrada quanto de saida sdo formadas por 4
neurdnios uma vez que duas polariza¢des sdo processadas simultaneamente. Uma tnica camada oculta
foi utilizada para ambos os casos, sendo a quantidade de neurdnios que a compdem um fator a ser

otimizado.
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5 RESULTADOS E DISCUSSOES

5.1 ANALISE DE CURVAS DE TREINAMENTO E O IMPACTO DOS NUMEROS DE NEURO-
NIOS NA CAMADA ESCONDIDA

Primeiramente, serdo analisadas as curvas de treinamento e otimiza¢cdo do MLP em termos do
nimero de neurdnios para diferentes niveis de LOP (6 dBm, 8 dBm e 10 dBm). Essa andlise con-
sidera tanto o processo de cada polarizacdo individualmente (SP) quanto ambas as polarizacdes
simultaneamente (DP).

Na Figura 7, as subfiguras (a), (b) e (c) apresentam a perda (func@o de custo) em func¢do da
quantidade de épocas de treinamento da MLP para o caso em que a camada oculta é composta por 50
neurdnios. Ja nas subfiguras (d), (e) e (f) sdo apresentados os valores minimos de BER obtidos com o
treinamento variando-se o nimero de neur6nios na camada oculta, considerando o processamento de
uma tnica polarizacdo (SP), dupla polarizacdo (DP) e detec¢do por maxima verossimilhanga (Maximum
likelihood, ML) sem compensacao de ndo linearidades. Sdo considerados 3 valores de LOP, sendo
6dBm para (a) e (d), 8dBm para (b) e (e) e 10 dBm para (c) e (f).

As curvas obtidas em (a), (b) e (c), apresentam uma queda inicial acentuada seguida de uma fase
de convergéncia mais lenta. Contudo, existem algumas diferencas a medida que a LOP aumenta. Para
6dBm, as curvas de treinamento para SP e DP convergem para valores muito semelhantes. J4 para LOP
igual a 8 dBm, nota-se que DP necessita de mais épocas para convergir, e seguindo a légica, quando a
LOP ¢ aumentada para 10 dBm tem-se uma diferenga maior entre SP e DP. Isso indica que o MLP para
DP € mais complexo do que o para SP, o que ja era esperado, dado que para DP sdo processadas mais
informagdes. Além disso, o fato de que o ndmero de épocas necessarias aumenta significativamente
para o processamento simultaneo sugere que niveis LOP mais altos levam a sistemas mais complexos
que precisam ser treinados por um periodo mais longo.

Em relacdo ao efeito da variagdo da quantidade do ndimero na camada oculta, que pode ser
observado nas subfiguras (d), (e) e (f), para cada LOP o nimero de neurdnios foi ajustado entre 5 e 50
e a incluiu-se como referéncia a ML para fins de comparacdo com a BER obtida pelos MLPs.

E possivel notar que o desempenho do MLP varia conforme a LOP sobe. Para LOP igual a 6 dBm,
o desempenho do MLP ¢ semelhante ao da ML, ou seja, o uso do MLP nao representa vantagem sobre
o uso de ML. Ja para LOP de 8dBm, € possivel identificar algumas diferencas entre os valores de BER
obtidos usando ML e MLP. Além disso, o processamento de SP e DP apresentam um comportamento
ligeiramente diferente. Por exemplo, o desempenho de SP € praticamente independente do nimero de
neurdnios enquanto que para DP o desempenho melhora conforme o niimero de neurdnios aumenta.

Vale ressaltar que para um nimero muito baixo de neur6nios o MLP para DP € superado pelo
MLP para SP. No entanto, a medida que o nimero de neurénios aumenta o MLP para DP leva a
valores de BER mais baixos, o que pode ser mais vantajoso em termos de desempenho a medida que a

complexidade do MLP aumenta.



35

Figura 7 — Evolu¢ao da perda ao longo do treinamento para redes neurais processando cada polarizagao
separadamente (SP) e as duas polarizagcdes simultaneamente (DP) para diferentes poténcias
lancadas na fibra: (a) 6 dBm, (b) 8 dBm e (c¢) 10 dBm. BER em termos do niimero de
neurdnios na camada oculta considerando processamento individual (SP) e simultaneo
(DP) das polarizacdes para diferentes poténcias lancadas na fibra: (d) 6 dBm, (e) 8 dBm e
(f) 10 dBm. A BER para detec¢ao por ML foi incluida como referéncia.
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Fonte: Autoria propria.

5.2 ANALISE DE DESEMPENHO

Ap6s a andlise do treinamento e do impacto do aumento da quantidade de neurdnios na camada
oculta, definiu-se o nimero de neurdnios nessa camada como 50. Em seguida, a LOP foi variada entre
4 dBm e 12 dBm, com passo de 1 dBm. E importante destacar que fora dessa faixa de poténcia, a
qualidade do sinal ndo é adequada para permitir a sincroniza¢@o do sinal no receptor.

A BER obtida para o conjunto de validacao utilizando ML e MLP com processamento de SP e
DP € mostrada na Figura 8. Ao comparar as curvas obtidas, € possivel observar que para niveis de
LOP de até 6 dBm, as curvas de BER para as diferentes abordagens se sobrepdem. A medida que o
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nivel de LOP aumenta, as curvas comec¢am a se separar, € 0 aprimoramento de desempenho com a
compensac¢do ndo linear baseada em MLP se torna mais significativo.

Ao contrastar o desempenho entre o MLP que processa uma tnica polarizacao (SP) com o MLP
que processa duas polariza¢des simultaneamente (DP), observa-se que o aprimoramento é mais
significativo para niveis de poténcia mais elevados, especialmente para niveis acima de 8 dBm. Isso
indica que o MLP para DP melhora o desempenho, dado que além de realizar a compensacao de SPM

intrapolarizacdo, também compensa parcialmente a XPM interpolarizacao.

Figura 8 — (a) A Razdo de Erro de Bit (BER) em termos da poténcia Optica lancada € avaliada con-
siderando a equalizacdo com Maxima Verossimilhanca (ML) e a equalizacao baseada em
MLP, operando tanto em cada polariza¢do independentemente (SP) quanto nas duas polari-
zacOes simultaneamente (DP).(b) Diagramas de constelagdao na auséncia de ML (deteccao
de maxima verossimilhanga) e quando o MLP ¢ aplicado a cada polarizacdao e ambas as
polarizagdes. O cédigo de cores é 0 mesmo que em (a).
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Fonte: Autoria propria.

O efeito da compensacdo ndo linear usando MLPs pode ser visualizado na Figura 8 (b), na qual a
constelacdo recebida € apresentada juntamente com a saida dos MLPs (para SP e para DP). Ao observar
as diferentes polarizacdes obtidas, nota-se uma forma espiralada na constelacdo quando os efeitos
ndo lineares SPM e XPM estao presentes e mitigacdo parcial quando o MLP € utilizado. Também €
possivel perceber redugdo na dispersdao dos pontos quando ambas as polarizagdes sdo processadas

simultaneamente (DP).

5.3 ANALISE DE COMPLEXIDADE

A andlise de complexidade sera realizada contando o nimero total de operagdes de ponto flutuante
necessdrias para processar cada simbolo recebido durante a etapa de teste. A etapa de teste € normal-
mente considerada devido ao longo tempo coerente dos efeitos ndo lineares, o que requer repeti¢des
pouco frequentes do processo de treinamento. Além disso, € comum assumir que a fungdo de ativagao
serd implementada usando uma tabela de busca o que nédo € contabilizado na contagem de operacdes.

O numero de operagdes € principalmente determinado pelos produtos dos pesos sindpticos e

pela subsequente soma para calcular o potencial de ativagdo. Em geral, o nimero total de operagdes
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necessdrias para um MLP com N; neurdnios na camada de entrada, /N, neurdnios em uma Unica

camada oculta e N, neurdnios na camada de saida pode ser calculado por camada.

1. Camada de entrada: Na camada de entrada, nenhuma operacao € realizada.

2. Camada oculta: Na camada oculta, cada neurdnio precisa calcular o potencial de ativacao, ou
seja, multiplicar cada entrada pelo seu peso correspondente e, em seguida, somar todos os

elementos. Portanto, o nimero de operagdes em cada neur6nio na camada oculta é dado por:

Nop neuronio oculto = N’L + (Nz - )a (29)

o numero total de operagdes na camada oculta é:

Nop camada oculta — Nop neuronio oculto * Nh = [Nz + (Nz) - 1} : Nh- (30)

3. Camada de saida: o nimero de operacdes em cada neurdnio da camada de saida é calculado de

forma similar, obtendo-se:

Nop neuronio saida — Nh + (Nh - 1)7 (31)
e, portanto, para toda a camada de saida, o ntimero de operacdes é:

Nop camada saida — Nop neuronio saida ° No = [Nh + (Nh> - 1} : No- (32)

A contagem total da operacdo é a soma das contagens anteriores, portanto:
Nop = Nop camada oculta Nop camada saida — [Nz + (Nh) - 1] - Np + [Nh + Nh — 1] - No. (33)

A expressdo anterior pode ser particularizada para os dois casos, ou seja, 0 MLP processando cada

polarizacdo independentemente (SP) e processando as duas polariza¢des simultaneamente (DP):

N, — 2-(TNy, —2) para SP. (34)
15Ny, — 4 para DP.

E importante ressaltar que foi incluido um fator de 2 no caso de processamento de uma tnica
polarizagdo, a fim de levar em conta o processamento das duas polarizagcdes (mesmo que sejam
corrigidas independentemente).

A Figura 9 apresenta graficamente a complexidade do compensador baseado em MLP para cada
simbolo em termos do nimero de neurdnios na camada oculta, tanto para o caso de SP quanto para o
caso de DP. Conforme previsto a partir da Equacdo 8, ambas as abordagens mostram uma complexidade
semelhante a medida que o nimero de neur6nios na camada oculta aumenta. No entanto, € importante
lembrar que o processamento de cada polarizacao independentemente requer um nimero menor de

neur6nios (cerca de 10 neurdnios, de acordo com a Figura 7 () em comparacao ao processamento de



38

Figura 9 — A complexidade da compensacdo de nao linearidades baseada em MLP é medida em termos
do nimero de neur6nios na camada oculta. As configuragdes do MLP operando em uma
unica polariza¢do com 10 neurdnios e operando em polarizagdes duplas com 40 neur6nios
também sdo identificadas.
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Fonte: Autoria propria.

ambas as polarizacdes (cerca de 40 neurdnios). Para facilitar a visualizag¢do, foram identificadas duas
situacdes especificas: a complexidade do processamento de uma tnica polarizagdo com 10 neurdnios,
que corresponde a 136 operagdes, e a complexidade do processamento de dupla polarizacdo com 40

neurdnios, que corresponde a 596 operacoes.
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6 CONCLUSOES

Neste trabalho foram estudados os impactos dos efeitos nao lineares sobre sistemas Opticos digitais
coerentes e algoritmos baseados em ANN, considerando a arquitetura MLP. A partir deste estudo, foram
utilizados MLPs para compensar a distor¢do ndo linear em um sistema coerente digital considerando
um enlace Optico ndo repetido de 175 km que utiliza o formato de modulagcdo DP-16QAM. Dois MLPs
diferentes foram empregados: um para cada polariza¢cdo, de forma independente (SP), e outro que
processou ambas as polariza¢des simultaneamente (DP). Os dados obtidos foram divididos em blocos
de treino e teste e os parametros foram otimizados de modo a obter resultados satisfatdrios em termos de
BER, principalmente para o caso em que ambas as polarizagdes sdo processadas simultaneamente (DP).
Estes resultados foram comparados com o caso em que cada polarizacdo é processada separadamente
(SP) e com o método de deteccdo por mdxima verossimilhanca (ML).

Os resultados da simulagdo mostraram que os algoritmos baseados em ANN sdo capazes de
mitigar parcialmente a distor¢ao nao linear. Além disso, observou-se que o MLP que processa ambas
as polarizacdes simultaneamente (DP) teve um desempenho superior ao MLP que processa uma
polarizacdo por vez (DP), uma vez que este algoritmo conseguiu compensar além da automodulagdo de
fase (SPM), também o efeito de modulacdo de fase cruzada (XPM) causado pela polariza¢ao ortogonal.
No entanto, esse ganho de desempenho veio acompanhado de uma maior carga computacional. Assim,
o projetista da rede deve fazer uma escolha entre alcancar um desempenho superior com custo mais
elevado ou optar por um desempenho inferior com custo reduzido.

Pode-se concluir também que para sistemas limitados por ruido os algoritmos de ANNs apresenta-
ram desempenho préximo a classificacdo por médxima verossimilhanca (ML), cujo custo computacional
¢ inferior, ou seja, os algoritmos de ANNs devem ser aplicados aos casos nos quais o sistema € limitado
por efeitos ndo lineares.

Como sugestao de trabalhos futuros, pode-se continuar o processo de otimiza¢do dos parametros
da ANN construida neste trabalho visando compensar a distor¢do intersimbdlica, pois com base em
resultados preliminares obteve-se uma redugao considerdvel na BER. Também pode ser estudado o
efeito do comprimento do enlace, visto que no presente trabalho foi considerado um tnico valor para

esse parametro.
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APENDICE A - CODIGOS GERADOS EM PYTHON

A.l COMPENSACAO DE EFEITOS NAO LINEARES EMPREGANDO REGRESSAO BASEADA
EM ANN

#Redefine e configura o ambiente
reset

matplotlib qt

#Importacao das bibliotecas

import pandas as pd # Para processamento de dados
import numpy as np # Para calculos numericos
import matplotlib.pyplot as plt # Para plotagem e representacao

from sklearn import preprocessing
from sklearn.neural_network import MLPClassifier
from sklearn.neural_network import MLPRegressor

from sklearn.model_selection import train_test_split
Carregamento dos dados

# Carrega a constelacao ideal de referencia

df =

pd.read_csv (" Data/DP_IdealConstellationDiagram_0Odbm_175km .csv",
skiprows=5)

data_ideal = np.round(2xdf.to_numpy())

m,n = np.shape(data_ideal)

# Carrega os dados reais(distorcidos)

data_real = np.zeros([16,m,n]) # Gera uma matriz de zeros

# Preenche os vetores com os dados distorcidos

df = pd.read_csv (" Data/DP_RealConstellationDiagram_0Odbm_175km.csv",
skiprows=5)

data_real_aux = df.to_numpy ()

data_real [0 ,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_1dbm_175km.csv",
skiprows =5)

data_real_aux = df.to_numpy ()



data_real[1,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_2dbm_175km . csv
skiprows=5)

data_real_aux = df.to_numpy ()

data_real [2,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_3dbm_175km . csv
skiprows =5)

data_real_aux = df.to_numpy ()

data_real [3,:,:] = data_real_aux

df = pd.read_csv ("Data/DP_RealConstellationDiagram_4dbm_175km . csv
skiprows =5)

data_real_aux = df.to_numpy ()

data_real [4 ,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_5dbm_175km . csv
skiprows=5)

data_real_aux = df.to_numpy ()

data_real[5,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_6dbm_175km . csv
skiprows=5)

data_real_aux = df.to_numpy ()

data_real [6,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_7dbm_175km . csv
skiprows=5)

data_real_aux = df.to_numpy ()

data_real [7,:,:] = data_real_aux

df = pd.read_csv ("Data/DP_RealConstellationDiagram_8dbm_175km . csv
skiprows=5)

data_real_aux = df.to_numpy ()

data_real [8 ,:,:] = data_real_aux

df = pd.read_csv ("Data/DP_RealConstellationDiagram_9dbm_175km . csv
skiprows=5)

data_real_aux = df.to_numpy ()

data_real [9,:,:] = data_real_aux

df = pd.read_csv ("Data/DP_RealConstellationDiagram_
10dbm_175km.csv",

skiprows=5)

data_real_aux = df.to_numpy ()

data_real [10,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_
11dbm_175km.csv",
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skiprows =5)

data_real_aux = df.to_numpy ()

data_real[11,:,:] = data_real_aux

df = pd.read_csv("Data/DP_RealConstellationDiagram_
12dbm_175km.csv ",

skiprows=5)

data_real_aux = df.to_numpy ()

data_real[12,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_
13dbm_175km.csv",

skiprows =5)

data_real_aux = df.to_numpy ()

data_real [13,:,:] = data_real_aux

df = pd.read_csv("Data/DP_RealConstellationDiagram_
14dbm_175km.csv",

skiprows=5)

data_real_aux = df.to_numpy ()

data_real[14,:,:] = data_real_aux

df = pd.read_csv (" Data/DP_RealConstellationDiagram_
15dbm_175km.csv",

skiprows=5)

data_real_aux = df.to_numpy ()

data_real [15,:,:] = data_real_aux

#2.Regressao baseada em ANN

# Geracao do vetor de IDs do sinal

signal_ID_array = np.arange(4,13)

#Geracao de um vetor contendo os niveis de potencia optica
lancada (LOP)

Power_array = signal_ID_array

#Geracao dos vetores para diferentes taxas de erro de bit (BERs)
BER_ML_array = np.zeros(len(signal_ID_array))

# BER para deteccao por maxima verossimilhanca (ML)
BER_ANN_SP_array = np.zeros(len(signal_ID_array))

# BER para processamento de uma unica polarizacao (SP)
BER_ANN_DP_array = np.zeros(len(signal_ID_array))

# BER para processamento de dupla polarizacao (DP)



plot_flag = 0 # Controla se as constelacoes sao plotadas

#lteracoes sobre o vetor
for counter, signal_ID in enumerate(signal_ID_array):
# Numero de sinais a serem processados

Nsig = len(signal_ID_array)

# Identificacao do sinal processado

print (’Processing power level: ’, signal_ID,’ dBm

(’,counter+1,’of > ,Nsig,’)’)

R 0. Deteccao dos simbolos ideais —————————————— #

# Rotulos para a polarizacao X

aux = np.round((data_ideal [:,0]+3)/2)*4+np.round
((data_ideal [:,1]+3)/2)

sym_X = aux.astype(int)

# Rotulos para a polarizacao Y

aux = np.round((data_ideal [:,2]+3)/2)*4+np.round
((data_ideal [:,3]+3)/2)

sym_Y = aux.astype(int)

R 1. Geracao dos rotulos e matrizes de entrada ————-—

# Saida para a polarizacao X
Y X = data_ideal [:,:2]

Y.Y = data_ideal [:,2:]

Y = data_ideal [:,:]

# Cria a matriz de entrada:
# data_X_I, data_X_Q, data_Y_I, data_Y_Q

X X = data_real[signal_ID ,:,:2]

X Y = data_real[signal_ID ,:,2:]

X = data_real[signal_ID ,: ,:]

P 2. Representacao das constelacoes ———————- #

# 2.1. Representacao de todos os pontos:



if plot_flag == 1:
plt.figure (1, figsize=(16, 6), dpi=80)
plt.subplot(3,Nsig,counter+1)
plt.plot (X X[:,0] , X X[:,1],"."7)
plt.plot(X_Y[:,0],X_Y[:,1],".")
plt.axis(’square ’)

#plt.xlabel (’In-phase )
#plt.ylabel (’ Quadrature ’)
plt.xticks ([-3,0,3])
plt.yticks ([-3,0,3])

# 2.2. Representacao dos pontos rotulados:
if plot_flag == 1:
# Polarizacao X
plt.subplot(3,Nsig, Nsig+counter+1)
for ind in range(0,16):
ind_class = np.where(y_X==ind)
data_aux_I = np.transpose (X X[ind_class ,0])
data_aux_Q = np.transpose (X X[ind_class ,1])
plt.plot(data_aux_I ,data_aux_Q, .’ ,alpha=0.5)
plt.axis(’square )
#plt.xlabel (’Em fase *)
#plt.ylabel (’Em quadratura ’)
plt.xticks([-3,0,3])
plt.yticks ([-3,0,3])

# Polarizacao Y
plt.subplot (3 ,Nsig,2«Nsig+counter+1)
for ind in range(0,16):
ind_class = np.where(y_Y==ind)
data_aux_I = np.transpose(X_Y[ind_class ,0])
data_aux_Q = np.transpose(X_Y[ind_class ,1])
plt.plot(data_aux_I ,data_aux_Q, .’ ,alpha=0.5)
plt.axis(’square ’)
#plt.xlabel (’Em fase )
#plt.ylabel (’Em quadratura ’)
plt.xticks([-3,0,3])
plt.yticks ([-3,0,3])

R 3. Deteccao de cada constelacao



usando maxima verossimilhanca (ML) —————————— #

print (’\'t ML detection ’)

# 3.1. Classificacao da polarizacao X

X_X_dig = 4#np.clip(np.round ((X X[:,0]-1)/2)+2,0,3)+np.clip
(np.round ((X X[:,1]-1)/2)+2,0,3)

sym_X ML = X_X_dig.astype(int)

BER X ML = (sum(sym_X ML != sym_X)/len (sym_X))/4

print (’\'t \t The BER of pol X using ML is:’ ,BER X ML)

# 3.2. Classificacao da polarizacao Y

X_Y_dig = 4xnp.clip(np.round ((X_Y[:,0]-1)/2)+2,0,3)+np.clip
(np.round ((X_Y[:,1]-1)/2)+2,0,3)

sym_Y_ML = X_Y_dig.astype(int)

BER_ Y ML = (sum(sym_Y_ML != sym_Y)/len(sym_Y))/4

print (’\'t \'t The BER of pol Y using ML is:’ ,BER_Y_ML)

# 3.3. Calculando a media das duas polarizacoes
BER ML = (BER_X ML+BER_Y_ML)/2
BER_ML_array[counter] = BER ML

print (’\t \'t The average BER using ML is:’ ,BER ML)

# 4.1. Deteccao da polarizacao X
print (’\'t ANN detection )

scaler = preprocessing. StandardScaler (). fit (X_X)
X X = scaler.transform (X_X)

# Divide os dados entre treino e teste
X_X_ train, X_X_ test, Y_X train, Y_X_test=
train_test_split (X X,Y_X, test_size=0.5)

# Cria e ajusta o modelo
clf _X = MLPRegressor(random_state=1, max_iter=1000,

activation = ’logistic ). fit (X_X_train, Y_X_train)

# Preve os valores para os conjuntos de teste e treinamento
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Y_X_test_hat = clf_X.predict(X_X_test)
Y_X_train_hat = clf_X.predict(X_X_train)

# Representacao

plt.figure ()

X_X_test = scaler.inverse_transform (X_X_test)
plt.plot(X_X_test[:,0],X_X_test[:,1],’.")
plt.plot(Y_X_test_hat[:,0],Y_X_test_hat[:,1],’.")
plt.plot(Y_X_test[:,0],Y_X_test[:,1],’.")

# Deteccao dos simbolos ideais para X
aux = 4xnp.clip(np.round ((Y_X_test[:,0]-1)/2)+2,0,3)+np.clip
(np.round ((Y_X_test[:,1]-1)/2)+2,0,3)

sym_X_test = aux.astype(int)

# Deteccao dos simbolos reais para X

X_X_dig = 4xnp.clip(np.round ((Y_X_test_hat[:,0]-1)/2)+2,0,3)+
np.clip(np.round (( Y_X_test_hat[:,1]-1)/2)+2,0,3)

sym_X_test ANN_SP = X_X_dig.astype(int)

# Calculo da BER

BER_X_ANN_SP = (sum(sym_X_test!=sym_X_test_ANN_SP)

/len (sym_X_test_ ANN_SP))/4

print (’\'t \'t The BER of pol X using ANN is:’ ,BER_X_ANN_SP)

# 4.2. Deteccao da polarizacao X
scaler = preprocessing. StandardScaler (). fit (X_Y)
X Y = scaler.transform (X_Y)

# Divide os dados entre treino e teste
X Y train, X_Y test, Y_Y train, Y_Y test =
train_test_split (X_Y,Y_Y, test_size=0.5)

# Cria e ajusta o modelo
clf_Y = MLPRegressor(random_state=1, max_iter=1000,
activation = ’logistic ). fit (X_Y_train, Y_Y_train)

# Preve os valores para os conjuntos de teste e treinamento
Y_Y_test_hat = clf_Y .predict(X_Y_test)
Y_Y_train_hat = clf_Y .predict(X_Y_train)
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# Representation

# plt.figure ()

# X_Y_test = scaler.inverse_transform (X_Y_test)

# plt.plot(X_Y_test[:,0],X_Y_test[:,1],7.")

# plt.plot(Y_Y_test_hat[:,0],Y_Y_test_hat[:,1],7.")
# plt.plot(Y_Y_test[:,0],Y_Y_test[:,1],7.7)

# Deteccao dos simbolos ideais para Y

aux = 4xnp.clip(np.round ((Y_Y_test[:,0]-1)/2)+2,0,3)+np.clip
(np.round ((Y_Y_test[:,1]-1)/2)+2,0,3)

sym_Y_test = aux.astype(int)

# Deteccao dos simbolos reais para Y

X_Y_dig = 4xnp.clip(np.round ((Y_Y_test_hat[:,0]-1)/2)+2,0,3)+
np.clip(np.round ((Y_Y_test_hat[:,1]-1)/2)+2,0,3)

sym_Y_test ANN_SP = X_Y_dig.astype(int)

# Calculo da BER

BER_Y_ANN_SP = (sum(sym_Y _test!=sym_Y_test_ ANN_SP)/

len (sym_Y_test_ANN_SP))/4

print (’\'t \'t The BER of pol Y using ANN is:’ ,BER_Y_ANN_SP)

# 3.3. Calculando a media das duas polarizacoes
BER_ANN_SP = (BER_X_ANN_SP+BER_Y_ANN_SP)/2
BER_ANN_SP_array[ counter ] = BER_ANN_SP

print (’\'t \t The average BER using ML is:’ ,BER_ANN_SP)

R 4. Deteccao de uma constelacao considerando

polarizacao cruzada (XPM)———#

# 4.1. Deteccao de ambas as constelacoes
print (’\'t Detecting both constellations ”)

scaler = preprocessing. StandardScaler (). fit (X)

X = scaler.transform (X)

# Divide os dados entre treino e teste
X train, X _test, Y _train, Y _test=
train_test_split(X,Y, test_size=0.5)
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# Cria e ajusta o modelo
clf = MLPRegressor(random_state=1, max_iter=1000,

activation = ’logistic ). fit(X_train, Y _train)

# Preve os valores para os conjuntos de teste e treinamento
Y _test_hat = clf.predict(X_test)
Y _train_hat = clf.predict(X_train)

# # Representation

#plt.figure ()

#X _ test = scaler.inverse_transform (X_test)
#plt.plot (X _test[:,0],X_test[:,1],7."7)
#plt.plot(Y_test_hat[:,0],Y_test_hat[:,1],’.")
#plt.plot(Y_test[:,0],Y_test[:,1],7."7)

# Deteccao dos simbolos ideais para X

aux = 4sxnp.clip(np.round ((Y_test[:,0]-1)/2)+2,0,3)+np.clip
(np.round ((Y_test[:,1]-1)/2)+2,0,3)

sym_X_test = aux.astype(int)

# Deteccao dos simbolos reais X

X_dig = 4=np.clip(np.round (( Y_test_hat[:,0]-1)/2)+2,0,3)+
np.clip(np.round (( Y_test_hat[:,1]-1)/2)+2,0,3)

sym_X_test ANN_DP = X_dig.astype(int)

# Calculo da BER

BER_X _ANN_DP = (sum(sym_X_test!=sym_X_test_ ANN_DP)

/len (sym_X_test ANN_DP))/4

print (’\'t \'t The BER of pol X using ANN is:’ ,BER_X ANN_DP)

# Deteccao dos simbolos ideais para Y

aux = 4=xnp.clip(np.round ((Y_test[:,2]-1)/2)+2,0,3)+np.clip
(np.round ((Y_test[:,3]-1)/2)+2,0,3)

sym_Y_test = aux.astype(int)

# Deteccao dos simbolos reais para Y

X_dig = 4xnp.clip(np.round (( Y_test_hat[:,2]-1)/2)+2,0,3)+
np.clip(np.round (( Y_test_hat[:,3]-1)/2)+2,0,3)

sym_Y_test ANN_DP = X_dig.astype(int)



plt

plt.
.semilogy (Power_array ,BER_ANN_SP_array)
.semilogy (Power_array ,BER_ANN_DP_array)
.ylabel (’ Probabilidade de erro de bit )

.xlabel ("’ Potencia optica lancada [dBm]’)

plt
plt
plt
plt
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# Calculo da BER

BER_Y_ANN_DP = (sum(sym_Y_test!=sym_Y_test ANN_DP)

/len (sym_Y_test_ ANN_DP)) /4

print (’\'t \'t The BER of pol Y using ANN is:’ ,BER_Y_ANN_DP)

# 3.3. Calculando a media das duas polarizacoes
BER_ANN_DP = (BER_X_ANN_DP+BER_Y_ANN_DP)/2
BER_ANN_DP_array[ counter ] = BER_ANN_DP

print (’\t \t The average BER using ML is:’ ,BER_ANN_DP)

.figure ()

semilogy (Power_array ,BER_ML_array)
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