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P. Marçal, Marco A. Assis e Elson Correia Jr. , pela amizade, apoio e momentos inesquećıveis
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RESUMO

Este estudo apresenta uma abordagem para a inspeção de obras de arte especiais (OAE),

como pontes, utilizando véıculos aéreos não tripulados (VANTs) e técnicas avançadas de

Inteligência Artificial. O objetivo é aprimorar a segurança e reduzir custos na manutenção

de infraestruturas de concreto. Desenvolveu-se uma metodologia detalhada de captura de

imagens, garantindo a obtenção de dados precisos e confiáveis. O método proposto emprega um

banco de dados de imagens representativo, com 19.659 imagens de estruturas com e sem danos,

para treinar algoritmos eficientes na detecção de fissuras e outros defeitos. A investigação dos

métodos de pré-processamento revela que o filtro Gaussiano apresenta o melhor desempenho

em aumentar a eficiência dos métodos de classificação. Na detecção de bordas, o método

Sobel se destaca. As Redes Neurais Convolucionais (CNN) foram utilizadas na identificação

de trincas, demonstrando uma acurácia de 90,31%, F1-Score de 90,50% e precisão de 91,00%,

superando técnicas tradicionais de classificação, como Máquinas de Vetores de Suporte (SVM)

e Regressão Loǵıstica. A análise da influência da quantidade de imagens reforçou a importância

de uma distribuição equilibrada para otimizar o desempenho do modelo. Como resultado

final, tem-se a elaboração de códigos computacionais para a análise automática das imagens

capturadas e a criação de um protocolo de vistoria aérea otimizado, visando a manutenção

eficiente e precisa de infraestruturas cŕıticas.

Palavras-chave: monitoramento da integridade estrutural; véıculo aéreo não tripulado;

processamento de imagens; inteligência artificial.



ABSTRACT

This study presents an approach for the inspection of engineering structures, such as bridges,

using unmanned aerial vehicles (UAVs) and advanced artificial intelligence techniques. The

objective is to enhance safety and reduce costs in the maintenance of concrete structures. A

detailed image capture methodology was developed, ensuring the acquisition of precise and

reliable data. The proposed method employs a representative image database, with 19,659

images of structures with and without damage, to train efficient algorithms in the detection of

cracks and other defects. The investigation of preprocessing methods reveals that the Gaussian

filter presents the best performance in increasing the efficiency of classification methods. In

edge detection, the Sobel method stands out. Convolutional Neural Networks (CNN) were

used in the identification of cracks, demonstrating an accuracy of 90.31%, an F1-Score of

90.50%, and a precision of 91.00%, surpassing traditional classification techniques such as

Support Vector Machines (SVM) and Logistic Regression. The analysis of the influence of the

number of images reinforced the importance of a balanced distribution to optimize the model’s

performance. As a final result, computational codes were developed for the automatic analysis

of the captured images and the creation of an optimized aerial inspection protocol, aiming at

efficient and precise maintenance of critical structures.

Keywords: structural integrity monitoring; unmanned aerial vehicle; image processing;

artificial intelligence.
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1 INTRODUÇÃO

A detecção de danos em estruturas de concrete, especialmente as de grande porte, tipicamente

envolve importante esforço de engenharia, principalmente devido a dificuldades de acessar

regiões espećıficas. Em particular, o monitoramento de prédios,viadutos e pontes, geralmente

envolve avaliações visuais, realizadas por profissionais experientes, implicando em reduzida

produtividade. Por outro lado, o crescente uso de VANTs (Véıculos Aéreos Não-tripulados), em

diversas aplicações de engenharia, tem demonstrado um importante potencial, especialmente

com foco em redução de riscos relativos à segurança de equipes, bem como por redução de

custos operacionais. Em particular, o uso de VANTs para detectar defeitos em estrutura de

concreto oferece interessante vantagem, apesar de questões técnicas, em termos de planejamento

e execução de voos para obtenção de imagens das estruturas, bem como pelo potencial de

aplicação de técnicas de pós-processamento de imagens com foco em detecção de danos.

Neste contexto, Mohan e Poobal (2018) destacam a importância da detecção automática de

fissuras em concreto como alternativa à inspeção manual, que é limitada pela subjetividade e

experiência do inspetor. Eles realizaram uma revisão abrangente de técnicas de processamento

de imagem para identificar desafios e conquistas nessa área. Flah, Suleiman e Nehdi (2020)

propõem um modelo de inspeção quase automatizado para estruturas de concreto, combinando

processamento de imagem e aprendizado profundo, alcançando alta precisão na classificação

de defeitos. Ruiz et al. (2021) exploram a aplicação de técnicas de aprendizado profundo

na detecção automática de fissuras em revestimentos cerâmicos, demonstrando viabilidade

técnica e benef́ıcios em termos de custo e segurança. Dais et al. (2021) examinam técnicas de

aprendizado profundo para detecção de fissuras em muros de alvenaria, atingindo alta precisão

e pontuação F1. Zhang (2014) desenvolvem um algoritmo de detecção de fissuras em superf́ıcies

de vidro baseado em processamento de imagem digital, obtendo informações de identificação

precisas para avaliar a integridade estrutural.

Kim et al. (2018) focam na inspeção de pontes usando VANTs com sensores de visão de alta

performance. Eles propuseram um método de identificação de fissuras em uma ponte de concreto

envelhecida, utilizando aprendizado profundo e transferência de aprendizado, com resultados

promissores. Hoang e Nguyen (2018) desenvolvem um método de processamento de imagens

para detecção automática de fissuras em paredes de concreto, utilizando algoritmos de detecção

de bordas e otimização meta-heuŕıstica, alcançando alta precisão. Simões, Rodrigues e Pinheiro

(2021) discutem a importância dos VANTs em diversas áreas, enfatizando a necessidade de

planejamento de rotas confiáveis para garantir a segurança nas operações de inspeção. Lei et

al. (2018) abordam as limitações das técnicas tradicionais de detecção de fissuras em imagens

coletadas por VANTs, propondo um novo método baseado no ponto central da fissura para

identificação rápida e precisa. Reagan, Sabato e Niezrecki (2018) exploram uma abordagem

inovadora que combina VANTs com correlação de imagem digital tridimensional para monitorar
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a saúde de pontes, demonstrando a capacidade de detectar mudanças estruturais com alta

precisão.

Lee et al. (2021) propõem uma metodologia para lidar com problemas de qualidade de

imagem em inspeções de pontes usando VANTs, destacando técnicas para avaliação e melhoria

da qualidade da imagem. Zhang et al. (2020) apresentam uma nova abordagem para a

identificação de fissuras superficiais em áreas de mineração utilizando imagens de VANT,

empregando algoritmos de aprendizado de máquina e técnicas avançadas de processamento de

imagem. Simões, Rodrigues e Pinheiro (2021) oferecem uma análise cŕıtica das metodologias de

inspeção de pontes, ressaltando a necessidade de melhorias para uma avaliação mais objetiva e

eficaz. Fujita, Mitani e Hamamoto (2006) e Cha, Choi e Büyüköztürk (2017) contribuem para

essa discussão com métodos inovadores para detecção automática de fissuras em estruturas de

concreto, empregando algoritmos avançados e redes neurais convolucionais para aumentar a

precisão e eficiência das inspeções.

Neste contexto, esta dissertação apresenta uma metodologia integrada de monitoramento

de integridade de estruturas de concreto utilizando imagens obtidas por VANTs e técnicas

de Inteligência Artificial. A criação de um banco de dados (ou dataset, em inglês) de alta

qualidade com 19.659 imagens, balanceando a quantidade de imagens com e sem trincas, é

empregada para o treinamento dos modelos. A investigação abrangeu desde a coleta de dados

com VANTs até a aplicação de técnicas de Inteligência Artificial para a detecção de trincas em

estruturas de concreto. No pré-processamento, diferentes filtros são avaliados para melhorar

a qualidade das imagens, enquanto diversas técnicas de detecção de bordas foram testadas

para identificar as trincas de forma eficaz. A análise comparativa dos métodos de Inteligência

Artificial, incluindo Redes Neurais Convolucionais (CNN), Máquinas de Vetores de Suporte

(SVM) e Regressão Loǵıstica, visou determinar a técnica mais eficiente para a classificação das

imagens. A influência da quantidade de imagens do conjunto de dados também foi estudada

para otimizar o desempenho dos modelos. Esses esforços integrados são fundamentais para

aprimorar a precisão e a eficiência na detecção de trincas, contribuindo para a segurança e

durabilidade das infraestruturas, além de melhorar os métodos de monitoramento da integridade

estrutural (em inglês Structural Health Monitoring -SHM).

1.1 OBJETIVOS DO TRABALHO

O objetivo geral desta pesquisa é desenvolver uma metodologia de monitoramento de integridade

de estruturas de concreto utilizando imagens obtidas por VANTs.

Destacam-se entre os objetivos espećıficos:

• Determinar uma adequada sequência de pré-processamento de imagens;

• Aplicar uma técnica de inteligência artificial de segmentação de imagens para detecção

de danos estruturais;

• Avaliar como se relacionam as caracteŕısticas da câmera fotográfica embarcada com a

condição de voo, visando obter imagens aéreas com qualidades adequadas.
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1.2 CONTRIBUIÇÕES ALCANÇADAS

A principal contribuição desta pesquisa de mestrado é a proposição de um método vistoria e

inspeção de estruturas de concreto ou obras de arte especiais (OAE).

1.3 ORGANIZAÇÃO DO TRABALHO

A presente seção apresenta a organização deste documento. Destacam-se a motivação geral,

objetivos, metodologia utilizada, resultados obtidos e as considerações finais, conforme destaco

a seguir:

• Caṕıtulo 1: Introdução

– Apresentação da área de estudo, importância e motivações. Definição dos objetivos

da pesquisa.

• Caṕıtulo 2: Metodologia

– Descrição da metodologia de pesquisa e revisão da literatura relevante.

• Caṕıtulo 3: Classificação com Inteligência Artificial

– Análise de métodos de classificação via inteligência artificial em imagens de VANTs.

• Caṕıtulo 4: Resultados e Discussões

– Apresentação e análise dos resultados, discussões com base na metodologia e teoria.

• Caṕıtulo 5: Conclusão

– Resumo das descobertas, contribuições e limitações.



5 CONCLUSÃO

A detecção de trincas em estruturas de concreto é crucial para o monitoramento de integridade

estrutural (SHM), garantindo a segurança e durabilidade de infraestruturas essenciais como

pontes, túneis e edif́ıcios. Se não detectadas precocemente, trincas podem levar a falhas

estruturais significativas, resultando em altos custos de reparo e riscos à segurança pública.

Este estudo propôs uma abordagem combinando o uso de véıculos aéreos não tripulados

(VANTs) com técnicas avançadas de Inteligência Artificial para aprimorar a precisão e eficiência

na detecção de trincas.

Os principais objetivos desta pesquisa foram determinar uma sequência adequada de

pré-processamento de imagens e aplicar uma técnica de inteligência artificial eficaz para a

segmentação de imagens visando à detecção de danos estruturais. Todos os objetivos foram

alcançados, resultando em contribuições significativas para a área de SHM.

A coleta de imagens aéreas foi realizada utilizando o VANT DJI Phantom 3 Standard,

que se mostrou eficaz na criação de um dataset diversificado e abrangente. A criação de um

dataset de qualidade é fundamental para o treinamento e validação de algoritmos de detecção

de trincas. Com a aplicação de técnicas de aumento de dados, foi gerado um total de 19.600

imagens, equilibrando a quantidade de imagens com e sem trincas, proporcionando uma base

sólida para o desenvolvimento de algoritmos de detecção.

Na etapa de pré-processamento, a investigação dos filtros de suavização revelou que o filtro

Gaussiano foi o mais eficaz, superando os filtros de Média e Mediana. O filtro Gaussiano

apresentou melhor desempenho em métricas-chave como acurácia (71,13%), F1-Score (71,07%),

precisão (72,60%) e especificidade (73,00%). Além disso, a taxa de acertos foi a maior (35,57%),

enquanto a taxa de erros foi a menor (14,43%), destacando-se como a escolha mais eficaz para

melhorar a qualidade das imagens e facilitar a detecção de trincas.

A análise das técnicas de detecção de bordas indicou que o método Sobel era o mais eficaz

para identificar trincas em imagens de concreto. O método Sobel apresentou as melhores

métricas de acurácia (71,03%), F1-Score (71,53%) e AUC (0,77), além de uma alta sensibilidade

(71,44%) e especificidade (70,61%). Este método também obteve a maior taxa de acertos

(71,11%) e a menor taxa de erros (28,89%), tornando-se a opção mais confiável para o pré-

processamento das imagens.

Na comparação das técnicas de Inteligência Artificial, as Redes Neurais Convolucionais

(CNN) superaram significativamente as Máquinas de Vetores de Suporte (SVM) e a Regressão

Loǵıstica. A CNN alcançou a maior acurácia (90,31%), F1-Score (90,50%) e precisão (91,00%),

destacando-se como a técnica mais eficaz e confiável para a detecção de trincas. As curvas

ROC e as matrizes de confusão corroboraram esses resultados, com a CNN apresentando uma
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sensibilidade de 90,50% e especificidade de 90,00%. A taxa de acertos foi a mais alta, enquanto

a taxa de erros foi a menor, evidenciando a capacidade da CNN em minimizar falsos positivos

e falsos negativos.

Finalmente, a análise da influência da quantidade de imagens do dataset destacou a im-

portância de uma distribuição equilibrada para otimizar o desempenho da CNN. A Configuração

do Conjunto de Dados 3, com uma distribuição balanceada, obteve a maior acurácia (90,31%),

maior precisão (95,00%) e uma sensibilidade de 85,00%, além de apresentar a menor média de

erros (4,50%) e a maior média de acertos (95,50%). Essas descobertas reforçam a eficácia de

uma composição balanceada do dataset para melhorar a precisão e a robustez do modelo.

Em particular, este estudo a viabilidade e a eficácia do uso de VANTs na inspeção de

estruturas de concreto, e também forneceu uma metodologia detalhada e comprovada para

o desenvolvimento de algoritmos de detecção de trincas. A abordagem integrada de coleta

de dados, pré-processamento de imagens e aplicação de técnicas de Inteligência Artificial

resultou em um sistema de monitoramento de alta precisão, eficiência e custo-benef́ıcio. Essas

contribuições representam um avanço significativo na modernização dos métodos de SHM,

promovendo maior segurança e durabilidade das infraestruturas.

5.1 SUGESTÕES PARA TRABALHOS FUTUROS

Nesta seção são apresentadas sugestões para trabalhos futuros, visando a continuidade da

pesquisa:

• Desenvolvimento de Modelos 3D: Implementar técnicas de reconstrução 3D para

criar modelos detalhados das estruturas de concreto, permitindo uma visualização e

análise mais precisa das trincas e outros defeitos estruturais.

• Classificação de Tipos de Danos: Desenvolver algoritmos que não apenas detectem

a presença de danos, mas também classifiquem os tipos de defeitos, como vergalhão

exposto, trincas, infiltrações por umidade, entre outros.

• Análise com Diferentes Modelos de VANTs e Câmeras: Realizar estudos uti-

lizando diversos modelos de VANTs e tipos de câmeras para avaliar a influência das

especificações técnicas dos equipamentos na qualidade da detecção e classificação de

trincas.

• Treinamento com Múltiplos datasets: Ampliar o treinamento dos modelos de

inteligência artificial com diferentes datasets, incluindo imagens de asfalto, trilhos de

ferrovias, entre outros, para verificar a robustez e a generalização dos algoritmos em

diversas aplicações.

• Avaliação de Técnicas de Fusão de Dados: Investigar técnicas de fusão de dados

para combinar informações de imagens aéreas com dados de outras fontes, como sensores

de vibração ou medições geotécnicas, a fim de proporcionar uma análise mais completa e

precisa da saúde estrutural.
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p. 155–177, 6 2009. ISSN 14134853.

ATKISON, K. B. Close Range Photogrammetry and Machine Vision. 1. ed. Caithness,
Scotland: Whittles Publishing Services, 1996. 382 p. ISBN 187032546X.

BISWAS, D. et al. Novel gray scale conversion techniques based on pixel depth. Journal
of Global Research in Computer Science, West Bengal, India, v. 2, 1 2011. DOI:
10.23919/ELINFOCOM.2018.8330719.

BRERETON, R. G.; LLOYD, G. R. Support vector machines for classification and regression.
Analyst, Royal Society of Chemistry, Bristol, UK, v. 135, p. 230–267, 2009. ISSN 1364-5528.

CANNY, J. A Computational Approach to Edge Detection. IEEE Transactions on Pattern
Analysis and Machine Intelligence, Cambridge, MA, USA, PAMI-8, n. 6, p. 679–698,
1986. ISSN 01628828.



64
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