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 Nos dias atuais, principalmente pelo fato de alguns sistemas serem 

desregulamentados, o estudo dos problemas de análise, planejamento e operação 

de sistemas de energia elétrica é de extrema importância para o funcionamento do 

sistema. Para isso é necessário que se obtenha, com antecedência, o 

comportamento da carga elétrica com o propósito de garantir o fornecimento de 

energia aos consumidores de forma econômica, segura e contínua. Este trabalho 

propõe o desenvolvimento de redes neurais artificiais utilizadas para resolver o 

problema de previsão de cargas elétricas. Para tanto, inicialmente, propôs-se a 

introdução de  melhorias na rede neural ����������� com treinamento realizado 

utilizando o algoritmo retropropagação. Neste caso, foi 

desenvolvida/implementada a adaptação dos parâmetros de inclinação e 

translação da função sigmóide (função de ativação da rede neural). A inclusão 

desta nova estrutura de redes neurais produziu melhores resultados, se 

comparado à rede neural retropropagação convencional. Essas arquiteturas 

proporcionam bons resultados, porém, são estruturas de redes neurais que 

possuem o problema de convergência. O problema de previsão de cargas elétricas 

a curto-prazo necessita de uma rede neural que forneça uma saída de forma 

rápida e eficaz. No intuito de solucionar os problemas encontrados com o 

algoritmo retropropagação foi desenvolvida/implementada uma rede neural 

baseada na arquitetura ART (���	
������������������), denominada rede neural 

ART&ARTMAP nebulosa, aplicada ao problema de previsão de carga elétrica. 

Trata-se, por conseguinte, da principal contribuição desta tese. As redes neurais, 
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baseadas na arquitetura ART, possuem duas características fundamentais que são 

de extrema importância para o desempenho da rede (estabilidade e plasticidade), 

que permite a implementação do treinamento de modo contínuo. A rede neural 

ART&ARTMAP nebulosa visa reduzir as imprecisões dos resultados de previsão, 

através de um mecanismo que separa dados analógicos e binários, processando-os 

separadamente. Isto representa uma melhoria na obtenção da qualidade dos 

resultados (redução do tempo de processamento e maior precisão), se comparada 

à rede neural treinada via algoritmo retropropagação (freqüentemente 

considerada pela literatura especializada como um algoritmo de referência). Para 

ilustrar a metodologia proposta, são apresentados os resultados da previsão de 

carga, considerando-se os dados históricos de uma companhia do setor elétrico 

brasileiro para as três arquiteturas de redes neurais desenvolvidas. 
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 Nowadays due to the deregulamentation it is very important to study 

the problems of analyzing, planning and operation of electric power systems.  For 

a reliable operation it is necessary to know previously the behavior of the load to 

guarantee the energy providing to the users with security and continuity and in an 

economic way. This work proposes to develop artificial neural networks to solve 

the problem of electric load forecasting. First, it is introduced some improvements 

on the feedforward neural network, with the training effectuated with the 

backpropagation algorithm. The improvement was the adaptation of the 

inclination and translation parameters of the sigmoid function (activation function 

of the neural network).  The inclusion of this new structure provides better results 

if compared to the conventional backpropagation algorithm. These architectures 

provide good results, although they are structures that have some convergence 

problems. The short term electric load forecasting problem needs a neural network 

that provide a fast and efficient output. To solve this problem a neural network 

based on the ART (��������	 
������	 ������), called� fuzzy ART&ARTMAP 

applied to the load-forecasting problem, was developed and implemented.�This is 

one of the contributions of this work. Neural networks based on the ART 

architecture have two important characteristics for the network performance, 

which are stability and plasticity, allowing the continuous training. The fuzzy 

ART&ARTMAP neural network reduces the imprecision of the results by a 

mechanism that separates the binary and analogical data and processing them 

separately. This represents a quality and an improvement on the results (reduction 
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of the processing time and better precision), if compared to the neural network 

with backpropagation training (often considered as a benchmark in precision by 

the specialized literature). To illustrate the proposed methodology results are 

presented considering the data of a Brazilian power company for the three neural 

network architecture developed.  
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�	 ����������

 O planejamento da expansão, fluxo de potência, operação econômica, 

análise de segurança e controle de sistemas de energia elétrica são alguns 

exemplos de rotinas que dependem efetivamente do conhecimento do perfil da 

carga [O´Donovan, 1983], ����, da estimativa das informações futuras de uma série 

temporal concebida baseada em valores passados. Na literatura, encontram-se 

várias técnicas para realizar a previsão de carga [O´Donovan, 1983]: regressão 

linear múltipla ou simples, alisamento exponencial, estimação de estado, filtro de 

Kalman, modelos ARIMA de Box & Jenkins [Box & Jenkins, 1976] entre outros. 

Todos estes métodos necessitam da modelagem prévia da carga para 

posteriormente serem aplicados. Para modelar a carga, é imperativo que se 

conheça algumas informações, tais como: efeitos atmosféricos (dias nublados, 

velocidade do vento, variações repentinas de temperatura) e efeitos de dias não-

convencionais (feriados, greves, etc.). Quanto mais informações forem 

disponibilizadas, maiores serão as chances de obter soluções de qualidade. Após 

ter sido realizado a modelagem da carga, usando estas informações, inicia-se a 

execução do algoritmo, a fim de obter os resultados (previsão de carga). 

 O uso das Redes Neurais Artificiais (RNA) [Haykin, 1994] é, 
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atualmente, um método alternativo para a resolução do problema de previsão de 

cargas elétricas [Chen et al., 1996; Cristofaro et al., 2003; Djukanovic et al., 1995; 

Kermanshahi & Iwamiya, 2002; Swarup & Satish, 2002; Metaxiotis et al., 2003; 

Baczynski & Parol, 2003; Sfetsos, 2003; Hippert et al., 2001; Liu et al., 1996]. 

 As Redes Neurais Artificiais (RNA) são concepções em ����	��� e/ou 


��	��� baseadas no mecanismo de funcionamento do cérebro. 

 A neurocomputação surgiu, basicamente, em 1943 através da 

proposição de um neurônio artificial por McCulloch e Pitts. A partir deste modelo, 

foram desenvolvidas várias concepções de RNA, porém, os resultados eram pouco 

significativos. Somente após os anos 70 é que houve considerável avanço, 

principalmente, com o advento do algoritmo retropropagação (��������������) 

[Wasserman, 1989] e da rede de Hopfield [Werbos, 1974] e, sobretudo, pelo avanço 

da microeletrônica a partir dos anos 80, tornou-se possível a idealização de 

estruturas em ����	��� de modo eficiente. 

 O algoritmo retropropagação tem por finalidade o aprendizado 

supervisionado (regra baseada no binômio estímulo de entrada − saída) de RNA 

compostas por várias fileiras de neurônios dispostos em paralelo e funções de 

ativação contínuas. Com esta estrutura pode-se executar tarefas como 

reconhecimento de padrões, diagnósticos complexos, previsão, etc. Ele é 

considerado, dentro da literatura especializada, um ��������� em termos de 

precisão. Contudo, a convergência é geralmente lenta, sendo que em alguns casos 

é não-convergente. 

 Uma proposta para tentar contornar este problema consiste em efetuar 

o ajuste da taxa de treinamento, γ, durante o processo de convergência [Lopes, 

2000]. O ajuste da taxa de treinamento é feito usando um controlador nebuloso 

(processo adaptativo baseado na lógica nebulosa, via observação do erro global da 

rede durante o treinamento). Também, usa-se uma função exponencial 

decrescente para estabilizar a atuação do regulador no tempo de treinamento 

inicial e evitar a instabilidade no processo de convergência. Foi proposto, 
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portanto, um treinamento mais rápido, se comparado com a formulação 

convencional do algoritmo retropropagação, conseqüentemente, tornando o 

sistema previsor, a princípio, mais competitivo em comparação aos principais 

métodos encontrados na literatura especializada. 

 Outra proposta consiste, baseado no artigo de Stamatis et al. (1999), na 

implementação de um método de adaptação dos parâmetros de translação e 

inclinação da função não-linear da rede neural (função sigmóide), através do 

método do gradiente descendente. Isso faz com que a rede neural, a cada iteração, 

tenha a capacidade de encontrar uma melhor solução possivelmente fugindo do 

mínimo local, acelerando desta forma sua convergência. 

 A estrutura do algoritmo retropropagação não é “manipulável“, ou 

seja, o treinamento da rede em si não possui um algoritmo flexível. Logo, apesar 

deste algoritmo fornecer bons resultados, não existe a possibilidade de melhorar 

em demasia seu funcionamento, mesmo que as melhorias sejam implementadas, o 

algoritmo retropropagação ainda possui convergência lenta e o problema dos 

mínimos locais. 

 Há outras disponibilidades de redes neurais que oferecem resultados 

mais interessantes do ponto de vista de precisão e rapidez na obtenção das 

soluções, principalmente quando se combinam redes neurais com outras técnicas 

de inteligência artificial, como por exemplo, lógica nebulosa, algoritmos 

evolutivos, etc. [Liao & Tsao, 2004; Villalba & Bel, 2000; Kermanshahi & Iwamiya, 

2202; Chandrashekara et al., 1999; Chui et al., 1997; Srinavasan et al., 1998]. 

 Com o propósito de contornar o problema de convergência encontrado 

pelo algoritmo retropropagação, busca-se estruturas de redes neurais ou até 

mesmo os algoritmos híbridos capazes de desempenhar um funcionamento 

adequado. Dentre as arquiteturas existentes, destacam-se as redes neurais 

baseadas na teoria da ressonância adaptativa (������� ��
������ ������ – ART). 

 As redes neurais ART preservam duas características fundamentais 

para o processamento da rede: a estabilidade (capacidade de aprender através do 
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ajuste dos pesos) e a plasticidade (capacidade de continuar a aprender com a 

inclusão de novos padrões, sem perder a memória com relação aos padrões 

anteriores). Estas duas características proporcionam à rede uma aprendizagem 

estável e uma convergência rápida. 

 Logo, a idéia básica consiste na composição de uma rede neural que 

possa utilizar uma estrutura híbrida composta por arquiteturas de redes neurais 

baseadas na teoria da ressonância adaptativa aplicada ao problema de previsão de 

cargas elétricas. Essas duas arquiteturas utilizadas são: a rede neural ART 

nebulosa e a rede neural ARTMAP nebulosa, que juntas vão originar uma nova 

arquitetura de rede denominada rede neural ART&ARTMAP nebulosa [Ferreira, 

2003]. Pretende-se com esta rede neural solucionar, ou pelo menos reduzir as 

imprecisões dos resultados da previsão de carga. 

 Esta pesquisa visa, por conseguinte, o desenvolvimento de um sistema 

neural para a previsão de carga elétrica multinodal que é um problema que exige, 

consequentemente, a precisão e a rapidez de resposta. Neste sentido, o sistema 

neural proposto, que compreende a rede neural ART&ARTMAP, disponibiliza tais 

requisitos, principalmente com relação à velocidade de resolução. Ressalta-se que, 

embora os exemplos de aplicação apresentados referem-se à previsão global, ou 

seja, trata-se da construção de uma única série temporal, a metodologia proposta é 

perfeitamente compatível com a previsão que envolve vários pontos (subestações, 

barramentos, etc.). É, portanto, suficientemente precisa, rápida e confiável. A 

confiabilidade é uma característica inerente das redes neurais da família ART, 

havendo, sempre, a garantia de geração de uma solução. Também, a rapidez é 

conferida, isto porque a adaptação de pesos (processo de treinamento) é realizada 

considerando apenas um único neurônio por padrão, ao contrário ao que acontece 

com a grande maioria do treinamento com outros algoritmos e redes neurais, onde 

a adaptação de pesos é realizada considerando-se todos ou um grupo de 

neurônios. Deve-se observar, por exemplo, nas redes neurais com treinamento via 

o algoritmo retropropagação, que o treinamento é sabidamente lento, podendo, 

em muitos casos, não existir convergência do processo adaptativo, principalmente, 
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quando o banco de dados for extenso e/ou a tolerância de erro durante o processo 

de treinamento for muito baixa. 

  


���	 ��������	��	��������

 O objetivo deste trabalho é utilizar uma rede neural baseada na 

arquitetura ART [Carpenter & Grossberg, 1987; Carpenter & Grossberg, 1991�; 

Carpenter & Grossberg, 1991�; Carpenter & Grossberg, 1987; Ferreira, 2003], 

denominada rede neural ART&ARTMAP nebulosa [O´Donovan, 1983], e aplicá-la 

à resolução do problema de previsão de carga global de curto-prazo (24 horas à 

frente) de cargas elétricas.  

 A vantagem do emprego desta rede neural se deve ao fato dela 

apresentar a característica de estabilidade e plasticidade, tal como são as demais 

redes neurais da família ART. 

 Além disto, a maior parte das informações processadas por esta rede 

neural (como conseqüência da formulação do problema da previsão de carga 

proposta neste trabalho), é de natureza binária que, a princípio, tende a gerar 

soluções mais rápidas e mais precisas, se comparadas à abordagem analógica. 

 


���	 �����������	��	��������

 A contribuição deste trabalho consiste no desenvolvimento de uma 

arquitetura de rede neural (rede neural ART&ARTMAP nebulosa) que possui a 

capacidade de realizar a previsão de carga a curto-prazo. 

 A estrutura desta rede neural é uma inovação dentre as arquiteturas 

das redes neurais baseadas na teoria da ressonância adaptativa e apresenta as 

seguintes qualidades: 

 

1. tempo de treinamento reduzido; 
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2. precisão comparável às metodologias clássicas disponíveis na literatura; 

3. quando forem disponibilizados novos dados, não há necessidade de reiniciar o 

treinamento. É suficiente apenas incorporar os novos padrões na “memória” 

da rede neural (treinamento continuado); 

4. o tamanho do banco de dados não acarreta problemas de convergência do 

treinamento. 

 


���	 ����������	��	��������

 O trabalho está dividido em sete capítulos, sendo organizado da 

seguinte forma: previsão de cargas elétricas, redes neurais artificiais, algoritmo 

retropropagação, teoria da ressonância adaptativa, rede neural ART&ARTMAP 

nebulosa, aplicação das redes neurais – previsão de cargas elétricas e finalizando 

com as observações finais e sugestões para trabalhos futuros. 

 O capítulo 2 trata da teoria da previsão de carga elétrica descrevendo 

as características das cargas elétricas, os fatores que influenciam a modelagem da 

carga elétrica, classificação dos tipos de previsão de carga elétrica e finalmente as 

técnicas de previsão de carga elétrica existentes nos dias de hoje. 

 No capítulo 3 é feita uma abordagem geral sobre redes neurais na qual 

é apresentada uma síntese histórica sobre redes neurais, até os tipos de redes 

encontradas na literatura e as inúmeras vantagens em utilizá-las. Neste capítulo é 

descrito, também, o funcionamento de um neurônio artificial, das estruturas e dos 

tipos de treinamentos existentes. 

 No capítulo 4 é elaborado um minucioso estudo com relação ao 

algoritmo retropropagação. Este capítulo retrata duas formulações de algoritmo 

retropropagação: algoritmo retropropagação com controlador nebuloso [Lopes, 

2000; Lopes et al., 2000; Lopes et al., 2003] e o algoritmo retropropagação com 

controlador nebuloso e com adaptação dos parâmetros de inclinação e translação 

da função sigmóide [Lopes et al., 2003]. 
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 No capítulo 5 são descritos os principais conceitos da teoria da 

ressonância adaptativa. Este capítulo enfoca a arquitetura e o algoritmo das redes 

neurais ART e ARTMAP que são as principais ferramentas para o 

desenvolvimento da rede neural proposta. 

 O desenvolvimento de uma arquitetura de rede neural, designada 

ART&ARTMAP nebulosa, para o problema de previsão de cargas elétricas, é 

discutido no capítulo 6. Esta rede é uma inovação dentre as redes existentes e é 

introduzida a partir do hibridismo entre duas redes da família ART: rede neural 

ART nebulosa e rede neural ARTMAP nebulosa. 

 No capítulo 7 é apresentada uma aplicação das três estruturas de redes 

neurais desenvolvidas (rede neural �������	��� via algoritmo retropropagação com 

controlador nebuloso, rede neural �������	��� via algoritmo retropropagação com 

controlador nebuloso e com adaptação dos parâmetros de inclinação e translação 

da função sigmóide e finalmente rede neural ART&ARTMAP nebulosa) no campo 

de previsão de cargas elétricas. 

 No capítulo 8 são apresentadas as conclusões e as contribuições deste 

trabalho, retratando também, as sugestões para trabalhos futuros. 

 Este texto, também, contém três apêndices. No apêndice A é descrito 

os principais conceitos sobre a teoria da lógica nebulosa introduzidas por Zadeh. 

O apêndice B é composto por dados de cargas horárias que foram utilizados na 

formação do banco de entradas usados no treinamento das redes neurais 

desenvolvidas. Os artigos científicos decorrentes deste trabalho encontram-se 

relacionados no apêndice C. 

 



 8

 

����������������		

 

��������������		��		������������		������������������		

 

 

��������	
� ��� ���� ���� ��� �
����
�� 
� �
��
��
� ����
������
��

�������������
�����������������������������������������	
����

�����������
����
��������������
����������
���
����	
��
��

���������������
������
������������������ ����������!�����"���

���������#� $��%
�����
������� $��%
�����
������&���
���"��������

������������ ����	
� ��
�'����� ���������
� �� ��
���	
��

���������
� �� 
����	
���� �������������������	
�� ���������
���

���$� �� ����
�� ��� ������������� ������
� 
� �
������
��� ����� ������

����
���������(���
���$
��
���
�����
���
����
���
��������������	
�

��� ����� ���������� )��"� $���
� 
� ���������
� ��� �
�
� $����
�� �

������	
� ��� ���� �������� �
�� �������� ��� �
������� ���� �
�
�� 
��

���
�
�������������������*�������
����
��������
������

 

 

 


���	 �����������	��	�������	�	������	����������

 Com a ascensão do mercado de energia competitivo, em conseqüência 

da desregulamentação dos sistemas de potência, a eletricidade tem se tornado 

uma mercadoria a ser vendida e comprada levando a grande competição no 

mercado, no qual o risco de perda tem de ser mínimo. Logo, a previsão de cargas 
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exerce um papel importante para os sistemas de potência e afeta de forma 

significativa os preços das tarifas elétricas [Hippert et al., 2001; Vehviläinen & 

Keppo, 2003; Sfetsos, 2003]. 

 De forma geral, se o mercado de eletricidade possui um sistema de 

previsão de demanda de carga que execute esta tarefa com um erro mínimo, ou 

seja, o método desenvolvido seja bastante preciso, este mercado terá uma 

maximização em seus lucros e com isso reduzirá suas possíveis perdas, pois o 

sistema estará apto a desenvolver estratégias apropriadas de forma a operá-lo. 

 Existem diversas aplicações na área de sistemas de potência onde a 

previsão de carga também possui um alto grau de importância. São elas: geração 

econômica de potência, controle de distribuição e operação, planejamento de 

manutenção, segurança do sistema, entre outras. 

 


�
�	 ������	����������

 As cargas elétricas são compostas por milhares de aparelhos e 

dispositivos que, quando consideradas em conjunto, apresentam tendências que 

podem ser estatisticamente previstas. Tais tendências são influenciadas por fatores 

que interferem na forma de modelar a carga. Esses fatores podem ser divididos 

em: condições meteorológicas, fatores diversos e fatores sazonais. Para efetuar a 

previsão, primeiramente, é necessário que seja feita uma análise desses fatores e 

verificar como eles influenciam o comportamento da carga. Na literatura tem sido 

proposto uma variedade de métodos previsionais, de modo a estabelecer 

previsões com certo grau de precisão. Esses métodos serão apresentados mais 

adiante. Os métodos de previsão de carga necessitam, basicamente, de duas 

condições fundamentais [Almeida et al., 1991]: 

 

1. informações sobre o passado quantificadas em forma de dados e 

2. assumir que o comportamento ocorrido no passado, de certa forma, irá se 

repetir no futuro. 
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 Os métodos utilizados para previsão de carga podem ser classificados 

em três classes [O’Donovan, 1983]: 

 

1. �������	����������� Encontram-se nesta categoria os métodos de previsão que 

não utilizam um modelo matemático formal para descrever o comportamento 

da carga. 

2. �������	 ��� ������ Compreendem os métodos de previsão que utilizam 

modelos baseados somente na extrapolação de observações passadas da carga. 

A técnica usada consiste na análise da evolução da carga no tempo, podendo, 

de acordo com determinados padrões de comportamento, ser classificada em 

horizontal, sazonal e tendenciosa. No padrão horizontal os dados da carga 

flutuam em torno de um determinado valor médio constante no tempo. Para o 

padrão tendencioso, os dados flutuam em torno de uma curva de tendência 

(média variável no tempo). No padrão sazonal, a carga é influenciada por 

fatores temporais, tais como: estações do ano, dias da semana. Já para o padrão 

cíclico as flutuações ocorrem variando em amplitude e duração. 

3. �������	�������� Estes métodos assumem que a carga exibe uma relação de 

causa e efeito com uma ou mais variáveis independentes, que irão descrever 

seu comportamento. As variáveis utilizadas para justificar a tendência de 

crescimento da carga são: índices sócio-econômicos, crescimento populacional, 

etc. 

 

 A determinação do padrão de comportamento da carga é utilizada na 

escolha do modelo adequado, visando descrever a evolução da carga no tempo e 

através dele pode-se dividir a série temporal (evolução da carga no tempo) em 

duas classes [O’Donovan, 1983]: 

 

1. ��������!���� Uma série temporal é dita ser estacionária se os dados da carga 

tiverem flutuações em torno de uma média constante no tempo. Na Figura 2.1, 

tanto o item (a) como o item (b), possuem dados que mantêm uma média 

constante no tempo, o que indica que a série temporal é estacionária. 
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Figura 2.1.   Série temporal estacionária. 

 

2. "��#�������!���� A série temporal é não-estacionária se os dados da carga 

variam com o tempo, ou seja, se o padrão básico da série histórica dos dados 

apresentam padrões tendenciosos, cíclicos, sazonais ou aleatórios. Na Figura 

2.2 nota-se que o item (a) apresenta um padrão sazonal sobreposto semelhante 

a um padrão horizontal e o item (b) exibe um padrão sazonal com aparente 

tendência para cima caracterizando assim uma série temporal não-

estacionária. Trata-se, portanto, de um comportamento que não se observa 

uma tendência estatística.  
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Figura 2.2.   Série temporal não-estacionária. 

 

 Após selecionar a classe de modelos que melhor descreve os padrões 

de comportamento, é preciso escolher um modelo adequado desta classe que 
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melhor descreve a série temporal com o propósito de realizar previsões para 

valores futuros desta. 

 


�$�	 %�����	&�	��'�������	�	�����	���������

 Os sistemas elétricos de potência fornecem energia elétrica para 

diferentes tipos de consumidores que podem ser divididos em: 

 

1. Residencial; 

2. Comercial; 

3. Industrial. 

 

 Os fatores que influenciam a carga residencial dependem, 

basicamente, do consumo particular e são os mais difíceis de determinar já que 

cada pessoa possui um comportamento de consumo próprio. O consumo das 

indústrias apesar de serem previsíveis, já que a carga depende do grau de 

produção, enfrenta o problema de ocorrência de eventos inesperados (acidentes 

com as máquinas de produção ou até mesmo as greves) que venham a ocasionar 

distúrbios inesperados. Isto afeta bastante a previsão de carga, pois a grande parte 

da eletricidade é consumida pelas indústrias. Assim, dentre vários fatores que 

dificultam o trabalho de previsão tem-se: 

 

• Fatores climáticos: são os fatores que ocorrem a curto prazo. Tem-se como 

exemplos: temperatura, velocidade do vento, neblina, umidade relativa do 

ar, temporal com relâmpago e trovão, chuva, neve, etc. Basicamente, tem-se 

que a temperatura é, em parte afetada, pela nebulosidade, chuva, neve, etc. 

Logo, dentre todos os fatores mencionados a temperatura influencia 

diretamente no consumo de energia elétrica delimitando o uso de 

condicionador de ar, aquecedor, refrigerador, etc. [Swarup & Satish, 2002; 

Hippert et al., 2001, Murto, 1998]; 
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• Fatores econômicos e demográficos: são os fatores que ocorrem a longo 

prazo e que possuem importância fundamental na evolução da previsão de 

carga. Tem-se como exemplo: área demográfica (rural, residencial, 

industrial), crescimento industrial, aparecimento de novas indústrias, 

variação na agricultura, tendências econômicas, variação nos preços de 

eletricidade, administração da carga (demanda), etc. [Murto, 1998]; 

• Fatores de tempo: são desempenhados pelos comportamentos cíclicos e 

efeitos sazonais. No comportamento sazonal se observa a variação da carga 

nos acontecimentos a cerca de determinados períodos do ano, tais como: 

férias, feriados, início do ano escolar, natal, ano novo, semana típica onde 

corresponde ao ciclo de trabalho e descanso, etc. No comportamento cíclico 

se observa o comportamento da carga em dias especiais, tais como: redução 

significante da carga nos dias de sábado e domingo, pequena redução da 

carga na sexta-feira e na segunda-feira, etc. [Murto, 1998]; 

• Fatores esporádicos: são fatores que causam perturbações na carga tais 

como: eventos esportivos, programas de televisão, paralisação das 

indústrias, início ou parada de eventos onde a carga elétrica é grande (usina 

siderúrgica, fornalha, fábrica, etc.) [Murto, 1998]. 

 


�(�	 ������'���)��	��	�������	�	������	����������

 A previsão de carga temporal consiste na determinação de 

procedimentos efetuados para o fornecimento e consumo da carga realizados em 

horas, dias, meses ou anos. Desta forma, pode-se classificar a previsão de carga de 

acordo com o período em que a carga é prevista. Existem quatro tipos de previsão 

de cargas, são elas [Al-Kandari et al., 2004; Metaxiotis et al., 2003; Murto, 1998; 

Swarup & Satish, 2002; Yalcinoz & Eminoglu, 2004]: 

 

 

1. �������	 �	 �����	 �	 *����	 ���+�: este tipo de previsão é realizada 

principalmente na operação de planejamento de sistemas de potência. Essa 
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previsão envolve um período de 10 a 20 anos. É realizada com o propósito de 

efetuar um planejamento a longo prazo. Esses tipos de previsões não 

consideram os dados de carga elétrica diária ou semanal, somente a tendência 

do consumo de demanda de carga a longo prazo. Podem ser aplicados 

também na provisão de equipamentos elétricos, preços de eletricidade, preços 

de fontes alternativas de energia, etc. 

2. �������	�	�����	�	�����	���+�: esta previsão é feita para o planejamento 

de suprimento de combustível, programas de manutenção e planejamento de 

produção a médio prazo. Ela abrange o período de poucas semanas ou até 

mesmo alguns anos. 

3. �������	 �	 �����	 �	 �����	 ���+�: ela ocorre no planejamento e operações 

econômica e de segurança diária dos sistemas de potência. A previsão é feita 

no intervalo de tempo de meia hora a poucas horas, ou até mesmo de 1 dia a 1 

semana. A previsão de carga a curto prazo estima a carga para cada hora do 

dia, pico de carga diária ou geração de energia diária ou semanal.  

4. �������	 �	 �����	 �	 ����������	 ���+�: são essencialmente usadas para o 

planejamento de produção 
������ e controle. A previsão ocorre entre poucos 

segundos e pouco menos de 15 minutos. 
 

 No trabalho desenvolvido somente será enfocado o problema de 

previsão a curto prazo e a previsão realizada é efetuada apenas para 24 horas à 

frente. 

 


�,�	 -�������	�	�������	�	������	����������

 Existem inúmeras técnicas ou métodos para efetuar a previsão de 

cargas elétricas. Estas podem ser categorizadas em duas classes fundamentais, que 

são [Gross & Galiana, 1987; Bunn & Farmer, 1985]: 

 

• ������	"��#���������: a carga é expressa como uma série temporal discreta 

consistindo de valores previstos para cada hora durante um período; 
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• ������	���������: a carga é identificada não apenas como uma função de 

tempo do dia, mas também de seus comportamentos mais recentes. Por essa 

razão, a previsão para uma certa hora precisa de previsões feitas em horas 

anteriores. 

 

 Com respeito aos métodos existentes, conforme a literatura consultada, 

estes estão divididos, basicamente, em duas classes: 

 

1) métodos estatísticos e 

2)  sistemas especialistas. 

 


�,���	 �������	�������������

 Os métodos estatísticos são aqueles baseados em técnicas estatísticas 

onde a formulação da modelagem matemática da carga é de extrema importância. 

Dentre os métodos existentes tem-se: regressão linear ou múltipla, alisamento 

exponencial, filtro de Kalman, espaço de estado e série temporal de Box-Jenkins. 

 


�,�����	 ������	�	.������	*����	��	�/�������

 Este modelo descreve o comportamento estocástico de padrões de 

carga horária em um sistema de potência. Ele assume que a carga, em uma 

determinada hora, pode ser estimada a partir da relação da carga padrão e 

algumas variáveis explanatórias, que, por exemplo, podem ser variáveis 

climáticas, o tipo do dia, classes de clientes, etc. O método pode ser descrito da 

seguinte forma conforme relatam [Moghram & Rahman, 1989; Swarup & Satish, 

2002; Sfetsos, 2003; Murto, 1998]: 

+�,+�,+�,
�

��

�� ��� � ++= ∑
=
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em que: 

�(�) = carga elétrica; 

o, 1, ..., n = coeficientes de regressão; 

�1, ..., �n = variáveis explanatórias; 

�(�) = variável aleatória com média zero e variância constante. 

 

 Os coeficientes de regressão são encontrados através do método dos 

mínimos quadrados. São realizados testes estatísticos para determinar a 

significância desses coeficientes de regressão. É um método de fácil 

implementação. 

 


�,���
�	 ���������	�0���������

 A modelagem da carga -� (�), para o tempo �� utilizando a função de 

ajuste [Moghram & Rahman, 1989]: 

��(�) = � ��(�-1) 

é dada pela Equação (2.5.1.2.1) 

� � (�) = �	(�)T ��(�) + ε (�)  (2.5.1.2.1) 

sendo: 

�(�) = carga elétrica; 

��(�) = vetor de coeficiente; 

��(�) = vetor da função de ajuste para o processo; 

ε (�) = ruído branco; 

� = matriz de transição; 

T = operador transposto. 
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�,���$�	 ����)�	�	������		%�����	�	1������

 Neste método a carga é modelada como uma variável de estado 

usando a formulação de espaço de estado. O modelo de espaço de estado para 

carga no tempo� �� é descrito da seguinte forma [Moghram & Rahman, 1989, 

Villalba & Bel,2000; Murto,1998]: 

 

  Equação do espaço de estado:   ��,�./+�0���,�+����,�+�.���,�+  

  Equação de medida:     ��,�+�0�	�,�+����,�+�.�
�,�+ 

 

em que: 

�(�) = carga elétrica; 

��(�) = matriz de transição; 

��(�) = ruído branco com matriz de covariância �(�); 

��(�) = vetor de medição no tempo t; 

	 (�) = matriz que correlata ��(�) e ��(�); 


 (�) = erro medido (ruído com matriz de covariância �(�)). 

 

 Para implementar o filtro de Kalman deve-se seguir os seguintes 

procedimentos: 

 

1. encontrar a estimativa � (�/�-1) e o erro da matriz de covariância  (�/�-1); 

2. calcular o ganho de Kalman: 

�(�) = (�/�-1) 	(�)T [	(�) (�/�-1) 	(�)T - �(�)-1]; 

3. calcular a estimativa atualizada do erro da matriz de covariância: 

(�/�) = [1 - �(�) 	(�)] (�/�-1) 

sendo: 

�(�) = fator de combinação; 
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4. projetar, à frente, a estimativa �(�+1/�) e o erro da matriz de covariância 

(�+1/�) associada com 

� ��(�+1/�)  = �(�)  � (�/�) 

�  (�+1/�)  = �(�)  (�/�)  �(�)T  + �(�); 

5. Retornar ao passo 2 mudando para o próximo passo de tempo. 

 

 A previsão de espaço de estado é baseada no modelo de Kalman e a 

sua maior dificuldade está no processo de identificação. 

 


�,���(�	 2���	-������	�	3�045�6����

 É a classe mais popular de modelos de previsão dinâmica. O princípio 

básico é que a série temporal da carga pode ser transformada em uma série 

temporal estacionária (invariante no tempo). A carga -(�) é modelado como sendo 

a saída de um filtro linear que tem como entrada, séries aleatórias (�), 

denominadas ruído branco, com média zero e variância )(2 �
�

σ . 

 A classe de modelos que melhor apresenta as características da série 

temporal estacionária é a classe de modelos ARMA [O´Donovan, 1983; Moghram 

& Rahman, 1989; Murto, 1998]. Dentre os mesmos, podem-se citar os seguintes 

modelos: o modelo Ruído Branco, o modelo ���
� 1��������� (AR), o modelo 

2
���� ������ (MA) e finalmente o modelo ���
� 1���������� 2
����� ������ 

(ARMA). 

 


�,���(���	 �����	.����	3����� 

 O modelo é definido por [O´Donovan, 1983]: 

+�,+�, � �� += θ  

em que: 
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�(�) = carga elétrica; 

��(�) = séries aleatórias; 

θ� = termo constante. 

 


�,���(�
�	 �����	�������������
�	7�.7�88 

 O modelo é definido pela equação [O´Donovan, 1983; Moghram & 

Rahman, 1989]: 

 

+�,+��,+3�,+/�,+�, ���� ����� +−++−+−+= φφφθ �  

sendo que:�

�
φφ ,,1 �  = coeficientes auto-regressivos; 

�� 0� ordem do modelo. 

 


�,���(�$�	 �����	��
�����
�����	7��7&88 

 O modelo é definido da seguinte forma [O´Donovan, 1983; Moghram 

& Rahman, 1989]: 

 

+��,+3�,+/�,+�,+�, ���� −−−−−−−+= ����� θθθθ �  

no qual: �

�
θθ ,,1 �  = são coeficientes de média móvel; 

�� 0� ordem do modelo. 

 


�,���(�(�	 �����	�������������
����
�����
�����	7�.��7�9&88 

 Este modelo utiliza ambos os termos ��
���������� e de �
����������. 

O modelo é definido da seguinte maneira [O´Donovan, 1983; Moghram & 

Rahman, 1989; Murto, 1998]: 
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+��,+3�,+/�,+�,

+��,+3�,+/�,+�,

���

����

−−−−−−−+

+−++−+−+=

����

����

θθθ
φφφθ

�

�
 

 Os modelos ARIMA(�,�,�) são as classes mais comuns de modelos que 

melhor representam uma série temporal não-estacionária. 

 As séries temporais não-estacionárias passam por uma transformação 

denominada ��$$����������a qual possui a finalidade de estacionarizá-las para então 

depois serem utilizadas [O´Donovan, 1983, Moghram & Rahman, 1989; Murto, 

1998]. Dentre os modelos de série temporal não-estacionária tem-se: o modelo 

4�5�����&��
 e os modelos ���
�1����������6���������2
����������� (ARIMA). 

 


�,���(�,�	 �����	:��6	����;��� 

 O modelo é definido por [O´Donovan, 1983]: 

+�,+/�,+�, � ��� ++−= θ  

 Este modelo é caracterizado pelo fato de que as primeiras diferenças 

regulares desse modelo forma um modelo de Ruído Branco. Neste modelo, a 

previsão para todos os períodos de tempo futuro é exatamente o último valor 

observado da série temporal. 

 


�,���(�<�	 ������	�������������
���������������
�����
�����	7�.���8 

 São caracterizados pelas primeiras diferenças regulares formarem 

modelos ARMA, tais como AR(1), AR(2), MA(1) e MA(2) [O´Donovan, 1983]. 

 O primeiro destes é conhecido como modelo A��
�����������6�������� 

ARI(1,1) sendo definido como [O´Donovan, 1983]: 

 

+�,+3�,+/�,+/,+�, ��� ���� +−−−++= φφθ  
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em que as primeiras diferenças regulares forma um modelo AR(1). O modelo 

ARI(2,1) é encontrado de forma similar e as primeiras diferenças regulares forma 

um modelo AR(2). 

 O modelo IMA(1,1) é definido como [O´Donovan, 1983]: 

+�,+/�,+/�,+�, �� ���� +−−−+= θθ  

no qual as primeiras diferenças regulares formam um modelo MA(1). O modelo 

IMA(1,2) é encontrado, de forma similar, sendo que as primeiras diferenças 

regulares formam um modelo MA(2). 

 O último modelo a ser considerado é o modelo ARIMA(1,1,1) sendo 

que as primeiras diferenças regulares deste modelo formam um modelo 

ARMA(1,1). Este modelo é descrito como [O´Donovan, 1983]: 

 

+/�,+�,+3�,+/�,+/,+�, ���� −−+−−−++= ����� θφφθ  

 De uma forma geral, os modelos considerados são todos casos 

particulares dos modelos ARIMA (�,1,�), cujas primeiras diferenças regulares 

formam modelos ARMA(�,�). 

 Os modelos ARIMA(�,�,�) são aqueles cujas �-ésimas diferenças 

regulares formam modelos ARMA(�,�). É importante lembrar que na prática 

modelos ARIMA(�,�,�) com � ≥ 2 não ocorrem. 

 


�,�
�	 2������	�������������

 Os sistemas especialistas são modelos heurísticos baseados na 

inteligência artificial e que tentam imitar o raciocínio humano. Em resumo, um 

sistema especialista é um programa que possui uma base de conhecimento em um 

domínio restrito e usa um raciocínio conclusivo e complexo na execução de tarefas 

[Moghram & Rahman, 1989; Metaxiotis et al., 2003; Murto, 1998]. 
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 A previsão de carga realizada por um técnico é feita em cima de um 

banco de dados histórico que contém informações que auxiliem na previsão, tais 

como: tipo do dia, fatores sociais e fatores do tempo. Desta forma, os valores de 

carga desses dias são tomados como uma base para a previsão. Um sistema 

especialista é uma versão automatizada deste processo de busca. 

 Pode-se também construir um sistema de previsão utilizando como 

base o conhecimento. Este conhecimento é representado por fatos e regras que 

possuem a capacidade de denotar as regras e fatos do tipo �$�����. Essas regras 

definem as relações entre os fatores externos e as cargas diárias e são 

desenvolvidas com base na lógica nebulosa [Zadeh, 1965]. As técnicas baseadas 

em redes neurais artificiais, algoritmo genético, programação evolutiva, etc., 

também fazem parte dos sistemas especialistas e vêm sendo utilizadas na previsão 

de carga. 

 Existem outros métodos heurísticos que são utilizados na previsão de 

carga e, com certeza, estes vêm se tornando uma opção alternativa para a área, 

pelo fato de obterem resultados que são compatíveis com os obtidos pelos 

métodos tradicionais e por serem de fácil implementação. Normalmente, os 

sistemas especialistas não levam em consideração as correlações de fatores 

externos com a carga elétrica, o que é uma tarefa muito difícil, e tem de ser levada 

em consideração para utilizar os métodos tradicionais. 

 


�,�
���	 *;����	"=������

 A lógica nebulosa é uma generalização da lógica booleana. A diferença 

é que na lógica nebulosa, as entradas são avaliadas como variáveis lingüísticas. 

Por exemplo, a carga no transformador pode ser “baixa”, “média” ou “alta”. A 

lógica nebulosa possui a capacidade de deduzir saídas a partir das entradas 

nebulosas (mapeamento de entradas e saídas). Desta forma, a lógica nebulosa não 

necessita de uma modelagem matemática para relacionar as entradas e saídas e 

suas entradas podem conter algumas imprecisões. Isto garante que o método seja 



 23

robusto quando for utilizado. Dadas as entradas nebulosas, ocorre o 

processamento lógico (base de regras do tipo �$-����) e em seguida a 

desnebulização a qual produzirá saídas com uma ótima precisão. 

 Existem inúmeros artigos que utilizam a lógica nebulosa para realizar 

a previsão de carga. Dentre eles destacam-se as referências: [Al-Kandari et al., 

2004; Liao & Tsao, 2004; Liu et al., 1996; Wang et al., 2002]. 

 


�,�
�
�	 .��	"�����	����'�������

 Desde 1990 as redes neurais artificiais vêm sendo utilizadas como 

ferramenta na resolução do problema de previsão de cargas elétricas [Swarup & 

Satish, 2002; Metaxiotis et al., 2003; Baczynski & Parol, 2003; Sfetsos, 2003; Hippert 

et al., 2001; Liu et al., 1996; Chen et al., 1996;]. 

 As redes neurais são estruturas de processamento de informação, 

composta por unidades de processamento (neurônios) interconectadas. Estas 

possuem a capacidade de fornecer saídas relacionadas a entradas lineares ou não-

lineares (generalização). 

 A rede neural artificial baseada no algoritmo retropropagação 

(��5��
����
�) [Rumelhart et al., 1986]. Uma das técnicas mais utilizadas para 

realizar a previsão de cargas elétricas. O treinamento é baseado no banco de dados 

de entrada com a conseqüente saída desejada. Os dados de entrada contêm dados 

históricos da carga, dados do tempo, etc. Já os dados de saída são formados por 

dados históricos da carga. 

 Para se efetuar a previsão de carga utilizando redes neurais artificiais é 

necessário: 

 

• escolher qual a estrutura de rede neural será usada; 

• escolher o tipo de treinamento mais adequado à estrutura da rede neural e ao 

problema em questão e 
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• escolher os dados que serão utilizados como entrada da rede neural artificial, 

ou seja, os dados representativos que caracterizam o problema. 

 

 A vantagem do uso das redes neurais é a capacidade da rede em se 

instruir somente através das relações existentes entre os padrões de entrada e de 

saída. Normalmente, os padrões de entrada são dados das cargas atuais e 

passadas. A saída é composta por valores da carga futura (um passo à frente). 

Além disso, as redes neurais possuem a capacidade de efetuar aproximações de 

funções contínuas com uma precisão desejada. Assim, podem ser vistas como 

métodos multivariados. 

 Os métodos baseados na inteligência artificial vêm demonstrando 

grande eficiência, quando aplicados a problemas da vida real, como, por exemplo, 

a previsão de cargas elétricas. Atualmente, na literatura encontram-se inúmeras 

técnicas que vem mostrando resultados bastante promissores. Tais técnicas são 

baseadas no hibridismo entre a lógica nebulosa, redes neurais artificiais, métodos 

estatísticos e estocásticos, e que quando unidas tendem a obter melhores 

resultados [Wang et al., 2002; Liao & Tsao, 2004; Villalba & Bel, 2000; Kermanshahi 

& Iwamiya, 2002; Chandrashekara et al., 1999; Chui et al., 1997; Skarman et al., 

1998]. 

 


�<�	 �����!�����

 Neste capítulo foi apresentado um estudo sobre a previsão de cargas 

elétricas. Este enfocou na importância em se efetuar a previsão de carga elétrica 

nos dias de hoje e nas relações existentes entres os fatores (climático, econômico, 

tempo e aleatório) que interferem na previsão de carga elétrica. Também foram 

abordados os diferentes tipos de previsões de cargas elétricas que podem ser 

realizadas (longo-prazo, médio-prazo, curto prazo e curtíssimo prazo) e as 

inúmeras técnicas existentes na literatura que são utilizadas para resolver este 

problema. 
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���	 ��������	����������

 Desde os últimos 100 anos, o ser humano vem sendo impulsionado em 

desvendar o conhecimento sobre o funcionamento do cérebro. A partir daí, 

pesquisadores já se sentiram estimulados em adentrar em um novo ramo da 

ciência. 

 Os primeiros conceitos da era moderna das redes neurais artificiais 

(RNAs) surgiram na década de 40, mais especificamente em 1943 com o trabalho 

precursor de McCulloch e Pitts [McCulloch & Pitts, 1943] que descrevia um 

cálculo lógico sobre as redes neurais unindo estudos neuro-biológicos com a lógica 

matemática. A década de 40 terminou com a publicação do livro “��������� ������

��� !������” escrito por Donald Hebb, em 1949 [Hebb, 1949], que introduziu o 

conceito básico da aprendizagem Hebbiana. 
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 A década de 50 presenciou o surgimento de redes baseadas em 

reforço, com formas simples de aprendizado desenvolvidas por Minsky em 1951. 

Em 1958 Von Neumann com o livro “����"���
�����������!���” [Von Neumann, 

1958], descreveu a modelagem do desempenho do cérebro através de ���#��.  

 Na década de 60, o interesse nesta área ressurgiu em 1962 com 

Rosenblatt, que publicou o livro “$��������������
��%������” [Rosenblatt, 1962]. 

Este livro introduziu as redes denominadas ���������, que mais tarde, em 1969, 

se tornariam alvo de pesquisas efetuadas por Minsky e Papert [Minsky & Papert, 

1969]. Eles descobriram que os ���������, descritos por Rosenblatt, eram 

incapazes de resolver problemas elementares como o problema do ou-exclusivo. 

Com isso, o interesse de pesquisa nesta área diminuiu. 

 Somente no final da década de 70 e início da década de 80, foi quando 

houve a renovação do interesse nas redes neurais artificiais. Grossberg, Kohonen, 

Anderson, Hopfield, etc. contribuíram nesta nova fase. Pode-se dizer que o marco 

mais importante foi o desenvolvimento do algoritmo !��&���������� 

(retropropagação), primeiramente proposto por Werbos em 1974 [Werbos, 1974], e 

em 1986 redescoberto por Rumelhart, Hinton e Williams [Rumelhart et al., 1986]. 

Este algoritmo tornou-se o mais popular entre as redes neurais artificiais e 

renovou o interesse de pesquisadores nesta área do conhecimento humano. 

Atualmente, o ramo de pesquisa nesta área tem expandido. Desta forma, espera-se 

redes mais eficientes que possam ser aplicadas a inúmeros problemas importantes 

da vida real. 

 


���	 �����	������	����������

 As redes neurais artificiais são técnicas computacionais que 

apresentam um modelo matemático inspirado na estrutura neural de organismos 

inteligentes e que adquirem conhecimento através da experiência [Mendes Filho 

& Carvalho, 1997]. 
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 O cérebro humano é composto por cerca de 100 bilhões de neurônios 

que executam papel essencial na determinação do funcionamento e 

comportamento do corpo humano e do raciocínio. Na Figura 3.1 são mostrados 

os vários componentes de um neurônio biológico mais comum [Mendes Filho & 

Carvalho, 1997]. 

���������

	��
���

�����
���
�

������

 

Figura 3.1.  Componentes de um neurônio biológico. 

 

 No cérebro humano, os neurônios captam os sinais entre si, através 

de inúmeras estruturas finas chamadas �������� (terminais de entrada), e 

enviam atividades elétricas por meio de um longo e fino suporte conhecido 

como �'���� (terminal de saída) [Mendes Filho & Carvalho, 1997; Stergiou, 1996]. 

 Os neurônios são interligados por meio das ��������, região na qual o 

�'���� de um neurônio conecta o ������� de outro neurônio. Se um neurônio é 

ativado� um sinal eletroquímico é disparado ao longo do �'���� que, através das 

��������� é enviado para outro neurônio. 

 O sinal eletroquímico do neurônio é disparado somente se o sinal 

total recebido dos �������� exceder a um certo nível (��������) e, pode-se dizer 

que, o comprimento deste sinal depende da eficácia das ��������. Cada ������� 

contém uma abertura com um neurotransmissor químico para transmitir um 

sinal (impulso nervoso). Assim, pode-se concluir que, através desta 

conectividade, é atribuída a inteligência. 
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�
�	 �����	������	����������	

 Com o desenvolvimento da inteligência artificial, surgiram idéias de 

como representar, através de determinados programas, o funcionamento do 

processo de aprendizagem do cérebro humano. A tentativa de emular a rede 

neural do cérebro deu origem à chamada Rede Neural Artificial. 

 A rede neural artificial é um processador paralelo composto por 

unidades de processamentos (neurônios ou nodos) que possui a capacidade de 

armazenar conhecimento. Semelhante ao cérebro humano, a rede neural possui 

um neurônio artificial que foi designado a imitar as características do neurônio 

biológico. Dentre essas características citam-se [Wasserman, 1989]: 

 

•  �������!�"��	��������	!���#�$ Armazenamento do conhecimento através 

do treinamento [Storb & Wazlawick, 1999]. 

• %"�������#&��	 �"���	 "���'"���	 ������	 ���	 ��"��&��	 ��"(������$ Utilizadas 

para o armazenamento de informações [Storb & Wazlawick, 1999]. 

• ��������	�	��"�����)�#��$ Permite que a rede neural artificial forneça, 

em tempo real saídas com uma razoável precisão para entradas que não 

participaram da fase de treinamento [Storb & Wazlawick, 1999]. 

 

 A Figura 3.2 mostra os componentes de um neurônio artificial 

proposto por McCulloch e Pitts [McCulloch & Pitts, 1943; Stergiou, 1996]. 
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Figura 3.2.  Componentes de um neurônio artificial. 
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 O modelo básico de um neurônio artificial com � entradas é 

apresentado na Figura 3.3, sendo f (s) uma função não-linear denominada função 

de ativação. 
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Figura 3.3.  Modelo de um neurônio artificial. 

 

 O processo de treinamento do neurônio artificial é muito simples e se 

desenvolve da seguinte forma [Wasserman, 1989]: 

 

1. Um conjunto de entradas (, '1, '2, ..., 'n, é aplicado ao neurônio artificial. As 

entradas correspondem aos sinais dentro das sinapses de um neurônio 

biológico. 

2. Cada sinal é multiplicado por um peso associado �, #1, #2, ..., #n, que está 

relacionado com a “resistência” de uma única ligação sináptica biológica. 

3. Em seguida estes são aplicados a um bloco somatório, Σ, denominado soma 

(���� do grego que significa corpo celular), que corresponde ao corpo celular 

biológico. 

4. Se a soma ponderada das entradas for maior que o valor de #0 (����) o 

neurônio é ativado provocando um pulso na saída, como mostra a Equação 

(3.3.1). Caso contrário, o neurônio não é ativado. O peso ���� pondera uma 

entrada (arbitrária) '0 = +1, que atua como controle do nível de saída do 

neurônio [Storb & Wazlawich, 1999; Widrow & Lehr, 1990]. 
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 A saída intermediária do neurônio é, então, dada por:�

 ∑=
�

�
���� ���  (3.3.1) 

 

 A ativação do neurônio artificial é feita por uma função denominada 

função de ativação. A Figura 3.4 mostra alguns exemplos de funções de ativação. 
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(b) Função Linear: FL (�i) = �i  para todo �i 
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(c) Função Sigmoidal: FS (�i) = 
�� �λ−+1

1
 

Figura 3.4.  Funções de ativação: (a) função relé, (b) função linear e 

(c) função sigmoidal. 

 

 As funções do tipo relé são apropriadas para sistemas binários, 

enquanto que as funções sigmoidais podem ser empregadas tanto para sistemas 

contínuos como binários. A função sigmóide é a mais utilizada, por ser contínua 

e apresentar uma derivada simples [Aggarwal & Song, 1997; Fine, 1999; 

Simpson, 1989; Storb & Wazlawick, 1999; Widrow & Lehr, 1990]. 

 


�*�	 +��������	�	���	������ 

 As redes neurais artificiais podem ser definidas como conjuntos bem 

estruturados de unidades de processamento, interligadas por canais de 

comunicação, cada qual tendo um determinado peso correspondente a um valor 

numérico. 

 Elas consistem de unidades de processamento, neurônios, conectados 

entre si formando uma disposição estrutural de camadas e conexões entre as 
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camadas. Basicamente, as redes neurais são compostas por três camadas: camada 

de entrada, camada intermediária e camada de saída como ilustra a Figura 3.5. 

 

���
���
�

���
���
�

���
���
�

x 1

x 2

x
�

y 1

Camada de
Entrada

Camada
Intermediária

Camada de
Saída

y
�

Pesos

Padrões de
Saída

Padrões de
Entrada

(1)
11�

(1)
12�(1)

1n�

(2)
21�

(2)
2m�

(2)
11�

(2)
1m�

(2)
31�

(2)
3m�

(1)
21� (1)

22�

(1)
2n�

(1)
n1�

(1)
n2�

(1)
nn�

 

Figura 3.5.  Disposição das redes neurais artificiais. 

 

 Com relação a propagação dos dados, as redes neurais podem ser 

divididas em duas classes [Krose & Smagt, 1996]: 

 

1. Redes )�����#��: Os dados fluem das unidades de entrada para as 

unidades de saída. São estritamente ������#��. O processamento dos dados 

pode se estender sobre múltiplas unidades (camadas), porém, as conexões 

�������& não estão presentes [Krose & Smagt, 1996]. 

2. Redes Recorrentes: Contém conexões �������&. Em alguns casos, os valores de 

ativação das unidades submetem-se a um processo de adaptação tal que a 

rede evoluirá para um estado estável no qual estas ativações não variarão 

mais [Krose & Smagt, 1996]. 

 

 A rede recorrente desenvolve uma memória a longo prazo nos 

neurônios internos, enquanto que na rede ������#�� a saída é exclusivamente 
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determinada em função das entradas e dos valores dos pesos [Ward Systems 

Group, 2000; Wasserman, 1989]. 

 


�,�	 -���"�!�"��	�	���	������	

 Dentre todas as características das redes neurais, uma das mais 

importantes é a habilidade de aprender e com isso melhorar seu desempenho. A 

rede é treinada de maneira que um conjunto de entrada produza o conjunto de 

saída desejada, ou pelo menos consistente [Mendes Filho & Carvalho, 1997; 

Wasserman, 1989]. 

 O treinamento torna-se completo a partir do momento em que 

aplicando um conjunto de entradas (vetores), seqüencialmente, os pesos da rede 

se ajustam de acordo com o procedimento predeterminado. Os pesos da rede 

convergem gradualmente a determinados valores, à medida que o vetor de 

entrada produz o vetor de saída desejado [Wasserman, 1989]. Quanto ao tipo de 

treinamento, pode-se classificá-lo em dois grupos distintos: 

 

1. -���"�!�"��	 .����/����"��	 ��	 -���"�!�"��	 ���������/�$ A rede é 

treinada através da combinação dos padrões de entrada e saída. Este 

treinamento exige a presença de um agente externo (tutor ou professor) na 

fase de aprendizado, que avalia e informa à rede sobre seu desempenho. O 

agente externo adquire conhecimento da rede, na forma de mapeamentos 

(padrões) de entrada-saída. Dentre algumas redes que possuem este tipo de 

treinamento pode-se citar: a rede Madaline, que utiliza o algoritmo de 

aprendizagem !��&����������, a rede Grossberg, a rede ARTMAP, a rede 

ARTMAP )
  %, entre outras [Krose & Smagt, 1996; Wasserman, 1989]. 

2. -���"�!�"��	 ���0�����/����"��	 (����	
���������)$ O conjunto de 

treinamento consiste exclusivamente de vetores de entrada. O treinamento 

não-supervisionado não possui tutor, ou seja, a rede é autônoma. Neste 

paradigma, o sistema é suposto como sendo capaz de descobrir, 
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estatisticamente, características relevantes dos dados de entrada. As redes de 

Hopfield, Kohonen e ART (convencional e nebulosa) são exemplos de redes 

que possuem treinamento não-supervisionado [Krose & Smagt, 1996; 

Wasserman, 1989]. 

3. -���"�!�"��	 ��!������/�$ Semelhante ao treinamento supervisionado, 

neste treinamento existe uma saída desejada. As redes que utilizam este tipo 

de treinamento possuem vários neurônios de saída. Quando um padrão de 

entrada é aplicado à rede, os neurônios de saída “competem” entre si para 

que prevaleça apenas um neurônio, o qual fornecerá a saída desejada. Como 

exemplo de redes neurais que possuem este tipo de treinamento destaca-se a 

rede "�
������������� [Storb & Wazlawick, 1999]. 

4. -���"�!�"��	��1���$ É o treinamento onde ocorre uma alternância entre o 

treinamento não-supervisionado e o treinamento supervisionado. 

 

 Existem diversos algoritmos para efetuar a aprendizagem de redes 

neurais artificiais. Dentre eles destacam-se [Krose & Smagt, 1996; Wasserman, 

1989]: 

 

• regra de *���; 

• regra delta de +���# e *���; 

• regra delta generalizada; 

• algoritmo de aprendizagem !��&,����������. 

 


�2�	 -����	�	����	�������	�����������	

 Existem diversos modelos de redes neurais artificiais sendo 

utilizados nas mais variadas aplicações. Dentre os modelos de redes neurais 

mais conhecidos, destacam-se [Storb & Wazlawick, 1999]: 
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• ���	"�����	�	���������	�����$ Foi desenvolvida em 1943 e representa o 

neurônio como uma unidade de limite binário que pode executar operações 

lógicas básicas (NOT, AND e OR) por meio do ajuste adequado dos pesos 

[McCulloch & Pitts, 1943]. 

•  ��������"	�	��!��	��!����$ Proposta por -��������� em 1958 é utilizada 

para o reconhecimento e classificação de padrões e também é usada para 

resolução de problemas lógicos que envolvem os operadores AND e OR. Já, 

a	���	"�����	���������"	!3�������	��!��� pode realizar operações lógicas 

complexas [Rosenblatt, 1958]. 

• ���	 "�����	 �4�5%�+$ Desenvolvida em 1959 por +���# e *��� é 

utilizada para reconhecimento de padrões, porém só reconhece os padrões 

nos quais foi treinada. A partir do momento em que é generalizada para 

uma rede neural multicamada, torna-se uma rede neural	 ��4�5%�+ e 

apresenta um alto grau de tolerância a falhas [Widrow & Hoff, 1960]. 

• ���	"�����	����������$ Proposta em 1969 por .���&% e $����. Uma rede 

neural multicamada que é utilizada, por exemplo, para classificação e 

controle de robôs [Minsky & Papert, 1969]. 

• .6�	�	�������$ Foi elaborada por /������ em 1972. A rede SOM (Self 

Organizing Map) de /������ é uma rede competitiva com a habilidade de 

fazer mapeamentos entre dados de entrada e saída [Kohonen, 1972]. 

• ���	 "�����	 ������������$ Em 1974, +���� apresentou a primeira 

concepção do algoritmo !��&���������� [Werbos, 1974]. Porém, foi a partir 

de 1986 que -
������, *����� e +�������, informados do trabalho de +����, 

tiveram idéia de como ajustar os pesos de uma rede neural das unidades de 

entrada para a unidade de saída e propagar o erro na direção inversa das 

unidades da camada de saída. Esta rede neural é utilizada em operações 

lógicas complexas e classificação de padrões [Rumelhart et al., 1986]. 
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• ���	 ��-$ A rede ART (0�������� -��������� ����%) foi desenvolvida em 

1975 por 1������ e tem por base características da teoria da ressonância 

adaptativa. Ela é adaptada para reconhecimento de sinais e processamento 

de imagens [Grossberg, 1976]. 

• ���	 �	 ��������$ Desenvolvida em 1982 por *������� sendo uma rede 

utilizada para reconhecimento de imagens [Hopfield, 1982]. 

• ���	���$ A rede neural CNM ("����������� ��
�� .����) é uma rede 

apropriada para o processamento de reconhecimento, análise e classificação 

de dados [Machado & Rocha, 1989]. 

• ���	� �$ A rede neural CPN ("�
������������� Network – composta por 

duas redes neurais em série: a rede de /������ com o treinamento não-

supervisionado e a rede de 1������ com o treinamento supervisionado) é 

uma rede competitiva projetada para funcionar como uma tabela de 

consulta autoprogramável com a habilidade de interpolar dados de entrada 

[Hecht-Nielsen, 1987]. 

• ���	 ���$ Uma rede BAM (!����������� 0���������� .���%) possui uma 

memória associativa bidirecional. Ela permite um certo grau de tolerância a 

erros, quando os dados fornecidos possuem um padrão corrompido [Kosko, 

1987]. 

• ���	������������$ Uma rede multicamadas com conexões parciais entre as 

unidades das várias camadas. Foi desenvolvida para reconhecer caracteres 

alfabéticos escritos a mão. O treinamento desta rede é difícil, porém possui 

uma boa tolerância a erros, pois reconhece os caracteres mesmo com certa 

inclinação na escrita ou pequena distorção na imagem [Fukushima et al., 

1983]. 

 


�7�	 8�"����"�	��	����	�������	�����������	
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 As redes neurais artificiais estão baseadas numa arquitetura de 

implementação paralela que possui a capacidade de generalização, isto é, a rede 

neural consegue responder de maneira adequada a novas situações (diagnóstico) 

baseada no aprendizado realizado através de experiências passadas 

(treinamento). Estas duas características são de extrema importância, pois, 

tornam possível a resolução de problemas que na vida real são ������� de serem 

resolvidos. 

 As redes neurais apresentam características singulares que só podem 

ser encontradas em suas estruturas. São elas [Haykin, 1994; Storb & Wazlawick, 

1999]: 

• Aprendizado e generalização: tem a capacidade de obter resultados 

sensíveis através da aprendizagem e do armazenamento de 

conhecimento; 

• Processamento paralelo: permite que as tarefas complexas sejam 

executadas com maior rapidez; 

• Não linearidade: elas suprem uma alternativa analítica que as técnicas 

convencionais limitam-se, muitas vezes, por suposições estritas de 

normalidade, linearidade, independência de variável, etc.; 

• Robustez: a rede é apta a processar dados com ruídos ou dados 

incompletos de forma eficaz; 

• Flexibilidade: as redes neurais possuem uma ampla aplicabilidade em 

qualquer que seja sua área de atuação. 

 


�9�	 ������#&��	��	����	�������	�����������	

 A capacidade de aprendizado e generalização das redes neurais 

artificiais propicia sua aplicação em diversos problemas da vida real. 

Atualmente, um grande número de pesquisadores vem inovando diversas 
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arquiteturas de redes neurais e técnicas de aprendizado adaptando-as a 

aplicações específicas, como por exemplo, previsão de carga, avaliação de 

segurança, controle, diagnóstico de falhas, intensificação de sistemas, 

planejamento, operação e proteção de sistemas de potência, etc. [Aggarwal & 

Song, 1997]. 

 Com isso, vem crescendo o interesse de aplicação das redes neurais a 

diversos tipos de problemas e em diversas áreas como Medicina, Engenharia, 

Biologia, etc. Dentre os principais tipos de aplicação tem-se: 

 

• Diagnóstico; 

• Reconhecimento de padrões; 

• Processamento de Imagens; 

• Regressão e previsão; 

• Controle; 

• Otimização; 

• Filtragem de dados. 

 


�:�	 ��!�"�(����	

 Neste capítulo foi apresentada uma abordagem geral sobre as redes 

neurais artificiais. Primeiramente foi feita uma reflexão histórica na qual mostra 

o crescimento no campo de pesquisa envolvendo as redes neurais artificiais, 

enfatizando desde o primeiro conceito até o avanço das redes neurais artificiais 

nos dias atuais. Com isso, efetuou-se o estudo do neurônio biológico e também 

do neurônio artificial que foi criado a partir das características do neurônio 

artificial. Este capítulo também mostra os diferentes tipos de treinamento que 

existem na literatura. Assim, é feita uma síntese sobre toda a estrutura e 
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funcionamento das redes neurais, relatando as vantagens em utilizá-las e as 

aplicações em que elas vêm se destacando. 
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���	 �	��������	��������������

 Em 1974, Werbos apresentou a primeira concepção do algoritmo 

Retropropagação (RP) [Werbos, 1974]. Porém, foi a partir de 1986 que 

Rumelhart, Hinton e Williams, informados do trabalho de Werbos, tiveram a 

idéia de como ajustar os pesos de uma rede neural das unidades de entrada para 

a unidade de saída. Os erros observados na camada escondida são determinados 
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pelo erro propagado na direção inversa da camada de saída. Por esta razão, o 

método é chamado algoritmo de aprendizagem retropropagação (RP) [Krose & 

Smagt, 1996]. O RP é um procedimento sistemático de adaptação de pesos de 

redes neurais baseado no método do gradiente descendente [Simpson, 1989; 

Wasserman, 1989]. 

 O algoritmo retropropagação consiste na adaptação de pesos, tal que, 

o erro quadrático da rede é minimizado. A soma do erro quadrático instantâneo 

de cada neurônio alocado na última camada (saída da rede) é dada por [Villalba 

& Bel, 2000]: 

 ∑
=

=
��

��

�

22 ��  (4.1.1) 

sendo: 

��  = �� - �� ; (4.1.2) 

��  = saída desejada do �-ésimo elemento da última camada da rede; 

���  = saída do �-ésimo elemento da última camada da rede; 

�� = número de neurônios da última camada da rede. 

 

 Considerando-se o neurônio de índice � da rede, e utilizando-se o 

método do gradiente descendente [Simpson, 1989, Villalba & Bel, 2000], o ajuste 

de pesos pode ser formulado como [Fine, 1999; Villalba & Bel, 2000]: 

 �!��!��*!� ��� −=+ ��  (4.1.3) 

sendo: 

θ��(!) = γ�[�� (!)]; 

γ� = parâmetro de controle da estabilidade ou taxa de treinamento; 

!  = representa o índice de iteração; 

�� (!) = gradiente do erro quadrático com relação aos pesos do neurônio 

avaliado em !; 

��		 =  vetor contendo os pesos do neurônio �; 
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 = [ (��   (��   (��   . . .  (�� ] T. 

 

 Na Equação (4.1.3), a direção adotada para minimizar a função 

objetivo do erro quadrático corresponde à direção contrária ao gradiente. O 

gradiente �� (!) pode ser expresso por [Krose & Smagt, 1996]:  
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	 A função de ativação adotada é a função sigmóide definida por [Fine, 

1999; Simpson, 1989; Villalba & Bel, 2000]: 
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ou 
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=
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1

1
 (4.1.6) 

sendo: 

ρ = constante que determina a translação da curva ��; 

λ = constante que determina a inclinação da curva ��. 

 

 Observa-se que a saída �� varia entre −1 e +1 e entre 0 e +1, 

respectivamente, quando se empregam as equações (4.1.5) e (4.1.6). Ou seja, as 

equações (4.1.5) e (4.1.6) são usadas quando se trabalha com dados 

positivos/negativos normalizados e somente positivos normalizados, 

respectivamente. 

 Diferenciando a Equação (4.1.2) com relação ao vetor ��, obtém-se: 
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 Da Equação (4.1.7), resulta: 
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em que: 
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 Derivando a Equação (3.3.1), tem-se: 

 �

�

� �
�
�

=
∂
∂

 (4.1.9) 

sendo: 

�� ∆ vetor padrão; 

 = ][ 210 �����
'''' � T. 

 

 Substituindo a Equação (4.1.9) na Equação (4.1.8), obtém-se: 
 

 ��

�

� ����� ��
�

�−=
∂
∂�

 (4.1.10) 

 

 Inserindo-se a Equação (4.1.10) na Equação (4.1.4), resulta em: 
 

 ���� ������!� ����� 2−=  (4.1.11) 

 

 Utilizando o gradiente estimado através da Equação (4.1.11) no 

método do gradiente descendente, Equação (4.1.3), obtém-se o seguinte 

algoritmo [Villalba & Bel, 2000]: 
 

 ���� �!��*!� ��� βγ2+=+  (4.1.12) 

 

 Se o elemento � encontrar-se na última camada, então: 
 



 44

 ��� ����� ���=β  (4.1.13) 

 

 Se o elemento � encontrar-se nas demais camadas, tem-se: 

 ∑
∈

=
����

����� �����
�

�� ββ �  (4.1.14) 

sendo: 

����� ���  = derivada da função sigmóide dada pelas Equações (4.1.15) ou 

(4.1.16), respectivamente, com relação a ��. 

�(+) = conjunto dos índices dos elementos que se encontram na fileira 

seguinte à fileira do elemento � e que estão interligados ao 

elemento �. 

 

 A derivada parcial da função sigmóide dada pela Equação (4.1.5) 

pode ser expressa por: 
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 A derivada parcial da função sigmóide dada pela Equação (4.1.6) 

pode ser descrita por: 
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 )1( �� �� −= λ  (4.1.16) 

 

 Resumindo, o algoritmo retropropagação segue os seguintes passos: 

 

	 1. apresentação de um padrão � a rede, o qual fornece uma saída �; 

 2.	 cálculo do erro (diferença entre o valor desejado e a saída) para cada 

saída; 

	 3. determinação do erro retropropagado pela rede associado à derivada 

parcial do erro quadrático de cada elemento relacionado aos pesos; 

 4. ajuste dos pesos de cada elemento; 

 5.	 apresenta-se um novo padrão a rede e repete-se o processo até que 

haja a convergência da rede, ou seja, a rede neural só irá convergir se o 

erro obtido através do treinamento da rede neural for menor que uma 

tolerância preestabelecida. 

 

 Os pesos iniciais são normalmente adotados como números 

randômicos (considerando-se o intervalo {0,1}), visto que a iniciação nula quase 

sempre proporciona baixa convergência [Villalba & Bel, 2000]. 

 O treinamento via RP pode ser efetuado, basicamente, de duas 

formas [Minussi & Silveira, 1995]: 
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• �����������	��	������	 Consiste em ajustar os pesos da rede 

(considerando-se todas as camadas), fazendo-se com que haja convergência 

para cada padrão, até que se complete o conjunto de padrões de entrada. O 

processo deverá ser repetido até a total convergência, isto é, o erro 

quadrático seja inferior a uma tolerância preestabelecida para os padrões 

considerados [Minussi & Silveira, 1995]. 

• ���	�������	��	������	 Este procedimento� é idêntico ao primeiro, 

porém, fazendo-se somente uma iteração (ajuste de pesos) por padrão 

[Minussi & Silveira, 1995]. 

 


� �	 ��������	�������������	���	!������	

 O algoritmo retropropagação é abordado na literatura sob várias 

formas com o propósito de torná-lo mais rápido computacionalmente. Uma 

formulação bastante interessante é o algoritmo RP	 com momento [Widrow & 

Lehr, 1990]. 

 O processo de aprendizagem exige que a mudança nos pesos seja 

proporcional a ��∂ / ��∂ . Considera-se, por exemplo, uma taxa de treinamento 

grande o possível para que haja oscilação sem direção. Assim, um meio de evitar 

a oscilação para γ grande, é tomar uma variação nos pesos que dependa da 

variação dos pesos anteriores acrescentando o termo momento. O termo 

momento leva em consideração o efeito de mudanças anteriores de pesos na 

direção do movimento atual no espaço de pesos. Este procedimento se constitui 

no algoritmo RP com momento [Krose & Smagt, 1996]. 

 A adaptação dos pesos, neste caso, pode ser formulada da seguinte 

forma [Widrow & Lehr, 1990]: 

 

 �!���!��*!� ������ +=+ 

  (4.2.1) 

sendo: 
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∆����
�(!) = 2 γ (1 - η) β����� + η���
�� (!-1); (4.2.2) 


���  = peso correspondente à interligação entre o �-ésimo e +-ésimo neurônio; 

γ  = taxa de treinamento; 

η  = constante momento (0 ≤ η < 1) [Widrow & Lehr, 1990]. 

+x���������

�	���
��
�����
)1(2 ηγ − di
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Figura 4.1.  Treinamento de um neurônio situado na última camada. 

 

 Se o elemento + encontrar-se na última camada, como mostra a Figura 

4.1, então [Widrow & Lehr, 1990]: 
 

 β�� =�σ����� (4.2.3) 
em que: 

σ�  = derivada da função sigmóide dada pelas Equações (4.1.15) ou (4.1.16), 

respectivamente, com relação a ��. No caso das Figuras 4.1 e 4.2, a 

derivada da função sigmóide é dada pela Equação (4.1.16). 

 

 Se o elemento + encontrar-se nas demais camadas, como mostra a 

Figura 4.2, tem-se [Widrow & Lehr, 1990]: 

 ∑
∈

=
����

�����
�

� βσβ  (4.2.4) 
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sendo: 

�(�)  = conjunto dos índices dos elementos que se encontram na fileira seguinte 

à fileira do elemento � e que estão interligados ao elemento �. 

+x���������

�	���
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�����
)1(2 ηγ −
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+

+ 1

kε
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x V∆η
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w0 k

w1 k

w2 k

w3 k

wm k

11kw β

22kw β

ikiw β
�

 

Figura 4.2.  Treinamento de um neurônio situado nas demais camadas. 

 

 O parâmetro γ, que serve como controle de estabilidade do processo 

iterativo, é dependente de λ. A Figura 4.3 mostra o significado do termo 

momento. 

a

b

c  

Figura 4.3.  O algoritmo gradiente descendente no espaço de pesos, 

sendo: (a) taxa de treinamento pequena, (b) taxa de treinamento grande 

(notar as oscilações) e (c) taxa de treinamento grande, porém com o 

termo momento já adicionado. 
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 Quando no treinamento da rede neural é utilizada uma taxa de 

treinamento baixa sem o acréscimo do termo momento, o algoritmo toma um 

longo tempo até o mínimo ser alcançado. Já para uma taxa de treinamento alta, o 

mínimo nunca é alcançado em conseqüência das oscilações. Com o momento, a 

princípio, o mínimo será obtido rapidamente [Krose & Smagt, 1996]. 

 A Figura 4.3 é apresentada apenas para ilustrar o processo de 

convergência e não para demonstrá-lo. É, portanto, um procedimento de busca 

de um ponto mínimo na direção oposta ao gradiente da função erro global com 

descida controlada pelo parâmetro γ. Não são destacados os transtornos 

decorrentes dos pontos de mínimos locais, da ocorrência de paralisia, etc. 

 O termo momento promove movimentos em uma direção 

determinada pelo método gradiente, corrigindo esta direção, levando em conta 

as direções adotadas anteriormente. Ou seja, considerando o histórico das 

direções usadas no processo de convergência. Com isto o algoritmo “ganha 

velocidade”, dando a ele capacidade (algumas vezes) de escapar dos mínimos 

locais, já que a superfície de espaço de erro contêm longas gargantas com curvas 

acentuadas ou até mesmo depressões com descidas suaves. 

 

����� ����	
����
������
	���	���������
��������������

 Apesar do sucesso aparente do algoritmo de aprendizado 

retropropagação, existem alguns problemas que afetam seu desempenho. A maior 

parte dos problemas refere-se ao processo de treinamento que é longo, e pode 

causar um resultado de momento e uma taxa de treinamento não-ótimo. Os 

fracassos do treinamento geralmente surgem a partir de três problemas: (1) 

paralisia da rede, (2) mínimo local e (3) convergência lenta. 

 

1. ����	��������
�
� Com o treinamento da rede, os pesos podem ser ajustados 

assumindo valores muito grandes. A entrada total de uma unidade (camada) 

escondida ou unidade de saída pode, portanto, alcançar valores muitos altos 
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(ou positivo ou negativo) e, em conseqüência da função de ativação sigmoidal, 

a unidade terá uma ativação muito próxima de zero ou muito próxima de um. 

Portanto, os pesos ajustados estarão próximos de zero, e o processo de 

treinamento pode chegar a uma saturação (ou efeito de paralisia) [Krose & 

Smagt, 1996]. 

2. ������� ������ O erro de superfície de uma rede complexa é cheio de 

“morros” e “vales”. Em conseqüência do gradiente descendente, a rede pode 

ficar confinada em um mínimo local quando existir um mínimo próximo, 

muito profundo, como ilustra a Figura 4.4. Os métodos probabilísticos podem 

ajudar a evitar esta armadilha, mas eles tendem a ser lentos. Uma outra 

possibilidade sugerida é aumentar o número de unidades escondidas, que 

funcionará por causa da dimensionalidade maior do espaço de erro [Krose & 

Smagt, 1996]. 

3. ����
�� ����� �
���� Em conseqüência do fato dos pesos iniciais da rede 

serem gerados aleatoriamente e principalmente por causa do problema de 

mínimos locais, o vetor gradiente fica oscilando um grande número de vezes 

sobre a superfície do erro, o que faz com que diminua a velocidade de 

convergência da rede. 

������
	���	

������
�	���	

������
	���	

pesos
 

Figura 4.4.  Representação de mínimos locais. 
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 Muitos pesquisadores buscam contornar os problemas gerados pelo 

algoritmo retropropagação. Uma alternativa para tentar melhorar o desempenho e 

a velocidade de convergência da rede neural foi desenvolvida por Lopes em 2000, 

no qual a proposta foi criar um controlador nebuloso capaz de adaptar a taxa de 

treinamento da rede neural e, assim, tornar a rede mais rápida e precisa [Lopes et 

al, 2000; Lopes & Minussi, 2000; Lopes et al., 2003]. 

 Outra proposta desenvolvida baseou-se na idéia de adaptar os 

parâmetros de inclinação e translação da função de ativação da rede neural, neste 

caso, a função sigmóide, através do método do gradiente descendente [Lopes et 

al., 2003]. 

 Logo, as melhorias desenvolvidas no algoritmo retropropagação até o 

presente momento são precisamente [Lopes et al, 2000; Lopes et al., 2003]: 

 

1. adaptação da taxa de treinamento através do controlador nebuloso e 

2. adaptação dos parâmetros de inclinação e translação da função sigmóide 

através do gradiente descendente. 

 

����"�� �������������#�$���
�#�
����
��������������	�����%
�&	���

 A idéia básica da metodologia consiste na determinação do estado do 

sistema definido como sendo o erro global ( gε ) e a variação do erro global 

( gε∆ ). O objetivo é obter uma estrutura de controle que consiga com que o erro 

tenda a zero em um número mínimo de iterações, quando comparado ao 

procedimento convencional, neste caso o algoritmo retropropagação. 

 O controle é formulado utilizando os conceitos de lógica nebulosa 

[Terano et al., 1991]. O erro global ( �ε ) e sua variação ( �ε∆ ) são os componentes 
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do estado do sistema, e γ∆  é a ação de controle que deve ser exercida sobre o 

sistema. 

 O erro global é definido como sendo: 

 ∑∑
= =

=
��

��

��

��
�� 2�ε  (4.4.1.1) 

em que: 

�ε  = erro global da rede neural; 

�� = número de vetores padrão da rede; 

�� = número de neurônios da última camada da rede. 

 

 O erro global corresponde ao cálculo de erros de todas as saídas 

(neurônios de saída), considerando-se todos os vetores padrões da rede. O 

treinamento deve ser executado utilizando uma iteração por padrão e, então, o 

erro global é calculado em cada iteração e ajustado o parâmetro γ , através de 

um acréscimo γ∆  determinado via lógica nebulosa. 

 O estado do sistema e a ação de controle são definidos como [Lopes 

& Minussi, 2000]: 

 ���� ��� ][ εε ∆=  (4.4.1.2) 

 ��� γ∆=  (4.4.1.3) 

sendo: 

� = o índice que indica a iteração corrente. 

 

 Para um padrão ' de entrada da rede muito grande, o gε  e a gε∆  

podem entrar em saturação. Então, o controle adaptativo é feito através do uso 

de uma função exponencial decrescente aplicada à resposta do controlador 

nebuloso. Desta forma, o controle adaptativo é dado por [Lopes et al., 2000]: 
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 �

�

� 	�
��� ψ∆αγ∆ −=  (4.4.1.4) 

em que: 

α � = um número positivo arbitrário; 

qψ∆  = acréscimo procedente do controlador nebuloso no instante �. 

 

 Tem-se que α exerce a função de um decaimento exponencial imposto 

pelo controlador nebuloso com o objetivo de evitar a saturação da rede neural. 

 Este parâmetro será utilizado para ajustar o conjunto de pesos da 

rede referente à iteração subseqüente. O processo deverá ser repetido até que o 

treinamento seja concluído. Trata-se de um procedimento muito simples, cujo 

sistema de controle requer um esforço adicional bastante reduzido, tendo em 

vista que o controlador possui duas variáveis de entrada e uma única de saída 

[Arabishahi et al., 1996]. Cada variável de estado pode ser representada entre 3 e 

7 conjuntos nebulosos. A variável de controle também deverá ser representada 

com o mesmo número de conjuntos nebulosos. 

 A variável �ε  deverá ser normalizada considerando-se como fator de 

escala, o primeiro erro global gerado pela rede, ou seja, de índice 0=� . Com 

esta representação, o intervalo de variação de �ε  deverá estar compreendido 

entre 0 e +1. Se a heurística de adaptação estiver devidamente sintonizada, a 

convergência do processo deverá ser exponencial decrescente [Lopes et al., 2000]. 

 A variável �ε∆  deverá variar entre –1 e +1. Se o processo de 

convergência for exponencial decrescente os valores de �ε∆  deverão ser sempre 

negativos. Neste caso, embora a escala de �ε∆  esteja entre –1 e +1, deve-se 

empregar, no conjunto de regras, um ajuste fino entre –1 e 0. No outro intervalo 

(0,+1], o ajuste poderá ser mais relaxado. 

 As funções de pertinência dos conjuntos nebulosos para várias 

variáveis envolvidas no treinamento da rede neural com o algoritmo 



 54

retropropagação, via controlador nebuloso, são ilustradas na Figura 4.5, sendo 

que: 

 

• a Figura 4.5 (a) representa as funções de pertinência para o erro global gε ; 

• a Figura 4.5 (b) as funções de pertinência para a variação do erro global gε∆ ; 

• a Figura 4.5 (c) as funções de pertinência para a ação de controle ψ∆ . 

0 1

ZE PMP PP ME PG PMG

gε

1

         
-1 1

NG NP ZE PP ME PG

gε∆

1

 

 (a) (b) 

-lu lu

NG NP ZE PP ME PG

ψ∆

1

 

(c) 

Figura 4.5.  Funções de pertinência para as variáveis gε , gε∆  e ψ∆ . 

 

sendo: 

NG = Negativo Grande; 

NP = Negativo Pequeno; 

ZE = Próximo de Zero; 

PMP = Positivo Muito Pequeno; 
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PP = Positivo Pequeno; 

ME = Médio; 

PG = Positivo Grande; 

PMG = Positivo Muito Grande; 

Lu = limite de variação de ψ∆ . 

 

 No controlador nebuloso, as regras são codificadas na forma de uma 

tabela de decisões. Cada entrada representa o valor da variável nebulosa ψ∆  

dados os valores do erro global gε  e a variação do erro global gε∆ . O parâmetro 

γ  (taxa de treinamento) deve ser arbitrado em função de λ  (inclinação da 

curva). Da mesma forma, as variações de γ  também devem seguir o mesmo 

procedimento. Deste modo, o parâmetro (�) deve ser ajustado para atender as 

especificações de cada problema em função de λ . Na Tabela 4.1 é apresentado o 

conjunto de regras nebulosas, totalizando 30 regras. O número de regras poderá 

ser aumentado visando melhorar o desempenho da rede no treinamento. 

 

Tabela 4.1.  Regras do controlador nebuloso. 

���
����

()� ���� ��� �)� ��� ����

%�� ZE ZE NP PG  PG 

%�� NG ZE ME NG ME  

()� PP NG NG  PP NP 

��� PG ME  PG NP ZE 

�)� ZE  ZE PP ZE NG 

���  ZE NG ME ME ZE 
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 Nesta seção será abordada a formulação para o processo de adaptação 

de dois parâmetros da rede neural �����������, sendo estes, os parâmetros de 

inclinação e de translação da função não-linear (neste caso, a função sigmóide) 

ajustados iterativamente, para cada neurônio, através do método do gradiente 

descendente [Stamatis et al., 1999]. Para validar a metodologia, ela será aplicada 

ao problema de previsão de cargas elétricas. 

 A forma geral da função de ativação utilizada para ajustar a rede 

neural é dada pela Equação (4.4.2.1) [Stamatis et al., 1999]: 

� ��
λ��ρ���	 (4.4.2.1) 

 

 Os parâmetros de inclinação e translação possuem taxas de 

treinamento que são denotadas por γλ, e γρ, respectivamente. Os ajustes da 

inclinação e translação da função de ativação são desenvolvidos pelo método do 

gradiente descendente baseado no algoritmo retropropagação sem a inclusão do 

termo momento. Através da Figura 4.6 pode-se observar uma arquitetura de rede 

neural generalizada para um neurônio com λ and ρ efetuando a regra de 

inclinação e translação em um espaço multidimensional [Stamatis et al., 1999]. 
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Figura 4.6.  Arquitetura da rede neural adaptativa. 
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 Semelhante ao cálculo de ajuste de pesos, o ajuste dos parâmetros de 

inclinação e translação da função sigmóide é realizado considerando o �-ésimo 

neurônio através do método do gradiente descendente. 

 

�/� ����������������+�
�����
�0��	����������1&�����2���3��
�

 O ajuste do parâmetro de inclinação da função sigmóide pode ser 

dado pela Equação (4.4.2.2) [Stamatis et al., 1999]: 

� ��
�(���) = ��

 (�) + λθ �  (�)� (4.4.2.2) 

em que: 

λθ �  (�) =  − γλ [��
λ

 (�)]; 

��
λ

 (�) = gradiente do erro quadrático com relação a inclinação do neurônio �; 

���� ∆  vetor contendo as inclinações do neurônio �� 

 =  [ λ�����λ�����λ����������λ�� ] �. 

 

 O gradiente ��
λ�é representado por: 

� ��
λ

 (�) =  
	�
	�
 �

�

�

�

�

�
�

�
�
�

∂
∂

=
∂

∂
2

2

�  

 

 Novamente, diferenciando a Equação (4.1.2), porém com relação ao 

vetor ��, obtém-se a seguinte equação: 

 λσ �

�

�

�

� −=
∂
∂

−=
∂
∂

��
� �

  

em que: 

λσ
�

 ∆ derivada da função sigmóide com relação a ��.�

 

 Logo, a regra que define a adaptação do parâmetro de inclinação da 

função sigmóide é dada pela equação abaixo: 
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� ��
�(���) = ��

 (�) + 2γλ� λβ � �  

 

 Se o elemento � encontrar-se na última camada, então: 

 ��� �λλ σβ =   

 

 Se o elemento � encontrar-se nas demais camadas, tem-se: 

 ∑
∈

=
����

�����
�

� λλλ βσβ   

 

 A derivada da função sigmóide dada pela Equação (4.1.5) com 

relação a ��, λσ
�

, pode ser descrita pela Equação (4.4.2.3): 
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 )1(0.5 2
�� �� −=  (4.4.2.3) 

 

 A derivada da função sigmóide dada pela Equação (4.1.6) com 

relação a ��, λσ
�

, pode ser descrita pela Equação (4.4.2.4): 
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 Utilizando o mesmo esquema de adaptação do parâmetro de 

inclinação, pode-se formular o ajuste do parâmetro de translação da função 

sigmóide através da Equação (4.4.2.5) [Stamatis et al., 1999]: 

� ��
�(���) = ��

 (�) + ρθ
�

(�)� (4.4.2.5) 

sendo: 

ρθ
�

(�) =  − γρ [��
ρ

 (�)]; 

��
ρ

 (�) =  gradiente do erro quadrático com relação a translação do neurônio �; 

���� ∆  vetor contendo as translações do neurônio �; 

 =  [ ρ�����ρ�����ρ����������ρ�� ] �. 

 

 O gradiente ��
ρ�é representado por: 

� ��
ρ

 (�) = 
	�
	�
 �

�

�

�

�

�
�

�
�
�

∂
∂

=
∂

∂
2

2

�  

 

 Novamente diferenciando a Equação (4.1.2) com relação ao vetor ��, 

obtém-se a equação descrita abaixo: 

 ρσ
�

�

�

�

� −=
∂
∂

−=
∂
∂

��
� �

  

em que: 

ρσ
�

 ∆ derivada da função sigmóide com relação a ��. 

 

 A equação seguinte define a regra de adaptação do parâmetro de 

translação da função não linear [Stamatis et al., 1999]: 

� ��
�(���) = ��

 (�) + 2γρ� ρβ
�
�  
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 Se o elemento � encontrar-se na última camada, então: 

 ���
�ρρ σβ =   

 

 Se o elemento � encontrar-se nas demais camadas, tem-se: 

 ∑
∈

=
����

�����
�

� ρρρ βσβ   

 

 A derivada da função sigmóide dada pela Equação (4.1.5) com 

relação a ��, λσ
�

, pode ser descrita pela Equação (4.4.2.6): 
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 A derivada da função sigmóide dada pela Equação (4.1.6) com 

relação a ���� ρσ
�

, pode ser descrita pela Equação (4.4.2.7): 

 

 

22 )1(

11

)1(

1

1

ρλ

ρλ

ρλ

ρλ

ρλ

+−

+−

+−

+−

+−

+
−+

=
+

=

⎭
⎬
⎫

⎩
⎨
⎧

+∂
∂=

∂
∂

�

�

�

�

�

�

�

�

�

���

�

�

�

�

�

�

�
��

 

  
)1(

)1(

1

)1(

1

2

22

��

��

��

�

��

�

��

��

��

�

−=
−=

+
−

+
+

= +−+−

+−

ρλρλ

ρλ

 (4.4.2.7) 

 



 61

 A regra de adaptação para os parâmetros de inclinação e translação da 

rede é calculada iterativamente para todo �-ésimo neurônio da rede. Ela faz com 

que a rede neural adaptativa forneça sempre uma saída, tornando a rede mais 

rápida que a rede convencional. Nesta arquitetura de rede neural também foi 

introduzido o controlador nebuloso a fim de obter melhores resultados. 

 

������� ����	�
�������������

 O algoritmo retropropagação fornece bons resultados, todavia, o 

tempo de processamento é um dos problemas encontrados. Um grande número de 

trabalhos tem sido propostos na intenção de melhorar o desempenho do algoritmo 

retropropagação [Lopes et al, 2000; Lopes et al., 2003, entre outros], porém, ainda 

se observa que o algoritmo não proporciona uma flexibilidade de forma a 

modificar de modo significativo sua estrutura. Afinal, se fosse possível tal 

mudança, o algoritmo não seria mais o algoritmo retropropagação, pois o 

fundamento dele está baseado no método do gradiente descendente, logo não 

pode ser alterado.  

 As reais possibilidades de melhoria do desempenho do algoritmo 

retropropagação restringem-se efetivamente às mudanças na taxa de aprendizado, 

inclinação e translação da função de ativação e, também, à substituição da função 

sigmóide por uma outra função mais eficiente (���., funções de base radial). 

Esgotados estes recursos, poucas são as chances de aprimoramento deste tipo de 

rede neural. Deve-se ressaltar, ainda, que o algoritmo retropropagação é um tanto 

ineficiente no trato de atividades que requerem o treinamento continuado, ou seja, 

uma vez concluído o treinamento, havendo necessidade de incluir novos padrões, 

o treinamento deverá ser reinicializado o que o torna pouco prático em aplicações 

complexas, como, por exemplo, previsão de carga, etc. 

 Destes fatos buscaram-se novas arquiteturas para tentar suprir o 

problema de tempo de processamento, já que para a aplicação de previsão de 

carga elétrica é necessário que os cálculos sejam feitos quase em tempo ��	
���. 
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Estas devem, ser suficientemente precisas, estáveis (garantia de obtenção de uma 

solução) e dotadas de recursos eficientes para a inclusão do treinamento 

continuado. 

 Uma abordagem encontrada foi a utilização das redes baseadas na 

teoria da ressonância adaptativa. Esta rede supre a dificuldade encontrada no 

algoritmo retropropagação, já que sua estrutura possibilita alterações de forma a 

criar novas arquiteturas baseadas nas arquiteturas já existentes (família ART).  

 Estas arquiteturas possibilitam uma estrutura de tal forma que a 

previsão de carga elétrica seja feita de forma multinodal, ou seja, elas possuem a 

capacidade de separar as cargas por suas características (residencial, comercial, 

industrial) e a partir delas efetuar a previsão. Em conseqüência do fato dos 

sistemas atualmente serem desregulamentados, obter uma rede que realize uma 

previsão multinodal de forma ��	
���, será um passo muito importante dentro das 

pesquisas até hoje realizadas. 

 

����� ������������

 Este capítulo enfocou o desenvolvimento do algoritmo 

retropropagação. Também, abordou a estrutura deste algoritmo com a adição do 

termo momento. Nota-se que o algoritmo retropropagação gera alguns problemas, 

dentre eles: mínimos locais, paralisia e baixa convergência. Porém, o algoritmo 

fornece resultados que a princípio são bons. Logo, tentou-se melhorar este 

algoritmo implementando algumas modificações, tais como: adaptação da taxa de 

treinamento da rede neural ���������, através de um controlador nebuloso e 

adaptações dos parâmetros de inclinação e translação da função sigmóide através 

do método do gradiente descendente. 
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���� ����	�����	����

 Na tentativa de compreender como os sistemas biológicos são capazes 

de conservar a plasticidade (capacidade de aprender continuamente novos 

padrões incluídos, sem perder a memória relacionada a padrões anteriores) 
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durante toda a vida e sem comprometer a estabilidade dos padrões instruídos 

anteriormente. 

 Grossberg introduziu, em 1976, a rede ART (��
������(����
����)���*) 

[Grossberg, 1976; Grossberg, 1976], um sistema de aprendizagem não-

supervisionado, como uma teoria do processo de informação cognitiva humana. 

Esta rede possui uma topologia cuja dinâmica é baseada na teoria da ressonância 

adaptativa [Weenink, 1997]. A importância desta rede está baseada na resolução 

do dilema da plasticidade e da estabilidade (características fundamentais da 

família das redes ART), feita através do teste de vigilância, o qual originará uma 

rede mais rápida e precisa. A estabilidade está relacionada com a garantia de 

agrupamento de todos os elementos nas classes criadas pelo sistema, tendo em 

vista que os pesos da rede possuem a característica somente de decréscimo, ou 

seja, à medida que as adaptações dos pesos são realizadas, os novos valores 

tendem sempre a diminuírem até a estabilização. 

 As redes ART são, então, redes neurais desenvolvidas para codificar 

reconhecimentos estáveis, em tempo real, através da auto-organização, em 

resposta a seqüências arbitrárias de padrões de entrada [Carpenter & Grossberg, 

1992; Gopal et al., 1999; Keyvan et al., 1999; Kim et al., 2001]. 

 Dentre alguns modelos que fazem parte da família ART, destacam-se: 

 

1. Rede neural ����: rede que possui treinamento não-supervisionado. 

Possui a capacidade de reconhecer padrões de entrada binários de 

forma arbitrária [Carpenter & Grossberg, 1987]; 

2. Rede neural ����: rede que também possui treinamento não-

supervisionado e emprega tanto padrões de entrada binários como 

padrões de entrada analógicos [Carpenter & Grossberg, 1987]; 

3. Rede neural �����	 ���: rede baseada no treinamento não-

supervisionado e que engloba em sua arquitetura cálculos baseados na 

lógica nebulosa [Carpenter et al., 1991"]. 
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4. Rede neural ������: rede que possui treinamento supervisionado. É 

composta por dois módulos ART interconectados, através do campo 

inter-ART. Esta rede também pode identificar padrões de entradas 

binários ou analógicos [Carpenter et al., 1991
]. 

5. Rede neural �����	 ������: esta rede possui treinamento 

supervisionado como a rede neural ARTMAP, porém, todos os cálculos 

são fundamentados na lógica nebulosa [Carpenter et al., 1992] 

 

 Com a perspectiva de solucionar problemas baseados na vida real 

vários autores procuraram criar variações desses modelos adaptando-os às suas 

aplicações. As redes a seguir, também possuem a arquitetura da família ART. São 

elas: 

 

•  ����� (1
��
��*�0�	�����
������(����
����)���*) [Healy et al., 1993]; 

• ���!"��� (,��������2����
�����!��#*�
	���0���������/
�����) [Carpenter & 

Ross, 1995]; 

• #�������	������ [Williamson, 1996]; 

• ���!���� (ART /�$��� MAP) [Liu et al., 2004]; 

• ���!��� (ART 3��������
�
��������
�����4�5) [Liu & Li, 2004]; 

• $�%��� (2����
����0�"
"��������6�	���!����7���* ARTMAP) [Jervis et al., 2004], 

etc. 

 

 Um processo importante efetuado na rede neural ART é a combinação 

de padrões, o qual compara o padrão de entrada atual com uma representação de 

categoria selecionada. A arquitetura da rede neural ART consiste de dois 

subsistemas: o subsistema de atenção e o subsistema de orientação mostrados na 

Figura 5.1. 

 

 O subsistema de atenção possui duas camadas de neurônios 

interconectados: uma camada serve como nível de comparação (campo F1) e a 
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outra de reconhecimento (campo F2), sendo o campo F0 a camada de nós que 

representa o vetor de entrada atual �. Os padrões de atividade desenvolvidos 

sobre os nós nas duas camadas, F1 e F2, no estado de ressonância são chamados de 

memória a curto prazo (����%��	�	�	�* – STM). A aprendizagem ocorre durante 

o período de ressonância [Djukanovic et al., 1995; Georgiopoulos et al., 1996; 

Gopal et al., 1999; Simpson, 1989]. 
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Figura 5.1.  Arquitetura da rede neural ART. 

 

 As camadas F1 e F2 são conectadas através de conexões não-

recorrentes ou diretas (!���!�4
�) (F1 a F2) e recorrentes (!���"
�5) (F2 a F1). Os 

pesos associados com as conexões de baixo para cima ("����	%��) (conexões de 

pesos de F1 para F2) e de cima para baixo (���%��4�) (conexões de pesos de F2 para 

F1) entre as camadas F1 e F2 são chamados de memória a longo prazo (����%��	�

	�	�* – LTM) [Gopal et al., 1999; Keyvan et al., 1999]. 

 O subsistema de orientação é necessário para estabilizar o processo de 

STM e a aprendizagem em LTM. Logo, permite que a rede aprenda em torno de 

novas entradas sem esquecer seu conhecimento prévio. Ele é responsável pelo 

controle do padrão a ser reconhecido e possui dois sinais de entrada e um de 

saída. Os dois sinais de entrada são representados pelos padrões de dados de 

entrada e pela atividade total em F1 e o sinal de saída pelo �����[Gopal et al., 1999; 

Keyvan et al., 1999; Weenink, 1997]. 
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 A ressonância e o ���� são realizados no subsistema de orientação 

através de um parâmetro denominado parâmetro de vigilância, ρ (ρ possui valor 

decimal compreendido entre 0 e 1), que determina a decisão do processo de 

classificação de categorias [Gopal et al., 1999; Keyvan et al., 1999]. 

 Resumindo, tem-se que o subsistema de atenção é responsável na 

indicação de uma categoria vencedora, ao passo que, o subsistema de orientação 

possui a incumbência de aceitar a categoria proposta ou reorientar a busca para a 

escolha de uma nova categoria [Granger et al., 1997]. 

 

��������&'�	( Os vetores, para fins de uso nas redes neurais da família ART, 

serão representados como linhas e não como colunas como 

habitualmente adotados na literatura.  

 

 Esta representação é empregada na grande maioria das redes neurais 

ART descendentes por ser um modo mais simples de formulação das equações 

envolvidas no modelo neural. 

 


�����	 ���������&'�	#��)*����	

 As categorias formadas pela rede neural ART são ilustradas através 

de hiper-retângulos. Desta forma, os hiper-retângulos são definidos entre valores 

Min e Max, como ilustra a Figura 5.2 [Carpenter & Grossberg, 1992; Carpenter et 

al., 1992]. 

 Na Figura 5.2, � = [�1 �2] e � = [�1 �2], os operadores ∧ e ∨ 

correspondem respectivamente, aos operadores lógicos AND e OR, em que 

[Carpenter & Grossberg, 1992]: 

(� ∧ �)1 = 	�� (�1, �1) 

(� ∧ �)2 = 	�� (�2, �2) 

(� ∨ �)1 = 	
$ (�1, �1) 



 68

(� ∨ �)2 = 	
$ (�2, �2) 

sendo que, as posições � e � são originadas do vetor peso, �� = [��  ��
c] na forma de 

codificação de complemento. 

 

1

1

0

� ∧ �

� ∨ �

�

�

 

Figura 5.2.  Representação geométrica das categorias. 

 


�����	 ���)����	$)��������	

 Existem parâmetros que envolvem a rede neural ART e são de 

extrema importância para o desenvolvimento da aprendizagem. Dentre alguns 

parâmetros destacam-se: 

 

• ���)���	��	�����+�	�	(α�> 0): O parâmetro de escolha controla a seqüência 

de busca entre os nós da camada F2. Ou seja, quando um ponto (entrada de 

dados) pertence a mais de um hiper-retângulo o parâmetro de escolha 

assegura que o menor dos hiper-retângulos seja o escolhido dentre os 

demais [Gopal et al., 1999; Weenink, 1997]. 

• ���)���	��	��,�������	ρ� (ρ ∈ [0,1]): O parâmetro de vigilância verifica a 

combinação dos padrões de entrada e dos pesos para que ocorra a 

ressonância. Em outras palavras, ele controla o tamanho máximo dos hiper-

retângulos. Assim, temos que para um valor de ρ pequeno, tem-se uma 

capacidade de generalização maior, porém, uma decisão de classificação 

pequena que produzirá poucos tipos de classes. Por outro lado, se o valor de 
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ρ é grande a rede�efetua boas distinções e consequentemente produz uma boa 

decisão de classificação. Ou seja, pequenas variações nos padrões de entrada 

resultarão na criação de novas classes (categorias) e conduzirá o sistema a 

uma generalização pequena [Gopal et al., 1999; Keyvan et al., 1999; Carpenter 

& Grossberg., 2003]. 

 


���-�	 ��,���)�	���	��.�����	

 A rede neural ART nebulosa incorpora cálculos da teoria dos 

conjuntos nebulosos [Zadeh, 1965] em sistemas ART. A diferença fundamental 

entre as redes neurais ART e ART nebulosa se baseia no operador de interseção, 

que na rede neural ART é definido como sendo ∩, e na rede neural ART nebulosa 

será definido pelo operador ∧ (operador AND utilizado na teoria dos conjuntos 

nebulosos). Isto possibilita tanto o processamento de dados analógicos como 

binários. 

 A rede neural ART nebulosa pode aprender categorias estáveis 

(capacidade de reconhecimento estável através de auto-organização) em resposta 

a padrões de entradas analógicos ou binários [Granger et al., 1997; Georgiopoulos 

et al., 1996; Lubkin & Cauwenberghs, 2002]. 
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Figura 5.3.  Rede neural ART nebulosa. 
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 Através da Figura 5.3, pode-se compreender o algoritmo ART 

nebuloso que será descrito nas subseções seguintes. 

 

�/	 0�����	��	���������	��	��)��	��� 

 Cada sistema ART inclui um campo F0 que representa o vetor de 

entrada atual, um campo F1 que recebe ambas as entradas de baixo para cima de F0 

e de cima para baixo de F2, que representa a categoria ativa. O vetor � denota a 

atividade em F0 e os vetores � e � as atividades nos campos F1 e F2, 

respectivamente [Carpenter et al., 1992; Georgiopoulos et al., 1996]. 

 Assim � = [21 ... 2�],  com  cada  componente 2� ∈ [0, 1]  para  � = 1, ..., /, 

� = [$1 ... $�] e � = [*1 ... *�] para 8 = 1,...,�, sendo / o número de vetores de 

entrada na camada F1 e �� a dimensão dos vetores de entrada que na camada F2 

formam as categorias. 

 

./	 0���	���� 

 Associado com cada categoria de F2 o nó 8 é um vetor �� = [4�1 ... 4��] 

de pesos adaptativos ou memória a longo prazo. Inicialmente adota-se: 

 4�1 (0) = ... = 4�� (0) = 1 (5.1.3.1) 

e cada categoria é dita ser não-ativa. Após a categoria ser selecionada por 

codificação, ela torna-se ativa [Carpenter et al., 1992]. 

 

�/	 ���)���� 

 Os seguintes parâmetros são de extrema importância e devem ser 

definidos antes de iniciar o treinamento da rede neural ART nebulosa. São eles 

[Carpenter et al., 1992; Georgiopoulos et al., 1996]: 

- O parâmetro de escolha: α > 0; 

- O parâmetro taxa de treinamento: β ∈ [0,1]; 
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- O parâmetro de vigilância: ρ�∈ [0,1]. 

 

�/	 "����+�	��	����,��� 

 Para cada entrada � e nó 8 em F2, a função de escolha )� é definida por 

[Carpenter et al., 1992; Georgiopoulos et al., 1996] 

 
�

�

�)
�

��

+

∧
=

α
 (5.1.3.2) 

sendo a interseção do operador nebuloso e a norma |.| definidas, 

respectivamente, por: 

 )()( ���  ��	��≡∧ ��  (5.1.3.3) 
 

 ∑≡
=

�

��
���  (5.1.3.4.) 

para qualquer vetor /-dimensional � e �. O sistema realiza uma escolha de 

categoria quando um nó de F2 torna-se ativo em um dado tempo. O índice 9 indica 

a categoria escolhida, sendo: 

 { }������:8�)	
$) �� ==  (5.1.3.5) 

 

 Desta forma, quando a categoria 9-ésima é escolhida tem-se [Carpenter 

et al., 1992; Georgiopoulos et al., 1996]: 
 

• *� = 1 

• *� = 0 para 8 ≠ 9 

 

�/	 ����������� 

 A ressonância ocorre se a função de combinação ��� �∧  da 

categoria escolhida satisfaz o critério de vigilância descrito pela Equação (5.1.3.6) 

[Carpenter et al., 1992; Georgiopoulos et al., 1996]: 
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�

≥
∧

�

��
 (5.1.3.6) 

se a Equação (5.1.3.6) for satisfeita ocorre a ressonância, caso contrário o valor da 

função de escolha )� é fixo em 0 (zero) para evitar que uma seleção persista na 

mesma categoria durante o processo de busca. A busca continua até que a 

categoria 9 escolhida satisfaça a Equação (5.1.3.6). 

 

1/	 ��������,�) 

 Uma vez concluída a busca, o vetor peso, 4�, é adaptado de acordo 

com a Equação (5.1.3.7) [Carpenter et al., 1992; Georgiopoulos et al., 1996]: 

 

 �����
�

�����
�

����
� : ���� )()( ββ −+∧=  (5.1.3.7) 

quando β = 1, tem-se o treinamento rápido. O treinamento rápido permite ao 

sistema se adaptar com maior rapidez. Já o treinamento lento, β�< 1, força os 

pesos a se adaptarem lentamente sobre muitos ciclos de aprendizagem [Gopal et 

al., 1999]. 

 Para compreender, geometricamente, como o parâmetro de 

treinamento influencia a rede, pode-se notar que os pesos não crescem com o 

tempo, desta forma, o hiper-retângulo somente se expandirá. Quando ocorre o 

treinamento rápido, β = 1, o hiper-retângulo se expandirá apenas o suficiente para 

incluir o ponto representado pelo vetor de entrada. Entretanto, quando o 

treinamento da rede neural ART for lento, β�< 1, o hiper-retângulo irá se estender 

em direção ao ponto na proporção do tamanho de β� 

 

,/	 ��)�����&'�	��	"����� 

 As entradas são normalizadas para que se evite a proliferação de 

categorias na rede neural ART nebulosa. A normalização pode ser realizada pelo 

pré-processamento de cada vetor de entrada 	, por exemplo, fixando [Carpenter et 

al., 1992; Georgiopoulos et al., 1996]: 
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� =  

 

+/	 ����1���&'�	��	��)���)���� 

 É uma regra de normalização que preserva a amplitude da informação. 

Ela representa as respostas ��%�!! para um vetor de entrada 	. De forma simples, 	 

representa a resposta ��. O complemento de (	, 	�), representa a resposta �!!, assim 

[Carpenter et al., 1992; Georgiopoulos et al., 1996] 

�

�

� 

 −≡ 1  

 

 O complemento da entrada codificada � para o campo F1 é um vetor 

2/-dimensional: 

 � ∆  [ 	��	��]  

  = ][ 11
�

�

�

� 



 ��  

 

 Observa-se que: 

 ⏐�⏐ = ⏐[ 	
	� ]⏐ 

 = /
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��

�� =⎟
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⎠

⎞
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⎜
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 Assim, as entradas pré-processadas em forma de codificação de 

complemento são automaticamente normalizadas. 

 

 Uma observação importante é que quando a codificação de 

complemento é usada na Equação (5.1.3.1), esta é substituída por: 

4�1 (0) = ... = 4�,2� (0) = 1 

 

 Todos os procedimentos anteriormente citados podem ser vistos de 

forma mais simples através do fluxograma mostrado na Figura 5.4. 
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Figura 5.4.  Fluxograma da rede neural ART nebulosa. 
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���	 ����	�����	������	

 A rede neural ARTMAP é um sistema de aprendizagem 

supervisionado capaz de auto-organizar o reconhecimento estável de categorias 

em resposta a seqüências arbitrárias de padrões de entradas. A rede é composta de 

um par de módulos da teoria da ressonância adaptativa, ART� e ART�, que são 

conectados através de um módulo de memória associativa inter-ART, F�� [Lim & 

Harrison, 1997]. 

 A rede possui um mecanismo interno, que ao mesmo tempo, 

maximiza a generalização e minimiza o erro através de um processo auto-

regulador chamado 	
�����
�5���. Sempre que a rede faz um prognóstico errado, 

através de uma conexão associativa instruída, o parâmetro de vigilância ρ� do 

módulo ART� será elevado em uma quantidade mínima necessária a corrigir o 

erro no módulo ART�. 

 O módulo ART� inicializará, então, a busca de uma nova categoria 

para a entrada atual até que se encontre um prognóstico correto ou crie uma nova 

categoria no modulo ART� e a sua conexão associativa correspondente à categoria 

no módulo ART� [Lim & Harrison, 1997]. 

 O módulo ART� aprende a classificar os padrões de entrada 

apresentados na camada F �

0 , enquanto o módulo ART�, com parâmetro de 

vigilância ρ�, desenvolve categorias referentes aos padrões de saída desejado 

expostos na camada F �

0 . Os módulos F �

2  e F�� são conectados por um vínculo 

associativo cujos pesos são ajustados através do treinamento. Nos módulos F �

2  e 

F��, cada nó de F �

2  é conectado com seu nó correspondente em F�� e vice-versa 

[Lim & Harrison, 1997]. 

 A adaptação dos pesos, efetuada no módulo inter-ART entre uma 

categoria ativa 9 do ART� e uma categoria ativa < do ART�, é realizada de forma 

que, a conexão correspondente as categorias ativas dos módulos ART� e ART�, ou 

seja, a conexão entre F �

2  → F��, terá valor 1 (um) e todas as demais conexões 
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referentes ao mesmo nó do ART� terá valor igual a 0 (zero) [Kartalopoulos, 1996; 

Lim & Harrison, 1997]. 

 Quando um padrão é apresentado à rede, a camada F�� recebe entradas 

de �).��	 �� módulos ART� e ART�. A entrada do módulo ART� refere-se à 

conexão associativa 9 → < e a entrada do ART� a categoria ativa de F �

2 . 

 Se as duas entradas em F�� combinam, ou seja, se o prognóstico da rede 

é confirmado pela categoria selecionada, a rede aprenderá modificando os 

protótipos das categorias escolhidas em ART� e ART�, segundo um critério de 

treinamento. 

 Se as duas entradas não combinam, um sinal de ���� é gerado e um 

processo denominado 	
���� �
�5��� se inicializará, de forma que, o grau do 

parâmetro de vigilância no ARTa será elevado em uma quantidade mínima 

necessária para que não ocorra a combinação para aquela entrada atual do ART� 

na camada F �

1 . 

 Isto ativará uma nova busca na qual escolherá uma nova categoria no 

ART�, cujo prognóstico será combinado novamente com a categoria atual do ART�. 

Este processo continua até a rede encontrar uma categoria no ART� que prediz a 

categoria correta da entrada atual ou crie uma nova categoria em F �

2 e a sua 

conexão correspondente com o módulo F��. Após poucas apresentações do 

conjunto de treinamento, a rede auto-estabilizará e obterá a saída esperada para 

cada entrada sem necessariamente efetuar todo o processo de busca [Lim & 

Harrison, 1997]. 

 


�����	 ��,���)�	������	��.�����	

 A rede neural ARTMAP nebulosa incorpora a teoria de conjuntos 

nebulosos em seus cálculos e, como tal, é capaz de aprender categorias estáveis em 

resposta a padrões de entradas analógicos ou binários. Ela consiste de dois 

módulos ART nebulosos, ART� e ART� nebulosos. A diferença entre a rede neural 
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ARTMAP e a rede neural ARTMAP nebulosa consiste basicamente nos operadores 

nebulosos. A Figura 5.5 mostra a arquitetura da rede ARTMAP nebulosa 

[Carpenter et al., 1992; Raveendran et al., 2000]. 
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Figura 5.5.  Rede neural ARTMAP nebulosa. 

 

 Os procedimentos do algoritmo ARTMAP nebuloso será descrito nas 

próximas subseções [Carpenter et al., 1992; Raveendran et al., 2000]. 

 

��� ��������	
��������������

 O vetor ART� representa um padrão de entrada e o vetor ART� a 

saída desejada correspondente ao vetor de entrada ART�. 

 As entradas para o ART� e o ART� estão na forma de codificação de 

complemento. Para o módulo ART� tem-se ][ ����� ==  e para o ART� 

][ ����� == . A seguir, descrevem-se os vetores de atividade dos módulos 

envolvidos na rede neural ARTMAP nebulosa. 
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- ART�: �� ][ 21 ��������� �
�

�
�

= , ��  ][ 21 ���������� �
�

�
�

=  e �
�� ][ 21 ���������� �

���
�
�

�

= ; 

- ART�: �� ][ 21 ���������� �

�

�

�
= , �� ][ 21 ���������� �

�
�

�
=  e �

�� ][ 21 ���������� �
���

�
�

�
= ; 

- inter-ART: ��� ][ 1 ���������� ��

�

��

�
=  e ��

�� ][ 1 ���������� ��
��

��
�

�
= . 

 

 Sendo �� e ��, adotados como números de vetores de entrada na 

camada F �

1  e F �

1  e �� e �� as dimensões dos vetores de entrada que formam as 

categorias nas camadas F �

2  e F �

2  dos módulos ART� e ART�, respectivamente. 

 

��� ����
���������

 Todos os pesos relacionados ao ART�, ART� e ao inter-ART 

inicialmente possuem: 

� � �
�1  (0)  = ... = � �

���
�

2  (0)  = 1 

� � �

�1  (0)  = ... = � �
��� �2  (0)  = 1 

� � ��
�  (0)  = ... = � ��

�� �

 (0)  = 1 

representando as categorias não-ativas. Após a seleção das categorias elas tornam-

se ativas. 

 

��� ��
����
���

 Os parâmetros, relacionados a seguir, são essenciais no 

desenvolvimento da rede neural ARTMAP nebulosa. São eles [Carpenter et al., 

1992; Georgiopoulos et al., 1996]: 

- O parâmetro de escolha - α > 0; 

- O parâmetro taxa de treinamento - β ∈ [0,1]; 

- Os parâmetros de vigilância dos módulos ART� , ART� e inter-ART ρ�, ρ��

e ρ���∈ [0,1]. 
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� 	�
����������� Inicialmente o parâmetro de vigilância, ρ�, do ART� 

equivale a um parâmetro de vigilância base, 
_

�
ρ . O parâmetro de vigilância de 

F�� é dado por ρ��. Se [Carpenter et al., 1992]: 

 �

��

�� �� ρ<  (5.2.1.1) 

�

ρ� é incrementada até que seja ligeiramente maior que:  

 

 
�

�� �
�∧

 (5.2.1.2) 

 

sendo 

�� �� entrada para F �

1 em forma de codificação de complemento. Então: 

 �

�
�

ρ<
∧

�

��
 (5.2.1.3) 

sendo: 

� = índice do nó ativo em F �

2 . 

 

 Quando isso ocorre a busca no ART� conduz cada ativação de outro nó 

� em F �

2  com: 

�

�
�

ρ≥
∧

�

��
   e    ���

��
�

�

ρ≥
∧

�

��
 

ou se tal nó não existe, é necessário que se faça um acréscimo em ρ�, de maneira 

que, seja obtido um novo valor de ρ�, ligeiramente maior que o valor obtido na 

Equação (5.2.1.2). Desta forma: 

ερ +
∧

=
�

�� �
�

�  
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 Então, se um nó escolhido no ART� falhar no critério de combinação, 

inicia-se uma nova busca de forma a encontrar o nó em F �

2  que satisfaça o critério 

de combinação [Carpenter et al., 1992; Georgiopoulos et al., 1996]. 

 

��� ��
����������

 Os pesos � ��
��

 em caminhos F �

2  → F�� inicialmente satisfaz [Carpenter 

et al., 1992; Georgiopoulos et al., 1996] 

1=��
���  

e durante o processo de ressonância se a categoria � do ART� ativa e a categoria 	 

do ART� ativa combinarem, a adaptação dos pesos inter-ART será efetuada da 

seguinte maneira: 
 

- 1=��
���  

- 0=��
��� para 
 ≠ � e � ≠ 	 

 

 O fluxograma apresentado na Figura 5.6 estabelece todos os 

procedimentos do algoritmo ARTMAP nebuloso de uma forma mais simples. 

 A rede neural ARTMAP é uma rede que possui dois módulos ART 

acoplados através de um módulo inter-ART. A desenvoltura e o treinamento da 

rede é idêntica a rede ART, com uma única diferença, que a rede ARTMAP 

possui um sistema de conexão entre os dois módulos ART existentes na rede que 

combinam os parâmetros de entrada com a parâmetros de saída através do �����

�������, fazendo com que a rede tenha um treinamento supervisionado. 

 O seu treinamento ocorre da mesma forma da rede ART, sendo que 

agora existirá mais uma matriz de pesos relacionado ao campo F��. Outro fato 

que difere as redes ART e ARTMAP é o acréscimo que ocorre no parâmetro de 

vigilância do módulo ART� com a finalidade de excluir de vez a categoria do 

ARTa que não combinou com a categoria do ART�. 
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Figura 5.6. Fluxograma da rede neural ARTMAP nebulosa. 
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����� ����	
�����

 Neste capítulo foi efetuado um estudo teórico sobre a teoria da 

ressonância adaptativa. Como a nova arquitetura de rede neural a ser 

desenvolvida (rede neural ART&ARTMAP nebulosa) é composta por duas redes 

neurais baseadas na teoria da ressonância adaptativa. Este capítulo serviu como 

um instrumento conceitual no qual foram apresentados os algoritmos e as 

estruturas de ambas as redes (ART nebulosa e ARTMAP nebulosa) utilizadas na 

construção da rede neural ART&ARTMAP nebulosa. 
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���	 �����������	�	���	������	����������	���������

 A rede neural ART&ARTMAP nebulosa [Ferreira, 2003] é uma 

arquitetura que foi concebida para trabalhar, com maior eficiência, com dados 

binários e analógicos simultaneamente. Trata-se de uma rede neural composta por 

dois módulos: 
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1. rede neural ART nebulosa [Carpenter et al., 1991�]; 

2. rede neural ARTMAP nebulosa [Carpenter et al., 1992; Carpenter & 

Grossberg, 1992]. 

 

 A importância do emprego deste sistema refere-se à característica de 

estabilidade e plasticidade, além de oferecer respostas bastante rápidas 

(treinamento rápido). 

 A rede neural ARTMAP é composta por dois módulos ART 

denominados ARTa e ARTb, os quais são treinados de modo não-supervisionado, 

baseados no estímulo de entradas. Estes dois módulos são interligados por um 

módulo inter-ART que é responsável pelo “casamento” entre as informações de 

entrada e de saída codificadas nas redes neurais ARTa e ARTb, ou seja, é realizado 

o mapeamento � = �(�), � (entrada) ∈�ℜ�� e ��(saída)�∈�ℜ��, sendo ��uma função 

desconhecida (linear ou não-linear) multidimensional. Assim, ainda que os 

módulos ARTa e ARTb sejam treinados de modo não-supervisionado, na rede 

neural ARTMAP o treinamento é realizado de modo supervisionado (baseado em 

estímulos de entrada e de saída), cuja função é exercida pelo mecanismo inter-

ART. 

 A previsão de carga é formulada como um problema que usa variáveis 

híbridas,  � , dados binários (para expressar os dias, meses, anos, etc.) e dados 

analógicos (valores da carga elétrica, temperatura, etc.). Daí a razão de se trabalhar 

com a rede neural ART&ARMAP nebulosa. 

 A rede neural ARTMAP, na arquitetura ART&ARTMAP, tem por 

objetivo, o processamento apenas de dados binários, embora as entradas de dados 

da rede neurais (rede neural ART) sejam compostas tanto de dados binários 

quanto de dados analógicos. Dentro da arquitetura da rede neural 

ART&ARTMAP nebulosa está embutido um mecanismo o qual possibilita a 

transformação dos dados analógicos em dados binários. 
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 Na Figura 6.1 [Lopes et al., 2005], apresenta-se a rede neural 

ART&ARTMAP nebulosa, organizada e ajustada para resolver o problema de 

previsão de carga. São identificadas as duas redes neurais ART e ARTMAP 

nebulosas. À esquerda e à direita encontram-se, respectivamente, as duas redes 

neurais ART nebulosa e ARTMAP nebulosa (composta pelos módulos ARTa, ARTb 

e inter-ART). 
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Figura 6.1.  Rede neural ART&ARTMAP nebulosa. 

 

 O funcionamento desta rede neural constitui de duas fases: 

 

(1) treinamento; 

(2) previsão. 

 

 Na fase de treinamento, na rede neural, as chaves A e B deverão estar 

posicionadas na modalidade “treinamento”. A entrada é composta pelo vetor 
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���($) (grandezas analógicas), pelo escalar ���($), correspondente ao dado de saída 

da rede neural sofrendo um atraso de uma hora, e pelo vetor ����($) (dados 

binários). A saída é composta pela carga referente a 1 hora à frente. Na fase de 

previsão, as chaves A e B deverão ser colocadas na posição “previsão”. Neste caso, 

a entrada escalar ���($) é gerada pela rede neural correspondente a carga com um 

atraso de 1 hora em relação a carga prevista ���($�+ 1). Observa-se que ���($�+ 1) é 

fornecida sob código ativo da rede neural ARTMAP, devendo, portanto, ser 

convertido em dados reais, via uso do processador B-A. 

 O conjunto de padrões de entrada que compõem a rede neural 

ART&ARTMAP nebulosa é formado por dois subconjuntos de entradas de dados. 

 O primeiro conjunto de entrada de dados é apresentado ao módulo 

ART nebuloso. Este conjunto contém apenas dados de entrada analógicos. Este 

módulo ART nebuloso tem por finalidade agrupar os dados de entrada 

analógicos, através de similaridades tratadas dentro da arquitetura da rede neural 

ART nebulosa ilustrada na Figura 6.2 (este procedimento é efetuado através do 

teste de vigilância). 
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Figura 6.2. Processador do módulo ART nebuloso. 

 

 Os dados que formam o conjunto de entrada para o módulo ART 

nebuloso são constituídos de dados de carga elétrica horária (� � , carga atual, 
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uma, duas e três cargas anteriores). A saída da rede neural ART nebulosa é 

transformada via processador código ativo/código binário em informação binária. 

Deve-se ressaltar que o código ativo refere-se às atividades estabelecidas na saída 

do módulo ART nebuloso. 

 O segundo conjunto de entrada é composto apenas de dados binários 

que correspondem a dados que se referem ao tempo, neste caso, a hora 

correspondente a cada carga elétrica, o dia da semana e o mês. 

 Resumindo, a rede neural ART&ARTMAP nebulosa são compostas 

pelos seguintes padrões de entrada de dados: 

 

 �����	�	������: O padrão de entrada de dados da rede é dividido em duas 

partes [Lopes et al., 2004]: 
 

 1. a primeira parte constitui o padrão de entrada de dados analógicos. É 

composta por dados históricos (de hora em hora) predefinidos em um 

intervalo, por exemplo, mensal. Em uma determinada hora $,�a entrada é 

definida como sendo os dados históricos da carga elétrica 

(correspondentes à hora atual, 1, 2, . . .   e � horas anteriores). 

 2. a segunda parte constitui o padrão de entrada de dados binários. Estes 

dados são referentes ao tempo (mês, dia da semana, se é feriado ou não, 

hora, etc.). 

 

 Esta é a estratégia usada nesta pesquisa. Contudo, deve-se considerar 

que há uma grande variedade de estratégias propostas na literatura. O que 

distingue uma das demais, refere-se aos dados que são usados em cada janela. Por 

exemplo, na estratégia aqui empregada, são tomados � horas anteriores à hora 

corrente. Uma outra estratégia poderia ser adotada acrescentando outros valores 

de carga correspondentes à hora corrente de dias, de semanas ou meses anterior. 

Assim, via de regra, a aplicação de redes neurais para a previsão de carga é 

realizada considerando-se dois enfoques: 
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(1) melhoria das arquiteturas e das técnicas de treinamento; 

(2) melhoria da estratégia para a constituição dos dados de entrada.  

 

 Neste trabalho, o desenvolvimento do sistema para previsão de carga 

refere-se ao enfoque (1), ou seja, está sendo proposto um novo modelo neural para 

a previsão de carga, baseado numa composição modular de redes neurais ART 

nebulosas. 

 Com o objetivo de refinar os resultados, pode-se incluir, também nessa 

base de dados, outras variáveis como: temperatura, umidade, velocidade do 

vento, dias nublados, etc., que correspondem às variáveis exógenas do problema. 

 

 Os padrões de entrada da rede são representados como: 

 

� ���($) = [(($�− �) . . . (($�− )) (($�− *) (($) ], ����∈����  (6.1.1) 

� ����($) = [ � ],                 �����∈����� �(6.1.2) 

 

em que: 

���($) = dados de entrada analógicos;�

����($) = dados de entrada binários;�

� = dimensão do vetor ���; 

� = dimensão do vetor ����; 

� = número de horas anteriores à hora corrente ($); 

(($�−��) = valor da carga, � horas antes da hora atual $; 

� = vetor tempo referente aos dados históricos (mês, dia da semana, 

feriado, hora, etc.). 
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 As cargas elétricas (($�− �) . . . (($�− )) (($�− *) representam o laço de 

realimentação da saída com um atraso, respectivamente, de �,  . . .  , 2 e 1 hora da 

hora corrente $. 

 O vetor ���($) constitui a entrada da rede neural, tendo como função a 

classificação em categorias. Em seguida estas categorias são convertidas em dados 

binários, originando o vetor ����($). 

 Desta forma, a entrada da rede neural ARTMAP nebulosa é composta 

apenas por dados binários formadas pelo vetor binário da saída do processador 

A/B, acrescido do vetor binário que representa os dados do tempo. 

 O conjunto de padrões que representa a saída desejada da rede neural 

ART&ARTMAP nebulosa é formada por valores de cargas elétricas horárias 

relativas à hora subseqüente aos valores de carga horária que compõem o dados 

de entrada. Este conjunto também é composto apenas por dados analógicos e é 

dado da seguinte maneira: 

 

 �����	�	����: Corresponde ao valor da carga relativa à hora ($+1), que é 

processada em classes e áreas e, posteriormente, codificada em dados binários 

[Lopes et al., 2004]. 

 

 Como o objetivo da rede neural ART&ARTMAP nebulosa é fazer com 

que todo o processamento, treinamento e diagnóstico da rede neural, tenha um 

embasamento apenas em dados binários, o próximo passo consiste em tentar fazer 

com que os dados analógicos que compõem a saída da rede sejam transformados 

em dados binários. 

 Primeiramente, efetuou-se uma normalização dos dados de saída, em 

um intervalo [0, 1], através da razão dos valores das cargas elétricas que 

compunham o banco de dados por um valor de carga máximo (valor de carga 

preestabelecido, maior que os valores do banco de dados). Então 



 90

 (�($+1) = (($+1) / ,��- (6.1.3) 

em que: 

(�($+1) = valor da carga elétrica normalizado referente à hora subseqüente da 

hora atual $; 

(($+1) = valor da carga elétrica correspondente à hora subseqüente da hora 

atual $; 

,��-� = valor máximo preestabelecido da carga. 

 

 O intervalo [0, 1] é discretizado em classes e cada classe é subdividida 

em áreas como mostra a Figura 6.3. Para os resultados de previsão de carga 

elétrica obtidos foram utilizados 127 classes (representação por 7� ���) e 15 áreas 

(representação por 4 ���). 
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Figura 6.3.  Processador dos dados de saída da rede 

neural ART&ARTMAP nebulosa. 

 

 Inicialmente a proposta era apenas de utilizar como classificação da 

carga elétrica apenas a ������, ou seja, cada valor que uma carga elétrica 
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assumisse, deveria pertencer a uma classe específica. Porém, com o decorrer dos 

testes efetuados, observou-se que valores de cargas diferentes poderiam estar 

pertencendo a mesmo tipo de classe, o que geraria um enorme erro na previsão. 

 A idéia foi, então, fazer com que dentro da classe houvesse uma 

subdivisão, de forma que os valores de cargas elétricas diferentes que assumissem 

a mesma classe tivessem, através desta nova subdivisão, um novo esquema de 

representação. 

 Dessa forma, cada valor de carga elétrica assume uma classe e uma 

área de forma única, de maneira que, se ocorrer o fato do banco de dados possuir 

valores de cargas elétricas próximos, é possível aumentar ou diminuir os 

intervalos de classes e áreas de forma a encontrar sempre uma configuração apta a 

representar uma carga elétrica específica. Isso é importante, pois cada 

configuração pode apenas ser relacionada a um único valor de carga elétrica. 

 Assim sendo, espera-se que a rede consiga identificar o valor da carga 

elétrica de forma mais precisa possível. Desta forma, cada valor de (�($+1) será 

representado por classe e área, na forma binária, do seguinte modo [Lopes et al., 

2004]: 

 ��
��� ($+1) =

�����
�

����

010[1
�����

�

���	

1]100  (6.1.4) 

em que: 

���� = vetor correspondente à representação  binária da classe de (�($+1); 

	��� = vetor correspondente à representação binária da área de (�($+1); 

��
���($+1) = representação binária de (�($+1). 

 

 Após identificar a configuração em classes e áreas referentes a cada 

valor de carga elétrica, o próximo passo é binarizar as classes e as áreas através do 

processador código ativo/código binário.  
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 Estes dados binarizados compõem o banco de saída do módulo 

ARTMAP nebuloso. 

 O módulo ARTMAP nebuloso se baseia apenas no processamento de 

dados binários o que favorece o treinamento e o diagnóstico, tornando-os a 

princípio, mais rápidos. 

 Este sistema neural contém chaves que indicam o estado da rede: '���	

�	 ������ ���� ou '���	 ��(���� (no presente caso, corresponde à realização da 

previsão de carga elétrica). Um conversor A/B é empregado para realizar a 

conversão analógica/binária da saída da rede neural ARTMAP nebulosa durante 

a fase de treinamento. A rede neural ARTMAP nebulosa fornece uma saída 

binária (fase de análise) que deve ser convertida em informação analógica para ser 

agregada à entrada da rede neural ART nebulosa como ilustra a Figura 6.4. 
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Figura 6.4.  Ilustração da rede neural ART&ARTMAP 

nebulosa na fase de análise. 
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 Deste modo, a previsão de carga elétrica corresponde aos valores da 

saída da rede neural ARTMAP nebulosa para o intervalo de tempo considerado 

(por exemplo, a previsão diária, 24 horas à frente). 

 Em resumo, os dados de entrada analógicos são incluídos na entrada 

da rede neural ART nebulosa, enquanto que, se forem binários, a inclusão far-se-á 

diretamente na entrada da rede neural ARTMAP nebulosa (que, neste trabalho, só 

manipula informações binárias). Os módulos conversores A/B são empregados, 

portanto, para compatibilizar os diferentes tipos de informações 

(analógicas/binárias) manipuladas nas diferentes partes da rede neural. 

 


�)�	 �� ���(�����

 Neste capítulo o objetivo foi apresentar o desenvolvimento da rede 

neural ART&ARTMAP nebulosa aplicada ao problema de previsão de cargas 

elétricas. O processamento da rede neural ART&ARTMAP nebulosa está baseado 

no tratamento apenas de dados binários, com isso, todos os dados analógicos são 

convertidos em dados binários. É importante salientar que esta rede neural 

mantém as características fundamentais que as redes neurais baseadas na teoria da 

ressonância adaptativa possuem que é a plasticidade e a estabilidade. Estas 

características são de extrema importância para o funcionamento da rede neural, 

pois garante a convergência da rede neural de forma rápida e precisa. 
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���	 ���������	����	���������	��	����	�������

 Para avaliar o desempenho das redes neurais baseadas no algoritmo 

retropropagação, define-se o ganho em termos do número de ciclos: 

 45 = 
6%('
6%(

  

sendo: 

6%( = número de ciclos do algoritmo retropropagação; 

6%(' = número de ciclos do algoritmo retropropagação modificado. 

 

 O ganho de tempo necessário para a realização do treinamento é 

dado da seguinte forma [Lopes & Minussi, 2000]: 

 4& = 
&%7
&%(

  

em que: 

&%(� =� tempo de execução (processamento) do	algoritmo retropropagação; 

&%7 = tempo de execução das redes neurais implementadas. 

 

 Para uma análise da precisão, são definidos o erro percentual 

absoluto médio '$(� [Srinivasan et al., 1998] e o erro máximo da previsão 

diária, comparando-se os valores reais da carga com os valores estimados 

através da rede neural da seguinte forma: 
 

 '$(�  = 
6&
8

{ ∑
=

��

� 1
 ( | �(-) - �(-)| ) / �(-) } x 100  

� ����12��� (%) = ��2 {| �(-) -�(-)| / �(-) } x 100  

sendo: 

�(-) = valor da carga real referente a hora -; 

�(-) = valor da carga estimada pela rede neural referente à hora -; 

6& = número total de horas. 
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 O programa foi elaborado em FORTRAN e processado em um 

microcomputador Pentium 4 (1,7 GHz e 256 MB de memória RAM). O tempo de 

processamento diz respeito apenas à execução do algoritmo, sendo excluídas as 

operações de leitura e saída dos dados. 

 


���	 ��� ������	��	���!�� �	��	��������	��	������	��������	�����"����	

�	������� �	��������������� 

 No desenvolvimento do trabalho existem características importantes 

que devem ser comentadas e analisadas com a finalidade de compreender o 

desempenho do algoritmo proposto com relação a previsão de cargas elétricas. 

Uma delas consiste em verificar qual deve ser a função sigmóide utilizada durante 

o processo de treinamento da rede neural. 

 Como o problema a ser abordado corresponde à previsão de cargas 

elétricas, a função não-linear adotada é a função sigmóide definida pela Equação 

(4.1.6) [Fine, 1999; Simpson, 1989; Widrow & Lehr, 1990]. 

 Para trabalhar com modelos binários deve-se adotar valores grandes 

para o parâmetro λ [Widrow & Lehr, 1990], enquanto que para modelos contínuos 

é recomendável adotar valores de menor magnitude [Minussi & Silveira, 1995]. A 

derivada σ tem forte semelhança com a curva de distribuição normal (de Gauss). 

Constitui-se de um ����� ������� e suas laterais designadas, como forma de 

simplificação, ��
���� ��*
��� e� ������� [Minussi & Silveira, 1995]. Nota-se que a 

diminuição de λ produz uma suavização na função sigmóide 9, enquanto que sua 

derivada σ tende a diminuir a amplitude da curva e alongar as caudas. 

 No algoritmo retropropagação, a adaptação de pesos, que concorrem a 

cada neurônio, é efetuada utilizando-se, basicamente, o erro propagado no sentido 

inverso, multiplicado por σ e pela entrada no referido neurônio. Deste modo, os 

pesos têm efetivo ajuste somente para valores de “�” situados no corpo central da 
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função σ. À medida que os pesos se tornarem significativos, há desaceleração dos 

ajustes dos mesmos, tendendo para a completa paralisia, justamente onde se 

encontram os terminais das caudas (tanto direita como esquerda) [Minussi & 

Silveira, 1995]. A escolha de λ deve ser feita levando-se em conta a experiência 

com treinamento. 

 Nos resultados apresentados, por conveniência, o parâmetro γ (taxa de 

treinamento) é redefinido do seguinte modo [Lopes & Minussi, 2000]: 

 

 γ  = (2 γ* / λ) (para sigmóide definida pela Equação (4.1.5)) (7.2.1) 

 γ = (γ* / λ) (para sigmóide definida pela Equação (4.1.6)) (7.2.2) 

 

 Substituindo-se as expressões de γ (Equações (7.2.1) e (7.2.2)) na 

Equação (4.2.2), será “anulada” a dependência da amplitude de σ com relação a λ. 

A amplitude de σ será mantida constante para qualquer valor de λ. Esta 

alternativa torna-se mais conveniente tendo em vista que� λ atuará somente nas 

caudas esquerda e direita de σ. Assim, arbitrando-se um valor inicial para γ*, este 

parâmetro será ajustado via controlador nebuloso, substituindo-se ∆γ por ∆γ* 

[Lopes & Minussi, 2000]. 

 A previsão de carga a curto-prazo (previsão diária) é realizada de 

acordo com o seguinte esquema: �	implementação de recorrência na saída em um 

determinado instante será utilizada como entrada no instante subseqüente. São 

considerados os dados históricos horários dentro de um intervalo 

preestabelecido, �"�., mensal. A entrada da rede, para uma determinada hora -, é 

definida como sendo os valores da carga extraídos dos dados históricos em 

quatro instantes (�"�", valor corrente, uma, duas e três horas anteriores), a 

temperatura, etc., e os dados referentes ao tempo (mês, dia da semana, feriado e 

hora, etc.). A saída da rede corresponde ao valor da carga referente à hora (-+1). 
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 O conjunto que compõe a entrada / saída é definido considerando 

esta estratégia até completar todo o intervalo de tempo da série temporal. Este 

esquema pode ser modificado visando obter melhores resultados, através da 

introdução de outras variáveis (dias nublados, etc). Assim, o vetor de entrada e a 

saída, respectivamente, são definidos da seguinte forma [Lopes et al., 2000]: 

 

	 �(-) = [ � L(--3)  L(--2)  L(--1)  L(-) ]  ,    � ∈ %�� (7.2.3) 

	 �(-) = [ L(-+1) ] ,    � ∈ %�� (7.2.4) 

sendo: 

� = dimensão do vetor #; 

�(-−*) = valor da carga * horas anterior à hora corrente -; 

�(-�+1) = valor da carga elétrica correspondente à hora subseqüente a hora 

corrente -; 

� = vetor de tempo referente aos dados históricos (mês, dia da semana, 

feriado, hora, etc) representados de modo similar ao código binário 

(−1,+1). 

 

 A escolha desta representação binária é preferível em relação à 

representação (0,+1), tendo em vista que o componente “0” de entrada à rede 

não proporciona modificação nos pesos. Deste modo, a representação (−1,+1) 

produz uma convergência mais rápida, conseqüentemente sendo mais eficiente. 

 As cargas elétricas �(-−3), ... , �(-−1) representam o laço de 

realimentação, com atraso, da saída. Deste modo, esta rede é do tipo recorrente. 

 Os dados históricos que compõem os arquivos de entrada e saída das 

redes neurais foram obtidos de cargas elétricas de uma companhia do setor 

elétrico brasileiro. Estes dados contêm valores das cargas horárias do ano de 
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1998, estando eles relacionados a dias atípicos (feriados), dias especiais (sábados 

e domingos) e dias de uma semana típica. 

 


�����	 �����������	��!������

 Para esta arquitetura de rede neural, rede neural  ��� �:�� com 

controlador nebuloso (CN), são consideradas	três aplicações, sendo que o banco 

de dados possui, respectivamente, dados históricos de 21 (Apêndice B.1), 42 

(Apêndice B.2) e 84 dias (Apêndice B.3). 

 De um modo geral, utiliza-se um vetor de entrada de dimensão 12, 

composto pelos seguintes dados: dia da semana e hora do dia, codificados na 

representação binária, mais a carga horária corrente e os valores de cargas 

considerando-se três horas anteriores. 

 A primeira aplicação (Aplicação 1) composta por dados históricos de 

21 dias está compreendida entre o dia 8 de julho de 1998 e o dia 28 de julho de 

1998, num total de 504 vetores de entrada. Para a segunda aplicação (Aplicação 

2), composta por 42 dias, os dados históricos estão compreendidos entre o dia 17 

de junho de 1998 e o dia 28 de julho de 1998 resultando num banco de entradas 

formado por 1008 vetores. E, finalmente, a terceira aplicação (Aplicação 3) que 

contém 84 dias, compreendidos entre o dia 4 de maio de 1998 e o dia 27 de julho 

de 1998, dando origem ao vetor de entrada composto por 2016 vetores. É 

importante ressaltar que o dia 11 de junho de 1998 foi excluído do banco de 

dados, pelo fato de ser um dia atípico (feriado), cujos dados contêm imprecisões 

grosseiras que se utilizados interferem consideravelmente nos resultados da 

previsão. 

 Os valores das cargas são, inicialmente, normalizados uma vez que a 

saída somente pode variar entre 0 e +1. A série prevista será, então, finalmente, 

convertida aos valores reais, ou seja, multiplicados pelo valor da base 

preestabelecida. 
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 A Tabela 7.1 apresenta os principais parâmetros referentes às redes 

neurais utilizadas e ao treinamento. Os parâmetros referentes ao algoritmo 

retropropagação convencional é semelhante aos parâmetros das redes neurais, 

sendo que o parâmetro α assume valor igual a 0.  

 

Tabela 7.1.  Especificação da rede neural –  controlador nebuloso. 

���$ �����	 ��������	�	 ��������	�	 ��������	%	

Número de vetores padrão 504 1008 2016 

Número de camadas 3 3 3 

Número de neurônios por camada 12-30-1 12-30-1 12-30-1 

Tolerância (%) 2,0 2,5 3,0 

Taxa de treinamento γ; 4,5 5,5 6,0 

Termo momento η 0,9 0,9 0,9 

Inclinação da função sigmóide λ 0,3 0,3 0,3 

Parâmetro α 0,002 0,81 0,06 

 

 

 Os números de neurônios que compõem cada camada são escolhidos 

conforme as características do sistema, assim como os valores dos padrões 

envolvidos no treinamento da rede neural. 

 Na Figura 7.1 são mostrados, para a Aplicação 1, os resultados da 

previsão de carga (via algoritmo retropropagação convencional e 

retropropagação via controlador nebuloso) referentes ao dia 29 de julho de 1998. 

A Figura 7.2 ilustra os resultados da previsão de carga (via algoritmo 

retropropagação convencional e retropropagação via controlador nebuloso) 

referentes ao dia 29 de julho de 1998 obtidos para Aplicação 2. Os resultados da 

previsão de carga encontrados para Aplicação 3 (via algoritmo retropropagação 

convencional (RP) e retropropagação via controlador nebuloso (RP Nebuloso)) 

referentes ao dia 28 de julho de 1998 são apresentados na Figura 7.3. 
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Figura 7.1.  Resultados da previsão de carga para Aplicação 1 (CN). 
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Figura 7.2.  Resultados da previsão de carga Aplicação 2 (CN). 
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Figura 7.3.  Resultados da previsão de carga para Aplicação 3 (CN). 

 

 

 As Tabelas 7.2, 7.3 e 7.4 apresentam os resultados comparativos em 

termos de ganhos de ciclo e tempo e também fornece, em porcentagem, o erro com 

relação ao valor real da carga. 

 

 

Tabela 7.2.  Resultados comparativos para Aplicação1 (CN). 

&�� 	 ��	 ��	��!�����	

Número Ciclos 24801 16973 

Tempo Processamento(s) 443,56 322,35 

Ganho 45 - 1,46 

Ganho 4& - 1,38 

'$(� (%) 2,03 1,35 

���'12���  (%) 5,62 3,31 
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Tabela 7.3.  Resultados comparativos para Aplicação2 (CN). 

&�� 	 ��	 ��	��!�����	

Número Ciclos 2452 1932 

Tempo Processamento(s) 86,72 69,26 

Ganho 45 - 1,27 

Ganho 4& - 1,25 

'$(� (%) 1,97 0,91 

���'12���  (%) 6,36 2,71 
 

Tabela 7.4.  Resultados comparativos para Aplicação3 (CN). 

&�� 	 ��	 ��	��!�����	

Número Ciclos 1735 1662 

Tempo Processamento(s) 120,16 118,30 

Ganho 45 - 1,04 

Ganho 4& - 1,02 

'$(� (%) 3,01 1,03 

���'12���  (%) 8,01 3,45 
 

 Deve-se observar que o número de ciclos de treinamento nas três 

aplicações foi consideravelmente diferente, tendo em vista que foram utilizadas 

tolerâncias distintas. Procurou-se usar tolerâncias mais brandas à medida que 

aumentava o número de padrões. Isto se fez necessário visando evitar problemas 

na convergência da rede. 

 


�����	 �����������	��!�����	�	���������	���	���$ �����	��	&��������	

�	'���������	��	������	(�� )����

 Os dados para compor o treinamento, empregados para esta rede 

neural, são (para cada vetor): os dados do tempo (dia do mês e a hora do dia), as 

cargas horárias correntes e valores de cargas considerando-se três horas anteriores. 

A carga futura (uma hora à frente) constitui a saída da rede. Não foram 
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considerados os dados de temperatura em conseqüência da não disponibilidade 

dos mesmos. Considerando-se a representação binária, o vetor � terá dimensão 8 

que, juntamente com os dados da carga, serão 12 componentes (�	 = 12). 

 Os bancos de dados utilizados para validar esta metodologia (previsão 

de cargas elétricas, utilizando a rede neural  ��� �:�� treinada pelo algoritmo 

retropropagação com controlador nebuloso e um processo adaptativo dos 

parâmetros de inclinação e translação da função sigmóide, que é a função de 

ativação utilizada pela rede neural) são constituídos pelos mesmos dados que 

compõem as aplicações 1, 2 e 3 mencionadas anteriormente. A Tabela 7.5 mostra 

os principais parâmetros, referentes a rede neural adaptativa, utilizada nas 

aplicações 1, 2 e 3, simultaneamente. 

 

Tabela 7.5.  Especificação da rede neural adaptativa. 

��������		���$ �����	

�	 �	 %	

Número de vetores padrão 504 1008 2016 

Número de camadas 3 3 3 

Número de neurônios por camada 12-30-1 12-33-1 12-33-1 

Tolerância (%) 4,0 3,8 4,0 

Taxa de treinamento γ; 5,5 6,5 6,5 

Termo momento η 0,0 0,0 0,0 

Inclinação inicial da função sigmóide λ 0,30 0,20 0,25 

Translação inicial da função sigmóide ρ 0,0 0,0 0,0 

Taxa de treinamento - inclinação da função sigmóide γλ 0,10 0,35 0,65 

Taxa de treinamento - translação da função sigmóide γρ 0,50 0,33 0,80 

Parâmetro α 0,4821 0,4281 0,4843 

 

 A Figura 7.4 mostra os resultados da previsão de carga elétrica, 

Aplicação 1, (via retropropagação convencional - RP convencional e RACN - 

retropropagação adaptativa com controlador nebuloso) referente ao dia 29 de 

julho de 1998. 
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Figura 7.4.  Resultados da previsão de carga para Aplicação 1 (RACN). 

 

 Os resultados obtidos para a Aplicação 2, referentes ao dia 29 de julho 

de 1998, estão ilustrados na Figura 7.5.  
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Figura 7.5.  Resultados da previsão de carga para Aplicação 2 (RACN). 



 106

 Para a aplicação 3, previsão de carga elétrica referente ao dia 28 de julho 

de 1998, os resultados são apresentados na Figura 7.6. 
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Figura 7.6.  Resultados da previsão de carga para Aplicação 3 (RACN). 

 

 As Tabelas 7.6, 7.7 e 7.8 mostram os resultados comparativos em 

termos de ganhos de ciclo e tempo e os erros obtidos com relação ao valor real da 

carga elétrica. 

 

Tabela 7.6.  Resultados comparativos para Aplicação1 (RACN). 

&�� 	 ��	�����������	 ����		

Número Ciclos 66986 1878 

Tempo Processamento(s) 1358,60 33,17 

Ganho 45 − 35,67 

Ganho 4& − 40,96 

'$(� (%) 1,80 0,97 

���'12���  (%) 6,20 2,98 
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Tabela 7.7.  Resultados comparativos para Aplicação2 (RACN). 

&�� 	 ��	�����������	 ����		

Número Ciclos 2866 1094 

Tempo Processamento(s) 120,89 46,28 

Ganho 45 − 2,62 

Ganho 4& − 2,61 

'$(� (%) 2,79 1,12 

���'12���  (%) 6,92 3,63 
 

Tabela 7.8.  Resultados comparativos para Aplicação3 (RACN). 

&�� 	 ��	�����������	 ����		

Número Ciclos 916502 2107 

Tempo Processamento(s) 3548,35 165,23 

Ganho 45 − 434,98 

Ganho 4& − 21,48 

'$(� (%) 1,42 1,20 

���'12���  (%) 5,61 2,69 

 


�%�	 ��� ������	��	���!�� �	��	��������	��	������	��������	������	�	

����	������	��'*��'+��	��!������

 A previsão de carga elétrica, via redes neurais (neste caso, a rede 

ART&ARTMAP nebulosa), pode ser formulada do seguinte modo, como ilustrada 

na Figura 7.7, sendo que os padrões de entrada de dados dependem efetivamente 

dos valores da carga elétrica e das variáveis exógenas (Equações (6.1.1) e (6.1.2)). 

Após a geração do banco de entrada e saída de dados (dados binários), o 

processamento da rede neural ART&ARTMAP nebulosa fica restrita ao módulo 

ARTMAP nebuloso. Os vetores de entrada e de saída do módulo ARTMAP 

nebuloso são ilustrados da seguinte forma [Lopes et al., 2004]: 

� �(-) = [����(-)  ����(-) ] ��∈�%������� (7.3.1) 
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� �(-) = ��
��� (-<1), ��∈�%�������� (7.3.2) 

sendo: 

�� = dimensão do vetor ����; 

�� = dimensão do vetor ����; 

�� = dimensão do vetor ����. 

 


�%���	 ����	������	��'*��'+��	��!������

 Nesta seção, serão apresentados os resultados da previsão de carga 

usando a rede neural ART&ARTMAP nebulosa. Deve-se destacar que o objetivo 

desta bordagem com redes neurais refere-se à apresentação de uma nova estrutura 

de rede neural (ART&ARTMAP nebulosa), em que é evidenciado o 

funcionamento e o seu desempenho, para a resolução do problema de previsão de 

carga. Os dados referentes ao tempo usados no treinamento neste trabalho são 

(para cada vetor): dia da semana e hora do dia. Considerando a representação do 

vetor de entrada que compõe a rede ART&ARTMAP nebulosa tem-se: 

 

• ,����	��	������� 

� �(-/ ∈ ℜ20 → ����(-) ∈ ℜ12 e ����(-)  ∈ ℜ8 

 

•� ,����	��	������

� �(-/ ∈ ℜ11 

 

 Para testar a eficiência da rede proposta (rede ART&ARTMAP 

nebulosa), é efetuado um esquema de previsão de cargas elétricas utilizando os 

mesmos dados que compunham as aplicações 1, 2 e 3 utilizadas anteriormente. 

 É importante enfatizar que todas as aplicações 1, 2 e 3 foram 

utilizadas no treinamento e diagnóstico de todas as arquiteturas de redes neurais 

propostas (rede neural  ��� �:�� – algoritmo retropropagação com controlador 

nebuloso, rede neural  ��� �:�� – algoritmo retropropagação com controlador 
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nebuloso e adaptação dos parâmetros de inclinação e translação da função de 

ativação da rede neural e rede neural ART&ARTMAP nebulosa). A Tabela 7.9 

apresenta os principais parâmetros utilizados no treinamento e diagnóstico da 

rede neural desenvolvida. 

 

 

Tabela 7.9.  Especificação da rede neural ART&ARTMAP nebulosa. 

��������	���$ �����	

�	 �	 %	

Número de vetores padrão 504 1008 2016 

Taxa de Treinamento - β 1,0000 1,0000 1,0000 

Parâmetro de escolha - α 1,3500 0,0003 0,0170 

Parâmetro de Vigilância (ART�) - ρ�� 0,9400 0,9300 0,9200 

Parâmetro de Vigilância (ART�) - ρ� 0,9900 0,9800 0,9900 

Parâmetro de Vigilância (inter-ART) - ρ�� 1,0000 1,0000 1,0000 
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Figura 7.8.  Resultados da previsão de carga para Aplicação 1 

(ART&ARTMAP Nebulosa). 
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 A Figura 7.8 mostra os resultados da previsão de carga para Aplicação 

1 (dados reais, resultados obtidos através do algoritmo retropropagação [Lopes et 

al, 2003] e os resultados gerados pela rede ART&ARTMAP nebulosa), referentes 

ao dia 29 de julho de 1998. 
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Figura 7.9.  Resultados da previsão de carga para Aplicação 2 

(ART&ARTMAP Nebulosa). 

 

 

 Na Figura 7.9 são apresentados os resultados da previsão de carga 

para Aplicação 2 (dados reais, resultados obtidos através do algoritmo 

retropropagação [Lopes et al, 2003] e os resultados gerados pela rede 

ART&ARTMAP nebulosa) referentes ao dia 29 de julho de 1998.  

 Já a Figura 7.10 exprime os resultados obtidos para Aplicação 3 

referentes ao dia 28 de julho de 1998. 
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Figura 7.10.  Resultados da previsão de carga para Aplicação 3 

(ART&ARTMAP Nebulosa). 

 

 

Tabela 7.10.  Resultados comparativos para Aplicação 1 (ART&ARTMAP). 

&�� 	 ��	�����������	 ��'*��'+��	��!�����	

Tempo Processamento  (s) 443,56 1,71 

GT − 259,39 

'$(� (%) 2,03 1,49 

���'12���  (%) 5,62 3,38 

 

Tabela 7.11.  Resultados comparativos para Aplicação 2 (ART&ARTMAP). 

&�� 	 ��	�����������	 ��'*��'+��	��!�����	

Tempo Processamento  (s) 86,72 8,55 

GT − 10,14 

'$(� (%) 1,97 1,80 

���'12���  (%) 6,36 5,54 
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 Os resultados comparativos de ambos os métodos estão relacionados 

nas Tabelas 7.10, 7.11 e 7.12. 

 

Tabela 7.12.  Resultados comparativos para Aplicação 3 (ART&ARTMAP). 

&�� 	 ��	�����������	 ��'*��'+��	��!�����	

Tempo Processamento  (s) 120,16 62,68 

GT − 1,92 

'$(� (%) 3,01 1,59 

���'12���  (%) 8,01 7,58 

 

 A grande vantagem da rede neural ART&ARTMAP nebulosa se deve 

ao fato de que independente da tolerância de erro pré-estabelecida ela sempre irá 

fornecer uma resposta, que neste caso, será o valor de carga estimado. 

 O mesmo não ocorre com a rede neural que utiliza o algoritmo 

retropropagação. À medida que diminuímos a tolerância de erro, o processo de 

convergência da rede se torna lento ou pode ocorrer até o fato de não haver 

convergência, ou seja, a rede neural não irá fornecer nenhum resultado de 

previsão de carga. 

 Através da Tabela 7.13 podemos fazer uma análise criteriosa do 

desempenho da rede neural ART&ARTMAP nebulosa comparada às demais 

arquiteturas aqui apresentadas. Foram implementadas as seguintes arquiteturas: 

 

1. Algoritmo RP convencional com momento (M); 

2. Algoritmo RP convencional sem momento (SM); 

3. Algoritmo RP com momento e controlador nebuloso; 

4. Algoritmo RP sem momento adaptativo com controlador nebuloso; 

5. ART&ARTMAP nebuloso. 
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 Analisando os resultados, observa-se que para as Aplicações 1 e 2 e 3, a 

rede neural ART&ARTMAP nebulosa forneceu um resultado de previsão de carga 

que se manteve dentro de uma tolerância de erro, que pela literatura, é concebível. 

Porém, observa-se que o tempo de processamento (TP) gerado pela rede neural 

ART&ARTMAP nebulosa é menor que as das demais arquiteturas. 

 Com isso conclui-se, que a arquitetura proposta (rede neural 

ART&ARTMAP nebulosa) oferece resultados satisfatórios com um tempo de 

processamento menor que o tempo de processamento gerado pelas demais 

arquiteturas. 

 

 

Tabela 7.13.  Comparação entre os resultados obtidos das diferentes 

arquiteturas de redes neurais artificiais utilizadas no problema de 

previsão de cargas elétricas. 

������-��	 ����	������	 +���	 +./� �	 '�	0�1		

RP Convencional  (M) 2,03 5,62 443,56 

RP Convencional (SM) 1,80 6,20 1358,60 

RP Nebuloso 1,35 3,31 322,35 

RACN 0,97 2,98 33,17 

1 

ART&ARTMAP Nebulosa 1,49 3,38 1,71 

RP Convencional (M) 1,97 6,36 86,72 

RP Convencional (SM) 2,79 6,92 120,89 

RP Nebuloso 0,91 2,71 69,26 

RACN 1,12 3,63 46,28 

2 

ART&ARTMAP Nebulosa 1,80 5,54 8,55 

RP Convencional  M) 3,01 8,01 120,16 

RP Convencional  (SM) 1,42 5,61 3548,35 

RP Nebuloso 1,03 3,45 118,30 

RACN 1,20 2,69 165,26 

3 

ART&ARTMAP Nebulosa 1,59 7,58 62,68 
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�2�	 �� ���.���� 

 Neste capítulo foi apresentada a aplicação das três arquiteturas de 

redes neurais no problema de previsão de cargas elétricas (rede neural  ��� �:�� 

com algoritmo retropropagação com controlador nebuloso, rede neural  ��� �:�� 

com algoritmo retropropagação com controlador nebuloso e adaptação dos 

parâmetros de inclinação e translação da função sigmóide através do método do 

gradiente descendente e a rede neural ART&ARTMAP nebulosa). Todos os 

resultados obtidos pelas três redes neurais são mostrados neste capítulo e através 

deles observa-se a eficiência da rede neural ART&ARTMAP nebulosa. Conclui-se, 

através destes experimentos, que a rede neural proposta apresenta um 

desempenho superior em relação às principais arquiteturas disponíveis na 

literatura especializada, em especial ao algoritmo retropropagação o qual é 

considerado um ���-��=�universal. O desempenho superior refere-se à obtenção 

de soluções (previsão de carga) com um ganho de tempo total cerca de 16 

unidades (16 vezes mais rápido) ou superior (chegando a 322 vezes mais rápido) 

com uma melhor precisão. Outra vantagem que deve ser destacada corresponde a 

possibilidade de realizar o treinamento de forma continuada. 
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����������������		

		

����������������		��		��������������		��������		

����������������		������������		

 

 

 


���	 ���������

 Este trabalho teve por objetivo o desenvolvimento de uma 

metodologia para previsão de cargas elétricas, através de uma nova arquitetura 

de rede neural baseada na teoria da ressonância adaptativa (rede neural 

ART&ARTMAP nebulosa). Foram realizados vários testes para previsão de 

cargas elétricas considerando-se uma base de dados históricos de uma 

companhia do setor elétrico brasileiro. 

 Também foi implementada a rede ����������� com algoritmo 

retropropagação com controlador nebuloso [Lopes, 2000] e a rede neural 

����������� com algoritmo retropropagação com controlador nebuloso e 

adaptação dos parâmetros de inclinação e translação da função sigmóide [Lopes 

et al., 2003] para a resolução do problema de previsão de cargas elétricas. Todas 

as arquiteturas de redes neurais foram implementadas na tentativa de 

aperfeiçoar o algoritmo retropropagação convencional no sentido da precisão e 

agilidade no processo de convergência. 

 Quando se usou o algoritmo retropropagação com controlador 

nebuloso pôde-se verificar que a formulação abordada reduz o número de ciclos 
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de treinamento, bem como o tempo de processamento, se comparado com o 

algoritmo retropropagação convencional. Pode-se observar que com o aumento do 

número de vetores de entrada, a rede neural nebulosa tende a apresentar ganhos 

maiores. Deve-se ressaltar que a metodologia abordada proporcionou, em todas as 

simulações realizadas, previsões mais precisas quando comparada ao algoritmo 

retropropagação convencional. Isto, certamente, constitui-se num importante 

recurso para a resolução de problemas de previsão de carga mais complexos, 

como por exemplo, para a previsão de cargas elétricas multinodais, em que são 

considerados um número maior de variáveis e de informações. 

 Contudo, notou-se que o controlador nebuloso melhorava os 

resultados, porém, não apresenta uma melhoria expressiva em termos de 

processamento. A idéia foi então implementar um processo adaptativo nos 

parâmetros que compõem a função de ativação da rede neural, que neste caso é a 

função sigmóide [Stamatis et al., 1999]. Logo, a cada iteração os parâmetros de 

inclinação e translação da função sigmóide são adaptados através do método do 

gradiente descendente. 

 Através de testes realizados utilizando os dados de entrada para a 

aplicação 1, pode-se verificar que a implementação do processo adaptativo na 

função de ativação, fez com que a rede neural se tornasse mais rápida e precisa, 

quando comparada ao algoritmo retropropagação convencional e ao algoritmo 

retropropagação com controlador nebuloso. É importante enfatizar que o 

algoritmo retropropagação convencional, usado como agente de comparação para 

análise da rede neural adaptativa, foi processado sem o termo de momento. A 

rede neural adaptativa conseguiu obter um ganho de tempo de processamento de 

35,16% com relação ao método convencional, ou seja, ela conseguiu reduzir o 

tempo de processamento. Todavia, ainda observou-se que para resultados de 

aplicações que precisam de respostas �	
��	�, ainda havia a necessidade de 

melhorar o tempo de processamento da rede. 

 Logo, surgiu a idéia de utilizar as redes neurais baseadas na teoria da 

ressonância adaptativa. Estas redes possuem a característica da estabilidade e da 
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plasticidade. Para tanto, foi desenvolvida uma arquitetura neural híbrida 

(ART&ARTMAP) com capacidade de realizar a previsão de carga de forma rápida 

e precisa (equiparável às outras redes neurais artificiais disponíveis na literatura 

especializada). 

 Trata-se de uma nova abordagem, que visa proporcionar resultados 

com precisão similar às demais redes neurais e métodos disponíveis na literatura 

especializada, com menor tempo de processamento e menor restrição quanto ao 

número de variáveis associadas ao problema sob análise e quanto ao tamanho da 

base de dados a ser usada. 

 Foi desenvolvido, por conseguinte,  um procedimento de previsão de 

cargas elétricas, a curto-prazo, executado considerando 24 horas à frente, através 

de uma rede neural ART&ARTMAP nebulosa. Esta é uma rede em que grande 

parte do processamento se baseia em dados binários. 

 Pode-se observar que, em termos de tempo de processamento, a rede 

ART&ARTMAP nebulosa se sobressai à rede retropropagação em ambas 

aplicações 1 e 2, destacando a característica abordada nesta arquitetura de rede 

que é a velocidade, obtendo, assim, respostas em tempo real, que é o caso da 

previsão de cargas elétricas. Também, nota-se que, observando o erro percentual 

médio absoluto (���) e o erro máximo, a rede ART&ARTMAP nebulosa 

efetuou previsões mais precisas que a rede retropropagação convencional. 

 Este trabalho trouxe como contribuições o estudo de duas 

arquiteturas de redes neurais (algoritmo RP com controlador nebuloso e 

algoritmo RP com controlador nebuloso e adaptação dos parâmetros da função 

sigmóide) utilizadas na previsão de cargas elétricas e também trouxe o 

desenvolvimento de uma nova arquitetura de rede neural (ART&ARTMAP 

nebulosa), desenvolvida especialmente para a aplicação na previsão de carga, 

que é uma inovação dentre as arquiteturas ART existentes na literatura. 

Concluindo, a formulação da rede neural ART&ARTMAP nebulosa apresentada 

nesta pesquisa fornece as seguintes vantagens: 
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• Redução no tempo de processamento; 

• Preserva as características de plasticidade e de estabilidade; 

• Aplicação em sistemas de grande porte; 

• Implementação em sistemas contínuos; 

• Qualidade dos resultados. 

 


���	 �������	����	��������	�������

 Os resultados desta pesquisa podem ser considerados satisfatórios 

(do ponto de vista da precisão e rapidez na obtenção das soluções), conforme 

argumentado anteriormente. Porém, sugerem-se algumas melhorias e 

procedimentos que podem ser implementados com o propósito de tornar esta 

metodologia ainda  mais eficiente: 

1. estudo e implementação de novas melhorias no algoritmo, podendo 

aglutinar outras metodologias visando uma melhor representação e 

manipulação das informações no módulo do código ativo da rede neural 

ART e cálculo das funções de escolha (para melhor inferir a semelhança dos 

padrões); 

2. desenvolvimento de técnica de treinamento de redes, baseada em redes 

neurais modulares (compostas por várias sub-redes neurais que 

desempenham funções específicas / mais especializadas) para a previsão de 

cargas elétricas realizada por barramento que é um problema relevante em 

abordagens em sistemas de distribuição de energia elétrica, especialmente em 

ambientes desregulamentados. Estes ambientes competitivos têm estimulado 

grandes investimentos em pesquisa e aplicação de novas tecnologias em 

controle e automação; 

3. aplicação da rede neural ART&ARTMAP modular para a previsão de carga 

multinodal, ou seja, por exemplo, na área de distribuição de energia elétrica, 
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�������	a distinção da previsão por barra, conjuntos de barras, subestações, 

etc. e  de consumidores (residencial, comercial e industrial). Trata-se, 

portanto, de uma abordagem que deixa de prever apenas a demanda de 

forma global, que é um procedimento comumente adotado na literatura, para 

a previsão em vários pontos da rede elétrica; 

4. desenvolver estratégias de implementação do treinamento continuado. Este é 

um assunto que vem sendo, cada vez mais objeto de investigação, visto que a 

maioria das redes neurais tem apresentado dificuldades no tratamento desta 

questão. A solução mais elementar consiste em retreinar a rede neural quando 

devem ser considerados novos padrões, ou seja, inicia-se novamente o 

processo de treinamento. Esta é uma das vantagens do uso das redes neurais 

ART descendentes; 

5. investigar a aplicação da arquitetura ART&ARTMAP nebulosa para a 

resolução de outras modalidades de previsão, por exemplo, a previsão a longo 

prazo e a previsão de carga espacial que se constitui  na inferência sobre a 

demanda de energia dos consumidores distribuída por área territorial. 
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����	 �����	���������

 A lógica nebulosa foi estruturada, em 1965, por Lofti A. Zadeh da 

Universidade da Califórnia para tratar e representar incertezas. Ela torna-se 

importante pelo fato de que o mundo não é constituído por fatos absolutamente 

verdadeiros ou falsos e permite representar valores de pertinência (grau de 

verdade) intermediários entre os valores verdadeiros e falsos da lógica clássica. A 

lógica clássica é aplicada às informações consideradas completamente 

verdadeiras, cujo valor de verdade é igual a 1, ou informações completamente 

falsas, cujo valor de verdade é igual a 0. Já a lógica nebulosa tem a vantagem de 

poder ser aplicada às informações que não são completamente verdadeiras ou 
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falsas, podendo variar entre 0 e 1. A lógica nebulosa é, basicamente, uma lógica de 

multivalores que permite que valores intermediários sejam definidos entre 

avaliações convencionais como ���#	��, ��
�
���#�����, são as chamadas variáveis 

lingüísticas, objetos ou palavras lingüísticas, que possuem uma representação 

melhor que os números. As variáveis nebulosas são adjetivos que modificam a 

variável, de tal forma que noções como �����	��� ��	� ou �����	��� ��� sejam 

formuladas matematicamente e processadas por computador [Bauer, 1996]. 

 

������	 ���������	���������	

 Um conjunto nebuloso A em X, coleção de objetos, é definido como 

sendo o conjunto de pares ordenados: 

A = {(x,µA(x))| x ∈ X} (A.1.1.1) 

sendo: 

µA(x) = valor função de pertinência do conjunto nebuloso A correspondente ao 

elemento x. 

 

������	 �������	��	�����������	

 A função de pertinência é uma representação gráfica da magnitude de 

participação de cada entrada. Ela associa um peso a cada entrada processada, 

definindo uma superposição funcional entre as entradas e, finalmente, 

determinando uma resposta de saída. As regras utilizam os valores de pertinência 

da entrada como fator peso para determinar sua influência na conclusão final de 

saída. Uma vez as funções concluídas, pesadas e combinadas, elas são 

desnebulizadas em uma saída real (����) que conduz o sistema. 

 As funções de pertinência nebulosas podem ter diferentes formas 

associadas com cada entrada e resposta de saída. A função de pertinência 

triangular é a mais comum, mas as demais funções de pertinência (trapezoidal, 
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gaussiana e exponencial) podem ser usadas de acordo com a preferência ou 

experiência do projetista. 
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Figura A.1.  Funções de pertinência. 

 

 A Figura A.1 mostra as características da função de pertinência, na 

qual a altura ou magnitude é normalizada entre os valores 0 e 1. 

 O grau de pertinência é determinado pela projeção vertical do 

parâmetro de entrada do eixo horizontal no limite mais alto da função de 

pertinência, o qual tem valores compreendidos entre 0 e 1 [Bezdek, 1993]. 

 

����!�	 "���������	������	

 Supondo-se que A e B são dois conjuntos nebulosos com funções de 

pertinência designadas, respectivamente, por µA(x) e µB(x) (definidas pela Figura 

A.2), pode-se introduzir os operadores básicos mais importantes dos conjuntos 

nebulosos definidos por Zadeh da seguinte maneira [Arabshahi, 1996; Aziz & 

Parthiban, 1996; Bauer, 1996; Kartalopoulos, 1996; Terano et al., 1991; Zadeh, 

1965]: 
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Figura A.2.  Conjuntos nebulosos. 

 

"�������� ���� ��	 ��������#�	 ��	 ����	 ���������� A função de pertinência da 

interseção destes dois conjuntos nebulosos (C = A ∩ B) é definida por: 

 

µC(x) = min{µA(x), µB(x)}, x ∈ X (A.1.3.1) 

��∩µ

4 8

1

 

Figura A.3.  Operador AND. 

 

 Na Figura A.3, a linha cheia define a interseção dos dois conjuntos 

nebulosos A e B [Bauer, 1996]. 

 

"�������	��	��	���#�	�����	����	���������$	A função de pertinência da união 

destes conjuntos nebulosos (D = A ∪ B) é definida por:  

 

µD(x) = max{µA(x), µB(x)}, x ∈ X (A.1.3.2) 
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Figura A.4.  Operador OR. 

 

 Neste caso, a linha cheia mostrada na Figura A.4 define a união dos 

dois conjuntos nebulosos A e B [Bauer, 1996]. 

 

"�������	 ���	 ��	 �	 �� ��� ����	 ��	 � 	 ��������	 ��������$� A função de 

pertinência do complemento de A, A’ é definida por: 

 

µA’(x) = 1 − µA(x), x ∈ X (A.1.3.3) 

 

1

4 8

’
�

µ

 

Figura A.5.  Operador NOT. 

 

 Na Figura A.5 o complemento do conjunto A é dado pela linha cheia 

[Bauer, 1996]. 



 136

����	 ��������	��������	

 Os problemas complexos, normalmente, exigem soluções complexas, 

que por sua vez, necessitam de tempo e esforço proporcional ao nível de 

complexidade. Os sistemas nebulosos utilizam soluções simples para resolver 

estes tipos de problemas, baseadas em regras ��$���	, pois em vez de controlar 

e/ou modelar um processo através do uso de relações complicadas entre as 

variáveis, o sistema nebuloso leva em conta o controle e/ou modelagem do 

processo através do uso de um conjunto simples de vários tipos de regras de senso 

comum. O controle nebuloso utiliza estas regras baseada em um procedimento 

proposto nos anos 70 por Ebrahim Mamdani [Aziz & Parthiban, 1996]. 
 

Nebulização Desnebulização Inferência 

Entradas Saídas 

�����������	
����

 

Figura A.6.  Diagrama de bloco de um sistema nebuloso. 

 

 Esse mecanismo é constituído, basicamente, por três partes como 

mostra a Figura A.6: nebulização que converte variáveis reais (����) em variáveis 

lingüísticas; inferência que consiste na manipulação de base de regras utilizando 

declarações ��$���	 e, ainda, operações nebulosas, como definidas anteriormente 

(Equações (A.1.3.1) - (A.1.3.3)) e desnebulização que converte o resultado obtido 

(variáveis lingüísticas) em variáveis reais (����), as quais constituem a ação de 

controle [Arabshahi, 1996]. 

 

������	 ������%��#�	

 A nebulização é um processo que decompõe um sistema de entrada 

e/ou saída em um ou mais conjuntos nebulosos. Cada conjunto nebuloso cobre 
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uma região particular de um sistema de entradas ou valores de saída e, através 

da função de pertinência, produz um grau de pertinência com valores 

compreendidos entre 0 e 1. O resultado dos conjuntos nebulosos representa o 

grau para o qual um sistema de entrada ou um valor de saída é um membro 

daquele conjunto nebuloso particular [Kandel, 1993]. 

 Para entender o processo de nebulização, toma-se como exemplo a 

temperatura. Ela pode ser nebubizada em vários conjuntos nebulosos chamados 

“���”, “	����” ou “"��	��” e assim por diante. 

 Observa-se na fase de nebulização uma superposição entre os limites 

dos conjuntos nebulosos que é necessária para prover uma operação suave do 

sistema. O processo de nebulização permite que as entradas e saídas do sistema 

sejam expressas em termos lingüísticos de maneira que as regras possam ser 

aplicadas de uma maneira simples para expressar um sistema complexo. 

 

������	 &�'�������	

 Após as entradas e saídas do sistema terem sido decompostas em 

seus respectivos grupos de conjuntos nebulosos, um conjunto de regras 

associadas a estes conjuntos nebulosos devem ser definidas para reger o 

comportamento do sistema [Kandel, 1993]. 

 As regras nebulosas são uma série de declarações ��$���	 que 

consistem de uma condição e uma ação definidas como sendo uma função da 

entrada dos conjuntos nebulosos e uma função da saída dos conjuntos 

nebulosos, respectivamente [Aziz & Parthiban, 1996]: 

&�	CONDIÇÃO ()*� AÇÃO 

sendo: 

CONDIÇÃO = � (entrada de conjuntos nebulosos) 

AÇÃO = � (saída de conjuntos nebulosos) 

�� % função 
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 Normalmente, um sistema nebuloso exige mais de uma regra para 

descrever completamente toda a ação necessária e cada regra é avaliada para 

surtir uma ação baseada na firmeza da condição. 

 

����!�	 +��������%��#�	

 Desnebulização é um processo que converte um conjunto nebuloso ou 

um número nebuloso em um valor ou número real (����). Este processo é 

utilizado na modelagem e no controle da lógica nebulosa para converter as saídas 

nebulosas dos sistemas em valores reais [Kandel, 1993]. 

 Existem numerosas técnicas para desnebulizar um conjunto nebuloso, 

dentre elas as três principais encontradas na literatura são [Arabshahi, 1996]: 

 

�� ����,����	
�$ Encontra o ponto no qual a função de pertinência é um 

máximo; 

��  ,������	 -.� �$ Toma a média dos pontos em que a função de pertinência 

está para um valor máximo; 

!�	 ������	��	-���$ Encontra o centro de gravidade da solução dos conjuntos 

nebulosos. 

 

 Dentre eles, o método mais comum é o método de centro de área 

também conhecido como centróide. O valor de saída é calculado pelo somatório 

do produto da pertinência do conjunto de entrada, para cada entrada, pelo valor 

de saída determinado através de um conjunto de regras. Este resultado é dividido 

pelo somatório da pertinência do conjunto de entrada para cada entrada, 

resultando assim o valor da ação de controle. 

 Desta forma, para um conjunto nebuloso tem-se [Arabshahi, 1996; 

Kartalopoulos et al., 1996; Terano, 1991]: 
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∑

∑

=

==
�

��

�

�

��

��

�

�

µ

δµ

 (A.2.3.1) 

sendo: 

δ�  = valor do conjunto que tem um valor de pertinência µ�; 

	� = número de regras nebulosas. 

 

 O valor � calculado pela Equação (A.2.3.1) corresponde a projeção do 

centro de inércia da figura definida pelo conjunto de regras sobre o eixo da 

variável de controle. 
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