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fornecerem os bancos de dados utilizados no trabalho.
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Agradeço à minha famı́lia, com a qual ainda resido, por me dar muito

carinho e incentivo todos os dias para seguir em frente, sempre confiando em mim e

no meu potencial.

Agradeço à minha namorada, Ariadne Magalhães Carneiro, a qual co-
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3.3 Diagnóstico de Convergência em Métodos RJMCMC . . . . . . . . . . . 26

3.3.1 Critério de Castelloe & Zimmerman (2002) . . . . . . . . . . . . . . . . 28
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derivada de segunda ordem. . . . . . . . . . . . . . . . . . . . . . . . . . 11
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SPLINES DE NÓS LIVRES PARA AJUSTE DE CURVAS EM

PROBLEMAS NA ÁREA DA SAÚDE

Autor: TIAGO PEREIRA MARQUES

Orientadora: Profa. Dra. MIRIAM HARUMI TSUNEMI

RESUMO

Encontrar modelos que expliquem a relação entre variáveis é uma das

principais aplicações da estat́ıstica. Os modelos mais simples são os chamados mo-

delos de regressão linear que são, muitas vezes, incapazes de aproximar apropria-

damente a relação entre as variáveis, a qual nem sempre é linear. Para essas si-

tuações, podem ser usados os modelos de regressão não-linear, os quais demandam

conhecimentos espećıficos do processo envolvido e ferramentas mais complexas para

ajuste que os modelos lineares. Outra opção é aproximar funções não-lineares por

expansões de base. Expansões de base por splines aproximam funções não-lineares

por polinômios segmentados de ordem q cont́ınuos até a sua derivada de ordem

q − 2. O maior desafio nesses métodos é encontrar o posicionamento correto dos

nós (onde dividir os intervalos para melhor aproximar a função desejada). Métodos

chamados de splines de nós livres consideram a posição dos nós, e muitas vezes o
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número, como parâmetros livres que são, então, definidos pelos dados. No contexto

Bayesiano, existem metodologias fundamentadas no algoritmo MARS (Multivariate

Adaptive Regression Splines), que selecionam os nós adaptativamente com o método

de Monte Carlo via cadeias de Markov com saltos reverśıveis (RJMCMC). O presente

trabalho é focado no estudo de uma dessas metodologias, Bayesian Adaptive Spli-

nes Surfaces (BASS), no contexto de ajuste de curvas. A metodologia foi aplicada

em dois problemas da área da saúde. Um com objetivo de validar um protocolo de

crioablação vertebral analisando as curvas de temperatura na sonda de crioablação

e em termopares a distâncias crescentes das sondas, e o outro com o objetivo de

determinar o peŕıodo ótimo, após ingestão da uréia 13C, para a realização do teste

respiratório para detecção da presença de Helicobacter pylori analisando as curvas

de DOB (Delta Over Baseline). Os resultados do método BASS foram comparados

aos resultados de método de splines de nós livres que utiliza algoritmo genético para

encontrar a posição dos nós. Apesar do método levar a pistas interessantes a respeito

dos problemas da área da saúde, na avaliação dos modelos foram observados graves

problemas de heterocedasticidade.

Palavras-Chave: RJMCMC, BASS, Splines, Regressão Linear e Inferência Bayesi-

ana.



FREE-KNOT SPLINES FOR CURVE FITTING IN HEALTH

PROBLEMS

Author: TIAGO PEREIRA MARQUES

Adviser: Profa. Dra. MIRIAM HARUMI TSUNEMI

SUMMARY

Finding models that explain the relationship among variables is one

of the main applications of statistics. The simplest models are the so-called linear

regression models which, many times, are unable to approximate properly the rela-

tionship among variables that is not always linear. For these situations, non-linear

regression models can be used, which demand specific knowledge of the process in-

volved and more complex tools for fitting than linear models. Another option is

to approximate these non-linear functions through basis expansions. Spline basis

expansion approximate non-linear functions by segmented polynomials of q order

that are continuous up to its q − 2 order derivative. The greatest challenge in these

methods is to find the right placement of knots (where to divide the intervals to better

approximate the desired function). Free-knot splines methodologies set the positions

of the knots, and sometimes the number of knots, as free parameters that are, then,
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defined by the data. In the Bayesian context, there exist methodologies inspired by

the MARS algorithm, that use reversible jump Markov chain Monte Carlo methods

(RJMCMC) to adaptively select the knots’ locations and number. The following

work focus on the study of one of those methodologies, Bayesian Adaptive Splines

Surfaces (BASS), in the context of curve fitting. The methodology was applied in

two health problems. In one the goal is to validate a vertebral cryoablation protocol

analyzing temperature curves in the cryoablation catheter and at the thermocouples

placed at growing distances from the cryoablation catheter and in the other problem

the goal is finding the optimal time, after ingestion of 13C urea, to take the breath

test to Helicobacter pylori detection by analyzing DOB (Delta Over Baseline) curves.

The BASS results were compared to a free-knot splines approach that uses a gene-

tic algorithm to find the optimal positions of knots. Despite presenting interesting

clues about the health problems, several heteroscedasticity problems were observed

in model evaluation.

Keywords: RJMCMC, BASS, Splines, Linear Regression and Bayesian Inference.



1 INTRODUÇÃO

Ao se trabalhar com modelagem estat́ıstica, são frequentes as situações

em que um modelo linear não é suficiente para explicar a relação entre as variáveis.

Os chamados modelos não-lineares se fundamentam em processos f́ısicos que precisam

ser conhecidos a fundo para que se consiga descrever a relação entre as variáveis a

serem modeladas, além de exigir ferramentas mais complexas para o ajuste.

Uma alternativa para explorar relações de não-linearidade é realizar

transformações nas variáveis de forma a obter um novo conjunto de variáveis en-

tre as quais a relação que se estabelece é linear. Uma das formas mais comuns de

transformação é a expansão polinomial, na qual a relação não-linear entre variáveis

é aproximada por meio de um polinômio. A regressão spline é uma estratégia de

regressão polinomial segmentada, em que o intervalo de variação da variável inde-

pendente é dividido em vários segmentos ajustando, em cada, um polinômio distinto,

todos com uma mesma ordem q, cuja função resultante é cont́ınua até a derivada de

ordem q − 2, utilizada quando a relação entre as variáveis for muito complexa, tal

que a aproximação por vários polinômios de baixo grau é mais conveniente que por

um único de grau elevado.

Através de estudo sobre o tema, notou-se que a proposição de novas

metodologias para encontrar a posição ótima dos nós, no contexto das splines de nós

livres, é um campo de pesquisa promissor. Este tema também mostra-se interessante

para estudos mais aprofundados sob a ótica Bayesiana onde se destaca a proposta

de Denison et al. (1998), que adaptou a metodologia MARS (Friedman & Silverman,

1989), extensão das árvores de regressão utilizando produtos tensores de bases de

potências truncadas para aproximação de funções cont́ınuas, para o contexto Bayesi-
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ano utilizando o método de Monte Carlo via cadeias de Markov com saltos reverśıveis

(RJMCMC) (Green, 1995). Esta proposta passou por diferentes adaptações como

em DiMatteo et al. (2001) e Lindstrom (2002), em que o método BASS (Francom

et al., 2018, 2019) é uma implementação recente prontamente dispońıvel em R.

O presente trabalho busca aplicar o método BASS e uma metodologia

de otimização em splines de nós livres utilizando algoritmo genético a dois problemas

da área de saúde relacionados ao ajuste de curvas. A escolha pelo método BASS, em

relação a outros no contexto Bayesiano, consiste da sua facilidade de implementação

pelo pacote BASS (Francom & Sansó, 2019) no R.



2 OBJETIVO

A partir da pesquisa sobre o tema e estudos práticos de problemas da

área da saúde, são propostos os seguintes objetivos:

� discutir os potenciais e dificuldades da metodologia BASS em problemas de

ajuste de curva, apresentando as principais limitações e as funções do pacote

convRJMCMC criado com a finalidade de apresentar um diagnóstico de con-

vergência mais confiável para o método BASS e algoritmos RJMCMC em geral;

� fornecer novas informações relacionadas aos problemas de saúde estudados,

como definir as regiões de morte celular, com e sem dano celular no protocolo

de crioablação apresentado e o peŕıodo ótimo para realização do exame UBT.



3 REVISÃO DE LITERATURA

Um dos objetivos mais elementares da modelagem estat́ıstica, apresen-

tado de forma genérica por Friedman (1991), é descrever a relação entre uma variável

dependente Y e um vetor de p variáveis independentes X, para a qual se supõem:

Y = f∗(X) + ε∗, (1)

por uma função f(.) que se aproxima à função f ∗(.) desconhecida, em que ε∗ é um

componente estocástico aditivo que representa, geralmente, a dependência de Y a

outras variáveis além de X que não são observadas ou controladas (Friedman, 1991).

Por razões de simplicidade, o modelo será restrito ao seguinte contexto:

Y = f(X) + ε, (2)

em que ε é um componente estocástico aditivo que também considera o erro represen-

tado pela distância entre f(.) e f ∗(.), ou seja, a diferença entre a função aproximada

e a real (Friedman, 1991).

Os métodos aqui detalhados são de interesse para situações em que se

deseja aproximar relações não-lineares por processos de expansões de base splines.

As duas metodologias apresentadas no trabalho são propostas distintas de splines

de nós livres, uma utilizando algoritmo genético e outra o método de Monte Carlo

via cadeias de Markov com saltos reverśıveis (RJMCMC), denominada metodologia

BASS, uma metodologia Bayesiana que é o foco principal do trabalho.

Assim, essa revisão, será dividida em três partes. Uma dedicada es-

pecialmente à discussão da aproximação por funções splines dentro do contexto de
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modelos lineares, destacando os conceitos fundamentais e algumas bases de funções

splines, buscando a apresentação geral do tema e fornecendo os subśıdios teóricos

necessários para o encerramento da primeira parte com o tema das splines de nós

livres. Na segunda, serão apresentados os métodos RJMCMC e o BASS, detalhando

algumas das diferenças principais entre o BASS que utiliza o algoritmo RJMCMC

com as metodologias de otimização utilizadas para splines de nós livres.

Visto o método BASS depender do RJMCMC, será necessário apresen-

tar critérios apropriados para a análise de convergência, discutidos na terceira parte

da revisão de literatura junto a alguns critérios de métodos MCMC tradicionais

utilizados no presente trabalho.

3.1 Do Modelo de Regressão Linear às Splines de Nós Livres

O modelo linear para a relação entre um vetor de observações Yn×1

de uma variável dependente Y e a respectiva matriz de dados das p variáveis inde-

pendentes X, com uma coluna de 1’s representando o intercepto, Xn×(p+1), é dado

por:

Yn×1 = Xn×(p+1)βp+1×1 + εn×1 (3)

em que β(p+1)×1 é um vetor coluna com p + 1 coeficientes. Temo-se as seguintes

suposições para o modelo linear múltiplo (Graybill, 1961; Montgomery et al., 2012;

Faraway, 2014; Hastie et al., 2017):

1. Erros tem distribuição normal com média 0 e variância constante (homo-

cedástica) e não são correlacionados.

2. A relação entre a variável dependente Y e o vetor das variáveis independentes

X é linear.

O modelo de regressão linear simples é um caso particular do modelo linear

múltiplo dado pela relação:
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yi = β0 + β1xi + εi, (4)

que representa uma reta, em que β0 é o intercepto e β1 sua inclinação, yi é a

i-ésima observação da variável dependente Y e xi é a i-ésima observação da

única variável independente X, para i = 1, . . . , n.

Quando a suposição de linearidade é violada, uma alternativa é trans-

formar o vetor de variáveis independentes originais X, adicionando ou trocando por

novas variáveis que são produto de transformações das originais. Este procedimento

é denominado de expansão de base, forma usualmente utilizada para implementar os

métodos de regressão baseados em funções spline. Para a devida conceituação, o pro-

cesso de expansão de base linear será definido apropriadamente nas seções seguintes,

junto aos principais métodos de regressão por funções spline.

3.1.1 Expansões de Base

As diferentes formas de funções spline são convenientemente expressas

como expansões de base, recurso extensamente utilizado por ferramentas computaci-

onais. Portanto, para fins de maior clareza, serão apresentadas as definições formais

das funções spline (quando aplicável) e por suas expansões de base lineares.

Definição 1. Expansão de Base Linear (Hastie et al., 2017, págs. 139 e 140)

Seja X um vetor com p variáveis e hl(X) : IRp → IR a l-ésima transformação de X,

para l = 1, . . . , L. Se

f(X) =
L∑
l=1

βlhl(X)

então f(X) é uma expansão de base linear em X e βl é o coeficiente associado a

transformação l.

Alguns exemplos de expansões de base são:

� hl(X) = 1, que representa o intercepto do modelo;
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� hl(X) = log(Xj),
√
Xj, . . . , para j = 1, . . . , p, transformações não lineares

aplicadas a um conjunto das variáveis de X ou a todas variáveis originais,

como em hl(X) = ||X||, tal que ||X|| =
√
X2

1 +X2
2 + · · ·+X2

p é a norma de

X;

� hl(X) = I(ak,bk)(Xk), para k = 1, . . . , p, funções indicadoras de que valores de

determinada variável Xk de X pertencem a um determinado intervalo (ak, bk).

A definição 1 apresenta uma forma geral, para o caso multivariado, de

expansão de base. A partir daqui, nessa parte da revisão de literatura, será consi-

derado o caso univariado, de forma que a l-ésima transformação da variável X será

denotada por hl(X) : IR→ IR, formando expansões de bases criando um conjunto de

novas variáveis independentes a partir de uma única variável independente original.

Um exemplo é o polinômio cúbico que pode ser expresso pelas bases:

h1(X) = 1, h2(X) = X, h3(X) = X2 e h4(X) = X3,

tal que nosso modelo é escrito na forma

f(X) =
4∑
l=1

βlhl(X) = β1 + β2X + β3X
2 + β4X

3. (5)

3.1.2 Dos Polinômios às Splines

Para fins de devidamente uniformizar a notação a respeito das funções

spline, essenciais para elaboração dos modelos de regressão spline, serão apresentadas

as definições de espaço de polinômios, polinômios segmentados e funções splines

polinomiais de ordem q.

Definição 2. Espaço dos polinômios de ordem q (Schumaker, 2007, pág. 3)

O conjunto Pq definido pela expressão

Pq =

{
p(X) : p(X) =

q∑
i=1

ciX
i−1

}
(6)
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é denominado espaço dos polinômios p(X) de ordem q, em que c1, . . . , cq e X ∈ IR.

De forma que, se p(X) ∈ Pq, então p(X) é um polinômio de ordem q (grau q − 1).

Observe que a expressão utilizada na equação (6) para representar o

polinômio p(X) é uma série de potências. Por exemplo, o polinômio cúbico, de grau

3 ou ordem 4, pode ser expresso como série de potências por:

p(X) =
4∑
i=1

ciX
i−1 = c1 + c2X + c3X

2 + c4X
3, (7)

expressão de mesma forma que a obtida na equação (5).

A definição 2 estabelece uma expressão geral para o conjunto de po-

linômios de ordem q. Visto a estrutura simples, polinômios são extensamente usados

para aproximação de funções. Uma grande dificuldade, nesta abordagem, é quando

tal aproximação exige polinômios de grau muito elevado. Para redução do grau

de um polinômio p(X), uma alternativa é segmentar o intervalo de variação de X

de modo a definir, em cada subintervalo, um polinômio distinto de grau reduzido,

resultando em um polinômio segmentado (Bojanov et al., 1993).

Definição 3. Espaço dos polinômios segmentados de ordem q (Schumaker,

2007, pág. 4)

Sejam [a, b] ⊂ IR um intervalo fechado e ∆ = {ξi}K+1
0 um conjunto, tal que a =

ξ0 < ξ1 < . . . < ξK < ξK+1 = b, de forma que ∆ particiona o intervalo [a, b] em

K + 1 subintervalos Ii = [ξi, ξi+1), para i = 0, 1, . . . , K. Dessa forma, ξi é o i-ésimo

nó do polinômio segmentado, sendo ξ0 e ξK+1 denominados nós exteriores e ξi, para

i = 1, . . . , K, nós interiores.

Dado um inteiro positivo q, existem os polinômios pi ∈ Pq (definição 2), tal que

PPq(∆) = {f : f(X) = pi paraX ∈ Ii, i = 0, 1, . . . , K.}

é denominado de espaço dos polinômios segmentados de ordem q com nós em

ξ1, . . . , ξK . Como visto, o conjunto ∆ é uma partição do intervalo [a, b] e f é uma
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função expressa por um conjunto de K + 1 polinômios definidos para cada um dos

subintervalos da partição ∆.

Os polinômios segmentados, na forma da definição 3, embora consigam

aproximar adequadamente inúmeras funções, não apresentam certas propriedades

desejáveis como a continuidade do polinômio e de suas derivadas até determinada

ordem. Funções splines adicionam restrições aos polinômios segmentados, forçando

sua continuidade, para um polinômio segmentado de ordem q, até a derivada de

ordem q − 2 (Hastie et al., 2017).

Definição 4. Funções de classe Cm (Lima, 2009, pág. 103)

Seja I um intervalo. Dizemos que, dado X ∈ I, f(X) : I → IR é uma função de

classe Cm, ou f(X) ∈ Cm, se f(X) é derivável m vezes e a função f(X)(m) : I → IR,

m-ésima derivada de f(X), é cont́ınua no intervalo I.

Se f(X) ∈ Cm, a derivada até ordem m de f(X) será cont́ınua, visto a

necessidade da continuidade das funções expressas pelas derivadas de ordem inferiores

a m para existência da m-ésima derivada. Temos, assim, a seguinte definição formal

de espaço das funções spline polinomiais de ordem q:

Definição 5. Espaço das funções spline polinomiais de ordem q (Bojanov

et al., 1993; Shikin & Plis, 1995; Schumaker, 2007; Micula & Micula, 2012, págs. 19

e 20; págs. 11 e 12; pág. 5; págs. 3 e 4)

Seja ∆ uma partição do intervalo [a, b] ⊂ IR (definição 3) e q um inteiro positivo. O

conjunto

Sq(∆) = PPq(∆) ∩ Cq−2[a, b]

é denominado espaço das funções spline polinomiais de ordem q com nós em

ξ1, . . . , ξK . Dessa forma, se f(X) ∈ Sq(∆), f(X) é uma função spline polinomial

de ordem q com nós interiores em ξ1, . . . , ξK , ou seja, uma função polinomial seg-

mentada de ordem q com as derivadas até ordem q − 2 cont́ınuas.
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Com o objetivo de ilustrar as definições acima, a função f(x) na

equação (8) é um exemplo de spline de ordem 4 (cúbica):

f(x) =



p1 = 1− x+ x2 − 0,1x3, 0 ≤ x < 1;

p2 = 1,8− 3,4x+ 3,4x2 − 0,9x3, 1 ≤ x < 2;

p3 = −15,8 + 23x− 9,8x2 + 1,3x3, 2 ≤ x < 3;

p4 = 22− 14,8x+ 2,8x2 − 0,1x3, 3 ≤ x ≤ 4.

(8)

em que ξ0 = a = 0, ξ1 = 1, ξ2 = 2, ξ3 = 3 e ξ4 = b = 4. As restrições de continuidade

das derivadas de primeira e segunda ordem, f (1)(x) e f (2)(x), respectivamente, podem

ser verificadas pelas expressões:

f (1)(x) =



−1 + 2x− 0,3x2, 0 ≤ x < 1;

−3,4 + 6,8x− 2,7x2, 1 ≤ x < 2;

23− 19,6x+ 3,9x2, 2 ≤ x < 3;

−14,8 + 5,6x− 0,3x2, 3 ≤ x ≤ 4.

(9)

e

f (2)(x) =



2− 0,6x, 0 ≤ x < 1;

6,8− 5,4x, 1 ≤ x < 2;

−19,6 + 7,8x, 2 ≤ x < 3;

5,6− 0,6x, 3 ≤ x ≤ 4.

(10)

A Tabela 1 ilustra que a função na equação (8), polinômio segmentado

de ordem 4, é cont́ınua até a derivada de segunda ordem e é, portanto, uma função

spline de ordem 4.

O Teorema 1 permite expressar as funções spline como expansões de

base lineares:

Teorema 1. A função f(X) ∈ Sq(∆) se e somente se f(X) puder ser escrita na

forma
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Tabela 1. Avaliação de continuidade da função spline cúbica da equação (8) até

derivada de segunda ordem.

Limites

a = 1 2 3

lim
x→a−

f(x) 0,9 1,4 0,1

lim
x→a+

f(x) 0,9 1,4 0,1

lim
x→a−

f (1)(x) 0,7 −0,6 −0,7

lim
x→a+

f (1)(x) 0,7 −0,6 −0,7

lim
x→a−

f (2)(x) 1,4 −4,0 3,8

lim
x→a+

f (2)(x) 1,4 −4,0 3,8

f(X) =

q∑
j=1

ajX
j−1 +

K∑
i=1

ci[X − ξi]q−1
+

em que aj e ci ∈ IR; j = 1, . . . , q e i = 1, . . . , K; e + denota parte positiva, dada por

[η]+ = max(η, 0) (Bojanov et al., 1993, pág. 20).

A forma apresentada no Teorema 1 é conhecida como de potências

truncadas, ou seja, toda função spline pode ser escrita na forma de potências trun-

cadas (Bojanov et al., 1993), retomando a Definição 1, tem-se as seguintes bases para

as funções spline, denominadas bases de potências truncadas (Hastie et al., 2017):

hj(X) = Xj−1, j = 1, . . . , q,

hq+i(X) = [X − ξi]q−1
+ , i = 1, . . . , K. (11)

É comum o uso de splines cúbicas (cúbica é referente ao grau do po-

linômio), ou seja, polinômios segmentados de ordem q = 4 com derivadas cont́ınuas

até ordem 2, cujas bases são dadas por Hastie et al. (2017):
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hj(X) = Xj−1, j = 1, . . . , 4,

h4+i(X) = [X − ξi]3+, i = 1, . . . , K. (12)

O ajuste de funções spline, visto suas expansões de base lineares, pode

ser realizado pelo método de mı́nimos quadrados (Hastie et al., 2017).

A função na equação (8), por exemplo, é escrita com bases de potências

truncadas na forma:

f(x) = 1− x+ x2 − 0,1x3 − 0,8 [x− 1]3+ + 2,2 [x− 2]3+ − 1,4 [x− 3]3+ , (13)

com x ∈ [0, 4].

Temos, também, as chamadas B-Splines, que possuem propriedades

que favorecem seu ajuste computacional de forma mais eficiente (Braibant & Fleury,

1984; Johs & Hale, 2008).

Definição 6. B-Splines (Piegl & Tiller, 1996, pág. 47)

Como proposto na definição 3, sejam [a, b] ⊂ IR um intervalo fechado e ∆ = {ξi}K+1
0

uma partição do intervalo [a, b], tal que a = ξ0 < ξ1 < . . . < ξK < ξK+1 = b e

Ii = [ξi, ξi+1) é o i-ésimo subintervalo de [a, b], para i = 0, 1, . . . , K − 1. Considere

os nós exteriores ξ0 e ξK+1, tal que se obtém a sequência aumentada de K + 2Q nós:

� γ1 ≤ . . . ≤ γQ ≤ ξ0;

� γj+Q = ξj, para j = 1, . . . , K;

� ξK+1 ≤ γK+Q+1 ≤ . . . ≤ γK+2Q.

com Q ≥ q, em que q é a ordem da spline.

Denota-se a i-ésima base de uma B-Spline de ordem q por Bi,q(X), i = 1, . . . , K +

2Q− q, determinadas recursivamente, tal que, para q > 1:
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Bi,q(X) =
X − γi

γi+q−1 − γi
Bi,q−1(X) +

γi+q −X
γi+q − γi+1

Bi+1,q−1(X), i = 1, . . . , K + 2Q− q

e para q = 1:

Bi,1(X) = I[γi,γi+1)(X)

é uma função indicadora para X ∈ [γi, γi+1), i = 1, . . . , K + 2Q− 1 .

Se f(X) pode ser escrita por

f(X) =

K+2Q−q∑
i=1

ciBi,q(X), (14)

temos que f(X) é uma B-Spline de ordem q com nós em γs, para s = 1, . . . , K+ 2Q.

As B-Splines são tidas como generalizações das chamadas curvas de

Bézier e tem a vantagem, em relação às bases de potências trucadas, de serem defi-

nidas por um conjunto de funções com suporte compacto, além da maior eficiência

computacional (Braibant & Fleury, 1984; Johs & Hale, 2008). A propriedade do

suporte compacto é notável na definição recursiva de B-Splines, visto todas as bases

serem definidas considerando funções indicadoras relacionadas a um subintervalo de-

terminado pela sequência aumentada de nós, permitindo alterações locais na função

(Johs & Hale, 2008).

É válido notar que qualquer função em base de potências truncadas

pode ser escrita na forma de uma B-Spline e, no caso, a mudança de coordenada

entre as bases pode ser feita utilizando matrizes de mudança de base. No R, é

posśıvel gerar as matrizes de mudança de base com a função chgbasismat do pacote

freeknotsplines (Spiriti et al., 2018) que deve ser compilada diretamente do código

fonte (o pacote faz uso interno dela, não a liberando para uso direto pelo usuário). De

forma genérica uma matriz de mudança de base é usada basicamente para, partindo

de um ponto com coordenadas de dimensão p definidas em uma base B, encontrar as

coordenadas desse mesmo ponto na base C a partir de um simples produto entre a

matriz de mudança de base e o vetor com as coordenadas do ponto na base B. Além
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disso, temos que a inversa da matriz de mudança da base B para C é a matriz de

mudança da base C para B. Por exemplo, no caso da equação (8), utilizando a função

chgbasismat obtemos a seguinte matriz de mudança da base B-Spline (denotada por

B) para a base de potências truncadas (denotada por C) de IR7:

[M ]BC =



1 0 0 0 0 0 0

1 1/3 0 0 0 0 0

1 1 2/3 0 0 0 0

1 2 11/3 6 0 0 0

1 3 26/3 24 6 0 0

1 11/3 40/3 48 18 4 0

1 4 16 64 27 8 1


(15)

Sabendo que as coordenadas em relação a base de potências truncadas

C é dada por:

[v]C =



1

−1

1

−0, 1

−0, 8

2, 2

−1, 4


(16)

Logo, a matriz de coordenada em relação a base B-Spline B é dada

por:
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[v]B = [M ]BC × [v]C =



1

2/3

2/3

31/15

−8/15

4/15

1, 2


, (17)

de forma que a expressão da equação (13), pode ser assim escrita como uma B-Spline:

B1,4(X)+
2

3
B2,4(X)+

2

3
B3,4(X)+

31

15
B4,4(X)− 8

15
B5,4(X)+

4

15
B6,4(X)+1.2B7,4(X)

(18)

para a sequência aumentada de nós γ = {0, 0, 0, 0, 1, 2, 3, 4, 4, 4, 4}, sendo 1, 2 e 3 os

nós interiores e as repetições de 0 e 4 os nós de controle que se igualam ao mı́nimo

a = 0 e ao máximo b = 4 da função. O código da função chgbasismat para gerar a

matriz de mudança de base e a implementação computacional do exemplo apresen-

tado estão no arquivo codigo matriz de mudanca de base.R da pasta com os arquivos

suplementares cujo acesso está disponibilizado pelo primeiro link do apêndice.

3.1.3 Splines de Nós Livres

Quando os nós são considerados parâmetros livres, estimados utili-

zando os dados, trata-se do contexto das splines de nós livres, o qual engloba um

conjunto de metodologias que busca utilizar um pequeno grupo de nós “bem lo-

calizados” para o ajuste das splines. Neste caso, nota-se a melhora da qualidade

da aproximação das splines (Jupp, 1978; Lindstrom, 1999; Beliakov, 2004; Molinari

et al., 2004; Gálvez & Iglesias, 2011; Gálvez et al., 2015). A seguir é apresentada a

definição formal de espaço das funções splines polinomiais de ordem q e K nós:

Definição 7. Espaço das Splines Polinomiais de Ordem q com K nós (adap-

tado de Schumaker (2007), página 219)
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Seja Sq(∆) uma função spline de ordem q com K nós definida a partir de uma dada

partição ∆ do intervalo [a, b]. Temos que

Sq,K =
⋃
∆

Sq(∆) (19)

é o espaço das funções splines polinomiais de ordem q com K nós, para todas as

partições ∆ posśıveis, em que
⋃

representa a operação de união de conjuntos.

Temos, portanto, que, se f(X) ∈ Sq,K , f(X) é uma spline polinomial

de ordem q com K nós. Dado que f(X) é uma spline, a mesma pode ser escrita por:

f(X) =
L∑
l=1

clδl(X) (20)

em que cl ∈ IR é uma constante, δl(X) é a l-ésima função de base para a spline

com K nós e ordem q, tal que X ∈ [a, b] (Meinardus et al., 1989). Os coeficientes

cl podem ser encontrados por mı́nimos quadrados quando definidas as bases δl(X),

para l = 1, . . . , L. Temos que, com os nós sendo parâmetros livres, deve-se encontrar

as posições ótimas para os nós e, consequentemente, as bases da spline e, por fim,

os coeficientes cl. Os meios para se encontrar essas posições podem ser divididos, na

sua maioria, quanto a três formas posśıveis (Molinari et al., 2004):

1. Defini-se, inicialmente, um conjunto com vários nós (geralmente equi-

espaçados). A cada passo do algoritmo, um único nó é retirado. Encerra-se o

algoritmo quando for obtido o número K desejado de nós.

2. Partindo de um conjunto sem nenhum nó, a cada passo do algoritmo, é inse-

rido um nó em uma posição determinada conforme critério previamente espe-

cificado. Encerra-se o algoritmo quando for obtido o modelo com o número K

desejado de nós.

3. Dado um número K inicial de nós, modificam-se as localizações dos nós até

encontrar as posições ótimas.
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Os procedimentos estabelecidos acima podem ser estendidos aos mode-

los de mı́nimos quadrados penalizados (Lindstrom, 1999) e repetidos, ou analisados,

para diferentes números K de nós de modo a se definir, também, o número ótimo de

nós. Caso tenha o interesse em se definir o número k ótimo de nós deve ser usado

critério de desempenho, que vai definir quais nós serão retirados, adicionados ou mo-

dificados, que penalizem a dimensão do modelo, como AIC e BIC. Caso o número de

nós k seja fixo, não há necessidade de utilizar um critério que penalize a dimensão

do modelo.

Uma forma de ajuste implementado no programa R está dispońıvel no

pacote freeknotsplines (Spiriti et al., 2018), que utiliza algoritmo genético para

encontrar a posição dos nós. Neste algoritmo, para um número de nós fixos, são

definidos, aleatoriamente, diversos conjuntos de nós, pertencentes ao intervalo [a, b]

de variação de X, e esses são usados para definir bases de funções B-Spline. O

desempenho do modelo com essas bases é avaliado, por padrão, pelo critério da

validação cruzada generalizada (GCV). As bases com os menores valores de GCV

são mantidas (bases pai) e passam pelos processos de crossover e mutação. No

crossover, são escolhidas duas bases pai aleatoriamente e é tomado um valor de d

do conjunto {1, . . . , K} de ı́ndices dos nós, de forma que os d− 1 primeiros nós são

os d− 1 primeiros nós do primeiro pai e o restante dos nós vem do segundo pai nas

respectivas posições, sendo o processo repetido até o número de filhos originados por

crossover igualar-se ao número de pais anteriormente retidos pelo algoritmo. Após

isso, é feito o processo de mutação, em que são selecionadas bases ao acaso, dentre

as bases pai e as geradas por crossover, nas quais um nó ξd qualquer, de cada uma

das bases selecionadas, é trocado por outro amostrado uniformemente no intervalo

(ξd−1, ξd+1). Dessas amostras são selecionadas algumas que tem o menor GCV. Sendo

todos esses processos repetidos até se atingir um número limite de gerações ou atingir

determinada condição de convergência. Visto tal método não ser foco no trabalho,

detalhes do algoritmo e demais considerações podem ser encontradas no artigo de

Spiriti et al. (2013).
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Na literatura, as abordagens Bayesianas são baseadas no método de

Monte Carlo via cadeias de Markov (MCMC) com saltos reverśıveis (Denison et al.,

1998; DiMatteo et al., 2001; Lindstrom, 2002; Francom et al., 2018, 2019), havendo

também uma abordagem fiducial (Sonderegger & Hannig, 2014). Dentre as metodo-

logias Bayesianas a BASS (Francom et al., 2018, 2019), que foi utilizada no trabalho,

está dispońıvel no R com o pacote BASS (Francom & Sansó, 2019) (mesmo acrônimo

da metodologia, para referência a pacotes do R serão utilizados nomes em negrito),

e será apresentada a seguir.

3.2 Bayesian Adaptive Splines Surfaces (BASS)

3.2.1 Método de Monte Carlo via Cadeias de Markov com Saltos Re-

verśıveis

O método de Monte Carlo via cadeias de Markov com saltos reverśıveis

representa uma generalização do método de Metropolis-Hastings para situações em

que as dimensões do objeto de inferência são desconhecidas, proposto originalmente

por Green (1995). Dentre os problemas que Green (1995) buscou resolver com a

nova metodologia se destacam:

� seleção de variáveis em modelos de regressão;

� seleção Bayesiana de modelos com diferentes números de parâmetros;

� problemas com múltiplos pontos de mudança;

� segmentação de imagens.

O método assume um conjunto de modelos candidatos contável ex-

presso por {Mk, k ∈ K}, cadaMk tem um conjunto θ(k) de parâmetros desconheci-

dos, de dimensão IRnk , de forma que nk possa variar entre diferentes modelos, em que

K é o conjunto de todos os ı́ndices dos modelos. Dado que os dados y foram obser-

vados, a estrutura hierárquica para modelagem da distribuição conjunta do modelo(
k,θ(k), y

)
é dada por:
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p
(
k,θ(k), y

)
= p(k)p

(
θ(k)|k

)
p
(
y|θ(k), k

)
(21)

ou seja, o produto da probabilidade do modelo, priori e verossimilhança. A notação

acima é abreviada pelo par
(
θ(k), k

)
em x, para um dado k, x pertence a Ck =

{k} × IRnk ; com x geralmente variando, portanto, em C =
⋃
k∈K Ck.

Como no algoritmo tradicional de Metropolis-Hastings, o movimento

entre estados x =
(
θ(k), k

)
∈ A e x′ =

(
θ′(k′), k

′) ∈ B de dois modelos deve satisfazer,

para uma cadeia de Markov com espaço de estados Θ e distribuição estacionária π,

a condição de equiĺıbrio detalhado

∫
(x,x′)∈A×B

π(dx)P (x, dx′) =

∫
(x,x′)∈A×B

π(dx′)P (x′, dx) (22)

para todos os conjuntos de Borel A × B ⊂ Θ, em que P é um núcleo (kernel) de

transição de Markov (Fan & Sisson, 2011).

Dado que o movimento de x para x′ é proposto por uma densidade com

forma q(x, x′) a condição de equiĺıbrio detalhado na equação (22) pode ser garantida

propondo uma probabilidade de aceitação α(x, x′), tal que

∫
(x,x′)∈A×B

π(x|k)q(x, x′)α(x, x′)dxdx′ =

∫
(x,x′)∈A×B

π(x′|k′)q(x′, x)α(x′, x)dxdx′

(23)

em que π(x|k) e π(x′|k′) são as distribuições a posteriori em relação ao modelo Mk

e Mk′ , respectivamente, e

α(x, x′) = min

{
1,
π(x|k)q(x, x′)

π(x′|k′)q(x′, x)

}
, (24)

com α(x′, x) sendo definido de forma semelhante (Fan & Sisson, 2011). Passos de

algoritmos RJMCMC que não dependem de movimentos entre modelos diferentes,

como a atualização de parâmetros, podem seguir outros procedimentos de amostra-

gem Bayesiana. Por outro lado, movimentos entre modelos diferentes devem seguir

as condições aqui estabelecidas (Fan & Sisson, 2011). Maior detalhamento da forma
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geral dos algoritmos RJMCMC, bem como seu uso em diferentes aplicações, pode

ser encontrado em Green (1995).

3.2.2 Bayesian Adaptive Splines Surfaces (BASS)

A metodologia Bayesian Adaptive Splines Surfaces (BASS) consiste em

uma estratégia Bayesiana para aproximação de curvas e superf́ıcies multidimensionais

utilizando bases spline e está implementada no R através do pacote BASS (Francom

& Sansó, 2019). Esta estratégia é baseada no trabalho de Denison et al. (1998) que

é a primeira proposta Bayesiana para ajuste de curvas usando o método RJMCMC

inspirada no algoritmo MARS.

No método BASS modela-se yi, para i = 1, . . . , n, como:

yi = f(x∗i ) + εi, εi ∼ N(0, σ2); (25)

em que

f(X∗) = a0 +
L∑
l=1

alBl(X
∗). (26)

Tem-se que yi e x∗i são os valores observados de Y e X∗ na i-ésima

observação, respectivamente, em que X∗ é a padronização de X no intervalo [0, 1]; εi

é o erro do modelo na i-ésima observação e σ2 é a variância de εi (Francom & Sansó,

2019). Em que as funções de base Bl são definidas por:

Bl(X
∗) =

Zl∏
z=1

gzl[ψzl(X
∗
vzl
− ξzl)]q−1

+ (27)

em que X∗v é a v-ésima variável do vetor X∗, para v = 1, . . . , p, ψzl ∈ {−1, 1} é deno-

minado como sinal, ξzl ∈ [0, 1] é um nó, vzl seleciona uma variável, tal que seja exclu-

siva em determinada função de base, não se repita, Zl é o grau de interação (quantas

funções de potências truncadas formam a base), gzl = [(ψzl + 1)/2 − ψzlξzl]−(q−1) é

uma constante normalizadora, tal que as funções de base tenham valor máximo igual

a 1, [.]+ denota parte positiva e q define a ordem das splines.
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O objetivo do método BASS é estimar θ = {σ2, L, a,Z,ψ, ξ,v}, em

que Z é o vetor de graus de interação de dimensão L, ψ é o vetor de sinais{
{ψzl}Zl

z=1

}L
l=1

, ξ é o vetor de nós, v é o vetor que indica quais variáveis são usadas (ξ

e v definidos de maneira similar a ψ) e a = {a0, a1, . . . , aL} é o vetor de coeficientes

do modelo. Seja B a matriz n× (L+ 1) de funções de base (incluindo o intercepto),

em que T indica matriz transposta, tem-se as prioris:

a|σ2, τ,B ∼ N
(
0, σ2

(
BTB

)−1
/τ
)

(28)

σ2 ∼ InvGamma(g1, g2) (29)

τ ∼ Gamma(aτ , bτ ) (30)

em que aτ = 1 e bτ = 1
n

(parâmetros de forma e taxa), em que n é o tamanho

amostral, para centralizar a distribuição sobre a priori informativa unitária e g1 =

g2 = 0 resultando em uma priori não informativa p(σ2) ∝ 1/σ2. É usada uma priori

Poisson com parâmetro λ truncada entre 0 e Lmax para o número de funções de base

L. Por sua vez, a taxa λ da Poisson tem uma hiper-priori Gamma, em que c é a

massa de uma Poisson truncada, c = 1−
∑Lmax

l=0 e−λλl/l!, ou seja,

p(L|λ) =
e−λλL

cL!
(31)

λ ∼ Gamma(h1, h2) (32)

em que h1 = h2 = 10 (forma e taxa) geralmente induzindo um pequeno número de

funções de base (Francom & Sansó, 2019).

As distribuições de Z, ψ, ξ e v são distribuições uniformes sobre um

espaço restrito ao número mı́nimo de pontos não nulos b nos vetores de uma base

selecionada (Francom et al., 2018), que por padrão é estabelecido como min(20, 0.1×

n) no pacote BASS (Francom & Sansó, 2019), em que n é o número de observações

no conjunto de dados. No caso, essa restrição, faz com que marginalmente em relação

às dimensões dos nossos preditores não seja posśıvel ter menos de b pontos em cada
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uma das partições criadas pelas funções de base. As prioris para tais quantidades

dependem da função de base em questão, o subscrito l indica a função de base. De

modo que a priori para Zl, para cada base l, é dada por uma distribuição uniforme

discreta:

P (Zl|L) ∼ Unif{1, . . . , Zmax}, l = 1, . . . , L. (33)

em que Zmax é o grau máximo de interação posśıvel na l-ésima função de base.

A priori para os sinais, variáveis e nós corresponde a uma distribuição

uniforme discreta que satisfaz a restrição proposta, denotada por

P (ψl,vl, ξl|Zl, L,X∗) =

 cZl
se bl ≥ b,

0 caso contrário,
(34)

em que bl é o número de valores não nulos presente nos vetores da base. O valor cZl

é o rećıproco do número de funções de base com grau de interação Zl posśıveis, valor

que depende de X∗, dado pela expressão (Francom et al., 2019, arquivo suplementar):

cZl
=

(
1

2

)Zl

(
Zl∏
z=1

1

nvzl

)(
p

Zl

)−1(
1

Zmax

)
(35)

em que p é o número de variáveis do vetor X∗ (dimensão de v) e nvzl o número de

observações únicas de X∗v candidatas a serem definidas como um nó.

Basicamente, isso indica que os sinais, variáveis e nós que definem as

bases serão amostradas de uma uniforme discreta dentre todas as bases posśıveis, ou

seja, definindo-se o valor de Zl as probabilidades de selecionar uma base dentre todas

as posśıveis é equiprovável, salvo a restrição do número de vetores nulos na base, tal

que pode ser obtida a seguinte distribuição conjunta (Francom et al., 2018):

P (θ, τ) = P (L, σ2, a,Z,ψ,v, ξ, λ, τ |X∗) = P (λ)P (τ |X∗)P (σ2)P (L|λ)P (a|L, σ2,B, τ)×
L∏
l=1

P (Zl|L)P (ψl, vl, ξl|Zl, L,X∗). (36)
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E, também, tem-se o seguinte núcleo da distribuição a posteriori (Fran-

com et al., 2019, arquivo suplementar):

π(L, λ, a, σ2, τ,Z,ψ, ξ,v|y) ∝ N(y|Ba, σ2I)N

(
a|0, σ

2

τ
(BTB)−1

)
×

Pois(L|λ)Gamma(λ|h1, h2)L!Gamma(τ |b1, b2)×
L∏
l=1

(
1

2

)Zl

(
Zl∏
z=1

1

nvzl

)(
p

Zl

)−1(
1

Zmax

)
I(bl > b),

(37)

em que L! representa todas as formas que você pode obter as L funções de base

(ordenação).

No algoritmo BASS são propostos 3 movimentos no RJMCMC (Deni-

son et al., 1998; Nott et al., 2005; Francom et al., 2018):

(a) Nascimento: adição de uma nova função de base com probabilidade Pnascimento;

(b) Morte: remoção de uma função de base com probabilidade Pmorte;

(c) Mudança: Mudança de uma função de base já existente com probabilidade

Pmudança.

A ideia básica do algoritmo empregado consiste em:

1. Inicializar θt=0.

2. Propor um passo de nascimento, morte ou mudança com probabilidades

Pnascimento, Pmorte e Pmudança, respectivamente. Gerar os valores propostos para

Zt+1, ψt+1, vt+1 e tt+1.

3. Após gerar os valores propostos em (2), calcular a probabilidade de aceitação

de Metropolis-Hastings e determinar se os valores propostos serão aceitos ou

os antigos mantidos.
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4. Amostrar τt+1, σ2
t+1 e at+1 das distribuições condicionais completas (amostra-

dor de Gibbs).

5. Retornar ao passo (2) para t = t+ 1 até t ≥ tmax, em que tmax é o número de

iterações da cadeia.

Informações espećıficas do algoritmo implementado constam no ar-

quivo suplementar de Francom et al. (2019). As principais informações estão ex-

postas abaixo.

Para os passos de nascimento temos que b(LA → LP ) é a probabilidade

proposta de sair do modelo atual para o modelo proposto (com adição de uma função

de base). Dado que O é uma função de densidade de probabilidade discreta que rela-

ciona as probabilidades de incluir um grau de interação de acordo com a frequência

que esses graus de interação já ocorrem no modelo e ϕ é uma função similar, mas

para as variáveis atualmente usadas no modelo:

b(LA → LP ) = PnascimentoO(ZL+1|LA)ϕ(vL+1|LA)

(
1

2

)ZL+1
ZL+1∏
z=1

1

nvzL+1

(38)

a probabilidade de aceitar o passo é o máximo entre 1 e

αnascimento =
[L+ 1,Z∗,ψ∗, ξ∗,v∗|y, σ2, τ, λ] b(LP → LA)

[L,Z,ψ, ξ,v|y, σ2, τ, λ] b(LA → LP )
(39)

tem-se que os asteriscos ∗ em Z, ψ, ξ, v e em a e B indicam os parâmetros, ou a

matriz de vetores da base no caso de B, do novo modelo proposto; e que b(LP →

LA) = Pmorte
1

L+1
, dado que é escolhida uma base ao acaso para ser removida, e que

a distribuição condicional tem forma:
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[
L,Z,ψ, ξ,v|y, σ2, τ, λ

]
∝

(
τ

1 + τ

)(L+1)/2

exp

{
−1

2σ2

[
yTy − 1

1 + τ
âTBTy

]}
×

Pois(L|λ)L!
L∏
l=1

(
1

2

)Zl

(
Zl∏
z=1

1

nvzl

)(
p

Zl

)−1(
1

Zmax

)
×

I(bl > b)

∝
(

τ

τ + 1

)(L+1)/2

exp

{
−1

2σ2

[
1

1 + τ
âTBTy

]}
λL ×

L∏
l=1

(
1

2

)Zl

(
Zl∏
z=1

1

nvzl

)(
p

Zl

)−1(
1

ZMax

)
I(bl > b). (40)

Com B∗ sendo o candidato a conjunto de funções de base e â∗ os

coeficientes (pesos) obtidos por mı́nimos quadrados, tem-se a razão,

[L+ 1,Z∗,ψ∗, ξ∗,v∗|y, σ2, τ, λ]

[L,Z,ψ, ξ,v|y, σ2, τ, λ]
=

(
τ

1 + τ

)1/2

exp

{[
â∗B∗Ty − âTBTy

]
2σ2(1 + τ)

}
λ×

(
1

2

)ZL+1

(
ZL+1∏
z=1

1

nvjL+1

)(
p

ZL+1

)−1(
1

Zmax

)
×

I(bL+1 > b). (41)

Dessa forma, tem-se que:

αnascimento =

(
τ

1 + τ

)1/2

exp

{
1

2σ2(1 + τ)
[â∗B∗Ty − âTBTy]

}
λ×(

p

ZL+1

)−1(
1

Zmax

)
I(bL+1 > b)

Pmorte/(L+ 1)

PnascimentoO(ZL+1|LC)ϕ(vL+1|LA)

(42)

O passo de morte é rećıproco ao passo de nascimento:

αmorte =
[L− 1,Z∗,ψ∗, ξ∗,v∗|y, σ2, τ, λ] b(LA → LP )

[L,Z,ψ, ξ,v|y, σ2, τ, λ] b(LP → LA)

=

(
τ

1 + τ

)−1/2

exp

{
1

2σ2(1 + τ)
[â∗B∗Ty − âTBTy]

}
(1/λ)×(

p

ZL

)
Zmax

LPnascimentoO(ZL|LP )ϕ(vL|LP )

Pmorte
. (43)
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Já para o passo de mudança a probabilidade de aceitação é dada por:

αmudança =
[L,Z,ψ∗, ξ∗,v|y, σ2, τ, λ]

[L,Z,ψ, ξ,v|y, σ2, τ, λ]

= exp

{
1

2σ2(1 + τ)
[â∗B∗Ty − âTBTy]

}
. (44)

As distribuições condicionais, considerando as prioris utilizadas por

padrão, tem forma:

[σ2|y, L,Z,ψ, ξ,v, τ, λ] ∼ InvGamma

(
N/2 + g1, g2 +

1

2

[
yTy − 1

1 + τ
âTBTy

])
;

(45)

[a|.] ∼ N

(
â

1 + τ
,
σ2

1 + τ
(BTB)−1

)
; (46)

[τ |.] ∼ Gamma

(
(L+ 1)/2 + b1, b2 +

1

2σ2
aTBTBa

)
. (47)

Apresentado o ajuste de curvas pelo método BASS, a seguir será apre-

sentado o diagnóstico de convergência apropriado para metodologias que envolvem

amostradores RJMCMC.

3.3 Diagnóstico de Convergência em Métodos RJMCMC

Como visto na seção anterior, soluções anaĺıticas para a distribuição

a posteriori são, para muitos problemas de cunho prático, dif́ıceis ou imposśıveis de

serem obtidas (Paulino et al., 2018). Com núcleos de transição adequados e quando a

distribuição estacionária é alcançada, é posśıvel obter uma amostra da distribuição a

posteriori utilizando cadeias de Markov. Na prática, após um número suficientemente

grande de iterações, é posśıvel obter uma amostra próxima à posteriori de interesse.

A grande dificuldade tratada nos métodos de convergência está em identificar qual é
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esse número de iterações, o qual é desconhecido antes de se iniciarem as simulações

(BROOKS & ROBERTS, 1998; Gamerman & Lopes, 2006).

Os métodos de avaliação de convergência se dividem em dois grandes

grupos (Gamerman & Lopes, 2006):

1. Emṕıricos, que usam somente os valores de sáıda amostrados pelas cadeias,

com aplicação ampla, embora, na teoria, não garantam a convergência para a

verdadeira distribuição.

2. Teóricos, que também consideram propriedades espećıficas da cadeia de Markov

para o problema de inferência em análise, sendo espećıficos para cada aplicação

e geralmente inviáveis de serem encontrados para a maioria dos problemas

práticos.

Algoritmos RJMCMC são largamente utilizados para problemas de in-

ferência Bayesiana trans-dimensionais, que tem por caracteŕıstica alternar entre di-

ferentes espaços paramétricos, gerando duas dificuldades na análise de convergência:

1. Identificar parâmetros cuja interpretação se mantenha a mesma em qualquer

modelo e espaço paramétrico em consideração (Brooks & Giudici, 2000; Ga-

merman & Lopes, 2006), os quais nem sempre são encontrados na amostra

obtida pela cadeia de Markov. Nesses casos, uma das estat́ısticas posśıveis de

serem usadas é o deviance (Brooks & Giudici, 2000).

2. São necessários métodos que considerem essa estrutura mais complexa, em

que diferentes modelos são considerados, para uma análise de convergência

confiável.

Uma alternativa é generalizar métodos empregados no contexto em

que as dimensões do modelo são fixas (cis-dimensional) para o contexto em que

as dimensões do modelo constantemente se alteram ao longo da cadeia de Markov

(trans-dimensional). Como exemplo, tem-se as generalizações de Brooks & Giudici
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(2000) e Castelloe & Zimmerman (2002) para os potenciais de redução de escala

propostos em Gelman & Rubin (1992).

Na presente revisão, serão apresentados o critério de Castelloe & Zim-

merman (2002) e o gráfico de traços para diagnóstico de convergência.

3.3.1 Critério de Castelloe & Zimmerman (2002)

O critério de Castelloe & Zimmerman (2002) é uma modificação do

critério de Brooks & Giudici (2000) para análise de convergência de algoritmos

RJMCMC. A proposta de Brooks & Giudici (2000) utiliza a análise de variância

(ANOVA) de dois fatores (Two-Way ANOVA) para computar os potenciais de

redução de escala de maneira análoga a de Gelman & Rubin (1992), agora decom-

postos de maneira a detectar diferenças não só entre cadeias, mas também dentro

de um mesmo modelo e entre modelos nas diferentes cadeias de Markov (Brooks &

Giudici, 2000; Castelloe & Zimmerman, 2002). Entretanto, a proposição de Brooks

& Giudici (2000), considerou um modelo ANOVA balanceado, ignorando que mode-

los podem não ser visitados com a mesma frequência. A abordagem de Castelloe &

Zimmerman (2002) buscou contornar esse problema com uma ANOVA levando em

conta o desbalanceamento.

Para apresentar as estat́ısticas usadas pelos métodos, que dependem

das quantidades do Quadro 1 será utilizada a notação proposta por Castelloe &

Zimmerman (2002).

As quantidades presentes nas equações (48) a (52) são equivalentes

para ambos os métodos:
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Quadro 1. Principais quantidades utilizadas para o cálculo dos potenciais de redução

de escala e suas descrições.

Quantidade Descrição

θ Vetor de parâmetros.

θ Parâmetro escalar pertencente a θ.

C Número de cadeias.

T Tamanho do lote.

M Número de modelos distintos visitados (por qualquer cadeia).

θrcm Valor de θ para r-ésima ocorrência do modelo m na cadeia c.

Rcm Número de vezes que o modelo m ocorreu na cadeia c.

Fonte: Quadro elaborado a partir das informações de Castelloe & Zimmerman

(2002).

R.m =
C∑
c=1

Rcm, número de ocorrências do modelo m; (48)

θ
.

cm =
1

Rcm

Rcm∑
r=1

θrcm, média dos valores de θ para o modelo m e cadeia c; (49)

θ
.

c. =
1

T

M∑
m=1

Rcm∑
r=1

θrcm, média dos valores de θ para a cadeia c; (50)

θ
.

.m =
1

R.m

C∑
c=1

Rcm∑
r=1

θrcm, média dos valores de θ para o modelo m; (51)

θ
.

.. =
1

CT

C∑
c=1

M∑
m=1

Rcm∑
r=1

θrcm, média dos valores de θ. (52)

O método de Brooks & Giudici (2000), que se restringe a analisar a

convergência de um parâmetro por vez, difere primeiramente do método de Castelloe

& Zimmerman (2002) nos cálculos das estimativas de variância, que em Brooks &

Giudici (2000) são dadas por:
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V̂ (θ) =
1

CT − 1

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

..)
2 (53)

Wc(θ) =
1

C

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

c.)
2

T − 1
(54)

Wm(θ) =
1

M

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

.m)2

R.m − 1
(55)

WmWc(θ) =
1

CM

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

cm)2

Rcm − 1
(56)

Bm(θ) =
M∑
m=1

(θ
.

.m − θ
.

..)
2

M − 1
(57)

BmWc(θ) =
C∑
c=1

M∑
m=1

(θ
.

cm − θ
.

c.)

C(M − 1)
(58)

No caso do diagnóstico de Brooks & Giudici (2000) tem-se as seguintes

considerações quanto às equações (53) a (58):

1. V̂ (θ) e Wc(θ) devem ser boas aproximações para a variância total nos dados.

2. Wm(θ) e WmWc(θ) devem ser boas aproximações da variância média dentro de

cada modelo.

3. Bm(θ) e BmWc(θ) devem ser boas aproximações para variância entre modelos.

Assim, especificando um valor T para tamanho do lote, deverão ser

encontrados valores para as equações (53) a (58) para cada lote. Finalmente, o

diagnóstico proposto por Brooks & Giudici (2000) consiste do uso de 3 análises

gráficas:

1. Plotar V̂ (θ) e Wc(θ) calculados para cada lote.

2. Plotar Wm(θ) e WmWc(θ) calculados para cada lote.

3. Plotar Bm(θ) e BmWc(θ) calculados para cada lote.
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A convergência será observada se os valores assumidos para essas es-

tat́ısticas forem semelhantes nos diferentes lotes, ou seja, se os valores de V̂ (θ) forem

próximos aos de Wc(θ), de Wm(θ) forem próximos aos de WmWc(θ), e de Bm(θ) forem

próximos aos de BmWc(θ). Os valores devem ser plotados para cada lote na ordem

de ocorrência. Por exemplo, supondo 5 lotes em 5.000 iterações, os valores para o

primeiro lote corresponderão às 1.000 primeiras interações, seguido pelas interações

de 1.000 a 2.000 até chegar ao lote com as iterações de 4.000 a 5.000, conforme ilustra

a figura 1.

0 1000 2000 3000 4000 5000

Interações

Lote 1 Lote 2 Lote 3 Lote 4 Lote 5

Figura 1: Ilustração da formação de lotes considerando 5.000 interações e número

de lotes igual a 5.

Já no critério de Castelloe & Zimmerman (2002), as estimativas de

variância, quando avaliada a convergência de um parâmetro por vez, são calculadas

por
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V̂ (θ) =
1

CT − 1

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

..)
2 (59)

Wc(θ) =
1

C(T − 1)

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

c.)
2 (60)

Wm(θ) =
1

CT −M

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

.m)2 (61)

WmWc(θ) =
1

C(T −M)

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

cm)2 (62)

que por sua vez, quando avaliada a convergência de múltiplos parâmetros simulta-

neamente, são dadas por

V̂ (θ) =
1

CT − 1

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

..)(θ
r
cm − θ

.

..)
T (63)

Wc(θ) =
1

C(T − 1)

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

c.)(θ
r
cm − θ

.

c.)
T (64)

Wm(θ) =
1

CT −M

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

.m)(θrcm − θ
.

.m)T (65)

WmWc(θ) =
1

C(T −M)

C∑
c=1

M∑
m=1

Rcm∑
r=1

(θrcm − θ
.

cm)(θrcm − θ
.

cm)T (66)

Os valores dos potenciais de redução de escala são calculados, no caso

com um único parâmetro, para cada parâmetro θi de θ, por:

PSRF1(θi) =
V̂ (θi)

Wc(θi)
, (67)

PSRF2(θi) =
Wm(θi)

WmWc(θi)
, (68)

e para o caso com múltiplos parâmetros por

MPSRF1(θ) = máximo autovalor de [Wc(θ)]−1V̂ (θ), (69)

MPSRF2(θ) = máximo autovalor de [WmWc(θ)]−1Wm(θ). (70)
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A estratégia de diagnóstico sugerida por Castelloe & Zimmerman

(2002) é plotar, quando θ for composto por mais de um parâmetro, os valores de

MPSRF1(θ) e MPSRF2(θ) (juntos ou separados) vs o número do ı́ndice de lote

(index plot), sendo a convergência alcançada quando ambos os valores estiverem

próximos de 1 ao longo dos diferentes lotes, plotar os maiores autovalores de V̂ (θ) e

Wc(θ) (juntos) vs o número do ı́ndice de lote; e os maiores autovalores de Wm(θ) e

WmWc(θ) (juntos) vs o número do ı́ndice de lote.

Nos gráficos dos maiores autovalores, quando os valores observados

nos gráficos estiverem próximos nos diferentes lotes é observada a convergência das

cadeias. Também podem ser plotados os gráficos individuais para cada parâmetro

θi de θ de maneira análoga ao caso com múltiplos parâmetros, plotando os gráficos

PSRF1(θi) e PSRF2(θi) (juntos ou separados) vs o número do ı́ndice de lote com

valores próximos a 1 indicando convergência; V̂ (θi) e Wc(θi) (juntos) vs o número do

ı́ndice de lote e Ŵm(θi) e WmWc(θi) (juntos) vs o número do ı́ndice de lote com valores

próximos entre si indicando convergência, para i = 1, . . . , p, em que p é o número

de parâmetros de θ. Esses procedimentos mostrados para cada θi são, obviamente,

os únicos posśıveis de serem utilizados quando θ for composto apenas por um único

parâmetro.

A ideia por trás do critério multivariado é que os potenciais de escala

encontrados funcionam como um limite superior para os valores posśıveis de cada

potencial de redução de escala individual, garantido pelo teorema da majoração que

é dado por Castelloe & Zimmerman (2002):

MPSRF1(θ) ≥ max
i

PSRF1(θi) e MPSRF2(θ) ≥ max
i

PSRF2(θi) (71)

Os estimadores encontrados por Castelloe & Zimmerman (2002) são

baseados em três modelos ANOVA para o caso univariado e MANOVA para o caso

multivariado. Em todos os modelos ANOVA temos o parâmetro θi como resposta,

e nos modelos MANOVA o vetor paramétrico θ. Na primeira ANOVA (ANOVA1)

considera-se apenas os efeitos da cadeia; na segunda (ANOVA2) os efeitos simples do
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modelo; e na terceira (ANOVA3) os efeitos simples mais o efeito da interação entre

modelo e cadeia.

O estimador Wc(θi) é o erro quadrático médio dos reśıduos e V (θi) o

erro quadrático médio total na ANOVA1; Wm(θi) erro quadrático médio dos reśıduos

na ANOVA2; e WcWm(θi) erro quadrático médio dos reśıduos da ANOVA3 (Castelloe

& Zimmerman, 2002). Para o modelo MANOVA as considerações são semelhantes,

todavia, nesse caso, os estimadores encontrados são equivalentes aos maiores auto-

valores das respectivas razões entre as matrizes de variância e covariância estimadas

e os seus respectivos graus de liberdade.

Nos modelos ANOVA e MANOVA tem-se que o efeito da cadeia é fixo

e do modelo é aleatório (Castelloe & Zimmerman, 2002). Todavia, os estimadores

propostos em Castelloe & Zimmerman (2002) coincidem com os valores da ANOVA

e MANOVA considerando ambos os efeitos fixos. De tal modo, os valores foram

estimados, no presente trabalho, utilizando a construção dos modelos ANOVA con-

siderando ambos os efeitos como fixos.

Os estimadores propostos em Castelloe & Zimmerman (2002) não con-

sideram a possibilidade de alguns dos modelos não serem visitados por todas as

cadeias, não existindo, portanto, efeitos de interações entre modelo e cadeia. Dessa

forma é necessário fazer as correções dos graus de liberdade para o cálculo correto

do erro quadrático médio dos reśıduos na ANOVA3 e da medida equivalente nos

modelos MANOVA. Tal correção é padrão nas funções ANOVA e MANOVA do R

(R Core Team, 2019).

Nas Figuras 2 a 4 tem-se exemplos dos gráficos gerados utilizando o

critério de Castelloe & Zimmerman (2002) para o caso univariado. Foram geradas 3

cadeias distintas com tamanho 100.000 cada de uma distribuição normal com média

µ = 20 e variância σ2 = 2, 25, sendo o algoritmo executado em 20 lotes. Para simular

a variável indicadora do modelo usou-se a função sample do R que gerou as variáveis

indicadoras de modelo 1,2 e 3 na proporção aproximada 1 : 2 : 1.
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Figura 2: PSRF1 e PSRF2 vs Lotes.
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Figura 3: V e Wc vs Lotes.
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Figura 4: Wm e WmWc vs Lotes.

Nas Figuras 5 a 7 tem-se exemplos dos gráficos gerados utilizando o

critério de Castelloe & Zimmerman (2002) para o caso multivariado. Foram feitas

3 amostras distintas para cada parâmetro diferente a fim de simular as cadeias, de

forma a ilustrar vetores paramétricos iguais entre diferentes cadeias, utilizando 3

parâmetros diferentes, todos com distribuição normal com médias µ iguais a 0, 1

e 1 e variâncias σ2 iguais a 1, 4 e 9, respectivamente. A simulação das variáveis

indicadoras do modelo foi feita da mesma forma que para o caso univariado.
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Figura 5: MPSRF1 e MPSRF2 vs Lotes.
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Figura 6: Maior Autovalor de V e Wc vs Lotes.
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Figura 7: Maior Autovalor de Wm e WmWc vs Lotes.

O código com os exemplos apresentados utilizando o pacote con-

vRJMCMC está no arquivo exemplos RJMCMC.R dos arquivos suplementares. O

repositório do pacote convRJMCMC no GitHub pode ser acessado pelo segundo link

do apêndice.

3.3.2 Gráfico de Traço

O gráfico de traço, ou traceplot, é uma das ferramentas mais utilizadas

para diagnóstico de convergência para diferentes algoritmos baseados em simulações

aleatórias. Ele consiste de gráficos de linhas que representam as iterações da si-

mulação na abscissa e o valor de interesse, obtido em cada iteração da simulação, na

ordenada. Usualmente, para diagnósticos de métodos de Monte Carlo via cadeias de

Markov, são analisadas as medidas para um mesmo parâmetro tomado em cadeias

diferentes. A convergência é observada quando os valores para os parâmetros nas

diferentes cadeias parecem oscilar todos sobre um único valor comum.

A Figura 8 é um exemplo de gráfico de traço gerado com a ajuda

do pacote coda (Plummer et al., 2006) mostrando o caso de convergência entre as
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distribuições, em que as estimativas das 3 cadeias estão oscilando em torno do mesmo

valor.

Figura 8: Exemplo de gráfico de traços com 3 cadeias quando as distribuições con-

vergem. As 3 cadeias são amostras de distribuições normal padrão com 10000 ob-

servações cada.

3.3.3 Gráfico de Autocorrelação

Uma série temporal é um exemplo de processo estocástico. Uma série

pode ser representada pelo conjunto X1, . . . , Xt, . . . , Xn, em que Xt é uma variável

aleatória que representa o estado do processo no momento t. Ao adicionarmos o

atraso a, temos os seguintes pares (Xt, Xt+a) : (X1, X1+a), . . . , (Xn−a, Xn) (Venables,

2002). Assim, a autocorrelação é, para cada atraso a, o coeficiente de correlação

calculado entre as sequências para os valores observados da série temporal.

O resultado obtido em uma cadeia de Markov pode ser visto como uma

série temporal, em que valores estimados para um mesmo parâmetro são retidos em

diferentes iterações, que podem ser vistas como o tempo de uma série temporal, da

cadeia. Uma forma de se avaliar a independência em cadeias de Markov é com o

uso da autocorrelação, sendo esperado, quando independentes, que oscile próximo



40

ao valor 0.

Na Figura 9, temos um exemplo de gráfico de autocorrelação utilizando

a função acf no R. Ela foi aplicada a uma amostra simulada de uma distribuição

normal padrão (µ = 0, σ2 = 1) com 10000 observações. O resultado obtido é o que

se espera em uma amostra de observações independentes.

0 10 20 30 40

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

Atraso

A
ut

oc
or

re
la

çã
o

Figura 9: Exemplo de gráfico de autocorrelação para amostra independente da dis-

tribuição normal padrão com 10000 observações.

Gráficos de autocorrelação não são usados para verificar a convergência

para a distribuição estacionária, mas sim, para verificar a independência da amostra

gerada, feito em uma cadeia por vez.



4 MATERIAL E MÉTODOS

Para uma melhor organização, os dois problemas da área da saúde ana-

lisados serão apresentados em seções distintas. Porém, antes serão descritos detalhes

relacionados às simulações e algumas funções criadas para gerar os resultados finais.

4.1 Análise de Convergência e Dependência

Visto a ausência de pacotes já desenvolvidos para plotar os gráficos de

diagnóstico de convergência propostos por Castelloe & Zimmerman (2002), foram

criadas as funções CZ ANOVA e plot.CZ ANOVA e inseridas no pacote convRJMCMC

(Marques & Tsunemi, 2021), junto as funções CZ MANOVA e plot.CZ MANOVA que são

usadas para avaliação de convergência de múltiplos parâmetros. A função CZ ANOVA

cria um objeto de classe “CZ ANOVA” que contém um conjunto de 11 listas:

� sm aov1: Lista com os resumos do modelo ANOVA1 para cada lote;

� sm aov2: Lista com os resumos do modelo ANOVA2 para cada lote;

� sm aov3: Lista com os resumos do modelo ANOVA3 para cada lote;

� PSRF1: Lista de valores calculados para o critério PSRF1 para cada lote;

� PSRF2: Lista de valores calculados para o critério PSRF2 para cada lote;

� ub PSRF1: Lista de valores calculados para o limite superior do critério PSRF1

para cada lote;

� ub PSRF2: Lista de valores calculados para o limite superior do critério PSRF2

para cada lote;



42

� V: Lista de valores calculados de V (θ) para cada lote;

� Wc: Lista de valores calculados de Wc(θ) para cada lote;

� Wm: Lista de valores calculados de Wm(θ) para cada lote;

� Wcm: Lista de valores calculados de WmWc(θ) para cada lote.

Os argumentos são:

� theta: é o vetor de observações do parâmetro escolhido do modelo para análise

de convergência;

� chains: vetor de variáveis indicadoras para qual cadeia pertence cada ob-

servação;

� models: a variável indicadora do modelo a qual pertence a observação;

� mcmciterations: vetor com as iterações (após burn-in e thin) a que pertencem

as observações;

� nbatches: número de lotes;

� batchsize: tamanho do lote;

� confidence: ńıvel de confiança do intervalo de confiança unilateral para os

limites superiores dos critérios PSRF1 e PSRF2 e;

� division: critério utilizado para divisão dos lotes, em que Batch divide o

banco de dados formando partições com as iterações da cadeia e Sequential

que cria lotes consecutivos de tamanho igual a metade do número de iterações

e em número igual a nbatches com sobreposição das iterações entre lotes.

Somente o primeiro critério de divisão foi utilizado no trabalho.

A segunda função, plot.CZ ANOVA, utiliza o objeto de classe

“CZ ANOVA” para plotar os 3 gráficos de diagnóstico de convergência: PSRF1
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e PSRF2 vs Lote; V (θ) e Wc(θ) vs lote; e Wm(θ) e WmWc(θ) vs lote. Os gráficos

de autocorrelação foram obtidos com a função acf do R (R Core Team, 2019) e os

gráficos de traços com a função traceplot do pacote coda (Plummer et al., 2006).

4.2 Crioablação Vertebral em Súınos

Crioablação diz respeito a qualquer método utilizado para a destruição

de tecidos por resfriamento, a destruição do tecido pode se dar por lesões causadas

pelo frio nos tecidos ou por mecanismos indiretos que alteram o microambiente ce-

lular, impedindo a viabilidade do tecido (Erinjeri & Clark, 2010). É um método

utilizado para tratamento localizado de câncer, em que é introduzida uma sonda

de crioablação no tecido afetado, com o objetivo de destruir as células canceŕıgenas

ocasionando o menor dano posśıvel a tecidos saudáveis do organismo. Assim, é ne-

cessário que os protocolos de tratamento de câncer por crioablação sejam validados

para que possam ser usados com segurança no tratamento de pacientes, grande moti-

vador para estudos como o de Freitas et al. (2015) e Freitas (2015), do qual obteve-se

acesso a parte dos dados.

O experimento de Freitas et al. (2015) e Freitas (2015) foi realizado

em 6 vértebras de um mesmo súıno em 2 ciclos de congelamento (por 2 minutos)

e descongelamento (por 8 minutos). Em cada uma das vértebras foi inserida uma

sonda de crioablação (CIOPROBE) e 4 termopares (PROBE 3, PROBE 5, PROBE

7 e PROBE 9) localizados a distâncias radiais crescentes da sonda (Tabela 2). As

temperaturas foram registradas a partir do ińıcio do congelamento em intervalos de

30 segundos e finalizando em 600 segundos (10 minutos), havendo para cada tempo

de registro uma medição de temperatura por sonda ou termopar por vértebra nos

dois ciclos de congelamento. A sonda e os termopares foram removidos para limpeza

após o término do primeiro ciclo e reinseridos nas mesmas vértebras para realização

do segundo ciclo (Freitas et al., 2015; Freitas, 2015).

O ajuste das curvas de temperatura foi feito sem considerar a de-

pendência temporal dos dados com splines cúbicas (ordem 4 ou grau 3) utilizando
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Tabela 2. Distância dos termopares a sonda de crioablação em miĺımetros.

Ciclo 1 2

Vertebra 1 2 3 4 5 6 1 2 3 4 5 6

PROBE 3 3,8 3,3 3,6 3,7 3,7 3,3 3,8 3,3 3,6 3,6 3,6 3,4

PROBE 5 5,1 4,3 4,4 4,2 4,6 4,8 4,6 4,3 4,4 4,5 4,4 4,8

PROBE 7 7,9 7,5 6,6 6,4 6,6 6,8 7,9 7,5 6,6 6,4 6,6 6,9

PROBE 9 8,1 8,4 9,6 8,9 8,5 8,4 8,8 8,4 9,6 8,7 8,5 8,6

a função bass do pacote BASS (Francom & Sansó, 2019) e fit.search.numknots

do pacote freeknotsplines (Spiriti et al., 2018) do R, que foi removido do CRAN

no dia 03 de março de 2020, todavia o código fonte do mesmo pode ser encontrado

no seguinte endereço https://github.com/cran/freeknotsplines. Neste trabalho serão

apresentados os resultados obtidos no ajuste da curva de temperatura no PROBE

5 durante o segundo ciclo de congelamento. Foi escolhido o PROBE 5 no segundo

ciclo por estar localizado a uma distância intermediária entre todos os termopares,

no qual foi posśıvel observar grande parte dos problemas encontrados nos demais

termopares.

O diagnóstico de convergência do método BASS foi feito usando gráfico

de traços e os gráficos de diagnóstico propostos por Castelloe & Zimmerman (2002)

implementados pelo pacote convRJMCMC (Marques & Tsunemi, 2021) do R. Além

disso, os gráficos de autocorrelação foram utilizados para avaliar a dependência da

posteriori do parâmetro σ2 nas cadeias de Markov geradas, a fim de obter um salto

(thin) adequado. Foram simuladas 3 cadeias para cada curva, em que uma curva

é feita para ajustar os dados de cada conjunto entre sonda ou termopar e ciclo. A

semente escolhida para o PROBE 5 durante o segundo ciclo de congelamento foi

219 (sorteada a partir de uma distribuição uniforme discreta de 0 a 1000). Tal

procedimento de sorteio foi repetido ao longo do trabalho. Nas simulações foram

utilizados salto de 100, burn-in de 10000 e 1010000 iterações anteriormente ao burn-

in e salto em cada cadeia (é necessário especificar o número de iterações totais, antes
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do descarte de parte da amostra), totalizando uma amostra com 10000 observações

da posteriori em cada cadeia ou 30000 observações no total, fixando o grau da spline

como 3 (degree).

No algoritmo do pacote freeknotsplines foi definido o número

mı́nimo de nós igual a 1 (minknot), máximo igual a 10 (maxknot) e grau 3 (degree).

O número máximo de 10 foi utilizado por considerar que o mesmo, para o contexto, já

seria um modelo bastante complexo, sendo improvável que o modelo ótimo utilizasse

mais de 10 nós. Caso, todavia, o método selecionasse o modelo ótimo com 10 nós

seriam avaliados números maiores de nós para ver se algum dos modelos com mais

nós se adequariam melhor aos dados o que, todavia, não foi necessário para os dados

avaliados. As outras configurações foram mantidas como padrão, o que significa o

uso de algoritmo genético para encontrar a curva ótima de acordo com o critério da

validação cruzada generalizado (Craven & Wahba, 1979). A semente utilizada para

o PROBE 5 durante o segundo ciclo de congelamento foi 949 (escolhida por sorteio).

Para plotar as curvas médias e intervalos de credibilidade a partir das

densidades preditivas criou-se a função pred line. A mesma utiliza as cadeias gera-

das e armazenadas nos objetos “chain1” , “chain2” e “chain3” e plota a curva média

entre todas as densidades preditivas e o intervalo de credibilidade 95% considerando,

também, a distribuição emṕırica da variância dos reśıduos. O argumento “yourco-

lor” indica a cor desejada para as curvas plotadas, “lw” indica a espessura da linha

(“lwd” função plot), “lt1” o tipo de linha usado para a curva média (“lty” da função

plot), “lt2” o tipo de linha usado para as curvas que indicam os limites inferior e

superior do intervalo de credibilidade 95% e “mcmcit” as iterações a serem utilizadas

das 3 cadeias (após burn-in) para plotar as curvas.

Para plotar as curvas e intervalos de confiança do modelo ajustado

pela função fit.search.numknots criou-se a função fpred line. A mesma utiliza

o objeto “freeknotobj” , gerado pela função fit.search.numknots, e que representa

o modelo ajustado pela função, e plota a curva do modelo e o intervalo de confiança

95% considerando, também, a variância estimada para os reśıduos. Os argumentos
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de formatação das curvas são similares aos da função pred line.

Para análise de reśıduos e avaliação do modelo foram plotados uma

sequência de gráficos que contemplam: reśıduos vs tempo (variável independente),

reśıduos vs temperatura estimada, temperatura estimada vs temperatura observada

e gráfico quantil-quantil da normal. Os mesmos foram obtidos com o aux́ılio de

duas funções. Uma, BASSresiduals, que cria um objeto de classe “BASSresiduals”

que contempla uma tabela de dados (objeto “data.frame”) com o valor da variável

independente (tempo), da variável dependente (temperatura observada), estimativa

do modelo para cada observação da variável independente (temperatura estimada)

e os reśıduos do modelo para cada observação. Ela utiliza os objetos “chain1” ,

“chain2” e “chain3” gerados pela função bass para cada cadeia, “x data” que é o

vetor dos valores observados da variável independente, “y data” que é o vetor dos

valores observados da variável dependente e “mcmcit” indica as iterações utilizadas

de cada uma das cadeias (após burn-in). E outra função plot.BASSresiduals que

plota os gráficos de interesse utilizando o objeto de classe “BASSresiduals” gerado.

Analogamente, temos a função fnsresiduals que a partir do objeto

“fns model”, gerado pela função fit.search.numknots, junto a um conjunto de

vetores “x data” e “y data”, que representam os dados observados de tempo e tem-

peratura, respectivamente, gera um objeto da classe fnsresiduals de mesma es-

trutura que o objeto de classe BASSresiduals. Por sua vez, os gráficos são gerados

pela função plot.fnsresiduals. As funções criadas e a implementação para gerar

os resultados estão no arquivo codigo crioablacao P5 c2.R da pasta com os arquivos

suplementares.

A avaliação das curvas será feita conforme as seguintes faixas de tem-

peratura (Freitas et al., 2015; Freitas, 2015):

� temperaturas letais, abaixo de −20◦C, provocam morte celular;

� temperaturas entre −20◦C a 8◦C podem causar danos a tecidos e nervos

próximos a área afetada mas sem a morte das células, ou seja, podem oca-
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sionar danos indesejáveis às células saudáveis sem eliminar o câncer;

� temperaturas acima de 8◦C não provocam danos às células e tecidos.

4.3 Curvas de DOB na ausência e presença de Helicobacter

pylori

O teste respiratório da úreia 13C é um método não invasivo para de-

tecção de Helicobacter pylori. Embora já seja um exame consolidado, ainda são

poucos os estudos que buscam avaliar o tempo ótimo, com menor número de falsos

positivos e negativos, após a administração oral da uréia 13C para realização do teste,

um dos objetivos principais do estudo de Garcia (2017), do qual temos acesso a parte

dos dados.

O DOB (Delta Over Baseline) é uma medida calculada através do

enriquecimento isotópico relativo δ13C(h), o qual é dado por (Garcia, 2017):

δ13C(h) =

(
RAmostra

RPadrão(PDB)

− 1

)
× 1000 (72)

em que RAmostra é a razão isotópica (13C/12C) expirado durante o exame e

RPadrão(PDB) = 0, 0112372 é a razão isotópica (13C/12C) do padrão internacional

para o carbono (PDB). O DOB é dado pela expressão (Garcia, 2017):

DOB(h) = δ13CAmostra − δ13CBasal. (73)

É válido notar que o valor de δ13CBasal é aquele medido antes a ingestão

da uréia. Portanto, o DOB no tempo de 0 minutos será sempre igual a 0. Por tal

razão, na fase de processamento, descrita a seguir, as observações no tempo 0 foram

removidas.

O banco de dados utilizado conta com informações de 120 pacientes

discriminados pelo resultado dos testes histológicos, teste UBT (o paciente foi clas-

sificado como positivo quando a medida de DOB foi superior a 4h), peso, altura,

IMC, sexo, data de nascimento, data em que os pacientes participaram do estudo,
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idade, raça e as medidas de DOB em 15 instantes de tempo pré-determinados: 0

(momento de ingestão da uréia); 5; 7,5; 10; 12,5; 15; 17,5; 20; 22,5; 25; 27,5; 30; 35;

40 e 45 minutos após ingestão da uréia, sendo as observações no tempo 0 removidas

na etapa de processamento. Anteriormente a importação dos dados no R, 8 pacien-

tes, que não apresentavam medidas de DOB, foram exclúıdos. Os pacientes foram

divididos conforme o resultado, positivo (54 pacientes) ou negativo (58 pacientes),

do exame histológico.

O ajuste Bayesiano das curvas foi feito sem considerar a dependência

temporal dos dados com a função bass do pacote BASS (Francom & Sansó, 2019)

do R que utiliza o método RJMCMC para simulação das cadeias. Considerando os

diagnósticos de convergência e autocorrelação nas cadeias foi utilizado thin de 100

(“thin”), burn-in de 1000 (“nburn”) e um total de 1001000 iterações antes do burn-in

e do thin (“nmcmc”) para a simulação de cada uma das cadeias. Foram simuladas

um total de 3 cadeias para cada curva, com sementes iguais a 138 e 367 para a

curva dos pacientes com exame histológico positivo e negativo, respectivamente, para

reprodutibilidade do estudo.

Dessa forma, tem-se um total de 30000 densidades preditivas para cada

subdivisão do banco de dados (pacientes com exame histológico positivo e negativo),

ou seja, para cada uma das curvas ajustadas. O ajuste foi feito utilizando splines

cúbicas, sendo indicado o grau 3 da spline no parâmetro “degree” da função bass.

Para o novo conjunto de dados a função pred line original foi modi-

ficada, para se comportar adequadamente ao intervalo das variáveis independentes.

Os intervalos e curvas geradas pela função bass foram comparadas

às geradas pela função fit.search.numknots do pacote freeknotsplines. Sendo

encontrada a função spline cúbica ótima dentre as com número mı́nimo de nós 0 e

máximo 10. As sementes utilizadas foram 993 para a curva dos pacientes com teste

histológico positivo e 561 para a curva dos pacientes com teste histológico negativo.

A função fpred line foi modificada da mesma forma que a

pred line.
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Os intervalos de credibilidade 95% plotados para o modelo BASS se-

guem das equações:

LI = ŷ − 1,96×
√
σ2; (74)

LS = ŷ + 1,96×
√
σ2, (75)

em que ŷ e σ2 representam a densidade preditiva e a variância, respectivamente, para

cada interação da cadeia de Markov. O intervalo final foi obtido tomando o quantil

0,025 dos limites inferiores calculados em todas as interações como limite inferior e

o quantil 0,975 dos limites superiores calculados como limite superior.

Os intervalos de confiança 95% plotados para o modelo obtido pelo

algoritmo freeknotsplines seguem as equações:

LI = ŷ − 1,96×
√
V ar(ŷ − y); (76)

LS = ŷ + 1,96×
√
V ar(ŷ − y), (77)

em que V ar é a função utilizada para estimar variância de uma distribuição normal,

dada, para determinado conjunto de valores observados {X1, . . . , Xn} de uma variável

X, por:

V ar(X) =

∑n
i=1X

2
i − nX

2

n− 1
, (78)

em que X é a média aritmética dos valores observados de X.

Para análise de reśıduos e avaliação do modelo foram plotados uma

sequência de gráficos que contemplam: reśıduos vs tempo (variável independente),

reśıduos vs DOB estimado, DOB estimado vs observado e gráfico quantil-quantil da

distribuição normal. Os mesmos foram obtidos por duas funções BASSresiduals e

plot.BASSresiduals que são modificações das originais para se adequar ao novo con-

junto de dados. Analogamente as funções BASSresiduals e plot.BASSresiduals,

foram feitas as modificações das funções fnsresiduals e plot.fnsresiduals.
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As funções criadas e a implementação para gerar os resultados estão no arquivo

codigo DOB.R da pasta com os arquivos suplementares.



5 RESULTADOS E DISCUSSÃO

5.1 Crioablação Vertebral

O gráfico de dispersão na Figura 10 mostra o comportamento da tem-

peratura, nas diferentes vértebras, registradas no PROBE 5 durante o segundo ciclo

de congelamento. As curvas ajustadas pelo método BASS e freeknotsplines, que

não consideram a dependência temporal dos valores, pouco diferem entre si. Os

intervalos de credibilidade (95%) do método BASS, com maior amplitude que os

intervalos do método freeknotsplines mostram uma tendência dele ser mais con-

servador em suas inferências. Considerando os limiares de temperatura, abaixo de

−20◦C indicando regiões de morte celular e acima de 8◦C indicando regiões em que

não ocorre dano celular, o PROBE 5 é uma em que ocorre a morte celular. Além do

gráfico de dispersão convencional, é apresentado para o método BASS o gráfico com

as 30000 densidades preditivas (10000 interações por cadeia em 3 cadeias) na Figura

11.
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Figura 10 - Gráfico de dispersão com curvas dos modelos e intervalos de confiança ou

de credibilidade utilizando dados do termopar PROBE 5 durante ciclo

2.

Os resultados gerados pelo método BASS e pacote freeknotsplines

são bem diferentes, embora as curvas do modelo BASS e do pacote freeknots-

plines sejam semelhantes na Figura 10. O BASS é composto de uma coleção de

modelos, curvas, correspondentes a cada interação do algoritmo RJMCMC nas 3 di-

ferentes cadeias. Assim, cada densidade preditiva observada na Figura 11 é a repre-

sentação gráfica de cada um desses modelos e os pontos da curva final apresentada

no diagrama de dispersão do BASS (Figura 10) são dados pela média aritmética

dos pontos de todas as densidades preditivas para cada valor de tempo. Assim,

embora seja posśıvel obter a expressão de cada um dos modelos, a expressão da

curva final e os nós do modelo final não podem ser apresentados, ao menos de

forma conveniente. O pacote freeknotsplines, em contrapartida, tem como re-

sultado um único modelo ótimo escrito em bases B-Spline para modelos com pelo

menos um nó ou como curvas de bézier para modelos sem nenhum nó. O modelo

obtido com o pacote freeknotsplines tem sequência aumentada de nós dada por
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γ = {0; 0; 0; 0; 64,688; 192,213; 259,359; 600; 600; 600; 600} e o modelo dado por:

f(x) = 36,338×B1,4(X) + 36,718×B2,4(X)− 71,131×B3,4(X) +

14,963×B4,4(X) + 32,352×B5,4(X) + 33,856×B6,4(X) +

34,892×B7,4(X) (79)

que é equivalente a:

f(X) =



p1 = 36,33818 + 0,01762507×X − 0,02629412×X2

+0,0002073165×X3, 0 ≤ X < 64,688;

p2 = 105,5829093− 3,193714765× x+ 0,023349627×X2

−0,0000484959×X3, 64,688 ≤ X < 192,213;

p3 = −394,034145 + 4,60416312×X − 0.017219337×X2

+0,00002185846×X3, 192,213 ≤ X < 259,359;

p4 = −16,2036114 + 0,233805428×X − 0,000368726×X2

+0,00000020106×X3, 259,359 ≤ X ≤ 600

(80)
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Figura 11 - Gráfico de dispersão com densidades preditivas do modelo BASS ajus-

tado aos dados do termopar PROBE 5 durante o ciclo 2.

O gráfico de traços, apresentado na Figura 12 com o resultado das

3 cadeias, ilustra a convergência do algoritmo, considerando o comportamento do

parâmetro σ2, ilustrado pelo fato das cadeias estarem oscilando em torno de um

mesmo valor. Resultado também evidente nos gráficos diagnósticos utilizando o

critério de Castelloe & Zimmerman (2002), com os potencias de redução de escala,

e seus limites superiores, próximos a 1 (Figura 13), os valores de V próximos aos de

Wc (Figura 14) e os de Wm próximos aos de WmWc (Figura 15).
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Figura 12 - Gráfico de traços do parâmetro σ2 referente ao modelo ajustado para o

temopar PROBE 5 durante o ciclo 2.
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Figura 13 - Potenciais de redução do parâmetro σ2 referente ao modelo ajustado para

o temopar PROBE 5 durante o ciclo 2.
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Figura 14 - Valores de V e Wc do parâmetro σ2 referente ao modelo ajustado para

o temopar PROBE 5 durante o ciclo 2.
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Figura 15 - Valores de Wm e WmWc do parâmetro σ2 referente ao modelo ajustado

para o temopar PROBE 5 durante o ciclo 2.
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A dependência foi avaliada usando gráficos de autocorrelação para o

parâmetro σ2. Na Figura 16 tem-se o gráfico de autocorrelação para a cadeia 3 do

PROBE 5 para o ciclo 2, em que os valores de autocorrelação para atrasos diferen-

tes de 0 oscilam próximo de 0, ilustrando que são independentes. Os gráficos de

autocorrelação das outras cadeias indicam resultados similares.
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Figura 16 - Gráfico de autocorrelação do parâmetro σ2 referente a cadeia 3 do modelo

ajustado para o temopar PROBE 5 durante o ciclo 2.

Os gráficos de reśıduos, como ilustrado na Figura 17, referente ao mo-

delo ajustado pelo método BASS, mostram heterocedasticidade da variância dos

reśıduos, tal que a variância parece aumentar quanto mais baixas são as estimati-

vas de temperatura pelo modelo. Os gráficos quantil-quantil apresentados ilustram

fuga da normalidade, observados pela grande quantidade de pontos nas caudas que

estão fora das bandas de confiança. Apesar de violar às hipóteses assumidas para

os reśıduos, a curva média ajustada ilustra bem o comportamento médio dos da-

dos. Os resultados encontrados para o método freeknotsplines são semelhantes

aos observados para o método BASS.
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Figura 17 - Gráfico de reśıduos do modelo BASS ajustado para o termopar PROBE

5 durante ciclo 2.

Analisando a complexidade do modelo, tem-se que a função ajustada

pelo algoritmo freeknotsplines tem 3 nós com valores iguais a 64,7, 192,2 e 259,4

(segundos) e a Figura 18 mostra que o número mais frequente de funções de base

no modelo BASS é 4. Dessa forma, o uso de funções splines são necessárias no

contexto das expansões polinomiais cúbicas, visto que um polinômio cúbico simples

seria incapaz de uma aproximação adequada.
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Figura 18 - Número de funções de base nas diferentes interações do modelo BASS

ajustado aos dados do PROBE 5 durante o ciclo 2.

Além dos gráficos apresentados, outros, como os gráficos de autocor-

relação para outras cadeias e os reśıduos para o modelo do pacote freeknotsplines

estão nos arquivos suplementares.

5.2 Curvas de DOB na ausência e presença de Helicobacter

pylori

O gráfico de dispersão dos modelos ajustados para as medidas de DOB

repetidas no tempo para os pacientes com exame histológico positivo na Figura 19

mostra claramente que existe uma tendência, pequena, de aumento do DOB até atin-

gir um platô para finalmente voltar a cair com uma grande variabilidade. Enquanto

que no gráfico com os modelos ajustados para os pacientes com exame histológico ne-

gativo na Figura 20 a maioria dos valores parecem permanecer constantes um pouco

acima do 0, o que também é um ind́ıcio de que uma estratégia para modelagem mais

simples poderia ser utilizada. A Figura 21 traz os modelos ajustados pelo algoritmo
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freeknotsplines para o caso positivo e negativo em conjunto, modelos que não

consideram a dependência temporal dos dados. É notável que o comprimento do in-

tervalo de credibilidade é bem extenso para a curva ajustada ao DOB dos pacientes

com exame histológico positivo. Uma alternativa seria utilizar um intervalo de con-

fiança assimétrico. Figura semelhante, com as curvas para os pacientes com exame

histológico positivo e negativo em conjunto geradas pelo modelo BASS, também foi

elaborada, sendo o resultado observado para os dois métodos bastante semelhante.

Considerando o algoritmo freeknotsplines, é posśıvel obter as expressões para as

curvas ajustadas, em que T ∈ [5, 45] é o tempo em minutos após ingestão da uréia

13C:

� Curva ajustada aos pacientes com exame histológico negativo:

f(T ) = 0,832− 0,058× T + 0,002× T 2 − 1,849× 10−5 × T 3 (81)

� Curva ajustada aos pacientes com exame histológico positivo:

f(T ) = 12,541 + 3,448× T − 0,131× T 2 + 0,001× T 3 (82)
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Figura 19 - Gráfico de dispersão dos modelos ajustados para os pacientes com exame

histológico positivo.
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Figura 20 - Gráfico de dispersão dos modelos ajustados para os pacientes com exame

histológico negativo.
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Figura 21 - Gráfico de dispersão do modelo ajustado pelo algoritmo

freeknotsplines com curvas ajustadas para os pacientes com

exame histológico positivo e negativo.

O gráfico com as densidades preditivas para os pacientes com exame

histológico positivo na Figura 22 mostra que todas se aproximam muito da média,

apesar da grande variabilidade nos dados. Resultado similar foi observado para os

gráficos dos pacientes com exame histológico negativo.
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Figura 22 - Gráfico de dispersão dos modelos ajustados com densidades preditivas

para os pacientes com exame histológico positivo.

Os gráficos de reśıduos para o modelo gerado pelo algoritmo

freeknotsplines ajustado aos dados dos pacientes com exame histológico positivo

na Figura 23 mostra graves problemas relacionados à heterocedasticidade e não ade-

quação ao modelo normal, semelhante ao que também ocorre no gráfico de reśıduos

para o modelo ajustado para os dados dos pacientes com exame histológico nega-

tivo observado na Figura 24. Dessa forma, constatou-se que, para este conjunto de

dados, ambas as metodologias não são flex́ıveis o suficiente para assumir outras es-

truturas de variância para o reśıduo, apesar das curvas ajustadas representarem bem

o comportamento médio dos dados.
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Figura 23 - Gráficos de reśıduos do modelo gerado pelo algoritmo freeknotsplines

ajustado para as medidas de DOB dos pacientes com exame histológico

positivo.
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Figura 24 - Gráficos de reśıduos do modelo gerado pelo algoritmo freeknotsplines

ajustado para as medidas de DOB dos pacientes com exame histológico

negativo.

Os problemas relacionados a heterocedasticidade dos dados são, pro-

vavelmente, relacionado aos diferentes comportamentos entre pacientes. Os gráficos

de interação nas Figuras 25 e 26 mostram, para pacientes com exame histológico ne-

gativo e positivo, respectivamente, que o comportamento de alguns indiv́ıduos difere

muito dos demais. Ilustrando ser prefeŕıvel utilizar metodologias que considerem as

medidas repetidas por pacientes para o presente banco de dados.
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Figura 25 - Gráfico de interação entre DOB e tempo discriminado por paciente com

exame histológico negativo. Pacientes diferentes estão em linhas diferen-

tes.
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Figura 26 - Gráfico de interação entre DOB e tempo discriminado por paciente com

exame histológico positivo. Pacientes diferentes estão em linhas diferen-

tes.

A Figura 27 apresenta a menor credibilidade necessária para que os

intervalos não tenham intersecção calculada para cada momento. Dessa forma, o

intervalo ótimo para ser realizado o teste respiratório da uréia está entre 16 e 21

minutos. Considerando os resultados observados em 17,5 e 20 minutos e utilizando o

ponto de corte de DOB > 4h, temos 52 classificados corretamente como positivos

e 58 como negativos, nenhum classificado incorretamente como positivo e 2 incorre-

tamente como negativo, resultado idêntico ao teste UBT aplicado a todo o perfil, o

que mostra que esses tempos são adequados para realizar o teste.
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Figura 27 - Gráficos das credibilidades máximas dos intervalos para cada tempo, de

modo que os intervalos não se cruzem e seja constatada diferença entre

as curvas médias.

Analisando a complexidade das funções para o caso negativo e positivo,

o modelo ótimo obtido pelo método freeknotsplines seria uma função polinomial

simples, ou seja, um polinômico cúbico seria suficiente em ambos os casos, com a

possibilidade, inclusive, do uso de polinômios de graus inferiores. Ao analisarmos o

número de funções de base escolhidos pelo modelo BASS, observa-se uma pequena

diferença, pois nota-se que o mais frequente para o modelo com dados de DOB para

pacientes com exame histológico positivo é 2 e negativo é 1, conforme as Figuras 28

e 29, respectivamente.
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Figura 28 - Número de funções de base nas diferentes interações do modelo BASS

ajustado aos dados dos pacientes com exame histológico positivo.
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Figura 29 - Número de funções de base nas diferentes interações do modelo BASS

ajustado aos dados dos pacientes com exame histológico negativo.
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Demais gráficos, além desses discutidos no texto, como os gráficos de

análise de convergência e dependência e demais diagramas de dispersão, estão na

subpasta DOB de imagens nos arquivos suplementares.



6 CONCLUSÕES

A metodologia BASS e o método de splines de nós-livres baseado no

algoritmo genético implementado pelo pacote freeknotsplines mostraram ser ferra-

mentas eficientes para o ajuste de curvas mas, ambos, apresentam a mesma limitação,

de assumir que a variância dos reśıduos é constante, homocedástica. Constatou-se

que as metodologias não são adequadas para os problemas avaliados nesse trabalho,

podendo levar a erros de inferência. Dentre as alternativas posśıveis, tem-se o uso de

modelos de regressão linear com as bases ou com os nós encontrados pelo algoritmo

do pacote freeknotsplines, em conjunto com outras metodologias como mı́nimos

quadrados ponderados ou estimadores robustos para a variância. Alternativa, toda-

via, que não pode ser diretamente implementada para o contexto da metodologia

BASS, visto que as previsões são feitas através de um conjunto de modelos e não um

único modelo ótimo. Neste caso, a metodologia BASS teria que ser adaptada para

assumir heterocedasticidade o que, provavelmente, geraria modelos muito espećıficos

para cada problema. Essas questões ilustram que há uma demanda por métodos de

splines de nós livres que sejam mais flex́ıveis com a estrutura de variância e permi-

tam trabalhar com dados de medidas repetidas, que é o caso dos conjuntos de dados

utilizados nesse trabalho.

Quanto às questões dos problemas práticos da área da saúde do traba-

lho, o mesmo conseguiu oferecer pistas que podem auxilar a respondê-las, todavia,

para que a resposta oferecida seja confiável seriam necessários modelos que assumisem

uma estrutura mais flex́ıvel de variância. No caso do tempo ótimo para realização do

teste UBT, é notável que uma metodologia de ajuste de curvas conseguirá oferecer

pistas mas não responder adequadamente qual seria esse peŕıodo ótimo, visto ser
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um problema, notadamente, de classificação. Assim, a busca para a solução mais

adequada para esse problema está na procura de métodos de classificação que consi-

derem essa natureza longitudinal dos dados. O peŕıodo entre 16 e 21 minutos após a

ingestão da uréia 13C, com credibilidade de 78, 5%, apontado pelos resultados como

ótimo para a realização do teste parece ser um resultado coerente com a realidade.

Agora tratando das curvas de temperatura, por mais que conclusões a

respeito da mortalidade e danos a tecidos tenham sido feitas considerando o termo-

par PROBE 5 ciclo 2, procedimento que pode ser repetido facilmente para o outros

termopares, é notável que a interpretação correta desses resultados e qualquer ten-

tativa de utilizá-los é extremamente dependente de conhecimentos especializados.

Além disso, a quantidade dispońıvel de dados, repetições, é extremamente pequena,

o que provoca grandes dificuldades para uma inferência adequada, pasśıvel de ser

extrapolada e utilizada dentro da prática médica com segurança, além dos aspectos

relacionados à natureza longitudinal dos dados.

Além disso, quanto à complexidade dos modelos, no caso das curvas de

DOB a relação tempo e DOB não é tão complexa e modelos mais simples podiam ser

usados para estudá-la, o que implica que soluções considerando sua natureza longi-

tudinal são mais simples de serem encontradas. No caso das curvas de termopares a

relação é, de fato, complexa, o que implicaria em métodos mais espećıficos, como mo-

delos não-lineares ou mesmo de splines, para o estudo do problema que considerem

o contexto de medidas repetidas.
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FRANCOM, D.; SANSÓ, B. Bass: An R package for fitting and performing sensiti-

vity analysis of Bayesian adaptive spline surfaces. Journal of Statistical Software,

v.2, 2019.
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APÊNDICES

Repositório do GitHub com arquivos suplementares:

https://github.com/TPMarques/suppFilesdissertation

Repositório do GitHub do pacote convRJMCMC:

https://github.com/TPMarques/convRJMCMC


