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Resumo

Este trabalho tem como objetivo explorar o uso de algoritmos de aprendizado de maquina na
andlise e previsdo de precos de ativos financeiros, contribuindo para estratégias de tomada de
decisdo mais precisas no mercado financeiro. A metodologia aplicada inclui a utilizacdo do
algoritmo XGBoost, além de indicadores financeiros técnicos como o RSI ( Relative Strength
Index) e MACD (Moving Average Convergence Divergence) que auxiliam na identificacdo de
tendéncias e padrdes de precos. Os resultados obtidos indicam que o XGBoost, em combinacao
com os indicadores financeiros, apresenta um desempenho promissor, com capacidade de prever
movimentos de mercado em cendrios de alta volatilidade e em diferentes intervalos de tempo.
A avaliacdo de desempenho foi realizada com base em métricas como a Acuracia e o F1-Score,
permitindo uma andlise robusta da eficacia do modelo. Também foram feitas simulacdes de
investimento, utilizando o modelo proposto, a fim de se observar o seu comportamento no
mercado real.

Palavras-chave: XGBoost, aprendizado de maquina, indicadores financeiros, mercado finan-

ceiro.



Abstract

This work aims to explore the use of machine learning algorithms in the analysis and prediction
of financial asset prices, contributing to more accurate decision-making strategies in the
financial market. The applied methodology includes the use of the XGBoost algorithm, as
well as technical financial indicators such as the RSI (Relative Strength Index) and MACD
(Moving Average Convergence Divergence), which assist in identifying trends and price patterns.
The results indicate that XGBoost, in combination with financial indicators, shows promising
performance, with the ability to predict market movements in high-volatility scenarios and
across different time intervals. The performance evaluation was based on metrics such as
Accuracy and F1 Score, allowing for a robust analysis of the model's effectiveness. Investment
simulations were also conducted using the proposed model to observe its behavior in real
market conditions.

Keywords: XGBoost, machine learning, financial indicators, financial market.



Lista de figuras

Figural — Tiposde AM . . . . . . . . 18
Figura 2 — Funcionamento de um classificador. . . . . . . . . . .. .. ... ... ... 19
Figura 3 — Funcionamento do indicador RSI. . . . . . . . . .. .. ... 22
Figura 4 — Evolucdo do investimento (ativo x portifélio) - RSI . . . . . . . . ... .. .. 34
Figura 5 — Retorno percentual acumulado (ativo x portifélio) - RSI . . . . . . .. .. .. 34
Figura 6 — Drawdown (ativo x portifélio) - RSI . . . . .. .. ... ... ... ... .. 34
Figura 7 — Evolucdo do investimento (ativo x portifélio) - MACD . . . . .. ... .. .. 35
Figura 8 — Retorno percentual acumulado (ativo x portifélio) (ativo x portifélio) - MACD . 35
Figura 9 — Drawdown (ativo x portifélio) - MACD . . . . . . . . ... ... ... .... 36
Figura 10 — Evolucdo do investimento (ativo x portifélio) - Modelo completo . . . . . . . . 37
Figura 11 — Retorno percentual acumulado (ativo x portifélio) - Modelo completo . . . . . . 38

Figura 12 — Drawdown (ativo x portifélio) - Modelo completo . . . . . . . . . .. .. .. 38



Lista de quadros

Quadro 1 — Exemplo Acurdcia75% . . . . . . . . ... 30
Quadro 2 — Meétricas do modelocom RSI . . . . . . . . ... 33
Quadro 3 — Métricas do modelo com MACD . . . . . . . . . . . . ... ... ... 35
Quadro 4 — Meétricas do modelo completo . . . . . . . . ... ... L. 37



Lista de abreviaturas e siglas

AM Aprendizado de Maquina
SVM Support Vector Machines
A Inteligéncia Artificial

RSI Relative Strength Index
MME Média Mével Exponencial
MMS Média Mével Simples
MACD Moving Average Convergence Divergence
CCl Commodity Channel Index
ATR Average True Range

SAR Stop and Reverse

OBV On-Balance Volume

PPO Percentage Price Oscilator

ADX Average Direcional Index



1.1
1.2
1.3
131
1.3.2

2.1
2.1.1
2.1.2
2.1.3
2.2
2.3
23.1
2.3.2
2.3.3
234
2.35
2.3.6
2.3.7
2.3.8
2.3.9
2.3.10
2.3.11
2.3.12

3.1

3.1.1
3.1.2
3.13
3.1.4
3.2

321
3.2.2

Sumario

INTRODUCAO . . . .. i ittt e e et e et e et e 14
Problematica . . . . . . . ... ... 15
Justificativa . . . . . . ..o 15
Objetivos . . . . . . . . .. 16
Objetivo Geral . . . . . . . . . 16
Objetivos Especificos . . . . . . . . . ... 16
FUNDAMENTACAO TEORICA . . . .. .. ... ... 17
Aprendizado de Maquina . . . . . . . ... 17
Aprendizado Supervisionado . . . . ... Lo 18
Aprendizado N3o Supervisionado . . . . . . . . ... ... 19
Aprendizado por Reforco . . . . . . . ..o 19
XGBoost (eXtreme Gradient Boosting) . . . . . . . .. .. ... ... 20
Indicadores Financeiros . . . . . . . . ... ... ... ... ... .. 21
RSI (Relative Strength Index) . . . . . . . .. ... ... ... ... ... 22
MME (Média Mével Exponencial) . . . . ... ... ... ... .. .... 23
MACD (Moving Average Convergence Divergence) . . . . . . . . . . ... 23
Oscilador Estocastico . . . . . . . . . . . . ... 24
Célculo das Bandas de Bollinger . . . . . . .. .. .. ... .. .. .... 24
Indice de Canal de Commodities (CCI) . . . . . ... ... ... .. .... 25
Célculo do Average True Range (ATR) . . . . . ... ... .. ... ... 25
Calculo do Parabolic SAR (Stop and Reverse) . . . . . .. ... ... ... 26
Calculo do On-Balance Volume (OBV) . . . . .. ... ... ... .... 26
Célculo do Percentage Price Oscillator (PPO) . . . . . .. ... ... ... 26
Calculo do Average Directional Index (ADX) . . . .. .. ... ... ... 27
Célculo do Williams %R . . . . . . . . .. ... ... 27
METODOLOGIA . . . . . . . e e e e e e e 28
Bibliotecas e Ferramentas . . . . . . . . . ... ... 28
YahooQuery . . . . . . . . 28
Pandas . . . . . . . 29
Matplotlib . . . . . . . . 29
Jupyter Notebook . . . . . . . . ... 29
Meétricas Utilizadas . . . . . . . . . .. . ... 29
Acurdcia . . . . . L 29
F1Score . . . . . . 30



3.2.3
3.2.4
3.3

3.3.1
3.3.2
3.33
334

4.1
4.2
4.3

Rendimento Final . . . . . . . . . .. 30

Drawdown . . . . . . . 30
Implementacao do Modelo . . . . . . ... ... ... 31
Conjuntode Dados . . . . . . . . . .. ... 31
Pré-processamento dos Dados . . . . . . . . .. ... 31
Divisdo dos Dados . . . . . . . . . . . ... 31
Treinamento do Modelo . . . . . . . . . .. ... ... . 32
RESULTADOS . . . . . . . e e e e e e e e e e e 33
Modelo com RSI . . . . . . . ... 33
Modelo com MACD . . . . . . . . . ... ... ... 35
Modelo completo . . . . . . . ... 36
CONCLUSAO . . . . .ttt e e e e e e 39
Trabalhos futuros . . . . . . . . . . ... ... 39

REFERENCIAS . . . . . . . e e e e e e s s i 40



1 Introducao

Nas ultimas décadas, a expansao do mercado financeiro foi acompanhada por uma
demanda crescente por ferramentas de previsdo mais precisas e acessiveis. Entre os diversos
fatores que explicam essa expansao, o avanco da tecnologia tem desempenhado um papel
central. Plataformas digitais e aplicativos de investimento possibilitaram que pessoas comuns,
sem experiéncia prévia, realizassem investimentos de forma prética e segura, democratizando o
acesso ao mercado de capitais. Além disso, a disseminacdo rapida de informacdes financeiras
por meio da internet e das redes sociais tem promovido uma maior educacdo financeira entre a
populacdo, aspecto essencial para a inclusdo de novos investidores no mercado (AMORIM et
al., 2018). Esse crescimento do setor pode ainda ser percebido tendo em vista o nimero de
investidores pessoa fisica no Brasil, que cresceu cerca de 3.500% entre 2002 e 2020 (NETO
et al., 2022), um reflexo da popularizacdo dessas plataformas e da maior conscientizacdo

financeira.

Entretanto, apesar desse acesso ampliado, a tomada de decisdo no mercado financeiro
continua sendo uma tarefa complexa, especialmente para investidores que precisam lidar com
grandes volumes de dados e incertezas econémicas globais. A volatilidade dos mercados, somada
a quantidade massiva de dados n3o estruturados, exige que investidores adotem ferramentas e
técnicas sofisticadas para realizar analises precisas. Métodos tradicionais, como a andlise técnica
e a analise fundamentalista, permanecem amplamente utilizados, no entanto, eles apresentam

limitacOes importantes, especialmente em cenarios marcados por alta volatilidade e incertezas
(FAMA, 1970).

Nesse contexto, algoritmos de AM tém se mostrado promissores por sua capacidade de
identificar padrdes complexos e realizar previsGes mais precisas com base em grandes volumes
de dados histéricos. Diferentemente das abordagens tradicionais, que dependem de modelos
predefinidos, os algoritmos de AM sao capazes de aprender com os dados e adaptar suas
previsdes conforme novas informacSes se tornam disponiveis. Técnicas como Random Forest,
XGBoost e Support Vector Machines (SVM) tém ganhado popularidade no setor financeiro
devido a sua eficiéncia e adaptabilidade. Ademais, o uso de AM é especialmente relevante
para mercados volateis, onde os modelos tradicionais falham em capturar a complexidade
das flutuacdes. O XGBoost sera o algoritmo utilizado neste trabalho devido a sua eficiéncia
computacional, capacidade de lidar com grande volume de dados, escalabilidade, robustez e

versatilidade.

Com a construcdo e validacdo desses modelos, espera-se fornecer uma ferramenta que
auxilie investidores na tomada de decisdo e aumente a precisao das previsdes. Este estudo nio

busca apenas contribuir para o avanco do conhecimento académico, mas também oferecer
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informacdes valiosas que podem ser aplicadas por investidores em um mercado cada vez mais
orientado por dados e tecnologia (GOODFELLOW; BENGIO; COURVILLE, 2016). Assim, a
aplicacdo de AM na anélise financeira se apresenta como uma alternativa promissora para

enfrentar os desafios impostos pela complexidade e volatilidade dos mercados atuais.

1.1 Problematica

Com o avanco do mercado financeiro e a democratizacdo do acesso a investimentos,
cada vez mais pessoas tém ingressado nesse setor. No entanto, junto com essas oportunidades,
surgem dificuldades consideraveis para investidores, especialmente os iniciantes (JUNIOR;
REGONHA; CIPOLLA, 2021). Entre essas dificuldades, destaca-se a tomada de decisdo em
um ambiente de alta volatilidade e incerteza. A identificacdo de padrdes e tendéncias no
mercado exige uma combinacao de técnicas e indicadores financeiros, muitos dos quais possuem

limitacoes em ambientes dinamicos.

Atualmente existe uma infinidade de indicadores a disposicdo de quem deseja fazer
andlises técnicas (GONCALVES, 2018). Porém, o uso isolado dessas ferramentas pode resultar
em previsGes imprecisas, sobretudo quando o mercado é impactado por eventos inesperados,
como mudancas politicas globais ou crises econémicas. Por este motivo, para uma anélise mais
precisa, é imprescindivel que diversos indicadores sejam usados em harmonia, o que acaba

gerando uma tarefa extremamente dificil.

A crescente complexidade do mercado e a quantidade massiva de dados disponiveis
impdem desafios adicionais para investidores. O excesso de informacdes pode levar a uma
sobrecarga cogpnitiva, dificultando a andlise precisa e a identificacdo de padrdes relevantes.
Nesse contexto, técnicas de AM se destacam como uma solucdo potencial, pois s3o capazes de
lidar com grandes volumes de dados, identificar padroes complexos e se adaptar rapidamente

as mudancas de mercado.

1.2 Justificativa

Como explicito na secao anterior 1.1, os indicadores tradicionais, apesar de amplamente
utilizados, mostram-se insuficientes e muitas vezes escassos. Essa limitacdo justifica a necessi-
dade de explorar novos métodos para aprimorar a andlise e a previsdo de ativos financeiros. A
IA e o AM emergem como alternativas robustas para lidar com a complexidade dos mercados,
processando grandes volumes de dados e identificando padrdes ocultos (JAIN; VANZARA,
2023).

O uso de IA n3o apenas melhora a precisdo das previsdes, mas também democratiza o

acesso ao mercado financeiro, permitindo que investidores com diferentes niveis de conhecimento
adotem estratégias baseadas em dados (GOODFELLOW; BENGIO; COURVILLE, 2016).
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Ferramentas baseadas em |A, como por exemplo, algoritmos de aprendizado profundo, tém
mostrado grande potencial para transformar a tomada de decisdo no setor financeiro (VINOTHA
et al., 2024). Além disso, essas técnicas oferecem aos investidores maior seguranca na mitigacdo
de riscos e na gestdo de portfélios (CHOPRA; SHARMA, 2021).

Portanto, este trabalho é justificado pela necessidade de melhorar as ferramentas
existentes, fornecendo uma solucdo pratica e eficaz que auxilie investidores na tomada de

decisoes informadas e promova um mercado mais inclusivo e eficiente.

1.3 Objetivos

1.3.1 Objetivo Geral

Desenvolver algoritmos de AM de classificacdo capazes de analisar e prever a direcao
dos precos de ativos financeiros, proporcionando maior precisdo na tomada de decisao para

investidores, com base em dados histéricos e indicadores financeiros.

1.3.2 Objetivos Especificos

» Coletar e organizar dados histéricos financeiros de ativos selecionados, utilizando fontes

como Yahoo Finance e indicadores técnicos reconhecidos.

» Implementar algoritmo de AM, mais especificamente o XGBoost, avaliando sua eficacia

na previsao de precos.

= Validar os modelos por meio de simulacdes de investimento, aplicando diferentes cendrios

e mensurando o retorno e a mitigacao de riscos.

= Avaliar as previsGes utilizando métricas adequadas, como o acuracia e F1-Score, para

garantir a confiabilidade dos resultados.



2 Fundamentacao Tedrica

Neste capitulo, serdo apresentados os conceitos fundamentais relacionados ao AM,
com énfase no algoritmo XGBoost. Também sera explicado o funcionamento de indicadores
financeiros essenciais, que desempenham um papel central na anélise técnica e serao aplicados

nas estratégias ao longo deste trabalho.

2.1 Aprendizado de Maquina

O AM é uma subérea da IA que tem como objetivo criar algoritmos capazes de aprender
a partir de dados e melhorar seu desempenho ao longo do tempo, sem a necessidade de serem
explicitamente programados para cada tarefa especifica (LUDERMIR, 2021). A construcdo de
modelos de AM envolve trés fases principais: pré-processamento dos dados, treinamento do

modelo e avaliacdo com novos dados.

Como exemplo de funcionamento de AM, pode-se citar um algoritmo que tenta prever
a raca de um grupo de cachorros, a partir de dados fornecidos sobre eles. O algoritmo tentara
aprender a distinguir as racas, tendo em vista as informacdes disponiveis sobre cada c3o, assim
como o ser humano faz. Apesar de existirem inimeros tipos de problemas que o AM pode
ajudar a solucionar, é importante destacar que nenhum algoritmo é eficiente em todos os
tipos de atividades, reforcando a necessidade de se aplicar mais de um algoritmo, como prova
(KOHAVI; SOMMERFIELD; DOUGHERTY, 1997).

Atualmente, o aumento da capacidade computacional e a disponibilidade de grandes
volumes de dados permitiram que algoritmos de AM fossem aplicados com maior eficiéncia em
diferentes areas, incluindo o mercado financeiro. No contexto econémico, esses algoritmos sdo

utilizados para identificar padrées complexos, gerar previsGes e automatizar decisoes.

Além de sua flexibilidade e capacidade adaptativa, um dos principais beneficios do AM ¢é
a possibilidade de lidar com dados massivos e nao estruturados, o que o torna uma ferramenta
essencial para os mais diversos tipos de problemas. No entanto, desafios como overfitting,
viés nos dados e a necessidade de interpretabilidade dos modelos permanecem, destacando a
importancia de rigorosos processos de validacdo e escolha adequada de algoritmos para cada

contexto.

O AM pode ser classificado em trés categorias: aprendizado supervisionado, n3o
supervisionado e por reforco, como mostra a Figura 1. Cada um com a sua peculiaridade e

método de agir. Nas subsessoes 2.1.1, 2.1.2 e 2.1.3 é explicado melhor cada um deles.
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Figura 1 — Tipos de AM

Padroes Dados rotulados

Aprendizado ndo
supervisionado

Aprendizado
supervisionado

Agrupamento Classificacdo

Cenérios dinamicos Tentativa e erro

Aprendizado
por reforco

Fonte: Elaborado pelo autor

2.1.1 Aprendizado Supervisionado

O aprendizado supervisionado é um dos tipos mais comuns de AM e se destaca pela
precisdo em tarefas preditivas. Ele funciona utilizando dados rotulados, ou seja, informacoes de
entrada associadas a uma saida conhecida. O objetivo é que o modelo aprenda a relacionar essas
entradas e saidas, para que possa generalizar o conhecimento adquirido e fazer previsdes em
novos dados. Esse tipo de aprendizado é amplamente utilizado em tarefas de classificacdo, para
valores discretos, e regressdo, quando se deseja valores continuos (MONARD; BARANAUSKAS,
2003).

Destaca-se ainda pela sua capacidade de realizar previsdes precisas quando ha dados de
alta qualidade disponiveis. O que, no entanto, pode custar caro, tendo em vista que para isso
ele necessita fortemente de grandes volumes de dados rotulados, algo relativamente custoso.
Alguns cuidados também devem ser tomados para que o modelo n3o sofra de overfitting, isto
é, se ajustar demais aos dados de treinamento, perdendo a capacidade de generalizar. Por
isso, é essencial utilizar técnicas de regularizacdo e validacao cruzada para garantir um bom

desempenho em dados nao vistos.

Este serd o aprendizado utilizado ao decorrer desse trabalho, mais especificamente com
tarefas de classsificacdo. Que, como ja mencionado anteriormente, se refere a um tipo de tarefa
que recebe atributos como entrada e partir deles tenta prever seu rétulo. A Figura 2 a seguir

ilustra este processo.
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Figura 2 — Funcionamento de um classificador.
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Fonte: (MONARD; BARANAUSKAS, 2003).

2.1.2 Aprendizado Nao Supervisionado

Diferente do aprendizado supervisionado, o aprendizado n3o supervisionado n3o trabalha
com dados rotulados. O objetivo aqui é identificar padrdes ou estruturas nos dados sem
que o modelo saiba de antem3o quais resultados procurar. O foco passa a se tornar a
descoberta de relacGes implicitas entre as varidveis, e por isso é amplamente utilizado em
tarefas como clusterizacdo (agrupamento) e reducdo de dimensionalidade. Um exemplo classico
é a segmentacdo de clientes, em que o algoritmo agrupa consumidores com caracteristicas

semelhantes sem um rétulo definido.

A principal vantagem desse tipo de aprendizado é a capacidade de revelar padrdes
desconhecidos nos dados, proporcionando insights valiosos para empresas e pesquisadores.
Contudo, como n3o hd uma resposta correta explicita e a avaliacdo do modelo pode ser
subjetiva, interpretar os resultados pode ser desafiador, e por este motivo, exige uma analise

cuidadosa.

2.1.3 Aprendizado por Reforco

O aprendizado por reforco é um pouco diferente dos demais, pois é uma técnica baseada
em um sistema de recompensas e punicdes. O modelo, chamado de agente, interage com o
ambiente e aprende por tentativa e erro, recebendo uma recompensa positiva ou negativa com
base em suas acoes. O objetivo é maximizar a recompensa ao longo do tempo, desenvolvendo
uma estratégia ou politica é6tima (SUTTON, 2018). Essa abordagem é frequentemente usada

em cendrios dinamicos e complexos, como controle de robds, jogos e veiculos autonomos.

Embora o aprendizado por reforco seja promissor para resolver problemas complexos e

dindmicos, ele também apresenta desafios. Um dos maiores é o custo computacional elevado,
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pois o0 agente precisa realizar muitas interacdes com o ambiente para aprender uma estratégia
eficaz. Além disso, a escolha adequada da funcao de recompensa é essencial para evitar
comportamentos indesejados por parte do agente. Apesar dessas dificuldades, esse tipo de
aprendizado tem mostrado resultados impressionantes em aplicacdes reais, como o treinamento
de robGs para operar em ambientes desconhecidos e o desenvolvimento de algoritmos que

superaram campedes humanos em jogos complexos, como o xadrez.

2.2 XGBoost (eXtreme Gradient Boosting)

O XGBoost é o algoritmo de AM que sera utilizado neste trabalho, para a previsio
dos ativos financeiros. Ele é baseado em arvores de decisdo, que se destaca pela sua eficiéncia
e capacidade de lidar com grandes volumes de dados. Pertence a familia de algoritmos de
boosting, uma abordagem onde modelos fracos s3ao combinados sequencialmente para formar
um modelo robusto. A cada iteracdo, o XGBoost ajusta as previsdes anteriores, minimizando o
erro com base em gradientes da funcdo de perda (CHEN; GUESTRIN, 2016).

A principal caracteristica do XGBoost é seu foco em eficiéncia computacional e escala-
bilidade. Para isso, ele implementa varias otimizacdes, como a utilizacdo de uma estrutura de
colunas comprimidas, que armazena os dados ja ordenados, facilitando o processo de divisao dos
nds. O algoritmo também emprega uma técnica de subamostragem por colunas e regularizacdo,
o que ajuda a reduzir o overfitting e melhora o desempenho em cenarios de dados complexos e
ruidosos (CHEN; GUESTRIN, 2016).

Para descrever o funcionamento do XGBoost, que como ja mencionado, se trata de um
algoritmo em arvore, considere uma funcdo de predicdo para um conjunto de N observaces e

K érvores, representada na Equacdo 2.1:

K
k=1

onde ¢J; é a predicdo final para a observacdo i, x; é o vetor de caracteristicas, e F representa
o conjunto de todas as arvores de decisao possiveis. Cada f, é uma arvore de decisdo que

contribui para a predicdo final.

O objetivo do XGBoost é minimizar uma funcdo de perda L com regularizacdo, dada

pela Equacao 2.2:

K

L(¢) = Z Wy, ) + > QU fk), (2.2)

k=1
em que [ é a funcdo de perda que mede a diferenca entre a predicdo §; e o valor verdadeiro
y;. O termo de regularizacdo €(fy) penaliza a complexidade do modelo, contribuindo para a

reducdo do overfitting. A regularizacdo ocorre segundo a Equacao 2.3:
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Q(f) =T+ ;AZw?, (2.3)

Jj=1
T é o niimero de folhas na arvore, 7y controla a penalidade pelo nimero de folhas, A controla
a penalidade pelos pesos das folhas, e w; sdo os pesos das folhas. Os parametros v e A sdo

hiperparametros que podem ser ajustados para controlar a regularizacdo do modelo.

O XGBoost utiliza uma técnica de expansdo em segunda ordem para otimizar a funcdo
de perda. Na t-ésima iteracio, a funcdo objetivo L®), como mostra a Equac3o 2.4, é aproximada

por uma expansao de Taylor de segunda ordem:

N

L0~Y [gi Fila:) + ;h £z + 05, (2.4)

i=1
onde g; e h; representam o gradiente e o hessiano da funcao de perda em relacdo as previsdes

anteriores, e s3o definidos na Equacao 2.5:

l(ys, 9 ") o 0*1(ys, 9 )
ag a2

(2

9i = (2.5)
Essas expressdes permitem que o XGBoost ajuste as previsdes anteriores com maior

precisdo, aproveitando informacdes de segunda ordem.

Além disso, o XGBoost lida eficientemente com valores ausentes. Durante a criacdo
das arvores, ele ignora valores nulos por meio de um algoritmo de deteccao de esparsidade, que

permite continuar o processo de divisdo sem prejuizo significativo.

Gracas a essas inovacoes, o XGBoost é amplamente utilizado em competicdes como
Kaggle e em aplicacdes que exigem previsoes rapidas e precisas, como deteccdo de fraudes e
classificacdo de texto (BENTEJAC; CSORG("); MARTINEZ-MUROZ, 2021)

Embora muito poderoso, o XGBoost apresenta desafios, como a necessidade de ajuste
fino de seus hiperparametros para obter o desempenho ideal. Parametros como a taxa de
aprendizado (learning rate), a profundidade maxima das arvores e o nimero de arvores no
ensemble precisam ser ajustados com cuidado para evitar tanto overfitting quanto underfitting.
No entanto, uma vez bem ajustado, o XGBoost oferece resultados altamente precisos e

generalizaveis.

2.3 Indicadores Financeiros

Os indicadores financeiros sao ferramentas essenciais na anélise técnica, e utilizadas para
identificar padrdes e tendéncias de precos no mercado. Eles auxiliam investidores e analistas
na tomada de decisdes, fornecendo sinais sobre momentos ideais de compra e venda. Cada

indicador possui uma metodologia especifica para analisar dados histéricos de mercado, como



22

volume de negociacdo e precos de ativos. Nesta secdo, sera explorado alguns dos principais

indicadores aplicados em estratégias de investimento e que serdo utilizados por este estudo.

2.3.1 RSI (Relative Strength Index)

Desenvolvido por J. Welles Wilder, o RSI, ou Indice de Forca Relativa, é um indicador
de momento, muito usado no mercado de ativos, que mede a velocidade e a mudanca dos
movimentos de precos. Ele varia entre 0 e 100 e é utilizado para identificar condicoes de
sobrecompra e sobrevenda. RSI é amplamente utilizado para prever reversGes de tendéncia e

avaliar a forca dos movimentos de mercado. A Figura 3 demonstra seu funcionamento.

= RSI > 70: O ativo pode estar em sobrecompra (possivel correcdo ou queda).

= RSI < 30: O ativo pode estar em sobrevenda (possivel recuperacio).

Figura 3 — Funcionamento do indicador RSI.

100 Indicador RSI com Preenchimento Continuo

= RSI
=== Regido de Sobrecompra (70)
—=- Regido de Sobrevenda (30)

RSI

Dias

Fonte: Elaborado pelo autor.

O célculo do RSI se baseia nos valores de ganho e perda média em um determinado
periodo de tempo n, tipicamente definido como 14 dias, e é calculado segundo a Equacao 2.6

e Equacdo 2.7:

h Jlti Peri
Ganho Médio — Soma dos Ganhos nos Ultimos n Periodos (2.6)

n

Perda Média — Soma das Perdas nos Ultimos n Periodos (2.7)

n

Apds obter os valores médios dos ganhos e das perdas, calculamos o Relative Strength

da seguinte forma (Equacdo 2.8):
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B Ganho Médio

RS= —— —~ 2.
> Perda Média (28)
Em seguida, o RSI é calculado com a férmula (Equagdo 2.9):
100
RST =100 — ) 29
(1 + RS (29)

O RSI é uma ferramenta util e de facil interpretacdo, porém por ser muito sensivel ao

mercado, é sempre recomendavel combina-lo com outros indicadores para confirmar os sinais.

2.3.2 MME (Média Mével Exponencial)

A MME é uma média que atribui mais peso aos precos mais recentes, tornando-a mais
sensivel as variacoes do mercado. Ela é muito utilizada para identificar tendéncias e gerar sinais
de compra e venda. E calculada de forma recursiva, com base na MME do periodo anterior e

no preco atual, como na Equacao 2.10.

MME, =P, x a+MME,_; x (1—aq) (2.10)

2

=« Fator de suavizacdo representado por v = 25.

» MME,: MME atual.

» P;: Preco de fechamento atual.

MME,;_1: MME do periodo anterior.

= n: Ndmero de periodos utilizado no calculo (por exemplo, 12 ou 26).

2.3.3 MACD (Moving Average Convergence Divergence)

O MACD é um indicador que combina médias mdveis para identificar mudancas na
forca, direcdo e duracdo de uma tendéncia. Foi desenvolvido por Gearld Appel em 1979, e
combina duas linhas, a linha MACD e a linha de sinal. A primeira é calculada subtraindo uma
MME de curto prazo, 12 periodos, de uma MME de longo prazo, 26 periodos. Ja a segunda é
calculada usando a MME da prépria linha MACD.

O cruzamento entre a linha MACD e a linha de sinal é interpretado como um sinal de
compra ou venda. Quando a linha MACD cruza a linha de sinal de baixo para cima indica um
possivel sinal de compra. Quando o contrério ocorre, ou seja, a linha MACD cruza a linha de
sinal de cima para baixo, aponta um sinal de venda. Assim como o RSI, este indicador é usado
para indicar tendéncias de alta ou baixo, ajudando os investidores a indetificarem possiveis

pontos de entrada e saida.
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2.3.4 Oscilador Estocastico

O oscilador estocastico compara o preco de fechamento de um ativo com sua faixa
de precos em um periodo especifico. Ele é usado para identificar condicGes de sobrecompra e
sobrevenda no mercado e varia entre 0 e 100. Para isso, ultiliza duas linhas, a linha %K, que
simboliza o preco momentaneo perante o intervalo definido, mostrada na Equacao 2.11, e a
linha %D, que é uma média mével da linha %K, utilizada para suavizar o indicador e gerar
sinais de compra ou venda, mostrada na Equacdo 2.12. A média mével mais comum é de 3

periodos. A férmula principal para o calculo do estocastico é:

Preco de Fechamento Atual — Minimo mais Baixo do Periodo
K= ! 1 2.11
% Maximo mais Alto do Periodo — Minimo mais Baixo do Periodo x 100 ( )

%D = Média Mével Simples de %K (geralmente de 3 periodos) (2.12)

» Preco de Fechamento Atual: O preco de fechamento mais recente do ativo.

= Minimo mais Baixo do Periodo: O menor preco atingido no periodo definido (geralmente
14 dias).

= Maximo mais Alto do Periodo: O maior preco atingido no mesmo periodo.

2.3.5 Calculo das Bandas de Bollinger

As Bandas de Bollinger sdo responsaveis por medir a volatilidade de um ativo e indica
se os precos estdo relativamente altos ou baixos em relacdo a uma média mével. As bandas
consistem em trés linhas principais: a banda superior, a banda inferior e a média mével simples

(linha central). A MMS é calculada segundo a Equagdo 2.13.

n
=1 -Pl
n

MMS = (2.13)

» P;: Preco de fechamento no periodo 1.

= n: Ndmero de periodos usados na média mével (geralmente 20).

Com base nessa média, as bandas superior e inferior s3o calculadas usando o desvio

padrdo (o) para medir a volatilidade do ativo, como na Equacdo 2.14 e na Equagdo 2.15.

Banda Superior = MM S + (k x o) (2.14)

Banda Inferior = MMS — (k x o) (2.15)
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= k: Fator de desvio (geralmente k = 2).

» o: Desvio padrdo dos precos no periodo considerado.

As Bandas de Bollinger funcionam de modo que quando o preco se aproxima da banda
superior, pode indicar que o ativo esta sobrecomprado e quando se aproxima da banda inferior,
indica possivel sobrevenda. Ademais, a largura entre as bandas também se faz importante, ja

que quanto maior essa largura maior a volatilidade do mercado.

2.3.6 Indice de Canal de Commodities (CCl)

O Indice de Canal de Commodities mede a variacdo do preco de um ativo em relacdo a
sua média ao longo de um periodo. Originalmente desenvolvido para identificar tendéncias de
commodities, o CCl é amplamente utilizado em diversos mercados financeiros para identificar

condicdes de sobrecompra e sobrevenda. A férmula do CCl é mostrada na Equacao 2.16:

Pt — Médian
0,015 x Desvio Médio

cer = (2.16)

» P Preco tipico atual, calculado como a média do preco maximo, minimo e de fechamento

(Equacdo 2.17):

P Maximo + Minimo + Fechamento
t pr—
3

(2.17)

» Médiatp: Média dos precos tipicos ao longo do periodo definido (geralmente 20 periodos).
» Desvio Médio: Média das diferencas absolutas entre cada P, e a Médiatp no periodo.

= Constante 0,015: Usada para ajustar a escala do CCl, de forma que a maioria dos valores
fique entre -100 e 100.

2.3.7 Calculo do Average True Range (ATR)

ATR é um indicador de volatilidade que mede o intervalo médio de preco de um ativo
ao longo de um determinado periodo. E usado para avaliar a volatilidade do mercado e é
especialmente atil para definir pontos de stop-loss. Em uma férmula recursiva, o ATR pode ser

calculado como na Equacdo 2.18:

(ATRt_l X (TL — 1)) + TRt

n

ATRt -

(2.18)

Isso permite uma atualizacao continua do ATR para cada novo periodo.
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2.3.8 Calculo do Parabolic SAR (Stop and Reverse)

O Parabolic SAR é um indicador técnico desenvolvido por J. Welles Wilder que ajuda a
identificar a direcao da tendéncia de um ativo e a definir pontos potenciais de reversdo. Ele
também é amplamente usado para definir pontos de entrada e saida em posicoes, uma vez que

fornece sinais de stop e reverse. E calculado a partir da Equac3o 2.19.

SARatual = SARanterior + o x (EP — SARnterior) (2.19)

SAR,iuai: Valor do Parabolic SAR no periodo atual.
» SAR,nterior: Valor do SAR no periodo anterior.

= «: Fator de aceleracdo (geralmente comeca em 0,02 e aumenta em 0,02 a cada novo

topo ou fundo atingido, até um limite de 0,2).

» EP (Extreme Point): O ponto extremo alcancado pelo preco durante a tendéncia atual

(o mais alto em uma tendéncia de alta, o mais baixo em uma tendéncia de baixa).

2.3.9 Calculo do On-Balance Volume (OBV)

Desenvolvido por Joseph Granville, o OBV é um indicador de volume. Ele mede a
pressao de compra e venda ao acumular volume com base nas mudancas de preco, ajudando a

identificar tendéncias e antecipar reversdes, como na Equacdo 2.20.

OB‘/;fl‘i“/t SePt>Pt,1
OBV; ={OBV,_1 =V, se P, <P, (2.20)
OBV, se P, =P
» OBYV;: Valor do OBV no periodo atual.
= OBV;_1: Valor do OBV no periodo anterior.
» V}: Volume do periodo atual.
» P;: Preco de fechamento atual.

» P, 1: Preco de fechamento do periodo anterior.

2.3.10 Calculo do Percentage Price Oscillator (PPO)

PPO é um indicador que mede a diferenca percentual entre duas médias méveis

exponenciais de precos. Ele é semelhante ao MACD, mas, em vez de mostrar a diferenca
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absoluta entre as médias, exibe a diferenca em termos percentuais, como mostra a Equacao

2.21, facilitando comparacoes entre ativos de diferentes precos.

MME Rapida — MME Lenta

PPO = MME Lenta

% 100 (2.21)

= MME Répida: A média mével exponencial de curto prazo (geralmente 12 periodos).

= MME Lenta: A média mével exponencial de longo prazo (geralmente 26 periodos).

2.3.11 Calculo do Average Directional Index (ADX)

O ADX mede a forca de uma tendéncia, independentemente de sua direcao. Ele é
amplamente utilizado para avaliar se um mercado estd em uma tendéncia forte ou fraca,

auxiliando na escolha de estratégias de trading adequadas.

2.3.12 Céalculo do Williams %R

Ultimo indicador citado, o Williams %R, desenvolvido por Larry Williams, mede o nivel
do preco de fechamento em relacao a faixa mais alta e mais baixa de precos de um ativo ao
longo de um determinado periodo. Ele é usado para identificar condicoes de sobrecompra e

sobrevenda, semelhante ao Estocastico, mas invertido, assim como na Equacao 2.22.

Maximo Alto — Preco de Fechamento

%R = x —100 (2.22)

Maximo Alto — Minimo Baixo
» Méximo Alto: O preco mais alto registrado no periodo definido (geralmente 14 periodos).
= Minimo Baixo: O preco mais baixo registrado no periodo definido.

» Preco de Fechamento: O preco de fechamento atual do ativo.



3 Metodologia

Neste capitulo sera abordado o método adotado para o desenvolvimento do presente
trabalho, assim como, as ferramentas utilizadas, o conjunto de dados trabalhado, as métricas

escolhidas para avaliar o modelo e todo o funcionamento do algoritmo desenvolvido.

3.1 Bibliotecas e Ferramentas

Para o desenvolvimento dos algoritmos de AM e analise dos dados financeiros, foram
utilizadas diversas bibliotecas e ferramentas para auxiliarem nas etapas de coleta, manipulacdo,

visualizacdo e modelagem dos dados.

3.1.1 YahooQuery

Uma das principais bibliotecas para este trabalho, a YahooQuery permite o acesso direto
a API do Yahoo Finance, possibilitando a coleta de uma ampla gama de dados financeiros, de
forma rapida e eficiente. O usuario pode obter dados diretamente a partir de coédigos especificos
de ativos financeiros (por exemplo, PETR4.SA para a Petrobras), permitindo a aquisicdo de

dados financeiros em tempo real e histéricos.

A YahooQuery foi amplamente utilizada neste trabalho, por permitir o acesso rapido a
dados confiaveis e detalhados, necessérios para alimentar os modelos de AM. Sua integracao
com a linguagem Python facilita a coleta de grandes volumes de dados, bem como o pré-

processamento e a analise desses dados, com alto grau de personalizacao.

Entre a vasta gama de informacdes disponibilizadas pela YahooQuery, destaca-se:
» Dados de Preco: Preco de abertura, fechamento, maxima e minima diaria, além do

volume de negociacao;

= Indicadores Financeiros: Indicadores técnicos e financeiros, como P /L (Preco sobre Lucro),

P/VP (Preco sobre Valor Patrimonial), dividend yield e outros dados fundamentais;

» Dados Histéricos: Histérico de precos de um ativo para diferentes periodos, podendo ser

ajustado conforme a necessidade (diario, semanal, mensal);

= Noticias e Eventos Corporativos: Informacoes sobre dividendos, desdobramentos de acGes

e outras acbes corporativas que impactam o preco do ativo;

= Dados de Mercado: Informac3o sobre indice de mercado, como o S&P 500, NASDAQ e

outros indices relevantes.
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3.1.2 Pandas

A biblioteca Pandas foi utilizada para manipulacdo e analise dos dados financeiros.
Esta biblioteca permite o carregamento, transformacado e andlise de grandes volumes de dados
de forma eficiente, com funcionalidades para filtragem, agregacdo e calculo de estatisticas
descritivas. Ela foi essencial para organizar e preparar o conjunto de dados antes da aplicacdo
dos modelos de AM.

3.1.3 Matplotlib

Para visualizacao dos dados e dos resultados das previsdes, utilizou-se a biblioteca
Matplotlib. Ela foi usada para criar graficos basicos de séries temporais e comparar visualmente

0s precos reais dos ativos com as previsdes geradas pelos modelos.

3.1.4 Jupyter Notebook

Todo o desenvolvimento e execucao do cédigo foram realizados no ambiente Jupyter
Notebook, que permite organizar o cédigo em células, facilitando o teste e a documentacao
das etapas. Este ambiente também proporciona uma integracao eficiente com as bibliotecas

utilizadas, além de permitir a visualizac3o interativa dos resultados.

3.2 Meétricas Utilizadas

Para avaliar a performance dos modelos de AM neste projeto, foram selecionadas
métricas que analisam tanto a precisao preditiva quanto o desempenho financeiro das estratégias

desenvolvidas.

3.2.1 Acuracia

A Acuracia é amplamente utilizada para avaliar a proporcdo de previsdes corretas em

relacdo ao total de previsoes realizadas.

Ela é medida segundo a Equacdo 3.1.

Previsées Corretas
Acuracia = 100 3.1
el = Total de Previsdes % (3.1)

As previsGes corretas referem-se aos casos em que a direcdo da previsdo corresponde
a direcdo real. Valores mais altos de acuracia indicam uma maior proporcdo de acertos nas

previsdes do modelo, no Quadro 1 tem-se um exemplo de um modelo com acuréacia de 75%.
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Quadro 1 — Exemplo Acurécia 75%

Feature 1 (ldade) | Feature 2 (Altura) | Target real | Target prevista
19 1,70 1 1
30 1,64 1 0
26 1,82 0 0
42 1,73 1 1

Fonte: Elaborado pelo autor.

3.2.2 F1 Score

O F1 Score combina precisdo e sensibilidade (recall) em um Gnico valor, proporcionando
uma visdo balanceada do desempenho do modelo. Ele é especialmente Gtil quando ha um
possivel desequilibrio entre classes, como alta e baixa. A férmula do F1 Score é dada pela

Equacdo 3.2.

Precisao x Sensibilidade
F1S =2 3.2
core % Precisdo + Sensibilidade (3.2)

A precisdo € a proporcao de previsoes de alta corretas em relacdo ao total de previsoes
de alta, e a sensibilidade (ou recall) é a propor¢do de previsGes corretas em relacdo ao total de
movimentos reais. O F1 Score varia de 0 a 1, sendo que valores mais préximos de 1 indicam

um bom desempenho em ambas as métricas.

3.2.3 Rendimento Final

Rendimento Final é uma métrica financeira simples e direta, que mede o percentual de
retorno obtido ao final da aplicacdo da estratégia preditiva. Este calculo fornece uma visao
geral da lucratividade da estratégia, permitindo uma avaliacdo rapida de seu desempenho. Seu

calculo é descrito na Equacao 3.3.

Valor Final — Valor Inicial
Rendimento Final (%) = alor \I/rjor In'i':Ir nicia x 100 (3.3)
ici

3.2.4 Drawdown

O Drawdown representa a maior perda observada em uma sequéncia de investimentos,
medindo a diferenca entre um pico local e o menor valor subsequente no rendimento acumulado.
O drawdown maximo é uma métrica importante para avaliar o risco da estratégia, sendo

calculado pela féormula da Equacdo 3.4.

Valor Maximo - Valor Minimo
Drawd = 3.4
rawdown Valor Maximo (34)
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Essa métrica é especialmente relevante para investidores que desejam compreender os
riscos associados a uma estratégia e a sua estabilidade ao longo do tempo. Valores menores de

drawdown indicam menor risco de perda significativa ao longo do periodo de investimento.

3.3 Implementacdo do Modelo

Esta secdo descreve a implementacao do modelo de previsao, incluindo a coleta e
preparacdo dos dados e a aplicacdo dos algoritmos de AM. A implementacao foi organizada
para garantir uma estrutura consistente, desde a obtencdo dos dados até a avaliacdo do modelo

com métricas especificas.

3.3.1 Conjunto de Dados

Para este trabalho, foram selecionados dados histéricos de precos de fechamento de
cinco ativos financeiros brasileiros: VALE3.SA (Vale), BBDC4.SA (Banco Bradesco), ITUB4.SA
(Itati Unibanco), JBSS3.SA (JBS) e WEGE.SA (WEG). Esses ativos foram escolhidos devido a

sua relevancia no mercado brasileiro e visando criar um portifélio variado.

Foram analisados os (ltimos dez anos de cada ativo financeiro e coletados a data, preco

de fechamento, maxima, minima e volume de cada um.

3.3.2 Pré-processamento dos Dados

O pré-processamento dos dados consistiu em limpar e estruturar as informacdes coletadas
para garantir a qualidade da entrada nos modelos de AM. Entre as etapas de pré-processamento,
destacam-se o tratamento de valores ausentes e a normalizacdo dos indicadores para facilitar o

treinamento.

3.3.3 Divisao dos Dados

Visando avaliar a capacidade preditiva do modelo, o conjunto de dados foi dividido em

duas partes:

= Treinamento: 80% dos dados histéricos, utilizados para ajustar os parametros do modelo.

» Teste: 20% restantes dos dados, reservados para avaliar a performance do modelo em

dados novos.

A divisdo foi feita de forma temporal, preservando a ordem cronoldgica dos dados para
evitar vazamento de informacdo e garantir que a avaliacdo seja mais préxima do cenério real

de previsdo.
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3.3.4 Treinamento do Modelo

Para a previsdo dos movimentos de precos, foi utilizado o XGBoost. Foram elaborados
trés modelos que aprensentam uma (nica diferenca: os atributos de entrada. O primeiro recebeu
como entrada apenas o indicador RSI. O segundo recebeu apenas o MACD. Ja o terceiro modelo
utilizou doze atributos, sdo eles os indicadores: RSI, MACD, MME, Oscilador Estocastico,
Bandas de Bollinger, CCl, ATR, Parabolic SAR, OBV, PPO, ADX e Williams %R. Os modelos

foram ajustados para prever trés rétulos diferentes

= 0: Quando o preco cai mais de 2%.
» 1: Quando o preco sobe mais de 2%.

» 2: Quando o preco se mantém na faixa de 2%.

Deste modo, a partir das variaveis de entrada o algoritmo tentar prever a tendéncia do
mercado e, assim, identificar pontos de entrada e saida. O processo de treinamento incluiu
ainda a definicdo dos hiperparametros, utilizando RandomizedSearchCV com o conjunto de

dados de treinamento, realizado para maximizar a performance do modelo.

Por fim, objetivando analisar a eficacia do algoritmo, foi feita uma simulacado com um
capital inicial de dez mil reais divididos igualmente entre os ativos do portifélio. A simulacdo foi
aplicada ao conjunto de dados de teste e consistia em usar todo o capital disponivel na compra
de determinada acdo quando o modelo previa uma alta de mais de 2%. As acdes compradas
eram mantidas enquanto o seu preco se mantia na faixa de 2%, até o algoritmo prever uma
queda maior que isso, e entdo vendia todas as acOes. Esse processo era mantido até o final,

com o intuito de avaliar o saldo final do investimento.



4 Resultados

Neste capitulo, sao apresentados e analisados os resultados obtidos a partir dos experi-
mentos realizados com os indicadores financeiros e algoritmo de AM aplicado no estudo. O
desempenho de cada método é avaliado com base em métricas especificas, e os resultados sdo

ilustrados por meio de graficos e tabelas, facilitando a comparacdo e interpretacio.

4.1 Modelo com RSI

Este foi o modelo treinado apenas com o RSI como indicador financeiro, o Quadro 2

apresenta as métricas de cada ativo analisado pelo modelo.

Quadro 2 — Métricas do modelo com RSI

Ativo Acuracia | F1-Score | Rendimento
VALE3.SA | 73.44% 0.72 3.09%
BBDC4.SA | 80.28% 0.73 4.37%
ITUB4.SA 85.11% 0.80 9.24%
JBSS3.SA 65.79% 0.60 5.39%
WEGE3.SA | 84.51% 0.79 52.75%

Fonte: Elaborado pelo autor.

Tendo como base o Quadro 2 é possivel perceber uma acuracia e F1-Score relativamente
altos, porém rendimentos menores do que o esperado em sua maioria, possivelmente reflexo de
um modelo treinado a partir de um dnico indicador. As Figuras 4, 5 e 6, exemplificam através
de graficos o comportamento dos ativos e do modelo perante uma simulacdo no mercado
financeiro. A Figura 4 mostra a evolucdo do capital aplicado em cada ativo e também no
portifélio como um todo. Nela é possivel verificar que o capital aplicado nas acdes da WEG

cresceu consideravelmente e que nenhum dos ativos apresentou prejuizo.

Seguindo a mesma légica que a anterior, a Figura 5 tem como objetivo mostrar o
percentual acumulado do capital ao longo do periodo em que este esteve aplicado nos ativos
em questdo. Novamente, observa-se um percentual muito maior para as acées da WEG. Vendo
o portifélio como um todo, o retorno percentual acumuludo se mostrou constante, até meados

de julho de 2024, onde comecou a apresentar um crescimento elevado.

Ja a Figura 6, representa outra métrica importante, o drawdown. As acdes da WEG
foram a que apresentou maior percentual de drawdown, indicando que apesar de obter mais
lucros, também foi a que obteve mais risco associado a ela. Nos demais ativos os valores da

métrica em quest3o se mostraram perto dos 15%.



Figura 4 — Evolucdo do investimento (ativo x portifélio) - RSI
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Figura 5 — Retorno percentual acumulado (ativo x portifélio) - RSI
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Figura 6 — Drawdown (ativo x portifélio) - RSI
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Modelo com MACD

Assim como o anterior, este modelo foi treinado utilizando apenas um indicador, porém

desta foi o MACD. O Quadro 3 mostra as métricas do modelo.

Quadro 3 — Métricas do modelo com MACD

Ativo Acuracia | F1-Score | Rendimento
VALE3.SA | 75.50% 0.72 45,14%
BBDC4.SA | 79.52% 0.72 1,25%
ITUB4.SA | 87.35% 0.81 00.00%
JBSS3.SA 68.47% 0.61 -5.38%
WEGE3.SA | 84.74% 0.79 42.00%

Fonte: Elaborado pelo autor.

Figura 7 — Evolucdo do investimento (ativo x portifélio) - MACD
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Figura 8 — Retorno percentual acumulado (ativo x portifélio) (ativo x portifélio) - MACD
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Figura 9 — Drawdown (ativo x portifélio) - MACD
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Analisando as métricas apresentadas pelo Quadro 3, é possivel perceber bastante
similaridade com as do modelo anterior, em questdo de acuracia e F1-Score. Os graficos da
Figura 7, mostra a transformac3o do capital aplicado a cada ativo, do més de Outubro de 2022
até Outubro de 2024. Contudo, ao observar os graficos dispostos na sequéncia, fica evidente
problemas na predicdo dos ativos, sobretudo na do Itad Unibanco, que se manteve constante,

e da JBS que teve uma pequena queda em relacdo ao capital inicial.

A Figura 8, representa o retorno percentual acumulado de cada ativo e também do
portifélio como um todo. Nota-se, que a barra das acdes da JBS estdo abaixo do eixo X, o que
representa o prejuizo do valor aplicado nelas. No entanto, o retorno do do portifélio foi positivo,
o que significa que os outros ativos foram capazes de cobrir o prjuizo causado pelas acdes da
JBS. As acdes do Itad Unibanco ndo apresentam barra prépria, ja que por se manterem com o
mesmo capital investido durante todo o periodo de aplicacdo, ndo tiveram retorno percentual,
nem negativo, nem positivo.

Ja a Figura 9, exibe os graficos do drawdown, importante para se ter uma andlise
sobre o risco de cada investimento. As barras laranja e vermelha, referentes as acdes do Banco
Bradesco e JBS, respectivamente, passaram da linha de 30% de drawdown, o que significa que
em algum momento o investimento perdeu mais de 30% do capital maximo de cada ativo, um
risco relativamente alto. Vendo o contexto geral do modelo, verifica-se que ele n3o foi capaz
de atuar no mercado de maneira constante e eficaz, tendo problemas com a predicdo do ativos

e gerando rendimentos incertos, altos para alguns ativos, porém baixos para outros.

4.3 Modelo completo

Ultimo modelo desenvolvido, se caracteriza por ser o mais completo, se beneficiando da

analise de doze indicadores técnicos diferentes e utilizados em conjunto. Suas métricas estdo
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no Quadro 4 e é possivel notar um sutil aumento na acuracia e F1-Score.

Quadro 4 — Métricas do modelo completo

Ativo Acuracia | F1-Score | Rendimento
VALE3.SA | 80,36% 0.74 4.19%
BBDC4.SA | 79,96% 0.73 13.97%
ITUB4.SA 87.45% 0.82 52.07%
JBSS3.SA 69.03% 0.60 49.29%
WEGE3.SA | 85.43% 0.80 15.97%

Fonte: Elaborado pelo autor.

Foi o algoritmo que mais gerou retorno ao fim do periodo de investimento e, a Figura
10, comprova este fato. Nela, nota-se que nenhum dos ativos obteve prejuizo, e destaca-se os
ativos da JBS e Itad Unibanco, que foram os mais beneficiados. Além disso, a evolucao do

portifélio seguiu uma linha crescente e positiva.

A Figura 11, com o retorno percentual acumulado dos ativos e do investimento, exibe
taxas de retorno consideravelmente altas para os ativos, com as acoes da JBS e Itati Unibanco
passando dos 40%. Deste modo, todos os ativos contribuiram positivamente para o crescimento

do portifélio, onde o percentual acumulado ficou préximo de 25%.

Na Figura 12, observa-se um drawdown entre 15% e 25% majoritariamente, n3o
atingindo valores tao altos como o do modelo anterior, o que é um ponto positivo. Isso também,
atribui um menor risco associado ao modelo, o tornando mais confidvel. Nesse contexto, a
partir dos dados apresentados, este modelo foi o que gerou melhores resultados e menores
riscos. Isso comprova ainda, a eficacia do uso combinado de diferentes indicadores para obter

analises mais precisas e consistentes.

Figura 10 — Evolucdo do investimento (ativo x portifélio) - Modelo completo
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Figura 11 — Retorno percentual acumulado (ativo x portifélio) - Modelo completo
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Figura 12 — Drawdown (ativo x portifélio) - Modelo completo
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5 Conclusao

Em suma, este trabalho objetivou a criacdo de algoritmos de AM para prever o
movimento de ativos financeiros, a partir da medicdo das tendéncias de mercado. Foram obtidos
resultados que comprovam a capacidade de se obter bons retornos aplicando a técnica em
quest3do, além de ser averiguado o fato de que a utilizacdo de mais de um indicador em conjunto

geram desisdes mais consistentes.

A grande disposicao de dados financeiros para o estudo, também foi fator determinando
na realizacdo do mesmo. Apoiado por eles, foi possivel uma anélise detalhada dos ativos

utilizados, o que contribuiu altamente para o treinamento do modelo.

O estudo se faz bastante interessante para o mercado de acdes, podendo colaborar
positivamente na tomada de decisdo de investidores, tanto experientes quanto iniciantes, pela
sua alta facilidade de analise dos resultados. Todavia, é fundamental destacar, que assim como
os outros indicadores de mercado, o algoritmo apresentado nado deve ser utilizado isoladamente

e como Unico fator para a tomada de decisao, e sim em conjunto, como uma métrica a mais.

5.1 Trabalhos futuros

Como este se trata de um tema bastante abragente e complexo, existem diversos pontos
que ainda podem vir a serem explorados dando continuidade ao trabalho. H4 margem para
melhora na acuracia dos resultados, assim como na consisténcia das predicdes, permitindo
melhores tomadas de decisoes. Ainda nesse contexto, outros tipos de algoritmos de AM podem
ser empregados, como Random Forest, Maquinas de Vetores de Suporte e Redes Neurais
Artificiais.

Também ha espaco para a diversificacdo do portifélio, para que mais ativos sejam
analisados e estudados. E, seguindo a mesma linha de raciocinio, o desenvolvimento de um
ambiente, onde diferentes ativos possam ser avaliados, pode vir a ser uma maneira eficaz para

a visualizacao dos resultados.
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