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Resumo

O câncer de cabeça e pescoço (CCP) apresenta uma baixa taxa de sobrevivência, principalmente
devido a diagnósticos tardios, falta de compreensão biológica e carência de biomarcadores
confiáveis. Neste contexto, os microRNAs (miRNAs ou miRs) e seus alvos surgiram como
biomarcadores relevantes para a formação, progressão e prognóstico de diversos tipos de
cânceres, incluindo o CCP, sendo objeto de investigação constante. Este estudo teve como
objetivo identificar miRNAs e seus genes alvo como potenciais biomarcadores para diagnóstico,
prognóstico e tratamento do CCP, utilizando diversas ferramentas de bioinformática. A análise
das expressões de miRNA-Seq e mRNA-Seq de pacientes com CCP foi conduzida com base
nos dados do projeto Atlas do Genoma do Câncer (TCGA), juntamente com as informações
clinicopatológicas correspondentes. As análises abrangeram a expressão diferencial, componentes
principais, agrupamento, construção de redes de interação miRNA-mRNA, redes de co-expressão
de proteínas, análises de enriquecimento funcional e classificação baseada em árvores, bem
como análise de sobrevivência. No contexto da cavidade oral, identificaram-se 55 miRNAs
expressos diferencialmente (DEmiRNAs) associados a 103 mRNAs expressos diferencialmente
(DEmRNAs), e na laringe, 40 DEmiRNAs associados a 63 DEmRNAs. Alterações transcricionais
foram observadas, com destaque para o gene COL1A1, regulado principalmente pelos miR-133a-
3p, miR-29c-3p e miR-133b, indicando sua importância na digestão e absorção de proteínas.
As árvores de decisão baseadas na classificação destacaram a relevância dos miR-101-3p, miR-
455-3p, miR-99a-5p e miR-30a-5p como potenciais biomarcadores no diagnóstico do câncer
de cavidade oral, distinguindo o tumor primário do tecido normal adjacente. No câncer de
laringe, miR-338-5p, miR-1910-5p, miR-99a-5p, miR-196b-5p e miR-139-3p emergiram como
candidatos a biomarcadores independentemente do estadiamento da doença. A análise de riscos
proporcionais de Cox univariada identificou cinco miRNAs e uma assinatura combinada de
24 miRNAs associadas à sobrevivência dos pacientes com câncer da cavidade oral. Para o
câncer de laringe, nove miRNAs e uma assinatura combinada de 16 miRNAs foram associadas à
sobrevivência dos pacientes. Esses resultados destacam o potencial desses miRNAs e seus aalvos
como biomarcadores no diagnóstico, prognóstico e compreensão do processo biológico do CCP.

Palavras-chave: Cavidade oral, Laringe, Redes de interação, Árvore de decisão, Análise de
sobrevivência.



Abstract

Head and neck cancer (HNC) presents a low survival rate, mainly due to late diagnosis, lack
of biological understanding, and a shortage of reliable biomarkers. In this context, microRNAs
(miRNAs or miRs) and their targets have emerged as relevant biomarkers for the formation,
progression, and prognosis of various types of cancers, including HNC, and have been the
subject of constant investigation. This study aimed to identify miRNAs and their target genes
as potential biomarkers for the diagnosis, prognosis, and treatment of HNC, using various
bioinformatics tools. Analysis of miRNA-Seq and mRNA-Seq expressions in HNC patients
was conducted based on data from The Cancer Genome Atlas (TCGA) project, along with
corresponding clinicopathological information. The analyses included differential expression,
principal components, clustering, construction of miRNA-mRNA interaction networks, protein co-
expression networks, functional enrichment analyses, tree-based classification, as well as survival
analysis. In the context of the oral cavity, 55 differentially expressed miRNAs (DEmiRNAs)
associated with 103 differentially expressed mRNAs (DEmRNAs) were identified, and in the
larynx, 40 DEmiRNAs associated with 63 DEmRNAs were identified. Transcriptional alterations
were observed, with emphasis on the COL1A1 gene, regulated mainly by miR-133a-3p, miR-
29c-3p, and miR-133b, indicating its importance in protein digestion and absorption. Decision
trees based on classification highlighted the relevance of miR-101-3p, miR-455-3p, miR-99a-5p,
and miR-30a-5p as potential biomarkers in the diagnosis of oral cavity cancer, distinguishing
the primary tumor from adjacent normal tissue. In laryngeal cancer, miR-338-5p, miR-1910-5p,
miR-99a-5p, miR-196b-5p, and miR-139-3p emerged as biomarker candidates regardless of
disease staging. Univariate Cox proportional hazards analysis identified five miRNAs and a
combined signature of 24 miRNAs associated with the survival of oral cavity cancer patients.
For laryngeal cancer, nine miRNAs and a combined signature of 16 miRNAs were associated
with patient survival. These results highlight the potential of these miRNAs and their targets as
biomarkers in the diagnosis, prognosis, and understanding of the biological process of HNC.

Keywords: Oral cavity, Larynx, Interaction networks, Decision tree, Survival analysis.
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1 Introdução

O câncer de cabeça e pescoço (CCP), também conhecido como carcinoma de células
escamosas de cabeça e pescoço (CCECP), é considerado um dos tipos de câncer mais agressivos,
e complexo no diagnóstico, pois frequentemente é detectado em estadiamentos avançados (MODY
et al., 2021; INCA, 2022). Esta doença está associada a altas taxas de incidência e mortalidade,
levando a óbito mais de 400 mil pessoas anualmente (SUNG et al., 2021) e prevê-se que até 2030,
a incidência possa aumentar em até 30% (JOHNSON et al., 2020). A maioria dos diagnósticos
de CCP ocorre nos sítios anatômicos da cavidade oral e laringe, principalmente em homens
com mais de 40 anos e em grande parte dos casos, associado ao consumo prolongado de tabaco
e a injesta do álcool (NETWORK et al., 2015; SHAW; BEASLEY, 2016; GORMLEY et al.,
2022). No entanto, apesar dos avanços nas estratégias terapêuticas, a taxa de sobrevivência dos
pacientes com CCP ainda é baixa, devido ao insucesso terapêutico que muitas vezes decorre de
diagnósticos tardios, compreensão biológica limitada, dificuldade na avaliação da progressão do
cancro devido à localização anatômica, diversidade clinicopatológica, heterogeneidade observada
na resposta ao tratamento e à falta de biomarcadores, como os miRNAs clinicamente validados
para o diagnóstico precoce (ALSAHAFI et al., 2019; PASI et al., 2020; VAHABI; BLANDINO;
AGOSTINO, 2021).

Atualmente, com o avanço das técnicas de sequenciamento de próxima geração (NGS)e
o estabelecimento de repositórios de dados públicos, como o Genomic Data Commons (GDC),
cBioPortal, UCSC Xena, Human Protein Atlas, Pan-Cancer Atlas e Gene Expression Omnibus
(GEO), têm aumentado significativamente a quantidade de dados genômicos, transcriptômicos e
clínicos de diversos tipos de câncer (NETWORK et al., 2015). Como consequência, métodos
computacionais e estatísticos, como aprendizado de máquina para mineração e modelagem
preditiva generalizável, têm sido amplamente adotados na bioinformática para identificar e
caraterizar o RNA-Seq para o diagnóstico e prognóstico do câncer. Além disso, as ferramentas de
análise de enriquecimento funcional estão se tornando cada vez mais importantes na decodificação
da expressão dos miRNAs e mRNAs que estão relacionados aos processos biológicos e vias de
sinalização (CHEN et al., 2019; GARCIA-MORENO; CARMONA-SAEZ, 2020; BUITRAGO;
LOVERING; CAPORALI, 2023).

Geralmente, em estudos da expressão do RNA-Seq, empregam-se métodos de expressão
diferencial para reduzir a complexidade dos dados e identificar genes expressos diferencialmente
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no câncer (MCDERMAID et al., 2019). Esses métodos são complementados por métodos não 
supervisionados, como técnicas de agrupamento e análise de componentes principais (PCA), para 
identificar padrões na expressão gênica. Além disso, métodos supervisionados, como regressão 
linear, regressão logística, árvores de decisão, floresta aleatória, maquinas de vectores de suporte 
(SVM), redes neuronais, classificador Naive Bayes, k-vizinhos mais próximos, redes Bayesianas, 
Lasso, Ridge entre outras são utilizados para construir modelos preditivos. No entanto, as árvores 
de decisão são um diferencial em relação aos outros algoritmos, pois não requerem especificações 
de parâmetros complexos. Outro método amplamente utilizado é a análise de sobrevivência que 
visa examinar o tempo até a ocorrência de um evento de interesse relacionado à doença, sendo 
complementada por uma série de métodos estatísticos e modelos mais complexos de aprendizado 
de máquina, como a floresta de sobrevivência aleatória (RSF), utilizado para construir o modelo 
de sobrevivência com dados genômicos de alta dimensão (MIRZA et al., 2019; LEE; LIM, 2019).

Alguns estudos bem-sucedidos na aplicação desses métodos no diagnóstico e prognóstico 
do CCP, utilizando a expressão de miRNAs, foram publicados em Nair et al. (2015), Cecco et 
al. (2017), Lopez et al. (2018), Lu et al. (2019), Kumar, Patnaik e Dixit (2020), Panvongsa et 
al. (2021), Piotrowski et al. (2021) e Qi et al. (2021). No entanto, mesmo que existam estudos 
promissores sobre miRNAs e mRNAs no CCP, ainda não foram identificados biomarcadores 
específicos que possam ser utilizados na prática clinica devido à complexidade anatômica desta 
doença.

Desse modo, verifica-se que existe ainda uma grande necessidade de adotar abordagens 
integradas de bioinformática para atingir uma compreensão mais abrangente e detalhada da 
complexidade biológica dos miRNAs e mRNAs associadas ao CCP, o que poderia resultar em 
avanços significativos no diagnóstico precoce, prognósticos mais precisos e no desenvolvimento 
de tratamentos personalizados mais eficazes e menos prejudiciais, proporcionando qualidade 
de vida e possibilidade de cura para os pacientes, classificados com base em sua localização 
anatômica.
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8 Conclusão

Com base nos resultados obtidos, foram identificados 58 DEmiRNAs no contexto do
câncer da cavidade oral, destacando-se como os mais significantes: miR-455-3p, miR-196b-5p,
miR-196a-5p, miR-503-5p, miR-210-3p, miR-101-3p, miR-381-3p, miR-30a-3p, miR-30a-5p e
miR-378a-5p. Paralelamente, foram identificadas 1423 DEmRNAs, sendo CA9, LAMC2, INHBA,
IL11, TGFBI, PRH2, PRB3, KLK1, NOSTRIN e LPO os mais notáveis neste cenário. Na análise
do câncer de laringe, observou-se 44 DEmiRNAs, com miR-196b-5p, miR-196a-5p, miR-615-3p,
miR-4652-5p, miR-455-3p, miR-338-5p, miR-139-3p, miR-378c, miR-378d e miR-99a-5p como
os mais significativos. Adicionalmente, foram identificadas 1507 DEmRNAs, sendo ESM1, ZIC5,
COL4A1, COL4A2, MMP11, EMP1, UNL3, SLC35C1, KAT2B e FCHO2 os mais proeminentes.

De maneira significativa, 29 miRNAs foram compartilhados entre os dois tipos de câncer,
indicando um enriquecimento em várias vias KEGG, como carcinogênese viral, vias do câncer,
câncer de próstata, desregulação transcricional e câncer de bexiga, sugerindo interconexões
entre esses processos patológicos. Identificou-se também dez genes centrais, sendo COL1A1 e
COL3A1 os mais importantes em ambos os tipos de cânceres, indicando que o miR-29c-3p é o
principal regulador dos genes associados principalmente às vias enriquecidas, como digestão
e absorção de proteínas. Adicionalmente, cinco miRNAs (miR-1269a, miR-767-5p, miR-381-
5p, miR-133a-3p e miR-133b) estiveram especificamente ligados ao estadiamento avançado do
câncer de cavidade oral, regulando genes como COL1A1, FBN2, FOXL2, NRIP3, ONECUT2 e
SERPINH1. No câncer de laringe, o miR-105-5p associou-se ao estadiamento inicial, regulando
exclusivamente o gene CLIC5.

Na avaliação dos algoritmos de classificação, o RFT superou o CTree para ambos os
cânceres. Os miR-101-3p, miR-455-3p, miR-99a-5p e miR-30a-5p foram identificados como
potenciais biomarcadores no diagnóstico do câncer de cavidade oral, distinguindo o tumor
primário do tecido normal adjacente. No câncer de laringe, miR-99a-5p, miR-139-3p e miR-
196b-5p emergiram como candidatos a biomarcadores independentemente do estadiamento da
doença.

Em suma, o modelo de riscos proporcionais de Cox foi eficaz na identificação de
biomarcadores prognósticos em dois tipos de câncer. No câncer de cavidade oral, a idade e
o estadiamento avançado surgiram como fatores de risco para óbito. Além disso, observou-se
que a superexpressão de miR-210-3p e miR-101-3p estava correlacionada a uma menor taxa de
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sobrevivência, enquanto miR-503-3p estava associada a uma maior taxa de sobrevivência. Em
estadiamento avançados, miR-133b foi vinculada a uma menor taxa de sobrevivência, enquanto
miR-133a-3p foi associada a uma maior taxa de sobrevivência. No câncer de laringe, somente
pacientes do sexo feminino e miR-1-3p apresentaram um prognóstico desfavorável.

Desta forma, os resultados obtidos neste estudo representam uma valiosa contribuição para
o avanço do entendimento da biologia molecular dos cânceres de cavidade oral e laringe. Essas
descobertas não apenas promovem novas perspectivas no diagnóstico, prognóstico e tratamento da
doença, mas também abrem portas para o desenvolvimento de estratégias terapêuticas inovadoras
e aprimoramentos na abordagem clínica dos pacientes afetados por cânceres de cabeça e pescoço.
Contudo, é crucial ressaltar a necessidade de validar esses miRNAs por meio de estudos
experimentais, a fim de avaliar sua relevância clínica.

8.1 Limitações do estudo

Limitações deste estudo não invalidam os resultados obtidos, mas fornecem informações
sobre os desafios e as restrições enfrentadas pelos pesquisadores. As limitações incluem
dificuldades na obtenção conjunta de dados de expressão de miRNAs maduros e mRNAs do
TCGA, bem como a disponibilidade limitada de dados em comparação com outras plataformas,
como o GEO e o ArrayExpress. Cada plataforma possui limitações distintas em termos de
amostras, tipos de dados e abrangência de genes, o que pode restringir a quantidade de dados
disponíveis para análise, dependendo dos objetivos do estudo.

Embora o TCGA forneça algumas informações clínicas, estas podem não ser suficientes
para análises mais sofisticadas ou relacionadas a doenças específicas, sendo a qualidade dos
dados clínicos crucial para a interpretação dos resultados. Em estudos retrospectivos, a obtenção
de dados clínicos completos pode ser desafiadora, com informações incompletas identificadas
em variáveis como tempo de seguimento, idade, estadiamento do tumor e outros.

A variação na expressão de miRNAs e mRNAs entre os indivíduos também dificultou a
identificação de padrões de expressão relevantes para determinar a condição clínica da doença.
Essa variação pode ser influenciada por fatores como variações genéticas individuais, fatores
ambientais e a heterogeneidade tumoral.

8.2 Trabalhos futuros

Com base nos resultados desta tese, algumas direções promissoras são sugeridas para
orientar futuros desenvolvimentos na pesquisa:

• Recomenda-se a realização de análises de classificação e sobrevivência considerando os
genes alvo dos miRNAs;
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• Recomenda-se aprimorar a análise de expressão diferencial por meio da integração de dados
transcriptômicos de diversas plataformas, juntamente com os dados clínicos, utilizando
diferentes métodos de redução de dimensionalidade. Para a classificação de tecidos, sugere-
se a adoção de modelos alternativos de classificação binária que levem em consideração o
desbalanceamento dos dados, empregando funções de ligação assimétricas. Esses modelos
devem ser comparados com os algoritmos de classificação do aprendizado de máquina,
mediante técnicas como reamostragem e validação cruzada;

• No contexto da análise de sobrevivência, é recomendável comparar métodos paramétricos
de sobrevivência com algoritmos de sobrevivência utilizados no aprendizado de máquina,
tais como máquinas de vectores de suporte e redes neuronais. Novamente, a utilização
de técnicas como reamostragem e validação cruzada é essencial nesse processo. Essas
análises, tanto para classificação quanto para sobrevivência, podem ser conduzidas sob as
abordagens frequentista ou Bayesiana envolvendo a bioinformática, proporcionando uma
compreensão abrangente e robusta dos resultados obtidos.
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