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MODELAGEM AGROMETEOROLÓGICA PARA ESTIMAÇÃO DE 
PRODUTIVIDADE DE ERVA-MATE (Ilex Paraguariensis ST. HIL.) NA REGIÃO 

SUL DO BRASIL 

 

RESUMO – A estimação de produtividade usando modelos agrometeorológicos 

é uma técnica de estratégia robusta para a realização do planejamento, uma vez que 
o conhecimento prévio das safras agrícolas facilitam as tomadas de decisões. O 
Objetivo deste estudo foi identificar e avaliar a influência das variáveis 
agrometeorológica em diferentes fases de desenvolvimento da cultura, para propor 
modelos agrometeorológicos com fim de estimar produtividade para erva-mate nos 
estados do Paraná, Santa Catarina e Rio Grande do Sul. Foram utilizados dados 
meteorológicos diários de temperatura e precipitação obtidos na plataforma NASA-
POWER para um período de 28 anos, referentes a 38 localidades. Realizou-se 
balanço hídrico para obtenção das variáveis, evapotranspiração, déficit hídrico, 
excedente e armazenamento. Os dados de produtividade foram obtidos na plataforma 
IBGE no sistema de Recuperação Automática-SIDRA. Para o entendimento da 
dispersão espacial foi feita análise de agrupamento utilizando cluster hierárquico 
aglomerativo. Foi feita estatística descritiva para cada grupo determinado por meio de 
box plot. Para a modelagem de produtividade de erva-mate foram utilizados modelos 
de regressão linear múltipla (RLM), e modelos de inteligência artificial como o Random 
Forest Regressor (RF) e Redes Neurais Multilayer perceptron (MLP) usando sempre 
as variáveis independentes os elementos meteorológicos decendiais:  temperatura e 
precipitação, e os derivados do balanço hídrico: ARM, ETR, DEF e EXC, e como 
variável dependente a produtividade. Os resultados mostram que os valores de RLM 
não apresentaram resultados satisfatórios se comparado aos modelos RF e MLP que 
apresentaram melhor desempenho. Os modelos agrometeorológicos podem ser 
utilizados para estimação e previsões de produtividades e permitem ao setor agrícola 
reduzir riscos na produção e aumentar rentabilidade dos cultivos.  

Palavras-chave:  agrometeorologia, clima, modelagem, modelos, produtividade 
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AGROMETEOROLOGICAL MODELING FOR YERBA-MATE PRODUCTIVITY 

ESTIMATION (Ilex paraguariensis ST. HIL.) IN SOUTHERN BRAZIL 

 

ABSTRACT-   Productivity estimation using agrometeorological models is a 

robust strategy technique for planning, since prior knowledge of agricultural crops 

facilitates decision making. The objective of this study was to identify and evaluate the 

influence of agrometeorological variables in different stages of crop development, to 

propose agrometeorological models in order to estimate productivity for yerba mate in 

the states of Parana, Santa Catarina and Rio Grande do Sul. Daily weather and 

temperature meteorological data obtained on the NASA-POWER platform for a period 

of 28 years, referring to 38 locations. Water balance was performed to obtain the 

variables, evapotranspiration, water deficit, surplus and storage. The productivity data 

were obtained on the IBGE platform in the SIDRA Automatic Recovery system. For the 

understanding of spatial dispersion, cluster analysis was performed using an 

agglomerative hierarchical cluster. Descriptive statistics were made for each group 

determined using a box plot. For the modeling of yerba mate productivity, multiple 

linear regression models (RLM) were used, as well as artificial intelligence models such 

as Random Forest Regressor (RF) and Multilayer Perceptual Neural Networks (MLP), 

always using the independent variables of the decendial meteorological elements: 

temperature and precipitation and water balance derivatives: ARM, ETR, DEF and 

EXC and as a dependent variable, productivity. The results show that those values of 

RLM did not present satisfactory results when compared to the RF and MLP models 

that presented better performance. Agrometeorological models can be used to 

estimate and forecast yields and allow the agricultural sector to reduce risks in 

production and increase profitability of crops. 

Keywords: agrometeorology, climate, models, modeling, productivity 
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CAPÍTULO 1- Considerações Gerais   
 

1.1 Introdução  
 

A erva-mate (Ilex paraguariensis A. St. Hil.) da família botânica Aquifoliaceae é 

uma planta arbórea originária das regiões subtropicais e temperadas da América do 

Sul, encontra-se principalmente no Brasil, Argentina, Paraguai, os principais países 

do mundo produtores de erva-mate (Ross et al., 2017; Wendling et al., 2013). 

 De hábito de consumo dos povos indígenas da região Sul-Americana, teve seu 

consumo difundido pelos colonizadores europeus na forma de bebidas como o 

chimarrão e o tererê fazendo parte do hábito alimentar, da cultura, das relações 

comerciais e políticas dos estados da região Sul do Brasil (Freitas et al., 2016). 

As principais formas de consumo de erva-mate é o chá tradicional, que é 

consumido por milhões de pessoas na América do Sul, às vezes substituindo o café, 

devido ao seu efeito estimulante (Albas et al., 2014; Klering et al., 2008). Na região 

Sul do país os produtos de erva-mate são consumidos principalmente na forma de  

chimarrão e tererê, nos Estados Unidos, Alemanha e Síria é utilizada para a produção 

de “chá” e bebidas energéticas e em outros países  como Espanha, Itália, Austrália, 

França, Japão, Coréia e Rússia o consumo de erva- mate se expandiu devido ao seu 

sabor e propriedades farmacêuticas (Cardozo Junior e Morand, 2016). 

Em termos mundiais a Argentina destaca-se como o maior produtor de erva-

mate. Os cultivos de erva-mate na Argentina, concentram-se nas províncias de 

Misiones (85%) e Corrientes (15%), já no Brasil estão concentrados nos estados 

vizinhos à província de Misiones, Rio Grande do Sul Paraná e Santa Catarina; e no 

Paraguai, em Itapúa e Alto Paraná del Paraguay, também na fronteira com 

Misiones. A produção média dos três países é cerca de 500.000 toneladas/ano 

(Cañete et al., 2017). 

O Brasil vem ganhando destaque no cenário produtivo e comercial, produzindo 

atualmente mais de 500 mil toneladas de folha verde. Em 2018 foram produzidas 

546.618 toneladas de erva-mate, em uma área de 77.713 hectares, resultando em 

uma produção média de 7.033 ton ha-1 (IBGE, 2018). 
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 A produção de erva-mate concentra-se nos estados do Rio Grande do Sul, 

Santa Catarina e Paraná. Sendo o Rio Grande do Sul o estado brasileiro de maior 

representatividade em termos de produtividade, com 43% de produção nacional e 

37% de área cultivada com erva-mate no país (IBGE,2018).    

A cadeia produtiva de erva-mate destaca-se no cenário nacional por seu 

impacto ambiental, social e econômico. O cultivo de erva-mate representa fonte de 

renda para muitos agricultores, gerando cerca de 700 mil empregos diretos, sendo 

cultivada em 180 mil propriedades e 480 municípios do país (Medrado e Vilcahuaman, 

2014).  

A produção de erva-mate assim como outros cultivos agrícolas depende do 

clima e sua variabilidade. Seca, geada, chuva excessiva, granizo e diversos agentes 

biológicos, entre outras adversidades, podem afetar diversas culturas em diferentes 

estágios de desenvolvimento, essas variáveis podem resultar em perdas ou ganhos 

de produtividades (Ozaki, 2008). 

As condições climáticas são determinantes na qualidade da erva produzida 

(Camotti Bastos et al., 2018). A erva-mate apresenta períodos fenológicos bem 

definidos, os quais podem ser alterados conforme o microclima de algumas regiões.  

A temperatura ideal para desenvolvimento das plantas encontra-se em torno de 18ºC. 

Plantas de erva-mate adultas respondem fortemente à condições de alta luminosidade 

(monocultura), onde mostram mais intensa emissão de folhas e formação de área 

foliar do que quando cultivadas sob o sub-bosque (Rakocevic e Martim, 2011). A 

fisiologia das folhas de erva-mate muda quando as plantas são cultivadas em 

monocultura (Rakocevic e Martim, 2011), e isso afeta fortemente as características do 

chimarrão obtido (Rakocevic et al., 2008). Estudos comprovam que o sombreamento 

é capaz de melhorar a qualidade da erva-mate final. Ressalta-se ainda que a 

composição química da planta varia com o tipo de solo, clima, época de amostragem, 

idade da planta e, principalmente, pelas características genéticas (Malavolta, 1980; 

Brondani et al., 2008). 

 A crescente demanda em valorizar e qualificar a cadeia produtiva da erva-mate, 

além de expandir o mercado consumidor, intensificou os estudos sobre a dinâmica do 

setor ervateiro, melhoramento genético, tecnologias de produção e qualidade dos 
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produtos (Santin et al., 2019; Santin et al., 2017). Porém, estudos para modelos 

agrometeorológicos com fins de estimação de produtividades são escassos. Até o 

momento pouco se foi estudado sobre modelos agrometeorológicos para estimação 

de produtividade da erva-mate.  

Devido à importância econômica e cultural deste cultivo este estudo teve como 

objetivo desenvolver modelos agrometeorológicos para a estimação de produtividade 

para erva-mate nos estados do Paraná, Santa Catarina e Rio Grande do Sul. 

1.2 Revisão de Literatura  

1.2.1 Importância econômica da erva-mate para o Sul do Brasil  

A erva-mate (Ilex paraguariensis St. Hil.), é uma espécie arbórea ocorre 

naturalmente no Brasil, Argentina e Paraguai. No Brasil a superfície de abrangência 

geográfica com presença de ilex paraguariensis estende-se desde a latitude de 21º S 

até 30º S e longitude de 48º 30’ O até 56º 10’ O, abrangendo a região Sul do país, 

Paraná, Santa Catarina, Rio Grande do Sul e regiões Centro Oeste, no Mato Grosso 

do Sul (Vieira, 2003) nesses locais ocorre tanto na forma nativa quanto cultivada.  

O maior produtor brasileiro de folha verde de erva-mate é o Rio Grande do Sul, 

seguido de Paraná e Santa Catarina. O cultivo da erva-mate compreende um dos 

sistemas agroflorestais mais antigos e característicos da Região Sul brasileira, 

representam significativa importância socioeconômica e ambiental (Oliveira e Waquil, 

2015). A espécie é explorada, economicamente, especialmente por suas propriedades 

fitoquímicas, como bebida estimulante e na produção de fármacos (Sousa et al., 2015, 

Burris et al., 2012).  

Os principais destinos da matéria-prima, composta de folhas e ramos finos, são 

o chimarrão, o mate gelado e o chá-mate. A indústria química e farmacêutica tem 

mostrado interesse no uso da erva-mate para fabricação de medicamentos, tintas, 

desinfetantes e outros (Sá, 2017). Além de apresentar potencial para o uso em 

refrigerantes, doces e cosméticos (Oliveira e Waquil, 2015).  



4 
 

 

1.2.2 Fatores que afetam o desenvolvimento e produtividade dos cultivos  

O sistema agrícola é complexo e diversos fatores afetam o desenvolvimento e 

produtividade dos cultivos. A produtividade depende da interação dos fatores 

genéticos da planta, do clima e solo do local considerado, sob o manejo antrópico 

(Mota, 1976). Esses fatores afetam diretamente a qualidade do produto final (Dias et 

al., 1999; Santos, 2002).  

Os parâmetros climáticos são os fatores mais importantes que controlam a 

produtividade e a qualidade das folhas de erva-mate em áreas de plantações. As 

principais variáveis meteorológicas que afetam o crescimento, o desenvolvimento e a 

produtividade das culturas são: chuva, temperatura do ar e radiação solar 

(Hoogenboom, 2000; Jones et al., 2003), havendo ainda a influência no fotoperíodo, 

umidade do ar e do solo, velocidade e direção do vento (Mavi e Tupper, 2004). Esses 

fatores podem afetar o crescimento e o desenvolvimento das plantas de diferentes 

formas e em diversos estádios do ciclo da cultura (Camargo, 2010).  

1.2.2.1 Solo e produtividade da erva-mate  

  A erva-mate é uma espécie considerada tolerante a solos de baixa fertilidade 

natural, resistente a solos degradados, vegeta preferencialmente em solos úmidos e 

permeáveis, não ocorrendo em solos hidromórficos, nem em solos que possuem 

deficiência hídrica, sendo mais frequente em solos com baixo teor de nutrientes 

trocáveis e alto teor de alumínio. Sua presença é mais frequente em solos de texturas 

médias (entre 15 e 35% de argila) e argilosa (mais de 35%), sendo raramente 

encontrada em solos constituídos por areias quartzosas (abaixo de 15% de argila). 

Tem ocorrência esparsa em solos rasos, preferindo solos medianamente profundos a 

profundos e com boa quantidade de matéria orgânica (Oliveira e Rotta, 1983). Devido 

à colheita de folhas e ramos acontecerem sucessivamente a cada dois anos, a intensa 

exportação foliar tanto de macro como de micronutrientes requer reposição dos 

nutrientes do solo (Vogel et al., 2006). 

Os cultivos de erva-mate apresentam-se de duas formas, os ervais nativos e 

instalados. Os ervais nativos normalmente estão estabelecidos em solos ácidos, com 

teores altos de alumínio trocável e baixos de fósforo disponível. A sua ocorrência 

predominante em solos de alto teor de alumínio parece indicar que este elemento 
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influencia beneficamente o desenvolvimento das erveiras (Oliveira e Rotta, 1983; 

Pandolfo et al., 2007). Os ervais instalados estão sobre solos que normalmente já 

foram calcariados e cultivados com culturas anuais, apresentando melhores 

condições de fertilidade (Pandolfo et al., 2007).   

1.2.2.2 Clima e produtividade da erva-mate   

A agricultura, entre todas as atividades econômicas, é a que apresenta maior 

dependência das condições meteorológicas, principais responsáveis pelas oscilações 

e frustrações das safras agrícolas (Moraes et al., 1998). As relações entre os 

parâmetros climáticos e a produção agrícola são bastante complexas, pois os fatores 

ambientais podem afetar o crescimento e o desenvolvimento das plantas sob 

diferentes formas nas diversas fases do ciclo da cultura (Marcari et al., 2015).  

O crescimento e desenvolvimento da erva-mate é afetado principalmente pela 

temperatura do ar, radiação solar e déficit hídrico. A espécie caracteriza-se por ser 

clímax e tolerante a certo grau de sombreamento. Para erva-mate o clima é o fator de 

maior impacto na produtividade já que observa-se influência na preferência que as 

indústrias brasileiras tem dado à erva-mate sombreada e/ou nativa, por serem mais 

suaves e assim mais aceitas pelo consumidor (Mazuchowski et al., 2003).  

1.2.2.3 Altitude e Precipitação  

A vegetação de erva-mate ocorre naturalmente nos sub-bosques sombreados 

pela floresta de Araucária, principalmente em altitude entre 500 a 1500 metros acima 

do nível do mar (Mazuchowski et al., 2003).   

No sul do país a erva-mate é produzida com microclima caracterizado por 

precipitações médias anuais em torno de 1500 mm, variando de 1100 a 2300 mm 

(Oliveira & Rotta, 1983). O regime de chuvas é uniforme ou estacional na maior parte 

da área de ocorrência (Região Sul), sendo as chuvas concentradas no verão e as 

estações secas pouco pronunciadas ou ausentes no inverno. 

1.2.2.4 Temperatura do ar   

A temperatura média anual do ar nas regiões de cultivo da erva-mate situa-se 

entre 12 e 24 ºC, com maior ocorrência entre 15 a 18 ºC. A temperatura média do ar 
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do mês mais frio nas regiões produtoras situa-se entre 8 e 19 ºC, nos locais mais frios 

pode ocorrer uma alta frequência de geadas (Vieira, 2003). 

No mapeamento climático segundo Koppen, fica evidenciado que a distribuição 

predominante da erva-mate concentra-se nos tipos climáticos Cfb (temperado úmido, 

com temperatura média do mês mais quente inferior a 22 ºC), seguido pelo Cfa 

(temperado úmido, com temperatura média do mês mais quente superior a 22 ºC) 

(Oliveira e Rotta, 1983). 

1.2.2.5 Radiação   

A erva-mate adapta-se à sombra em qualquer idade, tolerando plena exposição à 

radiação solar e ao frio na fase adulta. A radiação solar é o parâmetro microclimático 

de maior efeito sobre a área folhar e produção de fitomassa (Vieira, 2003). Segundo 

Caron et al. (2014), uma localidade com alta produtividade o fluxo global de radiação 

solar média é de 2,49 MJ m-2 dia-1, com uma variação de 0,01 a 2,49 MJ m-2 dia-1 para 

o sistema de consórcio e uma média de 16,60 MJ m-2 dia-1, com uma variação de 0,10 

a 16,60 MJ m-2 dia-1 para o sistema monocultivo. A eficiência de conversão da radiação 

solar em fitomassa é uma variável que pode ser frequentemente utilizada em modelos 

de simulação do crescimento das culturas (Caron et al., 2014). 

As indústrias brasileiras têm dado preferência à erva-mate sombreada e/ou 

nativa, pois são mais suaves e assim mais aceitas pelo consumidor. Assim, a erva-

mate obtida em condições de sombreamento tem gerado melhores preços para o 

produtor (Mazuchowski et al., 2003). 

 

1.2.2.6 Déficit hídrico  

As necessidades hídricas das culturas agrícolas precisam ser satisfeitas nos 

diversos estádios fenológicos, desde a germinação e estabelecimento da cultura, 

passando pelo desenvolvimento, floração, formação e crescimento dos grãos ou 

frutos, até atingir a maturação e a colheita. No cultivo agrícola é imprescindível se 

conhecer as relações entre as chuvas da pré-estação e período chuvoso para escolha 

da melhor época de semeadura (Silva et al., 2009). 

A deficiência hídrica nos cultivos afeta a evapotranspiração, a extração de 

umidade das raízes, a distribuição do sistema radicular e o tamanho do dossel 
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(Aparecido et al., 2016), pois o fechamento dos estômatos das plantas, causado por 

deficiência hídrica na zona radicular, além de tornar o processo fotossintético limitado, 

acarreta diretamente em efeito negativo sobre o desenvolvimento vegetal (Lobato et 

al., 2008, Rao e Chaitanya, 2019). 

1.2.3 Fenologia reprodutiva da erva-mate  

 Para determinar as exigências climáticas de uma planta, são necessários 

estudos agroclimáticos e de observações fenológicas (Camargo et al., 2010). A 

identificação dos estádios de desenvolvimento e a quantificação do tempo necessário 

para atingir cada fase são importantes ferramentas no manejo das culturas (Rosa et 

al., 2010). 

O estudo da fenologia representa uma ótima ferramenta para o entendimento 

dos fatores que influenciam a reprodução e a sobrevivência das espécies vegetais 

(Morellato et al., 2010). Os fatores reconhecidos como responsáveis pelo 

desenvolvimento reprodutivo diferenciado são os genéticos e ambientais (Sousa et 

al., 2015). Os eventos reprodutivos são regulados pelas suas características 

endógenas associadas às variações do clima, além de uma série de fatores abióticos 

como pluviosidade, temperatura e comprimento do dia (Mantovani, 2003). 

Os eventos reprodutivos da Ilex paraguariensis, desde o botão floral até a 

maturação dos frutos foram detectados entre setembro e maio, sendo o seu maior 

índice de botão floral em outubro. 

A antese acontece de outubro até novembro, sendo seu maior índice de 

intensidade em novembro, onde mais de 50% das plantas encontram-se floridas 

(Pires, 2014).   

A floração desta espécie foi registrada acontecendo nos períodos de menor 

precipitação e de temperatura média acima de 25 ºC (Pires, 2014). O florescimento 

da planta ocorre de setembro a novembro no Paraná, de setembro a dezembro em 

Santa Catarina e de setembro a outubro no Rio Grande do Sul (Souza, et al., 2015). 

A frutificação ocorre, em geral de dezembro a abril, sendo que em altitudes 

maiores do que 800 m, pode-se encontrados frutos maduros desde o final de abril até 

maio. O período de maio a setembro é o ideal para a colheita da erva-mate, em 



8 
 

 

especial entre junho a agosto, pois ainda não há brotação, as folhas estão maduras e 

a planta está em repouso fisiológico (Macarri, 2017). A reprodução inicia 

gradativamente a partir dos dois anos, em plantas propagadas vegetativamente e, dos 

5 anos em árvores provenientes de sementes (Daniel, 2018). 

Como a planta de erva-mate possui comportamento fenológico associado às 

estações do ano, têm-se grandes diferenças, em especial quanto à maturação e 

atributos organolépticos, entre a planta colhida no inverno e a planta colhida no verão 

(Caron et al., 2014). Essas diferenças afetam o rendimento industrial, o que pode 

afetar significativamente os custos de produção (Macarri, 2017). A maturação das 

folhas em erval a pleno sol e em erval cultivado no sub-bosque da floresta diferem 

entre si. Em erval a pleno sol, as folhas levam aproximadamente 18 meses (um ano e 

meio) para ficarem maduras. Portanto, é após esse período que se deve fazer à 

colheita, sendo possível colher a parte baixa e interna (baixeiro) em um determinado 

período e, em outro, a parte superior dos ramos. Já nos ervais nativos ou sob a 

proteção da mata, as folhas permanecem na planta por mais tempo, podendo-se fazer 

a poda entre 2 a 3 anos (Marques, 2013).  

A influência do clima mostra-se bastante complexa, uma vez que cada 

elemento climático pode ter um peso diferente na fenologia das espécies (Ferraz, 

1999). Conhecer a fisiologia da planta é fundamental, pois há variações na 

composição química da planta de erva-mate em função da época do ano, indicando 

que a colheita em diferentes épocas gera produtos diferentes do ponto de vista 

químico e nutritivo (Caron et al., 2014).  

1.2.4 Modelagem e aplicações   

1.2.4.1 O que é modelagem    

 Modelagem é uma ferramenta científica baseada na representação 

simplificada de um sistema que, na maioria dos casos, pode ser composta por um 

conjunto de símbolos e relações matemáticas logicamente ordenadas (Corrêa et al., 

2011).  

Para realizar modelagem deve-se partir da definição do problema a ser 

elucidado, simplificação e formulação de hipóteses, dedução do modelo, resolução do 

problema, calibração e validação do modelo e por fim aplicação do modelo (Manzione, 
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2017). Na literatura é possível encontrar inúmeros trabalhos utilizando modelagem, 

que demonstram sua utilidade e importância (Pagani et al., 2017; Asseng et al., 2014). 

1.2.4.2 Uso de modelos na agricultura  

A modelagem agrometeorológica é uma importante ferramenta para quantificar 

o efeito do clima sob o crescimento e desenvolvimento da planta e, 

consequentemente, prever  e estimar  produtividades e produção por planta (Klering 

et al., 2008). 

  Os modelos agrometeorológicos relacionados com crescimento, 

desenvolvimento e produtividade das culturas fornecem dados que permitem ao setor 

agrícola tomar importantes decisões, tais como melhor planejamento do uso do solo, 

adaptação de culturas, monitoramento e previsão de safras, controle de pragas e 

doenças, planejamento estratégia de pesquisa, entre outros (Moraes et al., 1998).    

O uso de modelos agrometeorológicos vem crescendo ao longo dos anos e são 

amplamente utilizados para estimação e previsão de produtividades em diversos 

cultivos (Jones et al., 2017). No Brasil, a quantificação dos efeitos da variabilidade 

climática em culturas agrícolas e, consequentemente, o impacto sobre a produção são 

realizados de duas maneiras. Na primeira, inteiramente subjetiva, a safra é estimada 

com informações baseadas em opiniões de agentes técnicos e econômicos do setor 

agrícola. Na segunda, a safra é estimada em razão da produtividade com base em 

modelos agrometeorológicos e agrometeorológicos-espectrais, quando se utilizam 

informações multiespectrais de imagens de satélites para calcular algumas variáveis 

intrínsecas ao modelo (Rosa, 2010). Além de fornecer dados para alimentar os 

sistemas estimação de previsão de safras agrícolas, permitem identificar estresse 

hídrico ao longo do ciclo da cultura, cujos impactos na produtividade podem ser 

detectados e avaliados (Rosa, 2010).  

Os modelos agrometeorológicos fundamentam-se na relação estatística entre 

variáveis dependentes, que deverão ser estimadas (por exemplo, produtividade de 

grãos ou desenvolvimento fenológico), e variáveis meteorológicas (precipitação 

pluvial, temperatura do ar e radiação solar) (Junges & Fontana, 2011).  
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 Na literatura são encontrados modelos agrometeorológios para diversos 

cultivos, tais como, arroz, café, trigo e outros como exemplo podemos citar Klering et 

al. (2008), e Klering et al. (2016), que desenvolveram trabalhos de modelagem 

agrometeorológica para estimação de produtividade de arroz irrigado no Rio Grande 

do Sul, Nunes et al. (2010) com modelos agrometeorológicos de estimativa da 

duração do estádio floração maturação para três cultivares de café arábica, Junges e 

Fontana (2011) que desenvolveram modelos agrometeorológico-espectrais de 

estimativa de produtividade de grãos de trigo no Rio Grande do Sul e Rolim et al. 

(2011) usando modelagem agrometeorológica para estimação do desenvolvimento e 

da produção de jiló.  

Na literatura são encontrados poucos trabalhos utilizando modelos para erva-

mate, como podemos citar os modelos desenvolvidos por Peralta e Schmalko (2007), 

utilizando modelos para estimação de transferência de calor e massa no processo de 

tratamento térmico da erva-mate, Vuaden et al. (2009), utilizando modelos para 

estimar a biomassa comercial de brotos de ilex paraguariensis e Abitante, (2007) 

utilizando modelo matemático envolvendo a simulação da secagem em secadores de 

esteira. No entanto, até o presente momento nenhum modelo agrometeorológico para 

estimação de produtividade da erva-mate foi encontrado.  
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CAPÍTULO 2 - Modelagem agrometeorológica para estimação de produtividade 

de erva-Mate ( Ilex paraguariensis St. Hil.) na região Sul do Brasil 

 

  RESUMO – O uso de modelagem agrometeorológica é uma importante 

ferramenta para quantificar o efeito do clima sob o crescimento e desenvolvimento 

das plantas e consequentemente estimar produtividade dos cultivos. Este estudo teve 

como objetivo modelagem agrometeorológica para a estimação de produtividade para 

erva-mate nos estados do Paraná, Santa Catarina e Rio Grande do Sul. Foram 

testados modelo de regressão linear múltipla (RLM), usando variáveis selecionadas 

por stepwise e métodos de aprendizado de máquina com random forest regressor 

(RF) e redes neurais do tipo multilayer perceptron (MLP). As variáveis 

agrometeorológicas decendias utilizadas para testar os modelos foram temperatura 

do ar, precipitação, evapotranspiração potencial, evapotranspiração real, 

armazenamento de água no solo, déficit hídrico e excedente hídrico de uma série 

histórica de 1989-2017 para um total de 38 localidades. O modelo geral de RLM 

apresentou precisão (R²) de 0,062. Entretanto, os modelos de machine learning RF e 

MLP apresentaram melhor desempenho com RMSE de 0,40 kg ha-1 e 0,47 kg ha-1, 

respectivamente R² de 0,83 e 0,77. Os modelos agrometerológicos de machine 

learning foram eficientes para estimação de produtividade da erva-mate. Os modelos 

agrometeorológicos podem ser utilizados para estimação e previsões de 

produtividades, pois permitem ao setor agrícola reduzir riscos na produção e aumentar 

rentabilidade dos cultivos. Os modelos são importantes para órgãos públicos, afim de 

estimar produtividades de erva-mate em três estados do Brasil. 

Palavras-chave:  agrometeorologia, clima, modelos, modelagem, produtividade 
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AGROMETEOROLOGICAL MODELING FOR YERBA-MATE PRODUCTIVITY 

ESTIMATION (Ilex paraguariensis ST. HIL.) IN SOUTHERN BRAZIL 

 

ABSTRACT - The use of agrometeorological modeling is an important tool to 

quantify the effect of climate on plant growth and development and consequently to 

estimate crop productivity. This study aimed at agrometeorological modeling to 

estimate the productivity of yerba mate in the states of Paraná, Santa Catarina and Rio 

Grande do Sul. Multiple linear regression model (RLM) were tested, using variables 

selected by stepwise and methods of learning machine with random forest regressor 

(RF) and multilayer perceptron neural networks (MLP). The variable 

agrometeorological decendial used to test the models were air temperature, 

precipitation, potential evapotranspiration, real evapotranspiration, water storage in the 

soil, water deficit and water surplus in a historical series from 1989-2017 for a total of 

38 locations. The general RLM model showed an accuracy (R²) of 0.062. However, the 

machine learning RF and MLP models performed better with RMSE of 0.40 kg ha-1 

and 0.47 kg ha-1, respectively R² of 0.83 and 0.77. The agrometerological models of 

machine learning were efficient for estimating the productivity of yerba mate. 

Agrometeorological models can be used to estimate and forecast yields, as they allow 

the agricultural sector to reduce risks in production and increase profitability of crops. 

The models are important for public agencies in order to estimate yerba mate 

productivity in three states in Brazil. 

 

Keywords: agrometeorology, climate, models, modeling, productivity 
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2.1 Introdução 

 A erva-mate (Ilex paraguariensis St. Hil.), é uma espécie arbórea encontrada 

naturalmente na Argentina, Brasil, Paraguai (Wendling et al., 2013). O cultivo da erva-

mate compreende um dos sistemas agroflorestais mais antigos e característicos da 

Região Sul do Brasil, ostentando significativa importância socioeconômica e 

ambiental, considerada parte da identidade cultural da região (Oliveira & Waquil, 

2015). No Brasil a erva-mate é consumida na forma de chimarrão e chá, na Califórnia 

é encontrado nos supermercados na forma de bebida energética e na Europa é 

vendido em combinação com outras ervas como chá energético ou como auxiliar de 

redução de peso (Bracesco, et al., 2011).    

 Em termos mundiais a Argentina é o maior exportador de erva-mate (Oliveira & 

Waquil, 2015) e o Uruguai o maior consumidor, consumindo de 6 a 8 kg pessoa-1       

ano-1 (Bracesco et al., 2011). No Brasil é cultivada principalmente nos estados do Rio 

Grande do Sul, Santa Catarina e Paraná ocupando uma área de 77.713 ha, 

produzindo cerca de 546.618 toneladas de folhas verdes, o que resulta em uma 

produtividade média de 7.033 ton ha-1 (IBGE, 2018). O Rio Grande do Sul destaca-se 

como o maior produtor nacional de folha verde de erva-mate com uma produção média 

de 232.971 ton ano-1, seguido do Paraná com 214.309 ton ano-1 e Santa Catarina com 

98.045 ton ano-1 (IBGE, 2018). 

 A agricultura, entre todas as atividades econômicas, é a que apresenta maior 

dependência das condições meteorológicas, sendo as principais responsáveis pelas 

oscilações e frustrações das safras agrícolas (Moreto et al., 2018; Rolim et al., 2007). 

O cultivo de erva-mate assim como outros cultivos está fortemente relacionada às 

condições de manejo e ambiente. A produtividade de erva-mate é fortemente afetada 

pela temperatura do ar, radiação solar e déficit hídrico (Mazuchowski et al., 2003) 

esses fatores determinam a produtividade e a qualidade da erva produzida. 

 A temperatura do ar é um elemento meteorológico fundamental para o 

crescimento e desenvolvimento das plantas, condicionando a duração das fases 

fenológicas e do ciclo das culturas (Bardin et al., 2010). É uma das variáveis 

independentes mais utilizadas em modelos agrometeorológica, tanto pela facilidade 

de obtenção quanto pela sua relação com a quantidade de radiação 

fotossinteticamente ativa necessária para a planta completar o seu ciclo (Assis et al., 
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2006). O cultivo de erva-mate ocorre em locais onde a temperatura média anual do ar 

situa-se entre 12 °C e 24 ºC (Vieira et al., 2003). 

   A radiação solar é o elemento que desencadeia o processo fotossintético que 

determina o crescimento das plantas (Caron et al., 2014). A radiação 

fotossinteticamente ativa interceptada por um cultivo é convertida em fitomassa em 

taxas descritas pela eficiência do uso da radiação (EUR).  

A erva-mate adapta-se à sombra em qualquer idade, tolerando plena exposição 

à radiação solar e ao frio na fase adulta. Em estudo avaliando a EUR, Caron et al. 

(2014) encontrou eficiência de conversão de fitomassa seca aérea de plantas de Ilex 

paraguariensis em relação à quantidade de radiação solar fotossinteticamente ativa 

interceptada acumulada de 0,83 g MJ-1 no sistema consórcio e de 0,23 g MJ-1 no 

sistema solteiro. 

O déficit hídrico (DEF) é considerado fator limitante para o crescimento e 

desenvolvimento das plantas. O DEF afeta a evapotranspiração, a extração da água 

no solo pelas raízes, a distribuição do sistema radicular, o tamanho do dossel, as taxas 

de desenvolvimento dos cultivos, e por fim, a produtividade (Feng et al., 2019; 

Aparecido et al., 2019). 

As necessidades hídricas das culturas agrícolas precisam ser supridas nos 

diversos estádios fenológicos, desde a germinação e estabelecimento da cultura, 

passando pelo desenvolvimento, floração, formação e crescimento dos grãos ou 

frutos, até atingir a maturação e a colheita (Silva et al., 2009). Na erva-mate o déficit 

hídrico pode afetar o crescimento e desenvolvimento como, por exemplo número de 

folhas e altura do caule. 

Uma forma de quantificar os efeitos das condições climáticas no 

desenvolvimento e produtividade dos cultivos é através do uso da modelagem (Jones 

et al., 2017). Com a utilização dos modelos agrometeorológicos consegue-se 

conhecer previamente as safras agrícolas, através de estimação e previsões, sendo 

considerada uma questão estratégica no momento do planejamento (Martins et al., 

2014; Zhao et al., 2019). 
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A modelagem é uma ferramenta científica baseada na representação 

simplificada de um sistema que, na maioria dos casos, pode ser composta por um 

conjunto de símbolos e relações matemáticas logicamente ordenadas com um 

objetivo específico (Corrêa et al., 2011). Existem diversas classificações de tipos de 

modelos. Uma dessas formas de classificação é a separação de modelos 

mecanísticos, estatísticos e de inteligência artificial (Acock e Acock, 1991). 

Os modelos mecanísticos são aqueles que procuram simular um sistema 

buscando o entendimento das causas e efeitos de vários processos ou fenômenos 

que compõem um problema (Dourado-Neto et al., 1998). Como exemplos de modelos 

mecanísticos pode-se citar o AQUACRO (Steduto e Hsiao, 2019; Toumi, et al., 2016, 

Jiang et al., 2019), o DSSAT (Hoogenboom et al., 2019; Jones et al., 2003), APSIM 

(Holzworth et al., 2014, Chimonyo et al., 2016, Keating et al., 2003), entre outros. 

Esses modelos têm com características serem descritivo dos fenômenos por isso 

utilizam muitos parâmetros, dificultando sua aplicação em áreas sem os dados iniciais.  

Os modelos estatísticos são baseados em análises de regressão simples ou 

múltiplas, além de outras análises multivariadas, são essencialmente práticos e visam 

estimar o desenvolvimento dos cultivos (Passioura, 1973). 

Os modelos de inteligência artificial (IA) são modelos matemáticos/ estatísticos, 

entretanto, o próprio algoritmo, por métodos heurísticos, aprende a estimar ou prever 

uma variável de interesse, cabendo ao pesquisador escolher quais variáveis de 

entrada devem ser escolhidas (Zeron e Serrano Júnior, 2019). 

A forma mais comum de trabalhar com inteligência artificial é por meio de 

modelos de machine learning (ML) com redes neurais artificiais (RNA) e modelos de 

random forest (RF) que atualmente estão sendo utilizadas em diversos estudos 

(Bocco, M., 2010; King 2017; Gopal, 2019). 

As redes neurais artificiais (RNAs) são amplamente aplicadas em pesquisas 

devido à sua capacidade de modelar sistemas altamente não-lineares nos quais as 

relações entre variáveis são desconhecidas ou muito complexas (Russel & Norviq, 

2009). Na ciência agronômica as RNAs podem ser utilizadas para obtenção de 

modelos para fins de estimação de severidade e identificação de pragas e doenças, 
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otimizaçao de recursos econômicos, auxílio em tomadas de decisão, determinação de 

preços, otimização de rotas/logística, otimização de datas de semeadura, 

produtividade, entre outros (Tavares et al., 2018; Meier et al., 2018; Guimarães et al., 

2015; Alves et al., 2018). 

O randon forest é um modelo robusto, muito utilizado, devido sua capacidade 

de evitar problemas de overfitting (Woznicki et al., 2019). É um meta-estimador que 

ajusta várias árvores de decisão em várias subamostras do conjunto de dados 

escolhendo a árvore com maior acurácia (Janitza; Tutz; Boulesteix, 2016).     

O random forest regressor também é utilizado para investigar os mesmos 

problemas agrícolas já citados para RNA (Everingham et al., 2016; Feng et al., 2019), 

sendo considerado um método em geral mais preciso do que as análises de regressão 

(Wang et al., 2016). 

A modelagem agrometeorológica pode ser enquadrada em todas essas classes 

de modelos, sendo uma importante ferramenta para quantificar o efeito do clima no 

crescimento e desenvolvimento dos cultivos e, consequentemente, estimação ou 

previsão da produtividade (Silva-Fuzzo et al.,2015; Rolim et al., 2011; Klering et al., 

2008).  

 Estimação é a quantificação de um evento atual a partir de dados atuais. 

Metodologias de estimação antecipada podem ser utilizadas para melhorarias de 

sistemas de alerta precoce para segurança alimentar, mitigar o impacto 

da escassez de alimentos, além de ajudar na elaboração de planejamento estratégico 

para atender às demandas de alimentos (Leroux et al., 2019). 

Os resultados das estimativas de produtividades podem ser utilizadas por 

órgãos públicos, instituições de assistência técnica para estimativas e previsões de 

safra para diversos cultivos (Victorino et al., 2016). Podem ainda ajudar a fornecer aos 

gerentes de terras e formuladores de políticas públicas, ferramentas para extrapolar 

resultados experimentais para locais onde existem falta de informações (Basso et al., 

2013). Temos como, por exemplo, o principal órgão de financiamento para cultivo da 

cana de açúcar na Austrália (Sugar Research Australia) tem investido nessa área de 

https://www-sciencedirect.ez87.periodicos.capes.gov.br/topics/agricultural-and-biological-sciences/food-shortages
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pesquisa (Everingham et al., 2016). Entretanto, até o momento nenhum modelo 

agrometeorológico foi encontrado para estimação de produtividade da erva-mate. 

Devido à importância econômica e cultural do cultivo da erva-mate, este estudo 

teve como objetivo desenvolver modelos agrometeorológicos para a estimação de 

produtividade para erva-mate nos estados do Paraná, Santa Catarina e Rio Grande 

do Sul.  

 
2.2 Material e Métodos 
 
2.2.1 Localização e seleção das áreas de estudo 

A área de estudo compreende uma região de ocorrência natural de erva-mate 

abrangendo os Estados do Paraná, Santa Catarina, Rio Grande do Sul (Figura 1).  

 

Figura 1.  Principais regiões produtoras de erva-mate,no Sul do  Brasil: Paraná (PR), 

Santa Catarina (SC) e Rio Grande do Sul (RS). 

Foi utilizado uma série histórica de 28 anos com dados climáticos e de 

produtividade de 38 localidades do Sul do Brasil nos estados do Paraná, Santa 

Catarina e Rio Grande do Sul, principais produtores de erva-mate do Brasil, 

correspondendo a um período de 1989 a 2017 (Tabela 1). 
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Tabela 1. Locais, coordenadas geográficas e altitudes, Paraná, Santa Catarina, Rio            

Grande do Sul. 

Locais Latitude(Sul) Longitude(Oeste) Altitude(m) 

Paraná 

Barracão 26º25’26” 53º63’05” 705 

Bituruna 26º16’08” 51º55’65” 990 

Dois Vizinhos 25º74’06” 53º05’48” 533 

Francisco Beltrão 26º07’85” 53º05’61” 662 

General Carneiro 26º42’58” 51º31’69” 912 

Itapejara d' Oeste 25º97’09” 52º81’39” 563 

Mangueirinha 25º94’03” 52º17’63” 892 

Mariópolis 26º35’58” 52º55’77” 828 

Marmeleiro 26º14’87” 53º02’62” 758 

Palmas 26º48’15” 51º98’88” 1080 

Pato Branco 26º23’00” 52º67’74” 718 

Paula Freitas 26º22’01” 50º93’47” 796 

Pranchita 26º01’57” 53º74’26” 507 

Renascença 26º15’62” 52º97’22” 707 

União da Vitória 26º22’84” 51º09’06” 915 

Rio Grande do Sul 

Anta Gorda 28º97’09” 52º01’58” 452 

Arvorezinha 28º87’03” 52º17’95” 612 

Fontoura Xavier 28º98’22” 52º34’5” 592 

Fortaleza dos Valos 28º78’79” 53º23’55” 367 

Humaitá 27º56’15” 53º97’65” 447 

Ilópolis 28º92’92” 5212’22” 658 

Paim Filho 27º70’33” 51º76’16” 627 

Três Passos 27º45’62” 53º92’97” 363 

Santo Augusto 27º85’35” 53º77’88” 488 

Santo Cristo 27º81’99” 54º66’87” 253 

Três de Maio 27º77’97” 54º23’53” 275 
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Putinga 28º99’88” 52º15’99” 518 

Tucunduva 27º65’01” 54º43’31” 222 

Tuparendi 27º75’41” 54º47’85” 225 

Vila Maria 28º53’33” 52º16’35” 505 

Santa Catarina 

Canoinhas 26º17’88” 50º39’78” 831 

Ipira 27º40’97” 51º77’09” 582 

Ipumirim 27º06’83” 52º14’05”          751 

Lindóia do Sul 27º04’75” 52º08’09” 800 

Itá 27º28’18” 52º32’92” 429 

Peritiba 27º37’73” 51º90’98” 588 

Piratuba 27º41’06” 51º75’86” 539 

Ponte Serrada 26º87’49” 52º01’45” 1021 

 

2.2.2 Dados Meteorológicos 

Os dados climáticos diários das localidades foram obtidos na plataforma NASA 

POWER coletados automaticamente por script utilizando a linguagem de 

programação Python com uso de API disponibilizado pela NASA conforme 

recomendação de Stackhouse et al. (2017). Foram coletados dados de temperatura 

do ar (T, ºC) e precipitação (P, mm dia -1), esses dados foram organizados na escala 

decendial para o cálculo de evapotranspiração potencial de referência (ETP) 

determinado através da equação de Penman-Monteith (Allen et al., 1998).  

2.2.3 Balanço Hídrico 

 Para cálculo de balanço hídrico segundo Thornthwaite & Mather (1955), foram 

utilizados os dados de ETP, a capacidade de água disponível foi de 100 mm. 

Determinou-se então os componentes do balanço hídrico: armazenamento de água 

no solo (ARM), evapotranspiração real (ETR), deficiência hídrica (DEF), excedente 

hídrico (EXC).  

Para representar a fenologia da erva-mate os cálculos foram realizados em 

escala decendial.  
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2.2.4 Análise de dados 

Os dados de produtividades anuais para cada local foram obtidos na plataforma 

IBGE no sistema de Recuperação Automática-SIDRA (IBGE, 2019). Para realizar a 

RLM o banco de dados foi dividido em 80% dos anos para treinamento e 20% para 

teste. 

Para o entendimento da dispersão espacial da produtividade nos estados do 

Paraná, Santa Catarina e Rio Grande do Sul foi feita uma análise de agrupamento 

utilizando cluster hierárquico aglomerativo (AHC) e o método Ward (Ward, 1963) para 

minimizar a perda associada a cada grupo.  

O AHC é um algoritmo de aprendizado de máquina não supervisionado, foi 

usado para agrupar pontos de dados não rotulados com características semelhantes. 

Nesse método os pontos de dados foram agrupados usando uma abordagem de baixo 

para cima (bottom-up). Para formação do dendograma cada ponto de dado é tratado 

como um cluster, depois formam-se clusters juntando dois pontos de dados mais 

próximos, forma-se mais clusters juntando aos dois clusters mais próximos seguindo-

se dessa forma o processo repete-se até que um grande cluster seja formado e o 

dendograma possa ser formado (Murtagh, 1983). 

Após a análise de cluster para identificar os locais com produtividades similares 

foi feita estatística descritiva por meio de box plot para cada grupo determinado pelo 

cluster, apresentando a variabilidade de T, P, ETP, ARM, DEF e EXC. 

Para a modelagem de produtividade de erva-mate foram utilizados modelos de 

regressão linear múltipla (RLM), e modelos de inteligência artificial como o Random 

Forest Regressor (RF) e Redes Neurais Multilayer perceptron (MLP). Sendo sempre 

as variáveis independentes (ou features) os elementos meteorológicos decendiais 

durante o ciclo do cultivo: T, P e ETP, e os derivados do balanço hídrico: ARM, ETR, 

DEF e EXC. 

As variáveis independentes foram coletadas entre o sétimo decêndio do ano 

anterior, correspondendo ao início do período vegetativo, ao trigésimo sexto decêndio 

do ano de colheita, correspondendo ao final da colheita, totalizando 65 decêndios com 

um total de 455 variáveis (7 elementos meteorológicos X 65 decêndios) (Figura 2). 
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Figura 2. Fenologia típica da erva-mate em decêndios das regiões produtivas dos                           

estados do Paraná, Santa Catarina e Rio Grande do Sul. Legenda y-1= Ano 
anterior, y= Ano de colheita, os números correspondem aos decêndios. 

A seleção de variáveis independentes para treinar o modelo de RLM para 

estimação de produtividade significativos foi realizada utilizando o método stepwise 

forward (Moreto et al., 2018). O método consiste em selecionar quais variáveis mais 

influenciam o conjunto de saída (Produtividade) podendo assim diminuir o número de 

variáveis a compor a equação de regressão (equação 1).  

                    𝑌 = 𝑎 × 𝑋1 + 𝑏 × 𝑋2 + 𝑐 × 𝑋3 + ∙∙∙ + 𝐶𝐿           (1)            

na qual, 𝑌  é produtividade t ha-1, 𝑎, 𝑏, 𝑐, …, são os coeficientes de cada variável 

explicativa do modelo. X1, X2, X3, ..., são as variáveis meteorológicas selecionadas no 

período do ciclo do cultivo (Figura 1) e CL é o coeficiente linear. 

Para os modelos de inteligência artificial, foram utilizados os métodos de 

aprendizagem de máquina com Random Forest Regressor (RF) e Multilayer 

perceptron (MLP). Os algoritmos foram programados na linguagem de programação 

Python 3.7 usando as bibliotecas de computação científica scipy, numpy e scikit-

learn para os algoritmos de regressão e as abordagens de validação cruzada. 

O modelo Random Forest Regressor foi escolhido por sua facilidade de 

implementação e apresentar maior acurácia em relação a outros métodos de 

regressão (Wang et al., 2016). O modelo RF mostra algumas vantagens em relação à 

maioria dos métodos estatísticos de modelagem, como,  habilidade para a modelagem 

de relações dimensionais altamente não lineares, utilização de variáveis categóricas 

e contínuas, resistência ao overfitting, relativa robustez ante a presença de “ruídos” 

nos dados, fornecimento de uma medida imparcial da taxa de erro, determinação da 

importância das variáveis utilizadas, e a exigência de poucos parâmetros para ser 

implementado (Breiman, 2001; Liaw e Wiener, 2002). 
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O RF é limitado a interpretação dos resultados, já que as relações entre os 

preditores e as respostas não podem ser examinadas individualmente, para cada 

árvore na floresta (Grimm et al., 2008; Bhering et al.,2016).  

O algoritmo baseado em RF ajusta várias árvores de decisão a partir de várias 

subamostras do conjunto de dados e usa uma árvore média para melhorar a precisão 

preditiva e controlar o ajuste excessivo (Breiman,2001). 

 Ajustou-se os parâmetros ‘max depth’ que compreende a profundidade 

máxima da árvore na floresta, quanto mais profunda, mais divisões ela tem, foi usado 

‘max depth’ de 20. O ‘n-estimators’ que representa o número de árvores na floresta, 

no caso igual a 80, quanto maior o número de árvores que compõem a floresta, 

melhores serão os resultados, porém o tempo de execução do ajuste torna-se maior. 

A MLP é uma rede neural multicamadas de aprendizado supervisionado para 

alimentação conectada com funções de ativação que quando treinada minimiza um 

erro quadrático (Bocco, 2010). Apresenta três características que a distingue das 

demais: cada neurônio da rede apresenta uma função de ativação não linear; a rede 

contém uma ou mais camadas ocultas, que são diferentes da camada de entrada e 

de saída. Os neurônios dessas camadas ocultas são responsáveis pela capacidade 

de aprendizagem de problemas complexos e existe um alto grau de conectivade entre 

os neurônios. Isso significa que um neurônio de qualquer camada da rede está 

conectado a todos os neurônios da camada anterior (Haykin, 2008). 

A rede neural artificial MLP foi treinada com quatro camada ocultas, 

considerando cinco neurônios cada uma. A função de ativação considerada para a 

camada oculta foi a tangente hiperbólica. 

As entradas da rede (variáveis independentes ou features) foram dados de T, 

P, ETR, DEF, ARM e EXC decendiais durante o ciclo do cultivo para estimação de 

produtividade (variável dependente ou target). O treinamento do MLP utilizou uma 

técnica de aprendizado supervisionado com um algoritmo de treinamento de 

backpropagation multicamadas. Uma MLP com N camadas, H neurônios ocultos e um 

neurônio de saída (equação 2).  

                                𝑦 = 𝑆𝑘  ( Σℎ = 1
𝐻 𝑂ℎ 𝑊ℎ  𝑊𝑜  )                                                  (2) 
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em que  𝑦 = a saída; Oh = valor de saída do neurônio oculto (equação 3); Wh são os 

pesos sinápticos entre os neurônios ocultos do RNA, e Wo são os valores iniciais do 

algorítmo de formação de RNA. 

                         𝑂ℎ = 𝑆𝐾 (Σℎ =1
𝐻  𝑋𝑛 𝑊𝑛ℎ  𝑊𝑜ℎ  )                                                    (3) 

 sendo, Xn são a entrada do RNA; Wnh são os pesos sinápticos entre os neurônios de 

saída, e Woh são os valores iniciais do algorítmo de treinamento de RNA. 

A função tangente hiperbólica foi usada para ativar os neurônios (equação 4): 

                     𝑓(𝑥) =
𝑒𝑝𝑥−𝑒−𝑝𝑥

𝑒𝑝𝑥+𝑒−𝑝𝑥   
= tanh (𝑝𝑥)                                                      (4) 

 Os dados foram padronizados para reduzir as disparidades entre os valores 

nominais das variáveis independentes e treinar os algoritmos (equação 5). 

                                             𝑍 =
𝑋−�̅�

𝑆
                                                                          (5) 

A padronização utilizada em que Z é o valor padronizado; X, a variável de 

entrada; �̅�, a média da amostra; e S, o desvio padrão amostral. 

2.2.5 Avaliação dos modelos 

Para a calibração da rede neural, utilizou-se no algoritmo o total de 455 

variáveis meteorológicas. Como nossa base de dados é de tamanho reduzido 

utilizamos a validação cruzada para obter melhores estimativas de acurácia.  

A validação dos modelos RF e MLP foi realizada por validação cruzada. A 

validação cruzada consiste em um dos métodos estatísticos utilizado para divisão dos 

dados entre conjunto de treinamento e teste. Este método consiste em particionar o 

conjunto de dados em subconjuntos mutuamente exclusivos, gerando assim um 

subconjunto para estimação dos parâmetros do modelo (dados de treinamento) e o 

restante dos subconjuntos (dados de teste) é empregado na validação do modelo. 

Essa técnica é utilizada quando o número de observações é pequeno (Witten e Eibe, 

2005). A técnica consistiu em dividir a base de dados em 10 subconjunto de tamanhos 

equivalentes.  
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A construção do modelo foi realizada utilizando 9 dos 10 subconjuntos e 

validada no subconjunto restante, sendo esse processo repetido 10 vezes, onde em 

cada etapa um subconjunto diferente foi deixado de fora para validação e os demais 

foram utilizados para a construção do modelo. A acurácia final do modelo foi obtida 

pela média das acurácias de cada um dos modelos parciais. O método de validação 

cruzada foi aplicado por divisão de dados em 10 subconjuntos. 

O desempenho dos modelos para estimação de novos dados foi feito usando 

as métricas de avaliação R2 (equação 6), RMSE (equação 7) e Validação cruzada 

(CV_score). 

        𝑅2 = 1 −
∑ (𝑌𝑖−�̂�𝑖)2𝑁

𝑖=1

∑ (𝑌𝑖−�̅�𝑖)2𝑁
𝑖=1

                  (6)                               

 

           𝑅𝑀𝑆𝐸 = √
1

𝑁
 ∑  (𝑌𝑖 − �̂�𝑖)2𝑁

𝑖=1            (7)                       

sendo, N é o tamanho total da amostra, 𝑌𝑖  é o valor estimado , �̂�𝑖 é o valor observado 

e �̅�𝑖 é o valor médio observado. 
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2.3 Resultados e Discussão 

A análise de cluster mostrou as diferenças de produtividade de cada local 

através das distâncias de ligações que integram cada grupo. As linhas de corte 

identificaram no dendograma 4 grupos (Figura 3).  

Figura 3. Dendograma de produtividades de erva-mate t ha-1.  
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Foi construído um mapa para representar os grupos obtidos segundo a análise 

de agrupamento das produtividades (Figura 4). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 4. Mapa com base no índice de similaridade considerando a produtividade de 

erva-mate (t ha-1) no Rio Grande do Sul, Santa Catarina e Paraná.  

Segundo a análise de cluster podemos verificar que os grupos 1 e 3 se 

concentram no estado do Paraná, o grupo 2 no Rio Grande do Sul e o grupo 4 em 

Santa Catarina. A partir do cluster foi realizada a estatística descritiva do 

comportamento das variáveis climáticas, T, P, ETR, ARM, DEF, EXC para cada grupo.  

Com as análises de box plot foi possível observar que os 4 grupos 

apresentaram temperaturas médias, máximas e minímas bem semelhantes (Figura 5. 

A). Os grupos foram muito semelhantes climaticamente com exceção para a DEF 

(Figura 4. E). O grupo com maior DEF foi o 2, seguido pelos grupos 3,4, e 1. Esses 

resultados estão de acordo com Alves et al., (2018) que afirma que a erva-mate é 
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adaptada para regiões com verão apresentando temperaturas mais amenas < 24 °C 

e inverno chuvoso > 100 mm o que promove maiores produtividades. 

 

Figura 5. Box Plot para as variáveis T, P, ETR, ARM, DEF, EXC e produtividade nos 

grupos determinados pela análise de cluster.   

A análise de correlação (Figura 6) indicou que as variáveis de maior peso no 

período de maior importância foram T e ARM de setembro a abril correspondendo aos 
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períodos de florescimento, frutificação e maturação dos frutos. O segundo período de 

maior importância corresponde ao início do período vegetativo. 

O ARM é diretamente proporcional a produtividade, enquanto a T apresenta-se 

inversamente proporcional. O ETR apresenta-se inversamente proporcional no início 

e torna-se nula no meio do ciclo. A produtividade não é fortemente correlacionada ao 

DEF, nas regiões existe disponibilidade hídrica suficiente para o desenvolvimento do 

cultivo. 

Figura 6. Correlações  entre elementos meteorológicos e a fenologia da erva-mate. 

Para construção do modelo de Regressão Linear Múltipla fez-se a seleção das 

variáveis utilizando o método de stepwise e prosseguiu-se utilizando-se as variáveis 

pré-selecionadas. 

As variáveis selecionadas por stepwise para a RLM que mais influenciaram a 

produtividade no ano anterior (y-1) foram T18, ETR9, T28 e EXC25 e no ano de 

colheita (y) foram T14, P33 e EXC 11. Todas as variáveis foram significativas, pois os 

p- valores ficaram entre 0.0032 e 0.0091. 

Os modelos de Regressão Linear Múltipla (Tabela 2) apresentaram valores 

pouco significativos. De acordo com Sayes et al. (2015) valores de R² entre 0,50 e 

0,65 indicam modelos pouco significativos enquanto que valores de R² de 0,66 a 0,80 
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indicam modelos aceitáveis; de 0,81 a 0,90 indicam modelos acurados, e por fim, 

valores maiores que 0,9 indicam excelentes modelos de estimação. 

Tabela 2. Modelo de Regressão linear múltipla para os grupos 1,2,3,4 e grupo geral.  

Grupos Modelo R² 

1 𝑌 =  −0.3034 ∗ 𝑇18(y−1) − 0.0306 ∗ 𝐸𝑇𝑅9(y−1) − 0.1204

∗ 𝑇14(𝑦) − 0.0230 ∗ 𝐸𝑋𝐶11(𝑦) − 0.0230 ∗ 𝑃33(𝑦)

− 0.0887 ∗ 𝑇28(y−1) − 0.0115 ∗ 𝐸𝑋𝐶25(y−1)

+ 14.3474 

0.042 

2 𝑌 =  −0.1372 ∗ 𝑇18(y−1) − 0.0054 ∗ 𝐸𝑇𝑅9(y−1) − 0.1703

∗ 𝑇14(𝑦) − 0.0092 ∗ 𝐸𝑋𝐶11(𝑦) − 0.0048 ∗ 𝑃33(𝑦)

− 0.1633 ∗ 𝑇28(y−1) − 0.0057 ∗ 𝐸𝑋𝐶25(y−1)

+ 11.1563 

0.016 

3 𝑌 =  −0.2434 ∗ 𝑇18(y−1) − 0.0388 ∗ 𝐸𝑇𝑅9(y−1) − 0.2435

∗ 𝑇14(𝑦) − 0.0140 ∗ 𝐸𝑋𝐶11(𝑦) − 0.0095 ∗ 𝑃33(𝑦)

− 0.1669 ∗ 𝑇28(y−1) − 0.0094 ∗ 𝐸𝑋𝐶25(y−1)

+ 14.1958 

0.311 

4 𝑌 =  −0.0763 ∗ 𝑇18(y−1) + 0.0763 ∗ 𝐸𝑇𝑅9(y−1) + 0.0372

∗ 𝑇14(𝑦) − 0.0002 ∗ 𝐸𝑋𝐶11(𝑦) − 0.0025 ∗ 𝑃33(𝑦)

− 0.0492 ∗ 𝑇28(y−1) − 0.0001 ∗ 𝐸𝑋𝐶25(y−1)

+ (−0.1509) 

0.021 

Geral 𝑌 =  −0.2976 ∗ 𝑇18(y−1) − 0.0757 ∗ 𝐸𝑇𝑅9(y−1) − 0.1940

∗ 𝑇14(𝑦) − 0.0172 ∗ 𝐸𝑋𝐶11(𝑦) − 0.0128 ∗ 𝑃33(𝑦)

− 0.1087 ∗ 𝑇28(y−1) − 0.0076 ∗ 𝐸𝑋𝐶25(y−1)

+ 15.9538 

0.062 

 

  Apesar da baixa acurácia dos modelos de RLM as variáveis selecionadas têm 

relação com os estádios fenológicos importantes para o cultivo. No ano anterior as 

variáveis T18 e ETR9 tiveram maior influência no período de desenvolvimento 

vegetativo, já que o crescimento das plantas depende do saldo de matéria seca 

acumulada pela fotossíntese (Caron et al., 2014). As variáveis T28 e EXC25 
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correspondem a outubro, fase de florescimento exigindo períodos de menores 

precipitações e temperaturas médias acima de 25 °C (Pires et al., 2014). As variáveis 

T14, P33 e EXC11 foram importantes no ano de colheita, fase que exige altas 

temperaturas, visto que as plantas são altamente afetadas por baixas temperaturas, 

baixas precipitações e baixo excedente hídrico.  

O modelo de RLM desenvolvido não foi capaz de capturar a variabilidade dos 

dados para fazer estimações, dessa forma foi utilizado modelos de machine learning 

como random forest regressor e redes neurais do tipo multilayer perceptron para obter 

modelos mais acurados. 

O modelo de RF apresentou para estimação de produtividade de erva-mate 

para os estados do sul do Brasil, acurácia RMSE=0,40 t ha-1, precisão R²=0.83 e CV-

score correspondente ao R² de 0,54. Apresentou subestimação dos valores de 

produtividade em até 1,5 t ha-1, o que indica que produtividades futuras podem ser 

menores que o previsto (Figura 7). Em seu estudo Wang et al. (2016), obtiveram 

estimativa de biomassa de trigo mais precisas usando o modelo RF se comparado ao 

modelo de redes neurais.  
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Figura 7. Dispersão entre os valores de produtividade estimados e observados do 

modelo Random Forest Regressor (RF).  

A rede neural foi precisa nas estimativas apresentando, acurácia RMSE de 0,47 

t ha-1 e precisão R² de 0,77 e CV-score de 0,99. Assim como o RF, também apresenta 

subestimação de valores superiores a 2,5 t ha-1 (Figura 8). Comparada ao modelo RF 

a MLP mostra desempenho inferior. Segundo Wang et al. (2016), isso se deve ao fato 

do modelo de rede neural ser aplicado com maior frequência a grandes quantidades 

de dados, enquanto o modelo de RF é mais adequado a pequenas quantidades de 

dados, Bocco et al. (2017), em seu estudo com modelos de redes neurais e 

regressões lineares obteve consideradas combinações alternativas de parâmetros 

meteorológicos.  
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Figura 8. Dispersão entre os valores de produtividade estimados e observados do 

modelo de Redes Neurais –MLP.  

Os modelos RF e MLP apresentaram alta precisão, tendência com valores 

subestimados para produtividade o que diminui a acurácia dos modelos. O MLP 

proporciona variabilidade maior, com uma dispersão maior dos dados o que causou 

diminuição do R² de 0,83 para 0,77 em relação ao modelo de RF (Tabela 3). O MLP 

apresenta menor precisão. Os modelos não fazem boa estimativa para produtividades 

acima de 2,5 t ha-1. 
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Tabela 3. Comparação dos modelos de Regressão Linear Múltipla, Random Forest 

Regressor e Multilayer Perceptron. 

MODELOS R2 RMSE CV-SCORE 

RLM 0.062 - - 

RF 0.83 0.40 0.54 

MLP 0.77 0.47 0.99 

 

Os modelos agrometeorológicos têm demonstrado que com uso das variáveis 

climáticas para estimação da produtividade dos cultivos, há redução nos riscos, 

tornando as atividades agrícolas mais rentáveis (Breiman, 2001). Os modelos 

agrometeorológicos utilizados para estimação e previsões de produtividades 

permitem ao setor agrícola reduzir riscos na produção e aumentar a produtividade dos 

cultivos. Os modelos são importantes para estimar produtividades de erva-mate em 

três estados do Brasil. 
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2.4 Conclusão 

Os modelos de Machine Learning utilizados foram eficientes para estimativa de 

produtividade da erva-mate. O modelo Random Forest Regressor fornece estimativas 

mais precisas de produtividade em relação à Regressão Linear Múltipla e Multilayer 

Perceptron.  
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