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Resumo

Nas diferentes áreas do conhecimento os dados textuais são importantes fontes de informação.

Neste contexto, os métodos para Extração de Informação têm sido desenvolvidos para a

identificação e estruturação de informações presentes em documentos textuais. Como subárea da

Extração de Informação há o Reconhecimento de Entidades Nomeadas, que consiste em definir

métodos para identificar Entidades Nomeadas, tais como Pessoa, Local, Data, entre outras, em

textos. Recentemente esses métodos fazem uso de técnicas provenientes do Processamento de

Linguagem Natural e de Aprendizado de Máquina. O objetivo do presente trabalho é propor

uma metodologia para Reconhecimento de Entidades Nomeadas considerando os seguintes

aspectos: identificação e implementação de métodos para representação de características

gramaticais; identificação e implementação das novas abordagens que utilizam técnicas recentes

de Aprendizado deMáquina, como BiLSTM, BiGRU e CRF; e avaliar, de maneira experimental, a

integração de fontes externas de conhecimento, na forma de Gazetteers e Grafo de Conhecimento,

vindos da Freebase e YAGO. O protocolo de avaliação experimental foi composto pela definição

de quatro configurações de redes neurais, duas destas fazendo uso de conhecimento externo, e

sua aplicação em cinco datasets com diferentes características. Nos experimentos realizados,

houve ganho de F1-Score em 18 dos 40 casos onde foi utilizado conhecimento externo, chegando

a um ganho de até 1,3%. Além do fato de não ter apresentado ganho em grande parte dos

casos, a maioria dos ganhos foi inferior a 0,5% no F1-score. Os resultados experimentais dos

métodos utilizados nos datasets escolhidos evidenciam que as estratégias empregadas para a

integração do conhecimento externo agregaram baixos ganhos aos modelos, como mostrado

pelas métricas Precisão, Abrangência e F1-Score. Portanto, se a fonte de conhecimento não provê

informações relevantes ao domínio da tarefa, e se a maneira de agregação do conhecimento

não capta o conteúdo relevante presente no mesmo, esta adição de conhecimento externo não

necessariamente é benéfica à metodologia.

Palavras-chave: Reconhecimento de EntidadesNomeadas, Processamento de LinguagemNatural,

Extração de Informação, Inteligência Artificial.



Abstract

In different areas of knowledge textual data are important sources of information. In this context,

Information Extraction methods have been developed to identify and structure information present

in textual documents. As a subarea of Information Extraction there is Named Entity Recognition,

which consists of using methods to identify Named Entities, such as Person, Place, Date, among

others, in texts, using techniques from Natural Language Processing and Machine Learning.

Recently, these methods use techniques fromNatural Language Processing andMachine Learning.

The purpose of this work is to propose a methodology for Named Entity Recognition considering

the following aspects: identification and implementation of grammatical feature representation

methods; identification and implementation of new approaches that use recent Machine Learning

techniques, such as BiLSTM, BiGRU and CRF; and to evaluate, in an experimental way, the

integration of external knowledge sources, in the form of Gazetteers and Knowledge Graph,

coming from Freebase and YAGO. The experimental evaluation protocol was composed by four

configurations of neural networks, two of them making use of external knowledge, and their

application in five datasets with different characteristics. In the conducted experiments, there was

a gain of F1-Score in 18 of the 40 cases where external knowledge was used, reaching a gain

of up to 1.3%. In addition to the fact that there was no gain in most cases, the majority of the

gains were lesser than 0.5% in F1-score. The experimental results of the methods applied to the

chosen datasets show that the strategies used for the integration of external knowledge added low

gains to the models, as shown by the metrics Precision, Recall and F1-Score. Therefore, if the

source of knowledge does not provide relevant information to the task domain, and if the way

of aggregating the external knowledge does not capture the relevant content present in it, this

addition of external knowledge is not necessarily beneficial to the methodology.

Keywords: Named Entity Recognition, Natural Language Processing, Information Extraction,

Artificial Intelligence.
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1 Introdução

A crescente evolução do uso de tecnologias de informação nas mais diversas áreas é

responsável pela grande quantidade de dados gerados em diferentes formatos, sejam esses dados

imagens, áudios, vídeos ou textos. Grande parte desses dados gerados não apresentam nenhum

tipo de estruturação, servindo apenas como arquivo para empresas e governos. Segundo [1], um

dado não estruturado é aquele que não apresenta uma estrutura clara, semanticamente evidente e

de fácil processamento por máquinas. A não estruturação de informações é uma barreira para

a tarefa de recuperação de dados, uma vez que toda consulta deve ser feita de maneira manual

em todos os arquivos que possam conter a informação relevante em meio a tantas informações

irrelevantes.

O montante de dados textuais não estruturados cresceu também devido à evolução do

perfil do usuário da internet que, com a evolução das tecnologias de informação e comunicação,

passou de consumidor de informações para o gerador destas, principalmente no âmbito das redes

sociais, onde a interação entre usuários é seu ponto chave.

No cenário de crescimento do volume de dados textuais gerados, percebeu-se a importância

da extração, estruturação e utilização desses dados estruturados. Especialmente quando se deseja

filtrar por aspectos específicos em meio a enormes quantias de dados, como doenças ligadas a um

certo gene em artigos científicos ou relatórios médicos, processos industriais de bombeamento

com volume maior que um limiar em uma base de relatórios técnicos, atentados terroristas

ocorridos num determinado país em uma coletânea de notícias de jornal, entre outros. Desta

maneira, o objetivo de se estruturar dados textuais é para que estes sejam mais facilmente

consultáveis e reutilizáveis.

Emmeio ao contexto de fontes textuais, a estruturação dos dados faz uso de Processamento

deLinguagemNatural (PLN), área a qual utiliza conceitos de InteligênciaArtificial e deLinguística

para processar dados e automatizar tarefas que envolvam linguagem. Dentre as tarefas que são

foco de estudo do Processamento de Linguagem Natural pode-se citar Tradução de Máquina,

Reconhecimento de Fala, Análise Automática de Discurso, Sumarização Automática de Textos,

Extração de Informação, entre outras.

A tarefa de Extração de Informação (EI), que é o tema deste trabalho, é a subárea
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de PLN que é responsável por identificar informações desestruturadas contidas no texto e

estruturá-las, facilitando sua posterior recuperação [2]. No contexto da EI há a tarefa chamada

de Reconhecimento de Entidades Nomeadas - inglês Named Entity Recognition (NER), que

consiste em encontrar conceitos, formados por uma ou mais palavras, presentes nos textos e

categorizá-los de acordo com seu grupo semântico.

As abordagens para Reconhecimento de Entidades Nomeadas tradicionalmente fazem

uso de muitas técnicas vindas da Linguística, tais como: etiquetas sintáticas, lema das palavras,

prefixos e sufixos, entre outras, para extrair as informações presentes nos textos. Todo o processo

necessário para o uso das técnicas tradicionais é bastante trabalhoso, pois envolve diversas etapas

de preparação dos dados de entrada.

Com a finalidade de reduzir o trabalho das abordagens tradicionais de NER, as Abordagens

Numéricas têm sido desenvolvidas de forma a simplificar as etapas de preparação dos dados.

Recentemente, o uso de técnicas quemodelammatematicamente os aspectos linguísticos sintáticos

e semânticos vêm ganhando espaço. O uso de Abordagens Numéricas vem se popularizando

por estas atingirem resultados similares, algumas vezes até melhores, quando comparadas às

técnicas clássicas sem necessitar de um processo extensivo de feature engineering, processo

que tem como finalidade a seleção das características que serão utilizadas na tarefa de NER.

Porém, apesar de não ser necessário, existem abordagens que realizam feature engineering para

as técnicas de Aprendizado de Máquina com o objetivo de incluir características que não podem

ser captadas pelos Word embeddings, por exemplo.

Dentre as modelagens que têm sido utilizadas recentemente pode-se citar os Word

embeddings, que são mapeamentos das palavras presentes nos textos para um espaço vetorial.

Ao se fazer uso dos Word embeddings, a tarefa de NER pode ser tratada como uma tarefa de

classificação, sendo atualmente bastante empregado o uso de classificadores que aprendem a

categorizar as entidades presentes nos textos.

Depois de obtidas as representações das características desejadas, ocorre a etapa na qual as

entidades são de fato reconhecidas. Tradicionalmente, esta etapa de reconhecimento era composta

por métodos que faziam uso de regras e padrões de palavras ou caracteres para caracterizar cada

tipo de entidade. Era comum também a realização da tarefa de Reconhecimento de Entidades

Nomeada fazendo uso de amplas listas com entidades previamente reunidas, chamadas de

Gazetteer lists, tendo como exemplo listas com nomes próprios, pontos geográficos, entre outros.
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As novas abordagens frequentemente fazem uso de métodos numéricos, principalmente aqueles

capazes de incorporar informações episódicas ao processo de Reconhecimento de Entidades

Nomeadas, se beneficiando do aspecto sequencial das palavras dentro de um texto.

Em meio a esse contexto, existem as chamadas técnicas híbridas, que fazem uso tanto

de aspectos linguísticos tradicionais, quanto uso de modelos matemáticos para realizar o

Reconhecimento de Entidades Nomeadas. A motivação por trás do uso das técnicas híbridas está

em tentar unir os aspectos positivos dos diferentes tipos de abordagens.

Recentemente alguns autores tem realizado a integração de fontes externas para agregar

mais informação semântica e contextual. Uma estratégia frequentemente utilizada é o uso de fontes

externas denominadas Gazetteers para agregar novas características que servem como entrada

para métodos numéricos. A motivação do uso de fontes externas é enriquecer as representações

numéricas das amostras com informações que não são encontradas nos datasets que estão sendo

trabalhados.

Diante deste cenário, o presente trabalho apresenta um levantamento bibliográfico acerca

dos métodos de Reconhecimento de Entidades Nomeadas. O resultado deste levantamento

permitiu identificar trabalhos que foram utilizados para definir a abordagem proposta para

Reconhecimento de Entidades Nomeadas e encontrar bases de dados utilizadas nessa tarefa.

Além disso, o levantamento bibliográfico permitiu identificar quais recursos linguísticos são

comumente utilizados para a tarefa de Reconhecimento de Entidades Nomeadas.

Com essas informações foi então proposta uma abordagem híbrida para a tarefa de

Reconhecimento de Entidades Nomeadas, fazendo uso de Word embeddings unidos à fontes

externas de conhecimento para alimentar uma arquitetura de rede neural capaz de captar

dependências entre episódios e rótulos de uma sequência.

A abordagem proposta tem o objetivo de incorporar informações semânticas, contidas

em imensos repositórios ricos em conhecimento, às técnicas que fazem uso somente informações

das palavras isoladamente. O motivo dessa combinação é avaliar a hipótese de que informações

semânticas podem beneficiar os processos numéricos atuais. Esta hipótese está fundamentada no

fato de que as informações contidas em fontes externas não são encontradas nos dados que estão

sendo trabalhados. Deste modo, a incorporação de conhecimento externo pode vir a ajudar os

modelos de Aprendizado de Máquina a realizar uma melhor distinção entre as entidades, por

meio da assimilação das dependências entre essas informações externas.
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Como fontes de conhecimento externo foram utilizados dois dos principais repositórios

disponíveis: o Freebase e o YAGO. As informações semânticas das palavras foram unidas às

respectivas representações vetoriais para servirem de entrada aos modelos de classificação.

Em relação aos modelos de aprendizado de máquina, neste trabalho foram utilizadas

redes neurais recorrentes para a extração das características de cada amosta das sequências de

palavras, mais especificamente as redes Long-Short Term Memory (LSTM) e Gated Recurrent

Unit (GRU). Ao analisar um episódio de uma sequência, essas redes têm a capacidade de

agregar características dos episódios anteriores à representação numérica do episódio atual.

Neste trabalho, essas redes estão organizadas em duas camadas, uma em cada direção de leitura,

agregando assim informações dos episódios anteriores, bem como dos episódios posteriores,

para desta maneira gerar representações vetoriais que caracterizem a amostra atual levando

em consideração seu contexto. Como método para a classificação das palavras, neste trabalho

é utilizado o Conditional Random Fields (CRF), o qual tem a característica de fazer uso da

classe atribuída ao episódio anterior de uma sequência, agregando assim informação sequencial

dos rótulos já atribuídos. Deste modo, as técnicas de Aprendizado de Máquina utilizadas neste

trabalho foram adotadas justamente por fazer uso das informações sequenciais encontradas nos

textos.

O desafio deste trabalho envolve a avaliação da inclusão de conhecimento externo para

melhoria da tarefa deReconhecimento deEntidadesNomeadas. Para isso, é realizada a comparação

dos resultados de dois cenários: utilizando a abordagem proposta com a adição de conhecimento

externo; utilizando a arquitetura da abordagem proposta sem a adição de conhecimento externo.

Além disso, os resultados da abordagem proposta também foram comparados a outros trabalhos

da literatura.

1.1 Objetivos

A realização deste trabalho visou cumprir com os seguintes objetivos:

• Objetivo Principal: Propor e implementar uma abordagem para Reconhecimento de

Entidades Nomeadas que faça uso de fontes de conhecimento externo integradas a métodos

recentes de Aprendizado de Máquina.

• Realizar um estudo sobre as principais abordagens que estão sendo recentemente utilizadas
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para a tarefa de Reconhecimento de Entidades Nomeadas, bem como as características e

recursos utilizados para essa tarefa;

• Identificar datasets comumente utilizados para a tarefa de Reconhecimento de Entidades

Nomeadas;

• Avaliar experimentalmente a abordagem proposta, seguindo protocolos e adotando métricas

comumente utilizadas pela comunidade de Reconhecimento de Entidades Nomeadas.

1.2 Organização do Texto

A organização deste trabalho se dá da seguinte maneira: o Capítulo 2 aborda a definição de

Extração de Informação, além de mostrar os fundamentos teóricos dos métodos utilizados neste

trabalho; no Capítulo 3 é feita uma revisão bibliográfica de trabalhos na área de Reconhecimento

de Entidades Nomeadas; no Capítulo 4 são apresentadas as bases de dados utilizadas neste

trabalho, os repositórios de conhecimento utilizados, e também as métricas para avaliação de

resultados; no Capítulo 5 é descrito o método para Reconhecimento de Entidades Nomeadas

utilizado neste trabalho, bem como resultados da aplicação desse método, além da discussão

sobre estes resultados; e no Capítulo 6 são mostradas as conclusões tiradas a partir deste trabalho,

além de mostrar intenções de trabalhos futuros.
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6 Conclusões

Este trabalho teve o objetivo de realizar um estudo e propor um método para Extração

de Informação, em especial um método comumente usado para a tarefa de Reconhecimento

de Entidades Nomeadas e avaliar a introdução de conhecimento externo, tanto na forma de

Gazetteer quanto na forma de Knowledge embedding. Como resultado do estudo foi identificado

que boa parte das abordagens que tratam a tarefa de NER como um problema de classificação de

sequências.

Uma arquitetura que utiliza os principais métodos de aprendizado de máquina foi

identificada e considerada como a base para a arquitetura proposta. Para a avaliação dametodologia

proposta, foram identificados os protocolos de avaliação utilizados, os dataset e as fontes de

conhecimento externo utilizado na literatura.

Para a execução dos experimentos foram selecionados cinco datasets com diferentes

características e quantidades de amostras. Para as fontes de conhecimento externo foram

selecionadas a Freebase e YAGO.

No quesito métodos de Aprendizado de Máquina, trabalhos recentes da comunidade

de NER têm utilizado redes neurais e classificadores que captam as informações sequenciais

presentes nos textos. Neste contexto, os métodos utilizados foram redes neurais BiLSTM e

BiGRU juntamente ao CRF.

A metodologia adotada consiste na execução de cada configuração um total de dez vezes

para então se considerar a média dessas dez execuções. Isso é feito pois a inicialização dos

modelos envolve fatores estocásticos. Para a avaliação dos resultados, as medidas de Precisão,

Abrangência e F1-Score são adotadas pela a comunidade da tarefa de NER, e portanto são

utilizadas neste trabalho. Deste modo, são executadas 10 iterações para cada tipo de rede em

cada um dos datasets selecionados.

A realização dos experimentos utilizando o protocolo experimental descrito resultou em

pouca variação da F1-Score para a maioria dos cenários onde as fontes de conhecimento externo

foram inseridas. Os resultados destes experimentos poderiam ser melhores caso houvesse sido

realizada a otimização dos hiperparâmetros, tais como quantidade de épocas, taxa de aprendizado,

entre outros utilizados, pois com os parâmetros utilizados os modelos podem estar sofrendo de
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overfitting.

Outro ponto a se considerar são os Character embeddings e External embeddings, que

podem não estar sendo capazes de captar as informações extras que deveriam exprimir. O uso

de Word embeddings que não capturam eficientemente o contexto também é um grande fator

que pode ter levado aos resultados distantes do estado da arte. Por fim, o uso de repositórios de

conhecimento mais volumosos e a melhor integração destes repositórios à abordagem proposta

pode vir a melhorar o resultados.

Apesar da maioria dos resultados experimentais não apresentarem grandes variações, os

valores resultantes dos experimentos no dataset OntoNotes5 foram uma exceção, pois na maioria

das vezes houve ganhos expressivos e valores altos de desvio padrão. Esses ganhos podem ser

explicados pela falta de otimização dos hiperparâmetros, e por ser um dataset muito numeroso,

foram utilizadas somente 20 épocas a cada iteração, o que pode ter resultado em underfitting do

resultado.

A utilização do conhecimento externo da maneira como foi proposta neste trabalho

não trouxe grandes variações aos resultados para a maioria dos datasets, mostrando que a

agregação das características provenientes dessas fontes não impactaram os resultados. Porém,

novas estratégias para agregar o conhecimento externo podem ser definidas para a melhoria dos

resultados obtidos.

Durante a realização dos experimentos deste trabalho, a maior dificuldade foi o tempo

treinamento dos modelos. Essa dificuldade se mostrou a principal barreira para se testar novas

técnicas e realizar a variação de parâmetros, principalmente na fase final deste trabalho.

6.1 Trabalhos Futuros

A partir dos resultados experimentais obtidos e das dificuldades encontradas durante a

realização do trabalho, foram identificados os seguintes pontos de melhoria, que abrem muitos

caminhos para trabalhos futuros, sendo esses pontos: i) Melhorar a quantidade e a qualidade de

conhecimento externo utilizado; ii) Melhorar a incorporação do conhecimento externo; iii) Uso

de Word embeddings mais atuais; iv) Otimização de hiperparâmetros.

Em trabalhos futuros, conforme mencionado acima, além de melhorar a qualidade dos

repositórios de conhecimento utilizados, tem-se a intenção de fazer uso de mais fontes de
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conhecimento externo aplicado à tarefa de NER, por meio da combinação das informações vindas

de diferentes repositórios de conhecimento. Como estratégias para essa combinação de vetores

obtidos a partir de fontes de conhecimento distintas tem-se: a concatenação desses vetores; a

adição desses vetores; a multiplicação desses vetores; redes neurais para junção desses vetores.

Deseja-se ainda explorar outras estratégias para a incorporação de Knowledge embeddings

aos vetores de características de cada amostra. Uma estratégia para isso é alterar o momento

que ocorre a concatenação dos 4 vetores de características. Outra maneira de realizar essa

incorporação é passar a fazer uso de um mecanismo de atenção. Além disso, propor uma tática

para fazer uso dos vetores que correspondem a mais de uma palavra no Knowledge embedding, o

que não foi feito neste trabalho.

No quesito de alcançar resultados comparáveis ao estado da arte, o uso de técnicas mais

recentes de Word embeddings mostra-se como caminho um caminho promissor. Como exemplo

de outra representação vetorial para as palavras pode-se citar as representações contextuais

obtidas por modelos que fazem uso de transformers, que têm ganhado espaço por apresentarem

melhoras de resultados em diversas tarefas de PLN, principalmente ao se realizar a adaptação das

representações de contexto geral ao domínio trabalhado, por meio da continuação do treinamento

desses modelos. Além do uso dessas técnicas mais recentes, há também a intenção de se avaliar

combinações de Word embeddings gerados por diferentes métodos.

Em relação aos hiperparâmetros das técnicas de Aprendizado de Máquinha utilizados

para os experimentos há bastante espaço para melhorias. Os valores utilizados neste trabalho

foram adotados com base em trabalhos que usam modelos similares, porém ao se fazer alterações

a esses modelos, os parâmetros que eram utilizados deixam de ser ótimos. Com isso mente, há

a intenção de realizar uma etapa de otimização de hiperparâmetros, de preferência de maneira

automática, para as futuras abordagens.
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