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Resumo

A radiografia simples do térax representa na maioria das situagdes o primeiro exame
radiolégico na avaliagcdo das doencas toracicas e pulmonares. Grande parte das doen-
cas broncopulmonares se apresentam na radiografia como opacidades, como é o caso
da tuberculose, infeccdes fungicas, doencas intersticiais pulmonares, cancer de pulmao
e as pneumonias virais. Técnicas de aprendizado de maquina vém sendo aplicadas
para auxiliar na detecgéo de alteragdes nos exames de imagem, mas a falta de exames
de radiografia anotados de pacientes com infecg¢ao fungica em bases de dados torna
dificil a sua classificagdo. O objetivo desta pesquisa € testar e aprimorar Redes Neurais
Convolucionais para auxilio ao diagnostico de pacientes com infecgdes fungicas e
neoplasia, utilizando uma base de dados anotada de exames de radiografia fornecidos
pelo Hospital das Clinicas de Ribeirdo Preto. Para tal, foram testados diferentes técnicas
de processamento de imagem e Ensemble com o intuito de maximizar a acuracia e
evitar o overfitting do modelo, concluindo com o desenvolvimento de uma interface que
simule uma ferramenta de auxilio computadorizado ao diagnéstico.

Palavras-chave: Pneumonia Fungica; Neoplasia; Redes Neurais Convolucionais; Radi-
ografias do Térax; CAD.



Abstract

Chest X-ray is, in most cases, the first radiological exam used to evaluate thoracic and
pulmonary diseases. A large number of bronchopulmonary diseases present in chest X-
rays as opacities, such as tuberculosis, fungal infections, interstitial lung diseases, lung
cancer, and viral pneumonias. Machine learning techniques have been applied to aid in
the detection of abnormalities in imaging exams, but the lack of annotated Chest X-ray
exams from patients with fungal infections in available databases makes classification
challenging. The objective of this research is to test and improve Convolutional Neural
Networks to assist in the diagnosis of patients with fungal infections and neoplasia, using
an annotated Chest X-ray dataset provided by the Hospital das Clinicas of Ribeirdo
Preto. For this purpose, different image processing techniques and Ensemble methods
were tested to maximize accuracy and prevent model overfitting, concluding with the
development of an interface simulating a computer-aided diagnosis tool.

Keywords: Fungal Pneumonia; Neoplasia; Convolutional Neural Networks; Chest X-
rays; CAD.
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1 Introducao

O exame de radiografia (RX) do térax representa na maioria das situacoes o
primeiro exame radiol6gico na avaliagao das doencas toracicas e pulmonares devido
a sua disponibilidade, baixo custo e por ser simples do ponto de vista tecnolégico
(WADA; RODRIGUES; SANTOS, 2019). Doengas pulmonares como tumores e pneu-
monias virais, bacterianas ou fungicas apresentam alta morbimortalidade e necessitam
de investigacao complementar, com tomografia computadorizada (TC) e/ou exame
laboratoriais.

Mesmo sendo considerado um exame simples, € necessario um profissional
experiente para interpretar corretamente um RX de térax. Além disso, ha uma falta
de profissionais especialistas no local da realizacdo do exame ou estes estdo so-
brecarregados pelo grande volume de exames e por essa razao, nos ultimos anos,
ferramentas de auxilio ao diagndstico computadorizadas (CAD, do inglés “computed
aided diagnosis”) tém sido criadas para ajudar na deteccao das alteracbes nos exames
de imagem, na interpretacédo dos achados e no fluxo de trabalho dos servigos de saude,
melhorando a acuracia do diagnéstico feito pelo radiologista que enfrenta dificuldades
devido a fatores como baixa qualidade de imagem, fadiga visual, distracao e a propria
natureza minuciosa das analises de RX (AZEVEDO-MARQUES, 2001). Para tanto,
tem-se destacado o desenvolvimento de ferramentas de inteligéncia artificial (1A).

As pneumonias fungicas sdo incomuns, porém representam causa importante
de morbimortalidade principalmente na populagao de individuos imunossuprimidos
(SILVA, 2010). Ja o cancer de pulmao representa a principal causa de morte relacionada
a cancer no mundo (SCHABATH; COTE, 2019) e, apesar de o rastreamento nao dever
ser realizado com RX, muitas vezes € o exame radiografico o primeiro a detectar a
presenca de um nddulo ou massa pulmonar suspeita. O pulmao também é um dos
sitios mais comuns de metastases de outros tumores.

Este trabalho tera como foco as infeccdes fungicas, que podem se apresentar
de diversas maneiras e serem fatais para pacientes que tenham o sistema imunolégico
debilitado, e a neoplasia, que € uma lesao relacionada ao crescimento anormal das
células (EAGEN; LEWIS, 1977), também podendo ser fatal.

1.1 Problematica

Apesar da existéncia de alguns trabalhos que utilizam Redes Neurais Convoluci-
onais (CNN, do inglés "convolutional neural network") para classificagéo de tuberculose
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(LAKHANI; SUNDARAM, 2017) e pneumonias virais ou bacterianas, hd uma escassez
de trabalhos do tipo que tratem sobre infecgdes fungicas e neoplasia pulmonar na
radiografia.

Trabalhos como os de (WANG et al., 2023), (ANGELINI; SHAH, 2021) e (ZHANG
et al., 2021) falam sobre o uso de |IA para a deteccao de pneumonias fungicas utilizando
exames de TC, que sédo consideravelmente mais complexos e mais caros de serem
realizados apesar de alcangarem uma acuracia alta. Exames de RX também possuem
consideravelmente menor resolugdo do que exames de TC, tornando a detecgéo de
anomalias dificil até para radiologistas experientes (HASAN; MUHAMMAD:; ISLAM,
2024).

1.2 Justificativa

Em casos de infeccao de pacientes imunossuprimidos, é desejavel que um trata-
mento menos especifico se inicie imediatamente para diminuir a chance de fatalidade.
No entanto, diagndsticos mais especificos podem ser requeridos devido a toxicidade
de tratamentos comuns em doencas pulmonares e a alta taxa de mortalidade que esta
relacionada com um diagnéstico errado. Em casos desse tipo, amostras de tecido sao
ideias para um diagnéstico acurado, mas exames invasivos nem sempre podem ser re-
alizados em pacientes imunossuprimidos (GUILLAMET et al., 2018), tornando métodos
mais simples como o exame de RX a forma mais segura de obter um diagndstico.

Estudos realizados nos ultimos anos mostram que abordagens que fazem uso
de Aprendizado de Maquina (AM) tém se mostrado eficientes para o desenvolvimento
de CADs para diagndéstico de doencas pulmonares como o de Barbosa e Canuto
(BARBOSA; CANUTO, 2021) e o de Lakhani e Sundaram (LAKHANI; SUNDARAM,
2017).

1.3 Objetivos

1.3.1 Objetivo geral

O objetivo do estudo é desenvolver e verificar a aplicabilidade de um modelo
de CNN aplicado ao auxilio diagnostico em imagens de RX do térax, com foco na
deteccéo e classificacao das infeccoes fungicas e neoplasia. Este projeto busca ser
uma contribuicédo para estudos que envolvam outras doengas que causam opacicades
em radiografias do térax e necessitam de investigacdo complementar, como as doencgas
intersticiais pulmonar, tuberculose e penumonia da Covid-19.
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1.3.2 Objetivos Especificos

« Estruturar e pré processar a base de dados contendo as imagens de RX do torax.

» Testar e comparar técnicas de pré-processamento de imagens para facilitar a
extracdo de caractéristicas relevantes para a classificacao.

» Estruturar e implementar modelos de AM para analise de exames de RX do térax.

 Projetar, implementar e avaliar um modelo que classifique pacientes saudaveis,
com infecgdo fungica e neoplasia pulmonar através de exames de RX do térax;

» Estruturar e implementar uma interface que simule uma aplicacdo CAD que possa
inferir o diagnédstico das doencas pulmonares avaliadas nesse estudo utilizando
técnicas de AM.



2 Fundamentacao Tedrica

Neste capitulo, serdo apresentados alguns dos conceitos importantes para o
desenvolvimento do modelo e formar a base do método proposto discutido no capitulo
3. Inicialmente sera dada uma introducéo aos conceitos de AM e CNN e detalhar a
funcionalidade de uma ResNet e Ensemble, que serédo importantes para desenvolver o
modelo de CNN proposto nos objetivos do capitulo 1.

2.1 Aprendizado de Maquina

O aprendizado de maquina é um campo da Inteligéncia Artificial (IA) que se
concentra em criar algoritmos capazes de aprender e melhorar automaticamente
a partir de dados, sem a necessidade de serem explicitamente programados para
cada tarefa especifica. Isso é alcangado por meio de técnicas que permitem aos
computadores identificar padrées e fazer previsbes com base em grandes volumes
de dados, sendo amplamente utilizado em diversas areas, como reconhecimento de
imagens, diagnoéstico médico, processamento de linguagem natural e até sistemas
autdbnomos.

O conceito de AM é fundamentalmente orientado a dados, o que significa que o
desempenho dos algoritmos melhora conforme a quantidade e a qualidade dos dados
disponiveis para treinamento aumentam. Historicamente, o campo comecou a ganhar
forma com as primeiras tentativas de criar programas que imitassem o comportamento
humano em situagdes especificas, como o jogo de xadrez, desenvolvido por Alan Turing
e Dietrich Prinz na década de 1950 (SHINDE; SHAH, 2018). O grande salto, no entanto,
veio com a combinagao de redes neurais artificiais e técnicas mais sofisticadas de
treinamento, como o perceptron de Frank Rosenblatt e o algoritmo de retropropagacéao
de erros desenvolvido por Rumelhart e McClelland na década de 1980.

Existem trés tipos principais de aprendizado de maquina: supervisionado, ndo
supervisionado e por reforco (LUDERMIR, 2021). Focaremos no aprendizado super-
visionado que foi o utilizado durante a pesquisa. No aprendizado supervisionado, 0s
algoritmos sao treinados com dados rotulados, ou seja, para cada exemplo de entrada,
o sistema também recebe a resposta correta, permitindo que ele aprenda a generali-
zar para novos dados. Esse tipo de aprendizado € amplamente usado em tarefas de
classificacao, como diferenciar imagens ou prever precos de imoveis. No contexto da
presente pesquisa, sera utilizado para classificagéo diferenciar imagens e classificacao
de doencas.
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Dentro do aprendizado supervisionado, as CNNs ganharam destaque em areas
como a visao computacional, enquanto Redes Neurais Recorrentes se mostraram
eficazes para tarefas que envolvem dados sequenciais, como a previsao de séries
temporais e processamento de linguagem natural. Com o avancgo tecnolégico, as
redes neurais profundas passaram a utilizar varias camadas ocultas, aumentando a
complexidade e a capacidade de processamento dos modelos.

A evolucgéo do aprendizado de maquina foi acelerada por alguns fatores chave: a
disponibilidade de grandes quantidades de dados (Big Data), o aumento da capacidade
computacional (em especial, o uso de GPUs para treinamento de redes neurais), e a
melhoria continua de algoritmos. Essas inovagdes permitiram que tarefas anteriormente
impossiveis para maquinas, como o reconhecimento de voz, a tradugéo automatica e a
geragao de imagens, se tornassem realidade.

No contexto de diagndsticos médicos, por exemplo, algoritmos de aprendizado
de maquina conseguem analisar imagens de exames como radiografias e ressonan-
cias magnéticas, detectando anomalias com precisao comparavel a de especialistas
humanos.

Os desafios atuais para o aprendizado de maquina incluem a necessidade de
algoritmos mais explicaveis, que permitam aos humanos entender como as decisdes
sao tomadas, e a capacidade de aprender com menos dados ou a partir de interagdes
mais complexas, simulando de forma mais fiel 0 aprendizado humano. Esses aspectos
sédo fundamentais para que a IA se torne mais confiavel e ética, principalmente em
contextos criticos, como a tomada de decisbes medicas.

2.2 Redes Neurais Convolucionais

CNNs sao uma classe de redes neurais artificiais amplamente utilizadas em
tarefas de aprendizado de maquina, especialmente no campo da visdo computacional.
Inspiradas pela estrutura do cértex humano, as CNNs séo projetadas para processar
dados com estrutura de matriz, como imagens (HE et al., 2015a). Elas utilizam con-
volucdes, que sdo operagcbes matematicas que permitem a extracao automatica de
caracteristicas diretamente dos dados brutos, eliminando a necessidade de extragao
manual de caracteristicas, como ocorre em métodos tradicionais.

2.2.1 Estrutura de uma CNN

A arquitetura basica de uma CNN é composta por camadas de convolucao, poo-
ling, e camadas totalmente conectadas como descrito abaixo e podendo ser visualizado
na figura 1:
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1. Camadas de Convolucao: Realizam a extracdo de caracteristicas. Filtros (ou
kernels) séo aplicados nas imagens de entrada, e esses filtros capturam padrbes
como bordas, texturas e, em camadas mais profundas, estruturas mais complexas.

2. Camadas de Pooling: Reduzem a dimensionalidade dos dados, mantendo as
caracteristicas mais importantes. O pooling é realizado, tipicamente, com técnicas
como o max pooling, que seleciona o valor maximo de uma regido especifica da
imagem, reduzindo o nimero de parametros e o custo computacional.

3. Camadas Totalmente Conectadas: Na fase final da rede, os neurdnios séao
totalmente conectados entre si, assim como nas redes neurais tradicionais. Elas
sao responsaveis pela tomada de decisao final, como a classificagdo das imagens
processadas.

Figura 1 — Arquitetura de uma CNN simples com camadas de convolu¢ao e camadas
totalmente conectadas.

O com

onv layers FC layers
Fonte: (LI et al., 2022).

As CNNs apresentam diversas vantagens em relagdo a outros métodos de
aprendizado de maquina. Uma de suas principais vantagens é o uso de pesos compar-
tilhados. Isso significa que o mesmo conjunto de filtros é aplicado em toda a imagem, o
que reduz significativamente o numero de parametros a serem treinados. Esse fator
facilita o treinamento da rede, diminui o risco de sobreajuste (overfitting) e permite que o
modelo generalize melhor em novos dados. Outra vantagem fundamental é a invariancia
espacial, que confere a CNN a capacidade de detectar caracteristicas em uma imagem,
independentemente de sua posicao. Isso torna as CNNs extremamente eficazes para o
reconhecimento de padrbes, objetos e formas visuais em diferentes contextos, ja que
conseguem identificar esses elementos em qualquer parte da imagem.

As CNNs sao amplamente utilizadas em uma variedade de aplicacbées. No
campo da visdo computacional, elas revolucionaram tarefas como a classificagao de
imagens, a deteccao de objetos e a segmentacao semantica, com impacto significativo
em areas como reconhecimento facial, sistemas de vigilancia e veiculos auténomos. No
diagnostico médico por imagem, as CNNs tém se mostrado essenciais para detectar
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anomalias em exames como radiografias e tomografias (TANG et al., 2020). Elas
ajudam a identificar doengas como tumores e condi¢gées pulmonares, aumentando
a precisado diagnédstica, mesmo para patologias de dificil deteccao, como infeccoes
fungicas.

2.3 ResNet

A ResNet (Residual Network) é um tipo de rede neural profunda que utiliza
conexdes residuais (ou "atalhos") para facilitar o treinamento de redes com muitas
camadas. Introduzida em 2015 (HE et al., 2015a), a ResNet tem como principal objetivo
resolver o problema da degradagéo da performance de redes muito profundas, onde a
adicdo de mais camadas pode acabar piorando os resultados de treinamento, em vez
de melhoréa-los.

A estrutura da ResNet € baseada em blocos residuais. Cada bloco contém uma
ou mais camadas de redes neurais, mas o diferencial estda nas conexdes diretas entre
a entrada e a saida do bloco. Essas conexdes diretas, ou atalhos, permitem que a
entrada do bloco seja somada a sua saida. A ideia central é que, em vez de aprender
uma funcao mapeadora completa, cada bloco residual aprenda a ajustar o residuo,
ou seja, a diferencga entre a entrada e o resultado esperado. Na pratica, isso facilita
o aprendizado de fungdes mais complexas ao reduzir a carga de trabalho de cada
camada.

A estrutura matematica de um ResNet é descrita da seguinte forma: em vez de
calcular diretamente a saida y = F(z) onde F(x) representa a fungao de mapeamento
aprendida, o bloco residual calcula y = F(x) + =, onde = é a entrada original. A
estrutura do bloco residual pode ser observada na figura 2. Esse simples ajuste tem
um grande impacto na eficiéncia de aprendizado de redes muito profundas. A adicéo
desse "atalho"evita que a rede caia em problemas de desaparecimento de gradiente, o
que é comum em redes profundas. O uso de conexdes residuais permite que o fluxo
de gradientes durante o treinamento seja mais estavel, tornando possivel a utilizagao
de redes com centenas ou até milhares de camadas.

Existem diferentes variantes da ResNet, sendo que uma das principais é 0 uso
de "bottlenecks", onde as camadas intermediarias do bloco residual ttm dimensoes
reduzidas, otimizando o custo computacional sem perder a capacidade de aprendizado.
Além disso, variantes como "Wide ResNet"e "ResNet de ResNet"surgiram para explorar
maneiras de ampliar ou empilhar blocos residuais.

A principal contribuicdo daResNet é a facilidade de treinamento de redes muito
profundas. Antes da ResNet, redes com dezenas de camadas ja eram dificeis de
treinar, mas os ResNets permitiram a construcdo de redes com até 1001 camadas (LI
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Figura 2 — Estrutura de um bloco residual.
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et al., 2016). Gracas as conexoes residuais, a ResNet se mostrou eficaz em varias
tarefas de visdo computacional, alcangando resultados de ponta em benchmarks como
o ImageNet (HE et al., 2015b).

2.4 Ensemble

Ensemble learning é um método de aprendizado de maquina que combina
multiplos modelos de aprendizado para formar um modelo mais robusto e preciso. Ao
contrario de métodos que dependem de um Unico algoritmo, o ensemble learning visa
utilizar a diversidade e complementaridade dos modelos para obter previsées melhores.
Essa abordagem é amplamente utilizada para melhorar a performance em tarefas
complexas, como classificacao e previsdo, onde um unico modelo pode nao capturar
todas as nuances dos dados.

O conceito central do ensemble learning € a combinagao de varios classificado-
res ou modelos de aprendizado para criar um sistema mais forte. A base do ensemble
learning esta em utilizar algoritmos simples, chamados de classificadores fracos, que
individualmente podem né&o ter um desempenho notavel, mas, quando combinados,
formam um classificador forte. A fusdo desses resultados pode ser feita por diversos
métodos de votacao, como a média ponderada ou a maioria dos votos, dependendo da
natureza dos modelos e da tarefa especifica.

Uma vantagem clara do ensemble learning € a melhoria da acuracia, robustez
e generalizacdo do modelo, especialmente em cendrios onde ha ruido nos dados ou
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os dados sao altamente complexos. A combinagao de multiplos modelos, cada um
capturando diferentes padrdes dos dados, gera um sistema capaz de realizar previsées
mais precisas.

A aplicagdo do ensemble learning em combina¢ao com técnicas modernas como
deep learning e aprendizado por refor¢o tem mostrado resultados promissores em areas
como processamento de imagem, analise de sentimentos e sistemas de recomendacao
(DONG et al., 2019). Por exemplo, combinacdes de redes neurais profundas com
ensemble learning permitem a captura de representacées semanticas mais ricas dos
dados, enquanto em aprendizado por reforco, técnicas de ensemble podem reduzir a
complexidade da amostragem e melhorar a estabilidade do aprendizado.

No entanto, alguns desafios permanecem, como a determinagcdo do numero
ideal de modelos no ensemble, o balanceamento entre a diversidade dos classificadores
e a complexidade do sistema, além da necessidade de mais estudos teoricos para
compreender melhor as relagdes entre essas variaveis. Por essa razdo, foram testadas
varias formas para realizacdo do ensemble com as redes utilizada na base de dados.

Em suma, o ensemble learning se destaca por sua versatilidade e capacidade
de melhorar significativamente a performance de modelos de aprendizado de maquina
ao combinar os pontos fortes de multiplos algoritmos, proporcionando resultados que,
em muitos casos, sao superiores aos de um unico modelo isolado.



3 Materiais e Métodos

Esta secao apresenta a metodologia de execugéo dos experimentos, as métricas
de avaliacao, a configuracado experimental utilizada para conducao dos testes e 0, ao
final do capitulo, 0 modelo proposto.

3.1 Configuracdo Experimental

Os experimentos foram conduzidos em um notebook com um processador
Intel(R) Core(TM) i7-10750H, 16GB de RAM DDR4, uma GPU Nvidia GTX 1660 Ti com
6GB de VRAM e Sistema Operacional Windows 10.

Durante o treinamento, um batch de 32 elementos foi utilizado, em conjunto com
uma taxa de aprendizado de 1 x 102 associada ao otimizador Adam. O monitoramento
do modelo foi feito sobre a loss no conjunto de validagdo, com uma paciéncia de 20
épocas. A seed de selecao das imagens para 0s conjuntos de treino, validacao e teste
foi 1283.

Os codigos foram desenvolvidos na linguagem de programacao Python e as
bibliotecas Tensorflow e Scikit-learn foram utilizadas para constru¢cao dos modelos de
CNN utilizados nesta pesquisa.

3.2 Pré-Processamento

As imagens do dataset foram recebidas na extensao DICOM e foram convertidas
para a extensdo PNG. Para realizagcao do treinamento, as imagens foram redimensio-
nadas para uma altura e largura de 224x224 pixels e profundidade de cores RGB. Além
disso, técnicas simples de data augmentation foram aplicadas como um giro horizontal
e um pequeno zoom e, no caso da ResNet-101, um filtro de normalizacao especifico
para essa rede foi aplicado para melhorar a extragao de caracteristicas. Trabalhos como
o de (OH et al., 2022) mostram que o uso correto de filiros pode aumentar a acuracia de
redes residuais profundas. Entretanto, ndo foram utilizados filtros na ResNet-152 e nem
nos modelos que realizam ensemble com média ponderada, pois néo foi observado
uma melhora desses modelos ao usar filtros.
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3.3 Base de Dados

A avaliagéo foi feita sobre os dados coletados de pacientes do Hospital das
Clinicas da Faculdade de Medicina de Ribeirao Preto (HCFMRP-USP). A base de
dados contém 714 imagens de radiografias de pacientes brasileiros, pertencentes aos
grupos de doencas analisadas. Entretanto, imagens de perfil ndo foram consideradas
para a analise, sobrando assim 376 exames de RX de pacientes com infeccao fungica
e neoplasia e 333 exames de RX de pacientes saudaveis.

Para o modelo final, 496 imagens foram utilizadas para treinamento, 85 imagens
foram utilizadas para validacao e 128 imagens foram utilizadas para teste do modelo. A
figura 3 mostra trés exemplos das trés classes avaliadas na presente pesquisa. Nos
exemplos, nenhum filtro foi aplicado, mas as imagens estdo no formato correto para
entrada do modelo. J& a figura 4 mostra a quantidade de exames de RX por classe.

Figura 3 — Exemplos de imagens presentes na base de dados.
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o8 e F

Normal

Elaborada pelo Autor.

3.4 Meétricas

Os métodos propostos e desenvolvidos neste trabalho foram avaliados por meio
das seguintes métricas utilizadas como padrao em outros trabalhos encontrados na
literatura:
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Figura 4 — Distribuicdo de imagens por classe.
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Categorical Cross-Entropy Loss: Também chamada de Softmax Loss, calcula o erro
entre a probabilidade da classe prevista pelo modelo e a classe real da imagem.
Sua férmula pode ser vista na equacao 3.1:

c
- Zti log(f(s)), (3.1)

onde C' é o niumero de classes, t; representa a probabilidade real da classe, s
representa um vetor de probabilidade para cada classe e f(s); é a probabilidade
prevista pelo modelo para uma classe i ap6s passar por uma funcao de ativacao
softmax usando a féormula 3.2:

e’
pr— C S"
. J
d.ie

onde s; € a probabilidade da classe prevista, s; é a probabilidade de cada uma
das classes e ¢ é a base de um logaritmo natural;

f(s)i (3.2)

Acuracia: Diz respeito a quantidade de /abels que o modelo acertou em relagéo a
todas as /abels e é calculado como na equacgao 3.3:

SSTP+TN

Accuracy =
Y = STP+FP+FN+TN’
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onde T'P representa os verdadeiros positivos ( True Positives), TN os verdadeiros
negativos (True Negatives), F P os falsos positivos (False Positives) e F'N 0s
falsos negativos (False Negatives);

Precisao: Diz respeito a quantidade de verdadeiros positivos em relacao aos verda-
deiros positivos e falsos positivos e sua formula é dada pela equagéo 3.4:

>TP

Precision = —*—=——:
S\TP+FP’

(3.4)

Recall: Diz respeito a quantidade de verdadeiros positivos em relacao aos verdadeiros
positivos e falsos negativos como na férmuala em 3.5:

2 TP (3.5)

Recall = b PN

F1 Score: Média harmdnica entre a precisdo e o recall e inclui as duas métricas
anteriores com a mesma importancia usando a férmula 3.6:

Precision x Recall
F1 Score =2« Precision + Recall (3.6)

Matriz de confusao: Uma tabela que permite a visualizacdo do desempenho de um
modelo classificatério (LIANG, 2022). Ela apresenta de forma detalhada o resul-
tado da classificagdo, comparando as previsdes do modelo com os valores reais
dos dados. Através dela, podemos obter as variaveis para o calculo da acuracia,
precisdo e Recall.

3.5 Modelo Proposto

Para lidar com o problema proposto e levando em consideracéo a limitacao do
tamanho da base de dados, neste trabalho, propomos testar diferentes Redes Neurais
como ResNet, VGG, DenseNet e LeNet semelhante a trabalhos que buscavam aplicar
aprendizado profundo para deteccédo de Covid-19 (KHAN et al., 2022) mesclado com
diferentes pré-processamento das imagens de RX do térax e a técnica de Ensemble,
que se mostrou eficaz na classificacao de multiplas doencas em exames de RX (TRAN
et al., 2021).

Como as ResNets demonstraram excelente desempenho em trabalhos seme-
Ihantes e sdo capazes de extrair detalhes mais minuciosos na area de processamento
de imagens, sera realizado o ensemble que faca a média ponderada de diferentes tipos
de ResNet, como a ResNet-50, ResNet-101 e ResNet-152. O método de ensemble
sera utilizado para extrair a média de cada um dos modelos. Apds o treinamento desse
modelo, sera realizado outro ensemble com uma outra rede.
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Espera-se que utilizando o ensemble em uma rede que ja passou pelo processo
de ensemble learning, o0 modelo podera extrair dados mais relevantes das imagens de
RX e alcancar um desempenho melhor no momento de classificar os exames. A figura
5 da uma visao geral do modelo proposto.

Figura 5 — Viséo geral do modelo com duplo ensemble proposto.
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Fonte: Elaborado pelo Autor.

Como pode ser observado na figura 5, uma imagem de exame de RX do térax
entra na rede e passa por duas redes com as camadas congeladas, ou seja, seus pesos
ndao mudam durante o treinamento. Uma das redes é uma ResNet-152, enquanto a
outra foi chamada de Ensemble Model 1, que, analisando mais profundamente, trata-se
de um ensemble de uma ResNet-152 com uma ResNet-101 (também congeladas) onde
sao extraidas suas médias. O modelo final utiliza as médias do Ensamble Model 1 e das
ResNet-152 para realizar a classificacdo da imagem na forma de uma probabilidade.



4 Resultados e Discussao

Nesta secao, os resultados obtidos pelo método proposto serao expostos. Para
a confeccdo do modelo final exposto no capitulo 3, € necessario treinar as redes
individualmente com o melhor pré-processamento de imagem para cada uma. As redes
que obtiverem os melhores resultados, fardo parte do Ensemble Model 1 e esse Ultimo
estard com o melhor modelo individual no modelo final.

4.1 Treinamento dos modelos com duas classes

Inicialmente, houve uma tentativa de treinar os modelos permutando as classes
dois a dois, ou seja, normais e infecgdes fungicas, normais e neoplasia e infeccées
fungicas e neoplasia. A ideia consiste em obter trés redes que fossem capazes de
diferenciar bem duas classes para que no final fosse realizado um ensemble com as
trés redes para o treinamento com trés classes.

A ResNet-50 se mostrou ideal para ser utilizada em duas classes, visto que ela
tém menos parametros para serem ajustados em relacao a ResNet-101 e a ResNet-152.
Vale ressaltar, que quando os testes com duas classes foram realizados, apenas 103
das 201 imagens de infec¢des fungicas estavam disponiveis.

Apés serem treinados por 40 épocas, os modelos de ResNet-50 responsaveis
por distinguir pessoas saudaveis de uma das doencgas analisadas atingiram acuracia
superior a 97% no conjunto de treino e superiores a 86% no conjunto de teste. Entre-
tanto, apos treinar o modelo responsavel pela classificagdao das infecgoes fungicas e
neoplasia por 500 épocas, ele foi capaz de atingir apenas 71% de acuracia no conjunto
de teste.

Esperava-se que ao realizar ensemble dos trés modelos citados anteriormente
para classificacdo de todas as classes juntas, seriam obtidas métricas melhores do que
0s modelos treinados separadamente, mas apos treinar o modelo por 50 épocas, ele
comegou a estagnar e alcangou uma acuracia de de 60% no conjunto de teste.

A figura 6 mostra a evolucdo das métricas durante o treinamento e validagao
do modelo de ensemble das trés ResNets e a tabela 1 compara as métricas obtidas
no conjunto de teste dos trés modelos treinados com duas classes e o treinado com 3
classes.

Analisando a matriz de confus&o da figura 7, € possivel observar que o modelo
nao foi capaz de predizer corretamente nenhuma classe com a label neoplasia, justifi-
cando o recall tao baixo. Apesar da boa precisao para distinguir normais e infecgoes
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Figura 6 — Evolucao da Acuracia, Loss e F1 Score ao longo de 60 épocas nos conjuntos

de treino e validagéo.
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Tabela 1 — Métricas obtidas ao avaliar os modelos utilizando o conjunto de teste. Nota-
se que o Recall foi extremamente baixo no modelo com ensemble.

Modelo/Desempenho no Teste | Acuracia | Loss | Precisao | Recall | F1 Score
ResNet (normais e fungos) 88,64% | 0,3883 | 88,64% | 88,64% | 88,64%
ResNet (normais e neoplasia) | 86,27% | 0,8627 | 86,27% | 86,27% | 86,27%
ResNet (fungos e neoplasia) 71,43% | 1,2308 | 71,43% | 71,43% | 71,43%
Ensemble dos modelos 60,16% | 0,9433 | 69,64% | 30,47% | 42,39%

Fonte: Elaborada pelo Autor.

fungicas, concluiu-se que essa estratégia nao era viavel e era necessario que todas
redes fossem previamente treinadas com as trés classes.

Figura 7 — Matriz de confusdo do modelo com ensemble no conjunto de teste.
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4.2 Treinamento dos modelos com trés classes

Ao todo, 6 redes foram treinadas combinando diferentes pré-processamentos
das imagens. A tabela 2 mostra detalhadamente as melhores métricas obtidas por
cada rede ao serem treinadas com as trés classes e o respectivo pré-processamento
utilizado na base de dados. Os modelos de ResNet tiveram os melhores desempe-
nhos, excepcionalmente a ResNet-101 e ResNet-152, que foram os escolhidos para a
realizagdo do primeiro ensemble que compde o modelo final.

Tabela 2 — Métricas obtidas ao avaliar os modelos utilizando o conjunto de teste. Todas
as redes, com excecao da LeNet vieram com os pesos pré-treinados na
base de dados Imagenet.

Modelo/Desempenho no Teste | Acuracia | Loss | Precisdo | Recall | F1 Score Pré-processamento
DenseNet 56,00% | 3,2343 | 56,00% | 56,00% | 56,00% | Data Augmentation + normalizagcao
LeNet 53,00% | 0,9537 | 66,67% | 26,00% | 37,41% Data Augmentation
ResNet-50 66,00% | 2,5387 | 66,00% | 66,00% | 66,00% Data Augmentation
ResNet-101 74,14% | 1,1069 | 74,78% | 74,14% | 74,46% Normalizagéo
ResNet-152 83,10% | 1,6195 | 83,10% | 83,10% | 83,10% Data Augmentation
VGG-19 67,00% | 0,7442 | 72,09% | 62,00% | 66,67% Data Augmentation

Fonte: Elaborada pelo Autor.

O treinamento das redes residuais foi consideravelmente rapido, visto que ocor-
reu uma estagnacao da /oss e da acuracia ap6s 15 épocas como pode ser observado
nas figuras 8 e 9. Em testes realizados com apenas duas classes, a VGG-19 havia
demonstrado um desempenho bem alto em termos de acuracia, apesar de possuir uma
grande loss, mas com trés classes, essa eficiéncia ndo foi mantida e por essa razao,
apenas as redes residuais foram selecionadas para fazer parte do Ensemble Model 1.

Figura 8 — Evolugao da Acuracia, Loss e F1 Score ao longo de 20 épocas nos conjuntos
de treino e validacao da ResNet-101.
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Figura 9 — Evolucao da Acuréacia, Loss e F1 Score ao longo de 100 épocas nos conjun-
tos de treino e validagdo da ResNet-152. Apesar da tentativa de treinar a
rede por mais épocas, nao ha ganho de desempenho apds 15 épocas.
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4.3 Primeiro ensemble

Como ja dito anteriormente, as duas melhores redes da sec¢ao 4.2 serao uti-
lizadas nesta seccao para a realizagao da classificacdo em paralelo. O método de
ensemble utilizado sera a média ponderada das duas redes residuais. Serao adici-
onadas trés camadas, sendo elas uma densa, uma de dropout e uma ultima densa
responsavel pela classificagdo. Todos os parametros das ResNet-101 e ResNet-152
serao congelados e o0s Unicos parametros treinaveis serao as ultimas camadas do
modelo.

O modelo foi treinado por 80 épocas, mas nao apresentou melhorias apés cerca
de 60 épocas como pode ser visto na figura 10. Nota-se também que a curva de
aprendizado das métricas foi mais natural do que os modelos citados anteriormente. Os
valores obtidos no conjunto de treino ficaram bem préximos do conjunto de validacao,
mostrando que n&o ocorreu overfitting.

Em relagdo ao conjunto de teste, 0 modelo elaborado nesta seccdo também
obteve resultados superiores as redes individuais e ao ensemble realizado com as
redes residuais treinadas com duas classes. A figura 11 mostra a quantidade de /abels
que o modelo acertou e errou. Dessa vez, todas as classes foram aprendidas. Usando
a matriz de confusao, é possivel ver que a maioria dos exames de neoplasia preditos
de maneira errada, foram preditos como exames sem nenhuma anomalia, enquanto
exames que apresentavam sinais de infeccao fungica foram preditos como neoplasia.

Conclui-se que 0 modelo € capaz de determinar que ha uma anomalia nos
exames de infec¢des fungicas, mas em alguns casos nao sabe predizer a doenga exata.
No caso dos exames de neoplasia, ainda ha uma dificuldade para extrair a informagéo
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Figura 10 — Evolugao da Acuracia, Loss e F1 Score ao longo de 80 épocas nos conjunto
de treinos e validacdo do Ensemble Model 1.
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de que had uma anomalia. Exames de pacientes saudaveis tiveram a maior taxa de
acertos.

Figura 11 — Matriz de confus&o do modelo com ensemble da ResNet-101 e ResNet-152
no conjunto de teste.
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4.4 Modelo final com ensemble

Para a elaboracdo do modelo proposto no capitulo 3, foi utilizado o modelo
da seccao 4.3 e uma ResNet-152. Ambos as redes foram congeladas e, novamente,
as camadas densas e de dropout foram adicionadas apds a realizacdo da média
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ponderada das probabilidades dos modelos. No total, 0 modelo conta com mais de 236
milhées de parametros congelados e 115 parametros para serem treinados.

O modelo também foi treinado por 80 épocas, mas atingiu seu apice apoés 60
épocas como pode ser observado na figura 12. Ao analisar a evolugdo do modelo,
percebe-se que a validagao e treino ficaram mais préximas do que no modelo da
seccao anterior. Além disso, esse modelo obteve a menor /oss e maior acuracia no
conjunto de validagao

Figura 12 — Evolucao da Acuracia, Loss e F1 Score ao longo de 80 épocas nos conjun-
tos de treino e validagdo do modelo final com duplo ensemble.
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Elaborada pelo Autor.

Uma melhora também foi obtida no conjunto de teste, como atestado pela matriz
de confuséo da figura 13. Houve uma diminuicao dos erros de predicao em relagéo aos
exames de infecgdes fungicas e neoplasia, mostrando que o modelo ficou mais robusto
do que qualquer um dos anteriores.

As tabelas a seguir resumem os resultados obtidos nos testes executados. A
tabela 3 compara o desempenho das redes residuais e os modelos com ensemble no
conjunto de treino. Ja a tabela 4 diz respeito a todas as meétricas obtidas pelo modelo
com duplo ensemble em todos os conjuntos da base de dados analisada na presente
pesquisa.

Tabela 3 — Métricas obtidas ao avaliar os modelos utilizando o conjunto de teste. O
duplo ensemble obteve as melhores métricas no dataset avaliado.

Modelo/Desempenho no Teste | Acuracia | Loss | Precisao | Recall | F1 Score
ResNet-101 74,14% | 1,1069 | 74,78% | 74,14% | 74,46%
ResNet-152 83,10% | 1,6195| 83,10% | 83,10% | 83,10%

Ensemble Model 1 85,16% | 0,466 | 86,40% | 84,38% | 85,38%
Modelo Final 86,72% | 0,4325 | 86,72% | 86,72% | 86,72%

Fonte: Elaborada pelo Autor.
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Figura 13 — Matriz de confusao do modelo final com duplo ensemble.
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Elaborada pelo Autor.

Tabela 4 — Métricas obtidas ao avaliar o modelo final nos conjuntos de treino, validagéo
e teste. Aléem da alta taxa de acertos no treino, o modelo final obteve uma
acuracia consideravelmente mais alta no conjunto de validagéo.

Conjunto/Métricas | Acuracia | Loss | Precisao | Recall | F1 Score
Treinamento 97,51% | 0,1439 | 98,77% | 97,37% | 98,06%
Validacao 92,94% | 0,3281 | 93,71% | 93,71% | 93,71%
Teste 86,72% | 0,4325 | 86,72% | 86,72% | 86,72%

Fonte: Elaborada pelo Autor.



5 Aplicacao de Auxilio ao Diagndstico

Concluiremos o presente estudo com o desenvolvimento de uma aplicagédo
pratica de auxilio ao diagndéstico utilizando o modelo proposto no capitulo 3 e com os
detalhes e resultados esmiucados no capitulo 4. A intencéo do aplicagéo é simular um
possivel uso da rede neural construida, mostrando como ela pode ajudar no processo
de diagndstico do profissional.

A aplicagao foi projetada para rodar em sistemas Windows e roda apenas
localmente sem a necessidade de conexdo com a internet. O funcionamento bascio do
sistema pode ser observado na figura 14. A escolha de desenvolver o CAD como um
aplicativo para o sistema operacional evita possiveis incompatibilidades de navegadores
caso a aplicacao fosse feita para web. Além disso, o porte para outros sistemas
operacionais, como Mac OS e Linux seriam relativamente simples.

Figura 14 — Diagrama do funcionamento da Aplicacao CAD.

//— } Modelo final \

Exame de RX

Imagem de RX Odj

Resposta do
Sistema CAD

Médico

Fonte: Elaborada pelo autor.

Explicando a figura 14, a ideia é que um profissional da area da salide envie uma
imagem de RX do Térax de um paciente para o sistema. A aplicacao fara uso do modelo
desenvolvido no capitulo 4 para realizar a predicdo de uma possivel enfermidade.
A predicdo é, entdo, exibida para o profissional de saude juntamente com dados
estatisticos sobre 0 que 0 modelo conseguiu extrair do exame. Esses dados servirdo
para que o profissional saiba o quao confiante o sistema esta de sua resposta e podera
prosseguir da maneira que julgar adequada com base nisso.

A aplicacao foi desenvolvida para ser simples e intuitiva para mostrar o poten-
cial de sistemas CAD para melhorar a deteccado de doengas pulmonares atraves de
radiografias do térax.
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5.1 Processo de Desenvolvimento

A aplicacdo foi desenvolvida em Python usando principalmente a biblioteca
customtkinter para a aparéncia mais moderna da Interface de Usuario. Visto que o
modelo também foi desenvolvido em Python com a bilioteca Tensorflow, como detalhado
no capitulo 3, a integracdo entre a interface visual interativa e a rede responsavel pela
predicdo dos exames de RX foi relativamente simples.

Ao todo, foram criadas trés telas, incluindo um Menu Principal que contém um
breve resumo sobre a aplicacdo e a pesquisa, a tela de diagndstico, onde o usuario
carrega a imagem para ser analisada e recebe o resultado na mesma tela e, por fim,
uma tela de créditos com alguns dados sobre os responsaveis pelo projeto. Todas
tém opcdes de um modo escuro ou modo claro, como sera exemplificado na préxima
seccao.

Depois que a interface como um todo foi desenvolvida, o modelo, que foi salvo
em duas extensdes por questoes de seguranca (h5 e keras), foi implementado. Quando
se salva um modelo treinado em algum desses formatos, todos os parametros, pesos e
métricas atribuidos ao modelo na hora do seu treinamento sdo guardados e podem ser
recuperados. O modelo é carregado quando o usuario envia a primeira imagem € a
primeira vez demora cerca de 5 a 7 segundos para mostrar o resultado, mas todas as
outras iteracdes sao praticamente instantaneas.

5.2 Interfaces da Aplicacao

Nesta seccao, sera abordado com detalhes cada uma das paginas da aplicacao,
comecgando pelo menu principal, que pode ser visto na figura 15. Como dito anteri-
ormente, 0 menu contém um texto que introduz um pouco sobre a aplicacao que foi
denominada D.I.N. (Diagnéstido de Infeccées Fungicas e Neoplasia).

O menu lateral é fixo e é composto pelo titulo da aplicacao CAD, uma barra de
navegacao para acessar as paginas do programa e uma caixa de selecdo do modo
de exibicao (escuro, claro ou padrao do sistema). A pagina selecionada fica sempre a
direita, com o titulo na parte superior e o conteudo na parte central.

Para melhor visualizagao, as préximas paginas serdo mostradas apenas no
modo escuro, mas a figura 15 exemplifica o0 comportamente da aplicacdo nos dois
modos de exibicao.

A pagina de diagnéstico é a de maior interesse. E nessa pagina que o modelo
entra em acado. O design da pagina pode ser visto na figura 16. Quando nenhuma
imagem de radiografia esta sendo exibida, um template fica no centro da pagina e, logo
acima, um botédo para enviar uma imagem de RX do térax para o sistema.
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Figura 15 — Tela do Menu Principal. A esquerda, a interface no modo escuro e a direita,

B Menu
&d Diagn

H Cratins

a interface no modo claro.

nistico plasi - 8] x
] DLN. M Pri g 1
& Menu Prinzipal
o Disgnéstico Seja bern vinda ao DULN. [Diagndaticn de infecgies Fongicas & Neoplasia), uma

Teramenta de auxilio ao Magnéstics computadorizasa (CAD) eam o sbjetiva de
ajudar no diagnastico de doencas pulmananes atravas de radiografias do torax.

B Crecitas Para tal, esta sendo utilizada um maedelo de CHN criads no Python usanse a bi-
blisteca Tensorlow e reinace em uma base de dados com 709 exames de radiogra-
fia de pacientes saudavels, com Infecgbes fungicas o com necplasia pulmaonar.
Esta Interface fol projetacda para o Trabalno de Conclusie de Curso do aluno
Kala Henrigue Avelino Bomenl de Faulo do curso de Bacharelado em Ciéncla oa
Computagao ga UNESF - Faculdade da Cléncias - Campus de Baun.

D orlentadores do trabalho foram o Professor D, Assoclado Jodo Pauls Papa
& pelo Protessar Or. Marcal Koenlgkam Santos da USP.

Fonte: Elaborada pelo autor.

Figura 16 — Tela de Diagnéstico sem uma imagem carregada.
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Fonte: Elaborada pelo autor.

Apos o carregamento de uma imagem do computador do usuario, 0 exame é

exibido na parte central na area do placeholder como pode ser observado na figura 17.
Abaixo da imagem, fica a predicdo do modelo juntamente com informacdes estatisticas
que podem ser interessantes para 0 médico. Isso porqué a saida da rede neural € um
conjunto de probabilidades que aquela imagem tem de ser uma das trés classes, no
caso, saudavel, infeccao fungica e neoplasia.
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Figura 17 — Tela de Diagndstico com uma imagem carregada.
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Fonte: Elaborada pelo autor.

Na maioria dos casos, o modelo realizada a predicdo com uma alta probabilidade
da classe correta, ou seja, mantendo a /oss baixa. Mas em excessdes como ocorreu
com o exame de RX exibido na figura 18, o modelo nao realiza a predicdo com tanta
precisdo. A imagem de radiografia em questao foi anotada como infeccao fungica, mas
o modelo previu 35% de chance de ser um exame de um paciente saudavel, ou seja,
uma loss maior do que o ideal. Informagdes desse tipo podem levar o profissional da
saude a realizar uma analise mais minuciosa para realizar o diagnéstico final.

Por fim, a pagina de créditos traz algumas informacdes sobre os responsaveis
pela pesquisa. Suas ocupagdes, nomes e fotos ficam dispostos lado a lado na parte
superior da pagina como pode ser visto na figura 19.

Vale ressaltar que ao utilizar a pagina de diagndstico, mesmo que 0 usuario
V& para outras paginas, ao retornar, o exame de RX carregado juntamente com as
informacdes de predigdo ainda estardo disponiveis e s6 serdo apagadas caso o usuario
feche a aplicagao.
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Figura 18 — Tela de Diagndstico com uma imagem carregada e estatisticas que deno-
tam incerteza.
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Fonte: Elaborada pelo autor.

Figura 19 — Tela de Créditos.

Diagnéstico de Infeccdes Fungicas e Neoplasia

Créditos

ﬁ Menu Principal
&4 Diagnéstico rientador Coorientador

I% Créditos

Fonte: Elaborada pelo autor.



6 Consideracoes Finais

Neste trabalho, foi proposto um modelo de CNN com ensemble duplo para
classificar imagens de RX do térax. Combinando métodos ja estabelecidos no campo
do aprendizado de maquina e processamento de imagens, a abordagem se mostrou
promissora para lidar com o problema multiclasse apresentado, principalmente consi-
derando as limitacées do dataset para aplicacado de CNNs de aprendizado profundo.

Algumas melhorias poderiam ser realizadas no modelo proposto através de
mais testes. Dentre eles, pode-se citar pré-processamentos mais eficazes nas imagens,
como aumento de contraste e segmentacao para aprimorar a extracao de caracteristicas
relevantes para as redes, diferentes tipos de ensemble como o por voto, boosting e
concatenacéo, além de diferentes combinacdes de redes individuais para a constituicao
das redes com ensemble aplicado.

A aplicacdo CAD desenvolvida como uma extensao pratica da pesquisa mostrou
de forma eficiente como seria uma interface para inferéncia de diagndsticos de forma
automatizada para imagens de RX do térax. Seu uso poderia ser expandido para
abranger outras doengas pulmonares que se apresentam como opacidades em exames
do térax.

Trabalhos futuros podem explorar mais a fundo a proposta de aplicar ensemble
sobre uma rede que ja foi treinada com esse tipo de aprendizado. Além disso, 0
modelo pode ser testado com mais classes para que seja testada sua capacidade
de generalizacdo e técnicas de mapas de calor podem ser utilizadas para entender
quais fatores na imagem sao essencias para a tomada de decisdo do modelo, além
de auxiliar o profissional de saude a identificar areas de interesse quando a imagem é
carregada na aplicacao desenvolvida.
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