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Resumo

A busca por uma melhor compreensão das regiões do cérebro e suas funções nas ações
humanas tem sido uma tarefa árdua, porém muito útil, principalmente para aplicações da
engenharia de interface cérebro-máquina (ICM), bem como para o auxílio a diagnósticos
médicos a partir de sinais obtidos dos pacientes em avaliação. No contexto do presente
trabalho, destacam-se os trabalhos de interface cérebro-máquina (ICM) pela abrangência
no envolvimento de técnicas, métodos e ferramentas comumente estudadas nos cursos
de engenharia. Em particular, análises envolvendo técnicas de processamento de sinais
de eletroencefalograma (EEG) têm se mostrado de significativa importância para o de-
senvolvimento dessa área. Uma abordagem amplamente utilizada nesse contexto é a
ICM usando Potenciais Visuais Evocados de Estados Estacionários (SSVEP, do inglês
Steady-State Visual Evoked Potentials), que, de forma geral, são sinais caracterizados
pela resposta evocada do cérebro a estímulos visuais modulados em uma frequência espe-
cífica. Assim, este trabalho tem o objetivo de propor uma generalização do coeficiente
de correlação, conceito-base da análise de correlação canônica (CCA), técnica que tem se
mostrado robusta e eficiente no reconhecimento de padrões, especialmente no caso dos
SSVEP, e detalhar seu comportamento em função dos parâmetros relevantes para se es-
tabelecer melhores práticas de uso em aplicações de ICM, incluindo fatores fisiológicos,
técnicos e operacionais.

Palavras-chave: Análise de sinais. Interface cérebro-máquina. Eletroencefalograma.
Potenciais visuais evocados. Análise de correlação canônica.



Abstract

The search for a better understanding of the brain’s anatomy and its functions on human
actions has been a harsh yet very useful task, especially for brain-computer interface en-
gineering applications, as well as for medical diagnosis using signals from patients. In the
context of this work, brain-computer interface (BCI) applications are highlighted due to
their compreehensiveness related to techniques, methods and tools commonly studied in
engineering. In particular, analyses involving eletroencephalogram (EEG) signals proces-
sing have proven to be of great significance for developing this field of study. A widely
used approach is Steady State Visual Evoked Potentials (SSVEP) based BCI, which, in ge-
neral, are signals characterized by the brain’s evoked response to visual stimuli modulated
at a certain frequency. This work aims thus to propose a generalization of the correlation
coefficient, which entails Canonical Correlation Analysis (CCA), a technique that has
presented robustness and efficiency for pattern recognition, especially in SSVEP-based
BCIs, and describe its behavior under relevant varying parameters to stablish better use
practices in BCI applications, comprising physiological, technical and operational factors.

Keywords: Signal analysis. Brain-computer interface. Eletroencephalogram. Visual
evoked potentials. Canonical correlation analysis.
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1 INTRODUÇÃO

A busca por uma melhor compreensão das regiões do cérebro e suas funções nas ações
humanas tem sido uma tarefa árdua, porém muito útil principalmente para aplicações da
engenharia de interface cérebro-máquina, bem como para o auxílio a diagnósticos médicos
a partir de sinais obtidos dos pacientes em avaliação. Trata-se de uma área em profunda
expansão, cujas fronteiras do imaginável estão sendo ultrapassadas a cada nova publicação
de resultados de pesquisas em neurociência. No contexto do presente trabalho, destacam-
se os trabalhos de interface cérebro-máquina (ICM) pela abrangência no envolvimento de
técnicas, métodos e ferramentas comumente estudadas nos cursos de engenharia.

Os sistemas de ICM têm sido desenvolvidos principalmente com o intuito de promo-
ver capacidades de comunicação e controle para pessoas com incapacidades motoras (LA-
FLEUR et al., 2013). O progresso desse tipo de sistema depende, entre outras coisas,
de avaliações e comparações sistemáticas de sinais cerebrais, métodos de aquisição de
dados, algoritmos de processamento das informações e protocolos de operação, conforme
mostrado nas referências Goldberger et al. (2000), Schalk et al. (2004), entre outras.

De acordo com Schalk et al. (2004), muitas pessoas com restrições motoras severas
carecem de tecnologia para aumento de comunicação com o corpo. O acidente vascular
cerebral (AVC), por exemplo, é uma das maiores causas de geração de incapacidades
motoras em adultos no mundo (HATEM et al., 2016), ocupando uma posição especial
entre os diferentes tipos de danos cerebrais. Para aquelas pessoas que sobrevivem a
um AVC, mais de 80% apresentam hemiparesis do membro superior contralateral de
forma aguda, e mais de 40% de forma crônica (Cramer et al. (1997), apud Hatem et al.
(2016)). A esclerose lateral amiotrófica (ELA), por sua vez, é uma doença neural motora
progressiva que leva à completa destruição do sistema nervoso periférico, afetando de
forma relativamente menor, porém, as funções sensoriais e cognitivas Chou e Norris (1993),
apud Chaudhary, Birbaumer e Ramos-Murguialday (2016)). Não há cura ainda, e os
últimos vestígios de controle muscular normalmente são os movimentos dos olhos. Quando
há a parilisia completa, exceto pelo movimento vertical e piscar dos olhos, com preservação
de consciência e cognição, o estado do paciente é denominado locked-in; em casos ainda
mais extremos, quando não há movimento qualquer dos olhos, atribui-se o nome de estado
completely locked-in (Bauer, Gerstenbrand e Rumpl (1979), apud Chaudhary, Birbaumer
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e Ramos-Murguialday (2016)).

Devido à heterogeneidade dos sintomas vistos após os AVCs, por exemplo, um grande
arsenal de técnicas dedicadas à reabilitação da saúde das pessoas tem sido desenvolvido.
A maioria delas são baseadas em teorias de aprendizado motor que, em geral, assumem
que: (a) o reaprendizado motor é comparável ao aprendizado motor e (b) os pacientes po-
dem, de fato, aprender (HUANG; KRAKAUER, 2009). A lei fundamental de aprendizado
motor é o ‘‘treino’’, aquisição abrangente de capacidades, adaptação motora e tomada de
decisão. Fatores essenciais para a prática bem sucedida são o número de repetições, alta
intensidade, priorização sensorial, prática variável e, por último, mas não menos impor-
tante, provisão de feedback. O feedback facilita a avaliação detalhada do desempenho:
ele enfatiza o aspecto sensorial no loop senso-motor. Ao salientar essas características ao
paciente, aumenta-se seu comprometimento ativo, bem como sua motivação. Esta última
é especialmente importante, de modo que nenhuma terapia é efetiva quando há falta de
motivação para a prática (LEVIN; SVEISTRUP; SUBRAMANIAN, 2010).

Segundo Dokkum, Ward e Laffont (2015), a maioria das ferramentas de reabilitação
comum requer um nível residual de controle motor para realizar as tarefas terapêuticas
requeridas a fim de ter algo pelo qual oferecer feedback. Para pacientes com severas
incapacidades motoras (pouco ou nenhum controle de movimento), as ferramentas exis-
tentes podem não ser suficientes. Para as pessoas consideradas locked-in, os casos mais
delicados, não se pode usar tecnologias convencionais de reabilitação, pois geralmente
requerem algum tipo de medida de controle muscular. Devido a isso, ao longo das duas
últimas décadas, diversos estudos avaliaram a possibilidade de que sinais cerebrais grava-
dos a partir de eletrodos ou escalpos de eletrodos1 (técnica não invasiva), ou de dentro
do próprio cérebro (técnica invasiva), poderiam prover uma nova tecnologia de aumento
de comunicação que não necessite de controle muscular.

Neste ponto, as interfaces de cérebro-máquina (Brain-Computer Interface - BCI) pro-
metem preencher esta lacuna. Os sistemas BCI gravam e decodificam atividade cerebral
enquanto realizam ou tentam realizar tarefas motoras e/ou cognitivas. Esses sistemas
podem, portanto, ser configurados de tal forma que mapeiem os sinais cerebrais decodifi-
cados em feedback útil na tarefa realizada para ambos paciente e terapeuta. Esse feedback
pode tomar várias formas, inclusive de natureza visual, auditiva ou tátil. O sinal deco-
dificado pode ser usado mesmo para controle de dispositivos externos que executem os
movimentos pretendidos, provendo feedback proprioceptivo. Consequentemente, pode-se

1Neste caso, escalpos são dispositivos fixados à pele do crânio com o intuito de se realizar o registro
eletroencefalográfico a partir de eletrodos distribuídos ao longo das regiões cerebrais.
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considerar os sistemas BCI como uma forma de tecnologia de reabilitação que aumenta
as possibilidades terapêuticas a todos os pacientes, independentemente da severidade da
disfunção motora. Quando a função motora normal é perdida, os sistemas BCI podem
promover o recrutamento de áreas cerebrais envolvidas em uma tarefa particular, indu-
zindo a plasticidade neural — isto é, habilidade do sistema nervoso de reorganizar suas
estruturas, funções e conexões em resposta a estímulos intrínsecos ou extrínsecos (RUGE;
LIOU; HOAD, 2012) — requerida para recuperação da função.

Em particular, análises envolvendo técnicas de processamento de sinais de eletroence-
falograma (EEG) têm se mostrado de significativa importância para o desenvolvimento
dessa área. A partir delas, observa-se as principais características peculiares a esses sinais:
há, em maior ou menor grau (dependendo da atividade na qual o cérebro está engajado,
bem como da pessoa que realiza determinada tarefa), tanto um comportamento parcial-
mente não determinístico quanto componentes de frequência, ou faixas de frequência, bem
estabelecidas, denotadas por oscilações periódicas de pulsos ao longo do tempo, represen-
tativos das descargas elétricas oriundas das sinapses dos neurônios (BROGIN, 2016). A
correta aquisição e classificação dos EEG, principalmente no que concerne às frequências
desses disparos elétricos, a uma melhor compreensão da dinâmica cerebral e, também, à
possibilidade de processamento da informação contida nos sinais para eventual integração
de pacientes com capacidades motoras comprometidas com atuadores que os auxiliem em
sua reabilitação.

Uma abordagem amplamente utilizada para se efetuar a integração é a interface
cérebro-máquina com auxílio de Potenciais Visuais Evocados (Visual Evoked Potentials),
consistindo em potenciais com pequena latência que representam a resposta do cérebro
a estímulos visuais exógenos rápidos. A partir dessa abordagem, é possível fazer uso de
Potenciais Visuais Evocados de Estado Estacionário (PVEEE) (ou do inglês Steady-State
Visual Evoked Potentials, SSVEP), que, de forma geral, são sinais caracterizados pela
resposta evocada do cérebro a estímulos visuais em frequências específicas (BEVERINA
et al., 2003).

Quando a retina é excitada por um estímulo visual abrangendo a faixa de 3,5 a 75
Hz, o cérebro gera uma atividade cerebral na mesma frequência desse estímulo, ou em
seus harmônicos, isto é, frequências múltiplas da fundamental (BEVERINA et al., 2003).
Assim, empregando-se um dispositivo que permita ao usuário do sistema de interface
cérebro-máquina fixar seu olhar em um sinal visual emitido em determinadas frequên-
cias, é possível detectá-las com o auxílio de técnicas físico-matemáticas de aquisição e
processamento de sinais.
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Neste contexto apresentado, este trabalho tem o intuito de investigar a aplicação
da técnica de correlação canônica (CCA, do inglês Canonical Correlation Analysis) para
reconhecimento de frequência apresentada pelos EEG de indivíduos sob o protocolo SS-
VEP, com o objetivo de possibilitar o desenvolvimento de um sistema de interface cérebro-
máquina que permita reconhecer uma intenção de movimento de um usuário com restrição
motora. Em particular, considera-se sinais de EEG reais de indivíduos humanos, princi-
palmente da região occipital, obtidos a partir de um banco de dados de domínio público.
Os dados são relativos a um experimento utilizando 4 frequências de estímulo (5,75 Hz,
7,75 Hz, 8,75 Hz e 9,75 Hz) apresentadas visualmente e de forma simultânea na tela de
um computador (ZHANG et al., 2014). No total, 20 rodadas por frequência foram feitas,
a aquisição dos sinais se baseou em uma janela temporal de 4 segundos, a partir de 30
eletrodos (dos quais apenas 8, representativos da região occipital, estão disponíveis no
banco de dados). Mais detalhes do experimento constam na seção de resultados.

Também, o trabalho compreende uma formulação estendida do método CCA que
generaliza sua aplicação, eliminando atuais limitações mencionadas na literatura.

1.1 OBJETIVOS DO TRABALHO

O objetivo principal deste trabalho é avaliar técnicas de correlação de sinais para a
análise de eletroencefalogramas e reconhecimento da intenção do usuário integrado ao
sistema de interface cérebro-máquina. Como objetivos secundários, tem-se:

• aplicar um algoritmo de CCA (Análise de Correlação Canônica) em sinais de eletro-
encefalogramas, para identificar frequências presentes nos sinais EEG e classificá-las
corretamente de acordo com os potenciais visuais evocados;

• avaliar métricas de correlação baseadas em CCA buscando aperfeiçoar o processa-
mento dos sinais EEG;

• aplicar técnicas alternativas de classificação de parâmetros, a fim de se obter com-
parações em termos de desempenho e aplicabilidade;

• avaliar, a partir do reconhecimento da intenção do usuário, estratégias que possibi-
litem a integração de atuadores mecânicos que o auxiliem na retomada de controle
motor e autonomia.
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1.2 ORGANIZAÇÃO DO TRABALHO

A seguir, apresenta-se, de forma breve, a estrutura de organização deste texto:

• Capítulo 1: apresenta uma introdução contendo o contexto a motivação deste
trabalho, bem como seus objetivos, contribuições alcançadas e organização;

• Capítulo 2: introduz conceitos fundamentais para uma compreensão geral sobre
a anatomia básica do cérebro humano, bem como a dinâmica na qual os neurônios
operam;

• Capítulo 3: apresenta um estudo preliminar sobre os principais conceitos de proba-
bilitidade e estatística, que são base para as técnicas de reconhecimento de padrão
aplicadas neste trabalho;

• Capítulo 4: compreende as técnicas de classificação estatística utilizadas no pre-
sente trabalho, com destaque para a Análise de Correlação Canônica, primeira seção,
onde uma generalização de seu modelo é desenvolvida. Também, apresenta-se téc-
nicas de tratamento e validação de dados;

• Capítulo 5: apresenta as contribuições obtidas até o momento no que diz respeito
à maior compreensão e generalização da CCA, bem como resultados relativos a
sua acurácia no reconhecimento de padrões e comparações com os desempenhos de
outras técnicas de classificação;

• Capítulo 6: destaca as conclusões obtidas com o estudo, bem como sugestões para
trabalhos futuros.
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2 ASPECTOS FUNDAMENTAIS DA
ANATOMIA E DINÂMICA
CEREBRAL

Este capítulo aborda conceitos gerais sobre a anatomia cerebral humana, bem como
aspectos fundamentais sobre a dinâmica neural, considerados relevantes no contexto deste
trabalho.

2.1 ANATOMIA CEREBRAL

Para os estudos envolvendo interface cérebro-máquina, é necessário, a princípio, ter-
se um conhecimento básico da anatomia cerebral. A primeira e mais importante tarefa
do mapeamento das regiões cerebrais é o de sua divisão de acordo com características
anatômicas, isto é, o agrupamento sistemático de componentes neurais estruturalmente
similares e a separação daqueles estruturalmente dissimilares, podendo, assim, identificar
partes homólogas do córtex cerebral em diferentes animais, ou grupos de animais, base-
ados em sua estrutura (GAREY, 2006). Para tal, o recurso utilizado neste trabalho é o
denominado mapa citoarquitetônico de Brodmann, estabelecido em 1909 pelo neurologista
alemão Korbinian Brodmann, que define 52 regiões diferentes do córtex cerebral a partir
de suas características histológicas, conforme mostrado na Figura 1.

A Figura 2, por sua vez, apresenta as macrorregiões representativas dessas estruturas
(MACHADO, 1993). Como exemplo de algumas das principais áreas funcionais e suas
devidas localizações, a Tabela 1 apresenta os nomes de 27 das regiões mostrada no mapa
de Brodmann, bem como suas respectivas funções ou responsabilidades nas ações huma-
nas. Note em destaque as áreas 17, 18 e 19 do córtex visual, lobo occipital, que são as
predominantemente consideradas neste trabalho.
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Figura 1 – Áreas corticais das superfícies laterais e médias dos hemisférios cerebrais.

(a) Superfície lateral (b) Superfície média

Fonte: Adaptado de Singi (1996).

Figura 2 – Macrorregiões cerebrais.

Lobo occipital

Lobo parietal
Lobo frontal

Lobo temporal

Fonte: Elaborado pelo autor.
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Tabela 1 – Áreas corticais das superfícies lateral e medial do hemisfério cerebral humano
.

Áreas Áreas Funcionais Localização Função
1, 2, 3 Córtex sensitivo pri-

mário
Giro pós-central Tato

4 Córtex motor primá-
rio

Giro pré-central Controle do movi-
mento voluntário

5 Córtex sensitivo
somático terciário;
área associativa
parietal posterior

Lóbulo parietal supe-
rior

Estereognosia

6 Córtex motor suple-
mentar; campo ocu-
lar suplementar; cór-
tex pré-motor; cam-
pos oculares frontais

Giro pré-central e
córtex adjacente ros-
tral

Planejamento dos
movimentos dos
membros e oculares

7 Área associativa pa-
rietal posterior

Lóbulo parietal supe-
rior

Vísuo-motora e per-
cepção

8 Campos oculares
frontais

Giros frontal supe-
rior, médio, lobo
frontal medial

Movimentos sacádi-
cos oculares

9, 10, 11, 12 Córtex associativo
pré-frontal; campos
oculares frontais

Giros frontal supe-
rior, médio, lobo
frontal medial

Pensamento, cogni-
ção, planejamento
do movimento

17 Córtex visual primá-
rio

Margens da cisura
calcarina

Visão

18 Córtex visual secun-
dário

Giros occipitais me-
dial e lateral

Visão, profundidade

19 Córtex visual terciá-
rio, área visual tem-
poral média

Giros occipitais me-
dial e lateral

Visão, cor, movi-
mento e profundi-
dade

20 Área temporal infe-
rior visual

Giro temporal infe-
rior

Forma visual, memó-
ria

21 Área temporal infe-
rior visual

Giro temporal médio Forma visual, memó-
ria

22 Córtex auditivo de
ordem superior

Giro temporal supe-
rior

Audição, palavra,
memória auditiva e
interpretativa

23, 24, 25, 26, 27 Córtex associativo
límbico

Giro cíngulo, área
subcalosa, área re-
troesplenial e giro
para-hipocampal

Emoções

Fonte: Martin (1998).
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2.2 DINÂMICA NEURAL

Segundo Izhikevich (2007), o funcionamento dos neurônios não deve se restringir a
uma abordagem estritamente biológica ou teórica, mas, também, sob o ponto de vista de
um sistema dinâmico não-linear, que trata dos sinais de entrada baseado em sua própria di-
nâmica intrínseca. Desse modo, pode-se compreender os neurônios como excitáveis, visto
que trabalham próximo a uma transição, chamada bifurcação, desde seu estado inerte
inicial até o estado contínuo de atividade de pulsação (spiking). A Figura 3 apresenta,
de forma esquemática, a anatomia de um neurônio. Nota-se que ele pode ser caracte-
rizado, essencialmente, por três partes principais: o corpo celular (de onde partem os
dendritos), os dentritos (ramificações que se ligam a outros neurônios) e axônio (maior
porção do neurônio, partindo da extremidade esquerda, que se liga ao corpo celular, até
a extremidade direita, onde há a bifurcação para conexão com outros neurônios).

Figura 3 – Forma esquemática da anatomia de um neurônio.

Dendritos
Cone de 

Implantação

Segmento inicial 
do axônio

Bainha de
mielina

Nódulos de
Ranvier

Internódulo

Placa motora Botões
sinápticos

Fibra muscular
esquelética

Neurilema
Colateral

Célula de 
Schwann

Corpúsculos de
Nissl

Fonte: Adaptado de Machado (1993).

Ainda, de acordo com Izhikevich (2007), um neurônio típico recebe entradas de mais
de 1000 outros neurônios por meio do contato de seus dendritos, chamadas sinapses. As
entradas produzem correntes elétricas transmembranas que mudam o potencial elétrico da
membrana de um neurônio, chamados de potenciais pós-sinápticos (PSPs); quanto maior
a corrente, mais significativo é o potencial. Um grande potencial pode ser amplificado
pelos canais sensíveis à tensão elétrica integrados na membrana neural e gerar, de fato, um
potencial, ou pulso, caracterizado pela descarga elétrica abrupta e transiente da tensão
elétrica da membrana, que se propaga a outros neurônios pelo axônio. Assim, os pulsos
caracterizados podem ser considerados como os meios de comunicação entre os neurônios,
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bem como estes, por sua vez, não disparam de forma autônoma, eles o fazem devido
ao acúmulo resultante de pulsos de outros neurônios. A Figura 4 ilustra dois neurônios
interconectados, um pulso gravado in vitro, e a sinapse.

Figura 4 – Interconexão de neurônios, gravação de pulso e sinapse.

Fonte: Adaptado de Izhikevich (2007).

De forma geral, pode-se definir como limiar de descarga (firing treshold) o patamar
de bifurcação do neurônio; isto é, o limiar a partir do qual seu estado muda e este, por
fim, produz um pulso. Esses pulsos, por sua vez, comportam-se da forma ‘‘tudo ou nada’’:
há um disparo se um determinado valor de carga for atingido, não importando se este for
igual ou maior que o limiar; caso contrário, os pulsos não ocorrem, como mostra a Figura
5.

Figura 5 – Ilustração do limiar de disparo.

Disparos 
(Pulsos)

Ausência de
Disparos

Limiar de descarga

Latência

Fonte: Adaptado de Izhikevich (2007).

Esse processo de descarga é melhor ilustrado na Figura 6, e pode ser definido de acordo
com Niedermeyer e Silva (2005): ao se gravar, por exemplo, a atividade de um neurô-
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nio, sabe-se que este apresenta conexões sinápticas com outros neurônios; as estruturas
pré-sinápticas são, também, exploradas pela gravação e, se um potencial de ação percorre
ao longo das fibras dos neurônios (projeções, ou prolongamentos, axonais), um potencial
sináptico ocorre no neurônio seguinte. Se mais de um potencial percorre essa mesma fi-
bra em um pequeno intervalo de tempo, há uma soma do potencial sináptico, causando
um potencial de ação no neurônio pós-sináptico após atingir o limiar de descarga, o que
caracteriza uma despolarização da membrana neural. A permeabilidade dessa membrana
a um dado íon é controlada pelas condições elétricas e químicas do ambiente no qual esta
célula está inserida. Com a despolarização, um gradiente de potencial se desenvolve ao
longo da membrana, tanto na porção interna quanto externa do neurônio. Devido a esse
gradiente, cátions se movem através da porção extracelular em direção à região subsináp-
tica, e um fluxo dirigido inversamente ocorre na porção intracelular. Esse gradiente que
ocorre através e ao longo da membrana causa um efeito de ‘‘estrangulamento’’, fazendo
com que a descarga percorra toda a projeção axonal.

Figura 6 – Gradiente de cátions e ânions em um axônio para despolarização da membrana.

Estímulo

Axônio

Fonte: Elaborado pelo autor.

Dependendo da atividade neural na qual o neurônio está engajado, sua frequência de
pulsação varia (potencial de ação), como apresentado na Figura 7. A porção de corrente
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elétrica que flui através do espaço de fora da célula neural, isto é, espaço extracelular, é
responsável, por sua vez, pelo que se conhece como potenciais de campo. Quanto mais de
um potencial percorre o mesmo neurônio, esses potenciais são somados; ou seja, de acordo
com a sincronização e frequência de disparos, esses potenciais podem ser amplificados. O
efeito que se visualiza no eletroencefalograma inclui o conjunto do efeito de potenciais de
ação e de campo resultantes de vários neurônios em uma região cerebral de interesse, sendo,
portanto, um efeito global de todo o somatório de potenciais individuais, apresentando
menor amplitude que a dos potenciais de ação individuais, e forma próxima a de funções
senoidais (Fig. 7).

Figura 7 – Frequência de potenciais de ação e visualização de seu efeito no EEG.

t[s]

mV

-60

0

t[s]

mV

0,05

Fonte: Elaborado pelo autor.

Em relação aos pulsos dos neurônios, segundo Niedermeyer e Silva (2005) apud Siuly
(2012), a frequência com que ocorrem é um dos parâmetros mais importantes para se
avaliar anormalidades em eletroencefalogramas clínicos, bem como para entender com-
portamentos funcionais em pesquisa cognitiva. Contando com bilhões de comunidades
oscilantes de neurônios como fonte, os potenciais desses EEG são manifestados como
oscilações aperiódicas imprevisíveis com disparos de oscilações que são tipicamente cate-
gorizados em bandas, ou faixas, sucintamente descritas a seguir.

• Faixa δ: as ondas do tipo δ estão na faixa entre 0,5 a 4 Hz, tem predominância
no lobo frontal e sua forma é caracterizada como a de maior amplitude e de menor
frequência, sendo predominante em crianças, característica de estados de indivíduos
durante o sono (BRONZINO, 1999), ou mesmo em concentração interna, por exem-
plo, envolvendo tarefas como meditação, cálculo mental ou processos cognitivos
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(HARMONY, 2013); quando associada a enfermidades, pode indicar estados de de-
sordem neurológica (WORTZEL, 2008; FAUZAN; AMRAN, 2015), como desordens
do espectro do autista;

• Faixa θ: as ondas do tipo θ estão na faixa de 4 a 8 Hz, com predominância no
córtex pré-frontal, sensorial e mesmo hipocampo (UHLHAAS et al., 2008), estão
associadas com estresse emocional, frustração ou desapontamento, e por vezes ao
conteúdo inconsciente, inspiração criativa e meditação; também estão associadas
a estados de alerta (BRONZINO, 1999), codificação ou recuperação da memória
(HARMONY, 2013), ou plasticidade sináptica (UHLHAAS et al., 2008). Alterações
ou excesso de atividade nessa faixa podem indicar desordens cerebrais (LARRAIN-
VALENZUELA et al., 2017; FAUZAN; AMRAN, 2015), como desordens do espectro
do autista;

• Faixa α: as ondas do tipo α estão na faixa entre 8 a 13 Hz, aparecendo princi-
palmente nas regiões posteriores do cérebro (lobo occipital), quando o sujeito está
com os olhos fechados (BRONZINO, 1999), ou acordado, em estado de relaxamento.
Também, as ondas α são as predominantes no cérebro humano e há evidência de que
tenham uma função inibitória e de seleção/supressão de atenção (GRAIMANN; AL-
LISON; PFURTSCHELLER, 2010; KLIMESCH, 2012). Alterações na faixa α, ou
mesmo excesso em determinadas regiões do cérebro, podem indicar desordens neu-
rológicas, como desordens do espectro do autista, problemas de atenção e ansiedade
(FAUZAN; AMRAN, 2015);

• Faixa β: as ondas do tipo β estão na faixa entre 13 a 30 Hz. De amplitudes me-
nores em relação às outras faixas, as ondas do tipo β ocorrem em todas as áreas
corticais e várias estruturas subcorticais. Geralmente, são associadas ao estado
cerebral desperto, estimulado, e ativamente engajado em atividades mentais, indi-
cando uma variedade de tarefas cognitivas, envolvendo atenção e percepção; tam-
bém, essa faixa está envolvida na coordenação em larga escala da atividade neural
distribuída (UHLHAAS et al., 2008). Alterações ou atividade excessiva nessa faixa
podem indicar desordens neurológicas, como transtornos alimentares, por exemplo
(JÁUREGUI-LOBERA, 2012);

• Faixa γ: as ondas do tipo γ, presentes em todas as estruturas cerebrais (UHLHAAS
et al., 2008), encontram-se acima de 30 Hz, podendo atingir um máximo em torno
de 80 e 100 Hz, sendo associadas, normalmente, com várias funções motoras e
cognitivas, como percepção, atenção, consciência, plasticidade sináptica e controle
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motor (UHLHAAS et al., 2008). Alterações nessa faixa também indicam desordens
neurológicas: o aumento pode estar associado a sintomas de alucinações ou epilepsia,
e a diminuição, a sintomas de esquizofrenia e doença de Alzheimer (HERRMANN;
DEMIRALP, 2005).

Na Figura 8, constam ilustrações qualitativas destes tipos de ondas, com destaque
para se verificar, de forma relativa, suas faixas de frequência verificadas nos EEG.

Figura 8 – Faixas de frequência características da dinâmica neural.
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Fonte: Adaptado de Siuly (2012).

Uma vez abordados aspectos gerais sobre anatomia e dinâmica cerebral, é possível se
introduzir o conceito de interface cérebro-máquina, conforme descreve a seção 2.3.

2.3 SISTEMAS DE INTERFACE CÉREBRO-MÁQUINA

Segundo Graimann, Allison e Pfurtscheller (2010), as formas naturais de comunicação
ou controle começam a partir da intenção do indivíduo e requerem a atuação de nervos
periféricos ou músculos: essa intenção inicia um processo complexo de ativação de deter-
minadas áreas cerebrais (correspondentes à intenção envolvida) e transmissão de sinais
aos músculos por meio do sistema nervoso periférico, que, por sua vez, são convertidos
em movimento e controle, tarefas chamadas de resultado motor, ou resultado eferente. O
processo contrário, ou aferente, descreve a comunicação a partir dos receptores sensoriais
até o sistema nervoso central. Um sistema ICM é, essencialmente, um sistema artificial
que contorna o processo natural de comunicação eferente.
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Desta forma, sistemas de interface cérebro-máquina podem permitir que seres huma-
nos operem dispositivos (como computadores, cadeiras de roda e próteses, por exemplo)
sem o auxílio de músculos ou atividade neural periférica; isto é, eles decodificam a inten-
ção do usuário apenas a partir de sinais neurais (KWAK; MÜLLER; LEE, 2017). Esses
sistemas medem parâmetros específicos da atividade cerebral e os traduzem para dispo-
sitivos de controle de sinais, fato que demonstra sua adequabilidade ao propósito deste
trabalho. A Figura 9 apresenta, de forma conceitual, como a atividade cerebral é medida
em uma ICM: é feita a aquisição dos sinais cerebrais por eletrodos localizados no escalpo,
na superfície cortical, ou de dentro do cérebro; estes são pós-processados para se extrair os
parâmetros desejados (amplitudes a partir de córtex senso-motor ou frequência de pulsos
de neurônios, por exemplo) que permitam identificar a intenção do usuário; os parâme-
tros são, então, traduzidos para comandos que operam um dispositivo (como exemplos:
programas de simples processamento de palavras, cadeira de rodas, ou próteses neurais)
(SCHALK et al., 2004).

Figura 9 – Aquisição de sinal em interface cérebro-máquina.
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Fonte: Elaborado pelo autor.

Há, essencialmente, dois grupos de técnicas utilizadas nessas plataformas: invasivas e
não invasivas, bem como tipos específicos de sinais que podem ser obtidos a partir dessas
técnicas, apresentados sucintamente a seguir.

2.3.1 Técnicas não Invasivas

Interfaces cérebro-máquina não invasivas não requerem implantação cirúrgica de ele-
trodos e permitem gravações de sinais cerebrais conhecidos como eletroencefalogramas
(EEG) (GRAIMANN; ALLISON; PFURTSCHELLER, 2010), como visualizado na Fi-
gura 7, a partir de eletrodos ou uma superfície externa de um escalpo de eletrodos. Natu-
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ralmente, há vantagens e desvantagens no que tange à utilização dessa técnica.

Vantagens de Técnicas não Invasivas

Em relação às vantagens, pode-se citar (GRAIMANN; ALLISON; PFURTSCHEL-
LER, 2010):

• é um método bem estabelecido, utilizado em aplicações clínicas ou no contexto de
pesquisa há décadas;

• o equipamento usado para a aquisição do sinal é relativamente mais barato e fácil
de aplicar que aquele usado em técnicas invasivas;

• a resolução temporal (ou capacidade de detectar mudanças dentro de um intervalo
de tempo) é boa;

• o fato de não envolver cirurgia (e, consequentemente, questões éticas e financeiras
mais críticas), o que torna sua aplicação mais simples e segura.

Desvantagens de Técnicas não Invasivas

As desvantagens, por sua vez, são (GRAIMANN; ALLISON; PFURTSCHELLER,
2010):

• a resolução espacial (referente ao posicionamento dos eletrodos) e faixa de frequên-
cias para aplicação são limitados;

• o EEG é suscetível aos chamados artefatos, isto é, contaminações no sinal causadas
por outras atividades elétricas oriundas do próprio indivíduo (como movimento ou
piscar de olhos e atividade muscular, por exemplo);

• fontes eletromagnéticas externas, como as linhas de corrente elétrica, também podem
contaminar o EEG;

• embora o EEG seja de relativa fácil aplicação, o procedimento de uso do equipa-
mento e configuração pode ser incômodo: os eletrodos a serem aplicados devem ser
preparados cuidadosamente com gel condutor, que pode, inclusive, secar durante o
processo e prejudicar a aquisiçaõ de sinais.
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Devido às peculiaridades do EEG, potenciais, ou tipos de sinais, específicos podem ser
obtidos a partir dessa técnica, o que determina, inclusive, o tipo de protocolo a ser empre-
gado no sistema ICM. Nesse sentido, pode-se definir dois grupos: potenciais espontâneos
(também categorizados como de imagética motora, Motor Imagery) e potenciais evocados
(ou também chamados de potenciais relacionados a eventos, Event-Related Potentials −

ERPs):

• Potenciais espontâneos: essas respostas cerebrais não dependem de estímulo externo
(WOLPAW et al., 2002), mas da intenção ou processo imaginativo do usuário do
sistema de interface cérebro-máquina, o que pode ser considerado uma vantagem;
uma desvantagem, porém, é que a imagética motora é uma habilidade que deve
ser aprendida e necessita, portanto, de treinamento por parte do usuário (GRAI-
MANN; ALLISON; PFURTSCHELLER, 2010). Exemplo desse tipo de resposta
são os ritmos sensomotores, baseados na modulação voluntária de potenciais espec-
trais (LOPEZ et al., 2009);

• Potenciais evocados: são respostas resultantes de algum tipo de estímulo sensorial
promovido pelo sistema de interface cérebro-máquina (WOLPAW et al., 2002), o
que restringe o tipo de resultado obtenível a respostas binárias, como abordado nas
próximas seções; entretanto, sua vantagem reside no fato de que necessita pouco
ou nenhum treinamento prévio comparado à imagética motora (GRAIMANN; AL-
LISON; PFURTSCHELLER, 2010). São dinstinguíveis por suas localizações no
escalpo de eletrodos e latências, ou tempo relacionado ao evento visualizado no
EEG (GRAIMANN; ALLISON; PFURTSCHELLER, 2010). Exemplos desse tipo
de resposta são os potenciais visuais evocados e potenciais P300 (LEBEDEV; NI-
COLELIS, 2006).

A seguir, apresenta-se uma sucinta descrição para cada um dos tipos de potenciais
mencionados.

Ritmos Sensomotores

Segundo Graimann, Allison e Pfurtscheller (2010), esses potenciais podem ser obtidos
a partir de regiões específicas do córtex cerebral: se gravações de EEG são feitas sobre
áreas corticais sensomotoras primárias (correspondentes às áreas 1 a 6 no Mapa de Broad-
mann), observa-se as frequências conhecidas como ritmos µ, de 8 a 12 Hz (análogas à faixa
α, porém típicas dessas regiões), e ritmos β, de 18 a 26 Hz, estando associadas, portanto,
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a áreas corticais conectadas a respostas neuromusculares. O movimento, preparação para
o movimento, ou mesmo imaginação de movimento, é normalmente procedido por uma
diminuição desses ritmos sensomotores (dessincronização relacionada a evento, ou Event-
Related Desynchronization − ERD); após o movimento, por sua vez, ocorre a chamada
sincronização relacionada a evento (Event-Related Synchronization − ERS). Por meio da
ERD e imaginação de movimento, é possível aplicar esses potenciais para tarefas cuja
resposta é discreta ou proporcional (dentro de uma faixa possível de valores), incluindo
movimentação de membros do corpo, contração de músculos e controle de um cursor em
duas dimensões (GRAIMANN; ALLISON; PFURTSCHELLER, 2010).

Potenciais Visuais Evocados

Potenciais visuais evocados (Visual-Evoked Potentials, VEP) dependem principal-
mente das propriedades de um estímulo visual apresentado ao indivíduo, e não têm de-
monstrado variar com a intenção do usuário durante sua aplicação (GRAIMANN; ALLI-
SON; PFURTSCHELLER, 2010). O exemplo mais comum dessa categoria é chamado de
Potencial Visual Evocado em Estado Estacionário (Steady-State Visual-Evoked Potential
− SSVEP), resposta cerebral obtida a partir da fixação do olhar em um estímulo visual
modulado em frequências específicas, e será abordado em detalhes neste texto devido à
sua relevância no contexto deste trabalho. Para esse tipo de potencial, cada estímulo está
associado a um comando específico, ou tarefa possível de ser executada, de modo que ele
poderia ser útil em aplicações que envolvam atenção seletiva ou resposta binária (como
sim ou não) (GRAIMANN; ALLISON; PFURTSCHELLER, 2010): seleção de opções ou
letras na tela do computador e navegação bidimensional de um cursor ou cadeira de rodas
são alguns exemplos.

P300

Os potenciais P300 são obtidos a partir de um protocolo conhecido como oddball:
quando um estímulo visual, auditivo ou tátil que é infrequente e desejado é intercalado
com outros estímulos frequentes, é possível se visualizar um pico de voltagem evocado
aproximadamente 300 ms após o início do estímulo (GRAIMANN; ALLISON; PFURTS-
CHELLER, 2010); ou seja, a latência intrínseca a esse tipo de potencial é bem definida.
Esse potencial também implica em tarefas de atenção seletiva, e pode ser utilizado em
aplicações similares às dos potenciais visuais evocados.
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Potenciais Corticais Lentos

De acordo com Graimann, Allison e Pfurtscheller (2010), esses potenciais, por sua vez,
ocorrem entre 0,5 e 10 segundos após a apresentação de um estímulo e podem ser visua-
lizados no EEG, caracterizando-se pelo seguinte comportamento: os potenciais corticais
lentos negativos caracterizam atividades de preparação mental, enquanto os positivos, ini-
bição mental, refletindo, respectivamente, um aumento e diminuição na excitação cortical
dos neurônios. A partir de treinamento apropriado, é possível que usuários do sistema
de ICM baseado nesses potenciais controlem sua amplitude. Aplicações para esse tipo
de potenciais, assim como VEP e P300, incluem: processamento de palavras, atenção
seletiva ou tarefas de controle simples.

2.3.2 Técnicas Invasivas

O uso de interfaces cérebro-máquina invasivas envolve implantação cirúrgica de ele-
trodos − ou redes de múltiplos eletrodos, por de meio da abertura do crânio em um
processo chamado de craniotomia (GRAIMANN; ALLISON; PFURTSCHELLER, 2010)
− capazes de mensurar padrões de atividade dos neurônios, que codificam informações
comportamentais relevantes. Quando os eletrodos são dispostos na superfície do córtex,
o sinal gravado é chamado de eletrocorticograma (ECoG), procedimento que não causa
danos aos neurônios, pois os eletrodos não penetram o cérebro; quando o sinal é gravado
a partir de eletrodos que penetram, de fato, o tecido cerebral, tem-se os chamados sinais
intracorticais (GRAIMANN; ALLISON; PFURTSCHELLER, 2010).

Vantagens de Técnicas Invasivas

As vantagens para esse tipo de técnica são as seguintes (GRAIMANN; ALLISON;
PFURTSCHELLER, 2010):

• os sinais apresentam qualidade de sinal excelente, bem como melhor resolução espa-
cial e maior faixa de frequência aplicável (em comparação ao EEG);

• é menos suscetível a artefatos;

• o processo incômodo de utilização e reutilização de eletrodos visto na técnica não
invasiva é desnecessário.
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Desvantagens de Técnicas Invasivas

As desvantagens, por sua vez, são (GRAIMANN; ALLISON; PFURTSCHELLER,
2010):

• o fato de requerer implantação cirúrgica e, portanto, ser um procedimento mais
complexo e de maior risco;

• envolve, desta forma, questões éticas e financeiras que não são um problem para
aplicações não invasivas;

• eletrodos implantados cirurgicamente por muito tempo podem causar reações do
tecido cerebral, o que pode deteriorá-los;

• técnicas não invasivas podem já atender às demandas do indivíduo, dependendo de
seu propósito.

Como visto, dois são os tipos de sinais obteníveis a partir de técnicas invasivas: ele-
trocorticograma (ECoG) e sinais intracorticais. A seguir, apresenta-se os potenciais ca-
racterísticos de cada um desses sinais.

Atividade de ECoG

Devido à sua maior amplitude e resolução, bem como ao fato de estar menos suscetível
a artefatos, algumas características são evidenciadas nos eletrocorticogramas, ambos no
domínio do tempo e frequência, e não em sinais EEG, como atividade de maior definição
na faixa γ, por exemplo, de 30 a 200 Hz (GRAIMANN; ALLISON; PFURTSCHELLER,
2010). Apenas a atividade em baixa frequência γ é evidenciada no EEG, e considerando
que essa frequência está associada tanto ao movimento quanto atenção e imaginação
motora, pode-se aplicar sistemas ICM com uma resolução maior, provida pelo ECoG, e
reconhecer a atividade em frequências maiores. Possíveis aplicações para esse potencial
são: controle de cursor, direção de movimento e mesmo fala sintetizada (GRAIMANN;
ALLISON; PFURTSCHELLER, 2010).

Potenciais Locais de Campo

Como abordado neste texto, sabe-se que existem potenciais de ação, relacionados à
pulsação individual de neurônios, e potenciais de campo, originados da porção de corrente
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elétrica que flui através do espaço de fora da célula neural. Segundo Graimann, Allison
e Pfurtscheller (2010), esses potenciais são resultado da medição da atividade de neurô-
nios envolvidos sob a área do eletrodo empregado, sendo estudados tanto no domínio do
tempo quanto da frequência, e um exemplo conhecimento é o chamado Potencial Evo-
cado de Movimento (Movement-Evoked Potential, MEP), obtido a partir da gravação em
áreas motoras do córtex, antes do início do movimento. Há registros de aplicação desses
potenciais em pacientes com restrições motoras severas (como locked-in) para mover um
cursor em uma dimensão por meio da modulação de amplitude desses sinais (GRAIMANN;
ALLISON; PFURTSCHELLER, 2010).

Potenciais de Ação (ou Atividade de um Único Neurônio)

Esses sinais, por fim, são obtidos a partir da gravação da atividade de um único
neurônio utilizando microeletrodos. Nesse caso, busca-se registrar as taxas de pulsos
(disparos) de neurônios individuais (GRAIMANN; ALLISON; PFURTSCHELLER, 2010),
como visto na Figura 7. Neste caso, conhece-se aplicações desse tipo de potencial para
tarefas como: controle de posição de cursor, ou movimento em uma dimensão.

2.4 SISTEMA 10-20, 10-10 E 5-10

Independente da técnica e protocolo adotados para a aquisição dos sinais, a disposição
dos eletrodos é fundamental para se obter potenciais, de fato, representativos da região
cerebral de interesse, e com bons níveis de amplitude. Para atender esses requisitos,
posiciona-se os eletrodos de acordo com as macrorregiões do córtex cerebral e o sistema 10-
20 (resultado de estudos realizados inicialmente por H. H. Jasper (JASPER, 1958) e fruto
da necessidade de padronização do posicionamento de eletrodos em eletroencefalografia),
determinado a partir de marcações com distância de 10% e 20% de intervalo entre si
(WEBSTER, 2006), como mostra a Figura 10. Nota-se que as iniciais marcadas para
cada eletrodo correspondem à respectiva região cerebral; por exemplo: T3 corresponde ao
eletrodo 3, no lobo temporal; P4, por sua vez, corresponde ao eletrodo 4, no lobo parietal;
O1, por fim, corresponde ao eletrodo 1, no lobo occipital.
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Figura 10 – Posicionamento de eletrodos com o sistema 10-20.
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Atualmente, há variações desse sistema, como o sistema 10-10 e o sistema 10-5 (OOS-
TENVELD; PRAAMSTRA, 2001). Para clareza de entendimento e visualização dos
eletrodos de acordo com as macrorregiões cerebrais, a Figura 11 apresenta 64 eletrodos
organizados de acordo com o sistema 10-10, mostrando, entre outras, a transição de lobos
parietal e occipital, representados pela parte posterior do córtex, cujos eletrodos têm as
identificações PO ou O, que são as de maior relevância no contexto deste trabalho.

Figura 11 – Posicionamento de eletrodos de acordo com as macrorregiões do córtex cere-
bral e o sistema 10-10.
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2.5 POTENCIAIS VISUAIS EVOCADOS EM ESTADO ESTA-
CIONÁRIO

De acordo com Wang et al. (2006), Potenciais Evocados Visuais (Visual Evoked Po-
tentials) são potenciais derivados da resposta do cérebro a estímulos visuais, refletindo,
dessa forma, seu mecanismo de processamento de informação visual. Potenciais Evocados
Visuais em Estado Estacionário — cujo primeiro sistema BCI proposto foi apresentado
em 1996 (Calhoun e McMillan (1996), apud Zhu et al. (2010)) — são as respostas a es-
tímulos visuais modulados aproximadamente a uma frequência maior que 6 Hz, e podem
ser gravadas a partir de escalpos de eletrodos posicionados sobre o córtex visual, com
máxima amplitude na região occipital. Isso se deve ao fato de que, de acordo com o Mapa
Citoarquitetônico de Broadmann (GAREY, 2006), essa região representa o córtex visual,
cujas funções incluem visão, cor, movimento e profundidade. A Figura 12 representa a
sequência completa do protocolo SSVEP: após o estímulo aos olhos do usuário (A), a
sincronização da frequência de pulsos dos neurônios em relação àquela modulada pelo
estímulo ocorre; a aquisição (B) e consequente transformação do sinal para o domínio da
frequência (C) − via Densidade Espectral de Potência (do inglês, Power Spectral Density
- PSD), por exemplo − revela qual componente de frequência escolhida para o estímulo.

Figura 12 – Protocolo SSVEP.

PSD

f [H ] t [s]

EEG(t)

A 1

A 2

A 3

(B)

)

Fonte: Adaptado de Chumerin et al. (2012).

A princípio, os alvos indicados acima podem ser qualquer fonte de luz capaz de ser
modulada em uma frequência específica, como um LED ou estímulo oscilante na tela do
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computador; ademais, esses alvos não necessariamente devem ser aplicados simultanea-
mente, mas sim dependendo do número de graus de liberdade que se deseja e seja possível.
Desta forma, a intenção do usuário é conhecida a partir do momento em que este fixa
seu olhar sobre uma das frequências de estímulo. Por exemplo: ao olhar para um alvo
modulado em 10 Hz, após o reconhecimento do padrão, realiza-se a ação A a partir de
um atuador; ao olhar para um alvo modulado em 11 Hz, realiza-se a ação B; ao se fixar o
olhar no alvo modulado em 12 Hz, realiza-se a ação C; ao olhar para o alvo de 13 Hz, por
fim, realiza-se a ação D. A Figura 13 ilustra 4 estímulos para o protocolo SSVEP, podendo
ser aplicáveis na tela de um computador, cada qual representado por um formato distinto,
indicando as ações possíveis de serem executadas. Nota-se que, neste protocolo, o que se
entende por ‘‘intenção do usuário’’ não é um reflexo espontâneo de seu pensamento ou
processo imaginativo (isto é, não está na categoria de imagética motora), mas sim a pos-
sibilidade de escolha de uma ação, por parte de pessoas com limitações motoras severas
(como tetraplegia ou ELA, por exemplo), dentre as ações possíveis de serem realizadas
pelo sistema BCI.

Figura 13 – Exemplo de estímulos para o protocolo SSVEP.

A

C D

B

Fonte: Elaborado pelo autor.

Para fins de exemplo e maior clareza de entendimento quanto ao protocolo em questão,
as Figuras 14 a 18 são apresentadas; estas ilustram a diferença, no domínio do tempo e da
frequêcia, dos sinais adquiridos de um paciente sob a simples atividade de estar com os
olhos abertos (isto é, sem estímulo visual específico), obtido a partir de um banco de dados
online de domínio público (SCHALK et al., 2004), e outro sob estímulos visuais distintos,
modulados em 5,75 Hz, 7,75 Hz, 8,75 Hz, e, em seguida, 9,75 Hz, respectivamente, obtido
de outro banco de dados de domínio público (ZHANG et al., 2014) — neste caso, pode-se
representar cada uma dessas frequências correspondentes às ações A, B, C e D, o que
totaliza 4 graus de liberdade.

O fato de não se utilizar valores nominais de 6 Hz, 8 Hz, 9 Hz e 10 Hz se deve, essencial-
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mente, dada a natureza não-linear da dinâmica cerebral, ao desejo de evitar superposição
de harmônicos causada pelos estímulos, o que certamente aumenta a probabilidade de
identificação incorreta. Também, devido a restrições de cunho fisiológico, comentadas ao
longo deste texto, é necessário manter o maior número possível de opções para seleção
de frequência; por isso a opção dos autores em utilizar frequências próximas uma à outra.
Todos os sinais são referentes à região occipital, como visto na Figura 11. Percebe-se
que os sinais obtidos com protocolo SSVEP apresentam uma componente bem definida
(e, embora não seja possível se visualizar em todos os casos, há componentes harmônicas
também, evidenciando o comportamento não-linear da dinâmica cerebral), o que demons-
tra que é possível, de fato, conseguir um sinal modulado a uma frequência específica de
forma induzida em um curto período de tempo. Esse fato é importante, especialmente
quando se considera a possibilidade de integração com atuadores mecânicos, de modo que
quanto mais precisa e rápida é a resposta, maior autonomia do usuário.

Figura 14 – Paciente com olhos abertos sem estímulo visual específico.

μ

(a) Domínio do tempo

μ

(b) Domínio da frequência

Fonte: Elaborado pelo autor.

Figura 15 – Paciente sob estímulo visual modulado em 5,75 Hz.

μ

(a) Domínio do tempo

μ

(b) Domínio da frequência

Fonte: Elaborado pelo autor.
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Figura 16 – Paciente sob estímulo visual modulado em 7,75 Hz.
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(a) Domínio do tempo

μ

(b) Domínio da frequência

Fonte: Elaborado pelo autor.

Figura 17 – Paciente sob estímulo visual modulado em 8,75 Hz.
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(a) Domínio do tempo

μ

(b) Domínio da frequência

Fonte: Elaborado pelo autor.

Figura 18 – Paciente sob estímulo visual modulado em 9,75 Hz.
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(a) Domínio do tempo

μ

(b) Domínio da frequência

Fonte: Elaborado pelo autor.
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2.5.1 Adequabilidade do Protocolo SSVEP

Dentre outros possíveis protocolos, como já abordado, há razões pelas quais se optar
pelo SSVEP no contexto deste trabalho, explicadas brevemente a seguir:

1. é um protocolo que utiliza uma técnica não invasiva e, portanto, pode ser aplicado
de forma mais segura (não envolvendo questões financeiras e éticas mais profundas),
relativamente simples e rápida;

2. os sistemas BCI baseados em SSVEP abrangem uma faixa em frequência limitada,
que corresponde a do estímulo efetuado. É possível, portanto, estabelecer uma
relação bem definida entre sinal de entrada e sinal esperado de saída, o que facilita
o reconhecimento;

3. como abordado anteriormente, em comparação aos potenciais espontâneos, esse pro-
tocolo carece de pouco ou nenhum treinamento;

4. o reconhecimento dos potenciais SSVEP tem apresentado altas porcentagens de
acerto usando diferentes técnicas (LIN et al., 2006; BIN et al., 2009; KALUNGA
et al., 2013; ZHANG et al., 2014; NAKANISHI et al., 2015; SAGAHÓN-AZÚA;
TOVAR-CORONA; ZÚNIGA-VALLADARES, 2017; ZHANG et al., 2018);

5. tem demonstrado desempenho confiável em termos de exatidão e resposta no tempo
(mesmo com um número reduzido de eletrodos) a uma taxa relativamente alta de
transferência de informação (KWAK; MÜLLER; LEE, 2017);

6. apesar de estar mais sujeito a artefatos devido à utilização de EEG, o reconheci-
mento desses potenciais tem mostrado bom desempenho mesmo durante a execução
do protocolo sob determinadas perturbações, como falar, pensar e ouvir (İŞCAN;
NIKULIN, 2018);

7. dado que o resultado obtido a partir do reconhecimento de padrões neste protocolo é
binário, ele é interessante para se testar a acurácia e robustez da técnica empregada
em termos de acertos e classificações incorretas, fato especialmente útil no contexto
deste trabalho, onde diferentes técnicas são aplicadas para fins comparativos;

8. também no referente a tarefas de resposta binária, as possibilidades de aplicação
deste protocolo, embora mais simples, são maiores que aquelas envolvendo ritmos
sensomotores ou potenciais que necessitem de técnicas invasivas, por exemplo.
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Uma vez compreendido o conceito do protocolo SSVEP, apresenta-se, a seguir, uma
seção contendo o estado da arte com algumas das principais informações no que tange à
seleção de frequências neste protocolo.

2.6 ESTADO DA ARTE

Conforme apresentado na seção anterior, apesar dos sistemas BCI baseados em SS-
VEP serem relativamente recentes, já produziram diversos trabalhos e contribuições ao
conhecimento. A fim de se ter uma melhor visão sobre o assunto, bem como as princi-
pais características e limitações desse protocolo, esta seção inclui uma breve revisão da
literatura. Como o principal objetivo deste trabalho relaciona-se à correta identificação
de frequências de estímulo, o foco se dá na seleção e modulação de frequências, levando
em conta aspectos fisiológicos, técnicos e operacionais.

De acordo com Volosyak, Cecotti e Gräser (2009), a resposta SSVEP a estímulos
visuais oscilantes de frequência f0 é bem modelada como a superposição de n senoides
de frequências f0, 2f0,...,nf0, isto é, a frequência fundamental e suas harmônicas, bem
como recomenda-se considerar n = 3 devido à obtenção de uma acurácia de classificação
significativamente maior quando comparada a n = 1 ou n = 2, baseado em um estudo sobre
o impacto de se incorporar oscilações harmônicas evocadas visualmente na classificação
(MÜLLER-PUTZ et al., 2005). Também, é possível se obter uma resposta na faixa de
1 − 100 Hz, com picos de ressonância em 10, 20, 40 e 80 Hz (Herrmann (2001), apud
Volosyak, Cecotti e Gräser (2009)).

Zhu et al. (2010), por sua vez, afirmam que as frequências escolhidas não devem ser
sub-harmônicas ou harmônicas uma da outra, bem como estas podem ser divididas em
três faixas nas aplicações em SSVEP: baixa (1−12 Hz), média (12−30 Hz) e alta (30−60
Hz), observando-se maiores amplitudes próximas a 10 Hz, seguida por 16−18 Hz, e a me-
nor amplitude visualizada na faixa de alta. Ainda, recomendam atenção para efeitos em
outras faixas específicas: entre 8 − 13 Hz, faixa alpha, pode ocorrer considerável número
de falsos positivos; entre 5 − 25 Hz, avaliações subjetivas constataram maior perturbação
e fadiga visual; o efeito dos estímulos pode acarretar crises epiléticas, especialmente en-
tre 15 − 25 Hz (Fisher et al. (2005), apud Zhu et al. (2010)). Dessa forma, embora as
maiores amplitudes estejam em baixas frequências, pode-se tentar contornar as restrições
citadas aplicando-se maiores frequências de estímulo; aliás, mesmo apresentando menor
amplitude, nessas faixas há, também, menor atividade cerebral em comparação às outras
(Wang et al. (2006), apud Zhu et al. (2010)). O mesmo trabalho relata que as cores, o
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tamanho e intensidade do estímulo, bem como a manutenção do foco ou distração do
usuário, influenciam na intensidade de resposta do SSVEP. Por fim, com o intuito de
aumentar as opções de escolha de frequências, pode-se modular um único estímulo em
duas frequências (frequências duais).

Segundo Pastor et al. (2003), apud Stawicki, Gembler e Volosyak (2015), as melhores
respostas SSVEP são obtidas na faixa de 5 − 20 Hz, com máxima amplitude em 15 Hz.
Também, a máxima diferença em frequência confiável detectada é de 0,1 Hz (Chen et al.
(2014), apud Stawicki, Gembler e Volosyak (2015)). Ainda, a fim de se obter uma resposta
mais precisa, deve-se evitar frequências mútuas de estímulos, e cada par ou trio destas
deve respeitar às seguintes restrições (STAWICKI; GEMBLER; VOLOSYAK, 2015):

fi ≠
[fj + fk]

2 fi ≠ 2fj − fk fi ≠ 2fk − fj (1)

onde i, j e k correspondem aos índices de uma sequência de frequências a serem empre-
gadas. Finalmente, a seleção da frequência deve ser tal que (Sugiarto, Allison e Gräser
(2009), apud Xie et al. (2016)):

falvo <
R

2 (2)

onde R é a taxa de atualização da imagem na tela do computador, caso se utilize um
para a realização de testes. Essa restrição se deve ao fato de se respeitar o critério de
Nyquist-Shannon (SHANNON, 1949) e, desta forma, evitar o efeito de subamostragem
(aliasing). No que tange à CCA, principal técnica de estudo neste trabalho, justifica-se
sua utilização devido a uma série de fatores que, juntos, colaboram para uma identificação
simples e precisa; a saber:

1. A CCA tem apresentado robustez e eficiência no reconhecimento de frequências-alvo
em protocolo SSVEP, principalmente em contraste com técnicas de identificação
tradicionais, como a Análise de Densidade Espectral de Potência (PSDA) (NAKA-
NISHI et al., 2015; LIN et al., 2006);

2. Essa técnica processa o EEG diretamente no domínio do tempo (SAGAHÓN-AZÚA;
TOVAR-CORONA; ZÚNIGA-VALLADARES, 2017), reduzindo a quantidade de
etapas de comparação de sinais e, consequentemente, promovendo uma identificação
rápida;

3. Pode melhorar significativamente a relação ruído-sinal (SNR) de sinais SSVEP (Bin
et al. (2009), apud Nakanishi et al. (2015)), de modo a obter bom desempenho na
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presença de ruído, especialmente com o aumento de número de eletrodos emprega-
dos;

4. Considerando janelas temporais curtas (1−4s), obteve um reconhecimento razoável
(∼ 50 − 80% de acerto) (ZHANG et al., 2014);

5. Tem apresentado desempenho superior em relação a outras técnicas, como Análise
de Discriminante Linear, Análise de Componentes Principais e Máquina de Veto-
res de Suporte, por exemplo (SAGAHÓN-AZÚA; TOVAR-CORONA; ZÚNIGA-
VALLADARES, 2017; KALUNGA et al., 2013);

6. Ao utilizar-se a forma clássica da CCA, não é necessário realizar qualquer tipo de
treinamento pelo usuário;

7. Seu conceito é simples e de fácil implementação computacional.

Não obstante, há aparentes restrições ou uma necessidade de preencher algumas la-
cunas: a abordagem clássica da CCA, mostrada em detalhes mais adiante, sempre consi-
dera o mesmo valor para ambas as taxas de amostragem do conjunto artificial de sinais
de comparação e os sinais de entrada, como visto em Lin et al. (2006), Zhang et al.
(2014), Nakanishi et al. (2015), Kwak, Müller e Lee (2017). Também, diversos estudos
— Lin et al. (2006), Bin et al. (2009), Li et al. (2011), Kalunga et al. (2013), SagahÓn-
AzÚa, Tovar-Corona e ZÚniga-Valladares (2017) — focam na obtenção de porcentagens
de acerto cada vez melhores, ou na comparação entre CCA e outras técnicas, não anali-
sando individualmente como cada parâmetro do sistema influencia no resultado final de
correlação. Finalmente, alguns estudos abordam o impacto da adição de harmônicos ao
conjunto artificial de sinais na porcentagem de acerto para a CCA e suas variações (BIN
et al., 2009; ZHANG et al., 2014), ou o impacto de se incorporar oscilações harmônicas
evocadas visualmente (MÜLLER-PUTZ et al., 2005), como visto anteriormente, porém
não mencionam detalhes de outros parâmetros.

Como evidenciado nas referências citadas, não obstante pequenas divergências quanto
às frequências que apresentam maior amplitude, há um certo consenso sobre suas faixas
de ocorrência. Todas as recomendações e restrições, por sua vez, devem-se, em geral, a
fatores fisiológicos — uma vez que o sistema em questão é biológico, não apenas físico
— e, portanto, não são facilmente contornáveis. Embora significativo conhecimento es-
teja disponível para o emprego dessa técnica, constata-se na literatura algumas lacunas
de entedimento, especialmente para se definir uma forma mais geral de seu uso, o que
implica em maior flexibilidade para aplicação prática, bem como correta identificação da
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frequência-alvo que, em particular para a formulação atualmente conhecida, pode não ser
adequadamente calculada em algumas condições discutidas neste texto.

Quanto à análise de correlação canônica, por fim, pretende-se, a partir de um estudo
detalhado e variando-se diversos fatores de influência no reconhecimento (como frequência
do sinal de entrada e dos sinais do banco artificial, número de harmônicos considerados,
número de períodos, entre outros), generalizar seu comportamento, adquirindo, assim,
uma base sólida de conhecimento capaz de auxiliar, também, na otimização do processo
envolvendo protocolo SSVEP, bem como demonstrar que o banco de sinais artificiais
não necessariamente precisa ser construído com a mesma frequência de amostragem dos
sinais de entrada. Assim, entende-se que esse estudo é, também, útil para uma seleção
de frequências mais criteriosa para uma melhor compreensão e flexibilização da CCA
para fins práticos, inclusive para aplicá-la a outros problemas de engenharia envolvendo
reconhecimento de padrões, principalmente aqueles cujos equipamentos não conseguem
atingir frequências de amostragem suficientemente altas.

Para a correta aplicação dessa técnica (bem como comparação com outras), é neces-
sário, previamente, um estudo sobre os conceitos básicos de probabilidade e estatística,
apresentado no capítulo a seguir.
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3 CONCEITOS BÁSICOS DE
PROBABILIDADE E ESTATÍSTICA

Embora as respostas dos SSVEP apresentem espectros relativamente estáveis ao longo
do tempo, como observado nas Figuras 15 a 18, elas tendem a ser contaminadas por outras
atividades cerebrais, ou mesmo ruídos do ambiente. Um algoritmo eficaz que reconheça
as frequências dos SSVEP com uma alta precisão em um curso período de tempo é, pois,
de extrema importância para o desenvolvimento de um sistema BCI baseado em SSVEP
e de alto desempenho (ZHANG et al., 2014).

Segundo Lin et al. (2006), o método mais amplamente empregado para esse fim é a
análise por Densidade Espectral de Frequência (PSD), que pode ser estimada a partir do
sinal EEG do usuário para uma janela de tempo e, consequentemente, ter seu pico de
amplitude detectado. A frequência correspondente a esse pico é tida como a frequência
de estímulo visual. O periodograma é um método de estimativa de potência espectral não
paramétrico que pode ser calculado diretamente pela Transformada Discreta de Fourier
(MARPLE, 1987). Portanto, a Transformada Rápida de Fourier (do inglês Fast Fourier
Transform) pode ser utilizada nesse cálculo, tendo um custo computacional relativamente
baixo.

Comparado aos métodos de estimativa de potência espectral, o periodograma não ne-
cessita de uma etapa anterior de seleção de ordem e pode ser facilmente implementado.
Além disso, quando os dados estão contaminados por ruído, a abordagem do periodograma
tem se mostrado mais robusta do que os métodos de estimativa paramétricos (MANO-
LAKIS; INGLE; KOGON, 2000). Embora a análise baseada em Densidade Espectral de
Potência utilizando FFT possa gerar bons resultados, ela tem suas desvantagens, como
a possibilidade de ser sensível ao ruído se o sinal a ser analisado for de um único canal
(ou de uma montagem bipolar). O processamento de sinais em conjunto, como visto para
técnicas como a CCA, usando a informação de covariância dos canais, pode melhorar a
relação entre sinal e ruído, o que justifica a melhora nos resultados obtidos em relação a
uma abordagem empregando-se apenas FFT (LIN et al., 2006).

Desta forma, a análise de sinais no domínio da frequência utilizando a FFT ou PSD
pode ser empregada como estratégia alternativa. Assim, as técnicas principais, por sua
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vez, de forma geral, são fundamentadas a partir de conceitos de probabilidade e estatística.
Neste contexto, este capítulo aborda os conceitos básicos que devem ser compreendidos
previamente à introdução dessas técnicas.

3.1 ESPAÇO AMOSTRAL E AXIOMAS DE PROBABILIDADE

Espaço amostral de eventos se refere, no caso de um experimento, ao conjunto de
todos os seus resultados possíveis; esses eventos são mapeados numericamente a valores
reais, chamados de variável aleatória (SHIAVI, 2006). O lançamento de um dado, por
exemplo, tem como espaço amostral os números inteiros de 1 a 6. Na engenharia, por sua
vez, um sistema que vibra, ou ao qual tem uma frequência de eventos relacionada, resulta
em um sinal que pode ser tratado como uma variável aleatória, seja ele determinístico
— isto é, pode ser descrito matematicamente, como senos e cossenos, por exemplo —
ou não determinístico — não pode ser modelado da mesma forma e deve, portanto, ser
tratados a partir de suas propriedades estatísticas. Os sinais das Figuras 14 a 18 são
exemplos de sinais não determinísticos: embora haja componentes de frequência bem
definidas para os sinais das Figuras 15 a 18, o valor preciso do resultado em amplitude
(mV) escolhido em um instante de tempo qualquer não pode ser predito. Uma comparação
desses comportamentos é apresentada na Figura 19, onde o sinal determinístico é dado
pela seguinte equação: x(t) = 10sen(2πft), sendo f = 10 Hz, definida arbitrariamente
para exemplificar.

Figura 19 – Exemplo de sinais determinístico e não determinístico.

μ

t [s]

(a) Sinal determinístico

μ

t [s]

(b) Sinal não determinístico

Fonte: Elaborado pelo autor.

De acordo com (SHIAVI, 2006), todos os valores em um espaço amostral (ou amostras
contidas em um sinal) estão associados a probabilidades de ocorrência: em um espaço
amostral S, a cada valor de qualquer conjunto A, por exemplo, seja ele contínuo ou
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discreto, está associada uma probabilidade P [A]. Esses valores, por sua vez, devem
obedecer a axiomas de probabiliade; a saber:

1. 0 ≤ P [A] ≤ 1;

2. P [S] = 1;

3. P [A ∪B] = P [A] + P [B], se os conjuntos A e B são mutuamente exclusivos;

4. o conjunto nulo contém nenhum dos valores no espaço amostral, e tem probabilidade
zero.

Em relação à frequência de ocorrência desses valores no espaço amostral, pode-se
descrevê-la a partir de duas funções complementares: função densidade de probabilidade
(FDP) e função de distribuição cumulativa (FDC) (ou simplesmente de distribuição de
probabilidade). Esses conceitos são abordados com detalhes na próxima seção.

3.2 FUNÇÕES DE DENSIDADE E DISTRIBUIÇÃO DE PRO-
BABILIDADE

Funções densidade de probabilidade (FDP) são obtidas, essencialmente, a partir da
quantidade de amostras, em um espaço amostral, contidas em determinada faixa de va-
lores. A função de distribuição cumulativa (FDC) (integral da PDF), por sua vez, pode
ser interpretada como a atribuição, de fato, de valores de probabilidade para as faixas
em questão. Tomando novamente a função seno (sinal determinístico) como exemplo,
se desejar-se calcular, genericamente, a proporção de tempo dt, em um intervalo T , que
o sinal passa entre dois níveis de amplitude x e x + dx, obtém-se a seguinte equação
(NEWLAND, 1993):

P [x ≤ x(t0) ≤ x + dx] =
2dt
T

=
dx

π
√
x2

0 − x
2

(3)

onde x0 é a amplitude do seno, e x os demais valores. A função densidade de probabilidade
de primeira ordem2 p(x) é, portanto, definida como:

p(x) =
1

π
√
x2

0 − x
2
, −x0 ≤ x ≤ x0 (4)

2O termo primeiro ordem implica em apenas uma variável aleatória; funções de probabilidade de
segunda ordem são, também, abordadas neste texto.



54

Graficamente, essa relação é mostrada na Figura 20. Nota-se que, devido ao comporta-
mento oscilatório (de amplitude considerável), espera-se que exista maior chance de se
escolher uma amostra nos picos ou vales em comparação ao centro da senoide, represen-
tada pela média m. Entretanto, ao diminuir-se progressivamente a amplitude do seno,
todos os valores têm a mesma probabilidade de serem escolhidos (Figura 21) — a oscila-
ção em torno do eixo das abscissas é menor e, portanto, concentra maior quantidade de
amostras.

Figura 20 – Senoide com alta amplitude e sua respectiva PDF.

Fonte: Adaptado de Newland (1993).

Figura 21 – Senoide com baixa amplitude e sua respectiva PDF.

Fonte: Elaborado pelo autor.

Tomando como exemplo um sinal não determinístico, não se pode obter uma expressão
analítica, mas, sim, uma aproximação para a fração de tempo que x(t) passa pelos níveis
x e x + dx, apresentada pela equação 5 (NEWLAND, 1993). A Figura 22, por sua vez,
mostra um sinal não determinístico cuja relação para a PDF deve ser, necessariamente, a
equação 5.

p(x)dx =
(dt1 + dt2 + ... + dtn)

T
=
∑dt

T
(5)
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Figura 22 – Sinal determinístico para obtenção da PDF discreta.

Fonte: Adaptado de Newland (1993).

Há diversos tipos de funções de densidade e distribuição de probabilidade, porém
sempre as propriedades de ambas também satisfazem aos axiomas de probabilidade; desta
forma, para a FDC de uma variável aleatória x, seja ela discreta ou contínua, tem-se que
(SHIAVI, 2006):

1. P [x ≤ α] = Fx(α) é a probabilidade de x ser menor ou igual a α;

2. 0 ≤ Fx(α) ≤ 1,−∞ ≤ α ≤∞;

3. Fx(−∞) = 0, Fx(∞) = 1;

4. Fx(α) é não decrescente com α;

5. P [α1 ≤ x ≤ α2] = Fx(α1) − Fx(α2)

A FDP fx da mesma variável aleatória x, contínua, é a derivada da FDC, e suas
propriedades são:

1. fx(α) ≥ 0,−∞ ≤ α ≤∞;

2. ∫
∞

−∞
fx(u)du = 1;

3. Fx(α) = ∫
α

−∞
fx(u)du;

4. P [α1 ≤ x ≤ α2] = ∫
α2
α1
fx(u)du.

Para variáveis aleatórias discretas, a FDC é descontínua: fx(α) = P [x = α]. A FDP
para esse caso não é abordada em detalhes nesta seção; entretanto, para casos reais de
sinais discretos, utiliza-se a relação 5. A seguir, exemplos conhecidos desses tipos de
funções são apresentados.
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Probabilidade Uniforme

Essa função descreve valores cuja probabilidade de ocorrência dentro de uma faixa
finita é igual, como visto para o seno da Figura 21. As expressões representativas de seu
comportamento são dadas pela equações 6 e 7. As curvas para suas FDP (acima) e FDC
(abaixo), por sua vez, são mostradas na Figura 23

fx(α) =

⎧⎪⎪⎪
⎨
⎪⎪⎪⎩

1
b−a , a ≤ α ≤ b

0, caso contrário
(6)

Fx(α) =
x

b − a
(7)

Figura 23 – FDP e FDC uniformes.

Fonte: Adaptado de Shiavi (2006).

Probabilidade Exponencial

Essa função tem um faixa semi-infinita de valores com a função densidade de proba-
bilidade, e é comumente utilizada para descrever falhas em equipamentos, por exemplo
(SHIAVI, 2006). As expressões que a representam são dadas pelas equações 8 e 9. As
curvas para suaa FDP (acima) e FDC (abaixo) são mostradas na Figura 24.

fx(α) =

⎧⎪⎪⎪
⎨
⎪⎪⎪⎩

1
be

−(α−a)/b, a ≤ α ≤∞

0, α < a
(8)
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Fx(α) = 1 − e−(x−a)/b (9)

Figura 24 – FDP e FDC exponenciais.

Fonte: Adaptado de Shiavi (2006).

Probabilidade Normal (Gaussiana)

Essa função, por sua vez, amplamente utilizada, é representativa de muitas vibrações
aleatórias naturais (NEWLAND, 1993), tais como ruído aleatório ou variações biológicas
(SHIAVI, 2006), tendo o conhecido formato de sino. As equações que descrevem seu
comportamento são:

fx(α) =
1

√
2πσ

e−
(x−µ)2

2σ2 , −∞ ≤ α ≤∞ (10)

Fx(α) =
1
2[1 + erf(x − µ

σ
√

2
)] (11)

onde os parâmetros m e σ são momentos estatísticos conhecidos como média e desvio
padrão, e serão abordados na próxima seção. O operador erf, por sua vez, é chamado de
função erro. As curvas para a as FDP (acima) e FDC (abaixo) de probabilidade gaussiana
são mostradas na Figura 25.
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Figura 25 – FDP e FDC gaussianas.

Fonte: Adaptado de Shiavi (2006).

3.3 MOMENTOS DE VARIÁVEIS ALEATÓRIAS

Os momentos não apenas são propriedades estatísticas úteis, mas também, em muitas
situações, são as únicas informações disponíveis; eles podem assumir diferentes formas,
porém usualmente trata-se de um polinômio (SHIAVI, 2006). O operador que define esse
tipo de cálculo é denominado expectativa, e é dado em função do momento g(x) de uma
variável aleatória x qualquer, da seguinte forma:

E[g(x)] = ∫
∞

−∞
g(x)f(x)dx (12)

Neste caso, considerando f(x) como a FDP p(x) e relembrando que esta pode ser dada
em função do tempo (equação 5), tem-se o operador expectativa em termos de t:

E[x] =
1
T ∫

T

0
x(t)dt (13)

Baseado nesse contexto, pode-se definir alguns conceitos aumentando-se a ordem do
polinômio, como o de média, dada da seguinte forma:

E[x] = µ1 = ∫
∞

−∞
xf(x)dx =

1
T ∫

T

0
x(t)dt (14)

ou média quadrática,

E[x2] = µ2 = ∫
∞

−∞
x2f(x)dx =

1
T ∫

T

0
x(t)2dt (15)

Essas expressões estão diretamente relacionadas a qual valor se espera obter, na média,
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para determinada variável aleatória em um período T , por exemplo. Da mesma forma, é
possível definir momentos centrais, isto é, momentos sobre a média, da seguinte forma:
g(x) = (x−µ)k (SHIAVI, 2006). Os mais conhecidos são aqueles para k = 2, k = 3 e k = 4,
denominados variância, assimetria e curtose, cujas equações são, respectivamente:

E[(x − µ)2] = σ2 = ∫
∞

−∞
(x − µ)2f(x)dx =

1
T ∫

T

0
(x(t) − µ)2dt (16)

E[(x − µ)3] = σ3 = ∫
∞

−∞
(x − µ)3f(x)dx =

1
T ∫

T

0
(x(t) − µ)3dt (17)

E[(x − µ)4] = σ4 = ∫
∞

−∞
(x − µ)4f(x)dx =

1
T ∫

T

0
(x(t) − µ)4dt (18)

A interpretação gráfica dessas equações pode ser vista na Figura 26. Nota-se que a
variância representa o quão dispersos os valores estão em relação à média, isto é, o quanto
eles se espalham, deixando de se concentrar em torno do valor central. Conhecido como
desvio padrão, por sua vez, σ =

√
σ2 mapeia numericamente essa dispersão em faixas de

valores, como visto na Figura 25. A assimetria, por sua vez, representa a distorção da
curva de densidade de probabilidade em relação a uma posição original conhecida. A
curtose, por fim, relaciona-se com o quão afunilado é o topo de uma função de densidade
de probabilidade em relação ao valor central (KOTZ; SEIER, 2007).

Figura 26 – Influência da variância, assimetria e curtose em uma PDF.

Fonte: Adaptado de Shiavi (2006).
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Todos os momentos estatísticos podem ser normalizados, de modo a representarem a
porcentagem do efeito que causam em suas devidas FDPs (KIM; WHITE, 2004):

E

⎡
⎢
⎢
⎢
⎢
⎣

⎛

⎝

x − µ

σ

⎞

⎠

n⎤
⎥
⎥
⎥
⎥
⎦

=
µn

σn
(19)

É possível, ainda, extrair outra relação importante que auxilia na compreensão do conceito
de variância, de alta relevância neste trabalho. O operador esperança é linear; desta forma,
expandindo a equação 16, tem-se:

E[(x − µ)2] = E[(x − µ)(x − µ)] = E[x2 − 2xµ + µ2] = E[x2] − 2E[x]E[x] +E[x]2

σ2 = E[x2] −E[x] = µ2 − µ1 (20)

ou seja, a variância é, em última instância, a dispersão de magnitude de uma variável
aleatória em relação à média central. Uma vez compreendidos os conceitos inerentes a
variáveis aleatórias de primeira ordem, pode-se passar às variáveis aleatórias de segunda
ordem, conceito fundamental para a análise, comparação e, consequentemente, extração
de informações sobre duas séries de dados, ou sinais.

3.4 PROBABILIDADE CONJUNTA

A fim de se descrever as relações de dependência entre duas variáveis aleatórias (ou
relações de probabilidade de segunda ordem), valores de duas variáveis de um mesmo (ou
diferente) conjunto são comparados, obtendo-se, assim, um espaço amostral bidimensional
(SHIAVI, 2006). Por exemplo: ao considerar um processo x(t), ou dois processos distintos
x(t) e y(t), nos instantes de tempo t1 e t2, as probabilidades são dadas como:

P [x(t1) ≤ α1, x(t2) ≤ α2] & P [x(t1) ≤ α1, y(t2) ≤ β2] (21)

No que concerne às funções de distribuição e densidade de probabilidade (neste caso,
chamada de conjuntas, ou bivariadas), tem-se, respectivamente:

Fxy(α,β) = P [x ≤ α, y ≤ β] (22)

fxy(α,β) = ∫
β

−∞
∫

α

−∞
fxy(u, v)dudv (23)
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Logicamente, ambas equações respeitam os axiomas da probabilidade, apresentando,
portanto, as seguintes propriedades:

1. Fxy(α,∞) = Fx(α), que a distribuição de probabilidade marginal para a variável x;

2. Fxy(−∞,∞) = 1;

3. fxy(α,β) ≥ 0;

4. fx(α) = ∫
∞

−∞
fxy(α, v)dv, que é a função densidade de probabilidade marginal para

x.

O mesmo vale para a variável y, fazendo as devidas mudanças de variávies. Tomando
duas séries de dados distintas x(t) e y(t), se desejar-se calcular a probabilidade de que
uma amostra escolhida em um tempo t0 esteja nas faixas de amplitude x e x + dx, bem
como y e y + dy, tem-se (NEWLAND, 1993):

P [x ≤ x(t0) ≤ x + dx & y ≤ y(t0) ≤ y + dy] = p(x, y)dxdy (24)

de modo que, semelhante à equação 23, para a probabilidade em uma faixa de valores,
obtém-se:

P [x1 ≤ x(t0) ≤ x2 & y1 ≤ y(t0) ≤ y2] = ∫
x2

x1
∫

y2

y1
p(x, y)dxdy (25)

onde ∫
∞

−∞ ∫
∞

−∞
p(x, y)dxdy = 1. Nota-se que, necessariamente, x e y são indissociáveis.

Entretanto, se analisar-se x independente de y, isto é, com y irrestrito, tem-se:

P [x ≤ x(t0) ≤ x + dx & −∞ ≤ y(t0) ≤∞] = dx∫
∞

−∞
p(x, y)dy (26)

Lembrando a variável aleatória de primeira ordem, como apresentado no início deste
capítulo, P [x ≤ x(t0) ≤ x + dx] = p(x)dx. Ou seja:

P [x ≤ x(t0) ≤ x + dx] = P [x ≤ x(t0) ≤ x + dx & −∞ ≤ y(t0) ≤∞] (27)

Consequentemente,

p(x) = ∫
∞

−∞
p(x, y)dy (28)

p(y) = ∫
∞

−∞
p(x, y)dx (29)
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Em suma, observa-se que a interpretação para a variável aleatória de primeira ordem
é a de um caso particular obtido a partir das funções de densidade de probabilidade de
segunda ordem, e que estabelece, portanto, uma relação de independência entre duas séries
de dados. A representação gráfica desse efeito é apresentada na Figura 27, onde constam
as distribuições marginais (independentes), bem como o espaço amostral bidimensional
gerado pela distribuição conjunta. A função adotada para a imagem é a distribuição
Gaussiana.

Figura 27 – Distribuições marginais e conjunta.

Fonte: Elaborado pelo autor.

Em relação aos momentos de distribuições conjuntas, aplica-se o mesmo conceito visto
na seção anterior. Não obstante, neste caso tratam-se de variáveis aleatórias de segunda
ordem, a integral simples passa a ser uma integral dupla, da seguinte forma:

E[g(x, y)] = ∫
∞

−∞
∫

∞

−∞
g(x, y)f(x, y)dxdy (30)

Assim, ao invés de se considerar, por exemplo, a média quadrática x2, ou a variân-
cia σ2, considera-se o produto das médias g(x, y) = xy e a denominada covariância
g(x, y) = (x − µx)(y − µy). Este último conceito é de extrema importância no contexto
deste trabalho, sendo então discutido em detalhes nos capítulos seguintes. Aplicando o
operador expectativa a ambos, tem-se:

E[xy] = ∫
∞

−∞
∫

∞

−∞
xyf(x, y)dxdy =

1
T ∫

T

0
x(t)y(t)dt (31)

E[(x − µx)(y − µy)] = ∫
∞

−∞
∫

∞

−∞
(x − µx)(y − µy)f(x, y)dxdy

E[(x − µx)(y − µy)] =
1
T ∫

T

0
(x(t) − µx)(y(t) − µy)dt (32)
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Por fim, baseando-se no mesmo raciocínio da equação 20, obtém-se a relação entre
esses dois momentos:

E[xy] = σxy + µxµy (33)

Uma vez abordada e compreendida probabilidade conjunta, pode-se prosseguir para outro
conceito importante na interpretação de variáveis aleatórias deste trabalho: probabilidade
condicional, que será discutido na próxima seção.

3.5 PROBABILIDADE CONDICIONAL

Como mostram as equações 28 e 29, pode-se determinar a probabilidade de x ou y

estar nas faixas x a x + dx ou y + dy, respectivamente, independentemente. A probabi-
lidade condicional, por outro lado, estabelece a probabilidade de uma dessas variáveis
quando a outra, ao invés de irrestrita, deve limitar-se a uma faixa de valores qualquer,
reduzindo, por conseguinte, a quantidade de amostras (NEWLAND, 1993). Desta forma,
a probabilidade condicional deve ser o volume obtido entre x e x + dx e y e y + dy em
relação à probabilidade de y e y + dy quando x é irrestrito (NEWLAND, 1993):

p(x∣y)dx =
p(x, y)dxdy

dy ∫
∞

−∞
p(x, y)dx

=
p(x, y)

p(y)
(34)

A representação gráfica desse conceito é mostrada na Figura 28.

Figura 28 – Representação de probabilidade condicional.

Fonte: Adaptado de Newland (1993).
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Ou seja, caso as duas funções densidade de probabilidade sejam independentes, carac-
terizando sinais não correlacionados, tem-se a expressão dada na equação 35.

p(x∣y) =
p(x)p(y)

p(y)
= p(x) (35)

Esse resultado é importante para endossar o apresentado sobre probabilidade con-
junta, principalmente no que concerne à dependência ou não — determinando, também,
correlação ou não, respectivamente — de variáveis aleatórias. Além disso, em termos de
análise de sinais, é uma aplicação direta do teorema de Bayes (BISHOP, 2006):

p(w∣D) =
p(D∣w)p(w)

p(D)
(36)

onde D e w (evidências e parâmetros) são dois conjuntos de dados (ou, no caso, sinais),
p(w) e p(D) são as probabilidades individuais de ocorrência de cada uma dessas variáveis,
p(D∣w) é a probabilidade de D ocorrer dada a existência de w, e p(w∣D), por fim, é a
probabilidade condicional em questão. Por definição, essas variáveis recebem os nomes
de a priori, caso não haja evidência prévia a ser conhecida para a análise (como p(w) e
p(D)), e a posteriori, caso alguma evidência seja importante para o cálculo, como p(w∣D).
Desta forma, conceitualmente, a seguinte relação é válida (BISHOP, 2006):

Probabilidade a posteriori ∝ Função Verossimilhança x Probabilidade a priori

Considerando os conceitos de probabilidade e estatística, tem-se a base necessária
para se entender as técnicas de classificação estatística que são apresentadas no próximo
capítulo.
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4 CLASSIFICAÇÃO ESTATÍSTICA

Com os avanços da tecnologia, atualmente se pode obter, armazenar e processar gran-
des conjuntos de dados com facilidade. Sabe-se que, em diversas situações, deseja-se
reconhecer padrões importantes entre tais dados (que, frequentemente, estão implícitos),
de modo que, se não for possível explicar completamente o processo ou os princípios que
regem o comportamento do fenômeno representativo desses dados, se possa ao menos ob-
ter uma aproximação boa o suficiente, e útil, para determinados fins (ALPAYDIN, 2009).
Essencialmente, classificação estatística é, portanto, a capacidade de, dado um conjunto
de dados representativo de um fenômeno qualquer, perceber similaridades/divergências
entre as amostras a partir da aplicação de técnicas específicas e, por conseguinte, conseguir
separá-las em categorias ou subgrupos, cada qual com suas peculiaridades ou característi-
cas. A todo esse processo de manipulação estatística e de dados, bem como de extração
de parâmetros comuns, dá-se nomes bem conhecidos hoje na literatura, como classificação
estatística (statistical classification), mineração de dados (data mining), ou aprendizado
de máquina (machine learning) (BISHOP, 2006; ALPAYDIN, 2009)

Existem diversas técnicas de classificação estatística. A de maior enfoque deste tra-
balho é a Análise de Correlação Canônica (CCA), introduzida na próxima seção. Não
obstante, ainda neste capítulo, outras metodologias de classificação são estudadas, a fim
de se realizar uma comparação entre resultados obtidos. Destacam-se entre elas a Análise
de Componentes Principais (Principal Component Analysis), Análise de Discriminante
Linear/Quadrático (Linear/Quadratic Discriminant Analysis) e Máquina de Vetores de
Suporte Support Vector Machine. Essas técnicas são empregadas no contexto de reconhe-
cimento de padrões eletroencefalográficos para sinais SSVEP.

4.1 ANÁLISE DE CORRELAÇÃO CANÔNICA (CCA)

Para maior compreensão da CCA, inicialmente nesta seção se discute de que modo
ocorre a classificação. De forma geral, pode-se entendê-la a partir do conceito de correlação
linear, isto é, o grau similaridade linear possivelmente existente entre duas séries de dados.
Considere duas variáveis aleatórias x e y: se os valores de x crescem à medida que os
valores de y também crescem, diz-se que há correlação; se, por outro lado, os valores de
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x crescem conforme os valores de y decrescem, diz-se que há anticorrelação; se, por fim,
nenhum desses efeitos corre, não se pode afirmar que existe qualquer grau de similaridade.
A visualização desses efeitos, respectivamente, é mostrada na Figura 29.

Figura 29 – Ilustração de correlação, anticorrelação, e ausência de correlação linear.

Fonte: Elaborado pelo autor.

É possível expressar uma relação funcional entre x e y na forma de uma linha reta a
partir da minimização por mínimos quadrados (NEWLAND, 1993). Considerando, por
conveniência, que a reta desejada cruze o eixo das ordenadas e abscissas no ponto zero
(isto é, E[x] = E[y] = 0), a equação representativa torna-se:

y =mrx (37)

De outra forma, pode-se dizer que o desvio de qualquer amostra em relação à reta é
dado por: ∆ = y −mrx. Se aplicar-se o operador expectativa a esse desvio, tem-se que:

E[∆2] = E[(y −mrx)
2] = E[y2] − 2mrE[xy] +m2

rE[x2] (38)

A fim de se minimizar essa função, aplica-se a derivada em relação à inclinação da
reta m e iguala-se o resultado a zero:

2mrE[x2] − 2E[xy] = 0 (39)

ou, alternativamente,

mr =
E[xy]

E[x2]
=
y

x
(40)

Lembrando a equação 16 e o fato de que se considera, em particular, média zero,
tem-se, neste caso, que a variância é igual à média quadrática (equação 15): σ2

x = E[x2]
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e σ2
y = E[y2]. Assim, é válido que:

y

σ2
y

=
x

σ2
y

E[xy]

σ2
x

(41)

Cancelando o termo σy em ambos os lados da equação e rearranjando-a, tem-se:

y

σy
=

⎧⎪⎪
⎨
⎪⎪⎩

E[xy]

σxσy

⎫⎪⎪
⎬
⎪⎪⎭

x

σx
(42)

A partir dessa equação, é possível definir o coeficiente de correlação ρxy, também
conhecido como coeficiente de Pearson (RODGERS; NICEWANDER, 1988), da seguinte
forma:

ρxy =

y
σy
x
σx

=

⎧⎪⎪
⎨
⎪⎪⎩

E[xy]

σxσy

⎫⎪⎪
⎬
⎪⎪⎭

(43)

Por fim, retomando a possibilidade das médias serem diferente de zero, tem-se a
equação generalizada para o coeficiente de correlação (NEWLAND, 1993):

ρxy =

y−µy
σy
x−µx
σx

=

⎧⎪⎪
⎨
⎪⎪⎩

E[(x − µx)(y − µy)]

σxσy

⎫⎪⎪
⎬
⎪⎪⎭

(44)

É interessante manter a forma da equação anterior a fim de perceber a equivalência
entre cada termo: como se pode notar, o coeficiente de correlação linear nada mais é do
que a medida de covariância entre as séries de dados x e y; quanto maior a covariância
(entenda-se: quanto maior a dependência da série x em variar a partir da série y), mais
correlacionadas elas estão. Para se tornar claro o quão expressivo é, de fato, esse valor,
normaliza-se os dados dividindo-os por seus respectivos desvios-padrão. Em última ins-
tância, ρxy é, também, chamado de covariância normalizada (NEWLAND, 1993). Desta
forma, o valor de correlação linear abrange a seguinte faixa de valores:

−1 ≤ ρxy ≤ 1 (45)

Para clareza de entendimento, a Figura 30 apresenta exemplos de correlação de sinais
e seus devidos valores para ρxy; observa-se que, de fato, quanto mais correlacionados estão
os dados, mais próximos se tornam de uma reta.
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Figura 30 – Exemplos de valores de correlação.

Fonte: Elaborado pelo autor.

Em termos de classificação, ao comparar-se diversos sinais entre si, procura-se aqueles
que melhor estabeleçam uma relação de dependência entre si, isto é, aqueles cujo ρxy seja
mais próximo de 1 ou −1. Esse valor, ou o máximo possível dentre os existentes, conclui
a classificação. Para ilustrar esse efeito, considere como exemplo a equação da densidade
de probabilidade gaussiana (equação 10); a expressão geral para sua função densidade de
segunda ordem considerando duas variáveis aleatórias x e y é (NEWLAND, 1993):

p(x, y) =
1

2πσxσy
√

1 − ρ2
xy

e
− 1

2(1−ρ2
xy)

{ (x−µx)
2

σ2
x

+
(y−µy)2
σ2
y

−
2ρxy(x−µx)(y−µy)

σxσy
}

(46)

Caso ρxy = 0, essa equação se torna:

p(x, y) =

⎧⎪⎪
⎨
⎪⎪⎩

1
√

2πσx
e
−
(x−µx)2

2σ2
x

⎫⎪⎪
⎬
⎪⎪⎭

⎧⎪⎪
⎨
⎪⎪⎩

1
√

2πσy
e
−
(y−µy)2

2σ2
y

⎫⎪⎪
⎬
⎪⎪⎭

= p(x)p(y) (47)

ou seja, caso não haja correlação, as densidades de probabilidade são estatisticamente
independentes. Baseado nesse contexto, introduziu-se o conceito de Análise de Correlação
Canônica, que é abordado na seção seguinte em sua forma clássica. Em seguida, propõe-se
uma generalização dessa técnica e apresenta-se uma análise de influência dos parâmetros
da formulação por uma abordagem analítica.
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4.1.1 Análise de Correlação Canônica Clássica

De acordo com Hotelling (1936), apud Lin et al. (2006), a Análise de Correlação
Canônica (CCA) é uma extensão da correlação ordinária de dois conjuntos de variáveis.
Essencialmente, pode ser definida como um método estatístico de múltiplas variáveis
cujo intuito é buscar uma correlação inerente e, geralmente, implícita, entre duas séries
de dados (ZHANG et al., 2014). Assim, dados dois conjuntos de variáveis aleatórias
X ∈ RI1×J e Ym ∈ RI2×J , que são normalizados para ter média zero e variância unitária,
a CCA busca um par de transformações lineares wx ∈ RI1 e wy ∈ RI2 de modo que
a correlação entre as combinações lineares (também chamadas de variáveis canônicas)
x̃ = wT

xX e ỹ = wT
y Ym seja maximizada como (ZHANG et al., 2014):

max
wx,wy

(ρ) =
E[x̃ỹT ]

√
E[x̃x̃T ]E[ỹỹT ]

=
wT
xXYT

mwy
√

wT
xXXTwxwT

y YmYT
mwy

(48)

Nota-se a semelhança com a equação 43, onde o máximo do coeficiente de correlação
ρ em relação a wx e wy representa a correlação canônica máxima. Se o objetivo for, por
exemplo, reconhecer a frequência-alvo, isto é, a frequência do potencial visual evocado a
partir de M frequências de estímulo em um sistema BCI baseado em SSVEP, tem-se que
X ∈ RE×P , onde E é o número de eletrodos, P é o número de pontos de cada sinal obtido
no canal, e Ym ∈ R2H×P , normalmente, é o conjunto de sinais de referência pré-construídos
na m-ésima frequência de estímulo fm, sendo m = 1,2, ...,M , podendo ser representado
da seguinte forma (LIN et al., 2006; LI et al., 2011; ZHANG et al., 2014; NAKANISHI
et al., 2015):

Ym =

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

sen(2πfmt)
cos(2πfmt)

⋮

sen(2πHsfmt)

cos(2πHsfmt)

⎫⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎬
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎭

, t =
1
Fs
,

2
Fs
, ...,

P

Fs
(49)

onde H é o número de harmônicos, Fs é a taxa de amostragem e sen e cos são as funções
seno e cosseno, respectivamente. É importante ressaltar que Ym não necessariamente deve
ser um banco de sinais artificial; Zhang et al. (2014) introduziram uma variação da técnica
de CCA a partir da utilização de uma banco formado a partir de sinais de treinamento
previamente obtidos de cada indivíduo no protocolo SSVEP, e variações desta técnica
podem ser vistas em detalhe em Nakanishi et al. (2015); ainda assim, a forma clássica
(e mais usada) consta de um banco artificial. Alternativamente, a equação 48 pode ser
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escrita como:

ρ̂ =
wT
xSxywy

√
wT
xSxxwxwT

y Syywy

(50)

ou, ainda (ANDERSON et al., 1958):

S−1
xxSxyS−1

yySyxwx = ρ̂
2wx (51)

S−1
yySyxS−1

xxSxywy = ρ̂
2wy (52)

onde S representa a matriz de covariância respectiva de cada combinação de série de
dados, e ρ̂2 é a correlação canônica quadrada. Na prática, este é um clássico problema de
autovalores e autovetores, podendo ser escrito da seguinte forma:

Ax̂ = Λx̂ (53)

onde

A = S−1
xxSxyS−1

yySyx⇔A = S−1
yySyxS−1

xxSxy (54)
x̂ = wx⇔ x̂ = wy (55)

bem como

Λ = ρ̂2 (56)

Supondo m = 1,2, ...,M e encontrando o máximo autovalor ρm na matriz ρ̂m para
cada m, entre X e Ym, a frequência SSVEP é dada, portanto, por (LIN et al., 2006;
ZHANG et al., 2014):

f̂ = argmax
fm

(ρm), m = 1,2, ...,M (57)

Como apresentado neste trabalho, pode-se demonstrar que essa notação para CCA
é um caso particular e, também, que um parâmetro pode ser usado para reescrever essa
equação, resultando em uma expressão mais geral, podendo ser aplicada mais conveni-
entemente na prática. Uma ilustração do reconhecimento de SSVEP baseado na CCA
é apresentada na Figura 31. Observa-se a aplicação da CCA para um sinal de entrada
qualquer e um banco de sinais de referência pré-construídos (isto é, não obtidos a partir
de indivíduos) e a obtenção da variável canônica transformada a partir desses dados de
teste, representada no domínio da frequência em termos de espectro de potência. Para se
efetuar a Análise de Correlação Canônica, embora não haja necessidade de se aplicar al-



71

goritmos tradicionais para a visualização do sinal no domínio da frequência, como a FFT
ou PSD, por exemplo, pode-se utilizá-las de forma complementar, a fim de se compro-
var a existência de uma componente de frequência esperada para determinada atividade
cerebral.

Figura 31 – Reconhecimento de SSVEP baseado em CCA.
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Fonte: Elaborado pelo autor.

Em termos de reconhecimento de padrões (neste caso, padrões encefalográficos, a
partir das frequências de estímulo visual), é interessante obter-se uma generalização do
comportamento da técnica em uso, a fim de não apenas melhor compreender o processo
estatístico e computacional de classificação, mas também conseguir-se flexibilizar sua
utilização e ampliar acurácia. Dessa forma, a seção seguinte apresenta uma proposta
de generalização da CCA, incluindo informações sobre seu comportamento analítico e
variáveis relacionadas a processamento de sinais.

4.1.2 Generalização Proposta para a Técnica CCA

A proposta de generalização da CCA é introduzida baseada no coeficiente de correla-
ção (Pearson), como apresentado pela equação 44:

ρxy =
E[(x − µx)(y − µy)]

σxσy

onde x(t) e y(t), neste caso, são duas séries de dados quaisquer, µx e µy suas médias, e
σx e σy seus desvios padrão. A primeira hipótese dessa proposta é que ρxy corresponde
ao máximo autovalor resultante do processo de maximização (Equação 48) — isto é,
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o coeficiente de correlação (autovalor) das variáveis canônicas (projeções das variáveis
originais no maior autovetor): ρmax = max(ρxy). Também, considera-se que, apesar
da dinâmica cerebral apresentar atividades mais complexas, como visto na Figura 32a,
os sinais de entrada e o conjunto de sinais artificial são descritos como somatórios de
senoides (VOLOSYAK; CECOTTI; GRÄSER, 2009) (Figura 32b):

x(t) =
N

∑
n=1

xnsen(nωxt + φ) (58)

y(t) =
M

∑
m=1

ymsen(mωyt + ϕ) (59)

onde xn e ym são as amplitudes de cada seno, n e m os respectivos números de harmônicas
de cada sinal, ωx e ωy as frequências, e φ e ϕ as fases, respectivamente.

Figura 32 – Dinâmica neural real e assunção adotada.
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(a) Dinâmica neural real (disponível em Zhang et al.
(2014))
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Fonte: Elaborado pelo autor.

Lembrando a equação 16 de momentos de variáveis aleatórias de segunda ordem para
distribuição de probabilidade conjunta (covariância), pode-se escrever o coeficiente de
Pearson da seguinte forma:

ρmax = ρxy =
∫
∞

−∞ ∫
∞

−∞
(x − µx)(y − µy)f(x)f(y)dxdy

σxσy
(60)

ou, de forma intercambiável, no domínio do tempo (equação 16):

ρmax =
1
T ∫

T

0 (x(t) − µx)(y(t) − µy)dt

σxσy
(61)

Em particular, para os fins que se pretende à seguinte demonstração, os desvios-
padrão são mantidos da forma original, visto que apenas normalizam o resultado final
e, também, por se ter maior interesse, nesta demonstração, no numerador da equação,
conforme apresenta-se abaixo. Assim, aplicando-se ambos sinal de entrada x(t), cuja
frequência se deseja identificar, e banco artificial y(t) na integral, bem como considerando,
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por simplicidade, a hipótese de médias iguais a zero (µx = µy = 0), obtém-se:

ρmax =
1
T ∫

T

0 ∑
N
n=1 xnsen(nωxt + φ)∑

M
m=1 ymsen(mωyt + ϕ)dt

σxσy
(62)

sendo M e N o número existente de harmônincos em cada sinal (note que tais sinais são
escritos como a soma desses harmônicos). Baseando-se na seguinte identidade trigonomé-
trica:

sen(α)sen(β) =
1
2[cos(α − β) − cos(α + β)] (63)

pode-se escrever, ainda:

ρmax =
1

2T ∫
T

0 ∑
N
n=1∑

M
m=1 xnym[cos(nωxt −mωyt + φ − ϕ) − cos(nωxt +mωyt + φ + ϕ)]dt

σxσy
(64)

Fazendo as seguintes substituições de variáveis (nωxt −mωyt + φ − ϕ) = u e (nωxt +

mωytφ+ϕ) = v, tem-se: (nωx −mωy)dt = du e (nωx +mωy)dt = dv. Retornando à integral,
por sua vez:

ρmax =
∑
N
n=1∑

M
m=1 xnym

2Tσxσy

⎡
⎢
⎢
⎢
⎢
⎣
∫

T

0

cos(u)du

nωx −mωy
− ∫

T

0

cos(v)dv

nωx +mωy

⎤
⎥
⎥
⎥
⎥
⎦

(65)

Resolvendo as integrais:

∫

T

0

cos(u)du

nωx −mωy
=
sen[(nωx −mωy + φ − ϕ)T ] − sen(0)

nωx −mωy
(66)

∫

T

0

cos(v)dv

nωx +mωy
=
sen[(nωx +mωy + φ + ϕ)T ] − sen(0)

nωx +mωy
(67)

Substituindo o resultado anterior na equação do coeficiente de Pearson, tem-se:

ρmax =
∑
N
n=1∑

M
m=1 xnym

2σxσy

⎧⎪⎪
⎨
⎪⎪⎩

sin[(nωx −mωy + φ − ϕ)T ]

nωx −mωy

⎫⎪⎪
⎬
⎪⎪⎭

−

∑
N
n=1∑

M
m=1 xnym

2σxσy

⎧⎪⎪
⎨
⎪⎪⎩

sin[(nωx +mωy + φ + ϕ)T ]

nωx +mωy

⎫⎪⎪
⎬
⎪⎪⎭

(68)

Pode-se observar que a equação acima comporta-se como uma função sinc, cujo máximo
é dado na frequência (e harmônicas) de interesse; isto é, quando nωx =mωy. Para clareza
de entendimento, sem perda de generalidade, assumindo φ = ϕ = 0 e aplicando a regra
de L’Hôpital, o primeiro termo dentro da separação por chaves da Equação 68 é máximo
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quando:

lim
(nωx−mωy)→0

sin(nωx −mωy)

nωx −mωy
⇔ lim
(nωx−mωy)→0

cos(nωx −mωy) = 1 (69)

ou seja, quando ocorre efeito semelhante à ‘‘ressonância’’3, o que não é válido para o
segundo termo (nωx = −mωy): a menos que nωx = mωy = 0, a curva não atinge um
valor extremo, mas apenas adiciona sua contribuição ao resultado final da correlação.
O comportamento dessa curva é abordado com mais detalhes na seção de resultados.
Baseado nessa condição, ρmax apresenta correlação máxima se (nωx −mωy) = k2π, para
k = 0,1,2, ..., e n e m ∈ N∗, ou (nfx −mfy) = k. Assumindo fx como a frequência do sinal
a ser identificada pelo algoritmo CCA, e considerando aplicações práticas nas quais os
sinais sejam valores discretos (na prática, ρmax é computado para cada incremento df), o
máximo valor de correlação atingido na frequência fy é tal que:

fy =
nfx − k

m
(70)

o que implica que fx = fy se, e somente se, k = 0 e m = n. Do contrário, a Equação 57
não assegura adequada identificação da frequência-alvo. Note que, se existem harmônicas
apenas no sinal de entrada, super-harmônicas são reconhecidas pela CCA; se existem
harmônicas apenas no conjunto de sinais artificial, sub-harmônicas são reconhecidas; por
fim, se existem harmônicas em ambos os conjuntos, a frequência principal, suas super-
harmônicas, e sub-harmônicas de suas super-harmônicas são reconhecidas. Dessa forma,
o número total de frequências reconhecidas é, portanto nfr = nm.

Considerando aspectos práticos de processamento de sinais, se estes são discretizados
utilizando um intervalo de tempo dt, então T = tmax = dtiP ou tmax = dtsP , onde dti e
dts são os intervalos usados no sinal de entrada e conjunto artificial, respectivamente, e
P é o número de amostras; alternativamente, tmax = P /Fi ou tmax = P /Fs, onde Fi e Fs
são suas respectivas taxas de amostragem — isto é, neste ponto assume-se que o sistema
de aquisição, por exemplo, amostra com uma frequência insuficiente, enquanto que o
conjunto artificial apresenta uma taxa suficientemente alta. Assim, para cada k-ésimo
valor discreto:

x(k) =
N

∑
n=1

xnsin(nωxdtik + φ) =
N

∑
n=1

xnsin(
nωxk

Fi
+ φ) (71)

y(k) =
M

∑
m=1

ymsin(mωydtsk + ϕ) =
N

∑
m=1

ymsin(
mωyk

Fs
+ ϕ) (72)

3Neste contexto, entende-se por ressonância a correlação máxima apresentada quando a frequência a
ser comparada é igual à frequência de entrada do sitema.
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Seja F = Fi/Fs a razão de taxa de amostragem, pode-se reescrever y(k) como:

y(k) =
M

∑
m=1

ymsin(
mωykF

Fi
+ ϕ) (73)

Tem-se, então, x(k) e y(k) na mesma variável Fi introduzindo a razão F proposta.
Seja, por fim, tmax = nP /fm, onde nP é o número de períodos. A Equação 68 pode ser
expressa, por analogia, de forma mais geral após integrar-se novamente a Equação 61 com
as modificações mencionadas acima:

ρmax =
fm∑

N
n=1∑

M
m=1 xnym

2nPσxσy

⎧⎪⎪
⎨
⎪⎪⎩

sin[(nωx −mωyF + φ − ϕ)nPfm ]

nωx −mωyF

⎫⎪⎪
⎬
⎪⎪⎭

−

fm∑
N
n=1∑

M
m=1 xnym

2nPσxσy

⎧⎪⎪
⎨
⎪⎪⎩

sin[(nωx +mωyF + φ + ϕ)nPfm ]

nωx +mωyF

⎫⎪⎪
⎬
⎪⎪⎭

(74)

A equação acima é considerada de extrema relevância para o presente trabalho, visto
que explicita o coeficiente de correlação tanto em termos de seu comportamento analí-
tico quanto aspectos de processamento de sinais (os resultados do capítulo 5 são assim
calculados). Na seção de resultados, essa equação deve demonstrar que: a largura de
banda BW [Hz] em torno da frequência de estímulo diminui conforme nP aumenta, garan-
tindo uma melhor acurácia, e dois novos parâmetros podem ser introduzidos para melhor
selecionar a frequência de estímulo e escolher a aplicação do sistema BCI:

tmax = nP /fm (75)

onde tmax é o tempo máximo da janela temporal do sinal, e:

FA =
nP
nP,ot

⇔ FA =
tmax,ot
tmax

=
fm,ot
fm

(76)

chamado de fator de acurácia (FA), onde nP,ot, tmax,ot e fm,ot são os valores ótimos do
número de períodos, tempo máximo de janela do sinal e frequência de estímulo; também,
será demonstrado que a frequência reconhecida é melhor expressa pela seguinte equação:

f̂ = F [argmax(ρm)], m = 1,2, ...,M (77)

onde F é um ‘‘fator de correção’’ (razão de frequências de amostragem); é possível relaci-
onar F a f = fr/fm, onde fr é a frequência reconhecida pela CCA:

f =
1
F

(78)
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também, nota-se que o ruído acrescentado ao sinal de entrada influi de forma expressiva
no resultado da correlação, sendo ainda mais severo quando o número de componentes
harmônicas no sinal de entrada é diferente daquele contido no conjunto de sinais artificiais.
Por fim, é possível utilizar a CCA como método de verificação de ajuste de curvas, dado
por:

ρ̃ =
E[(x̂ − µx̂)(ŷ − µŷ)]

σx̂σŷ
(79)

onde x̂ e ŷ são as curvas obtidas a partir do diagrama fr vs ρ, onde fr é a frequência
reconhecida e ρ é o valor absoluto de ρmax. Uma vez detalhada essa técnica, pode-se
prosseguir para as outras metodologias de classificação que são abordadas neste trabalho
para finalidade principal de comparação.

4.2 OUTRAS METODOLOGIAS DE CLASSIFICAÇÃO

Esta seção aborda técnicas comumente empregadas no contexto de interfaces cérebro-
máquina em protocolo SSVEP, e que, eventualmente, são aplicadas paralelamente à CCA
no presente trabalho; a saber: Análise de Componentes Principais (Principal Component
Analysis), Análise de Discriminante Linear/Quadrático (Linear/Quadratic Discriminant
Analysis) e Support Vector Machine.

4.2.1 Análise de Componentes Principais (PCA)

Também conhecida como transformada de Karhunen-Loève, a Análise de Componen-
tes Principais é uma técnica amplamente usada para visualização e redução de dimensio-
nalidade de dados, bem como extração de parâmetros nele contidos (Jolliffe (2002), apud
Bishop (2006)), podendo ser definida como a projeção ortogonal dos dados originais em
um espaço cuja dimensionalidade é menor, de modo que a variância dos dados projetados
seja maximizada (Hotelling (1933), apud Bishop (2006)).

Se deseja-se projetar um conjunto de amostras {xi} (i = 1, ..., P ) de dimensionalidade
original D em um subespaço de dimensionalidade M , tal que M <D, por exemplo, pode-
se definir o vetor direção wm desse novo espaço, de modo que a projeção é dada como
(BISHOP, 2006):

xp = wT
mxi (80)
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Lembrando a equação 14 para média estatística, porém considerando o número finito
dado de amostras P , intervalo de tempo dt entre uma amostra e outra, de modo que o
período total seja T = Pdt, tem-se:

µ =
1
P

P

∑
n=1

xi (81)

Baseado na equação 16, tem-se que a variância para esses dados é dada, portanto, como:

1
P

P

∑
n=1

{wT
mxi −wT

mµ} = wT
mSwm (82)

onde S é definida como a matriz de covariância, dada por:

S =
1
P

P

∑
n=1

(xi − µ)(xi − µ)
T (83)

Para maximizar a variância projetada com respeito a wm, evitando que ocorra, por
exemplo, ∣∣wm∣∣→∞, a restrição de normalização é imposta: wT

mwm = 1 (BISHOP, 2006).
A maximização é efetuada considerando-se uma função-objetivo f(x), uma restrição g(x),
e multiplicadores de Lagrange λm. Nesse caso, a primeira é dada pela projeção em si, e a
última, pela condição de normalização. A forma clássica de proposição desse problema é
sob a Lagrangiana L (DUDA; HART; STORK, 2012; BERTSEKAS, 2014):

L(x,λm) = f(x) + λmg(x) (84)

onde busca-se por pontos em que ocorra:

∇L(x,λm) = 0 (85)

ou seja, procura-se pontos onde o gradiente da função-objetivo seja igual ao gradiente da
restrição; em outras palavras, a direção de crescimento da função-objetivo encontra um
máximo quando é igual à direção de crescimento da restrição, multiplicada por qualquer
fator. No caso em questão, adequa-se as variáveis de forma que: f(wm) = wT

mSwm e
g(wm) = 1 −wT

mwm. Assim:

L(wm, λm) = wT
mSwm + λm(1 −wT

mwm) (86)

Aplicando-se o operador gradiente, pode-se estabelecer as conhecidas condições de
Karush-Kuhn-Tucker (KKT), necessárias para a otimização em problemas diferenciáveis
de programação não linear que devem satisfazer a certas restrições (BAZARAA; JARVIS;
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SHERALI, 2011):

∂L(wm, λm)

∂wm

= 2Swm − 2λmwm = 0 (87)

∂L(wm, λm)

∂λm
= 1 −wT

mwm = 0 (88)

A partir da equação 87, tem-se, portanto:

Swm = λmuwm (89)

E da equação 88, retoma-se a condição de ortonormalidade. Percebe-se que as compo-
nentes principais são que os autovetores wm da matriz de covariância S, cuja magnitude
são os autovalores λm. A representação dessas componentes pode ser vista na Figura 33,
onde m = 2. Nela, observa-se os autovetores indicando as direções onde ocorre maior dis-
persão de um conjunto dados; seus módulos dependem da magnitude de seus autovalores.

Figura 33 – Representação das componentes principais.

Fonte: Elaborado pelo autor.

Como visto anteriormente, ao se projetar os dados originais nas componentes princi-
pais, obtém-se um subespaço de dimensão reduzida. Esse fato é especialmente útil para
aplicaçoes práticas da PCA: se houver um número de conjuntos quaisquer de dados, cada
um representativo de um estado ou condição específica de um fenômeno qualquer, por
exemplo, a partir de sua matriz geral de covariância, é possível não só reduzir a quan-
tidade de amostras, mas também separar-se espacialmente os conjuntos. A Figura 34
apresenta quatro conjuntos de dados de sinais SSVEP — com 8 eletrodos, representati-
vos da região occipital, córtex visual, salientado na Figura 11, 1000 amostras por eletrodo,
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por rodada, de um total de 20 rodadas — obtidos a partir de um banco de dados de
domínio público (ZHANG et al., 2014), relativos a cada uma das frequências de estímulo
do banco, projetados no subespaço constituído por 3 componentes principais; os 3 eletro-
dos mostrados a seguir apresentaram maior distância entre si dentre os 8 possíveis, e são
provenientes de uma das rodadas. Percebe-se que cada ponto no subespaço representa um
eletrodo, e que a distância entre os grupos é, de fato, considerável. Uma discussão mais
detalhada sobre a disposição dos eletrodos nas componentes principais é apresentada na
seção de resultados.

Figura 34 – Redução de dimensionalidade e projeção de dados SSVEP em 3 componentes
principais.

Fonte: Elaborado pelo autor.

Não obstante, apesar de separar convenientemente os dados, a PCA em si não é um
classificador; é necessário, portanto, introduzir-se uma métrica a fim de, ao se obter um
novo sinal e projetá-lo no subespaço das componentes principais, realizar a classificação.
Métricas popularmente aplicadas incluem: Euclidiana, cityblock, Minkowski, Chebyshev
e Mahalanobis (OIKONOMOU et al., 2016). No presente trabalho, utiliza-se a distância
Euclidiana e a de Mahalanobis, definidas, respectivamente, abaixo:

de =
√

(pcp − qt)(pcp − qt)T (90)

dm =

√

(pcp − qt)S−1
(pcp − qt)T (91)

onde os subíndices cp e t representam as coordenadas dos vetores de projeções dos dados
originais e do sinal de teste, respectivamente, no subespaço de componentes principais, e
S é a matriz de covariância. Nota-se que a distância Euclidiana é, dessa forma, um caso
particular da distância de Mahalanobis, onde S é igual à identidade. Asim, dm é mais
geral, incluindo informações sobre a dispersão dos dados. Optou-se por essas métricas
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devido ao fato de, além de ser possível compará-las nesse sentido, serem comumente
utilizadas na literatura (EVA; LAZAR, 2015; KWAK; MÜLLER; LEE, 2017; CHEN et
al., 2017; ISA et al., 2017). Por fim, o menor valor de de ou dm corresponde ao grupo
ao qual o sinal de teste pertence, concluindo, assim, a classificação. Também, além das
métricas de distância, optou-se por aplicar um terceiro classificador baseado no conceito
de probabilidade condicional, conhecido como Naïve-Bayes. Retomando a equação 36 e
considerando que se deseja verificar a probabilidade de uma variável qualquer x pertencer
à classe Ck (k = 1,2, ..., n), tem-se:

p(Ck∣x) =
p(Ck∣x)p(Ck)

p(x)
(92)

Suponho que x seja o vetor de características de interesse (no caso da PCA, essas
características são as componentes principais), tem-se que x = {x1, x2, ..., xm}, onde m
é a quantidade de componentes principais consideradas. Substituindo x na equação 92,
tem-se:

p(Ck∣x1, x2, ..., xm) =
p(Ck∣x1, x2, ..., xm)p(Ck)

p(x1, x2, ..., xm)
(93)

Essa equação pode ser reescrita considerando-se a regra da cadeia, de modo que
(DUDA; HART; STORK, 2012):

p(Ck∣x1, x2, ..., xm) =
p(x1∣x2, ..., xm,Ck)p(x2∣x3, ..., xm,Ck)...p(xm∣Ck)p(Ck)

p(x1, x2, ..., xm)
(94)

que é uma generalização da equação de probabilidade condicional. O classificador de
Naïve-Bayes assume, desta forma, duas hipóteses: i) o denominador da equação 94 ape-
nas normaliza o resultado, de modo que o numerador, por conter as classes, retém a
informação mais importante; ii) as características são condicionalmente independentes
(DUDA; HART; STORK, 2012). Assim, re-escreve-se a equação acima como:

p(Ck∣x1, x2, ..., xm)∝ p(x1∣Ck)p(x2∣Ck)...p(xm∣Ck)p(Ck) = p(Ck)
m

∏
i

p(xi∣Ck) (95)

Desta forma, para se verificar a probabilidade das características pertencerem à classe
Ck, tem-se o classificador:

ŷ = argmax
k∈{1,...,n}

{p(Ck)
m

∏
i

p(xi∣Ck)} (96)
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indicando que o maior valor de ŷ indica a qual classe pertence o grupo de caracterís-
ticas. A seguir, é apresentada a próxima técnica de classificação estatística: Análise de
Discriminante Linear/Quadrático (Linear/Quadratic Discriminant Analysis).

4.2.2 Análise de Discriminante Linear/Quadrático (LDA/QDA)

O conceito dessa técnica, introduzida por Fisher (1936), é similar a de componentes
principais. Seu propósito é, da mesma forma, reduzir a dimensão dos dados. A principal
diferença consiste em procurar as direções onde a projeção dos dados fornece a melhor
separabilidade. Considerando que haja, por exemplo, duas séries xi = {x1, x2, ..., xP}

e xj = {x1, x2, ..., xP} pertencentes a classes distintas i e j, procura-se uma projeção
ótima wTx onde os dados apresentem máxima distância (Sb) entre suas médias e mínima
dispersão das amostras individualmente (Si, Sj). Esse efeito é mostrado na Figura 35.

Figura 35 – Redução de dimensionalidade e projeção de dados a partir do discrimnante
linear de Fisher.

xj

xi
(a) Amostras originais

xj

xi
(b) Projeção 1

xj

xi
(c) Projeção 2

S i S j

i

Sb

μ jμ

(d) Melhor projeção

Fonte: Elaborado pelo autor.

Dessa forma, as médias inicialmente definidas como:

µi =
1
P

p

∑
i=1
xi, xi ∈ i (97)

µj =
1
P

p

∑
j=1
xj, xj ∈ j (98)
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tornam-se:

µ̃i =
1
P

wT
p

∑
i=1
xi = wTµi, xi ∈ i (99)

µ̃j =
1
P

wT
p

∑
j=1
xj = wTµj, xj ∈ j (100)

e suas variâncias individuais originais:

S2
i =

1
P

p

∑
i=1

(xi − µi)(xi − µi)
T , xi ∈ i (101)

S2
j =

1
P

p

∑
j=1

(xj − µj)(xj − µj)
T , xj ∈ j (102)

tornam-se:

S̃2
i =

1
P

p

∑
i=1

(wTxi −wT µ̃i)(wTxi −wT µ̃i)
T = wTSiw, xi ∈ i (103)

S̃2
j =

1
P

p

∑
j=1

(wTxj −wT µ̃j)(wTxj −wT µ̃j)
T = wTSjw, xj ∈ j (104)

O discriminante linear de Fisher é definido, portanto, da seguinte forma (DUDA;
HART; STORK, 2012):

J(w) =
∣µ̃i − µ̃j ∣2

S̃2
i + S̃2

j

(105)

Alternativamente, o numerador da equação 105 pode ser escrito como:

(µ̃i − µ̃j)
2 = (wTµi −wTµj)

2 = wT (µ1 − µ2)(µ1 − µ2)
Tw (106)

Define-se, assim, Sb = (µ1−µ2)(µ1−µ2)T , conhecida como matriz de dispersão inter-classe
(between-class scatter matrix), cuja projeção ótima é (YU; YANG, 2001):

S̃b = wTSbw (107)

O denominador, por sua vez, pode ser expandido como:

S̃2
i + S̃2

j = wTSiw +wTSjw = wT (Si + Sj)w (108)

Define-se, assim, Sw = Si + Sj, conhecida como matriz de dispersão intra-classe (within-
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class scatter matrix), cuja projeção ótima é (YU; YANG, 2001):

S̃w = wTSww (109)

Por fim, o discriminante linear de Fisher pode ser escrito, também, da seguinte ma-
neira:

J(w) =
wTSbw
wTSww

(110)

e a maximização desse discriminante ocorre quando:

J(w)w = S−1
w Sbw (111)

ou seja, semelhante ao coeficiente de Pearson, esse problema é caracterizado por autove-
tores w e autovalores da matriz S−1

w Sb. Portanto:

Ĵ(w) = argmax
w

(S−1
w Sbw) (112)

Esse resultado também pode ser obtido diferenciando-se a equação 110 com respeito a w
e igualando a zero:

J(w)

dw
= (wTSww)

d(wTSbw)

dw
− (wTSbw)

d(wTSww)

dw
= 0 (113)

alternativamente,

(
wTSww
wTSww

)Sbw − (
wTSbw
wTSww

)Sww = 0 (114)

Portanto:

J(w)Sww = Sbw (115)

Ao isolar-se J(w) realizando-se a inversa de Sw, tem-se a mesma expressão que a
equação 111. O maior autovetor obtido a partir de Ĵ(w) caracteriza-se pela projeção
que melhor separa as distribuições dos dados. Quanto à classificação, por fim, pode-se
estabelecer uma fronteira de decisão baseando-se na projeção (S−1

w Sbw), da seguinte forma
(DUDA; HART; STORK, 2012):

w̃Tz +w0 = 0 (116)

onde z é o vetor de entrada, w0 é uma constante a ser encontrada, que depende das pro-
priedades estatísticas do conjunto (DUDA; HART; STORK, 2012), e w̃ = Σ−1(µi − µj),



84

com Σ representando a matriz de covariância (ou de dispersão intra-classe). A represen-
tação gráfica da classificação é mostrada na Figura 36. Observa-se que, considerando
uma função de densidade gaussiana, por exemplo, para o caso particular de w0 = 0, se o
produto escalar entre o vetor de entrada e a projeção ótima for maior que zero, o vetor
teste pertence à classe j; caso o produto seja menor que zero, percente à classe i.

Figura 36 – Classificação a partir do discriminante linear de Fisher.
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(μi-μj)<0Σx
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(μi-μj)Σx
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μjμi

(c) Teste pertencente a i

Fonte: Elaborado pelo autor.

Para se determinar w0, é necessário estabelecer-se qual a densidade de probabilidade
do conjunto de dados. Considerando a função gaussiana (equação 10), a mais frequen-
temente utilizada, pode-se defini-la, para as classes i e j, como (AGGARWAL, 2015):

fi(x) =
1

2π−p/2∣Σi∣
−1/2 e

− 1
2 (x−µi)

TΣi(x−µi) (117)

fj(x) =
1

2π−p/2∣Σj ∣
−1/2 e

− 1
2 (x−µj)

TΣj(x−µj) (118)

onde p é a dimensão do conjunto de dados. A classificação é dada utilizando-se a função
de densidade e a probabilidade condicional, como visto na equação 36, de forma que:

P (x ∈ C ∣x) =
f(x∣x ∈ Ci)P (x ∈ Ci)

f(x)
∝ fi(x)πi (119)

onde fi(x) é a função verissimilhança, e πi é a probabilidade a priori para o conjunto i;
na prática, essa probabilidade se dá pelo número de amostras de um conjunto dividido
pelo total de amostras. Aplicando-se a propriedade do logaritmo nas equações 117 e 118,
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e substituindo-as na equação 119, tem-se (FRIEDMAN, 1989):

δi(x) = −ln(πi) +
1
2 log∣Σi∣ +

1
2(x − µi)TΣ−1(x − µi) (120)

δj(x) = −ln(πj) +
1
2 log∣Σj ∣ +

1
2(x − µj)TΣ−1(x − µj) (121)

Nota-se que o terceiro termo de cada equação corresponde à distância de Mahalanobis,
podendo ser reescrita na forma de quadrado perfeito:

(x − µh)TΣ−1
h (x − µh) = µThΣ−1

h µh − 2µThΣ−1
h x + xTΣ−1

h x (122)

onde h é uma classe qualquer, seja i ou j. A fronteira se dá quando δi(x) = δj(x), ou,
alternativamente, δi(x)− δj(x) = 0. Percebe-se que, ao se juntar cada parcela da equação,
o termo xTΣ−1x faz com que a equação final de fronteira seja de segunda ordem:

(ai − aj) + (bTi − bTj )x + xT (cTi − cTj )x = 0 (123)

e o termo w0, por fim, é: w0 = (ai−aj). Esse fato caracteriza a classificação como Análise
de Discriminante Quadrático (Quadratic Discriminant Analysis). Um caso particular,
comumente utilizado, dá-se para quando as matrizes de covariância para todas as classes
são iguais (homocedasticidade), de forma que (FRIEDMAN, 1989):

Σi = Σj = Σ (124)

Caso essa hipótese seja feita, a classificação passa a Análise de Discriminante Linear
(Linear Discriminant Analysis), pois os termos quadrados se cancelam. A equação de
fronteira será, por conseguinte:

ln(πi) −
1
2(x − µi)TΣ−1

i (x − µi) = ln(πj) −
1
2(x − µj)TΣ−1

j (x − µj) (125)

e a classificação é dada com:

xTΣ−1(µi − µj) = ln(
πi
πj

) −
1
2(µTi Σ−1µi − µ

T
j Σ−1µj) (126)

Dessa forma, uma nova amostra pertence ao conjunto i caso:

xTΣ−1(µi − µj) < ln(
πi
πj

) −
1
2(µTi Σ−1µi − µ

T
j Σ−1µj) (127)
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e ao conjunto j, caso:

xTΣ−1(µi − µj) > ln(
πi
πj

) −
1
2(µTi Σ−1µi − µ

T
j Σ−1µj) (128)

Observa-se que essa expressão é a mesma obtida na equação 116, porém mais geral.
Assim, quando se considera a hipótese de homocedasticidade, a QDA se torna o próprio
coeficiente de Fisher. A Figura 37 ilustra a diferença na classificação entre a QDA e a
LDA para duas frequências de estímulo distintas, feita a partir do mesmo banco de dados
disponibilizado por Zhang et al. (2014) e aplicado para a PCA. Nota-se que a fronteira
da QDA é mais flexível, fornecendo uma classificação mais refinada. Em todo caso, a
classificação por LDA é, em muitos casos, suficiente; mesmo a distância Euclidiana ou de
Mahalanobis podem ser utilizada para se realizar a análise.

Figura 37 – Comparação entre LDA e QDA para 9,75 Hz e 7,75 Hz.

(a) LDA (b) QDA

Fonte: Elaborado pelo autor.

A seguir, na próxima seção, apresenta-se a última técnica entre as metodologias alter-
nativas de classificação apresentadas neste trabalho: Support Vector Machine.

4.2.3 Máquina de Vetores de Suporte (SVM)

O conceito de Support Vector Machines envolve a separação (e, consequentemente,
classificação) de dois conjuntos de dados a partir da busca de um hiperplano ótimo cujas
margens — isto é, distâncias entre as amostras de cada conjunto mais próximas entre
si e a fronteira de decisão — sejam maximizadas (BISHOP, 2006). Considerando dois
conjuntos de variáveis aleatórias, uma com amostras positivas, e outra com amostras
negativas; a fronteira de decisão encontra-se equidistante das amostras positiva e negativa,
respectivamente, mais próximas uma da outra, chamadas de vetores suporte, como mostra
a Figura 38.
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Figura 38 – Ilustração do conceito de SVM.

xi

xj

Fonte: Elaborado pelo autor.

Com a introdução de uma nova amostra (classe previamente desconhecida) u, por
exemplo, a classificação se dá a partir de sua projeção no vetor w (Figura 39), perpen-
dicular ao hiperplano de separação, e verificação a partir da seguinte regra de decisão:

wTu ≥ c (129)

onde c é uma constante, valor de referência que delimita se uma amostra é positiva ou
negativa. Alternativamente, pode-se escrever essa equação como:

wTu + b ≥ 0 (130)

Figura 39 – Introdução de amostra cuja classe é desconhecida.

w

xi

xj

u

Fonte: Elaborado pelo autor.

Desta forma, também é possível estabelecer que:

xTi w + b ≥ +1, yi = +1 (131)

xTi w + b ≥ −1, yi = −1 (132)
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onde yi corresponde a cada classe. Ou, de modo a reduzir o número de equações,

yi(xTi w + b) − 1 ≥ 0, ∀i (133)

A fim de se realizar a classificação, basta definir, portanto, os valores de w e b. Para
tal, é necessário mensurar o valor entre as margens, de modo que se possa maximizá-lo;
esse processo é feito considerando-se a diferença entre os vetores suporte, como mostra a
Figura 40.

Figura 40 – Definição da região entre margens para SVM.
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xi

xj
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Fonte: Elaborado pelo autor.

A projeção dessa diferença no vetor w resulta na medida real entre as margens:

f(w) = (x+ − x−)T
w

∣∣w∣∣
(134)

Isolando-se os termos x+ e x− na equação 133, tem-se:

x+ =
1 − b
w

(135)

x− =
−1 − b

w
(136)

Sendo equações que, combinadas a f(w), tornam-se:

f(w) =
2

∣∣w∣∣
(137)

Logo, para que se obtenha a maior distância entre as margens, é preciso que f(w) seja o
valor máximo. Em outras palavras, ∣∣w∣∣ deve ser o mínimo. Alternativamente, portanto,
a distância pode ser escrita como uma função-objetivo de minimização:

f(w) =min{
1
2 ∣∣w∣∣2} (138)
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Nota-se que há uma adequação, considerada apenas para facilitar os cálculos seguintes.
Assim como visto para a PCA, por exemplo, esse problema é abordado a partir dos
multiplicadores de Lagrange, onde a função objetivo é f(w), e a restrição, g(w) = yi(xi ●
w + b) − 1. Consequentemente, aplicando-se a Lagrangiana:

L(w, λi, b) = f(w) − λig(w) (139)

onde busca-se por pontos em que ocorra:

∇L(w, λi, b) = 0 (140)

Assim, a Lagrangiana se torna:

L(w, λi, b) =
1
2 ∣∣w∣∣2 −

N

∑
i=1
λi[yi(xTi w + b) − 1] (141)

A partir do gradiente ∇L(w,λi), pode-se estabelecer novamente as condições KKT.
No contexto de SVM, tem-se que:

∂L(w, λi, b)
∂w

= w −
N

∑
i=1
λiyixi = 0 (142)

∂L(w, λi, b)
∂λi

= yi(xTi w + b) − 1 = 0 (143)

∂L(w, λi, b)
∂b

=
N

∑
i=1
λiyi = 0 (144)

Esse conjunto de equações, quando resolvido simultaneamente, resulta nos valores
para w e b. Observa-se que w = ∑

N
i=1 λiyixi, ou seja, uma combinação linear das amostras.

Assim, a Lagrangiana pode ser escrita como:

L(w, λi, b) = −
1
2

N

∑
i=1

N

∑
j=1
λiλjyiyjxTi xj +

N

∑
i=1
λi (145)

Finalmente, a regra de decisão se torna:

N

∑
i=1
λiyixTi u + b ≥ 0, u ∈ i = + (146)

N

∑
i=1
λiyixTi u + b < 0, u ∈ i = − (147)

A fronteira de decisão, nesse caso, baseia-se no fato das amostras serem linearmente
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separáveis. Caso isso não ocorra, pode-se aplicar funções kernel em SVM, de modo a
realizar uma transformação para um novo espaço onde as amostras, por fim, são separáveis,
como apresentado pela Figura 41.

Figura 41 – Transformação para novo espaço aplicando uma função kernel em SVM.
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Fonte: Elaborado pelo autor.

Para o caso linear, a função kernel é definida como (BISHOP, 2006):

φ(xi,xj) = xTi xj (148)

Para os casos não lineares, funções kernel comumente usadas são a exponencial (também
chamada de Gaussiana, ou Radial Basis Function), a polinomial, e a sigmoide, respecti-
vamente (BISHOP, 2006; YEKKEHKHANY et al., 2014):

φ(xi,xj) = exp
⎛

⎝
−

∣∣xi − xj ∣∣2
γ

⎞

⎠
(149)

φ(xi,xj) = (xTi xj + d)n (150)

φ(xi,xj) = tanh(xTi xj + d) (151)

onde n, d e γ são constantes e exp() e tanh() são as funções exponencial e tangente
hiperbólico, respectivamente. A variável d normalmente é escolhida para ser igual a 0 ou
1, n está ligado ao grau de controle e flexibilidade do classificador resultante considerando
kernel polinomial, e γ desenvolve um papel similar, porém para o kernel Gaussiano,
controlando seu comprimento (BEN-HUR et al., 2008). Em termos de implementação
computacional, o SVM é originalmente desenvolvido para separar classes binárias (Cortes
e Vapnik (1995), apud Ma e Guo (2014)), e deve-se adotar algumas estratégias para
quando há mais de duas delas:
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• abordagem um versus o restante (1VR) (TAX; DUIN, 1999): considera uma classe
versus as demais; sua vantagem é reduzir o número de classes e simplificar a apli-
cação da técnica; a desvantagem, por sua vez, é que, embora torne o problema
de otimização novamente binário, pode causar um problema de desbalanceamento
do número de amostras, especialmente quando o número total de classes é grande,
ignorando possíveis classificações corretas do grupo menor;

• abordagem um versus um (1V1) (Kreßel (1999), apud Ma e Guo (2014)): classifica
as classes em pares; se existem, por exemplo, k classes, há k(k − 1)/2 classificadores
binários individuais. Essa abordagem considera como grupo correto aquele que
obtém maior número de votos total;

• abordagem direta (Bredensteiner e Bennett (1999), Crammer e Singer (2002), Guer-
meur (2002), Khan, Awad e Thuraisingham (2007), apud Ma e Guo (2014)): aplica
um modelo multiclasse, tornando o problema de otimização apenas um; a vanta-
gem é a sofisticação e generalização do método, porém a um custo de complexidade
computacional relativamente alto.

Na seção de resultados, aplica-se a abordagem 1V1. O conceito de SVM conclui a
etapa de apresentação de técnicas de classificação de dados. As seções seguintes, por
fim, encerram o capítulo 3 com dois enfoques: i) função de densidade de probabilidade
gaussiana, bem como uma análise para se mensurar, visual e matematicamente, o quão
próxima dela uma função qualquer é, isto é, se pode-se ou não assumir como Gaussiana
uma variável aleatória de interesse; esse estudo é necessário não só pela importância
em si da Gaussiana, mas também porque algumas técnicas, como visto, consideram tal
densidade de probabilidade (essa proposição é assumida para todos os sinais SSVEP deste
trabalho); ii) validação de modelos de classificação estatística para se estimar erros de
predição, etapa também considerada relevante no contexto de tratamento de dados.

4.3 CRITÉRIOS DE ADERÊNCIA À NORMALIDADE

De acordo com Curran-Everett e Benos (2004), apud Ghasemi e Zahediasl (2012), os
erros estatísticos são comuns na literatura científica, e cerca de 50% dos trabalhos publica-
dos apresentam ao menos um erro. Muitos dos procedimentos adotados assumem que os
dados analisados seguem uma distribuição normal, ou gaussiana, e nem sempre essa suposi-
ção pode ser levada em consideração. Baseado nesse contexto, existem meios para se men-
surar o quão próxima da gaussiana uma distribuição de dados é, chamados de critérios de
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aderência à normalidade. Dentre os existentes, pode-se citar: Anderson-Darling, Cramer-
von Mises, Kolmogorov-Smirnov, Shapiro-Wilk, D’Agostino-Pearson, Jarque-Bera, Lillie-
fors, chi-quadrada, bem como recursos gráficos, como o histograma, box plot, e normal
plot, por exemplo (YAP; SIM, 2011). O presente trabalho dá enfoque a duas aborda-
gens: gráfica, a partir da análise de histogramas e curvas de distribuição, e formal, pela
aplicação do teste de Shapiro-Wilk, considerado como a melhor escolha dentre os outros
critérios formais (YAP; SIM, 2011; GHASEMI; ZAHEDIASL, 2012; RAZALI; WAH et
al., 2011).

4.3.1 Critério Visual

Para a primeira abordagem, tem-se que os histogramas estão relacionados à função
de densidade de probabilidade, dividindo os dados em partições (bins) de acordo com o
número de amostras contidas em cada faixa de valores ∆x da amplitude do sinal x(t); os
normal plots, por sua vez, relacionam-se à função de distribuição de probabilidade, mape-
ando em valores de 0 a 1 as probabilidades de cada uma dessas partições. Considere duas
séries de dados cuja distribuição é desconhecida a priori. A Figura 42 mostra os resultados
dos hitogramas obtidos para uma das séries, seja na forma de histograma, seja na forma
de normal plot. Nota-se, para ambos os gráficos, uma aproximação expressiva em relação
à gaussiana. O mesmo não ocorre para os gráficos da segunda série de dados (Figura 43),
que divergem significativamente da distribuição gaussiana, tendendo, a princípio, a uma
distribuição uniforme.

Figura 42 – Teste visual de aderência à normalidade para a primeira série de dados.

Fonte: Elaborado pelo autor.
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Figura 43 – Teste visual de aderência à normalidade para a segunda série de dados.

Fonte: Elaborado pelo autor.

4.3.2 Critério Formal

O teste de Shapiro-Wilk, proposto por Shapiro e Wilk (1965), consistem em uma
metodologia formal para testar a aderência à normalidade. Essencialmente, baseia-se no
fato de que uma variável Y ∼ N(µ,σ2) (isto é, de média µ e variância σ qualquer) pode ser
escrita na seguinte forma: Y = µ+σX, ondeX ∼ N(0,1) (YAP; SIM, 2011). Considerando
X1 ≤ X2 ≤ ... ≤ Xp uma amostra aleatória de tamanho p em ordem ascendente (µ =

0, σ = 1), m′ = (m1,m2, ...,mp) o vetor de valores esperados da estatística de ordem
padrão normal, V = (vij) a matriz de covariância n x n dessas estatísticas de ordem,
e Y′

= (Y1, Y2, ..., Yn) o vetor ordenado das observações amostrais; se existe aderência à
normalidade, pode-se escrever Y(i) como (YAP; SIM, 2011):

Y(i) = µ + σX(i), (i = 1,2, ..., n) (152)

e o teste de Shapiro-Wilk (SW) pode ser definido como:

SW =
[∑

n
i=1 aiY(i)]

2

∑i=1 n(Y(i) − Ȳ )2
=

(∑
k
i=1 an−i+1(yn−i+1 − yi))2

∑i=1 n(Y(i) − Ȳ )2
(153)

onde n = 2k, se n for par, e n = 2k + 1, se n for ímpar, e os chamados carregamentos ai
são dados por:

a′ = m′V−1
(m′V−1m)−1/2 (154)

podendo ser obtidos a partir de tabelas em Shapiro e Wilk (1965). O valor de SW varia
entre 0 e 1, sendo que valores próximos da unidade indicam aderência à normalidade, e
zero, o contrário; o critério varia de acordo com a confiabialidade desejada. Baseado nesse
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contexto, aplica-se o valor p, mínimo nível de significância a partir do qual pode-se rejeitar
uma hipótese em questão baseado no resultado (BHATTACHARYA; HABTZGHI, 2002).
A hipótese para o teste Shapiro-Wilk é sobre se considerar ou não uma distribuição como
Gaussiana (hipótese H0); assim, deve-se rejeitá-la caso PH0(X ≥ α) = α; isto é, se x
é o valor observado de uma variável aleatória X, considerando 95% de confiança, por
exemplo, e a distribuição de X em H0 é dada por P0, deve-se rejeitar a hipótese caso
p = 1 − P0 < 0,05 (BHATTACHARYA; HABTZGHI, 2002). Valores para p baseado
nos valores de SW podem ser obtidos a partir de tabelas em Shapiro e Wilk (1965).
Por fim, o teste de Shapiro-Wilk foi originalmente desenvolvido para n ≤ 50; extensões
desse teste para até n ≤ 5000 podem ser vistas em Royston (1992) e Royston (1993).
Os valores de SW e p para as distribuições das Figuras 42 e 43 são, respectivamente:
SW = 0,9972 e SW = 0,9487; p = 0,0794 e p = 0. Como esperado, pode-se considerar a
primeira distribuição como gaussiana, enquanto que essa hipótese deve ser rejeitada para
a segunda.

4.4 VALIDAÇÃO CRUZADA

De acordo com Mahmood e Khan (2009), a validação cruzada (ou, do inglês, cross-
validation), ferramenta padrão para se estimar erros de predição de modelos estatísticos, é
uma técnica computacional de reamostragem intensiva utilizada com o intuito de avaliar
modelos estatísticos, ou mesmo selecionar, entre aqueles que estão disponíveis, o modelo de
regressão mais adequado. A validação cruzada pode ser considerada como um método efi-
caz de validação de modelo quando não é possível coletar novos dados sobre um fenômeno
observado (SNEE, 1977). Dentre os tipos mais comuns, pode-se citar (KOHAVI et al.,
1995; MAHMOOD; KHAN, 2009; FUSHIKI, 2011): k-fold cross-validation e leave-one-
out. Neste trabalho, emprega-se a primeira dessas técnicas, pois esta pode ser preferível
do ponto de vista computacional (FUSHIKI, 2011).

Na validação cruzada por k-fold, a partir do conjunto de dados originais D, separa-
se k subconjuntos D1, D2,..., Dk mutuamente exclusivos de aproximadamente mesmo
tamanho, chamados de folds (KOHAVI et al., 1995). Esses subconjuntos, em seguida, são
categorizados em ‘‘treinamento’’ ou ‘‘teste’’, sendo o menor subconjunto pertencente ao
teste. Assim, são realizadas k iterações, cada qual retirando um subconjunto Di qualquer,
i = 1, ..., k, e construindo o modelo de análise, separação ou classificação de dados com
os k − 1 subconjuntos restantes. A Figura 44 apresenta uma ilustração do processo de
validação cruzada.
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Figura 44 – Ilustração do processo de validação cruzada por k-fold.

...

Treinamento

Teste

Banco de dados

1

2

k

Fonte: Elaborado pelo autor.

A cada iteração, calcula-se um erro de predição ou porcentagem de acerto em classi-
ficação e, ao final do proceso, faz-se uma média artimética simples de todos os erros de
predição/porcentagens de acerto encontrados. Desta forma, tem-se uma medida geral de
desempenho do modelo, podendo-se aferir se este está bem construído. O erro total de
predição é apresentado pela equação 155:

Etotal =
1
k

k

∑
i=1
Ei (155)

Outra ferramenta importante para melhor análise estatística chama-se curva ROC
(do inglês, Receiver Operating Characteristic), que é abordada na seção seguinte.

4.5 CURVA ROC

Uma curva ROC (Receiver Operating Characteristic), cuja idealização deve-se à cons-
tatação de que uma simples porcentagem de acerto pode ser uma métrica insuficiente,
consiste em uma técnica para se visualizar, organizar e selecionar classificadores baseado
em seu desempenho (FAWCETT, 2006). Dadas duas classes i (positivos) e j (negativos)
de dados, e um classificador estatístico capaz de alocar uma nova amostra a uma dessas
classes (como no caso apresentado para a LDA/QDA ou SVM, por exemplo), há quatro
possibilidades: a amostra positiva ser classificada, de fato, como positiva (o que é conhe-
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cido como verdadeiro positivo, ou, do inglês, true positive − TP ), a amostra positiva ser
classificada como negativa (falso negativo, false negative − FN), a amostra negativa ser
classificada como negativa (verdadeiro negativo, true negative − TN), e a amostra nega-
tiva ser classificada como positiva (falso positivo, false positive − FP ) (FAWCETT, 2006).
A partir dessas possibilidades, é possível construir uma tabela que ilustre o resultado da
classificação, chamada da matriz de confusão, como mostra a Figura 45.

Figura 45 – Exemplo de uma matriz de confusão.
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Fonte: Elaborado pelo autor.

A partir dessa matriz, estabelece-se relações de acurácia (acertos na classificação) e er-
ros (‘‘confusões’’ ocorridas na classificação); desta forma, pode-se obter mais informações
sobre o desempenho do classificador em questão. Nesse contexto, estabelece-se relações
conhecidas para a matriz de confusão: taxa de verdadeiros positivos (true positive rate,
TPR) e taxa de falsos positivos (false positive rate, FPR), cujas expressões são apresen-
tadas pelas equações 156 e 157, respectivamente (FAWCETT, 2006). Certamente, há
outras relações possíveis, porém o presente trabalho dá enfoque para as citadas anterior-
mente, especialmente visando à construção de curvas ROC.

TPR =
Positivos corretamente classificados

Total de positivos (156)

FPR =
Negativos incorretamente classificados

Total de negativos (157)

Segundo Fawcett (2006), o plano conhecido como curva ROC, por sua vez, é obtido
a partir das coordenadas FPR vs TPR, que mostra relações, portanto, de custo (falsos
positivos) e benefícios (verdadeiros positivos) do classificador. Também, de acordo com o
mesmo autor, um classificador discreto produz um ponto no plano FPR vs TPR, a partir
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do qual se pode aferir se o classificador apresenta uma abordagem mais ‘‘conservadora’’ ou
‘‘liberal’’. Por exemplo: se um ponto apresenta um valor alto em TPR e um baixo valor
em FPR, diz-se que o classificador é mais conservador, pois realiza classificações positivas
apenas se há uma forte evidência, de modo a reduzir erros de falsos positivos; se o ponto
apresenta o mesmo valor de TPR, mas um valor mais alto de FPR, diz-se, por outro lado,
que o classificador é mais ‘‘liberal’’, pois realiza classificações positivas a partir de uma
evidência mais fraca. Outra possibilidade é se o classificador apresentar FPR = TPR,
conhecido como desempenho aleatório (random performance), o que implica que não se
pode obter informações concretas sobre o classificador, pois ao mesmo tempo que apresenta
uma alta taxa de acertos, o mesmo vale para a taxa de erros. Quando as coordenadas
definem pontos no triângulo abaixo da classificação aleatória, diz-se que seu desempenho
é pior que a própria reta definida por FPR = TPR. A Figura 46 apresenta pontos com as
características mencionadas: A implica em um classificador mais conservador; B, outro
mais liberal; C, classificação aleatória; D, classificação indesejável.

Figura 46 – Ilustração de uma curva ROC para valores discretos.
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Fonte: Adaptado de Fawcett (2006).

Não obstante, há classificadores que não resultam em classificações binárias, mas sim
em uma probabilidade, ou valor numérico associado, que representa as chances de uma
amostra pertencer a uma determinada classe. A esses classificadores é associado um limite
(threshold), a partir do qual se pode, novamente, produzir um classificador binário: se o
resultado obtido é acima desse limite, classifica-se uma amostra à classe i; caso contrário,
à classe j (FAWCETT, 2006). Para clareza de entendimento, considere uma situação
genérica onde se tenha duas distribuições de dados, uma referente à condição normal
(positivo) de um fenômeno verificado, e outra à condição que apresente algum aspecto
heteróclito (negativo), mapeadas numericamente por um índice qualquer, como apresen-
tado na Figura 47. Nota-se que as distribuições são visivelmente separáveis, podendo-se,
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portanto, classificar novas amostras facilmente.

Figura 47 – Exemplo de distribuições de dados facilmente separáveis.
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Fonte: Elaborado pelo autor.

Entretanto, problemas reais contam com distribuições menos visivelmente separáveis,
como mostra a Figura 48, e com o propósito de se procurar a melhor configuração de
separabilidade entre os dados, pode-se variar o limiar. Cada valor assumido por esse
limiar implica em um ponto no plano ROC; assim, ao se estabelecer diversos valores,
constrói-se, enfim, uma curva ROC.

Figura 48 – Exemplo de distribuições de dados mais próximas das reais.
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Fonte: Elaborado pelo autor.

Quanto mais próximo da configuração da Figura 47, melhor é a relação custo-benefício,
o que implica, por conseguinte, em um melhor desempenho de classificação, e a área sob
a curva (do inglês, Area Under the Curve − AUC) tende à unidade. Em outras palavras,
se um modelo matemático-físico, ou de classificação, apresenta-se bem estruturado, bem
como se é possível obter amostras cujas classes são distinguíveis com clareza, consegue-
se obter classificações precisas. A partir das curvas ROC, portanto, tem-se informações
mais refinadas sobre o fenômeno físico, a aplicação correta da técnica de classificação, e
da distribuição de dados, o que fornece um critério mais elaborado em relação a simples
porcentagens de acerto. Ilustrações de curvas ROC podem ser vistas na Figura 49; a curva
pontilhada (em vermelho), represeta uma curva mais próxima da ideal, equanto que as
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outras apresentam curvas de classificação razoavelmente boa (linha contínua, em azul),
aleatória (FPR = TPR, linha tracejada, em preto), e classificação considerada indesejável
(ponto e traço, em magenta), respectivamente.

Figura 49 – Exemplo de distribuições de dados mais próximas das reais.
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5 RESULTADOS E DISCUSSÃO

Nesta seção são apresentados os resultados obtidos para as técnicas de classificação.
Sâo incluídos resultados analíticos (como no caso da proposta de generalização da CCA)
e baseados em sinais de EEG reais, que correspondem ao banco de dados disponíveis em
Zhang (2018), referentes ao trabalho de Zhang et al. (2014), cuja licença é do tipo Creative
Commons CC-BY. Essa licença permite que terceiros distribuam, remixem, adaptem e
criem a partir de seu trabalho, mesmo para fins comerciais, desde que lhe atribuam o
devido crédito pela criação origial (COMMONS, 2018).

Os dados são obtidos para quatro frequências de estímulo: 9,75 Hz, 8,75 Hz, 7,75
Hz e 5,75 Hz. De acordo com os autores, os experimentos foram feitos por 10 indivíduos
saudáveis, de 21 a 27 anos de idade, todos homens com visão normal ou corrigida para a
normal. No experimento, os indivíduos se sentaram confortavelmente em uma cadeira a
60cm de distância da tela do computador, cuja taxa de atualização da imagem era de 85
Hz, em um quarto com luz reduzida. Quatro quadrados vermelhos, cada um de dimensões
4cm por 4cm, foram apresentados na tela como estímulo, como mostra a Figura 50a —
nota-se que, neste experimento, os estímulos visuais foram aplicados simultaneamente, de
modo que não se pode garantir que os voluntários, ao fixarem seu olhar sobre um deles,
não sofreram qualquer influência de mais de um estímulo por rodada. No total, foram
feitas 20 rodadas para cada frequência escolhida, com duração de 4 segundos por rodada
precedida por um aviso de 2 segundos antes do estímulo ser efetuado.

Os sinais EEG foram gravados a partir de 30 eletrodos (dos quais apenas 8, repre-
sentativos da região occipital do córtex cerebral, constam no banco; ou seja, eletrodos
P7, P3, Pz, P4, P8, O1, Oz e O2) posicionados de acordo com o sistema 10-20, como
mostra a Figura 50b, usando um amplificador Nuamps (NuAmp, Neuroscan, Inc.) a uma
taxa de amostragem de 250 Hz, com filtros passa alta e passa baixa de 0.1 Hz e 70 Hz,
respectivamente. Após a aquisição, aplicou-se um filtro Butterworth passa banda de 6ª
ordem entre as frequências 4 e 45 Hz.

Devido à quantidade de dados, para a primeira etapa de resultados, que corresponde
a colocar à prova a hipótese de aderência à normalidada, apenas um sinal de cada grupo é
abordado para a verificação do critério proposto. Para clareza de entendimento, a Figura
51, por sua vez, apresenta uma ilustração geométrica do banco de dados utilizado. No



101

total, há, portanto, 8 eletrodos, 1000 pontos por eletrodo, 20 rodadas por frequência de
estímulo, e 4 frequências de estímulo.

Figura 50 – Estímulos visuais e posicionamento utilizados no experimento.
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Fonte: Zhang et al. (2014).

Figura 51 – Ilustração geométrica do banco de dados utilizado para os testes com EEG.
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Fonte: Elaborado pelo autor.

5.1 TESTE DE ADERÊNCIA À NORMALIDADE

A seguir, apresenta-se os resultados obtidos para ambos os critérios de aderência à
normalidade: visual e formal. As Figuras 52 a 55 mostram os histogramas, curvas de den-
sidade de probabilidade aproximadas, e funções cumulativas de probabilidade para alguns
testes selecionados de cada uma das quatro frequências de estímulo analisadas; acima de
cada função cumulativa, há o valor obtido a partir do teste de Shapiro-Wilk adotando
95% de confiança. Como se observa, as distribuições se aproximam da distribuição gaus-
siana, bem como todos os valores de p são maiores que 0,05. Por fim, considerando todos
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os dados da Figura 51, as porcentagems de testes de Shapiro-Wilk cujo valor é maior
que 0,05 são, para as frequências de 9,75 Hz, 8,75 Hz, 7,75 Hz e 5,75 Hz, respectiva-
mente: 35,63%, 36,88%, 30,63% e 29,38%. Embora essas porcentagens não sejam altas,
salienta-se que elas se referem aos sinais originais, no domínio do tempo. Após a redução
de dimensionalidade, forma na qual os dados são, de fato, utilizados para classificação, o
teste é aplicado novamente, como visto nas próximas seções.

Figura 52 – Teste de aderência à normalidade para sinal de frequência de estímulo igual
a 9,75 Hz.

Fonte: Elaborado pelo autor.

Figura 53 – Teste de aderência à normalidade para sinal de frequência de estímulo igual
a 8,75 Hz.

Fonte: Elaborado pelo autor.
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Figura 54 – Teste de aderência à normalidade para sinal de frequência de estímulo igual
a 7,75 Hz.

Fonte: Elaborado pelo autor.

Figura 55 – Teste de aderência à normalidade para sinal de frequência de estímulo igual
a 5,75 Hz.

Fonte: Elaborado pelo autor.

Na seção seguinte, por sua vez, apresenta-se todos os resultados obtidos a partir da
Análise de Correlação Canônica (CCA).

5.2 ANÁLISE DE CORRELAÇÃO CANÔNICA (CCA)

Para os resultados da Análise de Correlação Canônica, são realizadas simulações nu-
méricas em três fases: a) soluções analíticas (baseadas na Equação 74, para senoides
geradas), b) sinais reais (baseadas em um algoritmo CCA), obtidos do mesmo banco de
sinais de domínio público conforme previamente mencionado neste texto, e c) análise de
porcentagem de acerto do algoritmo para casos reais. A seguir, aborda-se a fase a), e todo
parâmetro considerado importante é analisado separadamente: número de períodos (nP ),
razão de frequências de amostragem (F ), adição de harmônicos tanto no sinal de entrada
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quanto no conjunto de sinais artificial (Hi e Hs, respectivamente), e adição de ruído ao
sinal de entrada.

5.2.1 Soluções Analíticas

Inicialmente, apresenta-se nesta seção o comportamento geral da equação generalizada
da CCA. A frequência de estímulo considerada é fm = 10 Hz, as amplitudes das senoides
são fixadas em 1 mV, e F = 1, o que implica em uma razão de frequências de amostragem
constante. A Figura 56 mostra as contribuições de ambos os termos da Equação 74
em um gráfico fr vs ρ, para Hs = 3, que representa a frequência reconhecida e o valor
o coeficiente de correlação, respectivamente. Note a semelhança desse domínio com o
tradicional da transformada de Fourier: o eixo das frequências se mantém, a amplitude se
dá em termos de correlação. Pode-se observar que a função sinc causa a maior influência
no resultado final, enquanto que o segundo termo adiciona uma contribuição pequena,
conforme discutido no capítulo 4. No caso das sub-harmônicas, ρ é ainda menor, e as
curvas tendem a tornar-se mais íngreme ao se aproximar da origem (nωx =mωy = 0), como
comentado no capítulo 4. Um efeito similar ocorre quando harmônicas são adicionadas ao
sinal de entrada (Hi = 3), como apresentado pela Figura 57: quando o valor da frequência
reconhecida aumenta, a curva torna-se mais paralela ao eixo das abscissas. O efeito da
adição de harmônicos é abordado em detalhes neste capítulo. Para as soluções seguintes,
usa-se outro gráfico fr vs ρ, que representa a frequência reconhecida pelo valor absoluto
do coeficiente de correlação considerando ambos os termos da equação 74.

Figura 56 – Contribuição dos termos da equação generalizada CCA (Hs = 3).

Fonte: Elaborado pelo autor.
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Figura 57 – Contribuição dos termos da equação generalizada CCA (Hi = 3).

Fonte: Elaborado pelo autor.

Número de Períodos

As Figuras 58a e b apresentam, respectivamente, as curvas para nP = 20 e nP = 100
com os parâmetros anteriores, exceto para n em, ajustados para 1 (sem harmônicos), para
auxiliar no entendimento. Observa-se que, conforme o número de períodos aumenta, a
curva torna-se mais estreita em torno da frequência principal, o que acarreta uma melhor
acurácia para o reconhecimento. A partir desse fato, novamente é possível estabelecer uma
analogia com os efeitos observados na transformada de Fourier: o vazamento espectral
(spectral leakage), causado pelo janelamento de um número não inteiro de períodos de um
sinal harmônico, causa o espalhamento da energia da frequência principal para suas com-
ponentes vizinhas (WU; CHEN; CHEN, 2012), prejudicando a resolução em frequência;
no caso da correlação, efeito similar ocorre por um número pequeno de períodos.

A Figura 58c, por sua vez, mostra como a largura de banda BW [Hz] em torno da
frequência de estímulo varia com nP , dadas diferentes frequências de estímulo; uma linha
de referência foi estabelecida em ρ = 0,5 para calcular os limites dessa largura de banda. A
Figura 58d, por fim, apresenta esse mesmo gráfico, porém normalizado pelas respectivas
frequências de estímulo. A partir deste resultado, embora se note que BW tem pequena
variação para nP > 30, considera-se uma abordagem conservativa neste trabalho, com nP =

100, especialmente visto o pequeno esforço computacional associado. Assim, usa-se uma
janela temporal de 10 segundos para atingir a acurácia desejada. Essa análise esclarece
que janelas temporais menores levam a maiores classificações incorretas em sistemas BCI,
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como observado por Zhang et al. (2014).

Figura 58 – Efeito de aumento do número de períodos no valor de correlação.
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Fonte: Elaborado pelo autor.

Uma discussão importante surge deste fato, pois deve-se sempre conciliar diversos
aspectos práticos no protocolo SSVEP: janela temporal (quanto menor for, mais rápida é
a resposta do sistema BCI), acurácia da técnica aplicada para tal janela temporal, graus
de liberdade (isto é, intenções do usuário convertidas em ações mecânicas baseado no
número de frequências de estímulo), e faixa de frequência disponível para a seleção de
frequência de estímulo, entre outros. Uma vez que as principais restrições são fisiológicas,
a fim de se obter sinais com amplitudes mais facilmente detectáveis, bem como evitar um
maior risco de crises epiléticas, a faixa de frequência alpha, que compreende de 7,5 a 12,5
Hz, é a mais adequada. Baseado nisso, é possível definir um parâmetro que relaciona o
tempo de resposta, número de períodos e frequência de estímulo, como dado pela equação
75 no capítulo 4: tmax = nP /fm.

Essencialmente, o parâmetro proposto é importante para escolher a aplicação do sis-
tema BCI. Por exemplo, supondo que a seleção não envolva frequências duais, fm = 12
Hz (limite da melhor frequência atingível, na transição entre as faixas alpha e beta) e o
tempo de resposta deve ser igual a 4s nP = 12

s (4s) = 48. Se for requerida uma resposta
mais rápida, então, tem-se nP = 12

s (2s) = 24. Nota-se que, para este primeiro caso, há
uma melhor acurácia. Para o segundo, pode-se melhorar aumentando fm; entretanto, esse
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valor está restrito pela faixa alpha, e a única possibilidade é utilizar outra frequência (cujo
valor e harmônicas não sobreponham a primeira frequência e suas harmônicas); em outras
palavras, por exemplo: nP,1 = 10

s (2s) = 20 ou nP,2 = 7
s(2s) = 14. Assim, para qualquer

frequência, ou a resposta é mais rápida e, no entanto, menos exata, ou é mais lenta e, por
conseguinte, mais precisa; do contrário, os parâmetros devem ser alterados para novas
implicações. Se nP,ot = 100 é fixado, desejando-se obter maior (neste caso), e as mesmas
frequências são avaliadas: tmax,ot = 100

12 = 8,33s. De forma similar, tmax,1 = (100/10) = 10s
e tmax,2 = (100/7) = 14,28s. Baseado nessa análise, é factível definir-se o fator de acurácia
FA, apresentado no capitulo 4 pela equação 76, para ambas situações, respectivamente,
ou seja:

FA =
nP

nP,otimo
⇔ FA =

tmax,otimo
tmax

=
fm,otimo
fm

Nos exemplos apresentados, tem-se para o primeiro caso: FA = (20/24) = 0,8333 e FA =

(14/24) = 0,5833 (83,33% e 58,33% do melhor resultado possível); para o segundo caso:
FA = (8,33/10) = (10/12) = 0,8330 e FA = (8,33/14,28) = (7/12) = 0,5833. É importante
enfatizar que esse tipo de protocolo é de difícil generalização devido às particularidades
de cada sujeito e do eletroencefalograma obtido. Então, não se pode estabelecer relações
definitivas no contexto de interface cérebro-máquina, pois o mais importante é verificar
e garantir a maior robustez possível do protocolo, dadas as limitações. Portanto, essa
equação é apenas um indicativo teórico de acurácia. Assim, com esses resultados conclui-
se a etapa de análise do número de períodos. Na próxima seção apresenta-se a análise
analítica da equação generalizada CCA, com uma discussão sobre a adição de harmônicos.

Adição de Harmônicos

A Figura 59 apresenta o efeito da adição de harmônicos tanto no sinal de entrada
(Hi) e conjunto de sinais artificiais (Hs); cada um, a sua vez, fixado em 3 como um valor
de referência (MÜLLER-PUTZ et al., 2005). Pode-se observar que, conforme harmônicas
são adicionadas no conjunto artificial, sub-harmônicas surgem, de fato, no gráfico fr vs
ρ (5 Hz e 3,33 Hz), enquanto que super-harmônicas surgem quando o sinal de entrada
tem Hi = 3 (20 Hz e 30 Hz); por fim, uma combinação desses dois efeitos resulta em
mais componentes do que a soma de todas as harmônicas adicionadas; isso se deve, como
esperado pela análise do capítulo 4, à superposição causada pelas sub-harmônicas de cada
harmônica adicionada ao sinal de entrada, como visto na Figura 60. Deve-se salientar
que, somando o número para cada caso, nfr = nm = 9 (há, de fato, 9 picos, previsto pela
equação nfr = nm); contudo, após a superposição, apenas nfr = 7 podem ser identificados.
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Não obstante, todas as classificações são realizadas corretamente.

Figura 59 – Efeito de adição de harmônicas.

(a) Hs = 3 (b) Sem harmônicas

(c) Hi = 3 (d) Combinação de efeitos

Fonte: Elaborado pelo autor.

Figura 60 – Sub-harmônicas de cada harmônica adicionada no sinal de entrada.

(a) Sub-harmônicas da primeira
harmônica

(b) Sub-harmônicas da segunda
harmônica
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(a) Sub-harmônicas da terceira
harmônica

(b) Combinação de curvas

Fonte: Elaborado pelo autor.

Frequência de Amostragem

Em relação à razão de frequências de amostragem F , a Figura 61 mostra como alte-
rações nesse parâmetro influenciam no resultado final da correlação: para qualquer valor
real F < 1, a frequência reconhecida situa-se à direita da frequência de estímulo, e para
F > 1, situa-se à esquerda. Essencialmente, isso se deve à sub-amostragem (aliasing);
e para esses casos particulares (números inteiros), conforme F varia, torna-se uma sub-
harmônica ou super-harmônica da frequência principal, como visto na equação 74. Deve-se
salientar que, uma vez que essa variável está puramente ligada ao processamento do sinal,
o comportamento verficado é válido para qualquer combinação na adição de harmônicas,
o que faz de F um fator de correção, podendo ser expresso como visto pela equação 77,
repetida a seguir para facilitar para o leitor:

f̂ = F [argmax(ρm)], m = 1,2, ...,M

Figura 61 – Efeito de alterações em F .
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Fonte: Elaborado pelo autor.

Essa expressão torna possível a aquisição do sinal a qualquer taxa de amostragem que
esteja de acordo com os requisitos mínimos do teorema de Nyquist-Shannon (SHANNON,
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1949). Ela fornece não apenas maior flexibilidade ao se utilizar a CCA, mas também maior
confiabilidade para o sistema. Baseado nisto, é possível estabelecer uma nova relação entre
F e a frequência reconhecida normalizada f = fr/fm. A Figura 62 apresenta um gráfico
de F vs f ; nota-se que, de fato, F = 1 é o único valor para o qual há identificação correta.
Também, verifica-se que a curva é simétrica e seu comportamento é dado como visto pela
equação 78, ou seja, f = 1/F .

Figura 62 – Relação entre F e f .
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Fonte: Elaborado pelo autor.

o que é coerente: seja maior ou menor, a frequência reconhecida se distancia da frequência
de estímulo se a razão de frequências de amostragem for diferente da unidade. Isso conclui
a análise desse parâmetro, e a seção seguinte aborda o efeito da adição de ruído ao sinal
de entrada.

Adição de Ruído

O efeito da adição de ruído ao sinal de entrada é mensurado aplicando uma senoide
e ruído branco:

xn(t) = x(t) + pnr(t) (158)

onde xn(t) é a curva do seno x(t) após a adição de ruído, representado por r(t), uma
distribuição gaussiana normalizada multiplicada pelo valor RMS de x(t), e um fator de
porcentagem pn. A Figura 63 apresenta valores de pn em relação a ρ considerando: a)
Hi fixo e Hs variável (maior quantidade de harmônicas no conjunto de sinais artificial);
b) Hi variável e Hs fixo (maior quantidade de harmônicas no sinal de entrada); c) Hi e
Hs variáveis simultaneamente. Observa-se que a adição de ruído é claramente um fator
fundamental para se diminuir o valor total de correlação. Além disso, quando Hi ≠ Hs,
esse decréscimo é ainda mais severo, o que sugere que, para um melhor reconhecimento,
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o número de harmônicas no sinal de entrada e no conjunto artificial de sinais deve ser o
mesmo.

Figura 63 – Efeito da adição de ruído.
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Fonte: Elaborado pelo autor.

Na seção seguinte, apresenta-se uma análise de sinais reais, que envolve a apresentação
de gráficos semelhantes aos vistos nas seções anteriores, a fim de verificar o comporta-
mento dos parâmetros propostos neste trabalho em aplicações de engenharia.

5.2.2 Sinais de EEG

Para os sinais de EEG, a princípio, apresenta-se seu comportamento em relação aos
sinais considerados nas soluções analíticas. Para tal, como abordado no capítulo 4, as
variáveis canônicas, escolhidas de uma das 20 rodadas existentes, são consideradas repre-
sentativas da atividade geral cerebral sob estímulo de cada uma das frequências selecio-
nadas por Zhang et al. (2014). Ou seja, um único sinal, após a devida aplicação dos pesos
originados do maior autovetor de cada situação, é comparado com o sinal gerado artifici-
almente, constituído apenas por um somatório de senoides. O número de harmônicas no
sinal de entrada artificial é igual a 3 (i.e., Hi = 3), o número de harmônicas no sinal de
entrada real é desconhecido, e o número de harmônicas no conjunto de sinais artificial é,
também, igual a 3 (i.e., Hs = 3).

As Figuras 64a e b ilustram a comparação desses sinais no domínio do tempo; a Figura
64c, por sua vez, apresenta o espectro em frequência da variável canônica. Observa-se
duas faixas de frequência com componentes pronunciadas: a frequência de estímulo (9,75
Hz) e sua primeira super-harmônica (∼ 20 Hz). A Figura 64d, por fim, apresenta a variável
canônica no domínio fr vs ρ, como nos casos vistos anteriormente, após a utilização de
um algoritmo CCA, diferentemente dos sinais analíticos. Nota-se que, apesar do ruído
(que, de fato, reduz o valor geral de correlação; a diferença entre o número de harmônicas
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contidas nesses sinais é outra possível causa), as maiores amplitudes ocorrem em 9,75 Hz,
duas de suas sub-harmônicas (4,875 Hz e 3,25 Hz), o que implica em Hs = 3 (estipulado
inicialmente e, portanto, confirmado), e um pico começa a surgir em uma super-harmônica
(∼ 20 Hz), o que explicita o comportamento não linear do cérebro, e endossa a hipótese de
superposição para o modelo: a frequência de estímulo é bem definida; suas sub-harmônicas
surgem devido ao conjunto de sinais artificial (e, portanto, não estão diretamente ligadas
à dinâmica neural), e são bem definidas também, com amplitude semelhante à principal;
uma super-harmônica surge, porém sua amplitude é menor, e suas sub-harmônicas não são
observáveis (possivelmente devido ao ruído e baixa amplitude); outras super-harmônicas
não são visíveis nesse caso.

Figura 64 – Comparação entre variável canônica (sinal real) e resultado analítico para
fm = 9,75 Hz.
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Fonte: Elaborado pelo autor.

Outro ponto importante é a amplitude em frequência vista nos sinais reais: note a
diferença neste valor em comparação aos sinais das Figuras 15 a 18 (que provêm direta-
mente de eletrodos e não são, portanto, variáveis canônicas); por se tratarem de variáveis
canônicas (e, consequentemente, pela melhora na relação sinal-ruído), evidencia-se me-
lhor a componente em frequência. A Figura 65 mostra essa comparação para a frequência
escolhida de 9,75 Hz (sinal da Figura 18 e variável canônica da Figura 64 na mesma es-
cala). Esse fato é endossado quando se avalia os autovetores de projeção dessas variáveis
canônicas, como mostrado na Figura 66. Nela, tem-se o valor absoluto dos pesos de cada
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eletrodo utilizado; nota-se que, para a variável canônica cujo espectro de frequência é
mostrado na Figura 65, o eletrodo de maior peso é o número 7, verificado, por inspeção
(discutida em mais detalhes na seção sobre componentes principais), como mais próximo
à região occipital (e, desta forma, mais significativo) em relação aos outros, o que não
ocorre para outras variáveis canônicas de frequências distintas da frequência-alvo — isto
é, quando banco de sinais artificial e sinal de entrada não têm a mesma frequência.

Figura 65 – Comparação de amplitudes em frequência entre sinal de um eletrodo e variável
canônica para fm = 9,75 Hz.
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Fonte: Elaborado pelo autor.

Figura 66 – Pesos de cada eletrodo na classificação da frequência-alvo de 9,75 Hz.
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Fonte: Elaborado pelo autor.

É interessante analisar o comportamento dessas curvas nos três domínios apresentados,
pois a informação contida em um deles complementa a dos outros. Por exemplo, a Figura
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67 apresenta uma nova variável canônica referente a um outro teste realizado sob a
mesma frequência de estímulo anterior. Nota-se que, neste caso, o domínio de frequência
vs amplitude não explicita a componente super-harmônica que existe no sinal de entrada;
entretanto, o domínio fr vs ρ o faz, semelhante ao visto na Figura 64.

Figura 67 – Comparação entre variável canônica (sinal real) e resultado analítico para
fm = 9,75 Hz.
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Fonte: Elaborado pelo autor.

Para fins de comparação, a Figura 68 apresenta os outros casos contidos no banco
de sinais, para as frequências 8,75 Hz, 7,75 Hz e 5,75 Hz, respectivamente. Resultados
similares aos das Figuras 64 e 67 são obtidos, com exceção do valor geral de correlação;
os picos de fm = 9,75 Hz são um pouco mais pronunciados que os outros casos, o que vem
ao encontro do resultado obtido para análise de número de períodos: frequências mais
próximas da faixa alpha, dado uma janela temporal fixa, acarretam em maior número de
períodos, maior informação sobre o sinal e, portanto, maior coeficiente de correlação.
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Figura 68 – Componentes em frequência e correlação para 8,75 Hz, 7,75 Hz e 5,75Hz.
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Fonte: Elaborado pelo autor.

É possível, finalmente, comparar-se diretamente os resultados de sinais reais com os
analíticos visual e matematicamente. A Figura 69a apresenta os resultados para fm =

9,75 Hz (Figura 67d). A comparação visual é indicada pela sobreposição de curvas, e a
comparação matemática é dada pelo valor de ρ̃, correlação obtida após aplicar o algoritmo
CCA entre ambas as curvas novamente, como apresentado pela equação 79 no capítulo 4.
Observa-se que existe, de fato, uma boa concordância para ambos os critérios; os únicos
picos ‘‘mal ajustados’’ são os referentes a sub-harmônicos das harmônicas, que não são
significativos em termos de dinâmica, apenas caracterizam a técnica em si. Por fim, a
mesma concordância não ocorre na Figura 69b, quando a frequência escolhida para a
curva analítica é diferente da frequência de estímulo.
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Figura 69 – Comparação entre curvas analíticas e de sinal real para 9,75 Hz.
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Fonte: Elaborado pelo autor.

Como verificado, é possível se obter informações essenciais a partir da proposta de ge-
neralização da CCA. Para resumi-las e esclarecê-las, a Figura 70 apresenta um fluxograma
comparando as abordagens clássica e a proposta deste trabalho. A partir da introdução
de novos parâremtros, pode-se compreender melhor quais deles influenciam mais signifi-
cativamente no reconhecimento correto e valor final de correlação, bem como realizar-se
uma seleção de frequência de estímulo de forma mais cautelosa, incluindo fatores fisiológi-
cos, técnicos e operacionais. Essencialmente, seja em termos de informação disponível do
sistema, or introdução de parâmetros resultantes de uma compreensão mais ampla dessa
técnica, A seguir, apresenta-se a análise de porcentagem de acerto da CCA, incluindo
aplicações de validação cruzada e curvas ROC.

Figura 70 – Fluxograma de similaridades e diferenças entre a abordagem clássica da CCA
e a proposta de generalização.
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5.2.3 Análise de Porcentagem de Acerto

A princípio, como a técnica CCA envolve comparações de sinais reais com sinais cria-
dos artificialmente, ela não requer treinamento, o que implica que um teste de validação
cruzada, neste caso, não é aplicável. Esta seção aborda, portanto, apenas aspectos relaci-
onados à porcentagem de acertos na classificação, bem como construção de curvas ROC;
salienta-se, também, que o teste de validação cruzada é aplicado para todas as outras téc-
nicas, porém a construção de matrizes de confusão e curvas ROC são empregados apenas
para a CCA, visto que é a técnica de maior relevância no presente trabalho.

A Tabela 2 apresenta os resultados obtidos para a CCA, mostrando as frequências
de estímulo, a porcentagem de acerto por frequência e geral, e valor de correlação médio.
A porcentagem é calculada a partir da relação identificação correta/total de testes, onde
o total de testes é igual ao número de rodadas realizadas no banco de sinais (20 por
frequência de estímulo); isto é, cada sinal de dimensão 8 × 1000 retirado das matrizes
cúbicas é comparado com 4 bancos artificiais de senos e cossenos, aquele que apresentar
maior correlação indica a frequência de estímulo correta (Figura 31). O valor de correlação
médio, por sua vez, é obtido a partir da média entre todos os valores individuais a cada
rodada; isto é, para cada 1 dos 20 testes, atribui-se identificação correta, se este indicar,
de fato, a frequência esperada, ou incorreta caso contrário; o somatório das identificações
corretas dividido por 20 é a porcentagem final de acerto. A porcentagem geral de acerto,
por sua vez, é a média aritmética das porcentagens de acerto por frequência. Percebe-se
que, de forma geral, as porcentagens por frequência são altas, especialmente considerando
o fato de que os sinais de comparação são artificiais. Também, nota-se que, conforme
a frequência-alvo se distancia da faixa alpha, o valor de correlação médio torna-se mais
baixo, fato que endossa, novamente, o resultado obtido na seção de análise de número
de períodos. Por fim, o desempenho médio dessa técnica é de 83,75% de acertos, valor
relativamente alto.

Tabela 2 – Porcentagem de acerto e correlação média da CCA clássica para cada frequência
de estímulo.

Frequência de estímulo (Hz) Porcentagem de acerto (%) Valor de correlação médio
9,75 100 0,7454
8,75 100 0,5696
7,75 75 0,5557
5,75 60 0,4567
Todas 83,75 0,5818

Fonte: Elaborado pelo autor.
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A porcentagem geral de acerto, como abordado anteriormente, pode não ser uma
informação suficiente para se avaliar o desempenho da técnica. Pelo fato da CCA ser a
técnica de maior relevância neste trabalho, apresenta-se, a seguir, a matriz de confusão
referente às frequências de estímulo, Figura 71. Essencialmente, essa matriz é um extensão
da Tabela 2, considerando não só a porcentagem de acerto para a frequência esperada
(alvo), mas também as porcentagens de classificações incorretas por frequência.

Nota-se que a matriz de confusão endossa o fato de que: quanto mais distante da faixa
alpha, menos eficiente é a classificação. Também, os cenários menos favoráveis são, em
ordem crescente, para 7,75 Hz e 5,75 Hz, respectivamente; para o primeiro, observa-se que
há confusão com a frequência de 8,75 Hz, que é próxima à frequência de estímulo; para o
segundo, há classificações incorretas com todas as outras frequências, mas especialmente
para 9,75 Hz, frequência próxima à primeira harmônica de 5,75 Hz. Isso pode ajudar a
explicar o porquê das menores porcentagens de acerto; não obstante, há de se lembrar
que, como os estímulos foram apresentados simultaneamente no protocolo de execução
(ZHANG et al., 2014), é possível que o indivíduo a partir do qual os sinais foram obtidos
tenha sofrido uma influência indevida de um estímulo visual não relacionado ao alvo no
qual fixou seu olhar. Para ilustrar essa hipótese, a Figura 72 apresenta sinais no domínio
da frequência com duas identificações: frequência de estímulo e frequência reconhecida;
nota-se que, de fato, essas frequências não coincidem para esses casos.

Figura 71 – Matriz de confusão utilizando CCA.
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Fonte: Elaborado pelo autor.
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Figura 72 – Influência indevida de frequências distintas na frequência de estímulo.
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Fonte: Elaborado pelo autor.

Considerando os problemas obtidos durante o reconhecimento após aplicação de CCA,
é razoável admitir que não apenas a frequência de estímulo, mas também o valor de
correlação, apresente relação com a classificação incorreta. Para se verificar essa hipótese,
apresenta-se a Figura 73, na qual os dados estão separados pelo valor de correlação,
indicando, também, um box plot, onde os grupos são organizados pela mediana e valores
de dispersão ao redor da mediana, fornecendo, portanto, informações sobre a distribuição
dos dados. Salienta-se que cada grupo de frequência conta com apenas identificações
corretas, isto é, quando fm = fr, o que justifica a diferença de quantidade de amostras
por grupo. Nota-se que o valor de correlação é, de fato, um parâmetro que influencia na
identificação correta, pois há uma tendência do valor de ρ aumentar conforme fr cresce,
corroborando o que foi visto na Tabela 2.

Figura 73 – Valores de correlação por grupos de frequência.

(a) Amostras vs ρ (b) fr vs ρ

Fonte: Elaborado pelo autor.

Não obstante, essa relação de dependência de crescimento não é bem definida; os
valores de ρ para 9,75 Hz, por exemplo, abrangem uma faixa muito ampla. Para se
estabelecer melhores faixas de identificação para cada frequência (levando em conta a
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dispersão dos dados), bem como para se avaliar a relação de custo-benefício de tal identi-
ficação, apresenta-se as curvas ROC para cada frequência na Figura 74a e as áreas sob as
curvas na Figura 74b. Para sua construção, o limiar considerado é o próprio valor de ρ,
que neste caso variou de 0, valor mínimo, até 1, valor máximo. Observa-se que as piores
relações de FPR por TPR ocorrem para as frequências intermediárias, como esperado,
devido à baixa separabilidade vista na Figura 73. Melhores separabilidades implicam em
melhores relações custo-benefício, justificando as melhoras expressivas vistas para 5,75 Hz
e 9,75 Hz. Desta forma, quanto maior o ∆f existente entre uma frequência e outra, me-
lhor a identificação. Neste caso, as frequências são avaliadas em conjunto, pois deseja-se
maiores graus de liberdade; entretanto, também é necessário aumentar a diferença entre
uma e outra.

Conclui-se que, assim como a questão de escolha de frequência de estímulo e tempo de
resposta, a relação entre essa frequência e a identificação correta é assimétrica, implicando
na priorização de um ganho em detrimento do outro. Por fim, os limiares que melhor
separam os dados, isto é, os limiares a partir dos quais coordenadas no plano ROC são
obtidas com a menor distância do ponto (0,1) (melhor classificação possível), são: 0,5160
para 5,75 Hz, 0,6190 para 7,75 Hz, 0,5860 para 8,75 Hz e 0,6490 para 9,75 Hz. Esse
valores podem auxiliar no processo de reconhecimento, visto que estabelecem faixas nas
quais a relação entre falsos positivos e verdadeiros positivos é maximizada (para os dados
considerados).

Figura 74 – Curvas ROC para as frequências consideradas.

(a) Curvas ROC (b) Área sob a curva

Fonte: Elaborado pelo autor.

As análises feitas nessa seção evidenciam que: i) é indispensável, para a aplicação do
protocolo SSVEP, conciliar uma seleção cautelosa de frequências de estímulo, bem como
a quantidade dessas frequências apresentadas simultaneamente (e, portanto, de número
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de graus de liberdade), com um reconhecimento preciso, de modo que a melhora em um
desses fatores pode acarretar a piora do outro; ii) a dificuldade do reconhecimento correto
de padrões (associada à necessidade de maiores graus de liberdade para perspectivas
de aplicação real) é, desta forma, intrínseca ao protocolo SSVEP, e a técnica escolhida
deve atender suficientemente essa demanda; iii) a CCA, a princípio, embora simples e
precisa (em termos de reconhecimento individual de frequências), pode não conseguir
contornar a questão da simultaneidade de estímulos visuais; iv) entretanto, sugere-se que
o estudo aprofundado de seu comportamento e desempenho, como feito anteriormente,
integrando aspectos de natureza fisiológica, técnica e operacional, pode colaborar para
que o reconhecimento correto seja realizado apesar das limitações da técnica.

5.3 ANÁLISE DE COMPONENTES PRINCIPAIS (PCA)

A Análise de Componentes Principais é feita em duas etapas: a) visualização das
componentes principais considerando-se um número variável de eletrodos (neste caso, o
número total de eletrodos do córtex visual, ou apenas aqueles localizados na parte mais
posterior do cérebro), b) validação cruzada e verificação da porcentagem de acerto a
partir das métricas de classificação de dados; a saber: distância Euclidiana (Equação 90),
distância de Mahalanobis (Equação 91) e Naïve-Bayes (Equação 96).

5.3.1 Visualização das Componentes Principais

Para a visualização das componentes principais, duas configurações gerais são con-
sideradas, sendo subdivididas em sequência: número total de eletrodos do córtex visual
(todos aqueles da região posterior do cérebro, como indica a Figura 11), ou apenas 3 dos
8 eletrodos totais (escolhidos por inspeção após sucessivas verificações no plano de com-
ponentes principais, de forma que esses eletrodos, segundo o Mapa de Brodmann, são
aqueles mais próximos à região occipital, córtex visual). Para cada um deles, os dados de
1 das rodadas foi analisado primeiramente, a fim de se verificar a disposição dos eletrodos;
em seguida, 70% das rodadas (14 das 20 existentes) foram separadas para construir uma
nova disposição em componentes principais. Considera-se essa porcentagem para melhor
se visualizar o efeito de separabilidade entre os grupos de dados, fato especialmente útil
para a visualização de suas densidades de probabilidade, mostradas na seção seguinte.

A Figura 75a apresenta a primeira configuração, para umas das rodadas, e a Figura
75b, o mesmo caso, porém considerando 70% das rodadas. Nota-se que, quando há apenas
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uma rodada, a separação visual é melhor definida; quando se adiciona mais dados, há
perda de distinção entre os grupos. Possivelmente, isso se deve ao fato de que, quando se
incluem mais dados, neste caso, apesar de haver mais informação sobre o sistema, os dados
provêm de uma região mais distante daquela principal do córtex visual (isto é, eletrodos
diferentes dos 3 mencionados inicialmente); isso é visível nas componentes principais, pois
nota-se que, progressivamente, as amostras tendem a se tornar mais esparsas ao longo
dos grupos, não se aglutinando, mas sim se sobrepondo.

Figura 75 – Comparação entre curvas analíticas e de sinal real para 9,75 Hz.

(a) 8 eletrodos, 1 rodada (b) 8 eletrodos, 14 rodadas

Fonte: Elaborado pelo autor.

A Figura 76a, por sua vez, mostra a segunda configuração, para uma das rodadas, e a
Figura 76b, a mesma situação, porém considerando 70% delas. Observa-se que os grupos
de dados estão melhor separados, em ambas as situações, se comparados à configuração
anterior. Essa melhora pode ser justificada pela inclusão de eletrodos mais específicos do
córtex visual — os mais influenciados pelo estímulo visual e, portanto, com efeito mais
representativo da sincronização de disparos dos neurônios.
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Figura 76 – Comparação entre curvas analíticas e de sinal real para 9,75 Hz.

(a) 3 eletrodos, 1 rodada (b) 3 eletrodos, 14 rodadas

Fonte: Elaborado pelo autor.

A partir desses resultados, as classificações são feitas baseadas na situação considerada
como mais significativa, isto é, da Figura 76b, aplicando-se validação cruzada.

5.3.2 Validação Cruzada e Porcentagem de Acerto

Para se realizar a validação cruzada, utiliza-se o conceito apresentado pela Figura
44: o grupo original de dados é subdividido em k partições (neste caso, k = 20, devido à
existência de 20 rodadas), e um processo iterativo é estabelecido: a cada iteração, retira-se
1 partição para ser utilizada como teste, e as restantes são utilizadas para a construção
do modelo de componentes principais. Salienta-se, também, que apenas 3 dos 8 eletrodos
são utilizados, considerados como os mais significativos, como visto na seção anterior.
Uma ilustração dos dados utilizados para treinamento e teste é mostrada na Figura 77.
Nela, representa-se a partição de um dos grupos de dados, para uma frequência. Cada
grupo (Fig. 51), por sua vez, apresenta a mesma divisão, de modo que as quatro partições
individuais são utilizadas como testes, enquanto que os quatro conjuntos de treinamento,
juntos, fornecem o modelo de separabilidade de dados.

Após a realização das k iterações e aplicação da equação 155, calcula-se a porcentagem
média de acerto, como mostrado na Tabela 3, utilizando as métricas: distâncias Euclidiana
e Mahalanobis, e classificador Naïve-Bayes. A distância da amostra de teste é calculada
entre as coordenadas da amostra e o centroide de cada grupo no subespaço de componentes
principais. O classificador por Naïve-Bayes, por sua vez, considera que as distribuições
desses dados no subespaço são do tipo Gaussiana. Observa-se que a distância Euclidiana
tem um desempenho bom na classificação, isto é, a classificação aproxima-se de 100%,
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Figura 77 – Dados utilizados de uma frequência de estímulo para validação cruzada em
PCA.
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Fonte: Elaborado pelo autor.

o que não ocorre para a distância de Mahalanobis. Essa diferença significativa pode ser
devido à principal desvantagem da distância de Mahalanobis (YEAGER et al., 2018): uma
vez que ela é caracterizada pela média das amostras e covariância, qualquer amostra não
pertencente ao conjunto de referência de treinamento (outlier) apresenta uma influência
indevida na estimativa da média e covariância; menores distâncias apresentadas pelas
amostras de teste podem mascarar os outliers da mesma vizinhança estatística que o
conjunto de treinamento, resultando em um maior número de falsos negativos. Em outras
palavras, a distância de Mahalanobis é sensível à presença de outliers, e considerando que
há uma quantidade pequena de amostras nas componentes principais, pode-se justificar
o resultado obtido. O classificador Naïve-Bayes, por fim, obteve um resultado similar
ao da distância Euclidiana. Pode-se justificar seu desempenho por levar em conta as
probabilidades condicionais; ademais, a hipótese de independência condicional entre as
componentes principais se demonstra adequada.

Tabela 3 – Porcentagem de acerto para PCA.

Número de Validações Ec (%) Mc (%) NB (%)
20 97,92 49,58 97,92

Fonte: Elaborado pelo autor.

A próxima seção introduz os resultados da Análise de Discriminante Linear/Quadrático
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(Linear/Quadratic Discriminant Analysis).

5.4 ANÁLISE DE DISCRIMINANTE LINEAR/QUADRÁTICO
(LDA/QDA)

Para a análise desse classificador, adota-se três etapas: a) visualização espacial do
efeito da LDA, b) aplicação do discriminante linear e quadrático para a classificação de
fato, c) validação cruzada e porcentagem de acerto. Para sua utilização, é necessário que
se tenha duas ou mais características distintas a serem comparadas; os dados não são, pois,
utilizados em sua forma original, devido ao problema de dimensionalidade: para os dados
originais, tem-se um vetor n-dimensional, o que implica em n características; após PCA,
tem-se apenas 3 características, compostas pelas componentes principais, o que reduz a
dimensionalidade e destaca as informações principais contidas nos sinais originais. Dessa
forma, comumente aplica-se uma técnica de redução de dimensionalidade antes de se fazer
uso da LDA/QDA, como a PCA, por exemplo. Uma comparação entre as componentes
principais antes e depois da LDA é mostrada na próxima seção.

5.4.1 Visualização Espacial do Efeito da LDA

A configuração considerada neste ponto é a mesma da seção anterior: 3 eletrodos e 14
rodadas. A Figura 78 apresenta, além das componentes principais vistas na Figura 76b,
as estimativas de função de densidade de probabilidade para cada uma dessas componen-
tes. Antes da aplicação do algoritmo LDA (que requer, a princípio, que os dados sejam
normalmente distrubuídos, como visto neste trabalho), testa-se novamente a hipótese de
aderência à normalidade para tais estimativas, que agora representam os dados em dimen-
são reduzida (a partir dos quais a classificação ocorre de fato). Embora não contando com
as 20 rodadas totais, para fins demonstrativos, a configuração apresentada é considerada
representativa. As Figuras 79 a 82 mostram ambos os critérios visual e formal para as
3 componentes principais de cada conjunto de frequências − isto é, considerando a distri-
buição de probabilidade tridimensional. Nota-se que, para 95% de confiança novamente,
o critério é satisfeito para a maioria dos conjuntos, com exceção das componentes PC1

para 9,75 Hz, 8,75 Hz e 5,75 Hz, o que é suficiente para os fins de teste e comparação
deste trabalho.
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Figura 78 – Estimativas de função densidade de probabilidade para as componentes prin-
cipais consideradas.

(a) Componentes principais (b) Estimativa da PDF para PC1

(c) Estimativa da PDF para PC2 (d) Estimativa da PDF para PC3

Fonte: Elaborado pelo autor.

Figura 79 – Teste visual e de Shapiro-Wilk para os dados de 9,75 Hz nas componentes
principais.

Fonte: Elaborado pelo autor.
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Figura 80 – Teste visual e de Shapiro-Wilk para os dados de 8,75 Hz nas componentes
principais.

Fonte: Elaborado pelo autor.

Figura 81 – Teste visual e de Shapiro-Wilk para os dados de 7,75 Hz nas componentes
principais.

Fonte: Elaborado pelo autor.

Figura 82 – Teste visual e de Shapiro-Wilk para os dados de 5,75 Hz nas componentes
principais.

Fonte: Elaborado pelo autor.
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A Figura 83, por sua vez, apresenta esses dados nos novos eixos após a transformação
realizada pelo algoritmo LDA, juntamente com as novas estimativas. Vale lembrar que
tais eixos são o resultado do processo de otimização que visa à projeção dos dados nos au-
tovetores das componentes principais que melhor separam as distribuições entre os grupos
de dados. Observa-se que há, não obstante um certo grau de superposição entre as curvas,
uma melhor separação entre as estimativas das funções de densidade de probabilidade,
especialmente para a componente LD1, representativa do maior autovetor LDA.

Figura 83 – Estimativas de função densidade de probabilidade para as componentes prin-
cipais após aplicação da LDA.

(a) Componentes principais (LDA) (b) Estimativa da PDF para LD1

(c) Estimativa da PDF para LD2 (d) Estimativa da PDF para LD3

Fonte: Elaborado pelo autor.

A partir dessa mudança de eixos, é possível utilizar uma métrica, como a distância
Euclidiana, de Mahalanobis, ou mesmo Naïve-Bayes. Em todo caso, optou-se por dar
sequência à técnica como é originalmente definida (capítulo 4); os resultados são apresen-
tados a seguir.
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5.4.2 Discriminante Linear e Quadrático

Para os discriminantes linear e quadrático, as duas componentes principais após LDA
foram escolhidas, como mostrado na Figura 84; assim, tem-se o equivalente a duas carac-
terísticas apenas, e o processo de classificação fica mais acessível. Salienta-se que os casos
apresentados abaixo representam apenas um exemplo de como a classificação é realizada.
Para o cálculo da porcentagem geral de acerto, a validação cruzada com k = 20 é aplicada;
desta forma, por conveniência, as figuras abaixo mostram apenas um dos casos (k = 1).

Figura 84 – Subespaço de duas dimensões com as componentes principais após LDA.

Fonte: Elaborado pelo autor.

As Figuras 85 a 90 apresentam as curvas obtidas para a classificação entre pares de
grupos: à esquerda, LDA; à direita, QDA. As Tabelas 4 e 5, por fim, apresentam os
coeficientes de suas respectivas equações gerais entre pares para uma iteração (k = 1),
dadas a partir da definição da equação 123 vista no capítulo 4, e expressas pelas equações
159 e 160. O intuito é obter um sistema a partir do conjunto de equações lineares ou
não lineares e, obdecendo-se às restrições, classificar uma nova amostra adicionada ao
subespaço. Observa-se, de maneira geral, que ambas as técnicas demonstram ser eficazes
em separar as amostras; não obstante, a QDA tem melhor desempenho, aparentemente,
nos casos das Figuras 87 e 88, devido ao aumento no grau do polinômio.

ζ0 + ζ1LD1 + ζ2LD2 = 0 (159)

ζ0 + ζ1LD1 + ζ2LD2 + ζ3LD
2
1 + ζ4LD1LD2 + ζ5LD

2
2 = 0 (160)
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Tabela 4 – Coeficientes para as equações obtidas a partir da LDA (k = 1).

Frequências (Hz) ζ0 ζ1 ζ2
9,75 e 8,75 3,3150 0,2267 0,0226
9,75 e 7,75 3,7953 0,1578 0,0640
9,75 e 5,75 -0,1842 0,0842 -0,2033
8,75 e 7,75 1,8554 -0,1588 0,1618
8,75 e 5,75 -1,5907 -0,2191 -0,1897
7,75 e 5,75 -5,0056 0,0364 -0,3674

Fonte: Elaborado pelo autor.

Tabela 5 – Coeficientes para as equações obtidas a partir da QDA (k = 1).

Frequências (Hz) ζ0 ζ1 ζ2 ζ3 ζ4 ζ5
9,75 e 8,75 0,4874 0,2548 0,0037 -0,0008 0,0013 -0,0002
9,75 e 7,75 2,1972 0,0649 0,1637 -0,0011 0,0030 -0,0011
9,75 e 5,75 -2,2314 0,0688 -0,2035 -0,0019 0,0016 -0,0004
8,75 e 7,75 -2,2314 0,0688 -0,2035 -0,0019 0,0016 -0,0004
8,75 e 5,75 -2,7189 -0,1860 -0,2072 -0,0010 0,0003 -0,0002
7,75 e 5,75 -4,4286 0,0040 -0,3673 -0,0007 -0,0014 0,0007

Fonte: Elaborado pelo autor.

Figura 85 – Aplicação de LDA e QDA para 9,75 Hz e 8,75 Hz.

(a) LDA (b) QDA

Fonte: Elaborado pelo autor.
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Figura 86 – Aplicação de LDA e QDA para 9,75 Hz e 7,75 Hz.

(a) LDA (b) QDA

Fonte: Elaborado pelo autor.

Figura 87 – Aplicação de LDA e QDA para 9,75 Hz e 5,75 Hz.

(a) LDA (b) QDA

Fonte: Elaborado pelo autor.

Figura 88 – Aplicação de LDA e QDA para 8,75 Hz e 7,75 Hz.

(a) LDA (b) QDA

Fonte: Elaborado pelo autor.
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Figura 89 – Aplicação de LDA e QDA para 8,75 Hz e 5,75 Hz.

(a) LDA (b) QDA

Fonte: Elaborado pelo autor.

Figura 90 – Aplicação de LDA e QDA para 7,75 Hz e 5,75 Hz.

(a) LDA (b) QDA

Fonte: Elaborado pelo autor.

A obtenção dos polinômios encerra essa etapa da análise. O próximo passo é realizar,
de fato, a classificação das amostras do conjunto de testes, que é apresentada na próxima
seção.

5.4.3 Validação Cruzada e Porcentagem de Acerto

Para a análise de porcentagem de acerto, utiliza-se o sistema obtido a partir das equa-
ções de fronteira da seção anterior, tanto para LDA quanto QDA. Seguindo as mesmas
condições anteriores, aplica-se a validação cruzada utilizando k = 20. Para a classificação
ser considerada correta, assume-se que todas as restrições devem ser obedecidas simul-
taneamente. Isto é, para cada frequência de estímulo, os 3 pares de conjuntos de dados
obtidos devem acusar a mesma frequência reconhecida. A Tabela 6 apresenta as porcenta-
gens de acerto obtidas pelas duas técnicas. Nota-se que, apesar da aparente superioridade
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da QDA, ela não fornece melhoras significativas no resultado final nesta aplicação. Não
obstante, as porcentagens são elevadas, ligeiramente superiores às obtidas por PCA.

Tabela 6 – Porcentagem de acerto para LDA e QDA.

Número de Validações LDA (%) QDA (%)
20 98,19 98,47

Fonte: Elaborado pelo autor.

5.5 MÁQUINA DE VETORES DE SUPORTE (SVM)

Para a análise desse classificador, apenas uma etapa é considerada: validação cruzada
e análise de porcentagem de acerto. Como é recomendável se realizar redução de dimen-
sionalidade dos dados antes de se aplicar SVM, especialmente quando há um banco de
dados de tamanho considerável, essa etapa também é realizada, como visto nas seções
anteriores; de modo que, para os testes a seguir, as amostras são extraídas da configura-
ção apresentada pela Figura 76b, após aplicação de PCA. No presente trabalho, opta-se
por empregar a abordagem 1V1, semelhante ao realizado na seção sobre LDA e QDA. A
Tabela 7 apresenta as porcentagens de acerto obtidas para SVM, após validação cruzada
para k = 20, considerando quatro tipos de funções kernel, como comentado no capítulo
4: linear, polinomial, sigmoide e gaussiano (ou exponencial, Radial Basis Function). Os
parâmetros SVM são ajustados para d = 0, γ = 1, escolhas normalmente feitas, como visto,
e n = 3 para a ordem do kernel polinomial, devido ao fato de que, para graus elevados do
polinômio, ou mesmo para γ muito baixos, observa-se baixas porcentagens de acerto, po-
dendo causar superajuste (overfitting) ou desempenho sub-ótimo (BEN-HUR et al., 2008).
Observa-se que, de modo geral, as classificações são eficientes, e o kernel que fornece a
melhor delas é o Gaussiano.

Tabela 7 – Porcentagem de acerto para SVM.

Número de Validações Linear (%) Sigmoide (%) Polinomial (%) Gaussiano (%)
20 93,75 87,50 93,75 97,92

Fonte: Elaborado pelo autor.
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5.6 COMPARAÇÃO ENTRE CLASSIFICADORES

Esta seção compara o desempenho dos classificadores especialmente em relação ao
principal classificador deste trabalho: CCA. Dessa forma, é possível fazer uma análise
crítica de sua aplicação, visando a melhor utilizá-lo, e concluir, de fato, se as vantagens
superam as desvantagens para a aplicação em estudo.

Primeiramente, de modo a resumir os resultados, apresenta-se a Tabela 8, onde cons-
tam as porcentagens gerais de acerto para todas as técnicas empregadas neste trabalho,
ordenadas do melhor para o pior desempenho. Nota-se que a CCA clássica obteve a
segunda menor porcentagem de acerto; todavia, salienta-se que, para os outros classifica-
dores, apenas os eletrodos mais significativos foram escolhidos durante a etapa de redução
de dimensionalidade (PCA) e aplicados às técnicas seguintes, enquanto que todos os ele-
trodos foram mantidos para a CCA. Também, considerando que o banco comparativo de
sinais da CCA é totalmente artificial, considera-se que sua porcentagem é relativamente
alta. Esse fato é discutido com mais detalhes a seguir.

Tabela 8 – Comparação geral de porcentagem de acerto entre classificadores.

Posição Classificador Acerto geral (%)
1o QDA 98,47
2o LDA 98,19
3o PCA (Naïve-Bayes) 97,92
3o PCA (Distância Euclidiana) 97,92
3o SVM (kernel Gaussiano) 97,92
4o SVM (kernel linear) 93,75
4o SVM (kernel polinomial) 93,75
5o SVM (kernel sigmoide) 87,50
6o CCA 83,75
7o PCA (Distância de Mahalanobis) 49,58

Fonte: Elaborado pelo autor.

Em seguida, para se comparar o resultado obtido a partir do banco de dados utilizado
neste trabalho (ZHANG et al., 2014) com outros da literatura, apresenta-se a Tabela 9.
Nela, configurações próximas (especialmente quanto à janela temporal) para a execução do
protocolo foram utilizadas, a saber: 4 frequências de estímulo e 4 segundos de aquisição
de sinal (ZHANG et al., 2013), 5 frequências de estímulo e 4 segundos de aquisição
(WEI et al., 2013), 7 frequências de estímulo e 4 segundos de aquisição (HAKVOORT;
REUDERINK; OBBINK, 2011), e 12 frequências de estímulo e 4 segundos de aquisição
(NAKANISHI et al., 2015). Salienta-se que alguns resultados foram apresentados apenas
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de forma gráfica no trabalho original, de forma que estes são denotados como aproximados
na tabela. Nota-se que os dados utilizados no presente trabalho estão próximos dos
encontrados na literatura, apresentando, em comparação, bom resultado.

Tabela 9 – Comparação de porcentagem de acerto entre CCAs de trabalhos distintos.

Posição Trabalho Acerto geral (%)
1o Nakanishi et al. (2015) ∼ 90
2o Zhang et al. (2014) 83,75
3o Wei et al. (2013) ∼ 80
4o Zhang et al. (2013) 76,6
5o Hakvoort, Reuderink e Obbink (2011) 76,3

Fonte: Elaborado pelo autor.

Por fim, uma análise do desempenho geral, vantagens e desvantagens dos classifica-
dores utilizados neste trabalho são apresentados a seguir.

Análise de Componentes Principais (PCA)

A partir da PCA, é possível visualizar, de forma geral, a influência da posição dos
eletrodos na disposição final do subespaço de componentes principais: quanto mais próxi-
mos estão da região de atividade neural senho empenhada (córtex visual, região occipital),
maior é a separabilidade resultante entre os grupos originados por amostras de frequências
distintas, principalmente ao se considerar mais rodadas. A distância Euclidiana e o clas-
sificador de Naïve-Bayes se mostram eficientes na classificação, enquanto que a distância
de Mahalanobis tem um desempenho inferior.

Apesar dos resultados promissores, as desvantagens do uso da PCA são, essencial-
mente, três: i) não é um classificador por definição, e a escolha das componentes princi-
pais (o valor de m, neste caso) pode ser uma tarefa difícil, visto que as direções de maior
variabilidade dos dados, se são muitas, nem sempre podem fornecer subsídios visuais para
a interpretação destes; ii) a escolha da métrica de classificação pode ser um complicador, e
deve ser feita com cautela, não sendo passível de generalização, como visto nos resultados;
iii) por fim, o treinamento, isto é, a obtenção de um grupo de dados de treino, é uma
etapa indispensável, o que implica na necessidade de validação de dados e modelo.
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Análise de Discriminante Linear/Quadrático (LDA/QDA)

Com a aplicação da LDA/QDA, por sua vez, obtém-se neste um efeito interessante de
separabilidade relacionada às distribuições, o que, a princípio, fornece maiores subsídios
para uma classificação mais criteriosa. Por definição, LDA/QDA são, ambos, classifica-
dores estatísticos, e forneceram bons resultados a partir da porcentagem de classificação.

Não obstante, especialmente quando há um número expressivo de dados, também
é necessária uma etapa de redução de dimensionalidade antes de sua aplicação, caso
contrário o tratamento das amostras, embora possível, torna-se impraticável; também,
o treinamento do classificador é uma etapa indispensável. Ademais, ainda que mais
criterioso a priori, LDA e QDA tiveram um desempenho apenas ligeiramente superior
ao da PCA com uso de distância Euclidiana/Naïve-Bayes, o que evidencia que maior
complexidade — mesmo com efeitos visual e qualitativamente ricos em informação —
não necessariamente implica em melhores resultados.

Máquina de Vetores de Suporte (SVM)

O SVM é, da mesma forma, um classificador por definição. Sua concepção, equaciona-
mento e aplicação são bem fundamentados e forneceu bons resultados na classificação dos
dados, especialmente para o caso do kernel Gaussiano. Em todo caso, além de exigir, nor-
malmente, redução de dimensionalidade, é de maior complexidade computacional e exige
etapa de treinamento. Além disso, a escolha da função kernel em si é um complicador,
gerando resultados bons ou ruins para os mesmos conjuntos de amostras. Ou seja, é uma
técnica de alta eficiência devido à sua robustez de formulação, porém exige conhecimento
e domínio maiores — principalmente para se aplicar a formulação multiclasse — que nem
sempre é conveniente.

Análise de Correlação Canônica (CCA)

A CCA, por fim, é um classificador por definição. De forma geral, fornece boas por-
centagens de acerto na identificação da frequência de estímulo para os casos abordados
neste trabalho. Esse resultado merece especial destaque uma vez que a comparação entre
os sinais provenientes do sistema BCI ocorre com um banco de sinais de senos e cossenos
criados artificialmente. Além disso, não requer etapa de redução de dimensionalidade (os
dados aplicados na técnica são utilizados em sua forma original, P -dimensional, onde P é
o número de pontos por sinal), conhecimento prévio sobre a distribuição de probabilidade
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dos dados (como se trata de uma correlação entre dois sinais, ou comparação direta, basta
haver similaridade entre os comportamentos destes), ou mesmo um pré-processamento so-
fisticado. Essas vantagens, em conjunto, fornecem uma classificação simples, rápida e
precisa. Com a generalização proposta, soma-se a essas vantagens a obtenção de informa-
ções quantitativa e qualitativamente importantes sobre o sistema BCI, bem como novos
parâmetros que ajudam a melhor compreender quais fatores influenciam na degradação do
coeficiente de correlação e são capazes de auxiliar na escolha mais criteriosa das frequên-
cias de estímulo, compreendendo fatores fisiológicos, técnicos e operacionais.

Por outro lado, como visto neste trabalho, há variações desta técnica que fornecem
melhores porcentagens de acerto (NAKANISHI et al., 2015), especialmente aquelas que
consideram o banco de comparação de sinais após calibração, isto é, após aquisição preli-
minar de sinais reais e construção do banco a partir destes (ZHANG et al., 2014). Não
obstante, considera-se que a CCA clássica, juntamente com as informações agregadas a
partir de sua generalização, é viável e vantajosa por dois motivos além dos já menciona-
dos: i) as variações dessa técnica apresentam maior complexidade, seja pelos conceitos
matemáticos aplicados, seja pela necessidade de incorporar uma etapa a mais no processo
(no caso, construção do banco de comparação com sinais reais); ii) embora um banco com-
posto por sinais reais (e, portanto, com características que representam mais fielmente a
atividade neural real existente, levando em conta, inclusive, as peculiaridades do EEG de
pessoa para pessoa) possa ser mais eficiente, a consideração de que a CCA clássica atua
como um filtro, buscando correlações implícitas com componentes harmônicas contidas
no EEG real e resultantes da estimulação visual, é aplicável a todos os EEG e todos os
indivíduos.

Finalmente, no que tange à capacidade de classificação em si da CCA, embora ela
possa ser significativamente deterioridade pela interferência de atividades cerebrais es-
pontâneas contidas no EEG (NAKANISHI et al., 2015), ou simplesmenete por ruídos
de qualquer natureza, o presente trabalho mostra que um maior cuidado a todos os as-
pectos que envolvem o sistema BCI pode compensar a simplicidade da técnica, e que a
classificação incorreta é expressivamente influenciada pelo modo como o protocolo em si
é executado, não apenas por menor robustez de técnica. Por exemplo, a partir da ge-
neralização, pode-se estabelecer a melhor faixa de operação (considerando limitações de
origem fisiológica) e aferir previamente a porcentagem de acurácia resultante caso uma
frequência de estímulo seja escolhida, o que até então não é colocado em prática. Tam-
bém, deve-se estabelecer um número de componentes harmônicas no banco artificial igual
ao que se espera obter (dada a dificuldade de se saber quantas componentes harmônicas
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existem em um sinal EEG, neste caso estabelece-se um número aproximadamente igual
às harmônicas de maior intensidade, n = 3), com o objetivo de minimizar a degradação
do coeficiente de correlação, já afetado pelo ruído presente.

A partir da matriz de confusão, endossa-se o fato de que frequências menores implicam
em menor porcentagem de acerto na classificação; alternativamente, conciliando o fato de
se evitar uma faixa onde a chance de uma crise epilética é maior com a necessidade de se ter
frequências altas e de amplitudes altas o suficiente, deve-se se distanciar o mínimo possível
da faixa alpha. A partir das curvas ROC, tem-se que, quanto maior a diferença entre uma
frequência de estímulo escolhida e outra, maiores são as chances de classificação correta.
Por fim, ainda há de se considerar que classificações incorretas foram feitas devido à
influência indevida que um estímulo causou em outro enquanto ambos eram apresentados
simultaneamente. Os estímulos simultâneos são necessários para se aumentar os graus
de liberdade do sistema BCI, porém suas frequências moduladas devem ser analisadas
cautelosamente antes da aplicação.
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6 CONSIDERAÇÕES FINAIS

O presente trabalho tem como objetivo central o estudo detalhado da técnica de
classificação estatística de dados Análise de Correlação Canônica, com o intuito de se
obter uma generalização e maior flexibilidade ao se utilizá-la, bem como realizar uma
análise e comparação críticas entre ela e outras técnicas comumente aplicadas, como
PCA, LDA, QDA e SVM, para avaliar aplicações em sistemas BCI.

A abordagem analítica com inclusão de parâmetros de processamento de sinais per-
mite uma análise individual de cada parâmetro considerado importante no sistema, for-
necendo subsídios para o propósito apresentado e verificando a influência no resultado
final de correlação. Quanto ao número de períodos, é possível estabelecer relações de
tempo de resposta e precisão de reconhecimento da técnica para janelas de tempo variá-
veis; para a adição de componentes harmônicas, visualiza-se seu efeito no diagrama fr vs
ρ, confirmando o resultado esperado pela equação generalizada CCA, e posteriormente
explicitando informações sobre o sistema BCI inicialmente não observadas no domínio da
frequência, por exemplo, especialmente no caso de sinais reais; a razão de frequências de
amostragem é incluída na formulação clássica da CCA como um fator de correção, o que
permite flexibilização da técnica, tornando possível sua aplicação nos casos onde sinais
de entrada e banco de sinais não têm a mesma taxa de amostragem; o efeito do ruído se
mostra relevante na diminuição do valor de correlação, com maior severidade quando o
número de harmônicas entre os grupos de sinais é distinto.

Para o caso de sinais reais, por fim, é possível confirmar a adequabilidade do modelo
proposto de superposição de funções senoidais, o que é evidenciado pela boa concordância
entre curvas analíticas e reais; além disso, obtém-se informações essenciais sobre o sistema
BCI, como a característica não-linear do comportamento neural e a influência de ruído ou
atividades cerebrais de fundo que não estão diretamente ligadas aos SSVEP, reduzindo,
portanto, a amplitude dos picos de correlação, ou simplesmente adicionado aleatoriedade
às curvas.

Finalmente, a partir dos resultados de classificação e porcentagem de acerto, verifica-
se que, devido ao conjunto de fatores como necessidade de redução de dimensionalidade,
treinamento a partir de banco de dados, e etapas de pré-processamento, a CCA se mostra a
opção mais acessível, por conta de sua simplicidade e eficiência (mesmo em detrimento de
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uma diminuição na porcentagem de acerto), para os casos estudados no presente trabalho.
Ademais, demontra-se extremamente flexível, seja para propósitos de reconhecimento ou
mesmo para mensurar a concordância entre duas curvas.

A proposta de generalização apresentada neste trabalho, aliada às porcentagens de
acerto e vantagens intrínsecas à CCA, colabora para avaliar estratégias de futuras apli-
cações em sistemas BCI reais online utilizando o protocolo SSVEP, tornando possível a
integração desses sistemas a pacientes e, consequentemente, restabelecendo sua autono-
mia motora. Os resultados obtidos endossam a necessidade da indissociabilidade entre
a engenharia e outras áreas do conhecimento para a melhora na qualidade de vida das
pessoas.

6.1 CONTRIBUIÇÕES ALCANÇADAS

Com a conclusão deste trabalho, tem-se as seguintes contribuições:

• propôs-se uma abordagem alternativa para sistemas de interface cérebro-máquina
usando potenciais visuais evocados, considerando uma generalização do coeficiente
de correlação, conceito-base para a análise de correlação canônica;

• a partir dessa generalização, foi possível verificar quais fatores influenciam de forma
mais expressiva no valor final de correlação e, consequentemente, no reconhecimento
correto de padrões eletroencefalográficos;

• foram introduzidos novos parâmetros que colaboram para o melhor reconhecimento
de padrões e melhores práticas de uso em sistemas ICM, incluindo fatores fisiológicos,
técnicos e operacionais;

• foi possível realizar uma avaliação do desempenho da CCA perante outras técnicas
de classificação no que diz respeito ao protocolo SSVEP;

• apresentou-se uma avaliação crítica, bem como subsídios, em termos de análise de
sinais, para viabilizar a capacidade motora de pessoas com restrições a partir de
protocolo SSVEP e generalização da técnica CCA.

6.2 LIMITAÇÕES DO ESTUDO

Complementar às contribuições alcançadas, tem-se que as limitações do estudo reali-
zado são as seguintes:
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• o protocolo SSVEP, apesar de apresentar facilidade de execução, sinais de amplitude
expressiva e de relativa fácil obtenção, é complexo, não podendo ser generalizado
a todos os indivíduos (cada sinal EEG apresenta particularidades dependendo do
usuário do sistema ICM);

• desta forma, apesar das porcentagens de acerto relativamente altas verificadas, não
se pode garantir que a aplicação dessas técnicas tenha desempenho alto para todos
os sinais e conjuntos de dados, de modo que a calibração e treinamento (quando a
técnica exigir, como no caso de PCA, por exemplo) são indispensáveis para todos
os indivíduos;

• a intenção do usuário do sistema ICM está sujeita às limitações impostas pelo pro-
tocolo SSVEP; assim, apesar de ser útil e promover restabelecimento de autonomia
a pacientes com restrições motoras severas, esse protocolo é restrito ao número de
graus de liberdade estipulados pelos estímulos visuais (que são um complicador na
escolha da seleção de frequências, como visto), e não contempla, portanto, a ati-
vidade imaginativa livre do indivíduo. Isso torna o protocolo mais apropriado a
situações que envolvam dispositivos de escolha de ações simples;

• além da restrição dos graus de liberdade, salienta-se que, por se tratar de estímulos
visuais, mesmo operando em uma faixa de frequências mais adequada e criteriora,
cujo risco de desencadeamento de crises epiléticas é menor (e melhor, em termos
de boas amplitudes), pode haver desconforto e fadiga visual durante a execução do
protocolo.

6.3 SUGESTÕES PARA TRABALHOS FUTUROS

Como sugestões para trabalhos futuros, tem-se:

• aplicar a técnica de Análise de Correlação Canônica — considerando todo o conhe-
cimento prévio adquirido e a proposta de generalização apresentada neste trabalho
— a novos sinais obtidos a partir de experimentos, seja offline, seja online;

• explorar variações da Análise de Correlação Canônica buscando, também, melhor
compreendê-las e aplicá-las a partir dos mesmos conceitos empregados neste traba-
lho;
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• avaliar a integração de sujeito e sistema BCI para o caso de um atuador mecânico,
como cadeira de rodas motorizada, por exemplo, utilizando o protocolo SSVEP para
realização de tarefas distintas e, portanto, com diferentes graus de liberdade;

• realizar um estudo sobre o número máximo, ou o número mais viável, de graus de
liberdade possíveis de serem obtidos a partir do sistema BCI com uso do protocolo
SSVEP integrado a um atuador mecânico e aplicação da CCA, considerando as
contribuições obtidas no presente trabalho.
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