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lineares de células B
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lineares de células B

Tese apresentada como parte dos requisi-

tos para obtenção do t́ıtulo de Doutor em

Biof́ısica Molecular, junto ao Programa de

Pós-Graduação em Biof́ısica Molecular, do

Instituto de Biociências, Letras e Ciências

Exatas da Universidade Estadual Paulista
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Resumo

RNA-seq. Na primeira parte desta tese, uma abordagem geométrica ba-

seada no Método Suvrel (“Supervised Variational Relevance Learning”) é comparada

com pacotes R destinados a expressão diferencial. O método Suvrel procura deter-

minar as relevâncias das caracteŕısticas (por exemplo, genes ou transcritos) baseado

em comparações de distâncias interclasses e intraclasses. A investigação foi realizada

utilizando replicatas técnicas e biológicas. A análise utilizando replicatas técnicas foi

realizada por meio de curvas ROC enquanto que as replicatas biológicas foram anali-

sadas por meio de robustez. De forma geral, é mostrado que a análise proposta obteve

melhores resultados na maioria dos casos. Além disso, é um método simples que não faz

nenhuma suposição sobre a distribuição associada ao conjunto de dados de RNA-seq.

Desta perspectiva, a relevância deste estudo foi mostrar que um método simples pode

fornecer boa acurácia tanto quanto os métodos mais complexos.

Otimização de predição de eṕıtopos lineares de células B. Eṕıtopos

são definidos como fragmentos constituintes de um ant́ıgeno (substância que ao entrar

em um organismo é capaz de iniciar uma resposta imune) que interagem com receptores

de células B, T e anticorpos. Após a ativação da resposta imune adaptativa é posśıvel

que o sistema imune crie memória, onde uma outra invasão será respondida de forma

mais rápida. A identificação de eṕıtopos utilizando processos experimentais ainda

permanece dif́ıcil. Devido ao potencial de aplicação de ferramentas preditivas que

podem auxiliar a identificação, uma série de algoritmos foram propostos. Dado o

panorama exposto, a proposta da presente tese é a análise de posśıvel melhora da

acurácia de predição de eṕıtopos lineares de células B associada ao preditor LBTOPE

por meio do método Suvrel. A metodologia apresentada melhorou consideravelmente

medidas estat́ısticas em dados gerados pelos autores do preditor e também em dados

gerados por outros autores.

Palavras-chave: Expressão diferencial. RNA-seq. Abordagem Geométrica. Eṕıtopos.

Protozoários. Predição. Suvrel.



Abstract

RNA-seq. Although differential gene expression (DGE) profiling in RNA-

seq is used by many researchers, new packages and pipelines are continuously being

presented as a result of an ongoing investigation. In the present work, a geometric

approach based on Supervised Variational Relevance Learning (Suvrel) was compa-

red with DEpackages (edgeR, DESEq, baySeq, PoissonSeq, and limma) in the DGE

profiling. The Suvrel method seeks to determine the relevance of characteristics (e.g.,

gene or transcript) based on intraclass and interclass distances. The comparison was

performed using technical and biological replicates. The results showed that geometric

approach had a better performance than the DEpackages. Therefore, the conclusion

is that the geometric approach had a slight overall better performance than other

methods. Moreover, it is a simple method that does not make any assumption about

the distribution associated with RNA-seq data set. From this perspective, the relevance

of this study was to show that a simple method can provide as good performance as

more complex methods.

Prediction optimization of linear B-cell epitopes. Epitopes are defi-

ned as fragments of an antigen (a substance that invade an organism capable of start

an immune response) that interact with B cell receptors, T and antibodies. After

activation of the adaptive immune response it is possible for the immune system to

generate memory where another invasion will be attacked faster. Identifying epito-

pes using experimental procedures still difficult. However, predictive tools can aid the

identification. The purpose of this thesis is to analyze the possible improvement of

the prediction performance of linear B-cell epitopes associated to predictor LBTOPE

using the Suvrel method. The results show that the methodology improved statistical

measures in data generated by the authors of predictor and also in data generated by

other authors.

Keywords: Differential expression. RNA-seq. Geometric Approach. Epitopes. Pro-

tozoa. Prediction. Suvrel.
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meio de RNA-seq. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

4.1 Curva ROC de um conjunto de dados de exemplo gerado por um classi-
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de performance da predição de eṕıtopos lineares de células B por meio

do Suvrel. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71

9.2 Distâncias efetivas relativas do conjunto de dados Lbtope F ixed non redundant

utilizando intervalo de γ de 1 a 3. . . . . . . . . . . . . . . . . . . . . . 74

9.3 Distâncias efetivas relativas do conjunto de dados Lbtope F ixed non redundant

utilizando intervalo de γ de 1, 75 a 2, 3. . . . . . . . . . . . . . . . . . . 75

9.4 Distâncias efetivas relativas do conjunto de dados Lbtope V ariable non redundant

utilizando intervalo de γ de 1 a 3. . . . . . . . . . . . . . . . . . . . . . 75

9.5 Distâncias efetivas relativas do conjunto de dados Lbtope V ariable non redundant

utilizando intervalo de γ 1, 75 a 2, 3. . . . . . . . . . . . . . . . . . . . . 76

9.6 Distâncias efetivas do conjunto de dados LBConfirm utilizando intervalo

de γ 1 a 3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77

9.7 Distâncias efetivas relativas do conjunto de dados LBConfirm utilizando

intervalo de γ 1, 75 a 2, 3. . . . . . . . . . . . . . . . . . . . . . . . . . 77

10.1 Comparação dos resultados de acurácia entre a abordagem proposta e o
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REFERÊNCIAS 88



Parte I

Inferência de expressão diferencial

de genes a partir de dados de

RNA-seq usando um método

baseado no Suvrel
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Caṕıtulo 1

Introdução

Ao analisar o intervalo de tempo compreendido entre meados da década de

90 até os dias atuais, pode-se constatar que a quantidade de informações geradas asso-

ciadas a sequenciamento depositada em bibliotecas públicas cresceu exponencialmente.

Entre as razões para este crescimento, podem-se elencar inúmeros fatores mas a di-

minuição considerável do custo de sequenciamento pode resumir a argumentação para

explicar essa intensificação. A diminuição do custo de sequenciamento se tornou mais

acentuada a partir dos anos 2006 e 2007 devido ao advento do sequenciamento de alto

desempenho (“Next-Generation Sequencing”, NGS), que por sua vez trouxe um au-

mento considerável no volume de dados gerados. A partir dessa mudança significativa

na geração de dados, a hipótese reducionista pré-genômica da Biologia Molecular, que

era aplicada em sistemas pequenos, foi modificada para a abordagem pós-genômica,

que é aplicada em grandes sistemas e dirigida pela quantidade massiva de dados, atu-

almente na escala de armazenamento e processamento em terabytes [1–6].

Entre as modalidades de sequenciamento que foram impactadas pelo NGS,

pode-se atentar ao sequenciamento de RNA (RNA-seq). Utilizando esta técnica as-

sociada à utilização de algoritmos computacionais, tornou-se posśıvel a reconstrução

de transcritomas completos com resolução melhor que de microarranjos [7]. Com as

informações deste tipo de sequenciamento também é posśıvel a análise de transcritos in-

teiros, aumentando a possibilidade de entendimento sobre dinâmica dos transcritomas

[8–10]. Além da reconstrução de transcritoma, o avanço da tecnologia de RNA-seq tem

propiciado outros desafios e oportunidades para pesquisadores, como a quantificação e

análise de transcritos expressos diferencialmente [9].

A análise de expressão diferencial (EDG) é realizada por meio da análise das

mudanças dos ńıveis de expressões dos genes. Entre as opções dispońıveis, é posśıvel

obter informações para realizar esta tarefa por meio de RNA-seq. Para facilitar o de-
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senvolvimento do texto, os passos associados à análise de EDG serão omitidos até a

construção da tabela de contagens. Mais detalhes serão tratados no decorrer do texto.

Na tabela mencionada, de forma sucinta, cada alocação dela sumariza uma medida de

intensidade de expressão que um determinado gene teve em uma dada condição expe-

rimental. A partir desta tabela é posśıvel identificar genes expressos diferencialmente

analisando aqueles que tiveram sua abundância significativamente alterada entre as

condições analisadas. Dependendo do objetivo do estudo, a geração de uma lista de

ranqueamento de genes não é a conclusão final, mas um passo de uma análise mais

ampla. Os dados gerados por RNA-Seq, como a lista de genes expressos diferencial-

mente, pode ser integrada a outras fontes de informações, como por exemplo, estudo

de RNA de interferência, modificação de histona e metilação de DNA, para estabelecer

um entendimento mais claro sobre mecanismos regulatórios [7]. RNA-seq também pode

ser usado no campo da biologia de sistemas, a qual vem ganhando atenção de muitos

pesquisadores. Nesta área, as entidades biológicas são interconectadas e integradas de

forma a constituir redes moleculares. Dessa forma, tem-se o objetivo de, ao se utilizar

múltiplas plataformas ômicas, conseguir compreensão sobre um sistema biológico que

não se conseguiria utilizando somente uma plataforma. RNA-seq pode ser parte desta

área a partir de uma lista de genes expressos diferencialmente, onde então identifica-se

os genes que tiveram mudanças nas intensidades de expressão. Em seguida, utiliza-se

estas informações para analisar em quais processos e caminhos biológicos tais genes

estão envolvidos [11–13]. Considerando ainda integração de dados ômicos, RNA-seq

também pode ser utilizado associado à metabolômica. Essa área se caracteriza pela

análise de moléculas menores que 1200 Da e intermediários bioqúımicos (metabólitos).

Entre as áreas de estudo onde emprega-se a metabolômica, tem-se por exemplo o es-

tudo de diabetes tipo 1 e câncer. Quando atenta-se a este estudo, o objetivo pode ser

a identificação de biomarcadores associados ao ińıcio de uma doença, monitoramento

de eficácia de tratamento e prognósticos. Dessa forma, a utilização de RNA-seq pode

auxiliar alcançar tais objetivos por meio da exploração da interação entre perfis de

expressão diferencial e mudanças nos ńıveis de metabólitos [14, 15].

Quando pretende-se identificar os genes que apresentaram mudanças esta-

tisticamente significantes na abundância, deve-se atentar à existência de dois tipos de

fontes de variações. O primeiro tipo é aquele que está ligado à variação relativa devido

à causas biológicas, ao passo que o segundo tipo está ligado à incerteza associada à

tecnologia de sequenciamento com o qual a abundância do transcrito é estimada. Por-

tanto, um transcrito é declarado diferencialmente expresso se as quantidades diferem

significativamente (atentando para os dois tipos de variações) em grupos distintos de

amostras. A avaliação de expressão diferencial utilizando RNA-Seq é iniciada com o
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sequenciamento das amostras, gerando bilhões de pequenas sequências, as quais pos-

teriormente são mapeadas em um genoma de referência, sumarizadas e contadas. O

próximo passo é conhecido como normalização, necessário devido a forma de sequenci-

amento por amostragem. Por fim, realiza-se a análise estat́ıstica que apontará o trans-

crito ou conjunto de transcritos que tiveram mudanças estatisticamente relevantes em

suas abundâncias. Os dois últimos passos são realizados de forma conjunta. Dessa

forma, na maioria das vezes, cada ferramenta de análise de EDG tem sua respectiva

forma de normalizar. Embora existam pesquisas em todos os passos mencionados,

ainda existe a necessidade de aperfeiçoamentos e melhorias. Nessa perspectiva, os refi-

namentos podem ir desde maiores estudos sobre qual a métrica para a sumarização mais

adequada, até qual o efeito das suposições (é comum os pacotes destinados a expressão

diferencial assumirem que as contagens seguem algum tipo de distribuição) feitas pelos

métodos de inferência de expressão diferencial [7, 16]. A divisão desta parte da tese

foi produzida da seguinte forma: descrição dos passos envolvidos em experimentos de

expressão diferencial utilizando RNA-seq, posteriormente, apresenta-se os métodos de

inferência que serão analisados, em seguida, descrição das ferramentas dispońıveis para

comparação de performance. Por fim, o manuscrito intitulado “Differential expression

analysis in RNA-seq data using a geometric approach”publicado na revista “Journal

of Computational Biology”[17] mostra os resultados obtidos utilizando a metodologia

proposta.
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Caṕıtulo 10

Conclusões

De forma sucinta, o objetivo desta parte da tese é analisar a posśıvel melhora

dos resultados de predição de eṕıtopos lineares de células B associados ao preditor LB-

TOPE [48] por meio de Máquinas de Vetores de Suporte e o método Suvrel. De forma

mais detalhada, o primeiro objetivo é a análise da posśıvel obtenção de resultados de

performance melhores do que o preditor utilizando os dados que os autores do preditor

geraram. O segundo objetivo é a investigação da posśıvel obtenção de resultados de

performance superiores em dados gerados por outros autores.

A análise detalhada foi apresentada na Seção 9, contudo, no sentido de tor-

nar a conclusão objetiva resolveu-se analisar as acurácias e coeficientes de correlação

de Matthews (CCM) nos casos analisados. A acurácia foi escolhida pois mede o quanto

um preditor acerta e CCM foi escolhido por se tratar de uma medida que relaciona

os positivos, negativos, verdadeiros negativos e positivos e falsos positivos e negativos

de forma balanceada. Como exposto anteriormente, maior atenção foi dada aos con-

juntos de dados não-redundantes. Dessa forma, no primeiro caso analisado (caso A)

treinou-se e testou-se a abordagem proposta (SMVS, Suvrel associado a Máquinas de

Vetores de Suporte) com o conjunto de dados Lbtope Fixed non redundant e comparou-

se os resultados quando o preditor LBTOPE também foi treinado e testado com este

conjunto de dados. Os resultados dos cálculos de acurácia e CCM são mostrados

nas figuras 10.1 e 10.2, respectivamente, na letra “A” dos eixos x. O segundo caso

(caso “B”) é similar ao primeiro com a exceção de que o conjunto de dados foi o Lb-

tope Variable non redundant. O terceiro caso (caso “C”) mostra os resultados quando

as duas abordagens foram treinadas e testadas no conjunto de dados LBConfirm. Do

quarto ao sexto caso (casos “D”, “E” e “F”) a abordagem proposta foi treinada no con-

junto de dados Lbtope Fixed non redundant e o LBTOPE foi treinado no conjunto de

dados Lbtope Fixed redundant e ambas foram testadas em conjuntos de dados utiliza-
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dos em outros estudos nomeados de ABCPred, Chen e BCPred. Informações resumidas

dos casos analisados podem ser obtidas na Tabela 10. Quando analisa-se estes casos por

meio das acurácias (Figura 10.1) vê-se que somente no caso B a abordagem proposta

teve resultado inferior. Porém, quando os coeficientes de correlação de Matthews são

analisados nos casos citados (Figura 10.2), em nenhum caso a SMVS tem resultados

inferiores.

No sentido de realizar uma análise mais aprofundada, treinou-se a SMVS

utilizando o conjunto de dados redundantes Lbtope Fixed redundant e comparou-se

com o LBTOPE treinado neste mesmo conjunto de dados (caso “G”). Similarmente,

tal análise também foi produzida com o conjunto de dados Lbtope Variable redundant

(caso “H”). Nos três últimos casos (“I”, “J”, “L”) a SMVS foi treinada no conjunto

de dados de dados Lbtope Fixed redundant assim como o LBTOPE e testadas nos

conjuntos de ABCPred, Chen e BCPred. Analisando a acurácia (Figura 10.1) vê-se

que a SMVS teve resultado inferior no caso “G” e CCM (Figura 10.2) somente no caso

“G” também.

Com exceção de três casos (dois casos “G” e um “B”) todos os outros 19

casos a abordagem proposta teve resultado superior e em alguns casos até com ordem

de grandeza superior. Quando compara-se os resultados obtidos pela abordagem pro-

posta vê-se que os casos utilizando dados não-redundantes (caso “A”, “B”, “D”, “E”,

“F”) comparado com os redundantes (caso “G”, “H”, “I”, “J”, “L”) de forma geral

tiveram resultados relativos superiores. Dado isso, sugere-se que utilização do método

Suvrel com dados não-redundantes tem performance superior devido as informações

redundantes não trazerem benef́ıcios e perturbarem a obtenção de informações rele-

vantes. Os dados não-redundantes além de gerar performance de predição superior

também reduzem consideravelmente o tempo de treinamento. Dado o exposto, e sa-

bendo que o preditor LBTOPE é público, e os resultados aqui apresentados mostram

que a SMVS é superior, futuramente pode-se hospedá-lo em uma página web e torná-la

pública também.

Dado os resultados expostos, ainda assim é posśıvel analisar se é posśıvel

melhorar ainda mais a performance de predição. Onde, então, tal análise pode ser

realizada em projetos futuros por meio da utilização de outros vetores de caracteŕısticas,

ou por meio do uso de outros métodos de seleção de caracteŕısticas juntamente com o

Suvrel.

A maioria dos eṕıtopos de células B são conformacionais, e os preditores

baseados em estrutura possuem performance superior aos baseados em sequência [76,

77]. A partir do conhecimento destas informações pode-se argumentar que a melhor
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Tabela 10.1: Informações sobre os conjuntos de dados utilizados em cada caso analisado
nesta tese para treinamento e teste da abordagem proposta (SMVS) e o preditor LBTOPE.

Caso Base de dados utilizada
A SMVS e LBTOPE Lbtope Fixed non redundant
B SMVS e LBTOPE Lbtope Variable non redundant
C SMVS e LBTOPE LBConfirm
D SMVS Lb Fix non redun, LBTOPE Lb Fix redun, testados no ABCPred
E SMVS Lb Fix non redun, LBTOPE Lb Fix redun, testados no Chen
F SMVS Lb Fix non redun, LBTOPE Lb Fix redun, testados no BCPred
G SMVS e LBTOPE Lbtope Fixed redundant
H SMVS e LBTOPE Lbtope Variable redundant
I SMVS Lbtope Fixed redun, LBTOPE Lb Fix redun, testados no ABCPred
J SMVS Lbtope Fixed redun, LBTOPE Lb Fix redun, testados no Chen
L SMVS Lbtope Fixed redun, LBTOPE Lb Fix redun, testados no BCPred

Fonte: elaborada pelo autor.

Figura 10.1: Comparação de acurácias entre a abordagem proposta (SMVS) nesta tese
e o preditor LBTOPE. acur é a abreviação de acurácia. A, B, C, D, E, F, G, H, I, J,
L representam os casos listados na Tabela 10.

Fonte: elaborada pelo autor.
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Figura 10.2: Comparação de coeficientes de correlação de Matthews (CCM) entre a
abordagem proposta (SMVS) nesta tese e o preditor LBTOPE. A, B, C, D, E, F, G,
H, I, J, L representam os casos listados na Tabela 10.

Fonte: elaborada pelo autor.
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alternativa é dedicar mais esforço à predição conformacional [77]. É posśıvel sugerir

por meio dos resultados aqui expostos que por mais que a predição de eṕıtopos lineares

melhore ainda não mostra resultados que possam trazer conforto na sua utilização e a

melhor alternativa seja despender esforços na predição conformacional. Dessa forma,

no futuro, pode-se analisar os impactos do Suvrel associados à predição conformacional.
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Dispońıvel em: http://dx.doi.org/10.1016/j.patrec.2005.10.010.

36 SAHA, S.; RAGHAVA, G. Prediction of continuous b-cell epitopes in an antigen
using recurrent neural network. Proteins: Structure, Function, and Bioinformatics,
Wiley Online Library, v. 65, n. 1, p. 40–48, 2006.

37 GORODKIN, J. Comparing two k-category assignments by a k-category
correlation coefficient. Computational biology and chemistry, Elsevier, v. 28, n. 5-6, p.
367–374, 2004.

38 POWERS, D. M. Evaluation: from precision, recall and f-measure to roc,
informedness, markedness and correlation. Bioinfo Publications, 2011.



91

39 ABBAS, A. K.; LICHTMAN, A. H.; PILLAI, S. Imunologia celular e molecular.
[S.l.]: Elsevier Brasil, 2015.

40 LARSEN, J. E.; LUND, O.; NIELSEN, M. Improved method for predicting linear
B-cell epitopes. Immunome Res, v. 2, p. 2, 2006.

41 GROOT, A. S. D. Immunomics: discovering new targets for vaccines and
therapeutics. Drug Discovery Today, v. 11, n. 5–6, p. 203 – 209, 2006. ISSN
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