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Resumo

Mineração de padrões frequentes e regras de associação são um dos principais
campos de pesquisa em Mineração de Dados, que apresenta o objetivo de determinar
relações consistentes entre elementos. Algoritmos existentes neste campo de estudo
se baseiam principalmente na informação de ocorrência dos elementos.

Entretanto, considerar a ausência de elementos para a geração de regras pode
resultar em associações de grande interesse para algumas aplicações, que poderá
fornecer conhecimento até então desconhecido para o cientista de dados ou analista.
Este tipo de associação é denominada regra de associação negativa, e a sua principal
característica é a explosão da quantidade de regras geradas, que demanda uma
capacidade computacional adequada para seu processamento.

Neste projeto de mestrado foram exploradas diversas abordagens, e proposto
um método que apresenta como principais objetivos acelerar o processo de geração
de regras, e permitir que conjuntos de dados maiores possam ser minerados.

Considerando a etapa de identificação de conjuntos frequentes, este método
dispõe de quatro abordagens que exploram plataformas paralelas de computação.
Estas apresentam destaque em situações específicas, de forma que a depender do
conjuntos de dados a ser analisado, será recomendada o uso de uma destas. Na
etapa de geração de regras do método proposto também são exploradas plataformas
paralelas.

Através dos resultados obtidos foi possível verificar que o método alcança os
objetivos propostos. Além disso, o método desenvolvido permite minerar conjuntos
de dados grandes que são considerados restritivos para implementações existentes.
Por fim, foi constatado que o método desenvolvido é escalável, permitindo melhorar
seu desempenho com o incremento de recursos computacionais.

Palavras-chaves: mineração de dados. padrões frequentes. regras de associação
negativas. algoritmos paralelos.



Abstract

Frequent pattern mining and association rules are one of the main fields of
research in Data Mining, which aims to identify consistent relationships among ele-
ments. Existing algorithms in this field of study are based mainly on the occurrence
information of the elements.

However, considering the absence of elements for rules generation may re-
sult in interesting associations for some applications, which may provide previously
unknown knowledge to data scientists or analysts. This type of association is called
negative association rule, and its main characteristic is the explosion of the number
of generated rules which demands adequate computational capacity for its process-
ing.

In this work, several approaches were explored, and a method was proposed.
Such method presents as main objectives to accelerate the rule generation process
and to allow the mining of larger datasets.

Considering the stage of identifying frequent sets, the proposed method
implements four approaches that explore parallel computing platforms. Such ap-
proaches presents better performance in specific situations, so that depending on
the datasets to be analyzed, the use of one of these will be recommended. The rule
generation stage of the proposed method also explores parallel platforms.

Through the obtained results it was possible to verify that the method
reaches the proposed objectives. In addition, the developed method enables mining
large datasets that are considered restrictive for existing implementations. Finally,
the proposed method is scalable, which allows to improve its performance through
increasing computational resources.

Keywords: data mining. frequent patterns. negative association rules. parallel al-
gorithm.
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1 Introdução

Mineração de dados é a denominação dada para processos de descoberta de co-
nhecimento e modelos em conjuntos de dados, e é segmentado em tarefas como análise
exploratória, mineração de padrões frequentes, agrupamento e classificação (ZAKI; JR,
2014).

As tarefas de mineração de padrões frequentes englobam as atividades de detectar
padrões e associações em conjuntos de dados, sendo esta última denominada mineração
de regras de associação. Seu uso é exemplificado pelo caso da análise da cesta de mercado,
em que os dados de itens adquiridos são utilizados para determinar padrões de compras
de clientes.

Regras de associação expressam relações entre elementos, de forma que a presença
de um dado conjunto de elementos X (antecedente) irá implicar na presença de outro con-
junto de elementos Y (consequente). Em abordagens tradicionais é somente considerada a
informação de ocorrência de elementos, e são portanto denominadas regras de associação
positivas.

Entretanto, considerar a ausência de elementos para a geração de regras pode
resultar na identificação de associações de grande interesse para certas aplicações (SIL-
VERSTEIN; BRIN; MOTWANI, 1998). Associações deste tipo expressam relações em
que a ausência de um dado conjunto de elementos X irá implicar na presença de outro
conjunto de elementos Y, e demais combinações. Logo, associações deste tipo são deno-
minadas regras de associação negativas.

Para o cálculo deste tipo de regras de associação, diversas métricas podem ser
utilizadas, sejam elas exatas (CORNELIS et al., 2006), baseadas em alguma medida es-
tatística (AGGARWAL; YU, 2001; ANTONIE; ZAÏANE, 2004; HäMäLäINEN, 2011) ou
utilizando abordagens de inteligência artifical (MI et al., 2018).

Este tipo de mineração, entretanto, demanda uma capacidade computacional con-
sideravelmente alta para seu processamento, visto que o espaço de dados será superior ao
caso positivo (MCNICHOLAS; MURPHY; O’REGAN, 2008), e portanto ocorrerá uma
explosão na quantidade de regras geradas.

Concomitante com o desenvolvimento de métodos para mineração deste tipo de
abordagem, observou-se a evolução das plataformas de computação, que apresentam diver-
sas configurações para processamento paralelo e/ou distribuído. Vários estudos envolvendo
estas plataformas aplicados à problemas de mineração de dados podem ser encontrados
na literatura (GAN et al., 2017). Dessa forma, entende-se que o uso destas plataformas
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pode ser empregado para a mineração do tipo de regras de associação mencionado.

1.1 Motivação e justificativa
A mineração de regras de associação negativas é um processo que, dadas as suas

características, apresenta-se como um problema que envolve maior quantidade de dados e
etapas que o caso positivo. Esta particularidade é também destacada em diversos estudos
(BIAN et al., 2018; BEMARISIKA; TOTOHASINA, 2018; AGRAWAL et al., 2014; MI
et al., 2018), que citam que além do problema de demanda de recursos computacionais
relacionado à explosão da quantidade de regras geradas, existe um problema de identificar
regras que sejam interessantes.

O primeiro estudo que mensura a dimensão deste problema remete-se à (MCNI-
CHOLAS; MURPHY; O’REGAN, 2008), onde é apresentado que, para m itens conhe-
cidos, a quantidade máxima de regras negativas geradas é de 5𝑚 − 2 × 3𝑚 + 1 regras,
enquanto que o caso positivo apresenta um número máximo reduzido de 3𝑚 − 2𝑚+1 + 1
regras.

Em contrapartida, considerar regras negativas no processo de mineração permite
que a fronteira de conhecimento obtido do conjunto de dados seja amplamente expandida,
possibilitando que um número maior de regras interessantes sejam identificadas. (BIAN
et al., 2018) indicam em seu estudo que de 17 regras interessantes geradas considerando
mineração de regras negativas, apenas três seriam obtidas analisando somente o caso
positivo.

O uso prático de mineração de regras negativas é constatado em diversos estu-
dos de aplicações, como em identificação de padrões de compra de clientes (VERMA;
SINGH, 2017), análise de dados criminais (ENGLIN, 2015), cuidados médicos (MAH-
MOOD; SHAHBAZ; GUERGACHI, 2014) e identificação de erros em código fonte (BIAN
et al., 2018). Em alguns destes estudos, os autores afirmam que somente com a mineração
de regras negativas foi possível obter o êxito desejado.

Em relação à questão de demanda de recursos computacionais, alguns estudos
apresentam implementações que fazem o uso de plataformas heterogêneas (FANG et
al., 2009; AROUR; BELKAHLA, 2014; HUANG et al., 2013), memória compartilhada
(AGRAWAL; SHAFER, 1996; LIU et al., 2007; SCHLEGEL et al., 2013) e computação
distribuída (BAGUI; DHAR, 2018; DJENOURI et al., 2018; VERMA; SINGH, 2017), o
que constata que o processo é passível de ser paralelizado.

Entretanto, através de um processo de revisão sistemática da literatura foi possível
observar que não existe uma quantidade grande de estudos com foco em paralelização
do processo específico de identificação de regras negativas, fato este somado aos demais
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citados que motivaram a proposição deste projeto de mestrado.

1.2 Objetivos
O projeto de mestrado descrito na presente dissertação possui como objetivo apli-

car abordagens e plataformas paralelas para o desenvolvimento de um método adequado
ao caso específico de mineração de regras de associação negativas. Este método desenvol-
vido tem como objetivos acelerar o processo de geração de regras, e permitir que conjuntos
de dados maiores possam ser minerados.

A presente dissertação está estruturada da seguinte maneira. A Seção 2 irá apre-
sentar alguns trabalhos relacionados. A Seção 3 apresenta uma contextualização de mine-
ração de padrões frequentes, representações de dados e regras de associação, com destaque
para regras de associação negativas. Na Seção 4 é apresentada a metodologia de pesquisa
utilizada. A Seção 5 irá discutir os experimentos e resultados obtidos. A Seção 6 finaliza
a dissertação apresentando as conclusões.
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2 Trabalhos relacionados

Nesta seção serão descritos alguns trabalhos relacionados com o trabalho desenvol-
vido. Como o procedimento de mineração de regras de associação apresenta duas princi-
pais etapas, são abordados inicialmente estudos que focaram em identificação de padrões
frequentes e posteriormente em regras de associação negativas.

Em relação à etapa de identificação de conjuntos frequentes, a maioria dos mé-
todos apresentam um enfoque em tempo de execução. Existem, porém, alguns trabalhos
desenvolvidos com o intuito de demandar menos memória durante o processo de minera-
ção. Neste trabalho buscou-se desenvolver o método focando em um baixo consumo de
memória, de forma a permitir que conjuntos de dados maiores possam ser minerados.

Um dos primeiros trabalhos com foco em uso de memória foi apresentado por (GO-
ETHALS, 2004), em que realizou-se uma análise entre os métodos Eclat e FP-Growth
neste quesito, e foi proposto um novo método baseado no Eclat denominado Medic. Este
método apresenta uma melhora na demanda de uso de memória em relação ao seu algo-
ritmo base, entretanto possui como restrição o uso em conjuntos esparsos.

Em (Jian Pei et al., 2001), os autores propõem uma nova estrutura para arma-
zenamento intermediário das transações denominada H-struct, baseada na abordagem
FP-Growth e que apresenta um mecanismo de reorganização dinâmica durante o processo
de mineração. O método trabalha com esta estrutura em memória usando todo o con-
junto de dados para análise ou subconjuntos apenas. Devido à essa abordagem, o método
demanda pouca memória durante o processo de mineração. Outros métodos baseados no
FP-Growth com melhorias no uso de memória incluem (ITKAR; KULKARNI, 2017; YIN
et al., 2018; SCHLEGEL; GEMULLA; LEHNER, 2011).

Uma outra abordagem muito comum em métodos de identificação de conjuntos
frequentes consiste em reduzir o tamanho da saída, e consequentemente reduzir a de-
manda de memória. Abordagens deste tipo são identificadas em mineração de conjuntos
frequentes fechados (PASQUIER et al., 1999) e máximos (BAYARDO, 1998). Nesse caso
mantém-se apenas o registro dos maiores conjuntos frequentes, e caso haja necessidade
de consultar conjuntos menores, é realizado um processo de recuperação da informação.

Em (MOONESINGHE; FODEH; TAN, 2006) é apresentado um método para mi-
neração de conjuntos frequentes fechados denominado PGMiner. Esse método possui como
principais características a transformação do conjunto de dados de entrada em uma repre-
sentação de vetores de bits de comprimentos variáveis, além de estratégias para reduzir
o espaço de busca. Por meio destas melhorias e também da característica de minerar
conjuntos frequentes fechados, os autores puderam constatar um uso bastante inferior de
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memória em comparação aos outros métodos analisados.

Outros estudos propostos para mineração de conjuntos frequentes fechados e má-
ximos são apresentados em (LIU et al., 2003; PAN et al., 2003; PEI; HAN; MAO, 2001;
WANG; HAN; PEI, 2003; ZAKI; HSIAO, 2002).

Métodos que empregam representações bitmap podem ser observados nos estudos
(ARYABARZAN; MINAEI-BIDGOLI; TESHNEHLAB, 2018) e (CHON; KIM, 2018). Em
(ARYABARZAN; MINAEI-BIDGOLI; TESHNEHLAB, 2018), é proposto um método
denominado negFin que emprega uma estrutura de árvore de prefixos com nós baseados
em representações bitmap dos conjuntos. Os autores destacam o ganho no tempo de
execução devido ao uso de operações booleanas para o cálculo do valor de suporte, além
de outras melhorias e mecanismos de seleção.

No estudo apresentado em (CHON; KIM, 2018), os autores apresentam uma abor-
dagem de emprego de estruturas bitmap, porém totalmente armazenadas em disco, o que
reduz consideravelmente o uso de memória. Para evitar um aumento expressivo do tempo
de execução, o método analisa blocos de conjuntos bitmap através de operações boolea-
nas, e em discos de tecnologia de estado sólido, o que garante uma latência mais próxima
à observada em componentes de memória.

Representações bitmap simples podem, entretanto, apresentar elevado uso de me-
mória para armazenamento das informações, com um pior caso observado para conjuntos
de dados esparsos. Para contornar esta deficiência são identificados métodos que utilizam
representações bitmap comprimidas.

Compressões para estruturas bitmap são observadas em estudos como WAH (WU
et al., 2001), EWAH (LEMIRE; KASER; AOUICHE, 2009), PLWAH (DELIEGE; PE-
DERSEN, 2010), CONCISE (COLANTONIO; PIETRO, 2010), VALWAH (GUZUN et
al., 2014), SBH (KIM et al., 2016), Roaring (LEMIRE; KAI; KASER, 2016) e BitMagic
(PIETERSE et al., 2010).

Em (FADISHEI; DOUSTIAN; SAADATI, 2019), os autores realizam uma análise
de quatro tipos de compressão (EWAH, CONCISE, Roaring e BitMagic) empregadas em
implementações customizadas do método Eclat, avaliando tempo de execução, uso de
memória e consumo de energia.

A análise realizada por (WANG et al., 2017) também buscou comparar os diver-
sos tipos de compressão bitmap, e também estruturas de listas invertidas em questões
de armazenamento, recuperação de informações e operações de consultas. A compressão
Roaring (LEMIRE; KAI; KASER, 2016) é a que possui melhor desempenho e portanto é
recomendada para implementações de algoritmos que empregam representações compri-
midas de bitmaps.

Em (SAEED et al., 2016), os autores apresentam um método para identificação de
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conjuntos frequentes utilizando compressão Roaring e o paradigma MapReduce. Esse mé-
todo minera conjuntos de dados com valores muito baixos de suporte mínimo, e portanto
um foco em tempo de execução.

Em relação à etapa de geração de regras de associação negativas, a solução deste
problema envolve um conjunto de regras muito superior ao caso apenas positivo. Devido
à isto, a maioria dos métodos busca obter soluções que utilizem medidas estatísticas,
mecanismos de poda ou abordagens de inteligência artifical para permitir que esta solução
seja encontrada com os recursos computacionais disponíveis.

O primeiro estudo a mencionar regras de associação negativas é o descrito em
(SILVERSTEIN; BRIN; MOTWANI, 1998). Neste, os autores determinam a relação entre
dois conjuntos de itens com o uso da medida estatística do teste chi-quadrado, que avalia
o grau de independência entre conjuntos. Uma limitação deste método é seu uso em
conjuntos de dados grandes e densos.

No estudo (ANTONIE; ZAÏANE, 2004), os autores geram regras de associação
negativas através do emprego do coeficiente de correlação de Person. Além do emprego
da medida estatística, este método gera apenas regras em que ou o consequente ou o
antecedente possuem conjuntos negativos, e portanto não considera regras em que ambos
são negativos, o que caracteriza um mecanismo de poda.

Uma outra abordagem utilizando medidas estatísticas é o método Kingfisher (HäMäLäI-
NEN, 2011), que identifica regras de dependência utilizando o teste exato de Fisher e as
utiliza como base para geração de regras de associação. Dois mecanismos de poda são em-
pregados neste estudo, sendo o primeiro o fato de que o método apenas identifica regras
com conjuntos consequentes contendo apenas um item e o segundo que a autora introduz
um mecanismo de verificação para evitar gerar regras redundantes.

Outros estudos para identificação de regras negativas que utilizam medidas esta-
tísticas são apresentados em (AGGARWAL; YU, 1998) e (KOH; PEARS, 2007).

Em relação à métodos exatos que empregam mecanismos de poda podem ser cita-
dos os estudos apresentados em (THIRUVADY; WEBB, 2004), (CORNELIS et al., 2006),
(BEMARISIKA; TOTOHASINA, 2018) e (BIAN et al., 2018). O método GRD (Genera-
lized Rule Discovery) (THIRUVADY; WEBB, 2004) minera regras negativas utilizando
as medidas exatas de suporte mínimo e alavancagem. Como forma de reduzir a demanda
de recursos computacionais ele apenas minera um número reduzido de regras definido
pelo usuário e apresenta a limitação de minerar regras contendo no máximo cinco itens,
somados antecedente e consequente. Este método, apesar de ser exato apresenta condições
de poda.

O algoritmo PNAR (CORNELIS et al., 2006) minera regras de maneira exata
e empregando as medidas de suporte e confiança. Este método utiliza uma definição
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de que regras negativas são geradas através de regras positivas. Esta definição permite
que a busca de regras seja feita em quatro etapas e de maneira incremental, explorando
uma propriedade de restrição de regras. Este método foi selecionado como base para a
implementação deste trabalho de mestrado e será descrito com mais detalhes na seção de
metodologia.

O método ERAPN (BEMARISIKA; TOTOHASINA, 2018) gera regras de associ-
ação negativas com o emprego das medidas suporte, confiança, e também de uma medida
adicional denominada MGK para seleção de regras interessantes. O emprego desta medida
adicional caracteriza um mecanismo de poda, reduzindo a quantidade de regras geradas.
O método também trabalha com o conceito de geradores, que permite reduzir diversas eta-
pas de cálculo das métricas de interesse, e portanto a quantidade de leituras do conjunto
de dados de entrada.

No estudo (BIAN et al., 2018), os autores adaptaram um procedimento de geração
de regras negativas baseado no método Apriori para um problema específico de identificar
erros em código fonte. Nesta adaptação, não é utilizada a métrica confiança, mas sim
uma medida de entropia definida pelos autores. No estudo é destacado o problema de
explosão de regras geradas, sendo que várias destas apresentam pouco interesse prático.
A medida adotada de entropia é descrita pelos autores como um mecanismo de poda que
foi construído com base no tipo de problema sendo abordado, e que para outros problemas,
medidas semelhantes devem ser elaboradas.

Abordagens utilizando conceitos de inteligência artificial são apresentadas em (MI
et al., 2018) e (MARTÍN et al., 2016). Em (MI et al., 2018), os autores apresentam um
método de mineração de regras de associação negativas na forma de um problema de
otimização multi-objetivo, empregando a teoria de algoritmos evolutivos para execução.
Para isto, é definida uma medida de certeza da regra, a qual é atualizada a cada iteração
do algoritmo até que satisfaça um limiar informado. Como resultado dos experimentos, os
autores expressam que esta abordagem possui tempo de execução e medida de interesse
das informações mineradas melhores em relação às demais avaliadas.

O trabalho de (MARTÍN et al., 2016) apresenta um método denominado NICGAR
(Niching Genetic Algorithm) que emprega os conceito de algoritmos genéticos para mi-
neração de regras de associação negativas. No estudo, os autores realizam diversas com-
parações com outros algoritmos determinísticos e genéticos, e expressam que a grande
vantagem do algoritmo proposto é que ele agrupa as regras de associação em nichos,
evitando que sejam geradas muitas regras similares.
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3 Fundamentação teórica

Nesta seção é apresentada uma contextualização dos fundamentos envolvidos no
desenvolvimento do projeto de mestrado. Inicialmente serão apresentados o conceito de
padrões frequentes e os modelos de estruturação de dados necessários para executar esta
tarefa, que contemplam representações de bancos de dados por transações e bitmap,
incluindo modelos de bitmap comprimidos.

Na sequência, é descrito o processo de mineração de regras de associação e suas
métricas, as quais são utilizadas para determinar o quão forte são as regras identificadas.

Por fim, é apresentado o conceito de regras de associação negativas, que é o foco
principal deste trabalho.

3.1 Padrões frequentes
O objeto de estudo de mineração de padrões frequentes será um banco de dados

D estruturado no formato de transações, como por exemplo produtos que compõem uma
compra, palavras presentes em um parágrafo de um texto ou posições intermediárias
durante a movimentação de um objeto.

Cada elemento das transações é um item, o qual deverá pertencer à um conjunto
ℐ = {𝑥1, 𝑥2, ...,𝑥𝑚} que englobe todos os m itens conhecidos. Definimos também que
um ou mais itens irão representar um conjunto 𝑋𝑘 ⊆ ℐ, em que o índice k representa a
cardinalidade ou tamanho do conjunto.

Cada transação em D deve possuir um identificador, que irá pertencer à um con-
junto 𝒯 = {𝑡1, 𝑡2, ..., 𝑡𝑛} e será denominado tid. Um conjunto 𝑇 ⊆ 𝒯 será denominado um
conjunto de tids.

A representação de uma transação contida em D é então uma tupla do formato
⟨𝑡, i(𝑡)⟩, onde 𝑡 ∈ 𝒯 é um identificador único de transação, e i(𝑡) é um conjunto de itens
relativo àquela transação. A Tabela 1 apresenta um exemplo desta estrutura de banco de
dados.

Para determinar os conjuntos frequentes, é necessário definir a métrica suporte.
Dado um banco de dados de transações D, definimos sup(X,D) como a métrica suporte
do conjunto de itens X em relação à D, que é o número de transações em D que contém
X :

𝑠𝑢𝑝(𝑋, D) = |{𝑡|⟨𝑡, i(𝑡)⟩ ∈ D 𝑒 X ⊆ i(𝑡)}| = |t(𝑋)| (3.1)

Logo, um conjunto de itens X é dito frequente em D se 𝑠𝑢𝑝(𝑋, D) ≥ 𝑚𝑖𝑛𝑠𝑢𝑝,
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Tabela 1 – Estrutura de banco de dados de transação. Fonte: (ZAKI; JR, 2014).

t i(t)
1 𝐴𝐵𝐷𝐸
2 𝐵𝐶𝐸
3 𝐴𝐵𝐷𝐸
4 𝐴𝐵𝐶𝐸
5 𝐴𝐵𝐶𝐷𝐸
6 𝐵𝐶𝐷

onde minsup é um limiar de suporte mínimo definido pelo usuário.

Como a definição de suporte neste caso está relacionada ao tamanho total do banco
de dados, define-se a métrica de suporte relativo, que é a fração das transações que contém
o conjunto de itens X :

𝑟𝑠𝑢𝑝(𝑋, D) = 𝑠𝑢𝑝(𝑋, D)
|D| (3.2)

Desta forma, o usuário poderá definir o valor de suporte mínimo sem que seja
necessário conhecer o tamanho total do banco. Conjuntos que sejam frequentes, serão
parte de ℱ , que é a representação dos conjuntos frequentes encontrados.

Por exemplo, considerando o banco de dados da Tabela 1, e um valor de minsup
= 3 (rminsup = 0,5), tem-se o seguinte conjunto de itens frequentes ℱ , apresentado com
discriminação por cardinalidade k:

ℱ1 = {𝐴,𝐵,𝐶,𝐷,𝐸} (3.3)
ℱ2 = {𝐴𝐵,𝐴𝐷,𝐴𝐸,𝐵𝐶,𝐵𝐷,𝐵𝐸,𝐶𝐸,𝐷𝐸} (3.4)
ℱ3 = {𝐴𝐵𝐷,𝐴𝐵𝐸,𝐴𝐷𝐸,𝐵𝐶𝐸,𝐵𝐷𝐸} (3.5)
ℱ4 = {𝐴𝐵𝐷𝐸} (3.6)

Existem várias abordagens para mineração de padrões frequentes difundidas na
literatura, dentre as quais destacam-se os algoritmos Apriori (AGRAWAL; SRIKANT,
1994), Eclat (ZAKI, 2000) e FPGrowth (HAN; PEI; YIN, 2000).

O algoritmo Apriori realiza uma exploração em largura no espaço de busca de
conjuntos candidatos, e foi um dos primeiros a empregar uma estratégia de poda baseada
em duas propriedades. Sejam 𝑋,𝑌 ⊆ ℐ dois conjuntos de itens quaisquer, se 𝑋 ⊆ 𝑌 ,
então 𝑠𝑢𝑝(𝑋) ≥ 𝑠𝑢𝑝(𝑌 ), o que leva às duas importantes propriedades citadas: (1) caso X
seja frequente, então qualquer subconjunto 𝑌 ⊆ 𝑋 também será frequente, e (2) caso X
não seja frequente, então qualquer superconjunto 𝑋 ⊇ 𝑌 também não será frequente.

Na Figura 1 é possível observar o efeito dessas duas propriedades de poda ao ana-
lisar o conjunto de dados exemplo. Nós escurecidos indicam conjuntos identificados como
não frequente, e qualquer outro conjunto de cardinalidade superior e que seja supercon-
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juntos destes devem ser removidos do procedimento de mineração (nós e vértices que estão
pontilhados).

Figura 1 – Exemplo da operação do método Apriori. Nós mais escurecidos indicam candidatos identificados
como não frequentes, e nós e vértices pontilhados indicam elementos eliminados pelo mecanismo de poda.
Fonte: Adaptado de (ZAKI; JR, 2014).

O algoritmo Eclat apresenta uma abordagem que objetiva aprimorar o cálculo de
suporte, alterando a representação do banco para utilizar a informação de índices das
transações (conjunto de tids) durante este processamento. A ideia básica é que o suporte
de um conjunto candidato pode ser calculado pela interseção de dois subconjuntos.

Já o algoritmo FPGrowth possui como estratégia principal representar D em uma
estrutura compacta denominada FP-tree (frequent pattern tree), que será ordenada de
maneira descrescente de acordo com o valor do suporte. A Figura 2 ilustra esta estrutura
FP-tree para o banco de dados exemplo.

Estes três principais métodos são base para diversas outras abordagens, que apre-
sentam alterações em etapas do processo de mineração.

3.2 Estruturas de representação bitmap
Bitmap é uma estrutura de representação de dados muito utilizada em sistemas

gerenciadores de banco de dados, e pode ser visualizada como uma tabela, em que as
colunas estão bem definidas, e os valores são do tipo verdadeiro ou falso.

A Figura 3 demonstra a correspondência entre um banco de dados de transações
e este tipo de representação. Cada valor é representado por um bit, que será 1 caso o
conjunto esteja presente em determinada transação, e 0 caso esteja ausente.
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Figura 2 – Exemplo de estrutura FP-tree para o banco de dados exemplo. Fonte: Adaptado de (ZAKI;
JR, 2014).

Figura 3 – Exemplo de estrutura bitmap de representação de dados. Fonte: Adaptado de (FANG et al.,
2009).

Este tipo de representação é interessante no contexto mencionado, pois apresenta
algumas vantagens substanciais. Uma primeira a ser citada é que requisições que se ba-
seiam em operações sobre conjuntos, como união, interseção e diferença, são realizadas
de maneira muito eficiente, dado que são executadas por meio de operadores booleanos
(AND, OR) sobre as diversas linhas do bitmap. A Figura 4 apresenta um exemplo de
cálculo de linhas bitmap de conjuntos candidatos utilizando operações booleanas.

Figura 4 – Exemplo de cálculo de linhas bitmap relativas à candidatos com cardinalidade superior por
meio de operações booleanas. Fonte: Adaptado de (FANG et al., 2009).
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Uma segunda vantagem é que, devido à característica de a representação possuir
as colunas bem definidas, esta estrutura é apta a ser executada por meio de instruções
vetoriais (POHL et al., 2016), o que permite explorar diversas plataformas de computação
paralela (FANG et al., 2009).

Além disso, para bancos de dados densos, existe uma redução da quantidade de
bytes necessários para o armazenamento da informação, nos quais ao invés de representar
a presença de um conjunto em uma transação por uma palavra do processador, é utilizado
um bit.

Por outro lado, para os bancos de dados esparsos, ou seja, que apresentam uma
grande diversidade de itens para a quantidade de transações presente, o tamanho da
representação em bitmap poderá ser superior à original.

Neste tipo de representação de dados, o cálculo do valor da métrica suporte se
reduz à uma simples soma de bits 1s, que em processadores atuais é realizada de forma
eficiente através de instruções do tipo popcount (MULA; KURZ; LEMIRE, 2016).

Na prática, para fazer uso das operações eficientes da representação bitmap e
evitar despender muito espaço para o armazenamento dos dados, são utilizadas represen-
tações comprimidas, das quais destacam-se WAH (WU et al., 2001), EWAH (LEMIRE;
KASER; AOUICHE, 2009), PLWAH (DELIEGE; PEDERSEN, 2010), CONCISE (CO-
LANTONIO; PIETRO, 2010), VALWAH (GUZUN et al., 2014), SBH (KIM et al., 2016),
Roaring (LEMIRE; KAI; KASER, 2016) e BitMagic (PIETERSE et al., 2010).

Com exceção da compressão Roaring, os demais tipos empregam o mecanismo
run-length encoding (RLE), que pode ser aplicado à bytes ou palavras.

Run-length encoding (RLE) é uma técnica de compressão que, de maneira geral,
consiste em separar o bitmap não comprimido em vários grupos, que podem ter duas
classificações. A primeira ocorre quando o grupo contém apenas bits com o mesmo valor
(somente 1s ou 0s), e é denominado grupo de preenchimento. Já na segunda classificação,
o grupo apresenta tanto bits 1s quanto bits 0s, e é denominado grupo literal. Finalizada
a partição, a compressão é então aplicada aos grupos, de forma que estes sejam repre-
sentados por uma sequência menor de bits, porém que apresentem significados para sua
interpretação.

As demais compressões citadas, com exceção da Roaring que não utiliza o conceito
de Run-length encoding (RLE), são baseadas no método WAH, e apresentam alguma
melhoria, seja em tempo de execução das operações ou em eficiência da compressão.

A compressão Roaring, por sua vez, é um método híbrido que particiona os dados
em trechos de 216 inteiros em que os elementos presentes em trechos idênticos comparti-
lham os mesmos 16 bits mais significativos, e podem ser representados por um registro
não comprimido de 65536 bits ou uma lista ordenada de inteiros de 16 bits.
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A escolha da representação do trecho é em razão da quantidade dos k elementos
presentes neste. Caso 𝑘 > 4096, será utilizado o bitmap não comprimido, e caso contrário,
a lista ordenada de inteiros. A escolha deste valor de limiar garante que cada inteiro não
utilize mais que 16 bits para representação do trecho, dado que o Roaring utiliza 65536
bits para representar 4096 inteiros ou 16 bits no máximo por inteiro na lista ordenada
(WANG et al., 2017).

Outra característica importante do Roaring, é que, diferentemente das demais
compressões, permite que operações de interseção (AND) e união (OR) sejam realizadas
diretamente sobre o bitmap comprimido, o que as torna mais eficientes. A busca de um
determinado elemento no bitmap também é eficiente, pois a maneira de armazenamento
permite que seja aplicada uma busca binária.

Em relação à operação de descompressão, segundo a análise de (WANG et al.,
2017), dentre todos os métodos de compressão, o Roaring é o que apresenta o melhor
desempenho neste quesito.

3.3 Mineração de regras de associação
Dados dois conjuntos de elementos X e Y, tal que𝑋,𝑌 ⊆ ℐ e𝑋∩𝑌 = ∅, uma regra

de associação é uma expressão da forma 𝑋 → 𝑌 . O suporte da regra será a quantidade
de transações que contém o conjunto 𝑋 ∪ 𝑌 (ou XY ):

𝑠𝑢𝑝(𝑋 → 𝑌 ) = |t(𝑋𝑌 )| = 𝑠𝑢𝑝(𝑋𝑌 ) (3.7)

Semelhante ao que foi apresentado anteriormente, o suporte relativo da regra será
o valor do suporte dividido pela quantidade total de transações:

𝑟𝑠𝑢𝑝(𝑋 → 𝑌 ) = 𝑠𝑢𝑝(𝑋𝑌 )
|D| = 𝑃 (𝑋 ∧ 𝑌 ) (3.8)

Define-se então a medida de confiança, que é a probabilidade condicional de que
uma transação contenha Y, dado que ela contém X :

𝑐𝑜𝑛𝑓(𝑋 → 𝑌 ) = 𝑃 (𝑌 |𝑋) = 𝑃 (𝑋 ∧ 𝑌 )
𝑃 (𝑋) = 𝑠𝑢𝑝(𝑋𝑌 )

𝑠𝑢𝑝(𝑋) (3.9)

A confiança é uma medida de acurácia da regra gerada, que define a proporção das
transações para as quais a regra é satisfeita (BRAMER, 2013). Idealmente, espera-se que
toda transação que contenha Y, também contenha X, o que definiria a regra como exata,
com valor de confiança igual a 1. Porém, em casos práticos as regras não são exatas, e
possuirão um valor de confiança menor que 1.

Similar ao que foi estipulado para suporte, define-se um valor limite de confiança
(minconf ), e toda regra que apresentar valor superior à este será classificada como regra
forte.
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Após esta definição, para cada conjunto frequente serão geradas regras candidatas
através de um procedimento incremental, no qual serão realizadas combinações de sub-
conjuntos no conjunto consequente. Caso a regra não seja forte, os candidatos que seriam
derivados desta não precisam precisam ser avaliados, o que caracteriza um mecanismo de
poda. A Figura 5 ilustra esse mecanismo de geração de regras.

Figura 5 – Exemplo de geração de regras de associação. Fonte: Adaptado de (FANG et al., 2009).

Duas medidas adicionais de interesse de regras de associação podem ser utiliza-
das, que são elevação (lift) (BRIN et al., 1997) e alavancagem (leverage) (PIATETSKY-
SHAPIRO, 1991).

A elevação (lift) da regra 𝑋 → 𝑌 mede quantas vezes a mais os itens em X e
Y ocorrem juntos em transações das quais seria esperado que estes conjuntos fossem
estatisticamente independentes.

𝑙𝑖𝑓𝑡(𝑋 → 𝑌 ) = 𝑠𝑢𝑝(𝑋 ∪ 𝑌 )
𝑠𝑢𝑝(𝑋) × 𝑠𝑢𝑝(𝑌 ) = 𝑐𝑜𝑛𝑓(𝑋 → 𝑌 )

𝑠𝑢𝑝(𝑌 ) (3.10)

Valores de elevação superiores à 1 são considerados interessantes, pois indicam
que transações contendo X tendem a conter Y com frequência superior à transações que
contenham somente X.

Já alavancagem é uma medida da diferença entre os valores de suporte de 𝑋 ∪ 𝑌
e do suporte que seria esperado caso X e Y fossem independentes.

𝑙𝑒𝑣𝑒𝑟𝑎𝑔𝑒(𝑋 → 𝑌 ) = 𝑠𝑢𝑝(𝑋 ∪ 𝑌 ) − 𝑠𝑢𝑝(𝑋) × 𝑠𝑢𝑝(𝑌 ) (3.11)
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3.4 Regras de associação negativas
Define-se um item negativo com a denominação 𝑥𝑛, que representa que o item

𝑥𝑛 ∈ ℐ é ausente em uma determinada transação i(t). O valor de suporte de 𝑥𝑛 pode
ser obtido pelo seu complemento, 𝑠𝑢𝑝(𝑥𝑛) = 1 − 𝑠𝑢𝑝(𝑥𝑛). Esta propriedade de suporte é
decorrente da representação aumentada do banco de dados quando consideram-se os itens
negativos, conforme é exemplificado na Tabela 2.

Tabela 2 – Representação de banco de dados considerando itens negativos. Fonte: Adaptado de (ZAKI;
JR, 2014).

t i(t) original i(t) aumentado
1 𝐴𝐵𝐷𝐸 𝐴𝐵𝐶𝐷𝐸
2 𝐵𝐶𝐸 𝐴𝐵𝐶𝐷𝐸
3 𝐴𝐵𝐷𝐸 𝐴𝐵𝐶𝐷𝐸
4 𝐴𝐵𝐶𝐸 𝐴𝐵𝐶𝐷𝐸
5 𝐴𝐵𝐶𝐷𝐸 𝐴𝐵𝐶𝐷𝐸
6 𝐵𝐶𝐷 𝐴𝐵𝐶𝐷𝐸

Uma regra de associação negativa será definida então como uma relação 𝑋 → 𝑌 ,
em que 𝑋 ⊆ ℐ,𝑌 ⊆ ℐ, e 𝑋 ∩ 𝑌 = ∅, e que X e/ou Y contenham pelo menos um item
negativo.

A principal decorrência de se considerar itens negativos é a explosão de regras
geradas, que segundo (MCNICHOLAS; MURPHY; O’REGAN, 2008), o número total
seria de 5𝑚 − 2 × 3𝑚 + 1 regras. Considerando somente o caso positivo, este número se
reduz à 3𝑚 − 2𝑚+1 + 1, onde m é a quantidade de itens conhecidos.

Para exemplificar, considerando o banco de dados apresentado na Tabela 2, é
possível encontrar até 180 regras positivas, e até 2640 regras quando consideram-se os itens
negativos. Esta explosão no espaço de busca demanda uma capacidade de processamento
e memória consideravelmente superior ao caso de regras positivas.

Além disso, em questão qualitativa, devido à geração de uma quantidade superior
de regras, é necessário que as métricas sejam adaptadas para que ocorra a discriminação de
regras que são interessantes, evitando gerar associações triviais e/ou de pouca utilidade.
Em (BIAN et al., 2018) os autores reforçam este ponto, comentando que foi necessário
adicionar uma restrição específica do problema em estudo para reduzir a quantidade de
regras geradas.

O cálculo deste tipo de regras de associação pode ser realizado de forma exata,
fazendo o uso de alguma medida estatística ou através de abordagens de inteligência
artifical.

Em relação ao cálculo exato, em (CORNELIS et al., 2006) os autores apresentam
duas possíveis maneiras de se interpretar regras negativas. A primeira abordagem define
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que, dada uma regra positiva 𝑋 → 𝑌 , existem três possíveis casos de regras negativas
a serem analisados: 𝑋 → 𝑌 , 𝑋 → 𝑌 e 𝑋 → 𝑌 . Nesta definição os valores de suporte
são calculados de maneira similar ao caso somente positivo, discriminando esta etapa e
também o processo de geração de regras em quatro partes. No estudo os autores deduzem
diversas identidades matemáticas do caso positivo para cada um dos três casos negativos,
e indicam que o número máximo de regras negativas geradas nesta definição é dado pela
equação (4 × (3𝑚 − 2𝑚+1 + 1)).

Já uma segunda abordagem define que o espaço de itens conhecidos no conjunto de
dados seja ampliado com cada um dos seus complementos 𝐼 ′ = 𝐼 ∪ 𝑖1, 𝑖2, ...𝑖𝑚 (semelhante
ao exibido na Tabela 2). Dessa maneira, os autores argumentam que o entendimento e
a implementação serão mais simples, pois os itens negativos são tratados como positivos
durante o cálculo de suporte. Além disso, mantém-se a propriedade de poda apresentada
no método Apriori, na qual conjuntos com cardinalidade superior somente serão frequentes
se seus subconjuntos forem frequentes. Um ponto restritivo se refere à quantidade máxima
possível de regras geradas, que é muito superior à primeira definição e é dada pela equação
(5𝑚 − 2 × (3𝑚) + 1). É interessante ressaltar que os próprios autores comentam que esta
segunda definição possui aplicações práticas apenas em conjuntos de dados menores.

Considerando a geração de regras negativas através de medidas estatísticas, vá-
rias abordagens são identificadas na literatura, como por exemplo utilizando medidas de
correlação de regras (AGGARWAL; YU, 2001), coeficiente de correlação de Person (AN-
TONIE; ZAÏANE, 2004), teste chi-quadrado (SILVERSTEIN; BRIN; MOTWANI, 1998)
e teste exato de Fisher (HäMäLäINEN, 2011). Métodos utilizando conceitos de inteligên-
cia artificial incluem problemas de otimização multi-objetivo (MI et al., 2018) e algoritmos
genéticos (MARTÍN et al., 2016).
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4 Métodos desenvolvidos

Esta seção descreve a metodologia utilizada no desenvolvimento do trabalho. Entende-
se que a mineração de regras negativas consiste de duas principais etapas, que são iden-
tificação de conjuntos frequentes e geração de regras de associação.

Para a identificação de conjuntos frequentes são apresentadas as quatro abordagens
desenvolvidas: Apriori-Bitmap-Cuda, Apriori-Simd-Parallel, Apriori-Roaring-Parallel e Apriori-
Cuda-Single-Memcpy. Para a geração de regras é apresentado o método desenvolvido.

Serão descritos também os conjuntos de dados utilizados para avaliação das im-
plementações realizadas.

4.1 Etapa 1: Identificação de conjuntos frequentes
Para o desenvolvimento da primeira etapa do trabalho, que é identificação de con-

juntos frequentes, buscou-se elaborar um método que faça uso de plataformas paralelas
de computação. Foi escolhido o modelo de arquitetura de computação heterogênea, que
envolve o desenvolvimento de uma implementação que possa utilizar vetorização, parale-
lização em memória compartilhada e paralelização em aceleradores.

No desenvolvimento do método foram selecionados os algoritmos Apriori e Eclat
como base, que embora apresentem desempenho sequencial inferior ao FP-Growth, devido
à sua estrutura são mais adequados à modificações para paralelização.

Estes métodos, de maneira genérica, apresentam os seguintes passos de execução:

1. Leitura do conjunto de dados de entrada para identificação de itens únicos frequentes

2. Geração de conjuntos candidatos com cardinalidade imediatamente superior

3. Cálculo do valor de suporte dos candidatos e eliminação de candidatos não frequentes

4. Repetição do processo de geração de candidatos e cálculo de suporte até que não
existam mais candidatos

Conjuntos de dados de transações apresentam uma estrutura irregular, com tama-
nhos variados de linhas, o que é inadequado para um processamento paralelo, acarretando
em divergência entre os elementos de processamento. A estrutura de bitmap, por outro
lado, apresenta tamanhos fixos de linhas.
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Dessa forma, no método proposto, o primeiro passo comentado anteriormente será
adicionado do processo de transformação do conjunto de dados de representação de tran-
sações para bitmap (ilustrado pela Figura 3). Este primeiro passo consiste de um processo
altamente dependente de operações de leitura em disco, de forma que possíveis paraleli-
zações serão realizadas no âmbito de memória compartilhada.

Para armazenamento de conjuntos frequentes e geração de candidatos, é utilizada
a estrutura de dados de árvore de prefixos, conforme apresentada na Figura 6.

Figura 6 – Exemplo de árvore de prefixos. Fonte: Criado pelo autor.

É importante observar que a geração de conjuntos candidatos será sempre baseada
em elementos vizinhos à direita do elemento atual. Dessa forma, é possível manipular o
balanceamento da árvore através de algumas modificações no método, como por exemplo
ordernar os elementos frequentes iniciais em valor de suporte crescente, o que irá impedir
o lado esquerdo da árvore de se aprofundar. Caso a ordem seja descrescente na mesma
métrica, a árvore será na maioria dos casos desbalanceada à esquerda. Candidatos que
não forem frequentes serão removidos da árvore para reduzir o uso de memória.

Em questão da maneira como a árvore será percorrida, a abordagem Apriori realiza
a geração de candidatos em largura, o que caracteriza a melhor condição para paralelização
mas também a que mais demanda uso de memória (representada pela imagem (a) da
Figura 7). O método Eclat, por sua vez, gera candidatos em profundidade, apresentando
o menor uso de memória, porém o pior cenário para paralelização (representado pela
imagem (b) da Figura 7).

O método proposto adotará uma abordagem balanceada, onde será avançado um
nível em profundidade e gerados os candidatos daquele nó (imagem (c) da Figura 7).
Desta forma, para problemas grandes, o método estará apto à paralelização com um uso
menor de memória.

Este passo de geração de candidatos apresenta uma estrutura complexa de repre-
sentação (árvore de prefixos), de maneira que será desenvolvido no âmbito de programação
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Figura 7 – Geração de candidatos em árvore de prefixos (números nos nós indicam a iteração em que
o candidato é gerado). Método Apriori realiza a geração em largura (a), demandando um uso maior de
memória porém estando mais apto à paralelização. Método Eclat gera candidatos em profundidade (b),
estando menos apto à paralelização porém apresentando a menor demanda de uso de memória. Método
proposto (c) irá atuar de uma forma balanceada, avançando de forma conjunta em largura e profundidade.
Fonte: Criado pelo autor.

paralela em memória compartilhada.

O desenvolvimento do terceiro passo será o que irá apresentar o maior grau de
paralelização devido à estrutura regular do bitmap. Neste serão calculadas as novas linhas
da representação bitmap relativas aos conjuntos candidatos e os respectivos valores de
suporte.

Conforme apresentado na Figura 4, o cálculo das linhas do bitmap relativas aos
conjuntos candidatos será feito por meio de operações booleanas, que são computacional-
mente executadas de maneira eficiente. Já o cálculo do valor de suporte envolve realizar
a soma dos bits 1s presentes na linha do bitmap, o que também é executado de maneira
eficiente por meio de instruções do tipo popcount. Ambas as atividades são passíveis de
paralelização e vetorização.

Este cálculo de soma dos bits 1s pode adotar duas estratégias de uso de threads.
Uma primeira consiste em atribuir à cada thread a tarefa de analisar, para um mesmo
conjunto candidato, um trecho da respectiva linha bitmap, conforme representado na Fi-
gura 8. O tamanho deste trecho será definido pela quantidade de threads disponíveis e
comprimento da linha bitmap, e entende-se que esta estratégia é adequada para aná-
lise de conjuntos bitmaps que apresentem linhas muito extensas (conjuntos com muitas
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transações).

Figura 8 – Estratégia de cálculo da soma de bits 1s em que cada thread faz a análise de um trecho da
linha bitmap. Esta estratégia é mais adequada para o caso em que as linhas da representação bitmap
sejam muito extensas. Fonte: Criado pelo autor.

Uma segunda estratégia consiste em atribuir à cada thread a tarefa de analisar a
linha bitmap de um conjunto candidato, conforme representado na Figura 9. Entende-se
que esta estratégia é adequada para análise de conjuntos de dados densos, que permitem
a geração de muitos candidatos durante o processo de mineração.

Figura 9 – Estratégia de cálculo da soma de bits 1s em que cada thread faz a análise completa de uma
linha bitmap de um conjunto candidato. Esta estratégia é mais adequada para o caso em que existam
muitos candidatos. Fonte: Criado pelo autor.

Para comparação de desempenho do método proposto, serão utilizadas as im-
plementações de Christian Borgelt dos algoritmos Apriori (BORGELT; KRUSE, 2002),
Eclat (BORGELT, 2003) e FP-Growth (BORGELT, 2005). Estas são implementações
sequenciais dos algoritmos base de identificação de padrões frequentes e que apresentam
código fonte disponível publicamente. Entende-se que estas são as melhores implementa-
ções disponíveis, contemplando diversas otimizações aplicadas por Borgelt, documentação
detalhada e atualizações constantes.

Em relação à implementações paralelas, muito pouco conteúdo foi identificado,
sendo que estes apresentam uma documentação deficitária, o que não as caracteriza como
padrões para comparação.

Em relação às ferramentas utilizadas para desenvolvimento de código, foram em-
pregadas linguagem de programação C/C++, API de computação heterogênea CUDA e
API OpenMP de computação paralela em memória compartilhada.

Feitas estas considerações, foi desenvolvido um método de identificação de conjun-
tos frequentes que contempla quatro implementações que exploram diferentes caracterís-
ticas do hardware:
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• Apriori-Bitmap-Cuda

• Apriori-Simd-Parallel

• Apriori-Roaring-Parallel

• Apriori-Cuda-Single-Memcpy

O desenvolvimento das quatro implementações teve como motivação a ideia de que
cada uma destas possui um desempenho melhor em determinado cenário, os quais serão
listados em uma tabela na apresentação dos resultados. Nas subseções são descritas estas
implementações.

4.1.1 Apriori-Bitmap-Cuda
Para essa implementação, a principal característica é a execução do cálculo de

suporte (terceiro passo) em GPU (Figura 10) de maneira dinâmica. No Apriori-Bitmap-
Cuda, a navegação pela árvore de prefixos é feita de forma balanceada e dividida em
subiterações, conforme representado pelos nós destacados na Figura 10. A quantidade
máxima de candidatos para cada uma dessas subiterações depende dos recursos compu-
tacionais em uso, de forma que as estruturas bitmap possam estar residentes na memória
da GPU.

Nessa implementação foram levantados os tamanhos dos bitmaps representando
os conjuntos de dados original (conjuntos frequentes únicos) e intermediários (conjuntos
candidatos com dois ou mais elementos), para que possa ser determinada a quantidade 𝜖
máxima de candidatos que podem ser calculados pela GPU em cada subiteração.

Considerando as estruturas bitmap representadas na Figura 10, com linhas de
tamanho𝑊×𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4), o valor de 𝜖 é ser obtido através do seguinte desenvolvimento:

2 × 𝜖×𝑊 × 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4) +𝑊 × 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4) + 𝜖× 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡3) = 𝑚𝑒𝑚𝐺𝑃𝑈

2 × 𝜖×𝑊 × 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4) + 𝜖× 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡3) = 𝑚𝑒𝑚𝐺𝑃𝑈 −𝑊 × 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4)

𝜖× (2 ×𝑊 × 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4) + 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡3)) = 𝑚𝑒𝑚𝐺𝑃𝑈 −𝑊 × 𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4)

𝜖 = 𝑚𝑒𝑚𝐺𝑃 𝑈−𝑊 ×𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4)
2×𝑊 ×𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡4)+𝑠𝑖𝑧𝑒𝑜𝑓(𝑢𝑖𝑛𝑡3)

Entende-se que uma vez que um ramo tenha sido calculado completamente (atin-
gido o nó folha), este poderá ser removido da árvore de prefixos, reduzindo assim o uso
de memória principal.

Como podem ocorrer iterações em que a quantidade de conjuntos candidatos seja
extremamente baixa, esta implementação optou pela estratégia de alocação de threads
por partes, conforme apresentado na Figura 8.
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Figura 10 – Esquema lógico da implementação Apriori-Bitmap-Cuda. A identificação de conjuntos fre-
quentes é feita executando o cálculo do valor de suporte em GPU de maneira dinâmica. Fonte: Criado
pelo autor.

A Figura 11 apresenta o algoritmo desta implementação.

O propósito principal desta aplicação é acelerar o cálculo do valor de suporte
pelo uso da GPU, porém respeitando os limites de memória do acelerador, o que é feito
pela divisão de subiterações. A penalidade desta implementação, entretanto, é o custo de
transferência de dados entre host e GPU.

4.1.2 Apriori-Simd-Parallel
Esta implementação desenvolvida foi denominada Apriori-Simd-Parallel e apre-

senta como principal característica a execução do cálculo de suporte (terceiro passo) em-
pregando instruções vetoriais em CPU e paralelismo em memória compartilhada. Para o
desenvolvimento desta implementação foram utilizadas instruções AVX2.

Da mesma forma que na implementação descrita na seção 4.1.1, a navegação pela
árvore de prefixos é feita de forma balanceada porém sem a necessidade de subiterações.
Além disso, uma vez que um ramo tenha sido calculado completamente (atingido o nó
folha), este poderá ser removido da árvore de prefixos, reduzindo assim o uso de memória
principal.
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Figura 11 – Algoritmo Apriori-Bitmap-Cuda.

Nesta implementação também optou-se pela estratégia de alocação de threads por
partes, conforme apresentado na Figura 8.

A Figura 12 apresenta o algoritmo desta implementação.

O propósito principal desta aplicação é atender cenários em que o custo de transfe-
rência de dados entre host e GPU da implementação anterior se mostrou ineficiente. Esta
implementação, embora seja feita somente em CPU, apresenta foco em acelerar o pro-
cesso de mineração ao utilizar recursos de vetorização e explorar paralelismo em memória
compartilhada.
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Figura 12 – Algoritmo Apriori-Simd-Parallel.

4.1.3 Apriori-Roaring-Parallel
A implementação desenvolvida denominada Apriori-Roaring-Parallel apresenta como

principal característica um uso muito baixo de memória devido ao emprego de estruturas
bitmap comprimidas. Esta implementação é completamente executada em CPU.

Existem diversos tipos de compressão bitmap que foram descritos nas seções ante-
riores, e para esta implementação foi adotada a compressão Roaring, que segundo estudos
comparativos apresentou destaque frente às demais.

Nesta implementação, devido à uma demanda menor de memória para a estrutura
bitmap, a navegação pela árvore de prefixos é feita em largura, o que permite melhor
reaproveitamento das linhas já calculadas da estrutura bitmap. Além disso, somente são
mantidos em memória o primeiro nível e o nível atual em mineração da árvore, remo-
vendo níveis intermediários para os quais já foram calculados os valores de suporte dos
candidatos.

Em relação à alocação de threads, optou-se pela estratégia de alocação de threads
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por candidatos, conforme apresentado na Figura 9. Esta escolha se deve ao fato de que o
paralelismo foi realizado em memória compartilhada, e a quantidade de threads disponíveis
na maior parte do processo de mineração será inferior à quantidade de candidatos a serem
calculados.

A Figura 13 apresenta o algoritmo desta implementação.

Figura 13 – Algoritmo Apriori-Roaring-Paralelo.

O propósito principal desta implementação é atender cenários em que há uma
grande demanda de uso de memória, o que é alcançado ao empregar estruturas de bitmap
comprimido. Devido à esta característica, esta implementação irá naturalmente apresentar
um tempo de execução maior frente às demais.

4.1.4 Apriori-Cuda-Single-Memcpy
Esta implementação apresenta como principal característica a execução do cálculo

de suporte (terceiro passo) em GPU, porém reduzindo a quantidade de transferências de
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conjuntos de dados bitmap à apenas uma. Um esquema de funcionamento desta imple-
mentação é apresentado na Figura 14.

A árvore de prefixos é residente em memória, e com o intuito de reduzir a quanti-
dade de transferências de vetores de candidatos entre host e GPU, a navegação realizada
nesta é feita em largura.

Figura 14 – Esquema lógico da implementação Apriori-Cuda-Single-Memcpy, em que a identificação de
conjuntos frequentes é feita executando o cálculo do valor de suporte em GPU realizando apenas uma
única transferência de estrutura bitmap. Fonte: Criado pelo autor.

Somente o conjunto de dados bitmap original, que está relacionado aos itens fre-
quentes únicos, e o vetor de índices dos candidatos da iteração atual estarão residentes
na memória da GPU. Com exceção de conjuntos vizinhos (apresentam o mesmo conjunto
pai), a cada cálculo de candidatos deverão ser realizados diversas operações AND para
obter a linha correspondente ao conjunto a ser calculado o valor de suporte.

É importante notar que nesta implementação o elemento restritivo deixa de ser a
memória prinicipal, e torna-se a memória da GPU.

Com o objetivo de melhorar a taxa de ocupação da GPU, esta implementação
optou pela estratégia de alocação de threads por partes, conforme apresentado na Figura 8.

A Figura 15 apresenta o algoritmo desta implementação.

O propósito principal desta aplicação é acelerar o cálculo do valor de suporte pelo
uso da GPU e eliminar a penalidade do custo de transferência de dados entre host e GPU.
A desvantagem, entretanto, é que a restrição torna-se a quantidade de memória da GPU,
que geralmente é inferior à do host.



Capítulo 4. Métodos desenvolvidos 39

Figura 15 – Algoritmo Apriori-Cuda-Single-Memcpy.

4.2 Etapa 2: Mineração de regras negativas
Conforme descrito na seção de fundamentação teórica, existem diversas abordagens

para geração de regras negativas, podendo ser exatas ou baseadas em alguma medida
estatística.

Entende-se, portanto, que a quantidade de regras geradas por cada uma delas não
necessariamente será a mesma, ou seja, a saída das diversas implementações não é igual.

Como o trabalho está focado em uso de recursos computacionais durante o processo
de mineração, será adotada a abordagem exata e contemplando mecanismos de poda
descrita por (CORNELIS et al., 2006), e denominada PNAR. Neste estudo, os autores
propõem duas definições de regras negativas, e iremos utilizar a definição em que dada
uma regra positiva 𝑋 → 𝑌 , existem três possíveis casos de regras negativas a serem
analisados: 𝑋 → 𝑌 , 𝑋 → 𝑌 e 𝑋 → 𝑌 .

No método PNAR, para que uma determinada regra de associação 𝐶1 ⇒ 𝐶2,𝐶1 ∈
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{𝑋, ¬𝑋},𝐶2 ∈ {𝑌, ¬𝑌 },𝑋,𝑌 ⊂ 𝐼,𝑋 ∩ 𝑌 = ∅ seja considerada forte, esta deverá atender
os seguintes critérios:

1. 𝑠𝑢𝑝𝑝(𝐶1 ⇒ 𝐶2) ≥ 𝑚𝑠

2. 𝑠𝑢𝑝𝑝(𝑋) ≥ 𝑚𝑠, 𝑠𝑢𝑝𝑝(𝑌 ) ≥ 𝑚𝑠

3. 𝑐𝑜𝑛𝑓(𝐶1 ⇒ 𝐶2) ≥ 𝑚𝑐

4. 𝐶1 ⇒ 𝐶2 seja mínimo em relação ao suporte de seus conjuntos de itens negativos

onde ms é o valor de suporte mínimo e mc é o valor de confiança mínima.

Este quarto critério refere-se ao mecanismo de poda empregado pelos autores,
que implica que se 𝐶1 = ¬𝑋, então não irá existir um conjunto 𝑋 ′ ⊂ 𝑋 tal que
𝑠𝑢𝑝𝑝(¬𝑋 ′ ⇒ 𝐶2) ≥ 𝑚𝑠. Este critério indica que somente devem ser consideradas regras de
“fronteira” do conjunto de possíveis regras de associação negativas, pois as demais regras
serão redundantes e com pouco interesse. A origem deste critério está relacionada com a
propriedade anti-monotônica de valores de suporte de conjuntos de itens negativos.

Nesta definição os valores de suporte são calculados de maneira similar ao caso
somente positivo, discriminando esta etapa e também o processo de geração de regras em
quatro partes, conforme representado na Figura 16.

Durante nossa implementação, serão identificados subprocessos do método onde
será realizado o processo de paralelização, de forma que a mineração de regras de associ-
ação seja acelerada.

De maneira resumida, o procedimento geral do método PNAR é o seguinte:

1. Identificar todos os conjuntos de itens frequentes somente positivos

2. Identificar todos os conjuntos de itens frequentes negativos da parte 𝑃2

3. Identificar todos os conjuntos de itens frequentes negativos da parte 𝑃3

4. Identificar todos os conjuntos de itens frequentes negativos da parte 𝑃4

5. Gerar todas as regras de associação positivas e negativas fortes

A primeira destas partes (𝑃1) refere-se ao caso de conjuntos somente positivos, e
para esta mineração de conjuntos frequentes serão utilizadas as abordagens comentadas
na seção anterior.

Para a mineração da segunda parte (𝑃2), o método PNAR obtém estes conjuntos
frequentes diretamente do resultado somente positivo, conforme descrito no estudo:
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Figura 16 – Partição do processo de mineração de regras de associação em quatro partes. Fonte: Adaptado
de (CORNELIS et al., 2006).

Para todos os conjuntos de itens I frequentes em 𝑃1, insira a versão negativa
de I no conjunto de itens frequentes em 𝑃2 se 1 − 𝑠𝑢𝑝𝑝(𝐼) ≥ 𝑚𝑠, onde ms é o
valor de suporte mínimo.

Esta é uma etapa simples do método, em que não se justifica realizar sua para-
lelização. Observe que a quantidade de conjuntos frequentes identificados nesta segunda
parte depende do número de conjuntos frequentes identificados na parte somente posi-
tiva, e além disso, somente serão identificados conjuntos frequentes caso o valor de suporte
mínimo definido seja inferior à 50 %.

Para realizar a mineração das partes 𝑃3 e 𝑃4, os autores propõem dois algoritmos
que serão descritos na sequência. Entretanto, antes de comentá-los, iremos expor a seguinte
notação que foi empregada no estudo do PNAR:

• X, Y : conjuntos de itens positivos

• I, I’ : conjuntos de itens, que podem ser positivos ou negativos

• 𝐿(𝑃𝑖): conjunto de itens frequentes da parte i

• 𝐿(𝑃𝑖)𝑘: conjunto de itens frequentes de cardinalidade k da parte i

• 𝐿(𝑃4)𝑘,𝑝: durante a mineração da parte 4, conjunto de itens frequentes com cardi-
nalidade negativa k e cardinalidade positiva p



Capítulo 4. Métodos desenvolvidos 42

• 𝐶(𝑃𝑖): conjunto de itens candidatos na parte i (analogamente: 𝐶(𝑃𝑖)𝑘,𝐶(𝑃4)𝑘,𝑝)

• 𝑆(𝑃𝑖): conjunto de itens positivos para os quais será necessário realizar o cálculo de
suporte (analogamente: 𝑆(𝑃𝑖)𝑘,𝑆(𝑃4)𝑘,𝑝)

• S : conjunto contendo subconjuntos de itens positivos para os quais o valor de suporte
é conhecido. Este conjunto é composto pelos subconjuntos 𝐿(𝑃1), 𝐶(𝑃1) e 𝑆(𝑃𝑖)

Na mineração dos conjuntos frequentes da terceira parte 𝑃3, os autores apresentam
um algoritmo que utiliza resultados das partes anteriores e minera conjuntos frequentes
apenas negativos, conforme apresentado na Figura 17.

Figura 17 – Algoritmo para obtenção dos conjuntos frequentes da terceira parte do método PNAR. Fonte:
Adaptado de (CORNELIS et al., 2006).

Nesta etapa são utilizadas as informações de conjuntos positivos frequentes (𝐿(𝑃1))
e conjuntos positivos calculados que foram obtidas nas etapas anteriores (S), e como saída
será obtido o conjunto de itens frequentes 𝐿(𝑃3).
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Esta etapa em si gera candidatos negativos a partir das possíveis combinações de
conjuntos frequentes positivos, desde que atendam o critério de suporte mínimo.

Caso um candidato não seja frequente, ele poderá gerar novos candidatos com
cardinalidade superior (linhas 9 e 13) agregando itens únicos positivos frequentes (i) que
ainda não façam parte do conjunto candidato. Estes candidatos gerados deverão atender
algumas condições de poda, que são especificadas pelas linhas 10, 14 e 17.

Após isto, para alguns destes candidatos gerados poderá ser necessário conhecer o
valor de suporte de conjuntos de itens positivos (𝑆(𝑃3)𝑘+1), que serão calculados posteri-
ormente. Repare que o único trecho que foi paralelizado desta etapa é o cálculo do valor
de suporte dos conjuntos, dado sua relevância no tempo de execução.

A mineração da parte 𝑃4 é a última etapa envolvendo a identificação de conjuntos
frequentes. Nesta, o objetivo é identificar conjuntos que contenham ambos itens positivos
e negativos através do algoritmo apresentado na Figura 18, que utiliza resultados das
partes anteriores.

Semelhante à mineração da parte 3, esta etapa utiliza informações obtidas em
etapas anteriores, como a de conjuntos positivos frequentes (𝐿(𝑃1)) e conjuntos positivos
calculados (S). A saída do algoritmo será o conjunto de itens frequentes 𝐿(𝑃4).

Inicialmente são gerados candidatos a partir dos conjuntos frequentes positivos,
e posteriormente a geração de candidatos com cardinalidade superior é feita a partir
dos que foram identificados como frequentes. Repare que estes candidatos poderão ter
cardinalidade incrementada de suas partes negativa (linha 3) e positiva (linha 4).

A geração de candidatos pela expansão da parte positiva (linhas 10 à 19) apresenta
um destaque na composição do tempo de execução, o que implicou na paralelização deste
trecho para acelerar o processo de mineração. Por outro lado, a geração de candidatos
considerando a expansão da parte negativa (linhas 23 à 27) não apresenta relevância no
tempo de execução total, não sendo interessante sua paralelização.

Outro trecho que também foi paralelizado é o de cálculo do valor de suporte de
subconjuntos positivos (linhas 20 e 21), que é uma tarefa despendiosa computacional-
mente.

Para atender os critérios de geração de regras de “fronteira”, são aplicados meca-
nismos de poda para evitar gerar candidatos desnecessários, conforme é visto nas linhas
13, 15 e 24.

Após a identificação de conjuntos frequentes para cada uma das partes, a próxima
etapa do método é realizar a geração de regras. Nesta etapa final, cada um dos conjuntos
é analisado separadamente e são geradas as regras de associação (conjunto R), conforme
representado na Figura 19.
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Figura 18 – Algoritmo para obtenção dos conjuntos frequentes da quarta parte do método PNAR. Fonte:
Adaptado de (CORNELIS et al., 2006).

A geração de regras para as duas primeiras partes seguem o processo descrito
na Fundamentação teórica, em que é empregada uma árvore de geração de regras que
incrementa o termo consequente a cada iteração (Figura 5).

Por se tratar de uma etapa simples, não foi aplicada paralelização nesta, dado sua
pouca relevância no tempo de execução total.

Um ponto importante a ser destacado nesta implementação, é que por definição a
geração de regras negativas está limitada à quantidade de regras positivas identificadas, o
que de certa forma representa um limite na geração de regras, e portanto de conhecimento
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Figura 19 – Algoritmo para geração de regras de associação do método PNAR. Fonte: Adaptado de
(CORNELIS et al., 2006).

obtido do conjunto de dados.

4.3 Conjuntos de dados
Para avaliação das implementações desenvolvidas foram utilizados conjuntos de

dados públicos disponíveis no repositório Frequent Itemset Mining Dataset (FIMI) (JR.;
GOETHALS; ZAKI, 2005) e também conjuntos de dados sintéticos gerados através da
ferramenta IBM Quest (SOFTLAND, 2010).

Estes conjuntos de dados apresentam a estrutura de transações descrita na seção
de fundamentação teórica, e foram escolhidos pois, durante o processo de revisão sistemá-
tica, foi constatada sua utilização por diversos estudos. Entende-se que a seleção destes
conjuntos de dados implica à este trabalho uma característica de reprodutibilidade dos
experimentos realizados e base de comparação com outros estudos.

Para classificação de conjuntos de dados são utilizadas algumas métricas como
quantidade de transações, quantidade de itens distintos e tamanho médio das transações.

4.3.1 Repositório FIMI de conjuntos de dados
O repositório FIMI apresenta diversos conjuntos de dados para realização de ex-

perimentos. Neste projeto de mestrado, foram selecionados seis conjuntos, os quais serão
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Tabela 3 – Características dos conjuntos de dados do repositório FIMI utilizados. Fonte: Criado pelo
autor.

Conjunto de dados Transações Itens Tamanho médio das transações
chess 3,196 75 37

pumsb 49,046 2113 74
kosarak 80,769 7,116 50

accidents 340,183 468 33
webdocs 1,692,082 5,267,656 177

retail 88,162 16,470 13

descritos a seguir e também pelos dados contidos na Tabela 3.

• chess: é um conjunto de dados originalmente presente no repositório da Univer-
sidade da California em Irvine (UCI), mas que foi convertido para o formato de
transações utilizado em mineração de regras de associação por Roberto Bayardo.
Este conjunto de dados apresenta uma característica de ser denso.

• pumsb: é um conjunto de dados que contém informações do censo para população
e habitação (PUMS - Public Use Microdata Sample) e foi introduzido no repositório
FIMI por Roberto Bayardo. Este conjunto de dados apresenta a característica de
ser denso.

• kosarak: trata-se de um conjunto de dados de registro de cliques de usuários de um
portal de notícias húngaro. Foi elaborado por Ferenc Bodon e sua característica é
de um conjunto de dados esparso.

• accidents: é um conjunto de dados doado por Karolien Geurts que apresenta dados
anônimos de acidentes de tráfego. Trata-se de um conjunto de dados classificado
entre denso e esparso.

• webdocs: é um conjunto de dados elaborado por Claudio Lucchese, Salvatore Or-
lando, Raffaele Perego e Fabrizio Silvestri, que utilizaram documentos web escritos
em linguagem HTML. Durante sua elaboração, foram removidas tags HTML e pa-
lavras comuns (stopwords). Trata-se de um conjunto de dados grande e esparso.

• retail: este conjunto descreve dados anônimos de compras de um mercado belga du-
rante três períodos não consecutivos. É considerado um conjunto de dados esparso.

4.3.2 Ferramenta IBM Quest para geração de conjuntos de dados
IBM Quest é uma ferramenta para geração de conjuntos de dados que simulam

transações de usuários em um ambiente de varejo. Através dela é possível variar parâme-
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Tabela 4 – Características dos conjuntos de dados sintéticos utilizados. Fonte: Criado pelo autor.
Conjunto de dados Transações Itens Tamanho médio das transações
T10000L200N1000 104 1000 200
T100000L200N1000 105 1000 200
T1000000L200N1000 106 1000 200
T10000000L200N1000 107 1000 200
T100000000L200N1000 108 1000 200

T10000L300N1000 104 1000 300
T100000L300N1000 105 1000 300
T1000000L300N1000 106 1000 300
T10000000L300N1000 107 1000 300
T100000000L300N1000 108 1000 300

tros do conjunto de dados como quantidade de transações, número médio de itens por
transação e quantidade de itens distintos.

Além de gerar conjuntos de dados para a tarefa de identificação de padrões fre-
quentes, esta ferramenta também permite criar conjuntos para a tarefa de mineração de
sequências frequentes.

Durante o projeto de mestrado, a ferramenta tem sido utilizada para geração de
conjuntos de dados maiores que os disponíveis publicamente. A Tabela 4 apresenta as
características dos conjuntos de dados gerados com esta ferramenta.
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5 Experimentos e resultados

Nesta seção são apresentados os resultados obtidos. Os experimentos foram divi-
didos em três grupos com os seguintes propósitos:

1. Comparar as representações de dados mencionadas em razão de uso de memória

2. Comparar implementações de identificação de conjuntos frequentes

3. Avaliar características do método desenvolvido para mineração de regras negativas

5.1 Representações de dados
Neste experimento buscou-se avaliar o impacto no uso de memória ao utilizar

representações bitmap para conjuntos de dados de transações. Na Tabela 5 é apresentado
um comparativo de uso de memória considerando cinco situações:

1. Representação por transações (original)

2. Representação por bitmap simples (sem compressão)

3. Representação por bitmap Roaring

4. Representação por bitmap simples com mecanismo de poda de elementos únicos não
frequentes

5. Representação por bitmap Roaring com mecanismo de poda de elementos únicos
não frequentes

O mecanismo de poda mencionado consiste em remover linhas da representação
bitmap que estejam relacionadas à elementos únicos não frequentes, que é uma das primei-
ras tarefas realizada nas implementações desenvolvidas. Neste experimentos utilizamos o
valor de suporte mínimo de 50 %.

Esses resultados indicam o problema de alto uso de memória ao converter conjuntos
de dados esparsos em representação de bitmap simples. Nesses casos, o emprego de uma
representação de bitmap com compressão reduz a demanda de memória.

Além disso, o uso do mecanismo de poda permite reduzir drasticamente o tamanho
dos conjuntos de dados considerados, de forma que conjuntos maiores possam ser mine-
rados. É claramente visível que esta redução será tão maior quanto seja o valor definido
do suporte mínimo (ZAKI; JR, 2014).
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Tabela 5 – Comparativo de tamanhos de conjuntos de dados.

Conjunto de dados Original Bitmap simples Roaring Poda+Bitmap simples Poda+Roaring

chess 335 KB 234 KB (69.8 %) 285 KB (85.0 %) 115.4 KB (34.4 %) 187 KB (55.8 %)
pumsb 16 MB 98.83 MB (617.6 %) 7.71 MB (48.1 %) 2.43 MB (15.1 %) 416.8 KB (2.6 %)
kosarak 31 MB 38.05 GB (122,741.9 %) 26.78 MB (86,3 %) 587.28 KB (1.8 %) 128.13 KB (0.4 %)

accidents 33.9 MB 151.8 MB (447.7 %) 27.5 MB (81.1 %) 7.7 MB (22.7 %) 1.13 MB (3.3 %)
webdocs 1.38 GB 8.1 TB (586,956.5 %) 657.5 MB (47.6 %) 7.41 MB (0.5 %) 1.01 MB (0.07 %)

retail 4.0 MB 1.35 GB (33750 %) 3.01 MB (75.2 %) 49.4 KB (1.2 %) 16.02 KB (0.4 %)
T10000L200N1000 7.4 MB 9.2 MB (124.3 %) 3.95 MB (53.3 %) 625 KB (8.4 %) 513.06 KB (6.9 %)

T100000L200N1000 74 MB 92.02 MB (124.3 %) 39.6 MB (53.5 %) 6.10 MB (8.2 %) 1.00 MB (1.3 %)
T1000000L200N1000 739 MB 920.29 MB (124.5 %) 396.0 MB (53.5 %) 61.03 MB (8.2 %) 8.00 MB (1.0 %)

T10000000L200N1000 7.3 GB 8.98 GB (123.0 %) 3.86 GB (52.8 %) 610.35 MB (8.3 %) 76.57 MB (1.0 %)
T100000000L200N1000 73 GB 89.87 GB (123.1 %) 38.6 GB (52.8 %) 5.96 GB (8.1 %) 763.7 MB (1.0 %)

T10000L300N1000 12 MB 9.2 MB (76.6 %) 5.85 MB (48.7 %) 1.92 MB (16.0 %) 1.58 MB (13.1 %)
T100000L300N1000 111 MB 92.02 MB (82.9 %) 58.59 MB (52.7 %) 19.16 MB (17.2 %) 3.14 MB (2.8 %)

T1000000L300N1000 1.1 GB 920.29 MB (83.6 %) 585.80 MB (53.2 %) 191.68 MB (17.4 %) 25.15 MB (2.2 %)
T10000000L300N1000 11 GB 8.98 GB (81.6 %) 5.72 GB (52.0 %) 1.87 GB (17.0 %) 240.49 MB (2.1 %)

T100000000L300N1000 109 GB 89.87 GB (82.4 %) 57.21 GB (52.4 %) 18.71 GB (17.1 %) 2.34 GB (2.1 %)

A característica do conjunto de dados de entrada também determina quão eficiente
será sua taxa de compressão por meio do mecanismo de poda. De forma geral, conjuntos
de dados esparsos apresentarão uma melhor taxa de compressão quando comparados a
conjuntos de dados densos.

Neste experimento foi avaliada a compressão Roaring devido ao fato de ter sido
utilizada na implementação do Apriori-Roaring-Parallel. É importante enfatizar que nesta
implementação, a representação de conjunto de dados comprimido é o principal compo-
nente da demanda de uso de memória, e portanto, determinar esse valor para um certo
conjunto de dados especifica o requisito computacional do tamanho da memória para a
execução da implementação.

5.2 Identificação de conjuntos frequentes
Para verificar o desempenho do método de identificação de conjuntos frequentes

desenvolvido, foram realizados experimentos em três análises. A primeira delas avalia
o pico de uso de memória das implementações, identificando em qual cenário é mais
adequado o uso de cada uma delas.

Em uma segunda análise foram realizados experimentos com os mesmos cenários
desta primeira, porém foram comparados os tempos de execução. Nesta são consideradas
cinco execuções de cada configuração, expondo nos gráficos os valores médios.

Por fim, uma terceira análise buscou identificar a escalabilidade das implementa-
ções que apresentam paralelismo em memória compartilhada (Apriori-Roaring-Parallel e
Apriori-Simd-Parallel) ao variar a quantidade de threads para execução.

Durante estas análises, foram utilizados valores de suporte mínimo que, ou eram
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limites para a mineração de cada conjunto de dados para o ambiente computacional
utilizado, ou proporcionavam destaque para os trechos em que foi realizada a paralelização.

Para efeito de comparação, as implementações de Borgelt dos algoritmos Apriori
(BORGELT; KRUSE, 2002), Eclat (BORGELT, 2003) e FP-Growth (BORGELT, 2005)
foram utilizadas. Estas são implementações otimizadas dos métodos originais, em que
Borgelt empregou mecanismos tais como o uso de árvores de prefixos para representação
dos candidatos e cálculo de suporte utilizando busca binária (BORGELT, 2003).

Em relação ao ambiente computacional dos experimentos, para as duas primei-
ras análises mencionadas, foi utilizado um servidor HPE ProLiant ML30 Gen9, equipado
com um processador Intel Xeon E3-1220v6 de 3.00GHz e 8MB de cache, 8GB de me-
mória RAM DDR4-2400MHz, placa de vídeo Nvidia Quadro P620 2GB GDDR5 128b e
sistema operacional CentOS Linux 7. Todas as aplicações foram escritas em linguagem
C/C++/OpenMP/Cuda, e a compilação foi realizada utilizando o GCC versão 4.8.5.

Já para a terceira análise, devido à necessidade de mais núcleos de processamento,
foi utilizada a estrutura do NCC/GridUNESP que consiste de um cluster computacional
com lâminas contendo núcleos Intel Xeon E5-2680v4 de 2.40GHz e 64GB de memória
RAM. A compilação do Apriori-Roaring-Parallel e Apriori-Simd-Parallel foi realizada uti-
lizando o Intel Compiler 2017.

5.2.1 Pico de uso de memória
Os resultados obtidos nesta análise são apresentados nas Figuras 20, 21, 22 e 23.

Na Figura 20 são exibidos os resultados comparativos do pico de uso de memória
das implementações para conjuntos de dados sintéticos esparsos. Já na Figura 21 são
apresentados os mesmos dados mas com o uso de memória das implementações de Borgelt
para comparação.

As Figuras 22 e 23 exibem resultados similares, porém considerando a mineração
de conjuntos de dados sintéticos densos.

Nesta análise utilizamos apenas conjuntos de dados sintéticos devido ao fato de
poder estudar cenários de tamanhos (pequeno, médio, grande) e características (esparso,
denso) diferentes. Somente utilizando os conjuntos de dados FIMI não conseguiríamos
analisar todos estes cenários.

É possível observar através destes resultados que nem todas as implementações
conseguem executar em todos os cenários, seja por conta de memória disponível insu-
ficiente ou limite de tempo de execução. No caso das implementações de Borgelt, foi
constatado que elas apresentam uma limitação em uso de memória para mineração de
conjuntos de dados médios e grandes.
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Considerando as implementações desenvolvidas, observa-se que o Apriori-Roaring-
Parallel apresenta um limite de mineração de conjuntos de dados grandes esparsos superior
às demais, devido ao seu baixo uso de memória. Já em questão de tempo de execução,
esta implementação possui uma restrição em conjuntos de dados grandes densos, dada a
maior demanda por tempo de processamento.

Para facilitar o entendimento dos gráficos, e também resumir os resultados, foi
estabelecida a Tabela 6 que faz a recomendação ou não de determinada implementação
para cada cenário.

Através da tabela comparativa, podemos confirmar algumas características a res-
peito do uso de memória das implementações desenvolvidas:

• Apriori-Bitmap-Cuda: para conjuntos de dados pequenos, utilizar a GPU impli-
car em demandar mais memória devido ao custo de utilizar a biblioteca Cuda. Para
os conjuntos médios e grandes este custo é minimizado, e torna-se interessante a
aplicação desta implementação

• Apriori-Simd-Parallel: foi observado que esta implementação apresenta uma de-
manda crescente de memória de acordo com o tamanho do conjunto de dados, com o
pior caso para conjuntos grandes. Logo é recomendada sua utilização para conjuntos
pequenos e médios

• Apriori-Roaring-Parallel: a utilização da compressão Roaring de bitmaps atribui
à esta implementação a característica de ser a que menos demanda memória, sendo
portanto recomendada em todos os cenários

• Apriori-Cuda-Single-Memcpy: esta implementação é apenas indicada para mi-
neração de conjuntos esparsos de tamanho médio. Para minerar conjuntos pequenos,
esta apresenta o custo de utilizar a biblioteca Cuda, o que a coloca em desvanta-
gem frente às outras implementações. Já para conjuntos grandes e médios densos,
devido à característica de a quantidade de memória da GPU ser o fator limitante,
esta implementação não é recomendada

Um ponto importante a destacar é que apenas as implementações desenvolvidas
foram capazes de executar a mineração dos conjuntos de dados grandes, reforçando assim
o fato comentado de que o uso de memória está cada vez mais sendo o fator limitante
neste tipo de mineração de dados.
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Figura 20 – Análise de pico de uso de memória das implementações do método de identificação de
conjuntos frequentes para conjuntos de dados esparsos.
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Figura 21 – Análise de pico de uso de memória das implementações do método de identificação de
conjuntos frequentes com o comparativo das implementações de Borgelt para conjuntos de dados esparsos.
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Figura 22 – Análise de pico de uso de memória das implementações do método de identificação de
conjuntos frequentes para conjuntos de dados densos.
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Figura 23 – Análise de pico de uso de memória das implementações do método de identificação de
conjuntos frequentes com o comparativo das implementações de Borgelt para conjuntos de dados densos.
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Tabela 6 – Cenários de indicação de uso das implementações de identificação de conjuntos frequentes de
acordo com uso de memória.

Apriori Bitmap
Cuda

Apriori Simd
Parallel

Apriori Roaring
Parallel

Apriori Cuda
Single Memcpy FP-Growth Apriori Eclat

Pequeno esparso
(1 MB∼1 GB)

Não
indicado Indicado Indicado Não

indicado Indicado Indicado Indicado
Pequeno denso
(1 MB∼1 GB)

Não
indicado Indicado Indicado Não

indicado Indicado Indicado Indicado
Médio esparso
(1 GB∼10 GB) Indicado Indicado Indicado Indicado Não

indicado
Não

indicado
Não

indicado
Médio denso

(1 GB∼10 GB) Indicado Indicado Indicado Não
indicado

Não
indicado

Não
indicado

Não
indicado

Grande esparso
(>10 GB) Indicado Não

indicado Indicado Não
indicado

Não
indicado

Não
indicado

Não
indicado

Grande denso
(>10 GB) Indicado Não

indicado Indicado Não
indicado

Não
indicado

Não
indicado

Não
indicado

5.2.2 Tempo de execução
Os resultados desta análise foram obtidos através das mesmas execuções da análise

anterior, porém com foco no tempo de execução. Estes resultados são apresentados nas
Figuras 24, 25, 26 e 27.

De forma semelhante, os resultados dos gráficos foram resumidos na Tabela 7 para
recomendar ou não determinada implementação para cada cenário.

Através da tabela comparativa, podemos confirmar algumas características a res-
peito do tempo de execução das implementações desenvolvidas:

• Apriori-Bitmap-Cuda: devido ao custo de constantes transferências de memória
(linhas bitmap) entre host e GPU, esta implementação é somente indicada para
conjuntos de dados grandes, onde destaca-se o tempo de cálculo do valor de suporte

• Apriori-Simd-Parallel: esta implementação explora os recursos do processador do
host (vetorização e paralelização em memória compartilhada) sem apresentar um
custo de transferência de memória, e portanto é recomendada em todos os cenários

• Apriori-Roaring-Parallel: devido à utilização da compressão Roaring de bitmaps,
esta implementação apresenta um penalidade no tempo de execução, apresentando
o pior resultado frente às outras implementações

• Apriori-Cuda-Single-Memcpy: esta implementação, semelhante à Apriori-Bitmap-
Cuda, realiza o cálculo do valor de suporte em GPU, e adicionalmente não possui o
custo de transferências constantes de memória, sendo portanto recomendada para
quase todos os cenários
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Figura 24 – Análise de tempo de execução das implementações do método de identificação de conjuntos
frequentes para conjuntos de dados esparsos.
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Figura 25 – Análise de tempo de execução das implementações do método de identificação de conjuntos
frequentes com o comparativo das implementações de Borgelt para conjuntos de dados esparsos.
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Figura 26 – Análise de tempo de execução das implementações do método de identificação de conjuntos
frequentes para conjuntos de dados densos.
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Figura 27 – Análise de tempo de execução das implementações do método de identificação de conjuntos
frequentes com o comparativo das implementações de Borgelt para conjuntos de dados densos.
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Tabela 7 – Cenários de indicação de uso das implementações de identificação de conjuntos frequentes de
acordo com tempo de execução.

Apriori Bitmap
Cuda

Apriori Simd
Parallel

Apriori Roaring
Parallel

Apriori Cuda
Single Memcpy FP-Growth Apriori Eclat

Pequeno esparso
(1 MB∼1 GB)

Não
indicado Indicado Não

indicado
Não

indicado Indicado Não
indicado Indicado

Pequeno denso
(1 MB∼1 GB)

Não
indicado Indicado Indicado Indicado Indicado Não

indicado Indicado
Médio esparso
(1 GB∼10 GB)

Não
indicado Indicado Não

indicado Indicado Não
indicado

Não
indicado

Não
indicado

Médio denso
(1 GB∼10 GB)

Não
indicado Indicado Não

indicado Indicado Não
indicado

Não
indicado

Não
indicado

Grande esparso
(>10 GB) Indicado Indicado Não

indicado
Não

indicado
Não

indicado
Não

indicado
Não

indicado
Grande denso

(>10 GB) Indicado Indicado Não
indicado Indicado Não

indicado
Não

indicado
Não

indicado

5.2.3 Escalabilidade
Neste experimento foi realizada uma análise do speedup das implementações

Apriori-Roaring-Parallel e Apriori-Simd-Parallel em razão do número de elementos de
processamento.

Como cenário do experimento, foi utilizado o conjunto de dados sintético esparso
médio (T1000000L200N1000) com um valor de suporte mínimo definido para 10 %. Estas
definições dão destaque no tempo de execução para os trechos de cálculo do valor de
suporte dos conjuntos e geração de candidatos.

Os resultados são expostos nas Figuras 28 e 29, com o valor médio de dez execuções
para cada valor de quantidade de threads.

Figura 28 – Análise de escalabilidade da implementação Apriori-Roaring-Parallel.

Pelos resultados obtidos, percebe-se que a implementação do Apriori-Roaring-
Parallel é escalável em relação à quantidade de elementos de processamento em uso, o
que a torna adequada à situações em que se deseja acelerar a mineração de dados através
do incremento de hardware.

A implementação do Apriori-Simd-Parallel, por outro lado, se mostrou escalável
até um valor de cerca de 16 threads, sendo que após isto não foram obtidos ganhos com
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Figura 29 – Análise de escalabilidade da implementação Apriori-Simd-Parallel.

o incremento da quantidade de threads. Por se tratar de uma implementação que ex-
plora o paralelismo em memória compartilhada, entende-se que o limite de threads para
escalabilidade é compatível com o disponível atualmente pelos diversos fabricantes de
processadores.

Além disso, foi observada uma flutuação dos valores obtidos de speedup em torno do
valor limite a partir de 16 threads. Este fato se deve ao ambiente computacional utilizado,
em que existe uma independência de threads alocadas por processo, mas um compartilha-
mento dos demais recursos, como disco e memória principal.

Um ponto a comentar sobre este experimento é que seu enfoque é em um cenário
que destaca o cálculo de suporte de conjuntos. Para outros cenários, como por exemplo o
de um conjunto de dados grande, outros trechos se destacam, como o que realiza as leituras
do conjunto de dados original. No caso do exemplo hipotético, o speedup observado será
diferente, e dependente de outros fatores como, por exemplo, tecnologias de recuperação
de dados em disco e de armazenamento (disco rígido vs. estado sólido).

5.3 Mineração de regras negativas
Para verificar o desempenho do método de mineração de regras negativas desen-

volvido, foram realizados experimentos em quatro análises. A primeira delas avalia o pico
de uso de memória das implementações, identificando os limites de aplicação do método.

Em uma segunda análise foram realizados experimentos com os mesmos cenários
desta primeira, porém foram comparados os tempos de execução. Nesta são consideradas
cinco execuções de cada configuração, expondo nos gráficos os valores médios.

Uma terceira análise buscou identificar a quantidade de regras de associação ge-
radas, discriminando a contribuição de cada uma das quatro partes do método.
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Por fim, a quarta análise buscou identificar a escalabilidade do método ao variar
a quantidade de threads para execução.

Durante estas análises, foram utilizados valores de suporte mínimo e confiança
mínima que, ou eram limites para a mineração de cada conjunto de dados para o ambiente
computacional utilizado, ou proporcionavam destaque para os trechos em que foi realizada
a paralelização.

As três primeiras análises mencionadas foram realizadas em um servidor HPE
ProLiant ML30 Gen9, equipado com um processador Intel Xeon E3-1220v6 de 3.00GHz
e 8MB de cache, 8GB de memória RAM DDR4-2400MHz, placa de vídeo Nvidia Quadro
P620 2GB GDDR5 128b e sistema operacional CentOS Linux 7. O método foi escrito em
linguagem C/C++/OpenMP/Cuda, e a compilação foi realizada utilizando o GCC versão
4.8.5.

Semelhante aos demais experimentos, devido à necessidade de mais núcleos de
processamento, para a quarta análise foi utilizada a estrutura do NCC/GridUNESP que
consiste de um cluster computacional com lâminas contendo núcleos Intel Xeon E5-2680v4
de 2.40GHz e 64GB de memória RAM. A compilação neste ambiente foi realizada utili-
zando o Intel Compiler 2017.

Neste experimento foram utilizados apenas conjuntos de dados esparsos, tanto do
repositório FIMI quanto sintéticos. O uso de conjuntos de dados densos demandou mais
memória que o disponível nos ambientes de experimentos, o que indica uma restrição do
método desenvolvido.

É importante destacar que, por definição do método PNAR, a geração de regras
negativas é dependente da quantidade de regras positivas identificadas, e além disso so-
mente são geradas regras negativas ao selecionar valores de suporte mínimo inferiores à
50 %.

Para estes experimentos, os valores selecionados de suporte mínimo e confiança
mínima foram aqueles que representam regiões de interesse para cada conjunto de dados.

5.3.1 Pico de uso de memória
Os resultados obtidos nesta análise são apresentados nas Figuras 30 e 31.

Na Figura 30 são exibidos os resultados comparativos para conjuntos de dados do
repositório FIMI, enquanto na Figura 31 são apresentados os resultados para os conjuntos
de dados sintéticos.
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Figura 30 – Análise de pico de uso de memória do método desenvolvido de identificação de regras de
associação negativas utilizando conjuntos de dados do repositório FIMI.
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Figura 31 – Análise de pico de uso de memória do método desenvolvido de identificação de regras de
associação negativas utilizando conjuntos de dados sintéticos.

Através dos gráficos é possível identificar as seguintes características do método a
respeito do uso de memória:

• O uso de memória apresenta um comportamento exponencial em relação aos valores
de suporte mínimo e confiança mínima

• Dentre as diversas etapas do método desenvolvido, a maior contribuição para o uso
de memória ao selecionar valores baixos de suporte mínimo e confiança mínima se
deve à quarta parte do algoritmo PNAR

• Para valores de suporte mínimo próximos à 50 %, há um aumento na quantidade
de uso de memória devido ao processo de mineração da terceira parte do algoritmo
PNAR, o que é indicado pela análise do conjunto de dados accidents e também
apresentado na Figura 32

• O método consegue minerar conjuntos de dados grandes, porém com um valor de
suporte mínimo limite, como pode ser visto no resultado dos conjuntos de dados
sintéticos

Figura 32 – Análise de participação das etapas três e quatro do método desenvolvido na composição do
tempo de execução, considerando o conjunto de dados accidents e valores de suporte mínimo e confiança
mínima variando de 20% à 40%.
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5.3.2 Tempo de execução
Os resultados desta análise foram obtidos através das mesmas execuções da análise

anterior, porém com foco no tempo de execução. Estes resultados são apresentados nas
Figuras 34 e 33.

Através dos gráficos é possível identificar as seguintes características do método a
respeito do tempo de execução:

• Similar ao uso de memória, a característica do tempo de execução também apresenta
um comportamento exponencial

• A maior contribuição para o tempo de execução ao selecionar valores baixos de
suporte mínimo e confiança mínima se deve à quarta parte do método desenvolvido

• O método consegue minerar conjuntos de dados grandes, porém com um valor de
suporte mínimo limite, como pode ser visto no resultado dos conjuntos de dados
sintéticos

Figura 33 – Análise de tempo de execução do método desenvolvido de identificação de regras de associação
negativas utilizando conjuntos de dados sintéticos.
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Figura 34 – Análise de tempo de execução do método desenvolvido de identificação de regras de associação
negativas utilizando conjuntos de dados do repositório FIMI.
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5.3.3 Regras geradas
Esta análise buscou identificar a relação entre regras positivas e negativas gera-

das, identificando a contribuição de cada parte do método neste processo. Os resultados
apresentando apenas a discriminação entre regras positivas e negativas são expostos nas
Figuras 35 e 37. Já nas Figuras 36 e 38 são expostos os resultados da contribuição de cada
parte do método.

Nesta análise foi selecionado um valor de interesse de suporte mínimo, e feita a
variação do valor de confiança mínima para alterar a quantidade de regras geradas.

Através dos gráficos é possível identificar as seguintes características do método a
respeito da geração de regras:

• De forma geral, a quantidade de regras negativas geradas é muito maior que a
quantidade de regras positivas

• Por conta do método PNAR gerar regras negativas a partir de positivas, existe um
limite de geração de regras negativas ao selecionar valores pequenos de confiança
mínima

• A contribuição de regras pelas partes do método depende da característica do con-
juntos de dados, não existindo uma predominância constante de uma parte sobre
outra

• Com a diminuição do valor de confiança mínima, a quantidade de regras negativas
geradas pela parte 2 tende a se aproximar da quantidade de regras positivas geradas

• Com a diminuição do valor de confiança mínima, a quantidade de regras negativas
geradas tende a crescer de forma mais acelerada que a quantidade de regras positivas
geradas
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Figura 35 – Análise de quantidade de regras geradas pelo método desenvolvido utilizando conjuntos de
dados do repositório FIMI, representando valores totais.
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Figura 36 – Análise de quantidade de regras geradas pelo método desenvolvido utilizando conjuntos de
dados do repositório FIMI, representando contribuição de partes do método.
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Figura 37 – Análise de quantidade de regras geradas pelo método desenvolvido utilizando conjuntos de
dados sintéticos, representando valores totais.
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Figura 38 – Análise de quantidade de regras geradas pelo método desenvolvido utilizando conjuntos de
dados sintéticos, representando contribuição de partes do método.
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5.3.4 Escalabilidade
O objetivo desta última análise é compreender a característica de escalabilidade

do método desenvolvido. Para isto, foram realizadas execuções considerando valores de
suporte mínimo e confiança mínima nos quais as partes paralelizadas apresentaram desta-
que na composição do tempo de execução. Entre estas execuções foi alterada a quantidade
de threads para comparação do tempo de execução.

Na Figura 39 são apresentados os resultados das execuções com os conjuntos de
dados do repositório FIMI, enquanto as Figuras 40 e 41 contemplam os resultados dos
conjuntos de dados sintéticos.

Através dos gráficos é possível identificar as seguintes características do método a
respeito da escalabilidade:

• Para a quantidade de threads utilizada no experimento o método se mostrou esca-
lável

• Conjuntos de dados com uma característica de esparsidade mais acentuada apre-
sentaram um speedup superior

• Para conjuntos de dados maiores, é observado um speedup menor devido ao ganho
de relevância na composição do tempo de execução de outras etapas do método,
como por exemplo a leitura em disco do conjunto de dados

• Durante os experimentos foram utilizados discos rígidos, o que impacta consideravel-
mente o speedup. Caso fossem utilizados dispositivos de armazenamento em estado
sólido (SSD), seria esperado que esta caracterísitca fosse aprimorada

• Embora o método não tenha sido paralelizado em todos os trechos, a escalabilidade
obtida indica que foram paralelizados os trechos de relevância para o tempo de
execução

• O método desenvolvido é adequado à situações em que se deseja acelerar a mineração
de dados através do incremento de hardware
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Figura 39 – Análise de escalabilidade do método desenvolvido utilizando conjuntos de dados do repositório
FIMI.
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Figura 40 – Análise de escalabilidade do método desenvolvido utilizando conjuntos de dados sintéticos,
com representação discriminada.
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Figura 41 – Análise de escalabilidade do método desenvolvido utilizando conjuntos de dados sintéticos,
com representação agrupada.
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6 Conclusões e trabalhos futuros

Identificação de padrões frequentes e regras de associação se apresenta como uma
tarefa de mineração de dados com o objetivo de determinar relações consistentes entre
elementos. As principais abordagens existentes se baseiam na ocorrência de elementos,
que é um cenário em que para certas condições de tamanho de conjunto de dados e valor
de suporte mínimo já se apresenta como um problema de difícil resolução.

Pela análise destas abordagens, foi possível identificar que algumas delas são pas-
síveis de serem paralelizadas, o que permite executar esta tarefa em menor tempo ou que
condições mais críticas possam ser analisadas. A paralelização, entretanto, exige que os
dados sejam armazenados em representações uniformes para evitar cenários de divergên-
cia de elementos de processamento. De forma a atender este requisito, foram estudadas
as representações bitmap e suas variações contemplando compressão, com destaque para
o método de compressão Roaring.

Deste estudo, foi obtido um método contemplando quatro implementações que fa-
zem uso de paralelismo em memória compartilhada, vetorização e computação heterogê-
nea. Este possui como principal proposta realizar a identificação de conjuntos frequentes
adotando a melhor estratégia para cada cenário, que irá depender da característica do
conjuntos de dados a ser analisado e do valor de suporte mínimo selecionado.

O método permite trabalhar com situações em que deseja-se acelerar o processo de
mineração, com o uso de GPU ou vetorização e paralelismo em memória compartilhada,
ou situações em que deseja-se analisar conjuntos de dados muito grandes, que é realizado
com o emprego de estruturas bitmap comprimidas.

Posteriormente à tarefa de identificar conjuntos frequentes, deverão ser geradas
regras de associação, que é de fato a maneira de extrair conhecimento de conjuntos de
dados. Abordagens tradicionais consideram apenas a ocorrência de elementos, o que foi
expandido ao explorar o problema englobando também a ausência destes, com a geração
de regras negativas. Ao considerar este tipo de regras, poderão ser identificadas associações
de grande interesse e conhecimento até então desconhecido para o cientista de dados ou
analista. Este tipo de tarefa, entretanto, tem como principal característica a explosão da
quantidade de regras geradas, que por meio de investigação científica foi possível levantar
diversas abordagens para seu tratamento.

Como resultado desta investigação, foi desenvolvido um método baseado na abor-
dagem PNAR de geração de regras negativas, que é exato e emprega mecanismo de poda
para reduzir a quantidade de regras geradas. O intuito do mecanismo de poda é tanto
acelerar o processo de mineração quanto remover regras redundantes e de pouco interesse.
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O método desenvolvido utiliza a etapa de identificação de conjuntos frequentes de-
senvolvida inicialmente, somado à uma implementação paralela do método PNAR. Nesta
implementação, os trechos que apresentaram destaque na composição do tempo de exe-
cução em análises sequenciais foram acelerados com paralelismo, conforme constatado
através de experimentos.

Por fim, é importante destacar que o uso de plataformas heterogêneas e métodos
paralelos não apresenta o objetivo único de executar a tarefa em menor tempo, mas
sim uma preocupação em permitir que problemas em cenários mais críticos possam ser
analisados. Um destes cenários em questão é o caso de regras negativas, que foi o desafio
principal do presente trabalho.

6.1 Contribuições
Este trabalho teve início com a elaboração de uma revisão da literatura, de forma

a selecionar os trabalhos recentes acerca do tema de pesquisa.

Posteriormente foram analisadas representações de conjuntos de dados alternativas
à tradicional representação por transações. Nesta análise foi adotado um enfoque em
selecionar representações que fossem adequadas ao desenvolvimento de um método que
explore o paralelismo, e também em representações que permitam utilizar menos memória
durante o processo de mineração.

Considerando a primeira etapa do processo de mineração, que é a identificação
de conjuntos frequentes, foram desenvolvidas quatro abordagens que se destacam em
diferentes cenários. Estas abordagens se limitaram à explorar o paralelismo em contextos
de memória compartilhada e computação heterogênea.

Para a segunda etapa do processo de mineração, que é a geração de regras nega-
tivas, foi realizada a implementação de um método paralelo. Este método é baseado em
um estudo que reduz o espaço de busca de regras através do emprego de mecanismos de
poda.

De forma geral, a contribuição deste trabalho foi a proposta de um novo método
de geração de regras negativas que explora o paralelismo e é escalável.

6.2 Trabalhos futuros
Neste trabalho foi definido um foco em acelerar o processo de mineração de regras

negativas explorando o paralelismo em memória compartilhada e plataformas heterogê-
neas. Através dos resultados foi observado que o método implementado é escalável. Deste
fato, entende-se portanto, que um possível trabalho futuro seria realizar a implementação
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deste método em uma arquitetura distribuída, com foco em paralelismo de dados, o que
irá permitir trabalhar com uma quantidade de nós de processamento superior aos que
foram realizados os experimentos.

Um outro desdobramento deste trabalho de pesquisa seria empregar compressão de
representações bitmap em GPU. Com o uso de uma compressão deste tipo, conjuntos de
dados maiores poderiam ser minerados utilizando uma abordagem como a Apriori Cuda
Single Memcpy, em que o fator limitante é o tamanho da memória da GPU.

Por fim, durante a etapa de geração de regras negativas foi selecionado como base
um estudo que emprega mecanismos de poda. Seria interessante alterar esta etapa para
a adoção de outras abordagens, de forma a verificar a variação no desempenho e na
quantidade de regras geradas.
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