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“O que vemos não é necessariamente o que vemos...É uma total incógnita para nós o que os 

objetos podem ser por si só e distantes da receptividade dos nossos sentidos. Não sabemos de 

nada além da nossa forma de percebê-los” 

Immanuel Kant 



 
 

 

RESUMO 

 

 

A malha rodoviária brasileira, tanto em pistas duplas quanto em pistas simples e/ou em 

alargamentos de rodovias, tem ampliado sua extensão de forma bastante significativa junto ao 

crescimento populacional, e os impactos provocados pelas reformas e construções vêm gerando 

inúmeras discussões sob o ponto de vista de suas consequências ambientais. É sabido que as 

construções de rodovias nunca deixarão de existir, contudo, a implantação de medidas de 

controle e monitoramento ambiental podem reduzir em muito os impactos negativos evitando 

danos irreversíveis ao meio ambiente. Este trabalho tem como objetivo o estudo e 

desenvolvimento de uma metodologia para a classificação e segmentação de regiões em 

imagens do entorno de rodovias fundamentado em Processamento Digital de Imagens e Lógica 

Fuzzy a partir do uso dos descritores de cor e textura que melhor caracterizam os diversificados 

tipos de cobertura do solo. Para isso, com auxílio do software MATLAB, criou-se um banco de 

dados composto por 1200 amostras (recortes de imagens) de dimensões 7x7 pixels que foram 

extraídas do entorno da rodovia Raposo Tavares, sendo 200 amostras para cada grupo de 

cobertura do solo considerado neste trabalho: residências, indústrias, rodovias, solos expostos, 

vegetações arbóreas (matas) e rasteiras (gramíneas). A partir dessas amostras foi construído um 

sistema baseado em Lógica Fuzzy – pelo método de Mamdani, para o reconhecimento e 

classificação dos tipos de cobertura do solo. Com o sistema construído, em imagens recortadas 

aleatoriamente do entorno da rodovia Raposo Tavares entre os quilômetros 90 e 105, a 

classificação é realizada pixel a pixel de modo que a imagem é “varrida” por uma máscara de 

tamanho 7x7 pixels, retornando assim uma matriz de valores (pixels centrais classificados). A 

partir dos pixels classificados foi possível implementar e realizar a segmentação das várias 

regiões presentes, onde os testes realizados se mostraram bastante eficientes. Pode-se, deste 

modo, afirmar que o trabalho proposto traz grandes contribuições para análise de regiões no 

entorno de rodovias permitindo assim o planejamento de ações a partir de informações obtidas 

de grande conjunto de imagens de forma automática. 

 

Palavras–chave: Cor. Textura. Classificação. Segmentação. Fuzzy. Mamdani. Rodovias. 

 
 
 
 

 



 
 

 

ABSTRACT 

 

 

The Brazilian road network, both in double lanes and in single lanes and/or in highway 

widening, has expanded its extension quite significantly along with population growth, and the 

impacts caused by renovations and constructions have generated numerous discussions from 

the point of view of their environmental consequences. It is known that the construction of 

highways will never cease to exist, however, the implementation of environmental control and 

monitoring measures can greatly reduce the negative impacts, avoiding irreversible damages to 

the environment. This work aims to study and develop a methodology for the classification and 

segmentation of regions in images of the highway surroundings based on Digital Image 

Processing and Fuzzy Logic, using the color and texture descriptors that best characterize the 

different types. of ground cover. For this, with the help of the MATLAB software, a database 

was created composed of 1200 samples (image clippings) of dimensions 7x7 pixels that were 

extracted from the surroundings of the Raposo Tavares highway, with 200 samples for each 

land cover group considered. in this work: residences, industries, highways, exposed soils, 

arboreal (forests) and undergrowth (grasses) vegetation. From these samples, a system based 

on Fuzzy Logic was built - by the Mamdani method, for the recognition and classification of 

land cover types. With the system built, in images randomly cut from the surroundings of the 

Raposo Tavares highway between kilometers 90 and 105, the classification is performed pixel 

by pixel so that the image is “scanned” by a mask of size 7x7 pixels, thus returning a matrix of 

values (classified central pixels). From the classified pixels it was possible to implement and 

perform the segmentation of the various regions presented, where the tests performed proved 

to be quite efficient. Thus, it can be said that the proposed work brings contributions to the 

analysis of regions around highways, thus allowing the planning of actions based on 

information obtained from a large set of images automatically. 

 

Keywords: Color. Texture. Classification. Segmentation. Fuzzy. Mamdani. Highways. 
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1 INTRODUÇÃO 

 

 

 

1.1 Considerações iniciais  

 

Com o desenvolvimento da tecnologia, juntamente com os avanços na modernização de 

computadores, as técnicas de Processamento Digital de Imagens (PDI) estão cada vez mais 

eficientes, e com aplicações em quase todos os ramos da atividade humana (SOUSA e 

OLIVEIRA, 2019; INOCENCIO et. al., 2020; SILVA, 2021). No vasto domínio da área de 

estudos em PDI, a análise de imagens aéreas tem se tornado bastante relevante a fim de obter 

informações necessárias na diferenciação de regiões de interesse (GONZALES e WOODS, 

2010; FRUTUOSO, 2016; OLIVEIRA e SILVA, 2019; CARDIM, 2019; ALBUQUERQUE 

SILVA, 2021). Dentre as diversas características de uma imagem, a textura é uma das mais 

relevantes, uma vez que possui fontes ricas de informações, porém, apresenta alto grau de 

complexidade em diversas áreas de aplicações como sensoriamento remoto, identificação de 

plantas, imagens médicas, dentre muitas outras (SÁ JUNIOR, 2013; CARDIM, 2019; 

HOHLER, 2021). 

Um dos problemas mais desafiadores no reconhecimento automático de padrões é a 

segmentação e classificação de texturas. Várias estratégias têm sido propostas na literatura, 

principalmente os baseados em estatísticas de segunda ordem e análise espectral (HARALICK, 

SHANMUGAM e DINSTEIN, 1973; NASCIMENTO, 2003; ROCHA et al., 2007; 

BELIAKOV, JAMES e TROIANO, 2008; RUIZ, GUASSELLI e CATEN, 2017; FREITAS, 

2016; NETA, BIAS e SANTOS, 2018; ANJOS, 2021). Contudo, neste trabalho será 

apresentada uma metodologia diferente para a análise de imagens aéreas dos tipos de cobertura 

do solo do entorno das rodovias.  

O padrão em PDI, segundo a literatura, é segmentar para então classificar as regiões de 

uma imagem de acordo com a área de interesse (GONZALES e WOODS, 2010; GONZALES, 

WOODS e EDDINS, 2017; BACKES e SÁ JUNIOR, 2016; SOLOMON e BRECKON, 2016; 

MARTINS, 2018; ROCHA, 2021). Neste trabalho, é realizado a classificação para posterior 

segmentação. Motivo este, deve-se pela metodologia de classificação abordada – na imagem da 

área de estudo, é aplicada uma máscara com dimensões 7x7 pixels e, com base/análise dos 49 

pixels da máscara, é feito a classificação do pixel central. Pixel a pixel, do início ao fim, a 
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máscara percorre a imagem resultando numa matriz de valores com os pixels já classificados 

de acordo com a cobertura do solo. A próxima etapa é aplicar um limiar e segmentar a imagem. 

Continua nas próximas seções deste Capítulo, a apresentação dos objetivos, motivação 

e metodologia aplicada na tese sendo desenvolvida. 

 

 

1.2 Objetivos  
 

1.2.1 Objetivos Gerais 
 

O objetivo principal desta tese é apresentar uma nova metodologia de classificação e 

segmentação de imagens do entorno de rodovias se fundamentado em conceitos de PDI para a 

extração dos descritores de cor e textura, e Lógica Fuzzy para a análise automática por meio de 

um sistema de inferência fuzzy (SIF) pelo método de Mamdani. 

 

1.2.2 Objetivos Específicos 
 

Além da revisão bibliográfica em relação aos métodos de classificação e segmentação 

de imagens aéreas por PDI e SIF, este trabalho tem como objetivos específicos: 

❖ Analisar os tipos de cobertura do solo no entorno da rodovia Raposo Tavares entre 

os quilômetros 90 e 105; 

❖ Estudar e analisar visualmente as características de uma imagem; 

❖ Estudar e criar técnicas de PDI para a extração dos descritores de cor e textura das 

imagens;  

❖ Identificar os descritores para a classificação automática dos tipos de coberturas do 

solo; 

❖ Estudar e criar técnicas de SIF pelo método de Mamdani aplicadas ao processo de 

classificação dos pixels das imagens; 

❖ Treinar e validar um sistema capaz de segmentar regiões em imagens aéreas no 

entorno das rodovias de maneira automática; 

❖ Contribuir para a inserção mais ampla do processamento automático de imagens e 

de técnicas de lógica fuzzy no âmbito das ciências ambientais; 

❖ Contribuir para a discussão do uso de descritores de cor e textura no processo de 

análise de imagens aéreas; 

❖ Analisar os resultados obtidos, entendendo as vantagens e limitações dos métodos 

de classificação e segmentação; 
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1.3 Motivação e Justificativa 

 

A idade da Terra é estimada em aproximadamente 4,5 bilhões de anos, enquanto o tempo 

de existência do ser humano gira em torno de 1,5 a 2,4 milhões de anos (BRYSON, 2020). 

Comparando o tempo de existência do homem à idade terrena, percebe-se que sua existência é 

insignificante em relação a esse tempo geológico (CUNHA, 2012). Por outro lado, desde que o 

homem surgiu na Terra suas atividades cotidianas têm provocado diversas mudanças no meio 

ambiente. Com o crescimento da população e o advento da revolução industrial, estas mudanças 

foram intensificando-se e tornando cada vez mais significativas e, consequentemente, 

induzindo a grandes construções de obras de engenharia proporcionando ligações entre diversas 

regiões fornecendo rapidez, praticidade e economia no transporte de pessoas e cargas, além da 

geração de emprego e distribuição de renda (ALVARENGA e ALMEIDA, 2014; VILHENA e 

SILVA, 2017; SALOMÂO et al., 2019; CARNEIRO et. al., 2021).  

Contudo, tais atividades provocam sérias modificações nos meios físicos, bióticos e 

antrópicos. Um exemplo de mudança do meio devido à ação antrópica é a construção de 

rodovias que, apesar da importância para o deslocamento de pessoas e materiais, acarretam 

alterações das áreas próximas e, consequentemente, a degradação ambiental e elevação dos 

riscos para a preservação dos recursos naturais (SILVA, 2020). 

Dentre todos os países com as maiores malhas rodoviárias mundiais, o Brasil possui 

grande extensão territorial se posicionando na 4ª colocação, sendo os três primeiros, EUA, 

China e Índia, respectivamente (SANTOS, NÓBREGA e MAGDALENO, 2016; SANTOS et. 

al., 2014; MARINS ZURSSA e MARTINS, 2022). É apresentada na Figura 1, a evolução total 

da malha rodoviária brasileira (em intervalos de cinco anos) de 1955 a 2021, cuja construção 

se deu a partir de dados do Ministério dos Transportes: Empresa Brasileira de Planejamento de 

Transportes – antes conhecida como Grupo Executivo de Integração da Política de Transportes 

(GEIPOT) – nos Anuários Estatísticos 1970-1976, 1978, 1982 e 1985 (IBGE, 2021; GEIPOT, 

2021) e do Anuário CNT (Confederação Nacional do Transporte) de Transportes: Estatísticas 

Consolidadas (ANUÁRIO CNT DO TRANSPORTE, 2021). Ressalta-se que as informações de 

extensão da malha apresentadas no gráfico da Figura 1 não representa, necessariamente, a soma 

total entre malhas não pavimentadas e malhas pavimentadas, já que existe outros fatores que 

compõem a malha viária total (ver PESQUISA CNT DE RODOVIAS, 2021) e que não foi 

necessário destacar neste estudo. 
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Figura 1: Evolução total da malha rodoviária brasileira de 1955 a 2021 

 
Fonte: Organizado pelo autor 

 

As construções de rodovias, em todas as suas etapas - planejamento, implantação e 

operacional – configuram-se numa barreira permanente para o processo de evolução natural, 

sendo que a análise desses impactos ambientais poderia e deveria ser feita de forma contínua, 

que não é sempre o que acontece no Brasil, substancialmente, pela excessiva quantidade de 

informações que devem ser analisadas em trechos únicos de uma rodovia. Por esse lado, quanto 

maior a automaticidade do processo de análise, mais eficiência terá o especialista ambiental nas 

avaliações, verificações de modelos, aplicações e o desenvolvimento de políticas de mitigação 

e conservação do meio (BANDEIRA e FLORIANO, 2004; FERREIRA, 2012; FOGLIATTI et 

al., 2004; NAIME, 2009; POLIDORO e BARROS, 2012; LEITE, 2021; COSTA e 

PIMENTEL, 2022). 

Com o aumento das construções de rodovias ou até mesmo das duplicações e/ou 

alargamentos, sérias modificações ocorrem nos meios bióticos, antrópicos e físicos produzindo 

inúmeras implicações negativas para o meio ambiente. Um exemplo dessas consequências 

elencadas é o uso e a ocupação do solo no entorno das rodovias, motivo suficiente para uma 

série de análises bem detalhadas em relação à evolução.  

As construções de rodovias jamais deixarão de existir, assim como reformas, porém os 

impactos necessitam de serem observados já no seu planejamento. Ferreira (2012), Fonseca 

(2015) e Leite (2021) relacionam esse planejamento como um fator de extrema importância 

para minimizar ou compensar tais impactos e com capacidade de ampliar a viabilidade 

ambiental do empreendimento, isto é, reduzir o seu potencial de acarretar impactos ambientais 
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negativos (FERREIRA, 2012). A Figura 2 apresenta o conceito de impacto ambiental em 

situações com e sem um projeto de intervenção, de acordo com a teoria de Sanchez (2008). 

 

Figura 2: Conceito de impacto ambiental com e sem projeto de intervenção 

 
 Fonte: FONSECA (2015) 
 

Já, para Panazollo et al. (2012) e Moura e Monteiro (2021), mesmo com medidas de 

prevenção sempre ocorrerá impactos, tanto positivos como negativos, contudo, o estudo e 

implantação de medidas de controle e monitoramento ambiental colaboram na redução e/ou 

atenuação de grande parte dos impactos negativos e potencializam os positivos, medidas estas 

são fundamentais para que se evite irreversíveis danos ao meio ambiente (PANAZOLLO et al., 

2012; MOURA e MONTEIRO, 2021). 

Nas próximas seções serão apresentados os principais estudos sobre os impactos 

ambientais causados pelas construções de rodovias. 

 

1.4 Impactos ambientais causados pelas construções de rodovias 

 

Para Faria, Pires e Abra (2022), as construções de rodovias causam incontáveis 

transtornos para a gestão e conservação da biodiversidade, tanto pela perda e fragmentação de 

habitats e os elevados índices de impactos à biodiversidade pelo aumento das chances de 

incêndios florestais criminais ou acidentais, devido ao transito de pessoas, bem como a poluição 

do solo, do ar e da água, quanto pela poluição visual e sonora, alterações microclimáticas e 

dispersão de espécies exóticas, além dos atropelamentos da fauna, principais causas de remoção 
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não natural de indivíduos silvestres. Os autores realizaram uma pesquisa de campo no trecho 

de 14km da SP 613 que transpõe o Parque Estadual do Morro do Diabo - PEMD. para 

monitoramento de animais atropelados, registrando a morte de 233 animais distribuídos em 15 

ordens, 28 famílias e 33 espécies impactadas. 

Sansolo (2020) verificou em seus estudos, no interflúvio das bacias do Rio Purus e 

Madeira, no sul do estado do Amazonas, mais especificamente na Reserva de Desenvolvimento 

Sustentável Igapó Açu, atravessada pela rodovia BR 319, que as construções de rodovias podem 

ocasionar inúmeros impactos ambientais como, por exemplo, o desmatamento da floresta pelo 

avanço de madeireiras, de pequenos e grandes produtores, chegando a até 50 km de cada lado 

da estrada, o chamado “efeito espinha de peixe” – isso não se aplica em São Paulo. 

Para Gomes et al (2019), a ampliação e/ou a construção de uma infraestrutura rodoviária 

gera, automaticamente, inúmeras consequências negativas para o meio biótico como, por 

exemplo, afastamento e espantamento da fauna, interferência de vibrações e ruídos, aumento 

dos efeitos de bordas, pisoteamento de flora e invertebrados, elevação do grau de fragmentação 

do habitat, alterações na dinâmica das águas profundas e superficiais, intervenções em áreas de 

unidades de conservação e preservação, alteração no nível de risco de ocorrências de incêndios 

florestais, risco de supressão de espécies ameaçadas de extinção, alteração na ecologia da fauna 

aquática, diminuição da cobertura vegetal e alto índice de atropelamentos de fauna, variando 

em natureza, dimensão, influência, ciclicidade, prazo e reversibilidade. 

Salomão et al (2019), em seus estudos, denominam os impactos negativos causados 

pelas pavimentações e construções de rodovias como catastróficas e enormes, sendo que 

durante o período de operação da rodovia, esses problemas podem se estender por tempo 

indeterminado. Dentre tais impactos, citam os sociais, estruturais e ambientais. O primeiro é 

causado pelo acréscimo do tráfego de veículos de grande porte que afetam as estruturas 

residenciais, pela falta de sinalização, pelo aumento de acidentes e ruídos causados pelos 

veículos e aglomerações de barracos e casas nas margens das rodovias. O segundo impacto é 

causado pela deterioração da pista, pela falta de passagem para pedestres e animais, pela falta 

de sinalização e limpeza das vias e despejo de água e lama na pista. Por último, os impactos 

ambientais que são causados já no processo de construção da rodovia, que é o desmatamento 

da vegetação local levando a sérias modificações do ecossistema e à extinção da fauna, 

postergando pela interrupção de corredores ecológicos, animais soltos na pista causando 

acidentes, bem como a morte destes animais, erosão de taludes e ineficiências nas canaletas e 

canais pluviais. 
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Para Andrade e Tavares (2017), a duplicação de rodovias federais causa significativos 

impactos negativos nos meios urbanísticos, de acessibilidade e de mobilidade, como 

dificuldades de travessias em passarelas, distancias da localização de retornos, insegurança nas 

travessias e efeito de barreiras. 

Hegel et al (2012) desenvolveram um estudo de caso sobre as ampliações e construções 

de rodovias que têm afetado de maneira indireta e diretamente as populações de múltiplas 

espécies de mamíferos silvestres. Para o local de estudo, a rodovia RS-135, foram catalogados 

muitos animais mortos. Para registro dos bichos atropelados foram realizadas até duas viagens 

semanais, entre 2008 e 2010, com registros de datas, locais e coordenadas geográficas de cada 

espécime encontrada. 

Panazollo et al (2012) também fizeram um trabalho de estudo de caso em que analisam, 

na rodovia BR-448, os impactos ambientais acarretados por construções e/ou pavimentações de 

rodovias/vias. Em seus estudos, constataram inúmeros impactos nos seguintes meios:  físicos – 

assoreamentos e inundações, erosões, modificações da superfície geomorfológica e dos 

parâmetros químicos e físicos do solo, contaminação do solo e alterações na qualidade das 

águas subterrâneas e superficiais; bióticos – excessiva proliferação de vetores e reservatórios 

de zoonoses e doenças relacionadas, supressão da vegetação e de ambientes terrestres e 

transitórios, surgimento de barreiras quanto ao deslocamento de animais, afastamento e 

espantamento da fauna e deposição de resíduos sólidos às margens da rodovia; antrópicos – 

interferência no fluxo e locomoção de pedestres e veículos, modificações na malha viária, 

redução e extinção de áreas produtivas, acidentes e alterações de sítios arqueológicos. 

Volpe e Lombardo (2011) afirmam que as construções de rodovias, conforme avançam 

as alterações do uso do solo em seu entorno, interferem na dinâmica urbana. 

 

1.5 Trabalhos relacionados à análise automática do uso e cobertura do 

solo 

 

A tarefa de identificação dos variados tipos de cobertura do solo é de extremamente 

complexa. Se realizada pelo ser humano, pode ser que demore excessivamente, além da 

necessidade de muito treinamento devido às múltiplas espécies encontradas no solo (ALVES 

JUNIOR e NARDINI GOMES, 2022; PRADO, 2018). Contudo, o estudo de metodologias para 

a identificação dos tipos de cobertura do solo de forma automática é um campo recente e com 

grande potencial de avanços.  
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Sousa Lopes, Albuquerque Nóbrega e Macedo (2022) estudam, utilizando métodos de 

PDI em imagens dos satélites LANDSAT 5 e LANDSAT 8 das últimas três décadas, a dinâmica 

do uso e cobertura da terra numa área coberta por sete cidades do estado do Piauí (bioma 

Cerrado), região essa, tem sofrido muito desmatamento em função de projetos agrícolas. São 

utilizadas técnicas de georreferenciamento semiautomático da coleção de imagens orbitais e a 

classificação orientada a objetos. Com base nos seus estudos, é possível analisar a evolução 

temporal das manchas de savana florestal e de campos agrícolas. 

Borges e Lago (2021) analisaram o uso e cobertura do solo da sub-bacia do Rio Anajá, 

que se localiza na bacia do Rio Paciência (Município de Paço do Lumiar – MA), auxiliando-se 

de geotecnologias livres através dos softwares Spring e QGIS, com o objetivo de delimitar a 

área da Sub-bacia do Rio Anajá. Aplicaram métodos de PDI a partir dos Sistemas de 

Informações Geográficas (SIGs), sendo que foram utilizadas, para os mapas de drenagem, as 

imagens do LANDSAT-8, Carta DSG e SRTM. Com a coleta de pontos por Global Positioning 

System (GPS) e interpretação visual das imagens após o processamento, foi possível obter os 

dados temáticos do uso e cobertura da terra. De acordo com os resultados, a área de estudo é 

caracterizada por 8 classes de uso e cobertura da terra (área urbana, agrícola, água, manguezais, 

solos expostos, matas ciliares, vegetações rasteiras e secundárias), às quais foram quantificadas 

pelo uso dos SIGs que também permitiu a delimitação automática da área, constatando ainda 

que as áreas de lavouras, do tipo roça, e construções urbanas ocupam grande parte dessa região. 

Farias de Almeida, Santos de Almeida e Bandeira (2021) desenvolveram um estudo de 

análise automática do uso e ocupação do solo no entorno do Aeroporto Internacional de Goiânia 

– Santa Genoveva, quanto à ampliação e mudança do terminal de passageiros. Utilizaram um 

método indireto por meio de SIGs com técnicas de Classificação Segmentada de Máxima 

Verossimilhança (MAXVER) obtendo mapas temáticos para tais análises. Os autores obtiveram 

resultados eficientes na análise qualitativa com possíveis expansões em áreas comerciais, 

industriais, bem como de áreas verdes. 

Rosário et. al. (2021) analisaram, no município de Novo Progresso (Pará), as ações de 

uso e ocupação do solo em relação às atividades econômicas desenvolvidas naquela região. Da 

plataforma online Google Earth Engine (GEE), utilizaram o shapefile de limite do município 

com um mosaico de imagens orbitais do satélite LANDSAT-8/OLI-TIRS (2019). A 

classificação foi realizada pelo Code Editor do GEE, utilizando o Normalized Difference 

Vegetation Index (NDVI). Os mapas de localização do município e os de classificação do uso 

e cobertura do solo foram elaborados através do Software QGis 3.10.6. Para identificação das 

taxas de crescimento, no período analisado, os dados foram tabulados em planilhas e a avaliação 
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da confiabilidade da classificação foi realizada pelo método de Exatidão Global e pelo Índice 

Kappa. 

Barbosa e Valladares (2020) estudaram, entre os anos de 2000 e 2015, a evolução da 

cobertura e do uso do solo no município de Cajueiro da Praia (PI), utilizando-se de técnicas de 

Geoprocessamento e Sensoriamento Remoto para a classificação supervisionada de imagens 

LANDSAT 8 (2015) e LANDSAT 5 (2008), instrumentos imageadores OLI/TIRS e TM, 

respectivamente, através do método MAXVER, processado no software ArcGIS 10.2, 

possibilitando a produção dos mapas de uso e cobertura do solo, bem como da dinâmica da 

cobertura terrestre. 

Caldeira et. al. (2018) apresentaram a conclusão da análise de uma abordagem 

automática na detecção de alterações em características do solo no entorno do reservatório 

Canoa I (situadas no rio Paranapanema entre os estados de São Paulo e Paraná), baseadas numa 

modificação aplicada à técnica RCEN (Radiometric Rotation Controlled by Nonchangeaxis). 

A aplicação do método foi realizada em um conjunto de imagens ortorretificadas e obtidas pelo 

sistema orbital SPOT 6, coletadas em duas épocas distintas, sob concessão da Duke Energy. 

Concluíram que o algoritmo baseado na técnica RCEN foi eficiente na detecção automáticas 

das mudanças relatadas no trabalho. 

Neta, Bias e Santos (2018) fizeram um estudo com o objetivo de avaliar a classificação 

Orientada a Objetos em imagens de alta resolução por meio do software livre InterImage e do 

minerador de dados open source Weka. Baseando-se numa imagem QuickBird e utilizando 

técnica de fusão de imagens das bandas multiespectrais e a pancromática do sensor, a 

metodologia aplicada foi dividida em três etapas: pré-processamento, mapeamento da cobertura 

do solo (asfalto, lago, vegetação arbórea e rasteira, solo exposto, construções claras, médias e 

escuras, sombras) e análise de classificação. Após cálculo dos limiares para a distinção dos nós 

da rede semântica, a classificação foi feita numa área urbana do Distrito Federal, onde foi 

gerado um mapa temático de uso do solo. Com os diversos testes realizados, concluíram que o 

classificador possui limitação quanto ao tamanho da imagem, onerando o processamento. 

Prates et. al. (2017) desenvolveram um estudo de análise automática do uso e ocupação 

do solo para anos diferentes, a fim de detectar a evolução dos impactos de atividades antrópicas. 

Focando na silvicultura, no município de Cândido Sales (BA), selecionaram um banco de 

imagens de satélite (LANDSAT 5) fornecidas pelo catálogo de imagens do Instituto Nacional 

de Pesquisas Espaciais (INPE). Com técnicas de PDI, para caracterização das regiões, 

utilizaram a classificação supervisionada e a classificação da máxima verossimilhança. O 

processamento e análise foram feitos com o auxílio do software livre Quantum GIS versão 
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2.6.1, às quais definiram quatro classes de uso e ocupação do solo: Vegetação densa, Vegetação 

alterada, Vegetação rasteira/Solo exposto e Plantio florestal. Na etapa seguinte, para determinar 

o uso e ocupação do solo, realizaram a classificação automática supervisionada da imagem. 

Leite e Rosa (2012) realizaram uma série de análises na dinâmica do uso e ocupação do 

solo na Bacia Hidrográfica do Rio Formiga (Tocantins) a partir de dados de Satélites 

LANDSAT desde o ano de 1973 até 2011. Nas imagens coletadas, foram utilizadas técnicas de 

PDI e classificação supervisionada pixel-a-pixel com classificador MAXVER-ICM, e posterior 

edição matricial para refinamento dos dados, bem como trabalho de campo para validação dos 

dados.  

Messias (2012) desenvolveu um trabalho de análise do uso do solo na Hidrelétrica do 

Funil (MG) testando diferentes métodos de classificação automática para diferentes produtos 

de sensoriamento remoto – imagens ALOS/PRISM e LANDSAT TM e ETM+. Concluíram 

que as imagens ALOS/PRISM, com 2,5 m de resolução espacial, e classificação manual (análise 

visual detalhada) obtiveram resultados mais precisos no mapeamento do uso do solo. 

Volpe e Lombardo (2011) apresentaram um dos pouquíssimos trabalhos de análise 

automática do uso e ocupação do solo no entorno de rodovias. Levantando informações com 

trabalhos de campo no trecho oeste do eixo viário Rodoanel Mario Covas na RMSP (SP) e 

utilizando de técnicas de sensoriamento remoto para o mapeamento, em SIGs, realizaram dois 

métodos de classificação digital numa imagem de alta resolução IKONOS (ano 2002) e em 

fotografias aéreas (ano 1994): analógica e automática. O primeiro processo de classificação, 

realizado nas fotografias aéreas de 1994 e na imagem de alta resolução de 2002 - IKONOS, foi 

feito manualmente (classificação analógica), onde o usuário estabeleceu o número de classes 

atribuído às imagens. O segundo processo de classificação foi feito na imagem IKONOS, onde 

o SIG atribuiu classes de forma automática à imagem, com coleta de amostras pelo usuário 

(supervisionada) e sem coleta de amostras pelo usuário (não supervisionada). Antes do início 

do processo de segmentação e classificação, a imagem IKONOS foi tratada por meio da 

manipulação do contraste. Os resultados foram apresentados em mapas temáticos, mostrando a 

análise temporal realizada e, de acordo com os autores, a classificação automática atendeu bem 

aos objetivos do trabalho. 

Demarchi, Piroli e Zimback (2011) analisaram a evolução temporal do uso e ocupação 

do solo na região de Santa Cruz do Rio Pardo – SP utilizando técnicas de PDI para classificação 

supervisionada de imagens do satélite LANDSAT 5 TM por MAXVER. No mesmo trabalho 

verificaram a acurácia do mapeamento através do índice Kappa, compararam os índices de 

vegetação NDVI e SAVI (Índice de Vegetação Ajustado ao Solo) em diferentes fatores de ajuste 
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para o substrato do dossel e determinaram a porcentagem de cobertura vegetal para todos os 

métodos utilizados. Concluíram que as classificações MAXVER mostraram diversas alterações 

espaciais no uso do solo e que NDVI e SAVI – fator 0,25, foram os índices de vegetação mais 

adequados por apresentarem porcentagem de cobertura vegetal com valores semelhantes. 

Romão e Souza (2011) desenvolveram uma pesquisa de análise automática do uso e 

ocupação do solo na bacia do ribeirão São Tomé (Região Noroeste do Paraná) integrada pelos 

municípios de São Tomé e Cianorte, com base na análise de dados demográficos e cartas 

temáticas representando a hipsometria, declividade e uso e ocupação do solo. 

Schneider (2001) desenvolveu um trabalho de segmentação e classificação de imagens 

de satélite usando o método da fusão de imagens, K-means e máxima verossimilhança. Neste 

processo, primeiro usou o coeficiente de correlação entre as imagens originais e as resultantes 

das técnicas de fusão e, em segundo, efetuou, pelo método K-means, a segmentação das 

imagens originais e híbridas. Numa terceira etapa fez a classificação supervisionada utilizando 

o método da máxima verossimilhança. A área de estudo possui os seguintes tipos de cobertura 

do solo: edifícios, asfaltos, água, solo, matas, campos e sombras.  

Almeida Filho, Nascimento e Batista (1998) desenvolveram uma proposta de 

classificação automática para o mapeamento do uso da terra numa área típica da Amazônia, 

situada a cerca de 70 km ao norte de Manaus utilizando-se de técnicas para segmentação de 

imagens do sensor TM (Thematic Mapper) – bandas TM3, TM4 e TM5 do satélite LANDSAT, 

baseadas em algoritmos de crescimento de regiões associada a uma classificação não-

supervisionada por regiões. O método de classificação é feito em grupos de pixels (clustering) 

da imagem se beneficiando das informações contextuais e minimizando as limitações das 

técnicas de PDI baseadas em análise pontual (pixel a pixel) destacando as áreas de vegetação 

verde (flora), vegetação seca (madeiras), sombras e solos. Concluiu que a classificação 

automática foi viável para análise do uso do solo em estudo com índice kappa de 0,95. 

 

1.6 Trabalhos relacionados a classificação/segmentação de imagens por 

meio de lógica fuzzy 

 

Levando-se em consideração a complexidade em analisar imagens aéreas devido aos 

inúmeros detalhes, formatos, tamanhos e a não homogeneidades das regiões, o processo de 

classificação em cada pixel não depende somente de suas particularidades, mas também dos 

pixels vizinhos. Assim, deve-se buscar descritores que sejam capazes de caracterizar os diversos 

tipos de ocupação do solo, como os baseados em cores e texturas (GONZALES e WOODS 
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2008; GONZALES e WOODS, 2010; MARTINS, 2018; ALVES JUNIOR e NARDINI 

GOMES, 2022). 

Além disso, a utilização de um método de classificação que se leve em consideração os 

conhecimentos de um especialista, bem como a possibilidade de associação de graus de 

aderências às diversas classes para que se determine a posteriori a classificação final, é uma 

abordagem muito importante para que se obtenha resultados mais próximos dos obtidos pela 

avaliação humana. O uso da teoria fuzzy permite a implementação de tal sistema para a 

classificação (ARANTES e MARTINS, 2011; MORAES, PERES e MARTINS, 2016).  

Na literatura não se encontra muitos trabalhos que utilizam SIF para classificação e 

segmentação de regiões, quando existe uma associação entre o método de Mamdani e PDI. 

Vamos destacar os principais trabalhos da última década nessa linha de estudo. 

Arantes e Martins (2011) desenvolveram um estudo do método de segmentação híbrido 

utilizando as teorias de lógica fuzzy e lógica clássica. Com base nas técnicas de crescimentos 

de regiões, a região original de interesse é determinada pela lógica clássica e a segmentação 

total de todas as feições que se assemelham à região de interesse, com base no critério de 

similaridade predeterminado por uma função de associação, é realizada pela lógica fuzzy. 

Siebra (2013) propõe por meio de uma abordagem fuzzy, um método de segmentação 

de imagens coloridas com características texturais. É realizado com base na redução de 

dimensionalidade dos histogramas das imagens coloridas e do uso da divergência Skew no 

cálculo das funções fuzzy. O autor afirma que é uma metodologia adequada para que seja 

aplicada em imagens dermatoscópicas, geológicas e naturais, como as que apresentam rochas, 

gramas, montanhas e florestas. 

Vale (2014) e Vale et. al. (2014) apresentam um modelo segmentação e classificação de 

imagens usando uma abordagem fuzzy pelo método de Mamdani. Utilizam dois SIFs para 

análise de imagens microscópicas de esfregaços. O SIF I, com duas entradas – tonalidade 

(níveis de cinza) e proximidade (distancia euclidiana de cada pixel em relação ao núcleo 

leucocitário) –  faz a segmentação da imagem em quatro regiões: núcleo e citoplasma 

leucocitário, eritrócitos e área de plasma; e o SIF II, com nove variáveis de entrada – 

convexidade do núcleo, razão núcleo-leucócito, razão núcleo-centro, área do leucócito, energia 

do centro, cantos do núcleo, erosões do núcleo, diâmetro do leucócito e granularidade – 

classifica os leucócitos segmentados em cinco tipos: basófilos, eosinófilos, linfócitos, 

monócitos e neutrófilos. 

Ranjbar et. al. (2016) estudam um modelo, combinando dados de sensoriamento remoto, 

SIGs e SIF, capaz de estimar o número de pessoas mortas ou feridas em terremotos. 



31 
 

 

Trabalharam, também, com técnicas de PDI para analisar as matrizes de coocorrencias por meio 

da textura das imagens – consideradas bases de tomada de decisão para o nível de dano do 

edifício – o banco de dados SIG com informações sobre o uso do solo, material estrutural e 

ocupação do edifício. O modelo estima o número de vítimas com base na população residente 

em cada edifício e de acordo com a tempo do terremoto, material da estrutura de cada edifício 

e porcentagem de destruição. 

Moraes, Peres e Martins (2016) fizeram um estudo inicial de análise de regiões de solo 

exposto, vegetação arbórea, vegetação rasteira, residencial e industrial no entorno da Rodovia 

Raposo Tavares usando o método de Mamdani, cuja base de regras são os descritores de cor e 

textura: Matiz, Saturação, Contraste, Homogeneidade e Intensidade. 

Ojeda-Magaña et.al. (2019) propuseram uma nova metodologia para segmentar regiões 

em uma imagem. O modelo, chamado subsegmentação, é construído com base no algoritmo de 

agrupamento Possibilistic Fuzzy c-Means (PFCM), com características tanto Fuzzy c-Means 

(FCM) quanto do Possibilistic c-Means (PCM). A análise da imagem é feita nos pixels de 

acordo com a zona de interesse, chamados pelos autores de pixels menos representativos ou 

pixels atípicos. Três casos diferentes são usados para ilustrar o método: 1º) imagem de uma gota 

de leite – método é testado em uma imagem simples; 2º) imagens de mamografias digitais – 

teste da potencialidade do método numa aplicação mais crítica, como a identificação de 

anomalias em mamografias para detecção de câncer; 3º - imagens de madeiras industriais – as 

múltiplas aplicações do método, onde é realizada a classificação das placas de madeira de 

acordo com a qualidade.  

Süptitz, Frozza e Mols (2020) apresentaram uma técnica de modelagem para 

classificação de imagens empregando lógica fuzzy e RNA, tendo como foco as indústrias. 

Desenvolveram a ferramenta Processador de Imagens Neuro-Fuzzy para a Indústria (PINFI) 

com capacidade de modelagem em cinco etapas: Aquisição das imagens, pré-processamento, 

bloco de fuzzificação, modelagem da RNA e a saída do sistema fuzzy. O sistema apresentou 

exatidão de 93% a 100% na classificação das imagens de faces humanas, rodas de veículos e 

folhas de tabacos. 

Parsian et. al. (2020) apresentaram um estudo de classificação e avaliação de risco de 

inundação em uma área localizado na parte ocidental do Irã usando conjuntos de dados de 

sensoriamento remoto, ambiente de SIGs e lógica fuzzy. Para o estudo e construção do sistema 

fuzzy foram produzidos os seguintes conjuntos: Mapas de Uso e Cobertura do Solo (LUCT), 

NDVI, Índice de Umidade Topográfica (TWI), mapa de tipo de solo, taxa de erosão, dados SIG 

e sensoriamento remoto, Digital Elevation Model (DEM), declividade, precipitação e distância 
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dos principais rios que, em seguida, foram convertidos em valores fuzzy usando uma função de 

pertinência fuzzy linear. 

Orujov et. al. (2020) desenvolveram um algoritmo de segmentação de imagem por 

detecção de contorno utilizando regras fuzzy pelo método de Mamdani (Tipo-2). Através de 

PDI é feita a análise, em imagens, nos vasos sanguíneos do fundo da retina. O método usa dados 

do canal verde (G) das imagens como entrada, a equalização adaptativa de histograma limitada 

pelo contraste (CLAHE) para realce de contraste e o filtro mediano para exclusão de fundo. Por 

fim, as regras fuzzy de Mamdani (Tipo-2) são aplicadas no valor gradiente da imagem para 

detectar as bordas. O método proposto se mostrou muito eficiente e pode ser adaptada para 

inúmeras aplicações baseadas em detecção de bordas/contornos. 

França et. al. (2021) desenvolveram uma metodologia com base em lógica fuzzy para 

classificação não supervisionada, aplicadas sobre índices de vegetação de imagens do satélite 

LANDSAT 8, para se ter uma estimativa das áreas de cultivo de soja no município de São 

Gabriel do Oeste (MS). Os autores obtiveram com base na classificação fuzzy, antes da 

colheita, o volume de produção de soja e uma estimativa da área plantada. 

Madhu, Kumar e Jia (2021) propõem um estudo de classificação supervisionada com 

base na integração das infomações espaciais locais com o algoritmo PCM usando abordagens 

simples dos algoritmos de informações espaciais locais baseados em FCM – dois algoritmos de 

agrupamentos nebulosos, geralmente utilizados para extração de características/informações da 

cobertura e uso do solo (LULC) de imagens de satélites valendo apenas das informações 

espectrais ou de níveis de cinza dos pixels para agrupamento. Com base nos estudos em FCM, 

três novos algoritmos de informações espaciais locais baseados em PCM foram desenvolvidos 

e testados para classificadores fuzzy LULC: meios c-means possibilísticos com restrições 

espaciais (PCM-S), informações locais possibilísticas c-means (PLICM) e algoritmos de 

informações locais flexíveis adaptativas (ADPLICM). 

Contudo, em pesquisas realizadas na literatura, além do trabalho de Peres, Arantes e 

Martins (2016), não foi detectado nenhum trabalho que utilize classificação e segmentação de 

imagens empregando técnicas de lógica fuzzy pelo método de Mamdani com base nas 

características de cores e texturas.  

A tese sendo desenvolvida procura automatizar a análise do entorno de rodovias 

utilizando técnicas de Lógica Fuzzy e PDI por meio da classificação e segmentação de imagens 

aéreas. Pode-se afirmar que o trabalho proposto contribuirá de forma significativa para a análise 

em uma série temporal de regiões no entorno de rodovias, permitindo o estudo e planejamento 
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de ações a partir de informações obtidas de um grande conjunto de imagens de forma 

automática.  

 

1.7 Rodovia Raposo Tavares 

 
A Rodovia Raposo Tavares, conhecida na década de 20 como Rodovia São Paulo-

Paraná (Caminho para o Sul), foi inaugurada no ano de 1922 com o objetivo de alavancar o 

crescimento do estado de São Paulo para a Região Oeste ligando os municípios de São Paulo, 

Cotia e São Roque. A partir de 1954 foi oficialmente nomeada SP-270 e, atualmente, abrange 

30 municípios com início na cidade de São Paulo, passando por Sorocaba, e término em 

Presidente Epitácio com 654 km de extensão (KAWAKITA, 2008). A Figura 3 mostra o mapa 

de São Paulo com a localização da Rodovia Raposo Tavares. 

 

Figura 3: Rodovia Raposo Tavares no Estado de São Paulo 

Fonte: KAWAKITA (2008) 

 

1.8 Método proposto 

 

 É apresentado na Figura 4, o diagrama de blocos da metodologia proposta para a 

extração de descritores, classificação e segmentação de regiões em imagens no entorno das 

rodovias e que será detalhado no Capítulo 3. 
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De acordo com o diagrama, a metodologia divide-se nos seguintes módulos: 

• Aquisição e seleção das imagens: captação e seleção das imagens a serem 

analisadas. 

• Pré-processamento da imagem: conversão das imagens em escalas de cinza e 

em outros modelos de cor como HSV e Lab, bem como a separação em canais 

de cores. 

• Extração das características: extração dos atributos da imagem aérea do 

entorno das rodovias, como textura e cor que são utilizadas para análise dos 

descritores. Para a análise da textura usa-se as matrizes de coocorrênicia em 

todas as orientações (0°, 45°, 90° e 135°) e para os de cor é realizado estudos de 

tendencia central e de dispersão em cada canal. 

• Sistema fuzzy (Mamdani): o SIF, pelo método de Mamdani, identifica com 

base nos descritores de cor e textura a quais grupos de cobertura do solo 

pertencem as amostras de imagens. 

• Sistema Classificador: realiza a classificação pixel a pixel dos tipos de 

cobertura do solo utilizando os módulos anteriores. 

 

Figura 4: Diagrama de blocos do método proposto na tese – (a) Construção do classificador; (b) 

Aplicação 

 

 
Fonte: Autoria própria 
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2 FUNDAMENTAÇÃO TEÓRICA 

 

 

 

2.1 Imagem Digital 

 

Uma imagem pode ser entendida como uma representação composta por informações 

espaciais e de intensidades de cores. Matematicamente falando, refere-se a uma função 

bidimensional de intensidade com níveis de determinada frequência da luz em um dado ponto 

f(x,y), com x e y sendo as coordenadas espaciais. Quando esses valores são finitos e discretos, 

chama-se imagem digital (ver Figura 5), podendo ser representada por uma matriz, cujos 

índices de linhas e colunas identificam na imagem, um ponto cujo índice correspondente indica 

o nível de cinza naquele ponto (GONZALES e WOODS, 2010; ROCHA, 2022). Esse ponto, 

os elementos da matriz, são os chamados pixels (abreviação de picture elements) da imagem 

(DIAS, 2020). Os pixels são blocos básicos de construções para todas as imagens de mapa de 

bits – os elementos individuais que são combinados na formação da imagem, e representados 

em Martins (2018) por p(i, j, k), 1 <= k <= 4, sendo i e j os índices da linha e coluna, 

respectivamente, na posição f(x, y), k = 1,2,3 referente a cada um dos canais de cor (detalhados 

na próxima seção) e k = 4 à versão em tons de cinza. 

 

Figura 5: Convenção dos eixos para representação de imagens digitais 

 
               Fonte: Autoria própria 
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A relação entre os eixos dos pixels diz respeito a cada uma das dimensões do pixel de 

vídeo (largura x altura). Essas dimensões são determinadas pelo equipamento imageador que 

estiver sendo utilizado. Assim, sistemas de computadores diferentes apresentam pixels de vídeo 

individuais de formas diversas (SOLOMON e BRECKON, 2016; GONZALES e WOODS, 

2010; GONZALES e WOODS, 2008; CORRIGAN, 1994; REIS et al., 2018).  

A título de curiosidade, a primeira imagem digital processada em um computador foi 

realizada em 1957 por Russel Kirsch, pesquisador do National Bureal of Standarts que 

escaneou em um aparelho de sua autoria, a foto de seu filho Walden a transformando numa 

imagem digital formada por uma matriz quadrada de 176 pixels (ver Figura 6) (SIEBRA, 2013; 

TRIGO JUNIOR, 2007). A convenção criada por Kirsch – uma matriz de valores (pixels) – é a 

base utilizada até hoje, como é possível observar em Gonzales e Woods (2008) e Gonzales e 

Woods (2010) quando definem imagem digital. 

 

Figura 6: Primeira imagem digital processada em um computador, por Russell Kirsch 

 
        Fonte: SIEBRA (2013) 

 

2.2 Imagem em escala de cinza 

 

Imagens em escala de cinza são representadas pela intensidade dos pixels, cujos valores 

(entre 0 e 255, habitualmente) definem o aspecto/aparência da imagem. O valor 0 representa a 

cor preta, 255 a cor branca e os valores intermediários determinam os tons de cinza. A 

quantidade de tons depende dos valores possíveis de um píxel, isto é, se um pixel é representado 
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por um bit, obtem-se uma imagem binária (branco e preto), cujos valores de pixels são apenas 

0 e 1; se o pixel for representado por 1 byte (8 bits), o pixel pode ter até 256 niveis de cinza 

(ROCHA, 2022). 

 

2.3 Processamento Digital de Imagem 

 

O estudo e análise de algoritmos, modelos e teorias para manipulação de imagens por 

meio de computadores, abrangendo uma grande variedade de segmentos, como digitalização, 

operações em histogramas, filtragem, compressão, restauração e segmentação é denominado 

PDI (BOAVENTURA, 2010). Em outras palavras, PDI são técnicas de manipulação e extração 

de características/informações de uma imagem por computadores intrínsecos à análise de dados 

multidimensionais adquiridos por inúmeros tipos de sensores, processos em que a entrada e 

saída são imagens. O PDI, por sua vez, está dividido em três níveis – baixo, intermediário e alto 

– fundamentando-se em teorias e algoritmos para a automatização do processo de percepção 

visual. Trabalhos de percepção em baixo nível envolvem remoção de ruídos, suavização e 

realce de bordas; em nível intermediário estão as segmentações de imagens; e para 

processamentos de alto nível está a interpretação de uma cena em uma imagem digital, que 

necessita dos conhecimentos de um especialista, processos cognitivos e inteligência artificial 

(ESTEVÃO, 2020; MENDES, 2020; GONZALES e WOODS, 2010; GONZALES, WOODS 

e EDDINS, 2010; BOAVENTURA, 2010; QUEIROZ e GOMES, 2006). 

O crescente interesse nos métodos de PDI provém do aperfeiçoamento das informações 

visuais para a interpretação humana e da análise automática, por máquinas/computadores, de 

informações extraídas de uma cena. Uma das primeiras aplicações de imagens digitais 

aconteceu na indústria jornalística, no início da década de 1920, onde estudavam meios de 

aprimoramento da qualidade de impressão das imagens digitalizadas que eram enviadas por 

meio de cabos submarinos (Sistema Bartlane) entre Londres e Nova Iorque (PEREIRA e 

ANTONIAZZI, 2021; GONZALES e WOODS, 2010; FILHO e VIEIRA NETO, 1999). 

Para Filho e Vieira Neto (1999) e Gonzalez e Woods (2010), o advento do PDI veio a 

partir de 1960 com o desenvolvimento dos primeiros computadores digitais de grande potência 

e o início do programa espacial norte-americano. Já, a utilização de técnicas computacionais 

para o aprimoramento das imagens iniciou em 1964, no Jet Propulsion Laboratory (Pasadena, 

California - EUA), quando imagens da Lua, transmitidas pela sonda Ranger, eram processadas 
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via computador com o intuito de corrigir os diversos tipos de distorções de imagens inerentes à 

câmera de TV acoplada à sonda. 

Pode-se dizer que a área de PDI está em constante evolução (GOMES et. al, 2020) à 

qual podemos encontrar aplicações em diversas áreas do conhecimento como robótica 

(MENEZES, 2021; RODRIGUES, 2021), saúde (MARTINS, 2005; NASCIMENTO e 

BEZERRA, 2021), automação de processos (MARTINS, SIMÕES e PRADO, 2007; 

ANZOLIN et. al., 2021), biometria (DUARTE et. al., 2021), geoprocessamento 

(CAVALCANTE et. al., 2020; TAVARES et. al., 2021), agricultura (ESTEVÃO, 2020), 

matemática (DE ALMEIDA DOCKHORN et. al., 2013; SILVA, 2014), entre tantas outras 

(INOCENCIO et. al., 2020). 

Em particular, na área das Ciências Ambientais são várias as aplicações cujos objetivos 

são em deixar os processos mais automáticos, propiciando assim, mais tempo ao especialista 

ambiental para que possam realizar a análise, aplicação e verificação de modelos, além do 

planejamento e implementação de intervenções que sejam necessárias (LEANDRO, 2021; 

RIBEIRO et. al., 2013; RIBEIRO et. al., 2014; MARTINS, 2018). 

As etapas fundamentais em PDI são: aquisição da imagem, digitalização da imagem, 

pré-processamento da imagem, segmentação, extração de características e análise, classificação 

e reconhecimento de padrões, conforme esquema apresentado na Figura 7. (SILVA et. al., 

2020; GONZALEZ e WOODS, 2010).  

 

Figura 7: Etapas fundamentais em PDI 

 
Fonte: Adaptado de (GONZALEZ e WOODS, 2010) 

 



39 
 

 

A aquisição e digitalização de imagens são técnicas utilizadas para transpor para o meio 

digital, imagens que antes se encontravam registradas em formato analógico – fotografias. O 

pré-processamento da imagem tem a função de aprimorar/melhorar a qualidade da imagem para 

etapas subsequentes, de forma a realçar características consideradas relevantes. A segmentação 

é o processo de divisão da imagem em suas partes ou objetos constituintes. Extração de 

características é a fase de extrair, por meio de descritores após etapa de segmentação, 

informações relevantes da imagem. A última etapa do sistema – classificação, reconhecimento 

e interpretação – tem como objetivo realizar, de forma automática, a associação dos elementos 

da imagem a um conjunto de rótulos (GONZALEZ e WOODS, 2010; FILHO e VIEIRA NETO, 

2012; CHACON, 2012). 

 

2.4 Descritores 

 

Objetos e regiões em imagem possuem cor, textura e forma. Essas características podem 

ser mensuradas e agrupadas em escalares, denominados descritores de imagem. Neste sentido, 

descritores são valores obtidos a partir de uma imagem que permitem caracterizá-la, levando a 

associação desta a um elemento de um conjunto de categorias (MARTINS, 2018).   

 Gonzalez e Woods (2008) listam descritores de fronteira e de região. Os descritores de 

fronteira podem ser obtidos por meio de medidas diretas dos pixels pertencentes à interface 

entre a parte interna e externa de uma determinada área que possui características próximas. 

Fator de forma ou comprimento são exemplos de descritores de fronteira. Nos descritores de 

região são investigados elementos que caracterizam os pixels internos à interface da área.  

 

2.5 Características de cor em imagens digitais 

 

 Newton denominou a decomposição da luz branca em outras cores como espectro de 

cores. Porém, este espectro é um subconjunto de um conjunto de outros espectros formados por 

ondas ou radiações eletromagnéticas, conhecido como espectro eletromagnético, apresentado 

na Figura 8. Observa-se ainda as radiações eletromagnéticas mais conhecidas: ondas de rádio, 

infravermelho, ultravioleta, raios-x, raios gama e a parcela visível (MARTINS e SILVA, 2015; 

BANDEIRA et al, 2017; GONZALES e WOODS, 2010). 

 Cor é uma característica física que está relacionada ao comprimento de onda da radiação 

eletromagnética visível pelo ser humano. Vai do violeta ao vermelho, variando entre 400 e 700 
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nm, formando o espectro visível de luz (luz cromática) se caracterizando pelo brilho, radiância 

e luminância. (MARTINS, 2018; GONZALES e WOODS, 2010; PAWLOWSKI, 2018). 

 

Figura 8: Representação do espectro eletromagnético 

 
Fonte: BANDEIRA et al (2017) 

 

Rangayyan, Acha e Serrano (2011) definem cor, no contexto de PDI, como a 

combinação de três parâmetros sendo a percepção de qualquer estímulo de cor caracterizada 

por sua distribuição espectral de potência (SPD). Se a luz for acromática (sem cores), pode ser 

caracterizada somente pela intensidade que reflete os níveis de cinza presentes 

(RANGAYYAN, ACHA e SERRANO, 2011). 

 As cores identificadas em um objeto são determinadas pela natureza da luz refletida 

pelo mesmo. Para Crosta (2002), a capacidade do sistema visual humano em discernir 

tonalidades de cinza gira em torno de 30 diferentes níveis, ao passo que, para distinguir cores 

esse número salta para milhares de cores diferentes. Pode-se, portanto, dizer que a cor domina 

o sistema visual humano além de ser um poderoso descritor para a extração de objetos de uma 

cena (SALVETTI, 2008; GONZALES e WOODS, 2010; NEGRI, 2017; PRADO, 2018). 

Em imagens digitais as cores são representadas a partir de modelos, sistemas ou espaços 

de cores e se baseiam em coordenadas tridimensionais, onde cada cor é representada por um 

ponto único. Os trabalhos de Young e Helmholtz abordam a teoria do tri estímulo - ver maiores 

detalhes em (RANGAYYAN, ACHA e SERRANO, 2011, página 12). Nessa, o olho humano 

identifica a cor através do estímulo dos três pigmentos visuais presentes nos cones da retina, 

que possuem picos de sensibilidade de comprimentos de onda, em aproximadamente, 730 nm 

(vermelho), 546 nm (verde) e 436 nm (azul), onde a sensação de cor é representada por um 

vetor de três componentes que descrevem as respostas dos três tipos de sensores de cores 

(cones) presentes na retina. Esta é considerada a teoria que melhor descreve o sistema visual 
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humano (MARTINS, 2018; RANGAYYAN, ACHA e SERRANO, 2011; PRADO, 2018; 

ALVES, 2010). 

Para o caso de cenas naturais não se tem apenas um comprimento de onda, e sim uma 

distribuição. Dessa forma, três características são utilizadas para distinguir as diferentes cores 

em um objeto ou regiões: matiz, saturação e brilho. O matiz é um atributo associado ao 

comprimento de onda dominante em uma mistura de ondas de luz (cor dominante), a saturação 

(largura da distribuição de ondas) está ligada à pureza relativa da cor ou à quantidade de luz 

branca misturadas ao matiz e o brilho está relacionado com intensidade da luz que atinge o 

sistema visual (RANGAYYAN, ACHA e SERRANO, 2011; PRADO, 2018; MARTINS, 

2018). A partir da teoria tri estímulo, são utilizados modelos de cores, como já mencionados, 

que se baseiam em sistemas de coordenadas tridimensionais. 

Existem vários espaços/modelos de cores, como por exemplo, os espaços de cores RGB 

(TUFAIL et al., 2018), HSV (ZHANG et al., 2018b), HSI (RANGAYYAN, ACHA e 

SERRANO, 2011), Lab (SU et. al., 2021), CMKY (BAO et al., 2017), YCbCr 

(PATVARDHAN et al., 2018), XYZ (WOLD e VALBERG, 1999) e YIQ (NTSC) (HUNT, 

2004).  

Três espaços de cores, o RGB, o HSV e o Lab, são destacados na presente pesquisa.  

 

• Modelo RGB 

 

O modelo de cor mais conhecido e utilizado na área computacional é o RGB. Definido em 

1931 como um modelo básico de cor, é um sistema aditivo baseado na teoria triestímulo 

proposta por Young-Helmholtz (ver RANGAYYAN, ACHA e SERRANO, 2011), que 

corresponde às três cores primárias: vermelho (R – red), verde (G – green) e azul (B – blue) 

que são misturadas para exibição de imagens em monitores, televisores, máquinas fotográficas 

digitais, datas shows, dentre outros dispositivos similares. Neste modelo, uma cor é 

representada por um ponto em um sistema de coordenadas cartesianas, geralmente no intervalo 

[0, 255], sendo que a origem no ponto (0, 0, 0) é representada pela cor preta. No vértice oposto 

à origem, no ponto (255, 255, 255), encontra-se a cor branca e a semirreta entre a origem e o 

vértice oposto encontra-se os tons de cinza. Nos três cantos dos eixos tem-se as cores vermelho 

(255, 0, 0), verde (0, 255, 0) e azul (0, 0, 255) e os demais vértices representam o complemento 

das cores primárias: magenta (255, 0, 255), amarelo (255, 255, 0) e ciano (0, 255, 255). A 

Figura 9(a)(b) mostra o cubo de cores RGB e 9(c), as três componentes de cores RGB em um 
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vetor coluna (MARTINS, 2018; PRADO, 2018; GONZALES e WOODS, 2010; ALVES, 

2010). 

 

Figura 9: Ilustração do espaço de cor RGB – (a) e (b) Cubo de cores RGB; (c) Os três 

componentes de cor de um pixel colorido dispostos em um vetor de coluna 

 
Fonte: Adaptado de (GONZALEZ, WOODS e EDDINS, 2017) 

 

De acordo com Rangayyan, Acha e Serrano (2011), as coordenadas de cromaticidade 

(r, g, b) constituem a intersecção do vetor de cor [R, G, B] e o plano R + G + B = 1, sendo 

definidas pelas funções: 

 

𝑟 =
𝑅

𝑅+𝐺+𝐵
,                                                                                                                    (1)                                                              

𝑔 =
𝐺

𝑅+𝐺+𝐵
,                                                                                                                    (2)  

            𝑏 =
𝐵

𝑅+𝐺+𝐵
,                                                                                                                    (3) 

e: 

  𝑟 + 𝑔 + 𝑏 = 1,                                                                                        (4) 

 

para os valores normalizados no intervalo [0, 1]. 

Cada pixel tem um valor RGB, geralmente representado por um byte para cada componente 

de cor (vermelho, verde e azul), totalizando três bytes representando 256 diferentes intensidades 

para cada canal. O que significa a possibilidade de se trabalhar com mais de 16,7 milhões de 

cores, referenciadas como cores reais (true color) (ALVES, 2010). 

 

• Modelo HSV 

  

 O modelo HSV, apresentado diante da necessidade de se especificar numericamente as 

propriedades da cor, decompõe uma cor em três canais: matiz (hue – H), saturação (saturation 
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– S) e valor (value – V) de modo que busca desacoplar os canais de cromaticidade (H e S) do 

brilho/intensidade (V) (ALVES, 2010). Nesse modelo, uma cor é representada em um sistema 

de coordenadas cilíndricas, onde em um dado plano com um eixo contido no mesmo, tem-se H 

como o ângulo entre o eixo e a projeção do vetor representativo da cor no plano, S como o 

comprimento dessa projeção e V o comprimento da projeção do vetor representativo da cor em 

um eixo perpendicular ao plano (Figura 10). 

 

Figura 10: Espaço de cor HSV 

 
Fonte: Adaptado de (MARTINS, 2018) e (ALVES, 2010) 

 

A transformação de uma cor do modelo RGB para o HSV é dada por Rangayyan, Acha 

e Serrano (2011): 

 

 𝐻 =

{
 
 

 
 (

𝐺−𝐵

𝑀𝑎𝑥−𝑀𝑖𝑛
)                  𝑠𝑒 𝑅 = 𝑀𝑎𝑥

(
𝐵−𝑅

𝑀𝑎𝑥−𝑀𝑖𝑛
) + 2          𝑠𝑒 𝐺 = 𝑀𝑎𝑥

(
𝑅−𝐺

𝑀𝑎𝑥−𝑀𝑖𝑛
) + 4          𝑠𝑒 𝐵 = 𝑀𝑎𝑥

,                                                        (5) 

 

          𝑆 =
𝑀𝑎𝑥−𝑀𝑖𝑛 

𝑀𝑎𝑥
,                                                                                                    (6) 

 

 𝑉 = 𝑀𝑎𝑥,                                                                                                         (7) 

 

onde: 

 

                        𝑀𝑎𝑥 = 𝑚á𝑥𝑖𝑚𝑜(𝑅, 𝐺, 𝐵),                                                                               (8) 

 

                        𝑀𝑖𝑛 = 𝑚í𝑛𝑖𝑚𝑜(𝑅, 𝐺, 𝐵).                                                                                 (9) 
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• Modelo Lab 

 

No modelo Lab, as cores são definidas de forma a se buscar representar a resposta 

logarítmica do olho humano a um estímulo (RANGAYYAN, ACHA e SERRANO, 2011). É 

formado por três eixos cartesianos (Figura 11), onde o canal L está associado ao brilho da cor 

e os dois componentes cromáticos estão dispostos em dois eixos perpendiculares de modo que 

o canal a se estende de verde (- a) ao vermelho (+ a) e o canal b vai do azul (- b) ao amarelo (+ 

b). 

 

Figura 11: Espaço de cor Lab 

 
                                              Fonte: Adaptado de (BUREAU, 2014) 

 

A transformação de uma cor do sistema RGB para o sistema Lab é dada por Rangayyan, 

Acha e Serrano (2011) e Martins (2018). 

 

𝐿 = {
116 (

𝑌

𝑌𝑛
) − 16               𝑠𝑒 

𝑌

𝑌𝑛
>

216

24389

24389

27
(
𝑌

𝑌𝑛
)                       𝑠𝑒 

𝑌

𝑌𝑛
≤

216

24389

 ,                                                  (10) 

 

𝑎 = 500 [𝑓 (
𝑋

𝑋𝑛
) − 𝑓 (

𝑌

𝑌𝑛
)],                                                                            (11) 

 

𝑏 = 500 [𝑓 (
𝑌

𝑌
) − 𝑓 (

𝑍

𝑍𝑛
)],                                                                              (12) 

 

onde X, Y e Z são os valores triestímulos desenvolvido pela Commission Internationale de 

Éclairage (CIE), 𝑌𝑛 é a componente Y de ponto de referência do branco e 



45 
 

 

 

𝑓(𝑡) = {
𝑡1/3                                      𝑠𝑒 𝑡 >

216

24389

7,787𝑡 +
16

116
                  𝑠𝑒 𝑡 ≤

216

24389

.                                             (13) 

 

2.6 Características de textura em imagens digitais   

 

A textura é uma característica discriminativa poderosa de uma imagem, cuja análise se 

objetiva em estudar as propriedades da superfície de um objeto e assim construir/modelar 

algoritmos que possam reconhecer a imagem com a mesma percepção humana (KOHLER, 

2021 apud KARU e JAIN, 1996). 

Enquanto há um entendimento primitivo deste conceito, não existe uma definição 

formal para textura, mesmo que vários autores a interpretem de maneira similar (EBERT et al., 

2002; ANDRADE et. al., 2021).  

Para Carvalho Rocha (2022) a textura de uma imagem se relaciona à maneira como os 

pixels se distribuem ou se organizam em determinada região de interesse (ROI - Regions Of 

Interest) da imagem, permitindo compará-la a outras imagens, bem como se relacionar com as 

propriedades físicas da superfície de um objeto quanto ao padrão de distribuição e organização 

dos tons de cinza ou de cor numa determinada área da imagem. 

Para Andrade et. al. (2021), textura pode ser definida de acordo com as propriedades de 

um pixel em relação a seus pixels vizinhos e se caracteriza por seus distintos graus de aspereza, 

granulosidade e suavidade, sendo uma das características mais importantes da imagem e muito 

utilizada para classificação, recognição e recuperação de problemas, muito importante na 

percepção visual humana. 

 Segundo Rao (1990), define-se textura como qualidade visual de uma imagem que se 

relaciona com a sua variação espacial de tons de cinza ou de cor.  Para Hájek (2006), texturas 

são padrões visuais compostos e complexos de elementos organizados espacialmente com 

características próprias como brilho, cor, forma e tamanho, dentre outras. Padrões estes que 

podem ser descritos por propriedades taxonômicas como regularidade, aspereza, 

direcionalidade, granularidade e contraste (COUTO, 2018 apud TAMURA et al, 1978; HÁJEK, 

2006; LAWS, 1980).  

Haralick, Shanmugam e Dinstein (1973) elencam a noção de textura com o uso de 

coeficientes de uniformidade, aspereza, densidade e regularidade, entre outras características 

de uma imagem. Caracteriza-se também por um conceito bidimensional, sendo que uma 
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dimensão contém as propriedades primitivas de tonalidade e a outra os relacionamentos 

espaciais entre ambos, enfatizando a não independência entre tonalidade e textura, de modo que 

a tonalidade é predominante em algumas imagens enquanto textura é dominante em outras. 

 A partir da textura de uma imagem é possível extrair características extremamente 

importantes sobre o comportamento dos pixels que se repetem de maneira aleatória ou regular 

em uma determinada região, tornando-se muito útil no processo de reconhecimento, descrição 

e classificação de imagens.  

 De modo geral, as texturas podem ser agrupadas em duas categorias: (quase-) 

periódicas, ou ordenadas, e aleatórias. Numa textura (quase-) periódica ou ordenada se tem a 

presença de elementos primitivos e regras de repetição destes em intervalos (quase-) periódicos 

chamados de textons. Nas texturas aleatórias os valores dos pixels são distribuídos na imagem 

de modo não estruturado, impossibilitando a identificação das primitivas (MARTINS, 2018; 

PRADO, 2018). A Figura 12 traz exemplos de texturas (quase-) periódicas e aleatórias.    

 

Figura 12: Exemplos de texturas – (a) e (b) (quase-) periódicas; (c) e (d) aleatórias 

 

 
      Fonte: Autoria própria 

 

Gonzalez e Woods (2008) apontam três principais abordagens para a descrição de 

texturas. A seguir serão detalhadas as abordagens estatísticas, objeto deste trabalho. Para 

detalhes das abordagens estrutural e espectral ver Martins (1996) e Nascimento (2003).   

 

2.6.1 Abordagens Estatísticas 

 

As abordagens estatísticas consideram que a textura de uma imagem decorre da variação 

de intensidade dos pixels de acordo com uma função densidade de probabilidade. Andrade et. 

al. (2021) traduz a abordagem estatística como sendo a medida da distribuição espacial dos 

valores dos pixels, onde as características da textura são calculadas baseadas na distribuição 

estatística da intensidade dos tons de cinza da imagem especificada em relação a posição dos 
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pixels. De acordo com Martins (2018), considerando-se que o histograma de uma imagem é 

uma aproximação para essa função, a caracterização de textura é feita através de medidas como 

a média e o desvio padrão, por exemplo, que trazem informações dessa distribuição. De acordo 

com Andrade et. al. (2021), pode-se classificar a abordagem estatística em três tipos: estatística 

de primeira ordem (um pixel), estatísticas de segunda ordem (dois pixels) e estatística de ordem 

superior (três pixels ou mais).  

 

• Estatística de primeira ordem 

 

 Na estatística de primeira ordem se considera apenas as distribuições dos valores dos 

pixels presentes na imagem. Uma das maneiras mais simples de extrair descritores de uma 

textura é por meio da análise de seu histograma ℎ𝑘 dado por: 

 

ℎ𝑘(𝑙) =
𝑛𝑙

𝑛𝑘
.                                                                                                      (14) 

 

onde 𝑛𝑙 refere-se ao número de ocorrência dos valores iguais a l no canal k e n o número total 

de pixels da imagem no canal k (ver Figura 13). 

 

Figura 13: Imagem em tons de cinza e respectivo histograma 

 

                        Fonte: Autoria própria 
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 A partir dos histogramas de uma imagem é possível obter para cada canal k, a média 

aritmética (𝑀𝑘) que é a medida da centralidade da distribuição; o desvio padrão (𝜇𝑘) que traz a 

informação da dispersão dos valores em torno da média se associando consequentemente ao 

contraste em cada canal; a suavidade (𝑆𝑘) que fornece a proximidade dos valores dos pixels na 

imagem; o terceiro momento (𝑇𝑘) que apresenta a informação de simetria da distribuição, sendo, 

negativo para aqueles com maior área à esquerda da média, 0 para histogramas simétricos e 

positivo para os de maior área à direita da média; a uniformidade (𝑈𝑘) sendo máxima se todos 

os valores do canal forem máximos e decrescendo a partir desta posição e por último a entropia 

(𝐸𝑇𝑘) que mede a aleatoriedade ou estado de ordenação presente na textura (GONZALEZ, 

WOODS e EDDINS, 2009; MARTINS, 2018): 

 

𝑀𝑘 =∑𝑍𝑙ℎ𝑘(𝑍𝑙)

𝐿

𝑙=1

,                                                                                                   (15) 

 

𝜇𝑘 =   √∑𝑍𝑙
2

𝐿

𝑙=1

ℎ𝑘(𝑍𝑙),                                                                                             (16) 

 

𝑆𝑘 = 1 −
1

1+𝜇𝑘
2,                                                                                               (17) 

 

𝑇𝐾 =∑(𝑍𝑙 −𝑀𝐾)³ℎ𝐾(𝑍𝑙)

𝐿

𝑙=1

,                                                                                   (18) 

 

𝑈𝐾 =∑ℎ𝐾(𝑍𝑙)²

𝐿

𝑙=1

,                                                                                                       (19) 

 

𝐸𝑇𝐾 = −∑ℎ𝐾(𝑍𝑙) ∗ log2(ℎ𝐾(𝑍𝑙) + 𝛿

𝐿

𝑙=1

),                                                                (20) 

 

onde 𝑧𝑙 representa os possíveis valores de intensidade do pixel em cada canal contido no 

intervalo [0, 𝐿] e 𝛿 = 0,1 usado propositalmente para solucionar o problema do logaritmo de 

zero em 𝐸𝑇𝑘. 
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• Estatística de segunda ordem 

 

Os dados estatísticos de primeira ordem, embora sejam de grande importância, não 

levam em consideração as posições relativas entre os pixels, fator limitante para caracterização 

de texturas somente com esses atributos. Martins (2018) exemplifica, na Figura 14, um caso 

em que imagens de texturas diferentes possuem mesmo histograma. 

 Já as estatísticas de segunda ordem, além de serem eficientes para análise e classificação 

das imagens, também são utilizadas na diferenciação entre regiões, e se caracterizam numa 

assinatura de um padrão definido pela região em estudo (OLIVEIRA et. al., 2014). 

 Haralick, Shanmugam e Dinstein (1973) propuseram o uso da estatística de segunda 

ordem, com o intuito de incorporar a informação das posições relativas entre os pixels, onde 

são definidas diversas características advindas do cálculo de matrizes de coocorrências (GLCM 

– Grey Level Coocurrence Matrix), que por sua vez identificam as ocorrências de níveis de 

cinza em uma imagem (HARALICK, SHANMUGAM e DINSTEIN, 1973). Para Da Silva, 

Silva Jr e Costa (2020), as GLCMs são extratores de características muito utilizados na 

literatura, uma vez que são extraídos atributos estatísticos das matrizes de coocorrências 

evidenciando a mudança de textura da imagem. 

 

Figura 14: Texturas de aspectos visuais diferentes, mas com mesmo histograma 

 
     Fonte: MARTINS (2018) 

  

 Para Frutuoso (2016, apud MEDEIROS, 2001) as GLCMs são matrizes que apresentam 

a organização espacial da ocorrência dos níveis de cinza numa imagem, disposta em duas 

dimensões, onde há a separação dos pares de pixels por uma relação fixa que define a distância 
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e a orientação que um pixel de referência possui em relação a um pixel vizinho. Schwartz e 

Pedrini (2003) caracterizam essa matriz como um histograma bidimensional de frequência de 

ocorrência dos valores dos pixels na imagem. Entretanto, Kohler (2021) diz suscintamente que 

uma GLCM se baseia em estatísticas de coocorrências, amplamente empregadas na extração 

dos descritores de textura de uma imagem para fins de classificação da mesma. 

 Dada uma imagem em níveis de cinza f(x,y) com L valores de intensidade, a matriz de 

coocorrência 𝐶𝑑,𝜃
𝑘 (𝑙,𝑚) possui dimensão de L x L e cada posição i e j recebe a quantidade de 

vezes que os níveis de cinza l e m estão presentes na imagem f(x,y) a uma distância d e uma 

orientação 𝜃. Se dividir os valores de 𝐶𝑑,𝜃
𝑘 (𝑙,𝑚) pela soma de seus valores, ela se tornará uma 

matriz de probabilidades 𝑃𝑑,𝜃
𝑘 (𝑙,𝑚) de encontrar pares de pixels l e m a uma distância d e 

orientação 𝜃. Para uma distância d = 1 pixel, os valores possíveis para 𝜃 são representados na 

Figura 15, onde é possível observar que os quatro direcionamentos dão origem a quatro 

distintas matrizes de coocorrências (HARALICK, SHANMUGAM e DINSTEIN, 1973; 

BACKES e MESQUITA SÁ JUNIOR, 2016; MARTINS, 2018). Para o cálculo da distância 

entre dois pixels a métrica utilizada é dada por Haralick, Shanmugam e Dinstein (1973): 

 

d((k, l), (m, n)) = max{|k – m|, |l – n|},                                                            (21) 

 

onde (k, l) e (m, n) são as coordenadas dos pixels em questão. 

 

Figura 15: Descrição dos ângulos 𝜃 para a distância d = 1 

 
   Fonte: Autoria própria 

 

A contagem da ocorrência dos pixels em uma imagem f, dispostos a uma distância d 

entre ambos, nas direções 0, 45, 90 e 135 graus, são dados por: 
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𝑃(𝑖, 𝑗, 𝑑, 0°) = 𝜑{((𝑘, 𝑙), (𝑚, 𝑛))  ∈ 𝑓|(𝑘 − 𝑚 = 0, |𝑙 − 𝑛| = 𝑑),

𝑓(𝑘, 𝑙) =  𝑖, 𝑓(𝑚, 𝑛) = 𝑗}                                                                                               (22) 

 𝑃(𝑖, 𝑗, 𝑑, 45°) = 𝜑{((𝑘, 𝑙), (𝑚, 𝑛))  ∈ 𝑓|(𝑘 − 𝑚 = 𝑑, 𝑙 − 𝑛 = −𝑑),

𝑜𝑢 (𝑘 −  𝑚 = −𝑑, 𝑙 − 𝑛 = 𝑑), 𝑓(𝑘, 𝑙) = 𝑖, 𝑓(𝑚, 𝑛) = 𝑗}                                   (23)                                                                                                        

P(𝑖, 𝑗, 𝑑, 90°) = 𝜑{((𝑘, 𝑙), (𝑚, 𝑛))  ∈ 𝑓|(|𝑘 − 𝑚| = 𝑑, 𝑙 − 𝑛 = 0),

𝑓(𝑘, 𝑙) 𝑖, 𝑓(𝑚, 𝑛) = 𝑗}                                                                                           (24) 

𝑃(𝑖, 𝑗, 𝑑, 135°) = 𝜑{((𝑘, 𝑙), (𝑚, 𝑛))  ∈ 𝑓|(𝑘 − 𝑚 = 𝑑, 𝑙 − 𝑛 = 𝑑),

𝑜𝑢 (𝑘 − 𝑚 = −𝑑,   𝑙 − 𝑛 − 𝑑), 𝑓(𝑘, 𝑙) = 𝑖, 𝑓(𝑚, 𝑛) = 𝑗},                                 (25)     

                                                                                                   

onde 𝝋 denota o número de elementos do conjunto.  

As matrizes de coocorrência podem ser simétricas quando a contagem dos pares de 

pixels é feita em sentido duplo, ou assimétricas, caso seja feita em um único sentido. A Figura 

16 ilustra a construção de uma matriz de coocorrência na orientação 0°: 

 

Figura 16: Exemplo de matriz de coocorrência na orientação 0° 

 
 Fonte: Autoria própria 

 

A partir dessas matrizes, calcula-se uma série de medidas como, por exemplo, o 

contraste (𝐶𝑇𝑑,𝜃
𝑘 ), a correlação (𝐶𝑅𝑑,𝜃

𝑘 ), a energia (𝐸𝑁𝑑,𝜃
𝑘 ) e a homogeneidade (𝐻𝑀𝑑,𝜃

𝑘 ) 

(MARTINS, 2018; RAMALHO, 2013; GONZALES, WOODS e EDDINS, 2009):   

➢ Contraste: mede o quão próximos em intensidade são os valores do par de pixels, sendo 

nulo quando os valores da GLCM se concentram na diagonal. O contraste aumenta à 
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medida que os maiores pesos são encontrados fora da diagonal. O descritor de contraste 

é definido por: 

𝐶𝑇𝑑,𝜃
𝐾 =∑∑|𝑙 −𝑚|2

𝐿−1

𝑚=0

𝐿−1

𝑙=0

𝐶𝑑,𝜃
𝑘 (𝑙,𝑚).                                                                     (26) 

 

➢ Correlação: mede o grau de associação da relação linear entre os valores do par de pixels 

da GLCM. Valores absolutos elevados significa forte dependência entre os pares de 

pixels em tons de cinza numa determinada direção. Este atributo é descrito por: 

 

𝐶𝑅𝑑,𝜃
𝐾 =∑∑

(𝑙 − 𝜇𝑙)(𝑚 − 𝜇𝑚)

𝜎𝑙𝜎𝑚

𝐿−1

𝑚=0

𝐿−1

𝑙=0

𝐶𝑑,𝜃
𝑘 (𝑙, 𝑚).                                                     (27) 

 

onde 𝜇 e 𝜎 são, respectivamente, a média e o desvio padrão dos valores nas linhas (l) e nas 

colunas (m). 

 

➢ Energia: também conhecida como uniformidade ou segundo momento angular, mede o 

nível total de intensidade, ou seja, traz a soma do quadro dos elementos da matriz de 

coocorrência. A expressão da energia é dada por: 

  

𝐸𝑁𝑑,𝜃
𝐾 =∑∑ 𝐶𝑑,𝜃

𝑘 (𝑙,𝑚)² 

𝐿−1

𝑚=0

.

𝐿−1

𝑙=0

                                                                                     (28) 

 

➢ Homogeneidade: mede o quão próximo da diagonal estão os valores da matriz de 

coocorrência. É também chamada de momento do inverso da diferença e sua expressão 

é dada por: 

 

𝐻𝑀𝑑,𝜃
𝐾 =∑∑

𝐶𝑑,𝜃
𝑘 (𝑙,𝑚)

1 + |𝑙 − 𝑚|

𝐿−1

𝑚=0

𝐿−1

𝑙=0

.                                                                                    (29) 
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2.7 Segmentação  

 

Segmentação é o processo de subdivisão de uma imagem em regiões ou objetos 

discretos, contíguos e sem superposição, constituindo segmentos significativos, 

semanticamente. Em outras palavras, consiste numa ação de agrupamento de pixels com 

características semelhantes (GAO, 2009; MENESES e ALMEIDA, 2012; JÄHNE, 2005; 

SOLOMON e BRECKON, 2016; ROZENDO, 2020; SALVADOR JUNIOR, 2022) 

A segmentação desempenha um papel extremamente importante no processamento 

digital de imagens, porém é uma das tarefas mais difíceis no âmbito da visão computacional à 

medida que apresenta interpretações particulares de acordo com o assunto de interesse. Uma 

segmentação correta depende do tipo de objeto/região que se deseja identificar (SALVADOR 

JUNIOR, 2022). Geralmente, os objetos segmentados são chamados de primeiro plano e o 

fundo da imagem, segundo plano, que podem ser obtidos, por exemplo, de duas maneiras: 

Métodos de contorno/fronteira e Métodos baseados em regiões. Para um estudo detalhado sobre 

diversos algoritmos e métodos de segmentação ver (GONZALEZ, WOODS e EDDINS, 2017; 

SOLOMON e BRECKON, 2016; BACKES e MESQUITA SÁ JUNIOR, 2016; SALVADOR 

JUNIOR, 2022; RUSSINI et. al., 2022). 

 

2.8 Classificação 

 

 Classificação pode ser entendida como o processo de extração das informações contidas 

numa imagem digital a fim de reconhecer padrões e características, geralmente utilizadas em 

Sensoriamento Remoto no mapeamento de áreas da superfície terrestre com interesses 

específicos. Para Alves Junior e Nardini Gomes (2022), a classificação consiste em rotular os 

pixels de uma imagem por meio de programas computacionais habilitados para reconhecer essas 

características espectrais dos pixels.  

Para Martins (2018), o processo de classificação de uma imagem consiste em sua 

associação a um elemento de um dado conjunto de categorias. Pedrini (2008) defende que a 

classificação visa determinar um mapeamento que relaciona as propriedades extraídas de 

amostras com um conjunto de rótulos, observando que, amostras que possuem mesmas 

características devem ser mapeadas ao mesmo rótulo (PEDRINI, 2008).  
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 Há diversas metodologias de classificação que podem ser divididos em diferentes 

critérios: classificação supervisionada ou não-supervisionada, paramétrica e não-paramétrica, 

espectral e espacial.  

De acordo com Meneses e Almeida (2012), existe ainda, a possibilidade de divisão dos 

classificadores em pixel a pixel ou por regiões e, conforme Martins (2018), ao invés de se 

utilizar diretamente os valores dos pixels, pode-se utilizar um conjunto de descritores.  

Na classificação por pixel é feito um estudo da informação espectral de cada pixel a fim 

de identificar regiões homogêneas a partir de valores de distâncias ou de probabilidades de um 

pixel pertencer a uma classe específica.  

Na classificação por regiões, considera-se um agrupamento de pixels que é usado como 

unidade de classificação – para um estudo mais detalhado, ver Meneses e Almeida (2012). Na 

classificação por descritores é feito uma análise das características de cor e textura, permitindo 

se caracterizar as imagens a serem analisadas (MENESES e ALMEIDA, 2012; KURY e 

VIEIRA, 2001; MARTINS, 2018).  

 

2.9 Classificadores 

 

Classificadores são operadores que permitem a associação das imagens a um conjunto 

de rótulos, implementando, desta forma, o processo de classificação. 

Neste trabalho, utiliza-se técnicas de Lógica Fuzzy – um sistema baseado em regras 

fuzzy e Método de Mamdani, para construir o classificador das imagens aéreas do entorno da 

rodovia Raposo Tavares. Assim, a seguir será feito uma breve revisão desta. 

 

2.10  Tópicos de Lógica Fuzzy  

 

A Teoria dos Conjuntos Fuzzy é uma área extremamente ampla, de modo que enunciar 

todas as suas propriedades, resultados e definições foge ao escopo deste trabalho. Sendo assim 

serão apresentas, de maneira suscinta, as principais definições usadas no presente estudo.  

Todas as definições (Definição 1 a Definição 12) se baseiam nos trabalhos de Peixoto 

(2005), Barros e Bassanezzi (2010), Marins (2016), Marins e Peixoto (2016) e Santos, Granero 

e Luiz (2021). Para um estudo mais detalhado sobre o tema, inclusive com demonstrações, 

consultar Marins (2016) e Barros e Bassanezzi (2010).  
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2.10.1 Lógica Fuzzy 

 

A Lógica Fuzzy, para Silva Lira, Francisco e Feiden (2022), por sua estrutura 

matemática e propriedade de inexatidão/incerteza entre fronteiras, é capaz de tratar problemas 

com imprecisões e abstrações, bem como representar a variação e importância relativa de cada 

critério abordado no estudo possibilitando resultados mais confiáveis. 

A Lógica Fuzzy (difusa) foi proposta, em um artigo chamado “Fuzzy Sets” no ano de 

1965 (ZADEH, 1965), por Lofti A. Zadeh (Professor da Universidade da Califórnia em 

Berkeley) como uma extensão da lógica clássica permitindo que estados indeterminados, 

incertos ou ambíguos possam ser tratados por dispositivos de controle, de forma a avaliar 

termos linguísticos (MARTINS, 2018; QUISPE e YUJRA, 2022).  

Em 1971, em sua publicação "Quantitative Fuzzy Semantics” aparecem os elementos 

formais que dão origem às metodologias e aplicações de Lógica Fuzzy como são conhecidas 

hoje. No início, as ideias de Zadeh não foram seguidas pela comunidade cientifica, porém a 

partir de 1973, muitos pesquisadores começaram a aplicar a lógica fuzzy em vários processos 

trazendo grandes contribuições para o desenvolvimento, estudo e aplicações dessa teoria 

(QUISPE e YUJRA, 2022). 

 

2.10.2 Conjuntos fuzzy 

 

Em conjuntos clássicos (crisp) é possível dizer, com certeza, se um dado elemento 

pertence ou não ao grupo, ou seja, dado um conjunto A e um elemento x, diz-se que 𝑥 ∈ 𝐴 ou 

que 𝑥 ∉ 𝐴.  

Por exemplo, seja A o conjunto dos números ímpares. Então sabemos que 1 ∈ A e que 2 

∉ A. Em alguns casos, essa relação de pertinência já não pode ser feita com “tanta” convicção. 

Por exemplo, seja B o conjunto formado por números reais próximos de cinco. Pode-se dizer 

que 4,9 e 6 pertencem a B? Tem-se nesse exemplo uma incerteza, pois não se sabe até que ponto 

é possível dizer objetivamente que um número está ou não próximo de 5. 

Zadeh, então, criou a noção de grau de pertinência onde certo elemento pode 

parcialmente fazer parte de um dado conjunto e, nesse sentido, podemos associar aos números 

4,9 e 6, graus de pertinências compatíveis com o conceito que caracteriza um conjunto fuzzy. 

Por exemplo, a Figura 17 representa um conjunto fuzzy “próximo de cinco”.  
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Para obter a formulação matemática de um conjunto fuzzy, Zadeh se baseou no fato de 

que qualquer conjunto clássico pode ser caracterizado por sua função característica (PEIXOTO, 

2005). Seja U um conjunto e A um subconjunto de U. A função característica de A é dada por: 

 

𝑋𝐴(𝑥) = {
1,   𝑠𝑒 𝑥 ∈ 𝐴 
0,    𝑠𝑒 𝑥 ∉ 𝐴

.                                                                                              (30) 

 

Pode-se notar que o objetivo da função característica de um subconjunto A ⊆ 𝑈, é 

indicar se um elemento x ∈ U pertence ou não a A, dependendo de sua imagem em {0, 1}. 

Assim, a função característica descreve completamente o conjunto A, uma vez que indica quais 

elementos do conjunto U são elementos de A (PEIXOTO, 2005).  

 

Figura 17: Representação do conjunto fuzzy B 

 
  Fonte: Autoria própria 
 

Permitindo uma espécie de “relaxamento” no conjunto imagem da função característica 

de um conjunto, Zadeh formulou matematicamente um subconjunto fuzzy (MARINS, 2016; 

BARROS e BASSANEZZI, 2010; ORTEGA, 2001; ZADEH, 1965). 

 

Definição 1: Um subconjunto fuzzy F de um Conjunto Universo U (𝐹 ⊆ 𝑈)  é caracterizado 

por uma função  𝜑𝐹: 𝑈 → [0, 1], chamada função grau de pertinência do conjunto fuzzy F.   
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Formalmente, um subconjunto fuzzy foi definido pela ampliação do contradomínio da 

função característica – do conjunto {0, 1} para o intervalo [0, 1].  

Para Marins (2016) e Peixoto (2005), função de pertinência é uma função numérica 

gráfica/tabulada que atribui valores de pertinência fuzzy para os valores de uma variável em 

seu conjunto universo, representando, ainda, os aspectos fundamentais de todas as ações 

teóricas e práticas de sistemas fuzzy.  

É necessário lembrar que o universo de uma variável representa o intervalo numérico 

de todos os possíveis valores reais que uma variável específica pode assumir. Voltando ao nosso 

exemplo, o conjunto B (números reais próximos de 5) é uma questão que nos direciona a uma 

série de análises e, a depender do contexto, os números podem ser associados a graus de 

pertinência compatíveis com as características do conjunto. 

 

2.10.3 Operações entre conjuntos fuzzy 

 

Neta seção é apresentaremos as operações típicas de conjuntos como união, intersecção 

e complementação. 

Dados A e B, dois subconjuntos fuzzy de U e funções de pertinências indicadas por 𝜑𝐴 

e 𝜑𝐵, respectivamente, diz-se que A é subconjunto fuzzy de B (A ⊂ B), se A(x) ≤ B(x) para todo 

x ∈ U. O conjunto vazio (∅) tem função de pertinência 𝜑(∅) = 0 enquanto o conjunto universo 

(U) tem função de pertinência 𝜑(𝑈) = 1 para todo x ∈ U. Assim, pode-se dizer que ∅ ⊂ A e que 

A ⊂ U para todo A. 

 

Definição 2: Dados dois conjuntos fuzzy A e B, as funções de pertinência que representam os 

conjuntos fuzzy união, intersecção e complementar de conjuntos fuzzy são dadas por: 

 

𝜑(𝐴∪𝐵)(𝑥) =  𝑚𝑎𝑥(𝑥∈𝑈){𝜑(𝐴)(𝑥),𝜑(𝐵)(𝑥)} =  𝜑(𝐴)(𝑥)⋁𝜑(𝐵)(𝑥),                       (31) 

 

𝜑(𝐴∩𝐵)(𝑥) =  𝑚𝑖𝑛(𝑥∈𝑈){𝜑(𝐴)(𝑥),𝜑(𝐵)(𝑥)} =  𝜑(𝐴)(𝑥)⋀𝜑(𝐵)(𝑥),                        (32) 

 

𝜑(𝐴′)(𝑥) = 1 − 𝜑(𝐴)(𝑥),     𝑥 ∈ 𝑈                                                                               (33) 

 

respectivamente.  

 A Figura 18 ilustra a Definição 2. 
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Figura 18: Operações com subconjuntos fuzzy – (a) Conjunto Fuzzy A; (b) Conjunto uzzy B; 

(c) União; (d) Intersecção; (e) Complemento 

 

 
Fonte: Adaptado de (MARINS, 2016) 

 

2.10.4 Número fuzzy 

 

 Assim como no caso clássico, em números fuzzy também há necessidade de recorrer a 

cálculos matemáticos, porém com o diferencial de se trabalhar com valores imprecisos, ou seja, 

todos são unânimes em afirmar que o triplo de uma quantidade “em torno de 2” resulta em outra 

“em torno de 6”. Para isso, existem objetos que generalizam os números reais – os chamados 

de números fuzzy (PEIXOTO, 2005). Para definir um número fuzzy, é necessário introduzir os 

conceitos de α-nível de um conjunto fuzzy A e Suporte de A. 

 

Definição 3: Dados um conjunto fuzzy A e α ∈ [0, 1], define-se como α – nível de A o conjunto: 

 

[𝐴]∝ = {𝑥 ∈ 𝑈: 𝜑𝐴(𝑥) ≥∝}.                                                                           (34) 

 

Definição 4: Dado um conjunto fuzzy A, Suporte de A (suppA) são todos os elementos de U que 

têm grau de pertinência diferente de zero em A, ou seja, 

 

 𝑠𝑢𝑝𝑝𝐴 = [𝐴]0 = {𝑥 ∈ 𝑈: 𝜑𝐴(𝑥) > 0}.                                                                (35) 
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Definição 5: É denominado número fuzzy, um conjunto fuzzy A, quando o conjunto universo 

(onde A está definido) é o conjunto dos números reais (𝜑𝐴(𝑥): R → [0, 1]) e satisfaz `as 

condições 

1. [𝐴]∝ ≠ ∅, ∀𝛼 ∈  [0, 1];  

2. [𝐴]∝ é um intervalo fechado, ∀α ∈ [0, 1]; 

3. O suporte de A é limitado. 

 

Os números fuzzy mais comuns são os triangulares e os trapezoidais (Figura 19). 

 

Definição 6: Diz-se que um número fuzzy A é triangular se sua função de pertinência é da 

forma: 

 

𝜑𝐴(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 𝑎
𝑥 − 𝑎

𝑏 − 𝑎
,       𝑠𝑒 𝑎 ≤ 𝑥 < 𝑏

𝑥 − 𝑐

𝑏 − 𝑐
,      𝑠𝑒 𝑏 ≤ 𝑥 < 𝑐

0,       𝑠𝑒 𝑥 ≥ 𝑐

,                                                                           (36) 

 

para a < b < c. 

O gráfico de um número fuzzy triangular tem em sua base o intervalo [a, c], um único 

vértice no ponto (b, 1) formando um triângulo. Assim, os números reais, a, b e c definem o 

número fuzzy triangular A.  

 

Definição 7: Diz-se que um número fuzzy A é trapezoidal se sua função de pertinência é da 

forma:  

 

𝜑𝐴(𝑥) =

{
  
 

  
 

0,       𝑠𝑒 𝑥 < 𝑎
𝑥 − 𝑎

𝑏 − 𝑎
,       𝑠𝑒 𝑎 ≤ 𝑥 < 𝑏

1,               𝑠𝑒 𝑏 ≤ 𝑥 < 𝑐
𝑥 − 𝑑

𝑐 − 𝑑
,      𝑠𝑒 𝑐 ≤ 𝑥 < 𝑑

0,       𝑠𝑒 𝑥 ≥ 𝑑

,                                                                           (37) 

 

para a < b < c < d. 
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Figura 19: Ilustração gráfica para funções de pertinência – (a) Triangular; (b) Trapezoidal 

 
Fonte: MARINS (2016) 

 

2.10.5 Relações fuzzy 

 

 As relações fuzzy, assim como ocorre nos conjuntos fuzzy, são uma generalização das 

relações clássicas. Uma relação clássica descreve a inter-relação entre dois ou mais objetos, 

podendo ser binária, quando ocorre entre dois objetos; ternária, se ocorrer entre três objetos; e 

n-ária para n objetos (MARINS, 2016). Como exemplo, uma relação entre pai e filho pode ser 

representada por uma relação binária (pai, filho).  

Uma relação clássica segue a função característica clássica como, por exemplo, em 

relações humanas uma relação de amizade entre duas pessoas significa que, ou alguém é seu 

amigo ou não o é – uma simplificação da realidade. Por outro lado, uma relação de "amizade 

fuzzy” entre duas ou mais pessoas pode levar em consideração o grau de amizade entre ambos, 

ou seja, dois ou mais indivíduos podem se relacionar com diferentes graus de amizade entre 0 

(não amigos) e 1 (certamente amigos). Portanto, na Teoria Clássica de Conjuntos uma relação 

indica, entre os objetos em análise, se existe ou não associação, enquanto numa relação fuzzy, 

além de indicar se existe ou não uma associação, indica também o grau dessa relação (MARINS, 

2016; MARINS e PEIXOTO, 2016; PEIXOTO, 2005). 

 No desenvolvimento deste trabalho se depara com informações da forma: “Se p é A, e q 

é B, e r é C, ...., então y é D”. Para traduzir essas sentenças numa linguagem matemática, é 

preciso modelar os conectivos “e” e “ou”, bem como a condição “Se ... então ...”.  

Primeiramente considerando o conectivo “e”, operador lógico de união de conjuntos 

(operador min), denota-se por norma triangular (t-norma), adotando como notação genérica o 

símbolo  e, escrevendo xy. 

 

Definição 8: O operador  :[0,1][0,1] →[0,1], dado por  : (x, y) = xy é uma t-norma, se 

satisfaz as seguintes condições:  
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i) Elemento neutro: (1, x) = 1x = x;  

ii) Comutativa: (x, y) = xy = yx = ( y, x);  

iii) Associativa: x( yz) = (xy)z; 

iv) Monotonicidade: se x  u e y  v, então xy  uv. 

 

Um exemplo de t-norma é dado por Marins (2016): 

 

(x, y) = 𝑥∆𝑦 ≤ 𝑚𝑖𝑛{𝑥, 𝑦} → (𝑥, 0) = 𝑥∆𝑦 ≤ 𝑚𝑖𝑛{𝑥, 0} = 0.                               (38) 

 

Análogo à construção das t-normas, o termo “ou”, operador lógico de intersecção de 

conjuntos (operador max) é denominado conorma triangular (t-conorma) e adotada como 

notação genérica o símbolo ∇ e, escrevemos x∇y. 

 

Definição 9: O operador (x, y) = xy é uma t-conorma se satisfaz as seguintes condições: 

i) Elemento neutro: (0,x) = 0x = x;  

ii) Comutativa: (x, y) = xy = yx = ( y, x); 

iii) Associativa: x( yz) = (xy)z; 

iv) Monotonicidade: se x  u e y  v, então xy  uv. 

 

Um exemplo de t-conorma é dado por Marins (2016): 

 

∇(x, y) = 𝑥∇𝑦 ≤ 𝑚𝑎𝑥{𝑥, 𝑦} → ∇(𝑥, 0) = 𝑥∇𝑦 ≤ 𝑚𝑎𝑥{𝑥, 0} = 𝑥.                       (39) 

 

A saber, as t-normas e t-conormas são responsáveis pela base teórica para os sistemas 

baseados em regras fuzzy, que são as principais ferramentas da lógica fuzzy utilizadas neste 

trabalho. 

 

Definição 10. A relação clássica ℜ, sobre 𝑈1𝑥𝑈2𝑥𝑈3𝑥 …𝑥𝑈𝑛, é um subconjunto (clássico) 

qualquer do produto cartesiano 𝑈1𝑥𝑈2𝑥𝑈3𝑥 …𝑥𝑈𝑛. Se o produto cartesiano é formado por 

apenas dois conjuntos, sejam iguais (𝑈𝑥𝑈) ou diferentes (𝑈1𝑥𝑈2), ℜ é chamada de relação 

binária sobre 𝑈 e binária sobre 𝑈1𝑥𝑈2, respectivamente. 
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 Pelo fato da relação ℜ ser um subconjunto do produto cartesiano, a mesma pode ser 

representada por uma função característica 𝑋𝑅, da seguinte forma: 

 

𝑋𝑅(𝑥1, 𝑥2, … , 𝑥𝑛) = {
1,     𝑠𝑒 (𝑥1, 𝑥2, … , 𝑥𝑛) ∈ 𝑅  

0,     𝑠𝑒 (𝑥1, 𝑥2, … , 𝑥𝑛) ∉ 𝑅
.                                              (40) 

 

Definição 11: A relação fuzzy ℜ sobre 𝑈1𝑥𝑈2𝑥𝑈3𝑥 …𝑥𝑈𝑛, é um subconjunto fuzzy qualquer 

de 𝑈1𝑥𝑈2𝑥𝑈3𝑥 …𝑥𝑈𝑛. Se o produto cartesiano é formado por apenas dois conjuntos, sejam 

iguais (𝑈𝑥𝑈) ou diferentes (𝑈1𝑥𝑈2), a relação é chamada de fuzzy binária ou fuzzy binária 

sobre 𝑈1𝑥𝑈2, respectivamente. E, se os conjuntos 𝑈𝑖  forem todos iguais a U, ℜ é uma relação 

fuzzy sobre U.  

 

Uma relação fuzzy sobre 𝑈1𝑥𝑈2𝑥𝑈3𝑥… 𝑥𝑈𝑛, fator de grande utilidade na teoria de 

controladores fuzzy, é o produto cartesiano entre conjuntos fuzzy. 

 

Definição 12: O produto cartesiano fuzzy dos subconjuntos fuzzy 𝐴1𝑥𝐴2𝑥𝐴3𝑥 …𝑥𝐴𝑛 de 

𝑈1𝑥𝑈2𝑥𝑈3𝑥 …𝑥𝑈𝑛, respectivamente, é a relação fuzzy 𝐴1𝑥𝐴2𝑥𝐴3𝑥… 𝑥𝐴𝑛 representada pela 

função de pertinência  

 

𝜑𝐴1𝑥𝐴2𝑥𝐴3𝑥…𝑥𝐴𝑛(𝑎1, 𝑎2, 𝑎3, … , 𝑎𝑛) = 𝜑𝐴1(𝑎1)⋀𝜑𝐴2(𝑎2)⋀𝜑𝐴3(𝑎3)⋀…⋀𝜑𝐴𝑛(𝑎𝑛),        (41) 

para todo (𝑎1, 𝑎2, 𝑎3, … , 𝑎𝑛) ∈ 𝑈1𝑥𝑈2𝑥𝑈3𝑥… 𝑥𝑈𝑛, onde ∧ representa o mínimo.  

 

2.10.6 Sistema de Inferência Fuzzy (SIF) 

 

Um SIF pode ser entendido como uma coleção de variáveis de entradas e de saídas com 

regras que associam as entradas para resultar em conjuntos para as saídas (WEBER e KLEIN, 

2003). Em Pereira (2021), um SIF pode ser entendido como componente de um Sistema de 

Base de Regras Fuzzy (SBRF) responsável pela tradução matemática de sua base de regras, 

influenciando não apenas na resposta do sistema, como também no custo computacional. Para 

Martins (2018) um SIF associa uma entrada a uma saída, utilizando um processo de 

fuzzificação, uma base de regras, um modo de inferência e um defuzzificador, como 

esquematizado na Figura 20.  
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Figura 20: Esquema geral de um Sistema de Inferência Fuzzy 

Fonte: Adaptado de (CUNHA, ANTUNES e MOURA, 2020) 

 

No processo de fuzzificação, os dados de entrada são modelados por conjuntos fuzzy, 

com seus respectivos domínios, por meio de funções de pertinência construídas a partir da base 

de conhecimentos que devem possuir informações necessárias para se tratar o assunto 

(PEIXOTO et. al., 2008; MARTINS, 2018; BARROS e BASSANEZZI, 2010). 

A base de regras é o módulo central do sistema fuzzy, sendo composta por proposições 

descritas na forma linguística por sentenças do tipo “SE...ENTÃO” que são construídas de 

acordo com estudos realizados na base de conhecimento. 

O modo de inferência fuzzy traduz matematicamente cada proposição fuzzy por meio 

de técnicas de lógica fuzzy. Nele se define as t-normas, t-conormas e regras de inferência a 

serem usadas na obtenção das relações fuzzy modeladas na base de regras. 

Na defuzzificação as saídas fuzzy do módulo de inferência são transformadas em 

número crisp, ou seja, em número real (BARROS & BASSANEZZI, 2010). 

Segundo a teoria de Zadeh (1965), dados vários conjuntos e um elemento, este mesmo 

elemento pode pertencer a um ou mais conjuntos, com diferentes graus de pertinência 

(Definição 1). Em Martins (2018), para a implementação do módulo de inferência fuzzy as 

principais operações são: união, intersecção e complemento (Definição 2).  

As formas de implementação do módulo SIF mais utilizados, apontados em muitos 

trabalhos, são os controladores de Mamdani e Takagi-Sugeno. Outros métodos de inferência 
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fuzzy, ou possibilidade de se adicionar inovações às técnicas existentes com o objetivo de 

melhorar o desempenho computacional e a aplicabilidade de um SBRF são contemplados na 

literatura (Pereira, 2021; SON, VIET e HAI, 2017).  

 O método de Mamdani foi proposto em 1974 por Ebrahim Mamdani, da Universidade 

de Londres, o Método de Mandani foi um dos pioneiros em modelos de sistemas fuzzy, que na 

ocasião foi criado para controlar um motor a vapor em combinação com uma caldeira. Para 

isso, aplicou-se um conjunto de regras fuzzy fornecidos por operadores experientes, algoritmos 

fuzzy para sistemas complexos e processos de decisão (LIMA, 2008; QUISPE e YUJRA, 2022). 

 Pelo método de Mamdani, nas implicações “SE (if)” são aplicados os operadores “E 

(and)” ou “OU (or)” que ativam a regra “ENTÃO”, mencionadas anteriormente.  

 O operador “E” e a função de implicação podem ser implementados pelas operações de 

intersecção (min) e produto algébrico (prod) (SOUSA JR, 2010). 

Na operação de intersecção, define-se a função de pertinência resultante como o valor 

mínimo, para cada ponto do domínio, entre as funções de pertinência 𝜑𝐴(𝑥) 𝑒 𝜑𝐵(𝑥) dos 

conjuntos fuzzy com entradas A e B. Já o produto algébrico corresponde ao produto das funções 

de pertinência dos conjuntos fuzzy de entrada.  

O operador “OU” permite o uso direto das operações união (max) e soma algébrica 

(probor).  

Na operação de união, a função de pertinência resultante é definida como o valor 

máximo para cada ponto do domínio entre as funções de pertinência (𝜑𝐴(𝑥) 𝑒 𝜑𝐵(𝑥)) dos 

conjuntos fuzzy com entrada A e B. Já a soma algébrica corresponde à diferença entre a soma 

das funções de pertinência dos conjuntos fuzzy de entrada e o produto destas funções.  

Após o processo de defuzzificação e tomada de decisão, os valores obtidos ainda são 

mensurados por conjuntos fuzzy. É necessário, porém, que estes sejam agregados de maneira 

que a saída corresponda a um único conjunto fuzzy para cada variável de saída (SOUSA JR, 

2010). Os operadores que implementam essa agregação são: união (max), soma algébrica 

(probor) e soma de cada regra de saída (sum).  

O método de inferência TSK (Takagi-Sugeno-Kang), definido por Takagi, Sugeno e 

Kang (TAKAGI E SUGENO, 1985), consiste em uma abordagem sistemática para gerar regras 

fuzzy baseadas em um conjunto de dados de entrada (input) e saída (output). Nesses sistemas, 

as entradas e saídas são variáveis reais, como nos sistemas com fuzzificador e defuzzificador. 

Entretanto, ao invés de considerar as regras fuzzy “Se-Então”, utilizam as regras na forma “Se 

x é A (premissa) - Então y = cx (consequente).” Para um estudo mais detalhado sobre o método 

TSK, ver Machado (2003). Neste trabalho, porém, é utilizado o Método de Mamdani. 
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A etapa de defuzzificação, conforme mencionado anteriormente, é responsável pela 

transformação dos dados difusos em numéricos e pode ser feito por vários métodos, como os 

elencados por Mendonça Neta (2005), Sousa Jr (2010) e Lima (2016): 

• Centro de gravidade (COG) ou centro de área (COA): método desenvolvido por Sugeno 

em 1985, muito precisa e a mais utilizada na literatura, obtém o centro de gravidade da 

distribuição de possibilidades da ação de controle. A técnica de defuzzificação pelo 

COG/COA pode ser expressa como: 

 

𝐶𝑂𝐺(𝐵) =
∑ 𝑥𝑖𝜑𝐵(𝑥𝑖)
𝑛
𝑖=0

∑ 𝜑𝐵(𝑥𝑖)
𝑛
𝑖=0

 ,                                                                                      (45) 

 

para o domínio discreto. 

 

𝐶𝑂𝐺(𝐵) =
∫ 𝑥𝜑𝐵(𝑥) 𝑑𝑥ℝ

∫ 𝜑𝐵(𝑥)𝑑𝑥ℝ

,                                                                                           (46) 

 

para o domínio contínuo.  

• Média dos máximos (MOM): é uma derivação do método de COG, calcula a média de 

todos os valores de saída onde os graus de pertinência atingiram o máximo, e expressa 

por: 

 

𝑀𝑂𝑀(𝐵) =
∑𝑥𝑖

𝑛
,                                                                                                 (42) 

 

sendo n o número dos valores x quantizados que atingem os valores máximos de 𝑥𝑖, com 

1 ≤ 𝑖 ≤ 𝑛, os elementos de maior pertinência ao conjunto fuzzy B. 

• Maior dos máximos (LOM): maior valor entre os dados de saída que tem grau máximo 

de pertinência, de acordo com: 

 

𝐿𝑂𝑀(𝐵) = {𝑚𝑎 𝑥(𝑥𝑖\𝜑𝐵(𝑥𝑖) = 𝑚𝑎𝑥(𝜑𝐵(𝑥𝑖)))}.                                             (43) 

 

• Mínimo dos máximos (SOM): menor saída com o valor máximo de grau de pertinência, 

expressa por: 
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𝑆𝑂𝑀(𝐵) = {𝑚𝑖 𝑛(𝑥𝑖\𝜑𝐵(𝑥𝑖) = 𝑚𝑖𝑛(𝜑𝐵(𝑥𝑖)))}.                                                   (44) 

 

• Bissector de área (BIA): método que calcula o ponto de encontro das bissetrizes dos 

ângulos internos da função de pertinência resultante do processo de inferência. Os 

resultados proporcionados por esse método são muito próximos aos proporcionados 

pelo COG, e pode ser expresso como: 

 

𝐵𝐼𝐴(𝐵) =
∑ 𝑥𝑖
𝐿
𝑖=0 ∑ 𝜑𝐵(𝑥𝑖)

𝑀
𝑗=0

∑ ∑ 𝜑𝐵(𝑥𝑖)
𝑀
𝑗=0

𝐿
𝑖=0

 .                                                                              (47) 

 

A Figura 21 possibilita a visão gráfica dos diferentes métodos de defuzzificação. 

 

Figura 21: Sumário dos diferentes métodos de defuzificação 

 
Fonte: Autoria própria 
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3 MATERIAIS E MÉTODOS 

 

 

 

Para que se atinja os objetivos propostos neste trabalho, foram selecionados um banco 

de imagens coletadas aleatoriamente do entorno da rodovia Raposo Tavares (entre os 

quilômetros 90 e 105), um conjunto de descritores pré-estabelecidos em Marins Zurssa e 

Martins (2022) e um modelo de SIF, e foram realizados diversos experimentos com o propósito 

de relacionar e identificar os melhores resultados de classificação dos pixels para, então, efetuar 

a segmentação das respectivas áreas. Neste capítulo são apresentados os procedimentos 

metodológicos para o desenvolvimento da tese. 

 

3.1 Área de estudo 

 

A área de estudo compreende a região entre os quilômetros 90 e 105 da Rodovia Raposo 

Tavares, no trecho que corta a cidade de Sorocaba/SP, como mostrado na Figura 22. 

 

Figura 22: Mapa de localização da área de estudo na Rodovia Raposo Tavares 

 
Fonte: Autoria própria 

 



68 
 

 

3.2 Materiais 

  

Os recursos materiais utilizados para o desenvolvimento desta pesquisa são constituídos 

por um conjunto de imagens aéreas de alta resolução (fornecidas pelo orientador), banco de 

amostras/imagens (construído pelo autor), softwares para o processamento das imagens 

(MATLAB) e o aplicativo do Google Earth (Livre). Maiores detalhes desses materiais serão 

explicados nessa e nas próximas seções conforme locação no texto. 

O conjunto de imagens aéreas (dados do voo em Anexo A) é formado por 9 imagens 

com resoluções espaciais de 0,70 metros, salvas em arquivos de 203 MB no formato “tif” com 

dimensões de 8418 x 8443 pixels (exemplo na Figura 23(a)), que abrangem toda a cidade de 

Sorocaba. 

De posse do conjunto de imagens aéreas, para posterior análise e coleta de amostras, 

definiu-se visualmente a região de interesse do entorno da Rodovia Raposo Tavares (entre os 

quilômetros 90 e 105). Desta região, coletou-se 10 sub-imagens (exemplo na Figura 23(b)), 

que foram salvas em formato “tif” nas dimensões 1366 x 619 pixels com 2,41 MB e que foram 

utilizadas para a coleta das amostras, cujas dimensões são de 7 x 7 pixels (exemplo nas Figuras 

23(c)-(h)). 

 

Figura 23: Processo de construção de recortes para o banco de imagens – (a) Imagem aérea, (b) 

Sub-imagem do entorno da rodovia, (c) Recorte de área residencial, (d) Recorte de área industrial, (e) 

Recorte de área de rodovias, (f) Recorte de área de solo exposto, (g) Recorte de área de vegetação 

arbórea, (h) Recorte de área de vegetação rasteira 

 

 
Fonte: Autoria própria 
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Assim, o banco de imagens para análise, estudo, construção e treinamento do sistema 

de classificação e segmentação é composto por 1200 amostras coletadas, visualmente e 

aleatoriamente, de acordo com as seguintes coberturas do solo: áreas residenciais, industriais, 

solos expostos, vegetações arbóreas e rasteiras, além da própria rodovia (Tabela 1). Desse 

conjunto, todas as imagens, como já mencionado, possuem dimensões 7 x 7 pixels e foram 

salvas em formato “tif”.  

Para a escolha da dimensão utilizada na caracterização dos cinco descritores (D1, D2, 

D3, D4 e D5) foram realizados testes em diversos tamanhos de imagens como, por exemplo, 5 

x 5 pixels, 7 x 7 pixels, 15 x 15 pixels, 29 x 29 pixels e 41 x 41 pixels.  Assim, 7 x 7 pixels foi 

selecionado por apresentar melhor resultado na segmentação, em se tratando da nitidez da 

mesma. Uma justificativa é que esse tamanho se aproxima dos padrões em filtragem, que é 3 x 

3 dados em Gonzalez e Woods (2010) e então, não distorce a imagem fazendo com que perca 

suas características.  

As Figuras 24 e 25 exemplificam, respectivamente, a textura das coberturas do solo e 

um mosaico com amostras do banco de imagens (10 amostras por linha, ordenadas de cima para 

baixo em residência, solo exposto, indústria, rodovia, vegetação arbórea e vegetação rasteira).  

 

Figura 24: Exemplos de tipos de cobertura do solo – (a) Residencial, (b) Industrial, (c) Rodovia, 

(d) Solo Exposto, (e) Vegetação Arbórea, (f) Vegetação Rasteira 

 
       Fonte: Autoria própria 
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Figura 25: Mosaico com recortes do banco de imagens (dimensões 7 x 7 pixels) 

 
 Fonte: Autoria própria 

 

Tabela 1: Cobertura e quantidade de imagens 

Tipo de Cobertura Quantidade de imagens 

Residencial 200 

Industrial 200 

Rodovia 200 

Solo Exposto 200 

Vegetação Arbórea 200 

Vegetação Rasteira 200 

  

Total 1200 

                             Fonte: Autoria própria 

 

O software utilizado no processamento das imagens e para construção do SIF foi o 

MATLAB; a caixa de ferramentas fuzzy Logic Desiner Toolbox for MATLAB e computador 

DELL i15-5567-A40C com processador Intel Core i7-7ª geração, 8 GB de memória RAM e 
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disco rígido de 1 TB. O aplicativo é o Google Earth Pro, baixado no mesmo computador, cujo 

objetivo foi o de testar o sistema em um outro conjunto de imagens totalmente diferente ao 

utilizado na construção do SIF. 

 

3.3 Métodos 

 

Com técnicas de PDI e Lógica Fuzzy foi desenvolvido um sistema para classificação e 

segmentação das regiões do entorno das rodovias com o objetivo de identificar os diversos tipos 

de cobertura do solo. Toda a análise para construção e teste do sistema foi feita em amostras 

com dimensões 7 x 7 pixels. Para o processo de segmentação foram utilizadas janelas de 

tamanho 7 x 7 pixels em sub-imagens coletadas aleatoriamente do entorno da rodovia Raposo 

Tavares entre os quilômetros 90 e 105. 

 

3.3.1 Pré-Processamento das imagens 

 

 Para a extração das características de cor (matiz, saturação e intensidade) foi trabalhado, 

no conjunto de amostras, diretamente em cada canal dos modelos de cores HSV e Lab. Os 

descritores de textura foram obtidos através das matrizes de coocorrencias numa combinação 

entre os canais R, G e B da imagem (MARINS ZURSSA e MARTINS, 2022), como 

apresentados nas próximas seções.  

 

3.3.2 Extração de Características de Cor e Textura 

 

A princípio as imagens são adquiridas no modelo RGB. A partir desta, com o auxílio do 

software MATLAB, fez-se as conversões necessárias para a extração dos atributos de cor e 

textura, analisadas de maneira separada.  

 

• Características de Cor 

 

Para extração das características de cor, foi realizado a conversão do modelo RGB para 

os modelos HSV e Lab através das funções do MATLAB: rgb2hsv e rgb2lab, respectivamente. 

Desses modelos, os canais de cores foram separados para realizar uma análise minuciosa de 

suas características. Utilizou-se os três canais do modelo HSV e, quanto ao modelo Lab, 

trabalhou-se apenas com o canal a, cujos valores de intensidade que se encontravam no 



72 
 

 

intervalo [0,5, 0,8] foram mapeados para o intervalo [0, 1] através da função imadjust. A escolha 

dos modelos de cores, bem como dos canais utilizados no presente estudo foi motivado pela 

melhor definição e resultados apresentados nos testes realizados. A Figura 26 ilustra um 

exemplo de desacoplagem dos canais H, S, V, R, G, B e A de uma imagem (com dimensões 

maiores do que 7 x 7 pixels para melhor visualização). 

 

Figura 26: Separação dos canais H, S e V (à esquerda), R, G e B (à direita) e A (abaixo) 

 
Fonte: Autoria própria 

 

Definiu-se, então, os descritores para cada tipo de cobertura do solo aplicando a média 

aritmética, através da função mean2, diretamente nos canais de cores H, S e V do espaço HSV 

e A do espaço Lab. Assim, os descritores baseados nos modelos de cor HSV e Lab utilizados 

no trabalho para classificação das imagens (amostras) foram construídos e nomeados de acordo 

com:  

 

𝐷1 =
1

𝑁.𝑀
∑ ∑ 𝐻𝑖𝑗

𝑀
𝑗=1

𝑁
𝑖=1 ,                                                                                       (48) 

 

𝐷2 =
1

𝑁.𝑀
∑ ∑ 𝑆𝑖𝑗,

𝑀
𝑗=1

𝑁
𝑖=1                                                                                         (49) 
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𝐷3 =
1

𝑁.𝑀
∑ ∑ 𝑉𝑖𝑗,

𝑀
𝑗=1

𝑁
𝑖=1                                                                                         (50) 

 

𝐷4 =
1

𝑁.𝑀
∑ ∑ 𝐴𝑖𝑗

𝑀
𝑗=1

𝑁
𝑖=1 ,                                                                                        (51) 

 

onde: 

𝐻𝑖𝑗 é o valor do canal H do sistema HSV do pixel ij, 

𝑆𝑖𝑗 é o valor do canal S do sistema HSV do pixel ij, 

𝑉𝑖𝑗 é o valor do canal V do sistema HSV do pixel ij, 

𝐴𝑖𝑗 é o valor do canal A do sistema Lab do pixel ij, 

N e M são o número de linhas e colunas na imagem. 

Verifica-se que D1, D2, D3 e D4, são formulados com base no matiz, saturação, 

intensidade e componente verde/vermelho da imagem, respectivamente. A metodologia 

aplicada na escolha desses descritores é a mesma utilizada em Marins Zurssa e Martins (2022) 

– análise em todos os canais de cores de diversos modelos testados. 

A Figura 27 ilustra um exemplo de aplicação do cálculo dos descritores – neste caso, 

D3 no canal V do espaço HSV em uma amostra de vegetação arbórea. Após etapa de formulação 

dos descritores D1, D2, D3 e D4, eles foram aplicados no conjunto de amostras do banco de 

imagens.  

 

Figura 27: Descritor D3 em área de Vegetação Arbórea (Canal V do modelo de cor HSV) 

 
Fonte: Autoria própria 

 

Para melhor entendimento da metodologia aplicada na construção do SIF, que por sua 

vez depende dos valores desses descritores, mostraremos aqui esses dados, bem como suas 

análises. Portanto, as Figuras 28-31 mostram, em gráficos, os valores dos descritores para cada 

tipo de cobertura do solo das imagens analisadas, onde o eixo horizontal não representa 

nenhuma ordem, mas somente o emparelhamento das imagens. 
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Figura 28: Ilustração gráfica para os valores do descritor D1 em relação à cobertura do solo 

 
Fonte: Autoria própria 

 

 

Figura 29: Ilustração gráfica para os valores do descritor D2 em relação à cobertura do solo 

 
Fonte: Autoria própria 
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Figura 30: Ilustração gráfica para os valores do descritor D3 em relação à cobertura do solo 

 
Fonte: Autoria própria 

 

Figura 31: Ilustração gráfica para os valores do descritor D4 em relação à cobertura do solo 

 
Fonte: Autoria própria 

 

Como é possível observar na Figuras 28, o descritor D1 separa, quase que totalmente, o 

grupo residencial e solo exposto dos demais, uma vez que a ‘linha” de interseção entre esses 

dois grupos e os demais apresenta valores de D1 próximos de 0,16. Porém, para esse descritor 

não é possível diferenciar o grupo residencial de solo exposto, pois os mesmos possuem valores 
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de D1 semelhantes. Na Figura 29, o descritor D2 apresenta uma separação, não totalmente, 

para os grupos industrial e rodovias em relação aos demais, cuja linha de intersecção desses 

grupos apresenta valores de D2 próximos de 0,20. Análogo ao descritor D1, em D2 também 

não é possível diferenciar indústria de rodovias – possuem valores semelhantes para este 

descritor. Na Figura 30, observa-se que D3 agrupa, razoavelmente, três tipos de coberturas do 

solo – vegetação arbórea (D3 < 0,39), vegetação rasteira (0,30 < D3 < 0,58), residencial, 

industrial, rodovia e solo exposto (D3 > 0,46). Já na Figura 31, o descritor D4 praticamente 

isola o grupo residencial dos demais (D4 > 0,45), porém apresenta alguns poucos pontos em 

comum com solo exposto. Deve-se destacar, no entanto, que nenhum desses descritores isola 

completamente qualquer um dos tipos de cobertura do solo.  

A seguir é apresentado o descritor D5, formulado pela característica de energia da imagem, 

por meio de matrizes de coocorrencias. 

 

• Características de Textura 

 

As características de textura, dadas pelo Contraste, Correlação, Energia e 

Homogeneidade por meio das Equações 26, 27, 28 e 29, respectivamente, foram analisadas e 

calculadas através das matrizes de coocorrências. 

Após separar os canais R, G e B do espaço de cor RGB da imagem e ter feito a 

combinação entre eles seguindo o mesmo raciocínio do trabalho de Hamuda, Glavin e Jones 

(2016) – onde os autores apresentam, na fase de pré-processamento das imagens, uma série de 

combinação entre os canais de cores – a função resultante é dada por: 

 

    f(x,y) = 3.R + 4.G – 1,9.B,                                                                                  (52) 

 

onde os coeficientes de R, G e B foram definidos pelo autor desta tese, por meio de testes 

realizados em um conjunto de valores, sendo esses os que apresentaram melhores resultados 

para os grupos de industrias e rodovias (análise feita em gráficos de dispersões). 

Desacoplou-se os canais R, G e B de uma imagem em RGB, e aplicada a Equação 52, 

que posteriormente, na imagem resultante em tons de cinza, aplicou-se as funções graycomatrix 

e graycoprops em todas as orientações (0º, 45º, 90º e 135º). Para o presente trabalho, utilizou-

se a Energia na orientação 0º para formulação do descritor D5: 
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     𝐷5 = ∑ ∑ 𝐶𝑑,𝜃
𝑘 (𝑙,𝑚)2, 𝑘 = 4, 𝑑 = 1, 𝜃 = 0° 𝐿−1

𝑚=0
𝐿−1
𝑙=0                        (53) 

 

A escolha da característica de Energia na orientação 0° foi realizada em conjunto com 

a definição da Equação 52, ou seja, motivada pela melhor definição ao grupo industrial em 

relação às demais coberturas do solo, a partir da inspeção visual em gráficos de dispersões como 

apresentados em Marins Zurssa e Martins (2022). 

Análogo aos estudos dos descritores de D1 a D4, D5 foi calculado a partir do mesmo 

conjunto de amostras de imagens. Pelo mesmo motivo explicado anteriormente, os dados desse 

descritor são apresentados na Figura 32. Observa-se ainda uma razoável distinção do conjunto 

industrial (D5 > 0,80) em relação aos demais (D5 < 0,80), pois apresenta alguns pontos em 

comum com o grupo de rodovias.  

 

Figura 32: Ilustração gráfica para os valores do descritor D5 em relação à cobertura do solo 

 
Fonte: Autoria própria 

 

Após o cálculo dos cinco descritores (D1 a D5) no conjunto de amostras composto por 

1200 imagens, sendo 200 para cada tipo de cobertura do solo, os intervalos de valores de cada 

descritor que melhor representam cada grupo de cobertura do solo foram obtidos pela análise 

visual dos gráficos apresentados nas Figuras 28-32. Esses intervalos são apresentados na 

Tabela 2.  
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Na Seção 3.3.3, é apresentada a metodologia de construção do SIF proposto para este 

trabalho. 

 

Tabela 2: Intervalo de valores dos descritores para cada cobertura do solo 

Cobertura do 

Solo 

D1 D2 D3 D4 D5 

Residencial [0,08, 0,15] [0,24, 0,43] [0,39, 0,81] [0,18, 1,00] [0,01, 0,78] 

Industrial [0,15, 0,54] [0,02, 0,20] [0,43, 0,88] [0,00, 0,42] [0,01, 1,00] 

Rodovia [0,13, 0,34] [0,07, 0,20] [0,46, 0,71] [0,00, 0,11] [0,14, 1,00] 

Solo Exposto [0,04, 0,16] [0,14, 0,53] [0,52, 0,82] [0,00, 1,00] [0,01, 1,00] 

Vegetação 

Arbórea 

[0,14, 0,44] [0,14, 0,38] [0,19, 0,39] [0,00, 0,41] [0,01, 0,04] 

Vegetação 

Rasteira 

[0,13, 0,26] [0,20, 0,40] [0,29, 0,59] [0,00, 0,30]    [0,01, 0,03] 

Fonte: Autoria própria 

 

3.3.3 Construção do SIF 

 

Como já mencionado, nenhum dos cinco descritores analisados nas Figuras 28-32 

classificam, por si só, as diferentes coberturas do solo em estudo. Observa-se que alguns grupos 

de coberturas estão melhores definidos, porém outros não. Levando-se em consideração essas 

superposições dos valores dos descritores para os grupos dados, fez-se necessário e essencial a 

construção de um SIF, como esquematizado na Figura 33, para que se implementasse o 

processo de classificação de cada uma das 1200 imagens do banco.  

A princípio, os valores dos descritores, dados na Tabela 2, foram classificados em até 

três níveis – Baixo / Médio / Alto, e que são mostrados na Tabela 3. Vale ressaltar que os 

conjuntos fuzzy para cada descritor (mínimo de 2 conjuntos e máximo de 3) foram definidos 

de acordo com os pontos de intersecções (Baixo / Médio / Alto) e foi mensurado conforme 

melhor separasse os grupos de cobertura do solo. Alguns desses grupos apresentaram 

descritores com mais de uma classificação, como por exemplo, áreas de rodovias que 

apresentaram dois intervalos de valores para o descritor D3 – Médio e Alto. Esses detalhes 

também podem ser analisados nos gráficos já dados nas Figuras 28-32. 
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Figura 33: SIF usado na classificação da Cobertura do Solo 

 

Fonte: Autoria própria 

 

Tabela 3: Classificação Baixo/Médio/Alto para os tipos de Cobertura 

Cobertura do 

Solo 

D1 D2 D3 D4 D5 

Residencial Baixo Alto Alto Alto Baixo 

Industrial Alto Baixo Alto Baixo Alto 

Rodovia Alto Baixo Médio/Alto Baixo Baixo 

Solo 

Exposto 

Baixo Baixo/Alto Alto Baixo Baixo/Alto 

Vegetação 

Arbórea 

Alto Baixo/Alto Baixo Baixo Baixo 

Vegetação 

Rasteira 

Baixo/Alto Alto Médio Baixo Baixo 

          Fonte: Autoria própria 

 

A partir da análise dos dados apresentados nas Tabelas 2 e 3, construiu-se os conjuntos 

de pertinência do sistema proposto. O conjunto de entrada do SIF é formado pelos cinco 

descritores (D1, D2, D3, D4 e D5), cujas funções de pertinência usadas para cada variável de 
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entrada são as trapezoidais – muito comum na literatura. As Tabelas 4-10 e as Figuras 34-38, 

ilustram, respectivamente, para cada descritor, as variáveis linguísticas, os domínios e funções 

de pertinências usadas neste trabalho. 

 

Tabela 4: Variável linguística D1 

Valor linguístico 

(Descritor D1) 

Domínio Função 

Baixo [0,000, 0,185] 

𝜑𝐴(𝑥) =

{
 
 

 
 

0, 𝑠𝑒 𝑥 < 0

                1, 𝑠𝑒 0 ≤ 𝑥 < 0,125
0,185 − 𝑥

0,06
, 𝑠𝑒 0,125 ≤ 𝑥 < 0,185

0, 𝑠𝑒 𝑥 ≥ 0,185

 

Alto [0,125, 2,000] 

𝜑𝐵(𝑥) =

{
 
 

 
 

0, 𝑠𝑒  𝑥 < 0,125
𝑥 − 0,125

0,06
, 𝑠𝑒  0,125 ≤ 𝑥 < 0,185

          1, 𝑠𝑒 0,185 ≤ 𝑥 ≤ 2
0, 𝑠𝑒 𝑥 > 2

 

Fonte: Autoria própria 

 

Figura 34: Função de pertinência para a variável D1 

Fonte: Autoria própria 



81 
 

 

 

Tabela 5: Variável linguística D2 

Valor linguístico 

(Descritor D2) 

Domínio Função 

Baixo [0,000, 0,220] 

𝜑𝐴(𝑥) =

{
 
 

 
 

0, 𝑠𝑒 𝑥 < 0

                1, 𝑠𝑒 0 ≤ 𝑥 < 0,18
0,22 − 𝑥

0,04
, 𝑠𝑒 0,18 ≤ 𝑥 < 0,22

0, 𝑠𝑒 𝑥 ≥ 0,22

 

Alto [0,180, 2,000] 

𝜑𝐵(𝑥) =

{
 
 

 
 

0, 𝑠𝑒 𝑥 < 0,18
𝑥 − 0,18

0,04
, 𝑠𝑒 0,18 ≤ 𝑥 < 0,22

                 1, 𝑠𝑒 0,22 ≤ 𝑥 ≤ 2
0, 𝑠𝑒 𝑥 > 2

 

Fonte: Autoria própria 

 

Figura 35: Função de pertinência para a variável D2 

 
Fonte: Autoria própria 
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Tabela 6: Variável linguística D3 

Valor linguístico 

(Descritor D3) 

Domínio Função 

Baixo [0,000, 0,415] 

𝜑𝐴(𝑥) =

{
 
 

 
 

0, 𝑠𝑒 𝑥 < 0
 

                1, 𝑠𝑒 0 ≤ 𝑥 < 0,355
0,415 − 𝑥

0,06
, 𝑠𝑒 0,355 ≤ 𝑥 < 0,415

0, 𝑠𝑒 𝑥 ≥ 0,415

 

Médio [0,355, 0,532] 

𝜑𝐵(𝑥) =

{
 
 
 

 
 
 

0,       𝑠𝑒 𝑥 < 0,355

        
𝑥 − 0,355

0,06
,       𝑠𝑒 0,355 < 𝑥 < 0,415

                1,      𝑠𝑒 0,415 ≤ 𝑥 < 0,500
0,532 − 𝑥

0,032
,      𝑠𝑒 0,500 ≤ 𝑥 ≤ 0,532

0,       𝑠𝑒 𝑥 > 0,532

 

Alto [0,500, 2,000] 

𝜑𝐶(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0,500
𝑥 − 0,500

0,032
,       𝑠𝑒 0,500 ≤ 𝑥 < 0,532

                 1,       𝑠𝑒 0,532 ≤ 𝑥 ≤ 2
0,       𝑠𝑒 𝑥 > 2

 

Fonte: Autoria própria 

 

 

Figura 36: Função de pertinência para a variável D3 

 
Fonte: Autoria própria 
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Tabela 7: Variável linguística D4 

Valor linguístico 

(Descritor D4) 

Domínio Função 

Baixo [0,000, 0,700] 

𝜑𝐴(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0

                1,      𝑠𝑒 0 ≤ 𝑥 < 0,3
0,7 − 𝑥

0,4
,      𝑠𝑒 0,3 < 𝑥 < 0,7

0,       𝑠𝑒 𝑥 ≥ 0,7

 

Alto [0,300, 2,000] 

𝜑𝐵(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0,3
𝑥 − 0,3

0,4
,       𝑠𝑒 0,3 ≤ 𝑥 < 0,7

                 1,       𝑠𝑒 0,7 ≤ 𝑥 ≤ 2
0,       𝑠𝑒 𝑥 > 2

 

Fonte: Autoria própria 

 

 

Figura 37: Função de pertinência para a variável D4 

 
Fonte: Autoria própria 
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Tabela 8: Variável linguística D5 

Valor linguístico 

(Descritor D5) 

Domínio Função 

Baixo [0,000, 0,700] 

𝜑𝐴(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0

                1,      𝑠𝑒 0 ≤ 𝑥 < 0,1
0,7 − 𝑥

0,6
,      𝑠𝑒 0,1 ≤ 𝑥 ≤ 0,7

0,       𝑠𝑒 𝑥 > 0,7

 

Alto [0,600, 2,000] 

𝜑𝐵(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0,6
𝑥 − 0,6

0,3
,       𝑠𝑒 0,6 ≤ 𝑥 < 0,9

                 1,       𝑠𝑒 0,9 ≤ 𝑥 ≤ 2
0,       𝑠𝑒 𝑥 > 2

 

Fonte: Autoria própria 

 

Figura 38: Função de pertinência para a variável D5 

 
Fonte: Autoria própria 

 

Os gráficos de dispersões dados nas Figuras 39-42 foram construídos apenas com os 

descritores utilizados neste trabalho. Marins Zurssa e Martins (2022) desenvolveram uma série 

de análises para outros descritores em diversos outros modelos de cores.  

As separações dos grupos foram feitas manualmente por meio de análise visual e a 

ordem com que os pares de descritores foram correlacionados (D1xD2, D1xD3, D1xD5, 

D4xD5) não interferem nos resultados.  
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Figura 39: Gráfico relação D1 x D2 

Fonte: Autoria própria 

 

Figura 40: Gráfico relação D1 x D3 

 
Fonte: Autoria própria 
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Figura 41: Gráfico relação D1 x D5 

 
Fonte: Autoria própria 

 

 

Figura 42: Gráfico relação D4 x D5 

 

Fonte: Autoria própria 
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O conjunto de base de regras utilizado é composto por proposições fuzzy e controlado 

pelo método de Mamdani, sendo min no modo de implementação do operador and e max na 

agregação, e que foram selecionados por meio de estudos como os apresentados por Marins 

Zurssa e Martins (2022). Esse conjunto é formado por 54 regras do tipo “Se (D1 é Baixo) e (D2 

é Alto) e (D3 é Alto) e (D4 é Alto) e (D5 é Baixo) então (Cobertura do Solo é Residencial)” que 

foram elaboradas em dois grupos: um com 12 regras e outro com 42. 

O primeiro grupo, composto por 12 regras, foi construído por meio da análise dos 

valores apresentados na Tabela 3. Em outras palavras, realizou-se a combinação entre todos os 

descritores da Tabela 3 relativos a cada cobertura do solo. Por exemplo, o grupo residencial só 

pode ter uma combinação (D1 Baixo, D2 Alto, D3 Alto, D4 Alto e D5 Baixo), enquanto 

rodovias apresentam duas combinações (D1 Alto, D2 Baixo, D3 Médio, D4 Baixo e D5 Baixo; 

e D1 Alto, D2 Baixo, D3 Alto, D4 Baixo e D5 Baixo). Ainda é possível verificar que esses 

descritores possuem pesos com valores iguais a 1, pois são grupos que estão mais bem definidos 

nos Gráficos 28-32. 

Quanto ao segundo grupo, composto por 42 regras, para se buscar correlações entre os 

descritores, foram construídos gráficos de dispersões (ilustrados nas Figuras 39, 40, 41 e 42) 

para pares dos parâmetros de cor e textura. Esses gráficos foram construídos para facilitar na 

diferenciação das coberturas do solo, uma vez que esse conjunto de regras apresentou alto grau 

de indefinição para as respectivas coberturas, como é possível verificar nesses gráficos as 

superposições de vários pontos, ou seja, mais de um grupo de cobertura do solo se alocam numa 

mesma região.  

Portanto, após exaustiva análise dos respectivos gráficos, juntamente com os dados da 

Tabela 3, foram atribuídos pesos entre 0 e 1 aos grupos de coberturas do solo.  Os pesos 

utilizados foram definidos de forma a se reforçar as coberturas do solo que melhor 

diferenciassem as regiões, ou seja, grupos com alto grau de indefinição (no gráfico de dispersão) 

possuem pesos próximos de 0, aumentando proporcionalmente até 1, à medida que os grupos 

foram apresentando melhor definição nos respectivos gráficos.  

Observa-se, ainda, que na Tabela 10 pode aparecer regras iguais para duas coberturas 

do solo, como por exemplo, as regras 18 e 42 são as mesmas para cobertura residencial e 

industrial, diferindo apenas pelo peso atribuído a cada uma (0,02 para residencial e 0,16 para 

solo exposto). Pesos esses, foram atribuídos de acordo com análise nos gráficos de dispersões, 

onde foi verificado a porcentagem de pertencimento de cada cobertura ao respectivo descritor.  

O conjunto de regras tanto para o primeiro quanto para o segundo grupo, juntamente 

com os pesos são apresentados, respectivamente, nas Tabelas 9 e 10. 
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Tabela 9: Conjunto de regras – 1° grupo 

Regras 

1. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Alto) e (D4 é Alto) e (D5 é Baixo) então 

(Cobertura do Solo é Residencial)”. 

2. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Alto) e (D4 é Baixo) e (D5 é Alto) então 

(Cobertura do Solo é Industrial)”. 

3. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Alto) e (D4 é Baixo) e (D5 é Baixo) então 

(Cobertura do Solo é Rodovia)”. 

4. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Médio) e (D4 é Baixo) e (D5 é Baixo) então 

(Cobertura do Solo é Rodovia)”. 

5. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Alto) e (D4 é Baixo) e (D5 é Alto) então 

(Cobertura do Solo é Solo Exposto)”. 

6. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Alto) e (D4 é Baixo) e (D5 é Baixo) então 

(Cobertura do Solo é Solo Exposto)”. 

7. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Alto) e (D4 é Baixo) e (D5 é Alto) então 

(Cobertura do Solo é Solo Exposto)”. 

8. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Alto) e (D4 é Baixo) e (D5 é Baixo) então 

(Cobertura do Solo é Solo Exposto)”. 

9. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Baixo) e (D4 é Baixo) e (D5 é Baixo) então 

(Cobertura do Solo é Vegetação Arbórea)”. 

10. Se (D1 é Alto) e (D2 é Alto) e (D3 é Baixo) e (D4 é Baixo) e (D5 é Baixo) então 

(Cobertura do Solo é Vegetação Arbórea)”. 

11. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Médio) e (D4 é Baixo) e (D5 é Baixo) então 

(Cobertura do Solo é Vegetação Rasteira)”. 

12. Se (D1 é Alto) e (D2 é Alto) e (D3 é Médio) e (D4 é Baixo) e (D5 é Baixo) então 

(Cobertura do Solo é Vegetação Rasteira)”. 

Fonte: Autoria própria 
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Tabela 10: Conjunto de regras – 2° grupo 

Regras Pesos 

13. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Alto) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Solo Exposto)”. 

1 

14. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Alto) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

1 

15. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Médio) e (D4 é Baixo) e (D5 é Alto) 

então (Cobertura do Solo é Residencial)”. 

0,016 

16. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Médio) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Residencial)”. 

0,016 

17. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Médio) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Residencial)”. 

0,027 

18. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Alto) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Residencial)”. 

0,02 

19. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Médio) e (D4 é Baixo) e (D5 é 

Alto) então (Cobertura do Solo é Industrial)”. 

0,027 

20. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Médio) e (D4 é Baixo) e (D5 é Alto) 

então (Cobertura do Solo é Industrial)”. 

0,027 

21. Se (D1 é Alto) e (D2 é Alto) e (D3 é Médio) e (D4 é Baixo) e (D5 é Alto) 

então (Cobertura do Solo é Industrial)”. 

0,007 

22. Se (D1 é Alto) e (D2 é Alto) e (D3 é Alto) e (D4 é Baixo) e (D5 é Alto) 

então (Cobertura do Solo é Industrial)”. 

0,006 

23. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Baixo) e (D4 é Baixo) e (D5 é 

Alto) então (Cobertura do Solo é Solo Exposto)”. 

0,009 

24. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Baixo) e (D4 é Alto) e (D5 é 

Baixo) então (Cobertura do Solo é Solo Exposto)”.  

0,009 

25. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Alto) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”.  

0,009 

26. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Baixo) e (D4 é Baixo) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 

27. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Baixo) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 
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Regras 

 

Pesos 

28. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Baixo) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 

29. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Baixo) e (D4 é Baixo) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 

30. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Baixo) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 

31. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Baixo) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 

32. Se (D1 é Alto) e (D2 é Alto) e (D3 é Baixo) e (D4 é Baixo) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 

33. Se (D1 é Alto) e (D2 é Alto) e (D3 é Baixo) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 

34. Se (D1 é Alto) e (D2 é Alto) e (D3 é Baixo) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,009 

35. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Médio) e (D4 é Baixo) e (D5 é 

Alto) então (Cobertura do Solo é Solo Exposto)”. 

0,03 

36. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Médio) e (D4 é Alto) e (D5 é 

Baixo) então (Cobertura do Solo é Solo Exposto)”. 

0,036 

37. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Médio) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”.  

0,036 

38. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Médio) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Solo Exposto)”. 

0,036 

39. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Médio) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,036 

40. Se (D1 é Alto) e (D2 é Alto) e (D3 é Médio) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Solo Exposto)”. 

0,036 

41. Se (D1 é Alto) e (D2 é Alto) e (D3 é médio) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,036 

42. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Alto) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,16 

43. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Alto) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Solo Exposto)”. 

0,016 



91 
 

 

Regras Pesos 

44. Se (D1 é Alto) e (D2 é Baixo) e (D3 é Alto) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,016 

45. Se (D1 é Alto) e (D2 é Alto) e (D3 é Alto) e (D4 é Alto) e (D5 é Baixo) 

então (Cobertura do Solo é Solo Exposto)”. 

0,016 

46. Se (D1 é Alto) e (D2 é Alto) e (D3 é Alto) e (D4 é Alto) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,016 

47. Se (D1 é Alto) e (D2 é Alto) e (D3 é Alto) e (D4 é Baixo) e (D5 é Alto) 

então (Cobertura do Solo é Solo Exposto)”. 

0,013 

48. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Baixo) e (D4 é Baixo) e (D5 é 

Baixo) então (Cobertura do Solo é Vegetação Arbórea)”. 

0,004 

49. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Médio) e (D4 é Baixo) e (D5 é 

Baixo) então (Cobertura do Solo é Vegetação Arbórea)”.  

0,004 

50. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Baixo) e (D4 é Baixo) e (D5 é 

Baixo) então (Cobertura do Solo é Vegetação Arbórea)”. 

0,004 

51. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Baixo) e (D4 é Baixo) e (D5 é 

Baixo) então (Cobertura do Solo é Vegetação Rasteira)”. 

0,02 

52. Se (D1 é Baixo) e (D2 é Baixo) e (D3 é Médio) e (D4 é Baixo) e (D5 é 

Baixo) então (Cobertura do Solo é Vegetação Rasteira)”. 

0,02 

53. Se (D1 é Baixo) e (D2 é Alto) e (D3 é Baixo) e (D4 é Baixo) e (D5 é 

Baixo) então (Cobertura do Solo é Vegetação Rasteira)”. 

0,02 

54. Se (D1 é Alto) e (D2 é Alto) e (D3 é Alto) e (D4 é Baixo) e (D5 é Baixo) 

então (Cobertura do Solo é Vegetação Rasteira)”. 

0,02 

Fonte: Autoria própria 

 

A etapa de defuzzificação, responsável pela transformação dos dados fuzzy em 

numéricos, foi realizada pelo método MOM com base nos estudos de Marins Zurssa e Martins 

(2022). 

 O conjunto de saída é formado por funções triangulares (Figura 43) – cujos domínios e 

graus de pertinências para tais funções estão apresentados na Tabela 11 – que classifica cada 

pixel, quanto ao tipo de cobertura do solo, em residência, indústria, rodovia, solo exposto, 

vegetação arbórea ou vegetação rasteira. Em outras palavras, é realizado a leitura do pixel na 
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imagem e relacionando aos níveis Baixo, Médio ou Alto dos descritores, classificando assim 

ao grupo a que pertence.  

 

Tabela 11: Valores do conjunto de saída do Sistema 

Valor linguístico 

(Cobertura do Solo) 

Domínio Função 

Residência [0,0, 0,2] 

𝜑𝑅𝐸(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0

0,2 − 𝑥

0,2
,      𝑠𝑒 0 ≤ 𝑥 < 0,2

0,       𝑠𝑒 𝑥 ≥ 0,2

 

Solo Exposto [0,0, 0,4] 

𝜑𝐼𝑁(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0
𝑥

0,2
,       𝑠𝑒  0 ≤ 𝑥 < 0,2

0,4 − 𝑥

0,2
,      𝑠𝑒 0,2 ≤ 𝑥 < 0,4

0,       𝑠𝑒 𝑥 ≥ 0,4

 

Indústria [0,2, 0,6] 

𝜑𝑅𝑂(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0,2
𝑥 − 0,2

0,2
,       𝑠𝑒  0,2 ≤ 𝑥 < 0,4

0,6 − 𝑥

0,2
,      𝑠𝑒 0,4 ≤ 𝑥 < 0,6

0,       𝑠𝑒 𝑥 ≥ 0,6

 

Rodovia [0,4, 0,8] 

𝜑𝑆𝐸(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0,4
𝑥 − 0,4

0,2
,       𝑠𝑒  0,4 ≤ 𝑥 < 0,6

0,8 − 𝑥

0,2
,      𝑠𝑒 0,6 ≤ 𝑥 < 0,8

0,       𝑠𝑒 𝑥 ≥ 0,8

 

Vegetação 

Arbórea 

[0,6, 1,0] 

𝜑𝑉𝐴(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0,6
𝑥 − 0,6

0,2
,       𝑠𝑒  0,6 ≤ 𝑥 < 0,8

1 − 𝑥

0,2
,      𝑠𝑒 0,8 ≤ 𝑥 < 1

0,       𝑠𝑒 𝑥 ≥ 1

 

Vegetação 

Rasteira 

[0,8, 1,0] 

𝜑𝑉𝑅(𝑥) =

{
 
 

 
 

0,       𝑠𝑒 𝑥 < 0,8
𝑥 − 0,8

0,2
,       𝑠𝑒 0,8 ≤ 𝑥 ≤ 1

0,       𝑠𝑒 𝑥 > 1 

 

Fonte: Autoria própria 
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Figura 43: Variáveis de saída Cobertura do Solo – Residencial (RE); Solo Exposto (SE); 

Industrial (IN); Rodovia (RO); Vegetação Arbórea (VA); Vegetação Rasteira (VR) 

 
Fonte: Autoria própria 

 

 É possível verificar na Figura 43 como as funções de pertinências identificam os grupos 

de Cobertura do Solo. Por exemplo, se uma amostra é mensurada em 0,05 pelo sistema, esta, 

de acordo com as Funções/ Equações dadas na Tabela 11, pertence tanto ao grupo residencial 

como a de solo exposto, porém com graus de pertinência 0,75 e 0,15, respectivamente. O 

sistema, porém, a classifica como residencial, uma vez que apresenta maior grau de pertinência 

para este grupo. O mesmo raciocínio se aplica às demais coberturas do solo, de acordo com a 

ordem dada na Figura 43. 

  

3.3.4 Classificação pixel a pixel 

 

 Como já mencionado, o sistema faz a leitura e o pré-processamento das imagens, cujas 

dimensões são de 7x7 pixels, analisa suas características de cor e textura e as classificam de 

acordo com o tipo de cobertura do solo às quais pertencem. Na próxima etapa será realizado a 

classificação pixel a pixel em imagens recortadas de áreas maiores do entorno da rodovia 

Raposo Tavares – imagens de no mínimo 1400 x 600 pixels. Após a classificação dos pixels, a 

imagem é segmentada em regiões, por meio de limiares dados pela saída do sistema, de acordo 

com a cobertura do solo. 

 O processo de classificação e segmentação da imagem é realizado da seguinte maneira: 

(1°) uma máscara de tamanho 7x7 começa varrendo a imagem no canto superior 

esquerdo;  
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(2º) com base nos 49 pixels da máscara, o pixel central é classificado de acordo com o 

tipo de cobertura do solo em estudo; 

(3º) na posição central do pixel na imagem de saída é armazenado o resultado da 

classificação; 

(4º) a máscara passa para o próximo pixel da imagem e repete o processo. Isto é feito 

sucessivamente até a última janela (tamanho 7x7 pixels) da imagem no canto inferior 

direito; 

(5°) Obtém-se uma matriz de valores com os pixels classificados;  

(6º) a imagem é segmentada em tons de cinza de acordo com a cobertura do solo 

estudada. 

Antes do processo de classificação pixel a pixel, foi calculado o índice kappa para o 

conjunto de imagens analisadas, cujo resultado será mostrado mais adiante. 
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4 RESULTADOS E DISCUSSÕES 

 

 

 

Neste capítulo são apresentados os resultados experimentais obtidos na classificação e 

segmentação de imagens do entorno da Rodovia Raposo Tavares – trecho que corta a cidade de 

Sorocaba, entre os quilômetros 90 e 105.  

A Seção 4.1 apresenta a classificação e acurácia do sistema medida pelo índice kappa, 

aplicado em um conjunto de 1200 amostras, sendo 200 para cada cobertura do solo: Residencial, 

Industrial, Rodovia, Solo Exposto, Vegetação Arbórea e Vegetação Rasteira. A Seção 4.2 exibe 

os resultados experimentais obtidos na classificação e segmentação das imagens, recortadas 

aleatoriamente, do entorno da Rodovia Raposo Tavares. 

 

4.1 Classificação das coberturas do solo 

 

Após estudos e uma série de análises para construção do sistema de classificação das 

imagens, o mesmo foi aplicado em 1200 imagens, também de dimensões 7x7 pixels, coletadas 

aleatoriamente e diretamente do conjunto de imagens em áreas próximas à Rodovia Raposo 

Tavares, sendo 200 amostras para cada tipo de cobertura do solo. O sistema, por sua vez, 

mostrou-se capaz de fazer a leitura e o processamento das imagens, analisar e identificar os 

descritores de cor e textura utilizados, mensurar o índice do intervalo ao qual pertencem e as 

classificarem quanto ao tipo de cobertura do solo. Os resultados obtidos são mostrados na 

Figura 44. 

Como já explicado na Figura 43, é possível visualizar na Figura 44, que os valores 

pertencentes ao intervalo [0, 0,1] representam, quase que totalmente, áreas residenciais. O 

sistema proposto classificou 198 imagens de um total de 200, como sendo do grupo residencial 

– as duas imagens restantes foram classificadas como solo exposto. Já as de áreas de solo 

exposto, pertencentes ao intervalo [0,1, 0,3], apresentaram 170 acertos e 30 foram classificadas 

como residencial, erroneamente. O grupo de indústrias, no intervalo [0,3, 0,5] obteve 173 

acertos e 27 foram confundidos com rodovias. As imagens de rodovias, inseridas no intervalo 

[0,5, 0,7], retornaram 183 acertos e 17 erros, sendo 15 como industrial e 2 como solo exposto. 

O grupo de vegetação arbórea, pertencente ao intervalo [0,7, 0,9], apresentou a melhor 

classificação, acertando as 200 imagens. Por último, no intervalo [0,9, 1], as regiões de 
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vegetações rasteiras apresentaram resultados corretos de 194 imagens e erro de classificação 

em apenas 6 imagens, das quais 3 foram confundidas com solo exposto e 3 com vegetação 

arbórea. Com os resultados do sistema foi construída uma matriz de confusão (Tabela 12) e 

efetuado o cálculo do índice kappa pelo MATLAB, cujo resultado foi de 0,92. De acordo com 

Lands e Koch (1977), o resultado do índice kappa está na faixa “quase perfeito”, o que justifica 

a avaliação de eficiência do sistema.  

 

Figura 44:  Conjunto de saída do SIF para Cobertura do Solo 

Fonte: Autoria própria 

 

Tabela 12: Matriz de confusão com os dados fornecidos pelo SIF para Cobertura do Solo 

 
RE IN RO SE VA VR 

RE 
 

198 
 

0 
 

0 2 0 0 

IN 
 

0 173 27 0 0 0 

RO 0 
 

15 183 2 0 0 

SE 30 0 0 170 0 0 

VA 0 0 0 0 200 0 

VR 0 0 0 3 3 194 

Fonte: Autoria própria 
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4.2 Segmentação das imagens 

 
Para se avaliar o desempenho, o sistema proposto foi aplicado em um conjunto de 

diferentes imagens que foram recortadas, aleatoriamente, do entorno da Rodovia Raposo 

Tavares.  

 A Figuras 45 apresenta o resultado da classificação e segmentação para uma imagem 

(sub-imagem 1) de dimensões 1661 x 901 pixels, salva em formato “tif”, retirada do entorno da 

rodovia Raposo Tavares na altura do km 102. 

 

Figura 45: Resultado do sistema para a sub-imagem 1 – (a) Sub-imagem do entorno da 

Rodovia Raposo Tavares na altura do km 102; (b) Imagem classificada e segmentada 

 

 
   Fonte: Autoria própria 
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Nota-se que, qualitativamente, o resultado da classificação e segmentação traz 

informações dos diferentes tipos de cobertura do solo, de acordo com as 6 categorias 

consideradas neste trabalho, possibilitando, a partir da contagem dos pixels nas faixas dos 

valores de saída, se obter uma estimativa da forma como está sendo ocupado o solo no entorno 

da rodovia.  

Em alguns poucos detalhes nas regiões de solo exposto, os que possuem tons mais 

avermelhados são classificados como residências, assim como estacionamentos e calçadas são 

classificados como rodovias.  

É possível verificar na Figura 45(b) que uma pequena faixa de solo exposto nas bordas 

da rodovia foi classificada e segmentada como residência, porém, todos os pontos em que se 

encontram residências foram classificados e segmentados corretamente. Os resultados na 

Figura 45(b) são mostrados, em exemplos de recortes, para cada um dos grupos de coberturas 

do solo, nas Figura 46-51, para uma melhor visualização dos resultados. 

A Figura 46 ilustra detalhes do resultado da classificação para regiões residenciais. 

Observa-se que o sistema apresentou ótimo resultado para este grupo. 

 

Figura 46: Resultado para áreas residenciais 

 
Fonte: Autoria própria 

 

Na Figura 47, é apresentado o resultado da classificação e segmentação para regiões 

industriais, e análogo ao caso anterior, ao de áreas residenciais, é possível verificar que alguns 

pontos de ruas, assim como o canteiro central da rodovia, são classificados e segmentados como 

indústrias, porém, todas as regiões em que se encontram indústrias são classificadas pelo 

sistema, e segmentadas.  
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Figura 47: Recortes de áreas industriais 

 
Fonte: Autoria própria 

 

Na Figura 48, é apresentado o resultado da classificação e segmentação da própria 

rodovia. Verifica-se que os pontos de rodovias são classificados e segmentados corretamente 

pelo sistema, porém alguns ruídos aparecem devido a automóveis e áreas rochosas que se 

acumulam na região. 

 

Figura 48: Recortes de áreas de rodovias 

 
Fonte: Autoria própria 
 

Na Figura 49, é apresentado o resultado do sistema para regiões de solo exposto. Todos 

os pixels de solo exposto de coloração clara, inclusive a estrada de terra, na parte superior do 

lado esquerdo da imagem dada na Figura 45(b), foi classificada e segmentada corretamente. 

Alguns poucos pontos de solo exposto, os de coloração mais escuras (tons avermelhados) foram 

classificados como residências.  
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Figura 49: Recortes de áreas de solo exposto 

 
Fonte: Autoria própria 

 

 Na Figura 50 é mostrada a classificação e segmentação de regiões de vegetação arbórea 

(matas/florestas). Neste grupo, o algoritmo interpretou corretamente todos os pontos de 

vegetações, com uma acurácia de praticamente 100%, desde pequenos arbustos até vegetações 

de grande porte, como matas fechadas e florestas. As mínimas exceções são os pontos de 

sombras. 

 

Figura 50: Recortes de áreas de vegetação arbórea 

 
Fonte: Autoria própria 

 

Por último, é apresentado na Figura 51 o resultado da classificação e segmentação para 

regiões de vegetação rasteira (gramíneas). Assim como nos resultados apresentados em 

vegetação arbórea, este grupo apresentou, visualmente, uma boa segmentação. 
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Figura 51: Recortes de áreas de vegetação rasteira 

 
Fonte: Autoria própria 

 

A Figuras 52 apresenta o resultado da aplicação do algoritmo numa outra imagem (sub-

imagem 2) do entorno da Rodovia Raposo Tavares, na altura do km 100. 

 

Figura 52: Resultado do sistema para a sub-imagem 2 – (a) Sub-imagem do entorno da Rodovia 

Raposo Tavares na altura do km 100; (b) Imagem classificada e segmentada 

 

 
  Fonte: Autoria própria 
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Na Figura 53, dos mesmos resultados dados na Figura 52, é apresentado um mosaico 

de regiões das imagens processadas – desde a imagem original até a segmentação final - para 

cada um dos grupos de cobertura do solo estudados, para que se tenha uma melhor visualização 

dos detalhes. 

 

Figura 53: Mosaico com recortes, por tipo de cobertura do solo, das imagens processadas – 

(a) Residencial; (b) Industrial; (c) Rodovia; (d) Solo Exposto; (e) Vegetação Arbórea; (f) Vegetação 

Rasteira 

 

 
  Fonte: Autoria própria 

 

 

 Observa-se que, para os resultados apresentados na Figura 52(b) e Figura 53, as áreas 

de residências (a), indústrias (b), de rodovias (c), de solo expostos (d), de vegetações arbóreas 
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(e) e de vegetações rasteiras (f) apresentaram excelentes resultados, porém para a classificação 

e segmentação das zonas industriais, partes das calçadas foram avaliadas, pelo sistema, como 

sendo indústrias e/ou rodovias, e para rodovias/vias, os canteiros centrais foram classificados e 

segmentados como indústrias.  

O sistema de classificação e segmentação foi aplicado também numa terceira imagem 

(sub-imagem 3), retirada do entorno da Rodovia Raposo Tavares, na altura do km 95. Os 

resultados estão apresentados nas Figuras 54 e 55. 

 

Figura 54: Resultado do sistema para a sub-imagem 3 – (a) Sub-imagem do entorno da Rodovia 

Raposo Tavares na altura do km 95; (b) Imagem classificada e segmentada 

 

 
                     Fonte: Autoria própria 
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Figura 55: Mosaico com recortes, por tipo de cobertura do solo, de imagens processadas –  

(a) Residencial; (b) Industrial; (c) Rodovia; (d) Solo Exposto; (e) Vegetação Arbórea; (f) Vegetação 

Rasteira 

 

Fonte: Autoria própria 

 

De modo análogo aos resultados anteriores, verifica-se, nas Figuras 54 e 55, que a 

aplicabilidade do sistema para detecção, classificação e segmentação dos seis grupos de 

cobertura do solo se mostra bastante eficiente. 

Uma última aplicação do sistema foi realizada numa quarta imagem (sub-imagem 4), 

recortada da altura do quilometro 98 da rodovia. O resultado da classificação e segmentação é 

mostrado na Figura 56. 
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Figura 56: Resultado do sistema para a sub-imagem 4 – (a) Sub-imagem para teste do sistema 

(b) Resultado da classificação e segmentação 

 

 
  Fonte: Autoria própria 
 

É possível verificar também, um ótima classificação e segmentação para as regiões de 

rodovias e vias, de solos expostos e de vegetações arbóreas e rasteiras. Quanto às residências, 

as texturas mais escuras obtiveram ótimos resultados, enquanto as texturas mais claras foram 

classificadas e segmentadas, em alguns pontos, como rodovias. Já as áreas industriais obtiveram 

bons resultados, apresentando poucas áreas erroneamente classificadas como rodovias. 
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Por fim, é realizada uma aplicação direta do sistema, em uma imagem recortada do 

Google Earth Pro (nomeada, apenas para identificação, como sub-imagem 5). O resultado da 

classificação e segmentação é mostrado na Figuras 57. Observe que para este tipo de imagem 

o sistema classificou os seis tipos de cobertura do solo em apenas três grupos – residencial e 

solo exposto como sendo um mesmo grupo, industrial e rodovias como sendo um outro grupo 

e o último grupo composto por vegetações arbóreas e rasteiras.  

 

Figura 57: (a) Sub-imagem 5 do entorno da Rodovia Raposo Tavares na altura do km 102; (b) 

Imagem classificada e segmentada 

 
                     Fonte: Autoria própria 

 

A sub-imagem analisada representa a mesma região analisada na Figura 45(a), 

diferenciada pelo fato de ser retirada do Google Earth Pro com data de 2022, e portanto, 

possuem características diferentes. Deve-se salientar que o sistema foi calibrado com as 

imagens aéreas, e que este experimento procurou avaliar a generalização do sistema como está. 
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Por último é apresentado na Figura 58 um exemplo de avaliação do sistema em um 

processo de análise temporal de áreas verdes desmatadas, em função das construções de 

rodovias. Para isso foi recortado de uma mesma região, duas imagens do Google Earth Pro, na 

altura do km 92 da Rodovia Raposo Tavares, porém em diferentes datas. Na Figura 58(a), tem-

se uma imagem do ano de 2014 e na Figura 58(b), uma imagem do ano de 2021.  

 

Figura 58: Resultado da classificação e segmentação, do sistema, para imagens retiradas do 

Google Earth Pro – (a) Sub-imagem do entorno da Rodovia Raposo Tavares na altura do km 92 – 

ano 2014; (b) Sub-imagem do entorno da Rodovia Raposo Tavares na altura do km 92 – ano 2021 

 

 
Fonte: Autoria própria 

 

Verifica-se, na imagem segmentada na Figura 58, que a quantidade de pixels escuros 

em (b) é bem menor do que em (a). Estes pixels representam a área verde da região, e fazendo 

a análise destes, pela contagem dos pixels, houve uma diminuição em 45,3% de área verde.  
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5 CONCLUSÕES 

 

 

 

Nesse trabalho, um método automático de classificação e segmentação de regiões em 

imagens digitais utilizando Lógica Fuzzy e método de Mamdani foi proposto e discutido. Os 

experimentos foram conduzidos com foco nos descritores de cor e textura de imagens 

recortadas, aleatoriamente, do entorno da Rodovia Raposo Tavares, entre os quilômetros 90 e 

105. Na área de estudo, destacou-se grandes concentrações de residências, indústrias, rodovias 

e vias, solos expostos, vegetações arbóreas (matas) e vegetações rasteiras (gramíneas), focos do 

presente trabalho. 

Quanto às características da imagem, fez-se a inspeção visual dos grupos de cobertura 

do solo analisando as texturas e cores de cada uma, sendo observado que dois tipos ou mais 

podem apresentar características similares como, por exemplo, rodovias e indústrias, 

residências e solos expostos, o que levou a uma série de estudos para melhor definição e 

diferenciação das características de cada grupo. Dessa análise foram selecionados os descritores 

D1, D2, D3 e D4, com base nos canais de cores H, S, V e A, respectivamente, e o descritor D5 

com base nas características de Energia na orientação 0°, por meio das matrizes de 

coocorrências. Desses, D1 se mostrou eficiente na classificação de áreas residenciais e de 

solos expostos, D2 separou satisfatoriamente os grupos industriais e rodoviários, D3 apresentou 

boa classificação para áreas de vegetações, D4 foi utilizado para diferenciar áreas residenciais 

de solos expostos, e por fim, o descritor D5, classificando de maneira satisfatória, as áreas 

industriais. 

Quanto às técnicas de identificação dos descritores para a classificação automática dos 

tipos de coberturas do solo foi realizado uma série de análises visuais em gráficos de dispersões, 

apresentada em Marins Zurssa e Martins (2022). Essa metodologia possibilitou que se 

identificasse os descritores que melhor definissem os grupos de cobertura do solo, uma vez que 

esses gráficos cruzam os valores de dois descritores agrupando-os e fortalecendo a inspeção 

visual. 

Como nenhum dos cinco descritores classificam, por si só, as coberturas do solo, o uso 

de técnicas de lógica fuzzy se mostrou adequada na diferenciação de características semelhantes 

de cor e textura apresentadas. O SIF, pelo método de Mamdani apresentou resultado mais 

preciso com defuzzificação pelo MOM, e a base de regras, o primeiro grupo, composto por 12 
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regras apresentou resultados satisfatórios. O segundo grupo foi construído para completar todas 

as combinações do SIF, uma vez que o sistema classifica, automaticamente, em 0,5 uma regra 

não localizada. Nesse caso, foi necessário atribuir pesos de acordo com a distribuição dos 

grupos nos gráficos de dispersões, pois em alguns casos, uma mesma regra contempla mais de 

uma cobertura do solo. 

Para se avaliar o desempenho do método proposto nesse trabalho, ele foi aplicado em 

uma série de imagens, recortadas aleatoriamente do entorno da rodovia, e calculado a taxa de 

acerto em relação à classificação visual das mesmas imagens. A menor taxa de acerto foi para 

solo exposto, com 85%, seguido de indústrias com 86,5%. Os demais grupos atingiram taxas 

de acertos maiores do que 90% - rodovias com 91,5%,  vegetação rasteira com 97%, residências 

com 99% e vegetação arbórea com 100%.  

A fim de testar o sistema em outros formatos de imagens, aplicou-o em duas imagens 

retiradas, diretamente, do Google Earth Pro e os resultados apresentados foram promissores 

quanto à classificação de áreas verdes (matas e gramíneas) e rodovias/vias.  

Como resultados gerais dos experimentos, conclui-se que o método proposto se 

apresentou bastante eficiente, uma vez que classifica e segmenta as regiões analisadas nesse 

estudo. Porém, o sistema proposto apresenta algumas limitações como, por exemplo, regiões 

com sombras e com texturas diferentes, às vezes são confundidas. 

Para a área das Ciências Ambientais é um estudo relevante, uma vez que através de 

técnicas de PDI e Lógica Fuzzy é possível a identificação das coberturas do solo já estudadas e 

orientadas nesse trabalho, o que contribui de forma significativa para a análise de regiões no 

entorno de rodovias em uma série temporal, permitindo também o planejamento de ações a 

partir de informações obtidas de grandes conjuntos de imagens de forma automática. Outros 

trabalhos poderão basear-se na metodologia apresentada aqui, já que na literatura não existe 

algo semelhante. 

Em trabalhos futuros, pode-se tratar a questão da construção de um sistema que 

implemente a escolha automática dos descritores utilizando uma rede neural do tipo ARTMAP 

e outras abordagens. Nesse trabalho, buscou-se validar a metodologia baseada na aplicação de 

Mamdani para a classificação e segmentação das regiões. 
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ANEXO A – Dados do vôo para imagens aéreas de Sorocaba 
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