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Impacto potencial dessa pesquisa  

A pesquisa gerou novos conhecimentos sobre a aplicação da termografia 

infravermelha associada a algoritmos de inteligência artificial no monitoramento da 

saúde da glândula mamária bovina. Esses conhecimentos fornecem uma base para o 

desenvolvimento futuro de soluções automatizadas voltadas ao diagnóstico precoce 

de doenças em sistemas de produção animal. O estudo contribui para a melhoria do 

bem-estar animal, a redução de perdas produtivas na pecuária leiteira e a otimização 

da gestão sanitária, além de contribuir para a sustentabilidade do setor. Fundamentos 

estabelecidos nesse trabalho podem orientar futuras inovações em tecnologias de 

monitoramento contínuo e no desenvolvimento de ferramentas automatizadas para 

diagnóstico.  

 

Potential impact of this research  

The research generated new knowledge on the application of infrared thermography 

combined with artificial intelligence algorithms for monitoring the health of the bovine 

mammary gland. This knowledge provides a foundation for the future development of 

automated solutions aimed at the early diagnosis of diseases in animal production 

systems. The study contributes to improving animal welfare, reducing production 

losses in the dairy industry, and optimizing herd health management, while also 

supporting the sustainability of the sector. The principles established in this work may 

guide future innovations in continuous monitoring technologies and the development 

of automated diagnostic tools. 
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Entre Números e Amor 

 

No emaranhado de uma matriz a crescer, 

Os números dançam em ordem secreta, 

Algoritmos revelam o que podem ser, 

Desvendam sua existência de uma forma discreta. 

 

O sentido é dado por cálculos profundos, 

Entrelaçando o real e o imaginado, 

Cada padrão perdido em ciclos fecundos, 

Reside na lógica que o tempo tem traçado. 

 

Mas existir é mais que razão e lógica, 

É um laço que une, é calor e paixão. 

A matemática cede ao amor que é música, 

E o toque sincero se torna canção. 

 

Assim, ao final, somos rimas e dor, 

Entre cifras e laços, um mesmo pulsar. 

Na vastidão do ser, há sempre fervor, 

E na essência do amor, nos permitimos sonhar. 

 

Fonte: elaborado pelo autor com auxílio do modelo de 

linguagem ChatGPT da OpenAI. 
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PADRONIZAÇÃO DA TERMOGRAFIA INFRAVERMELHA PARA DIAGNÓSTICO 
DA MASTITE SUBCLÍNICA BOVINA EM SISTEMA DE ORDENHA ROBÓTICA 

 
 

RESUMO – A mastite é uma das principais enfermidades de vacas leiteiras, acarreta 
prejuízos econômicos, compromete o bem-estar animal e apresenta relevância para 
a saúde pública. A forma subclínica da doença reduz a produção e compromete a 
qualidade nutricional do leite. O uso de tecnologias para seu diagnóstico precoce, 
como a termografia infravermelha (TIV), pode gerar grandes quantidades de dados 
capazes de fornecer informações valiosas quando analisados por técnicas de 
aprendizado de máquina. Diante disso, este trabalho teve como objetivo avaliar e 
aprimorar o uso da TIV no diagnóstico da mastite subclínica bovina, por meio do 
desenvolvimento de estratégias de análise de imagens térmicas apoiadas em 
algoritmos de Inteligência Artificial. Noventa e sete vacas leiteiras foram utilizadas. 
Elas foram ordenhadas em sistema automático de ordenha (AMS) e submetidas à TIV. 
O estado de saúde da glândula mamária foi determinado com o uso de um valor de 
triagem para a contagem de células somáticas do leite de 200.000 células/mL. 
Primeiramente, dados e variáveis de 1.035 unidades amostrais foram analisados com 
algoritmo Extreme Gradient Boosting (XGBoost). Avaliou-se 18 variáveis relacionadas 
ao ambiente, às características físico-químicas do leite, ao animal, à forma de 
agrupamento dos patógenos isolados e à termografia. As variáveis mais relevantes 
para a classificação do estado de saúde foram identificadas e selecionadas para a 
construção do modelo final de predição. Curvas ROC foram construídas e os melhores 
resultados para a área sob a curva (0,843) e especificidade diagnóstica (93,3%) foram 
obtidos com o modelo que considerou todas as variáveis termográficas. O ponto mais 
frio da região de interesse foi considerado o atributo termográfico mais importante no 
diagnóstico da mastite subclínica, e o modelo final criado pode ser utilizado para 
confirmação da doença. Em seguida, avaliou-se o desempenho da integração da TIV 
com modelos de visão computacional. Foram utilizados 514 termogramas de quartos 
mamários saudáveis e com mastite subclínica, analisados com o algoritmo You Only 
Look Once (YOLO), versões 8 e 11, com e sem técnicas de aumento de imagens. 
Todos os modelos apresentaram melhor desempenho na identificação de glândulas 
mamárias saudáveis, com destaque para o YOLOv8, configurado com a ativação de 
técnicas de aumento de imagens em seus valores padrão (precisão média — AP = 
84,2%). O uso de imagens artificiais (mAP50 de 64,3% com o YOLOv8 e 60,4% com 
o YOLO11) melhorou o desempenho dos modelos, demonstrando capacidade de 
generalização na fase de teste, com destaque para o YOLO11 (83,3% de precisão, 
55,6% de sensibilidade, 85,7% de especificidade e 68,8% de acurácia). O algoritmo 
YOLO mostrou-se promissor na avaliação da saúde da glândula mamária bovina com 
base em termogramas, especialmente com a inclusão de imagens sintéticas. O 
presente trabalho evidenciou o potencial de sinergia entre a TIV e os algoritmos de 
Inteligência Artificial no diagnóstico da mastite subclínica bovina. Enquanto o uso do 
XGBoost demonstrou que a análise conjunta de variáveis ambientais, produtivas e 
termográficas pode elevar a acurácia diagnóstica, a aplicação do YOLO reforçou o 
papel da visão computacional na detecção automática de padrões térmicos. 
 
Palavras-chave: ordenha robótica, redes neurais convolucionais, XGBoost  
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STANDARDIZATION OF INFRARED THERMOGRAPHY FOR THE DIAGNOSIS OF 
BOVINE SUBCLINICAL MASTITIS IN ROBOTIC MILKING SYSTEMS 

ABSTRACT – Mastitis is one of the most significant diseases affecting dairy cows, 
leading to economic losses, compromising animal welfare, and posing public health 
concerns. The subclinical form of the disease reduces milk yield and impairs its 
nutritional quality. Technologies aimed at the early diagnosis of this condition, such as 
infrared thermography (IRT), can generate large amounts of data that provide valuable 
insights when subsequently analyzed through machine learning techniques. Therefore, 
this study aimed to evaluate and improve the use of IRT in the diagnosis of bovine 
subclinical mastitis by developing thermal image analysis strategies supported by 
artificial intelligence algorithms. Ninety-seven dairy cows, milked in an automatic 
milking system (AMS), were subjected to IRT evaluation. Mammary gland health status 
was determined based on a screening threshold of 200,000 somatic cells/mL of milk. 
Initially, data and variables from 1,035 sampling units were analyzed using the Extreme 
Gradient Boosting (XGBoost) algorithm. Eighteen variables related to the environment, 
milk physicochemical characteristics, animal features, pathogen grouping, and 
thermography were assessed. The most relevant variables for health status 
classification were identified and selected for constructing the final predictive model. 
Receiver Operating Characteristic (ROC) curves were generated, and the best results 
for the area under the curve (AUC = 0.843) and diagnostic specificity (93.3%) were 
obtained with the model that included all thermographic variables. The coldest point in 
the region of interest was considered the most important thermographic attribute for 
subclinical mastitis diagnosis, and the final model developed can be used as a 
confirmatory diagnostic tool. Subsequently, the integration of IRT with computer vision 
models was evaluated. A total of 514 thermograms of healthy and subclinically mastitic 
udder quarters were analyzed using the You Only Look Once (YOLO) algorithm 
(versions 8 and 11), with and without image augmentation techniques. All models 
performed better at identifying healthy mammary glands, with YOLOv8 standing out 
when configured with default image augmentation settings (average precision – AP = 
84.2%). The use of synthetic images improved model performance (mAP50 = 64.3% 
with YOLOv8 and 60.4% with YOLO11), demonstrating generalization capability in the 
test phase, particularly with YOLO11 (precision 83.3%, sensitivity 55.6%, specificity 
85.7%, and accuracy 68.8%). The YOLO algorithm proved promising for evaluating 
bovine mammary gland health based on thermograms, especially when synthetic 
images were incorporated. This study highlighted the synergistic potential between IRT 
and artificial intelligence algorithms for diagnosing bovine subclinical mastitis. While 
the use of XGBoost demonstrated that the combined analysis of environmental, 
productive, and thermographic variables can enhance diagnostic accuracy, the 
application of YOLO reinforced the role of computer vision in the automatic detection 
of thermal patterns. 

Keywords: convolutional neural networks, robotic milking, XGBoost 
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CAPÍTULO 1 – Considerações gerais 

1. Introdução

Ao longo da última década, assegurar a saúde e o bem-estar dos animais e a 

redução progressiva do uso de medicamentos tornou-se uma preocupação central 

para produtores de leite e consumidores (Bronzo et al., 2020). As estratégias para 

reduzir a dependência de antimicrobianos na produção de leite devem considerar a 

saúde do sistema mamário e o diagnóstico precoce da mastite (Pakrashi et al., 2023). 

A mastite é uma das principais patologias que afetam a saúde do úbere das 

vacas em lactação (Khakimov et al., 2022; Machado et al., 2021). O impacto da 

doença está relacionado com a diminuição do retorno econômico da atividade leiteira 

consequente à redução da produção e da qualidade do leite (Velasco-Bolaños et al., 

2021). A enfermidade é causada sobretudo em reposta aos patógenos contagiosos ou 

ambientais e manifesta-se nas formas clínica ou subclínica (Silva et al., 2021).  

O diagnóstico da mastite subclínica em seus estágios iniciais pode ser útil para 

a identificação do agente causal e dos fatores que proporcionam o seu aparecimento, 

colaborando para implementação de medidas de manejo específicas para o controle 

da doença (Sinha et al., 2018). Desse modo, a detecção precoce da mastite permite 

que produtores de leite adotem medidas para limitar a propagação da enfermidade, 

como o monitoramento e separação de vacas em risco, assim como a higienização 

adequada do equipamento de ordenha usado nessas vacas (Pakrashi et al., 2023). O 

diagnóstico preciso é a melhor maneira de controlar e prevenir a disseminação da 

mastite no rebanho (Wang et al., 2022). 

Nos últimos anos aumentou o interesse na Termografia de Infravermelho (TIV) 

do úbere para diagnosticar precocemente a mastite subclínica em bovinos leiteiros 

(Satheesan et al., 2024). A TIV é um método de medição de temperatura que pode 

fornecer informações para detecção de doenças em animais e avaliação de respostas 

fisiológicas em ambientes extremos. Essa tecnologia foi apontada como uma 

ferramenta eficaz para detectar a temperatura de bovinos (Cai et al., 2023).  

A TIV pode identificar mudanças sutis de temperatura associadas a 

anormalidades no tecido mamário de diversas espécies, dentre elas, humanos, 

bovinos e bubalinos. A imagem termográfica oferece um método de triagem capaz de 
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detectar alterações no fluxo sanguíneo e no metabolismo que resulta em diferenças 

perceptíveis de temperaturas quando capturadas por uma câmera térmica (Al Husaini 

et al., 2024; Gayathri et al., 2024; Satheesan et al., 2024). 

A temperatura da pele da superfície do úbere é um indicador importante para 

determinar a condição do animal, devido à possível influência de várias doenças sobre 

essa região (Khakimov et al., 2022). A elevação da temperatura nos termogramas do 

úbere, em conjunto com o aumento da contagem de células somáticas (CCS) no leite 

estão associados à reação inflamatória mamária (Machado et al., 2021). 

 Nos últimos anos, tecnologias como os sistemas automatizados de ordenha 

(Automated Milking System – AMS) vem sendo adotadas nas fazendas (Lokhorst et 

al., 2019) devido ao aumento dos custos com mão de obra e escassez de 

trabalhadores. Essa tecnologia gera uma grande quantidade de dados que podem ser 

processados com o emprego de algoritmos de aprendizado de máquina para originar 

resultados que possam ajudar a melhorar a produtividade (Olasehinde, 2021). Esses 

algoritmos também podem ser aplicados aos dados termográficos para identificar 

regiões de interesse (ROIs) e analisar informações de temperatura nessas áreas com 

o objetivo de prever resultados (Kim e Hidaka, 2021). Uma melhoria na previsão de

distúrbios de saúde em vacas leiteiras beneficiaria tanto os seres humanos quanto os 

animais (Zhou et al., 2022). 

 Diante disso, objetivou-se avaliar e aprimorar o uso da termografia 

infravermelha no diagnóstico da mastite subclínica bovina, por meio do 

desenvolvimento de estratégias de análise de imagens térmicas com o apoio de 

algoritmos de aprendizado de máquina e de visão computacional. 
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CAPÍTULO 4 – Considerações finais 

À medida que a pecuária se moderniza com o emprego progressivo de 

tecnologias e diante da preocupação com a saúde e bem-estar dos animais, essa 

pesquisa coloca em evidência a importância do desenvolvimento de métodos de 

diagnóstico não invasivos, ágeis e passíveis de integração em AMS. Compreende-se 

que a TIV pode ser integrada como uma tecnologia complementar a outras utilizadas 

na solução de problemas complexos em saúde animal.    

A presente tese demonstrou o potencial de sinergia entre a TIV e algoritmos de 

inteligência artificial no diagnóstico da mastite subclínica bovina. Enquanto o uso do 

XGBoost demonstrou que a análise conjunta de variáveis ambientais, produtivas e 

termográficas podem elevar a acurácia diagnóstica, a aplicação do YOLO reforçou o 

papel da visão computacional na detecção automática de padrões térmicos, mesmo 

diante das limitações decorrentes da escassez de dados representativos da doença. 

A possibilidade de utilizar modelos baseados em inteligência artificial como 

mecanismos confirmatórios ou de triagem representa um ganho relevante para a 

pecuária leiteira, reduzindo perdas produtivas, contribuindo para o uso racional de 

antibióticos e, consequentemente, colaborando para a sustentabilidade do setor. Além 

disso, a adoção de tecnologias que favorecem o bem-estar animal fortalece uma 

imagem positiva da produção leiteira junto à sociedade. 

Entretanto, os resultados desse trabalho também evidenciaram desafios a 

serem superados, como a necessidade de bancos de dados robustos e 

representativos, e o desenvolvimento de sensores adaptados à obtenção de dados 

em tempo real para a campo. Tais aspectos abrem espaço para investigações que 

explorem o potencial da integração entre a termografia infravermelha, aprendizado 

profundo e outras técnicas de monitoramento fisiológico, visando não apenas à 

melhoria do diagnóstico da mastite subclínica, mas também à construção de sistemas 

preditivos mais abrangentes para diferentes enfermidades em animais de produção.  

Por fim, este trabalho se insere no escopo das investigações científicas mais 

atuais reforçando a relevância da integração entre a medicina veterinária e a ciência 

de dados para a criação de metodologias mais eficientes no monitoramento e 

diagnóstico de doenças em animais de produção. 
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