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RESUMO 

 

Há uma crescente disponibilidade de imagens no contexto das ciências ambientais, sendo que  
a análise automática destas, pode permitir a identificação de objetos e regiões de interesse de 
forma mais eficiente, agilizando o estudo de fenômenos e a ocorrência de situações de impactos. 
No entanto, como em qualquer sistema de classificação automática, os resultados obtidos 
dependem de quais descritores são utilizados para se representar as imagens. Neste sentido, este 
trabalho busca discutir e comparar o uso de descritores em níveis de cinza, que estão 
diretamente ligados a textura, e os referentes aos canais de cores. Para isto, foi realizado  um 
estudo para se avaliar os resultados da seleção automática de descritores para se representar 
imagens de forma a permitir a classificação de imagens de troncos de árvores e imagens aéreas 
de uso e ocupação do solo no contexto das Ciências Ambientais. Este estudo utilizou a 
arquitetura de rede neural artificial Fuzzy ARTMAP como classificador e um algoritmo para 
seleção sequencial de descritores. Os resultados consolidam a importância dos descritores de 
textura Haralick, de segunda ordem, a partir de níveis de cinza e a relevância do espaço de cores 
RGB e Lab. 

 

 

Palavras-Chave: textura, cores, níveis de cinza, Fuzzy ARTMAP, classificação 

 

 

 

 

 

 

 

 

 

 

 



 
 

 

ABSTRACT 

 

There is a growing availability of images in the context of the environmental sciences, and the 
automatic analysis of these can allow the identification of objects and regions of interest in a 
more efficient way, speeding up the study of phenomena and the occurrence of situations of 
impacts. However, as in any automatic classification system, the results obtained depend on 
which parameters are used to represent the images. In this sense, this work seeks to discuss and 
compare the use of parameters in gray levels, which are directly linked to texture, and those 
referring to color channels. For this, a study was carried out to evaluate the results of the 
automatic selection of descriptors to represent images in order to allow the classification of 
images of tree trunks and aerial images of use and occupation of the soil in the context of 
Environmental Sciences. This study used the artificial neural network architecture Fuzzy 
ARTMAP as a classifier and an algorithm for the sequential selection+ of descriptors. The 
results consolidate the importance of ,second order, Haralicks´s texture descriptors from gray 
levels and the relevance of the RGB and Lab color space. 

 

Keywords: texture, colors, gray levels, Fuzzy ARTMAP, classification 
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7 CONCLUSÕES 

Com o desenvolvimento deste trabalho e os resultados obtidos foi possível se avaliar 

um conjunto de descritores de caracterização de cor e textura em imagens digitais no contexto 

das Ciências Ambientais, visando a classificação automática através de uma Rede Neural Fuzzy 

ARTMAP. 

Trabalhou-se com dois conjuntos de banco de dados relacionados a diagnósticos 

ambientais com fins de inventário de espécies arbóreas (SB) e de usos e cobertura do solo por 

inspeção de imagens (UC), tendo-se obtido descritores que permitiram taxas de acerto entre 87 

e 100% no primeiro caso e entre 70 e 74% no segundo caso.  

O IBC considerável em ambos os desafios de classificação aponta para a possível 

inserção do sistema de classificação proposto em um único software. Este poderia receber 

entradas de dois tipos de inspeções visuais aéreas, voo baixo coletando imagens de cascas de 

tronco de árvores e coletando imagens de usos de solo em maior altitude, como parte integrante 

de uma solução que envolveria também um VANT para aquisição flexível e processamento de 

dados e treinamento em tempo real.  

Os resultados de SB foram o mais próximo do estado da arte do que os de UC e, 

considerando a complexidade da implementação e da metodologia em geral, os IBCs obtidos 

são relevantes em SB.  Os resultados obtidos com experimentos UC comparados com os 

métodos da literatura foram satisfatórios. 

Com relação aos descritores selecionados a partir de metodologias de caracterização das 

imagens de tons de cinza que salientam a informação de textura presente, pode-se destacar 

aqueles relacionados a análise das matrizes de co-ocorrência e no caso dos descritores obtidos 

a partir dos modelos de cor estudados, salienta-se o RGB e o Lab em ambas as aplicações 

consideradas.  

Com relação ao processo de seleção automática dos descritores de cor e distribuição dos 

tons de cinza para a representação das imagens, pode-se argumentar que o método de Sequential 

Forward Selection agregou diversos descritores que não contribuíram para uma melhora do 

desempenho de classificação e, em alguns casos, até mesmo o diminui. Este comportamento é 

mais evidente no caso do SB, possivelmente devido a menor complexidade quando comparado 

ao UC que necessita de mais descritores para se obter o máximo IBC.  
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No que se refere a avaliação de outros descritores computados a partir de níveis de cinza, 

nota-se que os relacionados à matriz de co-ocorrência (descritores de Haralick) se mostraram 

superiores aos de estatística de primeira ordem e do domínio de Fourier, corroborando a 

estratégia utilizada por  Porebski et al. (2013). A relevância dos descritores Haralick também é 

condizente com outros resultados presentes na literatura e relaciona-se com propriedades de 

estatística de segunda ordem capturadas na matriz de co-ocorrência de níveis de cinza. 

O uso da RNA Fuzzy ARTMAP se mostrou adequado e bastante apropriado para o 

desenvolvimento de metodologias aplicadas ao meio ambiente que geram grandes quantidades 

de dados, uma vez que mostrou-se bastante eficiente tanto no quesito de classificação bem como 

no curto tempo para a obtenção dos resultados, mesmo não sendo utilizado um equipamento de 

alto desempenho computacional. 

Dos resultados obtidos, nota-se a grande contribuição que a informática aplicada ao 

meio ambiente pode trazer para o processo de suporte aos diagnósticos ambientais que, 

notadamente nos casos estudados, levam a classificação automação das imagens, permitindo 

que o especialista ambiental possa utilizar esta informação para analisar possíveis impactos ou 

estimar riscos de forma mais eficiente. 

Como já salientado anteriormente, não houve em qualquer dos experimentos realizados 

a seleção de todos os descritores de um mesmo subgrupo e, embora se possa notar uma 

predominância dos descritores de níveis de cinza, a utilização de um conjunto formado por 

descritores de cor e distribuição dos níveis de cinza levam a melhores resultados no processo 

de classificação. 

Considerando-se que a seleção de descritores mínimos é altamente relacionada ao 

conjunto de imagens utilizadas na fase de treinamento, a expansão deste estudo para outros 

métodos de caracterização de distribuições dos tons de cinza tais como os baseados em 

dimensões fractais e campos de Markov e a análise das distribuições dos diversos canais de 

cores utilizando a matriz de co-ocorrência podem levar a um conjunto mínimo de descritores 

que permitam um processo menos dependente das imagens de treinamento. 
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