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RESUMO

Nessa tese é feita uma breve revisão sobre as principais características do Problema

de Corte de Estoque (PCE) Unidimensional e Bidimensional. Apresentam-se modelos

de otimização matemática utilizados para gerar os padrões de corte unidimensionais

e bidimensionais e diferentes critérios de otimização. Os critérios considerados são:

minimizar o número total de objetos cortados, setups e ciclos da serra que são confli-

tantes entre si, e utiliza-se a abordagem multiobjetivo para resolver o PCE Unidimen-

sional e Bidimensional. Na revisão de literatura verificou-se que o Problema de Corte

de Estoque Bidimensional Multiobjetivo (PCEM-2D) é pouco abordado na literatura.

Os artigos que tratam o caso unidimensional (PCEM-1D) usando métodos de esca-

larização desconsideram a geração dinâmica de colunas para a matriz de restrições

do problema. Assim, a partir da revisão da literatura sobre métodos de escalariza-

ção para problemas de otimização inteira multiobjetivo são selecionados os métodos

ε−Restrito Lexicográfico, Tchebycheff Ponderado Aumentado e Particionamento da

Fronteira para resolver o PCEM-1D e o PCEM-2D, considerando que os padrões de

corte são gerados dinamicamente. Através de simulações computacionais foi possível

concluir que a geração de padrões de corte dinâmica resulta em uma melhor aproxi-

mação da fronteira de Pareto do que a geração de colunas a priori, e que o método que

usa a estratégia branch and cut obteve o melhor desempenho quando comparado a

outros dois métodos para os casos unidimensional e bidimensional. Outra contribuição

dessa tese é a utilização de conceitos de invexidade para provar resultados de otima-

lidade parcial para o problema de corte de estoque biobjetivo. Dessa forma reitera-se

conexões entre a otimização discreta e a otimização contínua multiobjetivo.

Palavras-chave: Problema de corte de estoque, Otimização Multiobjetivo, Métodos de
Escalarização, Invexidade.



ABSTRACT

In this thesis, a review of the main features of the one dimensional and the two dimen-

sional Cutting Stock Problem (CSP) is presented. Mathematical optimization models

to generate one-dimensional and two-dimensional cutting patterns as well as diffe-

rent optimization criteria are discussed. The criteria considered are: minimize the to-

tal number of objects cut, of setups and of saw cycles that conflict with each other,

therefore a multiobjective approach is proposed to solve the One-dimensional and

Two-dimensional CSP. In the literature few papers address the Two-Dimensional Mul-

tiobjective Cutting Stock Problem (MCSP-2D). The papers that propose scalarization

methods for the one-dimensional case (MCSP-1D) do not consider a dynamic gene-

ration of columns for the problem constraint matrix. Thus, from the literature review

about scalarization methods, the ε−Lexicographical Restricted, Augmented Weighted

Tchebycheff and Frontier Partitioning methods were selected to solve the MCSP-1D

and the MCSP-2D considering that the cutting patterns are dynamically generated.

Through the computer simulations it was possible to conclude that the dynamic gene-

ration of cutting patterns results in a better approximation of the Pareto frontier. The

method based on a branch and cut strategy had the best performance compared to the

other two methods for both problems. Another contribution of this thesis is the use of

invexity concepts to prove partial optimality results for the biobjective cutting stock pro-

blem. Thus reiterating connections between discrete optimization and multiobjective

continuous optimization.

Keywords: Cutting stock problem, Multiobjective Optimization, Scalarization methods,
Invexity.



Lista de Figuras

2.1 Ilustração de um Problema de corte de estoque unidimensional. . . . . . . 21
2.2 Problema de corte de estoque bidimensional. . . . . . . . . . . . . . . . . . 22
2.3 Problema de corte de estoque tridimensional. . . . . . . . . . . . . . . . . . 22
2.4 Padrão de corte homogêneo maximal. . . . . . . . . . . . . . . . . . . . . . 23
2.5 Padrão de corte guilhotinado e não guilhotinado. . . . . . . . . . . . . . . 24
2.6 Padrão de corte guilhotinado ortogonal e não ortogonal. . . . . . . . . . . . 25
2.7 Padrão de corte guilhotinado dois estágios. . . . . . . . . . . . . . . . . . . 25
2.8 Máquina utilizada no processo de corte. . . . . . . . . . . . . . . . . . . . . 33

3.1 Espaço decisão (X ) de (3.4) . . . . . . . . . . . . . . . . . . . . . . . . . . 41
3.2 Espaço critério (Z) de (3.4) . . . . . . . . . . . . . . . . . . . . . . . . . . 41
3.3 Representação da fronteira de Pareto e dos vetores ideal e nadir. . . . . . . 42
3.4 Divisão horizontal do triângulo. . . . . . . . . . . . . . . . . . . . . . . . . 46
3.5 Fronteira de Pareto (SP). . . . . . . . . . . . . . . . . . . . . . . . . . . . . 49
3.6 Fronteira de Pareto (ER). . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
3.7 Primeira iteração do método FPA∗ para k = 0. . . . . . . . . . . . . . . . 57
3.8 Segunda iteração do método FPA∗ para k = 1. . . . . . . . . . . . . . . . 57
3.9 Terceira iteração do método FPA∗ para k = 2. . . . . . . . . . . . . . . . . 58
3.10 Quarta iteração do método FPA∗ para k = 3. . . . . . . . . . . . . . . . . 58
3.11 Quinta iteração do método FPA∗ para k = 4. . . . . . . . . . . . . . . . . 58
3.12 Sexta iteração do método FPA∗ para k = 5. . . . . . . . . . . . . . . . . . 58

4.1 Esquema para o método de GC multiobjetivo geral. . . . . . . . . . . . . . 68

5.1 Perfil de desempenho do método ERL para GCd e GCs para o PCEBL
c −1D

com relação a σ2 (c = 4). . . . . . . . . . . . . . . . . . . . . . . . . . . . . 83
5.2 Perfil de desempenho do método FPA∗ para GCd e GCs para o PCEBL

c −
1D com relação a σ2 (c = 4). . . . . . . . . . . . . . . . . . . . . . . . . . . 84

5.3 Perfil de desempenho do método TPA para GCd e GCs para o PCEBL
c −1D

com relação a σ2 (c = 4). . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85
5.4 Perfil de desempenho do método ERL para GCd e GCs para o PCEBL

c −1D
com relação a σ2 (c = 7). . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86

5.5 Perfil de desempenho do método ERL para GCd e GCs para o PCEBL
c −1D

com relação a σ2 (c = dmax). . . . . . . . . . . . . . . . . . . . . . . . . . . 87
5.6 Perfil de desempenho do método FPA∗ para GCd e GCs para o PCEBL

c −
1D com relação a σ2 (c = 7). . . . . . . . . . . . . . . . . . . . . . . . . . . 88

5.7 Perfil de desempenho do método FPA∗ para GCd e GCs para o PCEBL
c −

1D com relação a σ2 (c = dmax). . . . . . . . . . . . . . . . . . . . . . . . . 89



5.8 Perfil de desempenho do método TPA para GCd e GCs para o PCEBL
c −1D

com relação a σ2 (c = 7). . . . . . . . . . . . . . . . . . . . . . . . . . . . . 90
5.9 Perfil de desempenho do método TPA para GCd e GCs para o PCEBL

c −1D
com relação a σ2 (c = dmax). . . . . . . . . . . . . . . . . . . . . . . . . . . 91

5.10 Aproximações da fronteira de Pareto obtidas pelo método FPA∗ utilizando
a GCd e a GCs para c = 7 (classe P, m = 60). . . . . . . . . . . . . . . . . 92

5.11 Aproximações da fronteira de Pareto obtidas pelo método FPA∗ utilizando
a GCd e a GCs para c = dmax (classe P, m = 60). . . . . . . . . . . . . . . 92

5.12 Perfil de desempenho dos métodos ERL, FPA∗ e TPA para o PCEBL
c −

1D com GCd em relação ao tempo (c = 4). . . . . . . . . . . . . . . . . . . 94
5.13 Perfil de desempenho dos métodosERL, FPA∗ e TPA para para o PCEBL

c −
1D com GCd em relação ao tempo (c = 7). . . . . . . . . . . . . . . . . . . 95

5.14 Perfil de desempenho dos métodos ERL, FPA∗ e TPA para o PCEBL
c −

1D com GCd em relação ao tempo (c = dmax). . . . . . . . . . . . . . . . . 97
5.15 Aproximações da fronteira de Pareto obtidas pelos métodos FPA∗, ERL

e TPA utilizando a GCd para c = 7 (classe P, m = 100). . . . . . . . . . . 98
5.16 Aproximações da fronteira de Pareto obtidas pelos métodos FPA∗, ERL

e TPA utilizando a GCd para c = dmax (classe P, m = 100). . . . . . . . . 99
5.17 Perfil de desempenho das variações FPA∗var1 e FPA∗var2 para o (PCEBL

c −
2D) com relação ao tempo (c = 7). . . . . . . . . . . . . . . . . . . . . . . 115

5.18 Perfil de desempenho das variações FPA∗var1 e FPA∗var3 para o (PCEBL
c −

2D) com relação ao tempo (c = 7). . . . . . . . . . . . . . . . . . . . . . . 116
5.19 Perfil de desempenho das variações FPA∗var1 e FPA∗var4 para o (PCEBL

c −
2D) com relação ao tempo (c = 7). . . . . . . . . . . . . . . . . . . . . . . 117

5.20 Perfil de desempenho das variações FPA∗var2 e FPA∗var3 para o (PCEBL
c −

2D) com relação ao tempo (c = 7). . . . . . . . . . . . . . . . . . . . . . . 117
5.21 Perfil de desempenho das variações FPA∗var2 e FPA∗var4 para o (PCEBL

c −
2D) com relação ao tempo (c = 7). . . . . . . . . . . . . . . . . . . . . . . 118

5.22 Perfil de desempenho das variações FPA∗var3 e FPA∗var4 para o (PCEBL
c −

2D) com relação ao tempo (c = 7). . . . . . . . . . . . . . . . . . . . . . . 119
5.23 Perfil de desempenho das variações FPA∗var1 e FPA∗var2 para o (PCEBL

c −
2D) com relação ao tempo (c = dmax). . . . . . . . . . . . . . . . . . . . . 124

5.24 Perfil de desempenho das variações FPA∗var1 e FPA∗var3 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax). . . . . . . . . . . . . . . . . . . . . 125
5.25 Perfil de desempenho das variações FPA∗var1 e FPA∗var4 para o (PCEBL

c −
2D) com relação ao tempo (c = dmax). . . . . . . . . . . . . . . . . . . . . 126

5.26 Perfil de desempenho das variações FPA∗var2 e FPA∗var3 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax). . . . . . . . . . . . . . . . . . . . . 127
5.27 Perfil de desempenho das variações FPA∗var2 e FPA∗var4 para o (PCEBL

c −
2D) com relação ao tempo (c = dmax). . . . . . . . . . . . . . . . . . . . . 128

5.28 Perfil de desempenho das variações FPA∗var3 e FPA∗var4 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax). . . . . . . . . . . . . . . . . . . . . 129
5.29 Perfil de desempenho dos métodos ERL, FPA∗var2 e TPA para o (PCEBL

c −
2D) em relação ao tempo (c = 7). . . . . . . . . . . . . . . . . . . . . . . . 133

5.30 Perfil de desempenho dos métodos ERL, FPA∗var2 e TPA para o (PCEBL
c −

2D) em relação ao hipervolume (σ2) com c = 7. . . . . . . . . . . . . . . . 136
5.31 Aproximações da fronteira de Pareto obtidas pelos métodos FPA∗var2, ERL

e TPA utilizando a GCd para c = 7 (id = 11, m = 100). . . . . . . . . . . 136



5.32 Perfil de desempenho dos métodos ERL, FPA∗var3 e TPA (PCEBL
c −2D)

em relação ao tempo (c = dmax). . . . . . . . . . . . . . . . . . . . . . . . . 137
5.33 Perfil de desempenho dos métodos ERL, FPA∗var3 e TPA em relação ao

hipervolume (σ2) com c = dmax. . . . . . . . . . . . . . . . . . . . . . . . . 139
5.34 Aproximações da fronteira de Pareto obtidas pelos métodos FPA∗var3, ERL

e TPA utilizando a GCd para c = dmax (id = 14, m = 100). . . . . . . . . 139

C.1 Gráfico da função f . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 171
C.2 Esquema de implicações entre os conjuntos de funções. . . . . . . . . . . . 174
C.3 Gráfico da função φ(t) com M = 50. . . . . . . . . . . . . . . . . . . . . . 178
C.4 Gráfico da função φ2(t) com c = 5 e m = 100. . . . . . . . . . . . . . . . . 181



Lista de Tabelas

2.1 Elementos para classificação de Problemas de Corte e Empacotamento. . . 20

3.1 Método da Soma Ponderada aplicado ao Exemplo 3.16. . . . . . . . . . . . 48
3.2 Método ε-Restrito aplicado ao Exemplo 3.16. . . . . . . . . . . . . . . . . . 50
3.3 Resumo da Literatura sobre o PCE multiobjetivo. . . . . . . . . . . . . . . 63
3.4 Resumo dos métodos de escalarização encontrados na literatura e suas va-

riações. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
3.5 Comparação entre BBM, MRV e FPA que utilizam técnicas de decompo-

sição ou divisão do espaço critério. . . . . . . . . . . . . . . . . . . . . . . 66

5.1 Resultados obtidos pelo método ERL para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 4. . . . . . . . . . . . . . . . . . . . . . . 81
5.2 Resultados obtidos pelo método FPA∗ para GC estática (GCs) e dinâmica

(GCd) para PCEBL
c − 1D e c = 7. . . . . . . . . . . . . . . . . . . . . . . 82

5.3 Resultados obtidos pelo método TPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = dmax. . . . . . . . . . . . . . . . . . . . . 83
5.4 Resultados obtidos pelos métodos ERL, FPA∗ e TPA para o PCEBL

c −1D
e c = 4, 7. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 93

5.5 Resultados obtidos pelos métodos ERL, FPA∗ e TPA para PCEBL
c −1D

e c = 4, 7 através das métricas σ1, σ2 e σ4. . . . . . . . . . . . . . . . . . . 94
5.6 Resultados obtidos pelos métodos ERL, FPA∗ e TPA para PCEBL

c −1D
e c = dmax. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 96

5.7 Resultados obtidos pelos métodos ERL, FPA∗ e TPA para o PCEBL
c −1D

e c = dmax, das métricas σ1, σ2 e σ4. . . . . . . . . . . . . . . . . . . . . . 96
5.8 Resultados obtidos pelos métodos ERL, FPA∗ e TPA para o PCEBL

c −1D
e c = 4, 7, dmax, das métricas σ5 e σ6. . . . . . . . . . . . . . . . . . . . . . 98

5.9 Formatos e tamanhos para o objeto e os itens no gerador 2DCPackGen
(SILVA; OLIVEIRA; WÄSCHER, 2014). . . . . . . . . . . . . . . . . . . . 101

5.10 Formatos e tamanhos para os itens de acordo com Martello e Vigo (1998)
e a correspondência com o gerador 2DCPackGen. . . . . . . . . . . . . . . 102

5.11 Classificação das dimensões wi e li em função de W e L (FIGUEIREDO,
2006). . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102

5.12 Classificação das Instâncias da indústria. . . . . . . . . . . . . . . . . . . . 103
5.13 Conjunto de instâncias do (PCEBL

c )-2D utilizadas no estudo computacional.104
5.14 Resultados obtidos pelo método ERL(GCs) para o (PCEBL

c − 2D) consi-
derando 16 tipos de itens, m = 10 . . . . . . . . . . . . . . . . . . . . . . . 106

5.15 Resultados obtidos pelo método ERL(GCd) para o (PCEBL
c − 2D) consi-

derando 16 tipos de itens, m = 10. . . . . . . . . . . . . . . . . . . . . . . 107
5.16 Método ERL (GCs X GCd) para itens nos formatos 1, 3, 6 e 13. . . . . . . 108



5.17 Método ERL (GCs X GCd) para o (PCEBL
c − 2D) com a variação de m. . 109

5.18 Resultados obtidos pelo método ERL(GCd) para o (PCEBL
c − 2D) com a

variação de c, iditem = 1. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 111
5.19 Número de variáveis e restrições após o pré-processamento das instâncias

do modelo M1-rot (2.22)-(2.26) do conjunto C. . . . . . . . . . . . . . . . . 112
5.20 Variações do método FPA∗ considerando as permutações de objetos e ciclos

e os valores de ζi para o (PCEBL
c − 2D) com c = 7. . . . . . . . . . . . . . 114

5.21 Métricas relativas as variações do método FPA∗ considerando as permu-
tações de objetos e ciclos e os valores de ζi para o (PCEBL

c − 2D) com
c = 7. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 120

5.22 Métricas σ5 e σ6 para as quatro variações do FPA∗ para o (PCEBL
c −2D)

com c = 7. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 121
5.23 Variações do método FPA∗ considerando as permutações de objetos e ciclos

e os valores de ζi para o (PCEBL
c − 2D) com c = dmax. . . . . . . . . . . . 123

5.24 Métricas relativas as variações do método FPA∗ considerando as permu-
tações de objetos e ciclos e os valores de ζi para o (PCEBL

c − 2D) com
c = dmax. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 130

5.25 Resultados obtidos pelos métodos ERL, FPA∗var2 e TPA para o PCEBL
c −

2D e c = 7. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 132
5.26 Métricas relativas aos variações do métodos métodos ERL, FPA∗var2 e

TPA para o (PCEBL
c − 2D) com c = 7. . . . . . . . . . . . . . . . . . . . 134

5.27 Métricas σ5 e σ6 relativas aos métodos ERL, FPA∗var2 e TPA para o
(PCEBL

c − 2D) com c = 7. . . . . . . . . . . . . . . . . . . . . . . . . . . 135
5.28 Métricas relativas aos variações do métodos métodos ERL, FPA∗var3 e

TPA para o (PCEBL
c − 2D) com c = dmax. . . . . . . . . . . . . . . . . . 138

B.1 Resultados obtidos pelo método FPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 4. . . . . . . . . . . . . . . . . . . . . . . 155
B.2 Resultados obtidos pelo método TPA para GC estática (GCs) e dinâmica

(GCd) para PCEBL
c − 1D e c = 4. . . . . . . . . . . . . . . . . . . . . . . 156

B.3 Resultados obtidos pelo método ERL para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 7. . . . . . . . . . . . . . . . . . . . . . . 157
B.4 Resultados obtidos pelo método FPA∗ para GC estática (GCs) e dinâmica

(GCd) para PCEBL
c − 1D e c = 7. . . . . . . . . . . . . . . . . . . . . . . 158

B.5 Resultados obtidos pelo método TPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 7. . . . . . . . . . . . . . . . . . . . . . . 159
B.6 Resultados obtidos pelo método ERL para GC estática (GCs) e dinâmica

(GCd) para PCEBL
c − 1D e c = dmax. . . . . . . . . . . . . . . . . . . . . 160

B.7 Resultados obtidos pelo método FPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = dmax. . . . . . . . . . . . . . . . . . . . . 161
B.8 Resultados obtidos pelo método TPA para GC estática (GCs) e dinâmica

(GCd) para PCEBL
c − 1D e c = dmax. . . . . . . . . . . . . . . . . . . . . 162

B.9 Resultados obtidos pelos métodos ERL, FPA∗ e TPA para o PCEBL
c −1D

e c = 4, 7. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 163
B.10 Resultados obtidos pelos métodos ERL, FPA∗ e TPA para PCEBL

c −1D
e c = 4, 7 através das métricas σ1, σ2 e σ4. . . . . . . . . . . . . . . . . . . 164

B.11 Método ERL (GCs X GCd) para o (PCEBL
c − 2D) com a variação de m. . 166



LISTA DE SIGLAS

BBM Balanced Box Method
ER ε−Restrito
ERL ε−Restrito Lexicográfico
FPA Frontier Partitioner Algorithm
FPA∗ Frontier Partitioner Algorithm

(considerando a Soma Ponderada Personalizada)
GC Geração de Colunas
GCa Geração de Colunas a priori
GCd Geração de Colunas dinâmica
GCs Geração de Colunas estática
MRV Multiple Reference Vectors
OM Otimização Multiobjetivo
OIM Otimização Inteira Multiobjetivo
OIMM Otimização Inteira Mista Multiobjetivo
PCE Problema de Corte de Estoque
PCEB Problema de Corte de Estoque Biobjetivo
PCEBc Problema de Corte de Estoque Biobjetivo

(Minimização do número total de objetos e ciclos da serra)
PCEBL Problema de Corte de Estoque Biobjetivo Linearizado
PCEB-1D Problema de Corte de Estoque Unidimensional Biobjetivo
PCEB-2D Problema de Corte de Estoque Bidimensional Biobjetivo
PCEBL

c Problema de Corte de Estoque Biobjetivo Linearizado
(Minimização do número total de objetos e ciclos da serra)

PCEM-1D Problema de Corte de Estoque Unidimensional Multiobjetivo
PCEM-2D Problema de Corte de Estoque Bidimensional Multiobjetivo
PCEML Problema de Corte de Estoque Multiobjetivo Linearizado
PCGR Problema de Corte Guilhotinado e Restrito
PCKT Ponto Crítico de Kuhn-Tucker
PMR Problema Mestre Restrito
POIB Problema de Otimização Inteira Biobjetivo
POM Problema de Otimização Multiobjetivo
POLM Problema de Otimização Linear Multiobjetivo
SP Soma Ponderada
SPP Soma Ponderada Personalizada
TPA Tchebycheff Ponderado Aumentado



Sumário

1 Introdução 17

2 Problema de Corte de Estoque 19
2.1 Características do PCE . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21
2.2 Modelagem matemática do problema de corte de estoque unidimensional e

bidimensional monobjetivo . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
2.3 Geração de colunas no contexto da otimização monobjetivo para o PCE

(1D e 2D) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28
2.4 Geração de padrões de corte 1D e 2D . . . . . . . . . . . . . . . . . . . . . 29
2.5 Outros Critérios de otimização para o PCE . . . . . . . . . . . . . . . . . . 32

3 Otimização Multiobjetivo 36
3.1 Conceitos e definições . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37
3.2 Buscas no espaço critério e no espaço de decisão . . . . . . . . . . . . . . . 43
3.3 Métodos de escalarização . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46

3.3.1 Método da soma ponderada . . . . . . . . . . . . . . . . . . . . . . 47
3.3.2 Método ε−restrito . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
3.3.3 Método de Tchebycheff . . . . . . . . . . . . . . . . . . . . . . . . . 51

3.4 Métodos que combinam técnicas de decomposição do espaço critério e es-
calarizações . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
3.4.1 Método de particionamento da fronteira (FPA) . . . . . . . . . . . 53

3.5 Métricas de desempenho . . . . . . . . . . . . . . . . . . . . . . . . . . . . 58
3.6 Problema de corte de estoque multiobjetivo . . . . . . . . . . . . . . . . . 60
3.7 Conclusões . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

4 Métodos de Escalarização Aplicados ao PCE Biobjetivo (1D e 2D) 67
4.1 Geração de colunas no contexto da otimização multiobjetivo para o PCE

(1D e 2D) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68
4.2 Descrição dos métodos de escalarização para o PCEBL

c . . . . . . . . . . . 73
4.2.1 Método ε-Restrito Lexicográfico . . . . . . . . . . . . . . . . . . . . 73
4.2.2 Método de Particionamento da Fronteira . . . . . . . . . . . . . . . 74
4.2.3 Método Tchebycheff Ponderado Aumentado . . . . . . . . . . . . . 77

5 Estudo Computacional 79
5.1 Estudo computacional PCEBL

c -1D . . . . . . . . . . . . . . . . . . . . . . 79
5.1.1 Descrição das instâncias . . . . . . . . . . . . . . . . . . . . . . . . 80
5.1.2 Resultados e discussão . . . . . . . . . . . . . . . . . . . . . . . . . 81

5.2 Estudo computacional PCEBL
c -2D . . . . . . . . . . . . . . . . . . . . . . 100

5.2.1 Descrição das instâncias . . . . . . . . . . . . . . . . . . . . . . . . 100



5.2.2 Resultados e discussão . . . . . . . . . . . . . . . . . . . . . . . . . 105
5.3 Conclusões . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 139

6 Considerações Finais 141

Referências 143

Apêndice A Variações dos Métodos de Escalarização 151
A.1 Variações do método da Soma Ponderada . . . . . . . . . . . . . . . . . . . 151
A.2 Variações do método ε−Restrito . . . . . . . . . . . . . . . . . . . . . . . . 151
A.3 Variações do método da Métrica de Tchebycheff . . . . . . . . . . . . . . . 154

Apêndice B Tabelas Complementares 155
B.1 Resultados para os Métodos ERL, FPA∗ e TPA aplicados ao PCEBL

c -1D 155
B.2 Resultados para os Métodos ERL, FPA∗ e TPA aplicados ao PCEBL

c -2D 165

Apêndice C Teoria de Invexidade Aplicada ao PCE Biobjetivo 168
C.1 Convexidade e convexidade generalizada (Invexidade) . . . . . . . . . . . . 168

C.1.1 Convexidade e invexidade de funções . . . . . . . . . . . . . . . . . 168
C.1.2 Relações entre convexidade e invexidade . . . . . . . . . . . . . . . 172

C.2 Problemas de otimização multiobjetivo e invexidade . . . . . . . . . . . . . 174
C.3 Problema auxiliar para o PCEB (Setup) . . . . . . . . . . . . . . . . . . . 177
C.4 Problema auxiliar para o PCEBc (ciclos) . . . . . . . . . . . . . . . . . . . 179
C.5 Conclusões . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 185



17

1 Introdução

Em alguns processos industriais, a produção inclui um estágio no qual é necessário cor-
tar objetos grandes em partes menores otimizando um ou mais critérios a fim de atender
uma demanda pré-determinada. Esse estágio envolve a solução de um problema de otimi-
zação matemática conhecido na literatura como Problema de Corte de Estoque (PCE).
O PCE é um dos problemas mais estudados na área da otimização combinatória devido a
sua grande aplicabilidade em indústrias de móveis, papel, aço, vidros, plásticos, tecidos,
colchões entre outras. Alguns pontos importantes do planejamento da produção no qual
o problema de corte de estoque está presente são os custos do desperdício de material e
a produtividade do equipamento de corte. Essa produtividade pode ser afetada, dentre
outros motivos, pelo tipo e número de diferentes padrões usados no corte dos objetos
conhecido como setup e também pelo número de objetos que podem ser cortados simulta-
neamente na máquina de corte (ciclos da serra). Assim, como critério de otimização para
tratar essas características pode se considerar a minimização do número total de objetos,
e (ou) minimização do número total de setups, e (ou) minimização de ciclos da serra,
entre outros critérios. Um melhor aproveitamento da capacidade da serra (ciclos comple-
tos de serra) pode implicar no aumento do número de objetos cortados. E ao minimizar
o número de diferentes padrões de corte pode implicar em um aumento na frequência
dos padrões de cortes utilizados assim aumentando o número de objetos cortados. Isso
mostra um conflito entre os critérios, ou seja, quando um critério é individualmente oti-
mizado, o outro é piorado. Frequentemente esses critérios conflitantes são considerados
simultaneamente em um problema de otimização monobjetivo. Uma forma de abordar
explicitamente o conflito entre esses objetivos é considerar a Otimização Multiobjetivo.
A principal característica dos problemas de Otimização Multiobjetivo é que a solução é
dada por um conjunto não unitário de soluções, ditas eficientes no sentido de Pareto.

O foco dessa tese é a solução do PCE unidimensional e bidimensional multiobjetivo
considerando a característica não linear da função objetivo que representa o número de
ciclos da serra e sua versão linearizada. Através da revisão de métodos de escalarização
para solução de problemas de otimização multiobjetivo, seleciona-se três métodos para re-
solver o PCE unidimensional e bidimensional multiobjetivo linearizado (PCEML) . Uma
das contribuições dessa tese é a proposta de um algoritmo de Geração de colunas mul-
tiobjetivo baseado em métodos de escalarizações para resolver o PCEML. A análise do
desempenho dos métodos é feita através das métricas de comparação propostas na litera-
tura que analisam a qualidade da aproximação da fronteira de Pareto. Outra contribuição
dessa tese é a utilização de resultados que garantem a eficiência parcial de uma solução
factível do PCE Biobjetivo a partir do conceito de convexidade generalizada também co-
nhecida como invexidade. Essa abordagem é apresentada no Apêndice C como um estudo
inicial que pode ser empregada futuramente de duas formas: obter uma aproximação da
fronteira de Pareto através da resolução de um sistema de equações não lineares; utilizar
essa abordagem para classificar soluções factíveis obtidas por métodos heurísticos e assim
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obter uma aproximação da fronteira de Pareto.
Os capítulos dessa tese estão organizados da seguinte maneira. No Capítulo 2 é feita

uma revisão das características do Problema de Corte de Estoque unidimensional e bidi-
mensional. Modelos matemáticos de otimização para os problemas de corte de estoque e
para o subproblema price associado ao método de geração de colunas são também apre-
sentados. No Capítulo 3 são descritos os principais conceitos e definições da Otimização
Multiobjetivo incluindo a descrição de métodos de busca no espaço critério e no espaço
de decisão, e métricas de avaliação da qualidade da aproximação da fronteira de Pareto.
No Capítulo 4 é apresentado o algoritmo de geração de colunas dinâmica e a descrição
dos métodos escolhidos para aplicar ao PCE Biobjetivo. Uma análise dos resultados do
estudo computacional proposto para avaliar a qualidade das aproximações da Fronteira
de Pareto obtidas é apresentado no Capítulo 5. Por fim, no Capítulo 6 são feitas as
considerações finais e são apresentadas propostas futuras.
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2 Problema de Corte de Estoque

A importância econômica e operacional do PCE, bem como a dificuldade de resolução
despertaram grande interesse na comunidade acadêmica desta área. O PCE é um dos
problemas mais estudados na área da Otimização Combinatória, os trabalhos pioneiros
são Kantorovich (1960), Gilmore e Gomory (1961, 1963). Devido a sua aplicabilidade no
ambiente industrial, a interação entre pesquisadores do meio acadêmico e os responsáveis
pelo processo industrial se torna cada vez mais recorrente.

Considerando o grande aumento de publicações nessa área e as várias terminologias
utilizadas para ummesmo problema, Dyckhoff (1990) propôs uma tipologia para classificar
os problemas e padronizar a nomenclatura de acordo com a sua estrutura lógica. Sua
tipologia é baseada em 4 características principais, que são: dimensionalidade (número de
dimensões relevantes no processo de corte), tipo de alocação (seleção de objetos e itens),
variedade de objetos (característica do objeto) e variedade de itens (característica do item).
Posteriormente, Wäscher, Haußner e Schumann (2007) apresentaram modificações na
tipologia de Dyckhoff, refinando os aspectos analisados dos problemas. A nova tipologia,
apresentada de forma resumida na Tabela 2.1, é baseada nas ideias originais de Dyckhoff,
porém bem mais abrangente e precisa, visto que para cada problema tem-se uma única
representação, o que não acontecia anteriormente.

Desta forma, no desenvolvimento desse estudo utiliza-se dois tipos de problemas se-
gundo a tipologia de Wäscher, Haußner e Schumann (2007): O Problema de Corte
unidimensional e bidimensional classificado como ({1, 2}, B, {C,R, F}, U,R) e o Pro-
blema de Corte de Estoque unidimensional e bidimensional pode ser classificado como
({1, 2}, L, {C,R, F}, V, R). Além das características dos objetos, dos itens e a dimensão
relevante no corte, outro elemento importante para o PCE é o critério de otimização. O
critério mais comum é a minimização do número total de objetos cortados, mas outros
critérios podem ser considerados, como por exemplo, a minimização do número total de
ciclos da serra e a minimização do número total de setups. Se considerarmos apenas um
critério, o PCE é denominado monobjetivo, caso sejam considerados vários critérios o
PCE é denominado multiobjetivo.

Nesse capítulo é apresentada uma introdução ao Problema de corte de estoque, com
suas principais características e conceitos, assim como alguns modelos matemáticos.
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Tabela 2.1: Elementos para classificação de Problemas de Corte e Empacotamento.
Elementos da Tipologia de Wäscher, Haußner e Schumann (2007)

Dimensão uni, bi ou tridimensional, definida como o número de dimen-
sões relevantes no processo de corte

Tipos de atribuição

• Maximização dos resultados (B): Muitos itens diferentes
sendo retirados de objetos maiores, que não são sufici-
entes para acomodar todos os itens.

• Minimização das entradas (L): Muitos itens diferentes
sendo retirados de objetos maiores, que são suficientes
para acomodar todos os itens.

Classificação dos itens

• tipo C: todos os itens têm a mesma forma e tamanho
(itens idênticos);

• tipo R: itens que podem ser classificados em poucas
classes de tamanhos variados (itens fracamente hetero-
gêneos);

• tipo F: itens com muita variabilidade no tamanho e
forma (itens fortemente heterogêneos).

Classificação de obje-
tos • Um único objeto em estoque (U);

• Vários objetos em estoque (V).

Geometria dos itens
(apenas para os casos
bi e tri-dimensional) • Regulares (R)(retângulos, triângulos, círculos, cubos,

esferas, cilindros, etc.);

• Irregulares (I).

Fonte: Adaptado de Aliano-Filho (2016), Wäscher, Haußner e Schumann (2007).
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2.1 Características do PCE
Uma das características mais importantes, se não a mais importante no PCE, é a

dimensionalidade no processo de corte que não necessariamente consiste na dimensão dos
objetos cortados, mas sim as dimensões que são relevantes para o processo de corte. A
seguir as principais dimensões utilizadas no PCE são exemplificadas.

Em um PCE, os itens gerados no processo são requeridos de modo a atender uma
determinada demanda e otimizar uma função objetivo. Estes itens, por sua vez, podem
ser combinados nos objetos maiores numa quantidade finita de vezes, respeitando-se os
limites físicos do objeto sem sobreposição e as características do equipamento de corte. A
combinação de itens no objeto dá-se o nome de padrão de corte e é definido como:

Definição 2.1. (Padrão de corte (GILMORE; GOMORY, 1961)): A combinação geo-
métrica dos itens em um objeto, sem sobreposições e respeitando os limites do objeto, é
chamado de padrão de corte. A cada padrão de corte é associado um vetor m-dimensional
(Aj) que contabiliza a quantidade de itens produzidos.

Aj =


α1j
α2j
...

αmj


em que, αij é a quantidade do item i cortado com o padrão de corte Aj.

Os objetos podem ser de um único tipo ou de vários tipos, podendo ou não estar
disponíveis em grande quantidade. No que se diz respeito à dimensão do objeto, podem
possuir uma, duas, três ou mais dimensões relevantes no processo do corte, que são os cha-
mados problema de corte unidimensional, bidimensional, tridimensional, etc., detalhados
a seguir.

No problema de corte de estoque unidimensional apenas uma das dimensões do objeto
é relevante no processo de corte. As aplicações para este problema ocorrem nas indústrias
de papel, fios de cobre e bobinas de aço. Na Figura 2.1, tem-se objetos em estoque de
tamanho L (A), três itens de comprimento l1, l2 e l3 (B) e três possíveis padrões de corte
(C).

Figura 2.1: Ilustração de um Problema de corte de estoque unidimensional.

Fonte: Elaborado pela autora.

O problema de corte bidimensional é assim chamado, porque duas dimensões (compri-
mento e largura) do objeto são relevantes no processo de corte, o comprimento (L do termo
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em inglês Lenght é o eixo horizontal do plano cartesiano e largura (W do termo em inglês
Width) o eixo vertical. Uma vez que todas as peças cortadas têm a mesma espessura,
resolver este tipo de problema, consiste em combinar geometricamente os itens ao longo
do comprimento e da largura dos objetos em estoque, sem sobreposição. Problemas de
corte bidimensional podem ocorrer em indústrias de placas de vidro, alumínio, madeira,
etc (GILMORE; GOMORY, 1965; RANGEL; FIGUEIREDO, 2008). A Figura 2.2 ilustra
este tipo de problema, exibindo uma placa retangular, de dimensões L×W (A), que deve
ser cortada em peças retangulares menores (itens), de dimensões l1×w1, l2×w2, . . . , l5×w5
(B), a disposição destes itens no objeto produz um possível padrão de corte (C).

Figura 2.2: Problema de corte de estoque bidimensional.

Fonte: Elaborado pela autora.

Um problema de corte é dito ser tridimensional quando três dimensões são levadas
em consideração no processo de corte (Figura 2.3). Este problema consiste em arranjar
(ou cortar) itens espaciais, sem sobrepô-los, dentro de objetos maiores. Este tipo de
problema pode ser encontrado nas indústrias de colchões, travesseiros, alocação de caixas
em contêiners entre outras (MARTIN, 2019; LIBERALINO et al., 2008).

Figura 2.3: Problema de corte de estoque tridimensional.

Fonte: Elaborado pela autora.

Nessa tese o enfoque está em problemas de corte de estoque unidimensional e bidi-
mensionais. Um outro elemento importante no processo de modelagem de um PCE é a
característica dos padrões de corte, que são apresentadas a seguir.
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Definição 2.2. (Padrão de corte homogêneo): Um padrão de corte é dito ser homo-
gêneo se produz apenas um tipo de item, o vetor associado é da forma:

Aj =



0
...
αij
...
0

 , em que αij 6= 0.

Note que os vetores associados aos padrões de corte homogêneos definem uma matriz
m ×m diagonal. Quando o número de vezes que o item aparece no padrão homogêneo
é o maior possível, esse padrão é chamado padrão de corte homogêneo maximal, se
αij = 1 o padrão de corte é dito unitário.
Exemplo 2.3. No caso unidimensional podemos observar que o padrão A1 na Figura 2.1
é homogêneo maximal. No caso bidimensional, um padrão de corte homogêneo maximal

pode ser representado pelo vetor Aj =


5
0
0
0
0

.

Figura 2.4: Padrão de corte homogêneo maximal.

Fonte: Elaborado pela autora.

Outro conceito é o de padrão de corte restrito (Definição 2.4) importante, por exemplo,
em heurísticas residuais (WÄSCHER; GAU, 1996; HINXMAN, 1980; CHAVES, 2019).
Definição 2.4. Chama-se padrão de corte restrito, um padrão de corte que para cada
item i, a quantidade máxima do item i que pode-se ter no padrão é ri, i = 1, . . . ,m, isto
é, αij ≤ ri,∀i. Caso contrário, o padrão de corte é dito irrestrito.
Observação 2.5. Observe que para o caso unidimensional o j−ésimo padrão de corte
homogêneo maximal é dado pelo número:

αij =
{
bL
li
c, se i = j

0, caso contrário .
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Caso o padrão de corte seja restrito, αij = min{bL
li
c, ri}, sendo ri a quantidade máxima de

itens do tipo i que pode-se ter no padrão de corte. Para o caso bidimensional, o j−ésimo
padrão de corte homogêneo maximal (CINTRA et al., 2008) é dado pelo número:

αij =
{
bL
li
c · bW

wi
c, se i = j

0, caso contrário .

Caso o padrão seja restrito αij = min{bL
li
c · bW

wi
c, ri}.

Para o caso bidimensional é importante destacar outras características dos padrões
de corte, que envolvem restrições relacionadas ao equipamento utilizado no processo de
corte. Essas características são apresentadas nas definições a seguir.

Definição 2.6. (Padrão de corte guilhotinado (MORABITO; ARENALES, 1996)):
Um corte é dito ser guilhotinado ortogonal ou simplesmente guilhotinado, quando este
é feito paralelamente a um dos lados do objeto retangular e o divide o objeto em novos
retângulos. Um padrão de corte composto apenas por cortes guilhotinados é chamado de
padrão de corte guilhotinado.

Na Figura 2.5 é possível ver a diferença de um padrão de corte guilhotinado e um
padrão de corte não guilhotinado, onde cada corte é feito paralelo à um dos lados do
objeto, enquanto no outro padrão de corte isso não ocorre. Na Figura 2.6 é apresentado
um padrão de corte guilhotinado ortogonal e um não ortogonal.

Figura 2.5: Padrão de corte guilhotinado e não guilhotinado.

Fonte: Elaborado pela autora.

Os padrões de corte guilhotinado podem ser classificados de acordo com o número de
estágios, que é determinado pela quantidade de vezes que o objeto (ou serra) deve ser
rotacionado para realizar todos os cortes necessários para que todos os itens do padrão
de corte sejam obtidos (LODI; MONACI, 2003; YANASSE; MORABITO, 2008).

Definição 2.7. Considere R o número de giros de 90◦ necessários para que todos os itens
de um padrão de corte sejam produzidos. Dizemos que k = R+ 1 é o número de estágios
do padrão de corte (MORABITO; ARENALES, 1996).

A Figura 2.7 ilustra um padrão de corte no qual é necessário uma única mudança de
direção do objeto, caracterizando um padrão de corte dois estágios. No primeiro estágio,
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Figura 2.6: Padrão de corte guilhotinado ortogonal e não ortogonal.

Fonte: Elaborado pela autora.

o corte guilhotinado vertical resulta em um conjunto de faixas verticais. No segundo
estágio, é necessário rotacionar as faixas em 90◦ para que os cortes guilhotinados verticais
em cada faixa obtenham os itens (MALAGUTI; DURÁN; TOTH, 2014). Um último
corte a ser realizado, indicado na figura por “apara”, não é considerado um estágio de
corte, pois geralmente esses cortes finais menores são feitos em máquinas secundárias a
fim de ajustar a peça as dimensões corretas do item. Padrões de corte que apresentam
“aparas” são chamados de padrões de corte não-exatos e, os que não necessitam deste
corte adicional são chamados de padrões de corte exatos.

Figura 2.7: Padrão de corte guilhotinado dois estágios.

Fonte: Elaborado pela autora.

2.2 Modelagem matemática do problema de corte de
estoque unidimensional e bidimensional monob-
jetivo

Por volta da década de 40, o problema de corte de estoque unidimensional começou a
ser estudado, Kantorovich (1960) provavelmente foi um dos primeiros autores a apresentar
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um modelo matemático para o PCE unidimensional.
Este problema consiste em cortar objetos de comprimento L, para produzir m tipos de

itens de comprimento li, de modo a atender pedidos com demanda di para i = 1, . . . ,m.
Uma solução para o PCE consiste em determinar a melhor maneira de cortar os itens a
partir de objetos para que as demandas sejam atendidas, visando otimizar uma certa fun-
ção objetivo. Na literatura, o modelo matemático para o PCE unidimensional apresentado
a seguir foi atribuído a Kantorovich (1960). Neste modelo é necessário estabelecer um
limitante superior (K) para a quantidade de objetos, e o objetivo é minimizar o número
de objetos cortados.

Problema de corte de estoque unidimensional - Modelo atribuído
a Kantorovich

Para descrever o modelo são necessários os seguintes índices e variáveis de decisão:
Índices:

• i = 1, . . . ,m: m é números de tipos de itens;

• k = 1, . . . , K: K é quantidade de objetos.

Variáveis de decisão:

• yk: variável binária indicando se o objeto k é utilizado no processo de corte, ou não;

• hik: quantidade de vezes que o item i é cortado do objeto k.

A Formulação do PCE Unidimensional atribuído a Kantorovich (KT) é dada por (2.1) -
(2.4).

min
K∑
k=1

yk (2.1)

s.a.
K∑
k=1

hik = di, i = 1, . . . ,m (2.2)

m∑
i=1

lihik ≤ Lyk, k = 1, . . . , K (2.3)

hik ∈ Z+, yk ∈ {0, 1}, i = 1, . . . ,m, k = 1, . . . , K (2.4)

A função objetivo (2.1) representa a minimização da quantidade de objetos utilizados no
processo do corte. As restrições (2.2) garantem que a quantidade cortada de cada item
em todos os objetos satisfaça a demanda. O conjunto de restrições (2.3) é conhecido como
restrições de limitação física do objeto, ou seja, se um objeto for utilizado no processo de
corte, a combinação dos itens a serem cortados não deve exceder seu comprimento L. Por
fim as restrições (2.4) representam o domínio das variáveis.

Problema de corte de estoque unidimensional - Modelo de Gil-
mory e Gomory

Alguns anos depois apareceram os mais repercutimos trabalhos a tratar o PCE unidi-
mensional, Gilmore e Gomory (1961, 1963), o quais são um grande marco na literatura,
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sendo extensivamente citados desde então. A modelagem matemática proposta para o
PCE é composta de duas etapas. Primeiro, deve-se definir todas as maneiras possíveis de
se cortar os objetos em estoque, ou seja, definir todos os possíveis padrões de corte. Na
segunda etapa, é necessário decidir quantas vezes cada padrão de corte deve ser utilizado

a fim de atender a demanda de cada item (d =


d1
...
dm

).
Um vetor Aj = (α1j, α2j, . . . , αmj)T é associado a um padrão de corte unidimensional,

sempre que satisfaz as restrições físicas do problema, que são:

l1α1j + l2α2j + . . .+ lmαmj ≤ L, (2.5)
αij ∈ Z+, i = 1, . . . ,m. (2.6)

Assim, a primeira etapa da modelagem proposta por Gilmore e Gomory (1961) consiste
em determinar os vetores A1, A2, . . . , An (2.7), que representam as possíveis soluções para
as restrições (2.5) - (2.6), isto é, n possíveis padrões de corte.

A1 =


α11
α21
...

αm1

 , A2 =


α12
α22
...

αm2

 , . . . , An =


α1n
α2n
...

αmn

 . (2.7)

Na segunda etapa define-se a variável de decisão:
xj: indica o número de objetos cortados de acordo com o padrão de corte j.
A partir desta definição, a formulação para o PCE unidimensional proposto por Gil-

more e Gomory (1961) é dada por (2.8) - (2.10).

min
n∑
j=1

xj (2.8)

s.a.
n∑
j=1

Ajxj = d (2.9)

xj ∈ Z+, j = 1, . . . , n (2.10)

A função objetivo (2.8) minimiza o número total de objetos a serem cortados, as restrições
(2.9) garantem que a quantidade de cada item a ser cortado seja igual a sua respectiva
demanda. O conjunto de restrições (2.10) represemtam o domínio das variáveis de decisão.
Na formulação GG, os parâmetros referentes a j-ésima coluna Aj = (α1j, α2j, . . . , αmj)T
compõem o padrão de corte associado a variável xj, isto é, αij representa a quantidade
de itens do tipo i cortadas segundo o padrão de corte j.

Problema de corte de estoque bidimensional
O objetivo do PCE bidimensional é encontrar o número mínimo de objetos retangulares

em estoque, de dimensões L ×W , necessários para o atendimento da demanda di de m
itens retangulares menores, de dimensões li × wi, para i = 1, 2, . . . ,m. A solução deste
problema nos dá o número mínimo de objetos necessários, como também especifica como
os objetos em estoque serão cortados, isto é, o padrão de corte. A estratégia de modelagem
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matemática proposta por Gilmore e Gomory apresentada na Seção 2.2 pode ser adaptada
para o PCE bidimensional, o que os difere é a forma como são gerados os padrões de
corte para o problema bidimensional (GILMORE; GOMORY, 1965). Silva, Alvelos e
Carvalho (2010) propõe um estratégia diferente para modelar o PCE2D que é baseado no
modelo “one cut” proposto em Dyckhoff (1981) para o caso unidimensional. Na Seção 2.3
são apresentados os modelos matemáticos para gerar padrões de corte unidimensionais e
bidimensionais.

2.3 Geração de colunas no contexto da otimização
monobjetivo para o PCE (1D e 2D)

Todo o estudo desenvolvido nesse trabalho utiliza o modelo (2.8) - (2.10). A relaxação
linear da formulação (2.8)-(2.10) produz um limitante inferior melhor que o fornecido
pela relaxação linear do modelo de Kantorovich (CARVALHO, 2002). Porém o número
de colunas do problema cresce exponencialmente, devido ao grande número de possíveis
padrões de corte. Deste modo, tratar o problema com todas as colunas se torna inviável.
Para contornar esta dificuldade, Gilmore e Gomory foram os pioneiros a utilizarem a
técnica de geração de colunas (ver Seção 2.3) para o PCE unidimensional. Esta técnica
é aplicada a problemas lineares, assim a solução obtida constitui um limitante inferior
para o problema e a técnica é usualmente um ponto de partida para obter uma solução
heurística e de boa qualidade para o problema inteiro. Posteriormente em 1965, Gilmore
e Gomory adaptaram os métodos desenvolvidos para um estudo de caso em uma indústria
de papel, acrescentando restrições para o problema em questão, como limitação do número
de facas.

Outra dificuldade é a integralidade da variável xj, que indica a frequência do padrão
de corte. Assim o método de Geração de Colunas (GC) é usado para obter uma solução
para o problema relaxado e alguma técnica para obter uma solução inteira (heurísticas
ou o método branch and price ). O método de GC para o PCE unidimensional e bi-
dimensional proposto por Gilmore e Gomory (1961, 1963, 1965) consiste em relaxar a
integralidade da variável xj e considerar uma matriz inicial de padrões de corte, obtendo
assim um problema de otimização linear contínuo denominado Problema Mestre Restrito
(PMR). O PMR é resolvido através do método Simplex e a variável dual associada à
solução ótima é utilizada para obter uma nova coluna (padrão de corte) resolvendo um
subproblema denominado de pricing, as colunas atrativas (com menor custo reduzido) são
adicionadas ao PMR a cada iteração para melhorar a solução atual. O PMR é o mesmo
independente do número de dimensões relevantes no processo de corte, o que diferencia
é o subproblema pricing, pois ele depende da dimensionalidade do PCE. A cada iteração
do método GC aplicado ao PCE é resolvido um Problema de corte em que se supõe que
há disponível um único objeto e o objetivo é maximizar o seu uso. Ao final da GC se a
solução do PMR é fracionária, pode-se usar heurísticas de arredondamento (WÄSCHER;
GAU, 1996; POLDI; ARENALES, 2009; CHAVES, 2019). Outra estratégia é utilizar
um procedimento branch and price, que combina o procedimento de geração de coluna
dentro de uma abordagem branch and bound (DEGRAEVE; PEETERS, 2003; BELOV;
SCHEITHAUER, 2006) para obter uma solução inteira.

Para o caso unidimensional, o subproblema pricing é um problema da mochila in-
teira (GILMORE; GOMORY, 1961, 1963; MARTELLO; TOTH, 1990). Para os casos em
que é considerado dimensões maiores a dificuldade relacionada ao número de colunas não
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pode ser contornada de modo geral, uma vez que o problema da mochila generalizado
não pode ser resolvido de modo eficiente para dimensões maiores. Existem também a
necessidade de considerar restrições relacionadas ao equipamento de corte e as caracte-
rísticas do sistema produtivo adotado pela indústria que precisam ser consideradas. As
restrições relacionadas ao equipamento de corte podem, por exemplo, estar relacionas ao
número de facas ou ao corte guilhotinado. No último caso, o número de estágios pode ser
limitado a um número inteiro positivo k (caso k-estagiado) ou não (caso não-estagiado).
Pode ocorrer ainda que, um tipo de item pode ter sua produção limitada a um número de
vezes em que pode ser cortado do objeto (caso restrito) ou não (caso irrestrito). Na Seção
2.4 apresentamos os modelos matemáticos para resolver o subproblema pricing no caso
unidimensional e bidimensional usados nesse estudo. O Algoritmo 1 descreve o esquema
geral da geração de coluna.

Algoritmo 1: Geração de Colunas
Entrada: dados PCE
Saída: A (matriz de padrões de corte) e solução ótima relaxada

1 A = matriz inicial com padrões de corte homogêneos ;
2 Resolva PMR até a otimalidade e obtenha a solução e a variável dual associada

pelo método Simplex ;
3 Resolva Problema pricing e obtenha um padrão de corte e o custo reduzido

associado;
4 se custo reduzido ≥ 0 então
5 PARE! A solução do PMR é ótima
6 senão
7 Insira o padrão de corte na matriz A no PMR e volte a linha 2
8 fim

2.4 Geração de padrões de corte 1D e 2D
Para gerar padrões de corte para o PCE, é necessário resolver o problema pricing

(2.11), em que π é a variável dual associada às restrições de demanda (2.9).

Max{πTAj|Aj é um padrão de corte} (2.11)

Para saber se um padrão de corte A∗j obtido em (2.11) deve entrar para a matriz de
restrições do PMR, A∗j deve satisfazer à condição (2.12).

cr = 1− πTA∗j < 0 (2.12)

No caso unidimensional, o problema pricing é o problema da mochila (2.13)-(2.15).

max πTAj (2.13)

s.a.
m∑
i=1

li · αij ≤ L, (2.14)

αij ∈ Zm+ , (2.15)

sendo m a quantidade de itens, L o comprimento do objeto, li o comprimento de cada
item i = 1, · · · ,m, π o vetor de variáveis duais associadas a solução ótima do PMR, e αij
o número de vezes que o item i aparece no padrão de corte Aj.
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Visto que a geração de padrões de corte tem importância fundamental na resolução
do problema de corte de estoque, muitos trabalhos da literatura tratam de modelos e
heurísticas para gerar padrões de corte bidimensionais, com as mais diversas imposições,
ou restrições sobre eles. Contribuições heurísticas são encontradas em Gilmore e Gomory
(1965), Morabito e Arenales (1996), Rangel e Figueiredo (2008), Assis e Rangel (2020).
Modelos matemáticos de otimização para a geração destes padrões de corte são propostos
em Lodi e Monaci (2003), Yanasse e Morabito (2006, 2008), Martin et al. (2020a), Martin,
Morabito e Munari (2020), Martin et al. (2020b).

Em Martin (2019) é apresentado um estudo dos modelos, e métodos de solução para
os Problemas de Corte Guilhotinado e Restritos (PCGR). São apresentados experimentos
computacionais para analisar o desempenho das formulações propostas comparando-as
com as formulações da literatura. Os modelos propostos para o caso de padrões de corte
2-estágios foram comparados ao Modelo 1 (M1) de Lodi e Monaci (2003), os resultados
mostraram que o modelo M1 superou os resultados dos modelos propostos obtendo menor
tempo computacional e otimalidade em todas as instâncias, visto que M1 foi projetado
especificamente para este tipo de padrão de corte. Desta forma, o subproblema pricing
utilizado na GC para resolver o PCE bidimensional é o modelo M1 com rotação dos itens
discutido em Lodi e Monaci (2003), apresentado a seguir.

Em Lodi e Monaci (2003) são propostos dois modelos para problemas de corte bidi-
mensionais guilhotinados 2-estágios, sendo o modelo M1 obtendo melhor desempenho nos
testes realizados. No modelo M1 os itens são considerados todos distintos (mesmo quando
houver itens com dimensões idênticas). Usa-se então o parâmetrom para definir o número
de tipos de itens de acordo o número de dimensões li × wi diferentes, e o parâmetro n
para a quantidade total de itens demandados, isto é n = ∑m

i=1 di, em que di é a demanda
do item i (esse passo é denominado nesse estudo como replicação dos itens). Os itens são
ordenados de forma não crescente de acordo com a largura wi (w1 ≥ w2 ≥ . . . ≥ wm).
Considera-se que podem ser inicializadas n possíveis faixas, sendo cada faixa k inicializada
pelo item de largura wk, k ∈ {1, . . . , n}. Logo, a variável de decisão que representa o corte
dos itens demandados em faixas é dada por:

xjk =
{

1, se o item j é cortado a partir da faixa k, j ≥ k,
0, caso contrário.

O modelo M1 representado por (2.16)-(2.20) descreve a formulação de Lodi e Monaci
(2003) para padrões de corte 2-estágios.

max
n∑
j=1

vj

j∑
k=1

xjk (2.16)

s.a.
j∑

k=1
xjk ≤ 1, j = 1, . . . , n (2.17)

n∑
j=k+1

ljxjk ≤ (L− lk)xkk, k = 1, . . . , n− 1 (2.18)

n∑
k=1

wkxkk ≤ W, (2.19)

xjk ∈ {0, 1}, j = 1, . . . , n k = 1, . . . , n. (2.20)

Em que vj é o valor do item j, a função objetivo (2.16) maximiza a soma total do valor
dos itens cortados. As restrições (2.17) indicam que cada item é cortado apenas uma vez,
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e eles são cortados apenas de faixas que possuem larguras maiores ou iguais à largura
do item. As restrições (2.18) garantem que o comprimento de cada faixa é respeitado
enquanto a restrição (2.19) garante que a largura do objeto é respeitada. As restrições
(2.20) indicam o domínio das variáveis. Para considerar o caso em que a rotação dos itens
é permitida, para cada item j o item complementar j+n é considerado de tal forma que,
lj+n = wj e wj+n = lj (passo denominado rotação dos itens), e os 2n itens são ordenados
de forma não crescente de acordo com a largura. O modelo M1 com rotação (M1-rot) de
itens é obtido substituindo as restrições (2.17) pelas restrições (2.21) e substituindo n por
2n.

j∑
k=1

xjk +
θj∑
k=1

xθjk ≤ 1 j = 1, . . . , 2n e j < θj, (2.21)

em que θj indica o item rotacionado correspondente ao item j. Portanto o modelo M1-rot
é dado por (2.22)-(2.26):

max
2n∑
j=1

vj

j∑
k=1

xjk (2.22)

s.a.
j∑

k=1
xjk +

θj∑
k=1

xθjk ≤ 1 j = 1, . . . , 2n e j < θj, (2.23)

2n∑
j=k+1

ljxjk ≤ (L− lk)xkk, k = 1, . . . , 2n− 1 (2.24)

2n∑
k=1

wkxkk ≤ W, (2.25)

xjk ∈ {0, 1}, j = 1, . . . , 2n k = 1, . . . , 2n. (2.26)

No contexto do PCE, ao aplicar a GC utilizando o modelo M1-rot para gerar os padrões
de corte, é necessário fazer um preprocessamento dos dados do problema, dividido em três
passos. O primeiro passo é realizar a replicação dos itens de acordo com a demanda de
cada item, porém é necessário um cuidado nessa etapa pois o número de variáveis do
modelo está diretamente relacionado ao número de cópias criadas a partir da demanda
de cada item. Isso pode ser amenizado alterando as demandas apenas para a geração
do padrão de corte. O controle do atendimento da demanda é feito no PMR através da
equação (2.27) e tomando n = ∑m

j=1 d̄j.

d̄j = min

{
dj,

⌊
L ·W
lj · wj

⌋}
, j = 1, . . . ,m. (2.27)

O segundo passo é a rotação dos itens associando cada item j com seu respectivo rotacio-
nado θj e o terceiro passo é a ordenação de forma não crescente de acordo com a largura
wj.

Devido a grande quantidade de padrões de corte, estratégias para diminuir o número de
padrões de corte irrelevantes podem ser extremamente úteis. Algumas regras para evitar
a construção de padrões de corte equivalentes, como a utilização dos efeitos de simetria,
ordenação e de corte normal que reduzem consideravelmente o número de padrões de
corte possíveis foram apresentados em Christofides e Whitlock (1977). Outros estudos
do problema de corte de estoque bidimensional e/ou da geração de padrões de corte
bidimensionais podem ser encontrados em Gilmore e Gomory (1965), Yanasse, Zinober e
Harris (1991), Mosquera e Rangel (2007), Chaves (2019).
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2.5 Outros Critérios de otimização para o PCE
Os modelos apresentados anteriormente consideram como critério de otimização a

minimização do número total de objetos cortados. Outro critério importante que pode
ser considerado é a minimização do número total de setups da máquina de corte. O setup
está associado ao processo de troca de um padrão de corte para outro, ou seja, à ele está
associado uma série de paradas na máquina de corte para que sejam realizados ajustes
necessários a fim de efetuar outros tipos de padrões de corte. O número de setups tem
uma grande importância quando são necessárias várias mudanças de padrões de corte
para se atender à demanda de itens e o preparo da máquina tenha um custo considerável,
em termos de tempo de produção. No modelo matemático, a contagem de setup pode ser
realizada pela variável binária (2.28) e indica se o padrão de corte j foi utilizado ou não
no processo de corte (VANDERBECK, 2000; ARANA-JIMÉNEZ; SALLES-NETO, 2017;
ALIANO-FILHO; MORETTI; PATO, 2015).

δ(xj) =
{

1, se xj > 0
0, se xj = 0 (2.28)

Assim a formulação para esse caso é dado da seguinte forma:

min
n∑
j=1

δ(xj) (2.29)

s.a.
n∑
j=1

Ajxj = d, (2.30)

xj ∈ Z+, j = 1, . . . , n (2.31)

É possível reformular o problema usando o modelo linear (2.32)-(2.36).

min
n∑
j=1

yj (2.32)

s.a.
n∑
j=1

Ajxj = d, (2.33)

xj ≤ Nyj, j = 1, . . . , n (2.34)
xj ∈ Z+, j = 1, . . . , n (2.35)
yj ∈ {0, 1}, j = 1, . . . , n (2.36)

em que N é um limite superior para xj.
Outro critério de otimização relacionado as características da máquina de corte é mi-

nimizar o número de ciclos da serra. O conceito de ciclo da serra, se faz presente em
ambientes nos quais a máquina de corte pode cortar vários objetos idênticos simultanea-
mente. Vamos apresentar alguns modelos que consideram em sua estrutura o número de
ciclos da serra.

Na área industrial, como a de móveis (MOSQUERA; RANGEL, 2007), a máquina de
corte tem capacidade de cortar simultaneamente vários objetos. Dada a altura da serra,
h, e a espessura t do objeto, o número máximo de objetos que podem ser empilhados na
máquina e cortados simultaneamente, de acordo com um padrão de corte, é chamado de
capacidade da máquina de corte ou capacidade da serra (representada na Figura 2.8), e é
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dada por:

c =
⌊
h

t

⌋
.

Figura 2.8: Máquina utilizada no processo de corte.

Fonte: (HOMAG, 2019).

Definição 2.8. (YANASSE; ZINOBER; HARRIS, 1991): O conjunto de todas as ope-
rações necessárias para cortar um, ou mais objetos, segundo um mesmo padrão de corte,
incluindo o ato de carregar a máquina de corte com um determinado número de objetos
e cortá-los simultaneamente é chamado de ciclo da serra.

Definição 2.9. (TOSCANO; RANGEL; YANASSE, 2017): O número mínimo de ciclos
da serra, Cj, necessários para cortar xj, de acordo com um determinado padrão de corte
j e a capacidade da serra cap é calculado por:

Cj =
⌈
xj
c

⌉
, j = 1, . . . , n. (2.37)

Ao verificar a redução do número de padrões de corte diferentes na solução final,
pode-se dizer que alguns padrões de corte estão sendo utilizados repetidamente a fim de
atender a demanda dos itens. Sendo assim os objetos em estoque podem ser cortados
simultaneamente, o que pode diminuir o tempo de utilização da serra, uma vez que o
tempo que seria gasto para cortar um único objeto é utilizado para cortar cap objetos.
Logo, a prática desta atividade implica em economia de energia elétrica entre outros, isto
é, a redução de custos operacionais presentes no problema de corte de estoque, além de
reduzir o número de ciclos da serra significativamente. O modelo apresentado a seguir
foi proposto por Mosquera e Rangel (2007) para reduzir o número de ciclos da serra.
Este modelo utiliza uma estratégia que consiste em cortar um número de objetos segundo
um mesmo padrão de corte que seja múltiplo da capacidade da serra, tal modelo foi
denominado Modelo de Multiplicidade.

min
n∑
j=1

(xj + zj) (2.38)

s.a.
n∑
j=1

Ajxj ≥ d, (2.39)

xj = c · zj, j = 1, . . . , n (2.40)
xj, zj ∈ Z+, j = 1, . . . , n (2.41)
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Ao observar este modelo, o mesmo consiste em uma variação do modelo proposto por
Gilmore e Gomory (2.8)-(2.10) onde as restrições (2.40) impõem que o número de vezes
que o objeto é utilizado seja um múltiplo da capacidade da serra.

O modelo apresentado a seguir foi proposto por Yanasse (2008), o qual minimiza o
número de ciclos da serra e em suas restrições permite-se a demanda em excesso.

min
n∑
j=1

⌈
xj
c

⌉
(2.42)

s.a.
n∑
j=1

Ajxj ≥ d, (2.43)

xj ∈ Z+, j = 1, . . . , n (2.44)

Yanasse (2008) reescreve o modelo (2.42)-(2.44) através do modelo linear a seguir:

min
n∑
j=1

zj (2.45)

s.a.
n∑
j=1

Ajxj ≥ d, (2.46)

zj ≥
xj
c
, j = 1, . . . , n (2.47)

xj, zj ∈ Z+, j = 1, . . . , n (2.48)

Ainda nesse estudo é mostrado a equivalências entre o modelo (2.45)-(2.48) e o modelo
(2.49)-(2.51).

min
n∑
j=1

zj (2.49)

s.a.
n∑
j=1

Ajzj ≥
⌈
d

c

⌉
, (2.50)

zj ∈ Z+, j = 1, . . . , n (2.51)

Em Rangel e Sáez-Aguado (2017b) é apresentado um estudo comparativo envolvendo
quatro modelos propostos na literatura para resolver o PCE considerando a minimiza-
ção do número total de ciclos e objetos, definindo se os modelos propostos representam
adequadamente o problema observando o tempo e a qualidade da solução. Os resultados
realizados pelos autores indicaram que o modelo M2 (descrito pelo modelo (2.52)-(2.56)),
obteve o melhor comportamento.

min
n∑
j=1

xj +
n∑
j=1

zj (2.52)

s.a.
n∑
j=1

Ajxj ≥ d, (2.53)

n∑
j=1

Ajzj ≥
⌈
d

c

⌉
, (2.54)

xj ≤ czj, j = 1, . . . , n (2.55)
xj, zj ∈ Z+, j = 1, . . . , n (2.56)
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No contexto de aplicações práticas no meio industrial é importante a minimização da
perda de matéria-prima assim como é importante maximizar a produtividade do equipa-
mento utilizado no processo de corte, tornando assim, necessário utilizar um modelo que
descreva essa situação. Porém, é fácil perceber que ao minimizar o número total de setup
pode acarretar em um aumento do número de objetos a ser cortados, ou seja, ocorrerá um
aumento do desperdício da matéria-prima. Ou então, ao utilizar capacidade máxima da
serra cortando vários objetos simultaneamente, pode também contribuir com o aumento
do desperdício de matéria-prima. Assim, usando uma abordagem monobjetiva é impro-
vável encontrar uma solução satisfatória considerando todos esses critérios de otimização
simultaneamente.

O uso da abordagem multiobjetivo pode contornar essa dificuldade, já que a solução de
um Problema de Otimização Multiobjetivo (POM) é dada por um conjunto não unitário de
soluções e assim, o decisor pode escolher a solução que melhor atende as suas necessidades
de acordo com o cenário no momento da decisão. No Capítulo 3 são apresentadas as
principais definições e características da teoria de otimização multiobjetivo, bem como o
Problema de Corte de Estoque Multiobjetivo abordado nessa tese.
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3 Otimização Multiobjetivo

Na área de otimização busca-se encontrar a melhor solução de acordo com algum
critério (maximização ou minimização) dentre todas as solução possíveis (factíveis) de um
problema estudado. Problemas de várias áreas da ciência podem ser representados através
de um modelo de otimização matemática. Ao estudar um problema, é necessário ter
todas as informações e características possíveis, para que o modelo matemático represente
o problema de forma mais fiel possível. O modelo deve ser detalhado ao máximo para
captar os elementos essenciais do problema mas, de tal forma que ainda seja tratável pelos
métodos de resolução (WILLIAMS, 2013). Ao modelar matematicamente um problema
é preciso distinguir variáveis decisivas (variáveis controláveis), das não decisivas, pois em
uma situação de produção, por exemplo, a quantidade a ser produzida é uma variável
controlável, porém a demanda ou o preço considerado pelo mercado são exemplos de
variáveis não controláveis (considerados parâmetros do modelo).

Vários problemas podem ser modelados minimizando ou maximizando uma função
objetivo sobre um conjunto que é chamado de conjunto factível, essa única função obje-
tivo geralmente agrega mais de uma característica (Problema de Otimização Monobjetivo
(RANGEL; SÁEZ-AGUADO, 2017b; TEIXEIRA; POLDI, 2020)). Como exemplo, con-
sidere a situação em que decidimos comprar um celular, temos várias opções, dentre elas
considere apenas duas (maximizar a capacidade de armazenamento (c), minimizar o preço
(p)). É fácil perceber que essas duas características são conflitantes entre si, assim se-
ria difícil encontrar uma solução ótima para os dois objetivos simultaneamente. Essa é
a característica de um problema de Otimização Multiobjetivo (DEB, 2001; EHRGOTT;
GANDIBLEUX, 2003).

A solução de um problema multiobjetivo é dada por um conjunto não unitário de
soluções, ditas eficientes no sentido de Pareto ou Pareto ótima. Esse termo deriva do
economista italiano Pareto que em 1896 introduziu o conceito na economia (BEN-TAL,
1980). A otimalidade de Pareto, relacionada com o equilíbrio competitivo, seguiu sendo
extensivamente estudada por economistas e hoje continua sendo estudada em várias áreas
da ciência.

Nos problemas monobjetivo, mesmo que outros critérios sejam considerados, uma
única função é otimizada (minimizada ou maximizada) buscando encontrar uma solução
ótima, e mesmo que um determinado problema possua um conjunto de soluções ótimas,
o valor ótimo correspondente a esse conjunto é o mesmo. Já nos problemas multiobjetivo
busca-se minimizar (ou maximizar) um vetor com p funções objetivo encontrando um
conjunto de soluções ótimas (no sentido de Pareto), cujo valores ótimos são diferentes
porém não é possível dizer que um é melhor que outro. Outro aspecto importante é que
na otimização multiobjetivo a busca por soluções pode ser realizada tanto no espaço das
variáveis quanto nos espaço do objetivos, enquanto em problemas com um único objetivo
realiza-se a busca por soluções apenas em um espaço.

Uma breve revisão das pesquisas e avanços até o ano 2000, na área de Otimização
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Combinatória Multiobjetivo é realizada em Ehrgott e Gandibleux (2000). Nesse artigo são
apresentadas de maneira resumida as definições dos problemas de Otimização Combinató-
ria multiobjetivo destacando as principais metodologias de solução (exata e heurística) e
uma classificação da literatura utilizada. Algumas das direções futuras apontadas foram:
necessidade de resultados teóricos relacionados com caracterização de soluções eficientes,
e ao número de soluções eficientes, topologia da fronteira e a aplicação em problemas
considerando mais de dois objetivos.

Neste capítulo, apresenta-se uma revisão das principais definições e conceitos da Oti-
mização Multiobjetivo (OM). O critério de otimização dessa classe de problemas envolve
um vetor de funções objetivo. Assim, é necessário definir quando um vetor é considerado
menor (maior) que ou outro, ou seja, definir uma relação de ordem e com isso podemos
determinar quando uma solução é ótima no sentido de Pareto. São listados artigos que
realizam a busca de soluções no espaço critério e no espaço de decisão.

3.1 Conceitos e definições
Nesta seção todos os conceitos necessários no desenvolvimento dos métodos de solução

para um Problema de Otimização Multiobjetivo são definidos. Todas as definições e
conceitos foram baseadas em Ehrgott e Gandibleux (2000), Deb (2001), Aliano-Filho
(2016).
Definição 3.1. (Problema geral de otimização multiobjetivo (POM)): Um (POM)
tem um número p > 1 de funções objetivos que devem ser minimizadas, sujeito a um con-
junto viável ∅ 6= Ω ⊆ Rn. A forma geral é dada por:

(POM) min F (x) (3.1)
s.a. x ∈ X ,

em que
• Ω é um conjunto aberto do Rn

• X = {x ∈ Ω : G(x) 5 0}: espaço de decisão ou factível

• F = (f1, f2, . . . , fp) : Ω ⊆ Rn → Rp e G = (g1, g2, . . . , gm) : Ω ⊆ Rn → Rm

Em um (POM), supõe-se que todas as funções objetivo são conflitantes entre si, ou
seja, sempre que um objetivo é minimizado consequentemente pelo menos um dos outros
objetivos sofre um aumento.
Definição 3.2. (Espaço critério): O espaço Z ⊂ Rp gerado pela aplicação das p funções
objetivos no espaço X é chamado espaço critério ou objetivo. (Z = {z ∈ Rp e x ∈ X :
z = F (x)})

É definido a seguir um vetor bastante utilizado nos métodos de solução para (POM),
o vetor ideal. Geralmente ele é usado como um ponto referência e/ou para delimitar a
busca no espaço critério.
Definição 3.3. (Vetor ideal): O vetor zI = (zI1 , . . . , zIp)T ∈ Z é dito Ideal quando sua
k-ésima coordenada é o valor mínimo da k-ésima função objetivo, ou seja, é o valor ótimo
do seguinte problema monobjetivo:

zIk = min fk(x) (3.2)
s.a. x ∈ X
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Para determinar entre as soluções factíveis quais são as melhores, precisa-se da defini-
ção de solução Pareto-Ótima (solução eficiente), e relações de eficiência (eficiência fraca e
eficiência parcial). Para essas definições, é necessário considerar as seguintes relações de
ordem em Rp (ARANA-JIMÉNEZ; SALLES-NETO, 2017), (ARANA-JIMÉNEZ et al.,
2008) e (YU; ZELENY, 1974):

Sejam x = (x1, . . . , xp), y = (y1, . . . , yp) ∈ Rp, então

a) x = y ⇔ xi = yi ∀i = 1, . . . , p;

b) x < y ⇔ xi < yi ∀i = 1, . . . , p;

c) x 5 y ⇔ xi ≤ yi ∀i = 1, . . . , p;

d) x ≤ y ⇔ xi ≤ yi ∀i = 1, . . . , p, e existe algum j tal que xj < yj;

e) x ≤j y ⇔ xi ≤ yi ∀i = 1, . . . , p, e xj < yj, com j ∈ {1, . . . , p};

f) x ≤lex y ⇔ se existe algum j tal que xi = yi, para i = 1, . . . , j − 1 e xj < yj
(ordenação lexicográfica (BEN-TAL, 1980)).

Definição 3.4. (Solução eficiente): Um ponto factível, x∗, é dito solução eficiente para
(POM) se não existe nenhum outro ponto factível, x, tal que F (x) ≤ F (x∗).

Definição 3.5. Quando dados x, x∗ ∈ X tem-se que F (x∗) ≤ F (x), dizemos que x∗
domina x, e pode ser denotado por x∗ � x.

Definição 3.6. (Solução parcial-i eficiente): Um ponto factível, x∗, é dito solução
parcial-i eficiente para (POM) com i ∈ {1, . . . , p}, se não existe nenhum outro ponto
factível, x, tal que F (x) ≤i F (x∗).

Definição 3.7. (Solução fracamente eficiente): Um ponto factível, x∗, é dito solução
fracamente eficiente para (POM) se não existe nenhum outro ponto factível, x, tal que
F (x) < F (x∗).

Note que Solução eficiente⇒ Solução parcial-i eficiente⇒ Solução fracamente eficiente
mas a recíproca não é válida: De fato, seja x̄ uma solução eficiente, ou seja, não existe
outro ponto x ∈ X tal que F (x) ≤ F (x̄). Se a desigualdade anterior não acontece para
(≤) então também não vai acontecer para (≤i) muito menos para (<). A seguir um
exemplo é apresentado para mostrar que a recíproca é falsa.

Exemplo 3.8. Considere o problema:

min (f1(x1), f2(x2)) = (x1, x2)
s.a. x1 + x2 ≥ 6

x1 ≥ 1
x2 ≤ 6
x ∈ Z2

+

Seja x̄ = (1, 6), é fácil verificar que x̄ não é uma solução eficiente, pois existe um ponto
factível x = (1, 5), tal que

F (1, 5) = (1, 5) ≤ (1, 6) = F (1, 6) = F (x̄).
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Por outro lado, temos que x̄ é uma solução parcial-1 eficiente pois não existe nenhum
ponto factível x = (x1, x2) tal que

F (x) ≤1 (1, 6) = F (x̄).

Agora seja x̄ = (7, 0), é fácil ver que x̄ é uma solução fracamente eficiente pois não existe
nenhum ponto factível x = (x1, x2) tal que

F (x) < (7, 0) = F (x̄).

Mas x̄ não é uma solução parcial-1 eficiente pois existe um ponto factível x = (6, 0), tal
que

F (6, 0) = (6, 0) ≤1 (7, 0) = F (7, 0) = F (x̄).

A partir do vetor ideal pode-se definir o vetor utópico, que é estritamente melhor que
qualquer solução eficiente, isto é, domina estritamente qualquer solução eficiente, assim
alguns métodos de resolução podem preferir utilizar o vetor utópico e não o vetor ideal.
Note que, o vetor utópico e o vetor ideal são utilizados como ponto de referência nos
métodos de resolução, mas eles não pertencem ao espaço critério, considerando que os
objetivos são conflitantes entre si.

Definição 3.9. (Vetor utópico) O vetor zU = (zU1 , . . . , zUp )T ∈ Z é chamado Utópico e
sua k-ésima componente é tal que zUk = zIk − εk para todo k = 1, . . . , p e εk > 0.

A seguir são apresentadas algumas definições relacionadas à definição de solução efi-
ciente.

Definição 3.10. (Ponto não dominado): Um ponto z∗ no espaço de critério Z é
chamado de não dominado se sua imagem inversa é uma solução eficiente, ou seja, z∗ =
F (x∗).

Definição 3.11. (Conjunto eficiente): O conjunto eficiente ou Pareto-Ótimo é deno-
tado por X ∗ contém todos os elementos de X que não são dominados por nenhum outro
elemento de X , ou seja, X = {x∗ ∈ X : x � x∗,∀x ∈ X}.

Definição 3.12. (Conjunto não dominado): A imagem do conjunto eficiente X ∗ é o
conjunto Z∗ ⊂ Z conhecido como conjunto não dominado (ou Fronteira de Pareto), ou
seja, Z∗ = {z∗ ∈ Rp e x∗ ∈ X ∗ : z∗ = F (x∗)}.

Definição 3.13. (Soluções e pontos suportados): Uma solução x∗ ∈ X ∗ é eficiente
e suportada, se existe algum w = (w1, . . . , wp)T > 0 de maneira que x∗ seja solução do
seguinte problema monobjetivo:

min z = wTF (x) (3.3)
s.a. x ∈ X

Dizemos que o vetor objetivo resultante z∗ = F (x∗) é um ponto suportado. Caso con-
trário, x∗ e z∗ são chamados de solução eficiente não suportada e ponto não suportado,
respectivamente.

Definição 3.14. (Vetor nadir): O vetor zN ∈ Z é chamado de nadir e sua k-ésima
coordenada é o maior valor da função objetivo k no conjunto eficiente.
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Note que, o vetor nadir é encontrado a partir do conjunto eficiente, o que torna difícil
de obtê-lo na prática. O Teorema a seguir mostra que para o caso biobjetivo (p = 2) é
possível obter tanto o vetor ideal quanto o vetor nadir (BEENSON, 1971).

Teorema 3.15. (BEENSON, 1971) Seja um (POM)com p = 2 dado por:

min F = (f1(x), f2(x))
s.a. x ∈ X

Se x1 ∈ X é mínimo global único para f1(x), e x2 ∈ X é mínimo global único para f2(x),
então f2(x1) e f1(x2) são os valores máximos no conjunto de soluções eficientes para f2 e
f1.

Demonstração. Seja x1 ∈ X o único mínimo global de f1(x) então ∀x ∈ X tal que x 6= x1

temos que f1(x1) < f1(x). Agora, suponha que exista um x̄ ∈ X tal que f2(x̄) ≥ f2(x1),
então x̄ não pode ser uma solução eficiente, logo x1 maximiza f2(x). Para o ponto x2 a
demonstração é análoga.

O Exemplo 3.16 ilustra as definições apresentadas até o momento.

Exemplo 3.16. Considere o seguinte problema de otimização biobjetivo:

min (f1(x1), f2(x2)) = (x1 + 2x2, 2x1 − x2)
s.a. x1 + x2 ≥ 6

3x1 + 4x2 ≥ 21 (3.4)
1 ≤ x1 ≤ 7
0 ≤ x2 ≤ 6
x ∈ Z2

A Figura 3.1 mostra o espaço de decisão X , os pontos e os “x” representam todas as
soluções factíveis para o problema (3.4). A imagem de todas as soluções factíveis podem
ser vistas na Figura 3.2 representando o espaço critério Z, os pontos de A − F são as
imagens dos “x” destacados no espaço de decisão. O ponto I (vetor ideal) é o menor valor
obtido para cada função objetivo e o ponto S é o maior valor em cada função objetivo
dentre todos os pontos factíveis. O ponto N (vetor nadir) é o maior valor de cada função
objetivo dentre os pontos de A− F .

O vetor ideal (zI) e o vetor nadir (zN) são obtidos resolvendo os problemas (3.5) e
(3.6).

min f1(x1, x2) = x1 + 2x2

s.a. x1 + x2 ≥ 6
3x1 + 4x2 ≥ 21 (3.5)

1 ≤ x1 ≤ 7
0 ≤ x2 ≤ 6
x ∈ Z2
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Figura 3.1: Espaço decisão (X ) de (3.4) .

Fonte: Elaborado pela autora.

Figura 3.2: Espaço critério (Z) de (3.4) .

Fonte: Elaborado pela autora.

min f2(x1, x2) = 2x1 − x2

s.a. x1 + x2 ≥ 6
3x1 + 4x2 ≥ 21 (3.6)

1 ≤ x1 ≤ 7
0 ≤ x2 ≤ 6
x ∈ Z2

Na Figura 3.1 observe que a solução do problema (3.5) é x1 = (7, 0) com F (x1) =
(f1(x1), f2(x1)) = (7, 14) representado pelo ponto A na Figura 3.2, a solução do problema
(3.6) é x2 = (1, 6) com F (x2) = (f1(x2), f2(x2)) = (13,−4) representado pelo ponto F
na Figura 3.2, ou seja, o vetor ideal representado na Figura 3.2 pelo ponto destacado I é
dado por zI = (min f1,min f2) = (7,−4) e o vetor nadir representado na Figura 3.2
pelo ponto N é dado por zN = (max f1,max f2) = (13, 14) (Pelo Teorema 3.15). Os
pontos A e F são chamados pontos lexicográficos da fronteira de Pareto.

Observe que o ponto S tem coordenadas igual a (max f1(x),max f2(x)) = (19, 14)
que não deve ser confundido com o vetor nadir, pois o vetor nadir é o máximo de cada
componente da função objetivo com x ∈ X ∗ (não x ∈ X ) e o ponto G = (9, 8) é um ponto
fracamente eficiente e não eficiente.

O conjunto eficiente X ∗ é formados pelos pontos {(7, 0), (6, 1), (3, 3), (2, 4), (1, 5), (1, 6}
representados pelos “x” na Figura 3.1. O conjunto não dominado Z∗ é formado pelos pon-
tos {A,B,C,D,E, F} na Figura 3.3. Note que não é possível melhorar uma coordenada
sem que a outra coordenada piore. Os pontos de Z∗ formam a fronteira de Pareto e
podemos ver que B está na parte não convexa da fronteira de Pareto, ou seja, é um ponto
não suportado. Note também que o retângulo formado pelos pontos A, I, F e N contém
a fronteira de Pareto, isso pode ser útil para reduzir o espaço critério, facilitando a busca
pelos pontos não dominados (ver Figura 3.3).

Outro conceito importante na teoria da otimização multiobjetivo é a minimização
lexicográfica, que está relacionada com a ordenação lexicográfica.
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Figura 3.3: Representação da fronteira de Pareto e dos vetores ideal e nadir.

Fonte: Elaborado pela autora.

Definição 3.17. (Minimização lexicográfica (Biobjetivo) (BOLAND; CHARKHGARD;
SAVELSBERGH, 2015a)): Considere o problema biobjetivo:

min F = (f1(x), f2(x)) (3.7)
s.a. x ∈ X

O ponto z̄ = (z̄1, z̄1) é dito mínimo lexicográfico de (3.7) se corresponde a uma solução de
menor valor para f2(x) dentre todas as soluções com menor valor para f1(x) dentre todas
as soluções factíveis.

Se z̄ existir, ele pode ser encontrado resolvendo dois problemas de otimização monob-
jetivo na sequência:

z̄1 = min f1(x) (3.8)
s.a. x ∈ X

z̄2 = min f2(x) (3.9)
s.a. x ∈ X

z1(x) ≤ z̄1

Notação: lex−minx∈X{f1(x), f2(x)} analogamente podemos definir
lex−minx∈X{f2(x), f1(x)}.

A partir da Definição 3.17 é possível pensar na minimização lexicográfica para o caso
multiobjetivo. Supondo que existam p objetivos, para cada ordem de prioridade escolhida
no conjunto {1, 2, . . . , p}, resolve-se p subproblemas sequenciais de forma que a função
com maior prioridade é otimizada com as suas restrições originais. Na sequência sua
solução ótima é utilizada como restrição na otimização da segunda função com maior
prioridade, e assim sucessivamente até à última função.

No contexto da otimização multiobjetivo os métodos de solução são classificados em
três categorias “a priori”, “a posteriori” e “interativo” de acordo com o papel do tomador
de decisão no processo de resolução do problema. Os métodos a priori são aqueles em
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que o tomador de decisão fornece informações e preferências a respeito do problema antes
do processo de resolução, ou seja, as técnicas de solução buscam uma solução com base
nesses parâmetros. Nos métodos a posteriori o conjunto de todas as soluções eficientes é
gerado e ao final o tomador de decisão analisa o conjunto de acordo com suas preferências
naquele momento. Os métodos interativos são aqueles em que o tomador de decisão
introduz as preferências durante o processo de solução, ou seja, o decisor pode articular
o processo de otimização de uma forma interativa definindo as prioridades antes de cada
iteração, guiando a busca na direção das regiões onde existam soluções relevantes. Esse
estudo foca nos métodos a posteriori, ou seja, o objetivo é obter a Fronteira de Pareto
para que o decisor tenha em mãos um conjunto de soluções que podem ser selecionadas
de acordo com a preferência em um determinado momento, e que seja possível escolher
outra solução caso as preferências se alterem em um momento posterior.

A minimização lexicográfica da forma como está definida em 3.17 é considerada como
um método a priori quando o decisor fornece a ordem de prioridade das funções antes do
processo de solução. Porém, na Seção 3.4 são citados dois métodos de solução a posteriori
que usam minimização lexicográfica.

O termo “Métodos de Escalarização” é utilizado exaustivamente durante todo o desen-
volvimento da abordagem multiobjetivo, assim uma definição formal adaptada de Aliano-
Filho (2016), Sáez-Aguado e Trandafir (2018) é feita na Definição 3.18.

Definição 3.18. (Métodos de escalarização) Os métodos de escalarização são métodos
que transformam um (POM) em uma sequência de problemas monobjetivo, que sob certas
condições, geram soluções eficientes.

Na otimização multiobjetivo tem-se os espaço de decisão X e o critério Z, com isso
existem métodos de resolução que trabalham com o conjunto X e outros que trabalham
com o conjunto Z. Ou seja, resolver o (POM) consiste em encontrar todos os pontos
não dominados correspondentes as soluções eficientes. Na Seção 3.2 uma breve revisão
bibliográfica explicitando em qual espaço é feita a busca por soluções eficientes (corres-
pondentes a pontos não dominados) é apresentada. Os métodos de escalarização citados
na Seção 3.2 serão descritos na Seção 3.3.

3.2 Buscas no espaço critério e no espaço de decisão
Uma breve revisão da literatura sobre a busca por soluções eficientes (correspondentes

a pontos não dominados) de um problema (POM) no espaço de critério ou no espaço
de decisão é apresentada nessa seção. O principal método de busca no espaço de de-
cisão para problemas de otimização linear multiobjetivo (funções objetivo e restrições
lineares com variáveis reais) (POLM), são baseados no método Simplex. Em Ehrgott
(2000) é apresentada uma breve revisão dos principais resultados de otimização linear
monobjetivo e o algoritmo simplex. Em seguida é proposto um algoritmo simplex para
um problema biobjetivo linear chamado Simplex Paramétrico, baseado em resultados que
relaciona problemas (POLM) com a sua escalarização através da soma ponderada. E por
fim é apresentado um algoritmo Simplex para problemas (POLM). Evans e Steuer (1973)
afirmam que na sequência de soluções básicas factíveis geradas antes do ponto ótimo uti-
lizando o algoritmo Simplex Paramétrico, pode haver um ou mais pontos eficientes. No
entanto, isso não seria detectado a menos que um teste de eficiência seja aplicado a cada
solução viável básica. Com isso, uma condição necessária e suficiente para um ponto ser



44 Otimização Multiobjetivo

eficiente é proposta no desenvolvimento de um algoritmo simplex revisado para problemas
(POLM), obtendo o conjunto de pontos eficientes. Yu e Zeleny (1974) apresentam uma
versão generalizada do método simplex, o Método Multiobjetivo Simplex, para gerar o
conjunto de todas as soluções não dominadas para problemas (POLM) com uma simples
subrotina de não dominância para testar a não dominância de qualquer solução. Resulta-
dos de testes computacionais realizados pelos autores mostram que o conjunto de todos
os pontos não dominados pode ser gerado de forma bastante eficiente.

Para problemas de Otimização inteira Multiobjetivo (OIM), foram encontrados varios
métodos de busca no espaço de decisão baseados em adaptações do método branch and
bound proposto para o problema monobjetivo. Mavrotas e Diakoulaki (1998) apresentam
um algoritmo Branch and Bound para a geração do conjunto eficiente em problemas de
otimização misto zero-um multiobjetivo. Em cada nó da árvore de busca o vetor ideal é
calculado. Se o vetor ideal é dominado por qualquer um dos pontos já encontrados, então
o nó específico é considerado e o ramo correspondente é terminado. Para a resolução do
subproblema correspondente a cada nó, é utilizado o método simplex proposto em Zeleny
(1974). A diferença para o método Branch and Bound proposto em Sourd e Spanjaard
(2008) é a utilização de um conjunto de pontos (denotado por UB), ao invés de usar apenas
o vetor ideal, para descartar um nó. Esses pontos são obtidos calculando-se os pontos
lexicográficos (com as soluções eficientes correspondentes). A partir desses dois pontos,
obtêm-se uma nova solução utilizando um método de escalarização (Soma Ponderada).
Os experimentos numéricos dos autores mostram a eficiência da abordagem considerando
um problema biobjetivo.

Jozefowiez, Laporte e Semet (2012) descrevem um algoritmo Branch and Cut modifi-
cado para problemas de Otimização Inteira Multiobjetivo. Essa modificação é proposta
através de definições de limitantes inferior e superior e algumas estratégias adicionais de
aceleração. O algoritmo é aplicado à um problema de roteamento e comparado com um
dos métodos clássicos de escalarização, o método ε- Restrito. A comparação mostra que o
tempo médio gasto pelo algoritmo proposto é menor que o tempo médio gasto utilizando
o método ε- Restrito. Uma pesquisa dos métodos Branch and Bound desenvolvidos para
problema de Otimização Inteira Mista Multiobjetivo (OIMM) é apresentada em Stidsen,
Andersen e Dammann (2014), e os autores apresentam um novo método Branch and
Bound para resolver uma subclasse de problemas de (OIMM). O método consiste em, a
cada nó, resolver uma escalarização similar à Soma Ponderada. Testes computacionais fo-
ram realizados pelos autores, em um grande número de instâncias de seis classes diferentes
de problemas da subclasse considerada. É feita uma comparação com um método gené-
rico de duas fases e o método proposto funciona melhor em 5 das 6 classes de problemas
considerados.

Na revisão de literatura foi observado que os métodos de busca no espaço critério são
baseados em métodos de escalarização. Em Aneja e Nair (1979) é proposto um algoritmo
para resolver o problema do transporte triobjetivo em duas etapas. Na etapa 1 é conside-
rado um problema biobjetivo, cujo passo inicial é encontrar as soluções da minimização
lexicográfica tanto com relação a primeira função objetiva quanto com relação a segunda
função objetiva. Na sequência os pontos não dominados do problema biobjetivo são en-
contrados. Na etapa 2 um novo algoritmo é proposto introduzindo o terceiro objetivo.
Benson e Sun (2002) apontam algumas vantagens de se trabalhar no espaço de critério,
como por exemplo, o número de elementos do espaço de decisão (X ) cresce exponenci-
almente com o tamanho do problema enquanto que o número de elementos do espaço
critério (Z) geralmente é menor, apresentar ao decisor o conjunto (Z∗) pode ser menos
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confuso que apresentar o conjunto (X ∗) como solução, a busca em (X ) pode obter vários
pontos com mesmo valor em (Z). Com isso, é proposta uma abordagem de decomposição
básica de pesos no método da Soma Ponderada para gerar o conjunto de todos os pon-
tos não dominados de um problema de otimização linear multiobjetivo. Essa abordagem
é validada e seu aspecto mais exigente é a necessidade da implementação do algoritmo
Branch and Bound para efetuar o passo que obtém os pesos.

O método de Sylva&Crema (SYLVA; CREMA, 2004) é desenvolvido para problemas
de Otimização Combinatória Multiobjetivo a partir de um conjunto de pontos não domi-
nados determinados a priori. Outras soluções são obtidas utilizando o método da Soma
ponderada e adicionando restrições que eliminam do conjunto factível as regiões do espaço
(Z) que são dominadas pelos pontos não dominados do conjunto inicial. Esse método ob-
tém todas as soluções eficientes, porém a cada iteração ele se torna mais difícil de ser
resolvido, pois aumenta o número de variáveis binárias e o número de restrições. Ehrgott
(2006) apresentam métodos de solução para problemas de Otimização Inteira Multiob-
jetivo baseados em métodos de escalarização. Uma formulação geral que engloba maior
parte dos métodos de escalarização é proposta e uma nova técnica de escalarização é
descrita, o método das Restrições Elásticas, mostrando que essa nova técnica é capaz de
encontrar todas as soluções eficientes e supera o custo computacional dos métodos que
usam restrições em valores objetivos.

Alguns trabalhos realizam a busca no espaço critério considerando um retângulo inicial
que contenha Z, e a cada iteração, esse retângulo é dividido em retângulos menores.
Métodos de escalarização são aplicados considerando esses sub-retângulos. Em Hamacher,
Pedersen e Ruzika (2007) esse método é chamado Método da Caixa e considera problemas
de Otimização Inteira Biobjetivo. O primeiro passo é realizar a minimização lexicográfica
para encontrar os pontos lexicográficos, que formam o retângulo inicial. A busca inicial
é feita nesse retângulo utilizando uma variação do método ε-Restrito. A cada ponto
não dominado encontrado, o retângulo (caixa) é dividido em retângulos menores. O
algoritmo é finalizado quando a área do maior dos sub-retângulos é menor que uma
tolerância pré-definida. O método proposto em Boland, Charkhgard e Savelsbergh (2014,
2015b) para resolver problemas de Otimização Inteiro Misto Biobjetivo chamado Triangle
Splitting considera a busca em triângulos e retângulos (a busca é feita prioritariamente
no retângulo) e uma direção de divisão (horizontal ou vertical) é definida. A busca
inicial é feita no retângulo definido pelos pontos lexicográficos, usando o método da Soma
Ponderada para encontrar os pontos extremos não dominados suportados. Depois, divide-
se o retângulo em um ou mais triângulos, os pontos não dominados são adicionados à lista e
os triângulos são adicionados na fila de prioridade. A busca no triângulo é feita nos pontos
da hipotenusa utilizando a minimização lexicográfica. Se os pontos forem não dominados
a lista de pontos é atualizada, caso contrário o triângulo é dividido em 2 retângulos
utilizando a direção de divisão horizontal (ver Figura 3.4), que são adicionados à fila de
prioridade. Os resultados computacionais mostraram que o método resolve instâncias
grandes em um tempo razoavelmente pequeno.

O método proposto em Boland, Charkhgard e Savelsbergh (2015a) estende o Método
da Caixa proposto por Hamacher, Pedersen e Ruzika (2007). A busca no espaço critério
é feita em retângulos, mas antes de dividir o retângulo, explora-se a característica dos
solucionadores de otimização inteira gerais de gerar múltiplas soluções, soluções ótimas
alternativas ou outras soluções de alta qualidade. Esse recurso é chamado de coleta de
soluções. Para tentar reduzir o número de problemas inteiros que precisam ser resolvidos
ou para tentar fornecer soluções viáveis de maior qualidade resolve-se um subproblema.
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Figura 3.4: Divisão horizontal do triângulo.

Fonte: (BOLAND; CHARKHGARD; SAVELSBERGH, 2014).

Em seguida as soluções que não são eficientes são removidas em ordem decrescente de
segundo valor de função objetivo. Só então é feita a divisão do retângulo. De acordo com
os autores o método tem várias vantagens. A facilidade de ser implementado, a rápida
convergência para o conjunto completo dos pontos não dominados. O cálculo da fronteira
eficiente exata é mais rápido que os outro método de busca no espaço critério testados por
eles, produz rapidamente uma fronteira eficiente aproximada de alta qualidade e produz a
fronteira eficiente exata ou uma fronteira eficiente aproximada com garantia de qualidade.
Os autores apresentam os resultados computacionais utilizando instâncias de diferentes
classes de problemas de Otimização Combinatória e comparam com os métodos ε-Restrito,
Tchebycheff Ponderado Aumentado e Busca Perpendicular.

Na Seção 3.3 é apresentada uma revisão dos métodos de escalarização mais utilizados
na literatura e as sua variações.

3.3 Métodos de escalarização

Nessa Seção são apresentados métodos de escalarização para resolver problemas de
Otimização Multiobjetivo com base em Deb (2001), Ehrgott (2006), Aliano-Filho (2016),
Sáez-Aguado e Trandafir (2018). Muitos desses métodos são variações dos métodos mais
conhecidos, como por exemplo o Método da Soma Ponderada e o Método ε-Restrito. Em
Aliano-Filho (2016) são apresentados seis métodos da literatura, um novo método é pro-
posto e aplicado ao Problema de Corte de Estoque Unidimensional Multiobjetivo. Deb
(2001) apresenta os principais métodos de escalarização, apontando vantagens e desvan-
tagens. Sáez-Aguado e Trandafir (2018) discutem os principais métodos de escalarização
para problemas de Otimização Inteira Biobjetivo, apresentando seis variações do Método
ε-Restrito encontradas na literatura e a complexidade de cada variante em relação a outros
métodos exatos. Por fim, são propostas três novas variações do Método ε-Restrito.
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3.3.1 Método da soma ponderada
O método da Soma Ponderada (SP) consiste em atribuir pesos wk ≥ 0 para cada obje-

tivo fk(x), transformando o problema (POM) em um problema monobjetivo ponderado
(ANEJA; NAIR, 1979). Note que é realizada uma combinação de cada função-objetivo
considerada através dos pesos wk, que quando variado, permitirá a geração de outras so-
luções eficientes distintas. Esse método é muito utilizado por ser de fácil implementação.
Porém uma grande desvantagem desse método é a dificuldade em determinar a variação
dos pesos que retornem soluções eficientes. O (POM) é transformado em uma sequência
de subproblemas de otimização monoobjetivo, do tipo (3.10).

min
∑p
k=1 wkfk(x) (3.10)

s.a. x ∈ X

Vários resultados importantes que garantem a obtenção de uma solução eficiente atra-
vés da resolução de (3.10) são apresentados em Aliano-Filho (2016), como por exemplo:

i) Se wk > 0,∀k = 1, . . . , p então a solução ótima de (3.10) é eficiente.

ii) Se para um dado w = (w1, . . . , wp) o problema (3.10) tem solução única x∗, então
x∗ é eficiente.

iii) O método é capaz de encontrar todas as soluções eficientes para (POM) convexos
(e a fronteira de Pareto será convexa) desde que w seja adequadamente variado.

iv) Realizando uma normalização dos objetivos, Os pesos podem ser variados conside-
rando que ∑p

k=1 wk = 1 sem perda de generalidade, facilitando assim a variação dos
pesos.

Como o método SP encontra somente pontos suportados, a classe de problemas que
podem ser resolvidos por esse método é pequena. Mas a combinação dele com outros
métodos podem apresentar bons resultados. Duas variações do método SP apresentadas
em Sáez-Aguado e Trandafir (2018) são obtidas com restrições adicionais (Var 1 e Var. 2
que podem ser encontradas no Apêndice A).

3.3.2 Método ε−restrito
O Método ε-Restrito consiste em minimizar uma das funções objetivos e incluir as

demais como restrição com limitantes especificados (CHANKONG; HAIMES, 2008). A
escalarição ε-Restrita é dada em (3.11).

P (ε) min fi(x) (3.11)
s.a. fk(x) ≤ εk, k = 1, . . . , p, k 6= i

x ∈ X .

Resultados são apresentados em Aliano-Filho (2016), Ehrgott (2006) que garantem a
obtenção de uma solução eficiente (ou fracamente eficiente) através da resolução de (3.11):

i) Toda solução ótima de (3.11) é fracamente eficiente e existe alguma solução ótima
de (3.11) que é eficiente.

ii) Se o problema (3.11) tem solução única x∗, então x∗ é eficiente.
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Conforme os limitantes εk variam, diferentes soluções eficientes podem ser obtidas com
esta escalarização, desde que a solução seja única. Uma diferença crucial entre esse método
e o método da SP é que a região admissível do problema escalarizado varia e ele é capaz
de obter soluções não suportadas.

O Exemplo 3.19 faz uma comparação entre o método da Soma Ponderada (SP) e o
método ε-Restrito (ER).

Exemplo 3.19. Retornando ao Exemplo 3.16, aplica-se o método da SP e o método
ER para mostrar a dificuldade do método SP para encontrar soluções não suportadas.
Considere a escalarização obtida pelo método da SP, dada em (3.12).

min w1(x1 + 2x2) + w2(2x1 − x2)
s.a. x1 + x2 ≥ 6

3x1 + 4x2 ≥ 21 (3.12)
1 ≤ x1 ≤ 7
0 ≤ x2 ≤ 6
x ∈ Z2

Considere w sendo os escalares de uma combinação convexa, ou seja, w1 + w2 = 1, e as
funções objetivo normalizadas de acordo com (3.13) (ALIANO-FILHO, 2016):

fnormk = fk − zIk
zNk − zIk

, (3.13)

para cada valor de w os resultados exibidos na Tabela 3.1 são obtidos.

Tabela 3.1: Método da Soma Ponderada aplicado ao Exemplo 3.16.
Método da Soma Ponderada

Variação dos pesos
w = (w1, w2)

Solução Ponto correspondente
em Z (Figura 3.2)

w = (0; 1) x1 = (7, 0) A
w = (0, 1; 0, 9) (7, 0) A
w = (0, 2; 0, 8) (7, 0) A
w = (0, 3; 0, 7) (7, 0) A
w = (0, 4; 0, 6) (3, 3) C
w = (0, 5; 0, 5) (1, 5) E
w = (0, 6; 0, 4) (1, 5) E
w = (0, 7; 0, 3) (1, 5) E
w = (0, 8; 0, 2) (1, 5) E
w = (0, 9; 0, 1) (1, 6) F
w = (1; 0) (1, 6) F

Fonte: Elaborado pela autora.

Na Tabela 3.1 percebe-se que não foram gerados todos os pontos não dominados.
Mesmo fazendo a variação de 0, 01 em w os pontos B eD (Figura 3.5) não são encontrados.
A fronteira (pontos {A,C,E, F}) obtida pode ser vista na Figura 3.5 em que N é o vetor
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Figura 3.5: Fronteira de Pareto (SP).

Fonte: Elaborado pela autora.

nadir, U é o vetor composto pelo valor máximo para cada função objetivo e I é o vetor
ideal.

Aplicando o método ER, resulta na escalarização (3.14).

min x1 + 2x2

s.a. x1 + x2 ≥ 6
3x1 + 4x2 ≥ 21 (3.14)
1 ≤ x1 ≤ 7
0 ≤ x2 ≤ 6
2x1 − x2 ≤ ε

x ∈ Z2

Os pontos lexicográficos A e F , calculados no Exemplo 3.16, são usados para limitar a
variação de ε, ou seja, −4 < ε < 14. Os resultados obtidos são exibidos na Tabela 3.2.

Observe na Tabela 3.2 que todos os pontos da fronteira (Figura 3.6) foram gerados
considerando poucas variações de ε. Os pontos B e D (pontos não suportados) não
foram obtidos pelo método da SP. Assim pode-se concluir que é mais vantajoso trabalhar
com o método ER no caso em que existem soluções não suportadas, a menos que sejam
consideradas variações do método SP que corrigem essa falha. Observe que o ponto G é
fracamente dominado pelo ponto C assim ele deve ser excluído da fronteira de Pareto.

Um contraponto do método ER é que ele pode obter pontos dominados, sendo ne-
cessário eliminá-los ao final do processo de resolução. Para contornar essa falha, foram
propostas variações do método ε-Restrito. As variações apresentadas em Sáez-Aguado e
Trandafir (2018) consideram problemas de Otimização Inteira e são descritas no Apên-
dice A. A Variação 2 é descrita a seguir por ser uma variação clássica do método, e será
utilizada no estudo computacional para avaliar se seu desempenho é prejudicado pela
necessidade de resolução de dois subproblemas a cada iteração para o caso biobjetivo.
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Tabela 3.2: Método ε-Restrito aplicado ao Exemplo 3.16.
Método ε-Restrito

Variação de ε Solução Ponto correspondente em Z
(Figura 3.2)

ε = −4 x1 = (1, 6) F
ε = −1 x2 = (1, 5) E
ε = 2 x3 = (2, 4) D
ε = 5 x4 = (3, 3) C
ε = 8 x4 = (5, 2) G
ε = 11 x4 = (6, 1) B
ε = 14 x4 = (7, 0) A

Fonte: Elaborado pela autora.

Figura 3.6: Fronteira de Pareto (ER).

Fonte: Elaborado pela autora.

Var. 2: (Método ε-Restrito lexicográfico )
Na seção 3.2 vimos que a minimização lexicográfica é bastante utilizada em proble-
mas de Otimização Multiobjetivo. O Método ε-Restrito lexicográfico consiste em
resolver uma sequência de subproblemas dados por (3.15).

(LEX − P (ε)) lex−min (f1(x), . . . , fp(x)) (3.15)
s.a. fk(x) ≤ εk, k = 1, . . . , p, k 6= i

x ∈ X

Qualquer solução ótima do problema (LEX − P (ε)) é eficiente para (POM) biob-
jetivo.

Os resultados computacionais apresentados por Sáez-Aguado e Trandafir (2018) fo-
ram obtidos utilizando as variações 2, 3, 8 e 9, aplicadas ao problema das p-mediana com
máxima cobertura biobjetivo. Os autores justificam a escolha das variações dizendo que
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consideraram os métodos que produzem apenas pontos não dominados e que garantem que
todos os pontos não dominados são gerados. Além disso, é considerada uma abordagem
parecida com a abordagem de coleta de soluções apresentada por Boland, Charkhgard e
Savelsbergh (2015a), que os autores chamam de implementação avançada. A implemen-
tação avançada consiste em salvar as soluções possíveis geradas em uma iteração para
carregar a melhor delas na iteração seguinte. Assim com a melhoria da solução inicial o
número de nós da árvore de busca a serem examinados é reduzido e o tempo de execução
também é reduzido. Os resultados mostrados pelos autores comprovam que dentre as
variações consideradas, a variação 9 teve o menor tempo computacional no geral inclusive
com a implementação avançada. A variação 2 foi a que apresentou o pior tempo.

3.3.3 Método de Tchebycheff
Muitos métodos citados na Seção 3.2 iniciam sua busca calculando pontos de refe-

rência do espaço critério como por exemplo os pontos lexicográficos, consequentemente
obtendo o vetor ideal. Além de considerar ponderações convexas dos objetivos, podemos
também combinar os objetivos numa função escalar utilizando as normas ponderadas lα
em espaços euclidianos. Considerando pesos não negativos, uma escalarização pode ser
obtida minimizando a distância entre o vetor objetivo de uma solução x factível e o vetor
ideal zI , com respeito à norma ponderada α, conforme (3.16).

min

[ p∑
k=1

wk(fk(x)− zIk)α
] 1
α

(3.16)

s.a. x ∈ X ,

em que α denota a métrica ponderada que é utilizada e seu valor é fornecido a priori tal
que 1 ≤ α < ∞ ou α = ∞. Para α = 1, caímos no método da Soma Ponderada. No
caso em que α = ∞, temos a norma l∞ que é conhecida como norma de Tchebycheff. A
escalarização utilizando a norma de Tchebycheff é dada em (3.17).

min max1≤k≤p{wk(fk(x)− zIk)} (3.17)
s.a. x ∈ X .

Alguns trabalhos que abordam esse método utilizam um modelo equivalente, que é uma
linearização de (3.17), inserindo uma variável auxiliar v ∈ R+ e obtendo-se (3.18).

min v (3.18)
s.a. x ∈ X

wk(fk(x)− zIk) ≤ v

Em Aliano-Filho (2016) são demonstrados os seguintes resultados:

• Se wk > 0, ∀k = 1, . . . , p, então a solução de (3.18) é eficiente.

• Se (3.18) tem solução única x∗, então x∗ é eficiente.

Assim como no método da Soma Ponderada e no método ε-Restrito, é necessário garantir
que a escalarização de Tchebycheff tenha uma única solução. O Método de Tchebycheff
Ponderado Aumentado descrito a seguir é uma variação clássica do método e será utilizada
no estudo computacional (as demais variações são descritas no Apêndice A).
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VarT. 1: (Método de Tchebycheff Ponderado Aumentado (TPA) )

Esse método apresenta uma característica importante que é capacidade de garantir
que todas as soluções eficientes sejam encontradas, mesmo aquelas que estão na
região não convexa da fronteira de Pareto, desde que haja uma variação adequada
dos pesos. Ele é representado pela escalarização (3.19).

min v + ρ
p∑

k=1
(fk(x)− zIk) (3.19)

s.a. wk(fk(x)− zIk) ≤ v

x ∈ X .

O resultado demonstrado em Aliano-Filho (2016) garante que se x∗ ∈ X é uma
solução eficiente então existe w > 0 tal que x∗ é uma solução para o problema
(3.19), em que o ponto referência é o vetor utópico zU .

Os resultados apresentados por Aliano-Filho, Moretti e Pato (2018) mostram que
a VarT. 2 obtém uma melhor aproximação da fronteira de Pareto comparado ao TPA
aplicado ao Problema de Corte de Estoque Biobjetivo Unidimensional considerando a
minimização do número total de objetos cortados e a minimização do número de setups.

3.4 Métodos que combinam técnicas de decomposi-
ção do espaço critério e escalarizações

A partir da revisão da literatura sobre métodos de solução para problemas de oti-
mização multiobjetivo encontram-se várias contribuições no contexto de algoritmos de
busca no espaço critério dadas por Boland, Charkhgard e Savelsbergh (2015a, 2015b,
2016, 2017a, 2017b). Os algoritmos desenvolvidos são baseados em formas diferentes de
decompor ou dividir o espaço critério e aplicar as escalarizações conhecidas e usadas na
solução de problemas de otimização multiobjetivo inteiros e inteiro-mistos. O método
da caixa balanceada proposto em Boland, Charkhgard e Savelsbergh (2015a) é citado
por Santis, Grani e Palagi (2020) como um dos métodos mais modernos para problemas
de otimização matemática linear inteira biobjetivo. Em Santis, Grani e Palagi (2020)
é proposto um método que também utiliza técnicas de decomposição do espaço critério
através de uma algoritmo Branch and Cut que realiza um particionamento da fronteira,
introduzindo inequações. O estudo computacional realizado compara o método desenvol-
vido com método da caixa balanceada. Os estudos desenvolvidos em Aliano-Filho (2016),
Aliano-Filho, Moretti e Pato (2018), Aliano-Filho et al. (2021) são baseados em variações
do método de Tchebycheff incluindo técnicas de decomposição do espaço critério, sendo
alguns dos poucos trabalhos que aplicam os métodos propostos no problema de corte de
estoque biobjetivo unidimensional. Até onde se sabe, o método de múltiplos vetores de
referência proposto em Aliano-Filho et al. (2021) é o método mais recente usado para
resolver o PCE biobjetivo unidimensional. As principais características e resultados do
método de particionamento da fronteira (FPA do termo em inglês Frontier Partitioner
Algorithm) são descritos na Seção 3.4.1. O método FPA é usado na Seção 4.2 para resolver
o problema do corte de estoque bidimensional.
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3.4.1 Método de particionamento da fronteira (FPA)
Santis, Grani e Palagi (2020) desenvolveram um algoritmo Branch and Cut para pro-

blemas de otimização biobjetivo inteiro denominado FPA. O método consiste em intro-
duzir cortes (inequações) induzindo uma partição do espaço critério e utilizando uma
técnica de escalarização para obter um ponto não dominado. As técnicas de escalarização
utilizadas foram a Soma Ponderada, a Léxicográfica e uma terceira técnica que combina
as duas, chamada de Soma Ponderada Personalizada.

Considere o Problema de Otimização Biobjetivo Inteiro (POIB) dado em (??).

(POIB) min F (x) = (f1(x), f2(x)) (3.20)
s.a. x ∈ X ∩ Zn,

em que X ⊆ Rn e as funções f1, f2 : Rn → R são contínuas.
Para garantir que o método seja capaz de produzir toda a fronteira de Pareto Z∗,

considera-se duas suposições básicas sobre o problema.

Suposição 3.20. (Existência do vetor ideal) Vamos assumir que os valores objetivo ideal
zIi , i = 1, 2 existe.

Além da existência do vetor ideal supõe-se que exista um valor positivo que seja maior
que a distância entre a imagem de duas soluções factíveis. Logo considera-se a classe de
funções γ-positivas (Definição 3.21).

Definição 3.21. (Função γ-positiva) Uma função f : Rn → R é uma função γ-positiva
sobre X ∩Zn se existe um γ ∈ R positivo tal que |f(x)−f(y)| ≥ γ, para todo x, y ∈ X ∩Zn
com f(x) 6= f(y).

Suposição 3.22. (Valor gap positivo) As funções fi : Rn → R, i = 1, 2 no problema
(POIB) são funções γ-positivas.

Considerando as Suposições 3.20 e 3.22 mostra-se que a fronteira de Pareto é finita,
esse resultado é frequentemente utilizado para definir e mostrar a convergência de métodos
exatos.

Proposição 3.23. Sejam as Suposições 3.20 e 3.22 satisfeitas. Então a fronteira de
Pareto Z∗ é um conjunto finito.

Demonstração. Pela Suposição 3.20 existe o vetor ideal zI , ou seja existem x̂1, x̂2 soluções
dos problemas que minimizam cada objetivo, respectivamente. Logo zI = (f1(x̂1), f2(x̂2))
e consequentemente existem os valores M1 = f1(x̂2) e M2 = f2(x̂1) de tal forma que a
fronteira de Pareto está contida no retângulo [zI1 ,M1] × [zI2 ,M2] cujo os lados medem
(Mi−zIi +1), e portanto a fronteira é limitada, . Por outro lado, da Suposição 3.22 temos
que existe γi > 0 tal que |fi(x)− fi(y)| ≥ γi,∀x, y ∈ X ∩Zn com fi(x) 6= fi(y), ou seja, a
diferença em cada coordenada dos pontos no espaço critério (que são imagem das soluções

factíveis) é no mínimo γi. Logo cada fi assume no máximo Mi − zIi + 1
γi

valores distintos,

implicando que |Z∗| é no máximo (M1 − zI1 + 1)(M2 − zI2 + 1)
γ1γ2

provando que a fronteira
é finita.
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Para utilizar o algoritmo FPA pode-se escolher qualquer escalarização padrão encon-
trada na literatura. Santis, Grani e Palagi (2020) se baseiam na soma ponderada e na
lexicográfica. A escalarização lexicográfica foi definida de uma forma alternativa se dife-
renciando da Definição 3.17 apenas na ordem de prioridade e permutação considerada.

Definição 3.24. Dado (POIB) e uma permutação (i1, i2) no conjunto {0, 1}, o problema
lexicográfico é definido de acordo com (3.21)-(3.22). Notação: lexminx∈X∩Zn(fi1 , fi2)

min fi1(x) (3.21)
s.a. fi2 = zIi2 ,

x ∈ X ∩ Zn,

zIi2 = min fi2(x) (3.22)
s.a. x ∈ X ∩ Zn.

Supondo que a permutação escolhida na Definição 3.24 seja (1, 2) logo o problema
lexicográfico lexminx∈X∩Zn(f1, f2) considera a minimização de f1 dentre o menor valor
de f2, ou seja, a ordem de prioridade seria 2 − 1 uma vez que olha-se primeiramente
para o melhor valor de f2 para então minimizar f1. Assim, o problema lexicográfico
de acordo com a Definição 3.17 é lex−minx ∈ X ∩ Zn(f2, f1) que diz respeito a ordem
de prioridade e não à permutação escolhida. Nessa seção, o problema lexicográfico é
considerado de acordo com a Definição 3.24 para melhor entendimento do método FPA.

Uma nova escalarização chamada de soma ponderada personalizada que combina a SP
e o problema lexicográfico é usada para melhorar a versão básica do FPA.

Definição 3.25. (Soma Ponderada Personalizada) Seja x̂ ∈ X ∩ Zn qualquer solução
ótima do problema lexicográfico com respeito a permutação (i1, i2) no conjunto {0, 1}. A
escalarização da Soma Ponderada Personalizada (SPP) é definida por:

min w∗1f1(x) + w∗2f2(x) (3.23)
s.a. x ∈ X ∩ Zn,

em que W ∗ = (w∗1, w∗2) pertence ao conjunto (3.24)

{(w1, w2) ∈ R2
> : x̂ ∈ argminx∈X∩Znw1f1(x) + w2f2(x)}. (3.24)

Para facilitar, vamos nos referir aos subproblemas resultantes da aplicação, da SP
como (IIPw), do problema lexicográfico como (IIPL) e da SPP como (IIP ∗), assim como
em Santis, Grani e Palagi (2020). Observe que a SPP representa uma correspondências
entre as duas escalarizações combinadas, ou seja, dada uma solução x̂ de (IIPL) existem
pesos positivos tais que x̂ é solução de (IIPw). A ideia principal da SPP é reduzir
o custo computacional gasto para resolver (IIPL) uma vez que é necessário resolver
dois subproblemas na sequência, e assim se w∗i são conhecidos basta resolver um único
subproblema. Além da ideia de particionar o espaço critério durante a busca pela fronteira
outro ponto importante do FPA é a descoberta de pesos adequados w∗ que são calculados
apenas uma vez, continuam válidos para os subproblemas criados durante a execução do
método. Descreve-se, a seguir, como os pesos para (IIP ∗) são calculados.

Dada uma permutação (i1, i2) do conjunto {1, 2} seja x̂ solução de lexminx∈X∩Zn(fi1 , fi2)
e x̄ solução de lexminx∈X∩Zn(fi2 , fi1) (permutação reversa). Assim, temos que ẑ e z̄ tais
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que ẑ = F (x̂) e z̄ = F (x̄) são não dominados e diferentes (caso contrário o vetor ideal
seria solução ótima de (POIB)).

Seja γ = mini=1,2{γi} > 0 (Suposição 3.22). Para qualquer ζ ∈ (0, γ) defina w(ζ) ∈ R2
>

como:

w(ζ)i =


γ − ζ
ẑi1 − z̄i1

, se i = i1

1, se i = i2

(3.25)

Os autores mostraram que os pesos calculados conforme definidos em (3.25) são válidos
para a SPP, ou seja, w(ζ) ∈ W ∗,∀ζ ∈ (0, γ) mostrando uma correspondência entre a SPP
e o problema lexicográfico. Outro resultado importante é a validade de w(ζ) para definir
o (IIP ∗) em um subconjunto de X ∩Zn. Assim, pode-se aplicar o (IIP ∗) no esquema de
ramificação, pois os pesos são válidos para cada nó.

O FPA parte de um ponto não dominado, define dois subproblemas de forma que o
ponto não dominado escolhido e todos os pontos que são dominados por ele sejam infactí-
veis para os dois subproblemas. Sendo assim, considere um nó genérico k da ramificação
da árvore, o subproblema (POIBk) é representado em (3.26).

(POIBk) min F (x) = (f1(x), f2(x)) (3.26)
s.a. x ∈ X k ∩ Zn,

em que X k ⊆ X é o conjunto obtido da interseção de X com as desigualdades definidas
em (3.27). Para k = 0, ou seja, no nó raiz temos que (POIB0)=(POIB) e X 0 = X .

Para calcular um ponto não dominada de (POIB0), pode-se usar (IIPW ), (IIP ∗)
ou (IIPL) para obter (IIP )k. Com isso, é necessário considerar a Suposição 3.26 para
garantir a convergência do método.

Suposição 3.26. (Solucionabilidade do (IIP )k) Existe um oráculo que retorna uma so-
lução ótima de (IIP )k ou certifica a inviabilidade do problema (IIP )k.

Sob a Suposição 3.26 tem-se que (IIP )k tem solução ótima ou é infactível. No primeiro
caso, o nó k pode ser ramificado gerando dois nós filhos. Seja x̂k ∈ X k∩Zn solução ótima
de (IIP )k e ẑk = F (x̂). Tome εi ∈ (0, γi], i = 1, 2 (γi satisfazendo a Suposição 3.22),
considere as inequações:

fi(x) ≤ ẑi − εi, i = 1, 2. (3.27)

Logo, os dois subproblemas gerados para os dois nós filhos obtidos do nó k são:

min F (x) = (f1(x), f2(x)) (3.28)
s.a. x ∈ X k

1 ∩ Zn,

X k
1 = X k ∩ {x ∈ Rn : f1(x) ≤ ẑk1 − ε1},

min F (x) = (f1(x), f2(x)) (3.29)
s.a. x ∈ X k

2 ∩ Zn,

X k
2 = X k ∩ {x ∈ Rn : f2(x) ≤ ẑk2 − ε2} .
Para analisar a convergência do método FPA os autores mostram que as inequações

utilizadas para gerar os nós filhos definem uma partição no espaço decisão e cada nó
examinado pode ser podado ou produz um ponto não dominado ainda não encontrado.
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Com isso, considerando as Suposições 3.20, 3.22 e 3.26 válidas, mostra-se que o número
máximo de subproblemas resolvidos pelo FPA é 2|Z∗| + 1 considerando qualquer uma
das técnicas de escalarização citadas. Uma importante observação é que o número de
subproblemas resolvidos quando aplica-se a SPP é reduzido para |Z∗|+1 (melhor limitante
encontrado até o momento) e não é necessária a resolução de um dos subproblemas gerado
em cada nó, nesse caso o método é denominado FPA∗ apresentado no Algoritmo 6.
Algoritmo 2: FPA∗

Entrada: (POIB0)=(POIB), X 0 = X ,Z∗ = ∅,
γi > 0, εi ∈ (0, γi], ζi ∈ (0, γi), i = 1, 2
{i1, i2} permutação de {1, 2}, k = 0
Saída: Fronteira de Pareto Z∗ de (POIB)

1 Resolva x̂j = argminx∈X∩Znfj(x), j = i1, i2;
2 Calcule

w∗i =


γ − ζ
ẑi1 − z̄i1

, se i = i1

1, se i = i2

enquanto fi1(xk) > zIi1 faça
3 Resolva (IIP ∗)k e seja x̂k a solução ótima;
4 Atualize Z∗ = Z∗ ∪ {ẑk}, onde ẑk = F (x̂k);
5 Construa (POIB)k+1 de (POIB)k;
6 (POIB)k+1 := min{F (x) : x ∈ X k+1 ∩ Zn};
7 onde X k+1 := X k ∪ {x ∈ Rn : fi1(x) ≤ ẑki1 − εi1};
8 Atualize k = k + 1
9 fim

10 Retorne Z∗

Santis, Grani e Palagi (2020) apresenta um estudo computacional comparando o de-
sempenho do método FPA∗ com as versões alternativas FPAW (variação de pesos for-
necidos a priori), SFPA (combina as escalarizações SP e SPP), e o método da caixa ba-
lanceada (BBM). A comparação foi realizada considerando o tempo computacional para
avaliar a eficiência dos métodos utilizando o perfil de desempenho (DOLAN; MORÉ,
2002) mostrando que o método FPA∗ superou todos os outros métodos. No Exemplo
3.27, ilustramos o método FPA* aplicado ao (POM) do Exemplo 3.16.

Exemplo 3.27. Retomando ao Exemplo 3.16 vamos aplicar o método FPA∗ para obter
a fronteira de Pareto. Primeiro devemos mostrar que as funções f1 e f2 são γ-positivas.
Como as duas funções objetivo são da forma cTx, c ∈ Z2(lineares), então elas são γ-
positivas para γ ≥ 1 (SANTIS; GRANI; PALAGI, 2020). Desta forma, considera-se a
permutação (1, 2), γi = 1, εi = 1 e ζ = 0.3 (valor usado em (SANTIS; GRANI; PALAGI,
2020)). Assim, obtemos w∗ =

(1− 0.3
13− 7 , 1

)
= (0.116̄, 1).
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Na primeira iteração para k = 0 temos que o (IIP ∗)0 dado por:

(IIP ∗)0 min w∗1(x1 + 2x2) + w∗2(2x1 − x2)
s.a. x1 + x2 ≥ 6

3x1 + 4x2 ≥ 21 (3.30)
1 ≤ x1 ≤ 7
0 ≤ x2 ≤ 6
x ∈ Z2

A solução de (IIP ∗)0 é x0 = (1, 6) com z0 = (13,−4) = F , o ponto não dominado pode
ser visto na Figura 3.7 representado por “x”. Na Figura 3.8 pode-se notar como fica a
inclusão da inequação f1(x) ≤ y0

1 − ε1 gerando o problema (IIP ∗)1 dado em (3.31).

(IIP ∗)1 min w∗1(x1 + 2x2) + w∗2(2x1 − x2)
s.a. x1 + x2 ≥ 6

3x1 + 4x2 ≥ 21 (3.31)
1 ≤ x1 ≤ 7
0 ≤ x2 ≤ 6
x1 + 2x2 ≤ 12
x ∈ Z2

Figura 3.7: Primeira iteração do método
FPA∗ para k = 0.

Fonte: Elaborado pela autora.

Figura 3.8: Segunda iteração do método
FPA∗ para k = 1.

Fonte: Elaborado pela autora.

Lembre que a proposta inicial do método FPA era gerar dois nós filhos que são obtidos
por inclusão de duas inequações, uma incluída no (IIP ∗)1 e a outra seria f2(x) ≤ y0

2 − ε2,
porém pode-se notar na Figura 3.8 que o subproblema definido nesse nó não possui ne-
nhum ponto não dominado, mostrando que em cada ramificação sempre pode-se descartar
um lado da ramificação. A Figura 3.9 mostra a terceira iteração do método FPA∗, depois
de 6 iterações o método retorna toda a fronteira de Pareto (As demais iterações podem
ser vistas nas Figuras 3.10-3.12).

Uma breve revisão sobre as métricas de desempenho utilizadas na literatura para
comparar métodos de solução para (POM) é apresentada na Seção 3.5.
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Figura 3.9: Terceira iteração do método
FPA∗ para k = 2.

Fonte: Elaborado pela autora.

Figura 3.10: Quarta iteração do método
FPA∗ para k = 3.

Fonte: Elaborado pela autora.

Figura 3.11: Quinta iteração do método
FPA∗ para k = 4.

Fonte: Elaborado pela autora.

Figura 3.12: Sexta iteração do método
FPA∗ para k = 5.

Fonte: Elaborado pela autora.

3.5 Métricas de desempenho
Ao estudar os métodos de solução para problemas multiobjetivos é encontrada uma

grande variedade de métodos de escalarização. Com isso, torna-se necessário estabelecer
medidas de qualidade para comparar os conjuntos de soluções obtidos. Mesmo ao utilizar
um método exato, algumas soluções podem ser perdidas devido a não convexidade da
fronteira, tipo de técnica de escalarização escolhida, ou até mesmo porque os subproblemas
gerados pela escalarização são interrompidos antes que a solução ótima seja encontrada.
No caso do PCEM proposto, a comparação dos métodos se torna ainda mais necessária.
O método da geração de colunas proposto nessa tese no Capítulo 4 é usado de forma
heurística e portanto apenas uma aproximação da fronteira de Pareto é obtida.

As métricas de desempenho utilizadas na literatura consideram três aspectos: conver-
gência, distribuição das soluções eficientes na Fronteira de Pareto e número de soluções
eficientes. Como observado em Riquelme, Lücken e Baran (2015), dificilmente uma única
métrica irá medir os três aspectos, assim os autores apresentam uma revisão contendo 54
métricas discutindo o uso, tendência, vantagens e desvantagens das mais citadas. Esse es-
tudo indica que o hipervolume é a métrica mais utilizada. Em Deb (2001) e Aliano-Filho
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(2016) são apresentadas algumas métricas que comparam as soluções eficientes obtidas
tomando por base as soluções não dominadas. A seguir, apresentamos as métricas: Car-
dinalidade, Hipervolume, Amplitude dos objetivos, Número de subproblemas resolvidos,
Número de pontos não dominados por tempo de execução, Número de pontos não domi-
nados por subproblema resolvido e Distanciamento médio. Considere Z1, um conjunto de
pontos não dominados obtido por algum método de escalarização.

• Métrica da Cardinalidade (σ1): determina a cardinalidade da fronteira Z1, ou seja,
σ1 = |Z1|. Quanto maior o valor de σ1 melhor é o desempenho do método.

• Métrica do Hipervolume (σ2): calcula o hipervolume coberto pelos pontos não do-
minados de Z1, utilizando um vetor referência u, cuja coordenada k é dada pelo
máximo da função objetivo k. Quanto maior σ2 melhor é o desempenho do método.
Para o caso biobjetivo, considere os pontos não dominados z1, . . . , z|Z1|, ordenados
em ordem crescente de acordo com a primeira função objetivo. Esta métrica calcula
a soma das áreas dos retângulos (caso bidimensional), utilizando o vetor referência
u cuja cada coordenada k é dada por max zk, k = 1, 2 conforme expresso em (3.32).

σ2 = (u1 − z1
1) · (u2 − z1

2) +
|Z1|∑
j=2

(u1 − zj1) · (zj−1
2 − zj2). (3.32)

• Métrica da Amplitude dos objetivos (σ3): calcula as amplitudes dos pontos lexico-
gráficos da fronteira Z1. Quanto maior o valor de σ3 melhor é o desempenho do
método.

• Métrica do Número de subproblemas resolvidos (σ4): determina o número de sub-
problemas resolvidos para obter a fronteira Z1. Quanto menor o valor de σ4 melhor
o desempenho do método.

• Métrica do Número de pontos não dominados por tempo de execução (σ5): determina
o número de pontos não dominados encontrados por unidade de tempo de execução
do método, σ5 = σ1

tempototal
. Essa métrica é um indicador de qualidade do método

que analisa os valores para σ1 em função do tempo computacional gasto para obter
a fronteira Z1. Quanto maior o valor de σ5 melhor o desempenho do método.

• Métrica do Número de pontos não dominados por subproblema resolvido (σ6): de-
termina o número de pontos não dominados obtidos por subproblema resolvido,
σ6 = σ1

σ4 . Quanto maior o valor de σ6 melhor o desempenho do método.

• Métrica do Distanciamento médio (σ7): calcula a distância média entre duas fron-
teiras de Pareto. Esta métrica é útil para o caso em que se tem a fronteira ótima
(Z∗) e queremos comparar com a fronteira Z1. Quanto menor o valor de σ7 mais
próximos os pontos de Z1 estão de Z∗.

No estudo computacional desenvolvido no Capítulo 4 utiliza-se as métricas σ1, σ2, σ3,
σ4, σ5 e σ6. A métrica σ7 não é considerada porque não são conhecidas as fronteiras
ótimas das instâncias do PCEM resolvido.
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3.6 Problema de corte de estoque multiobjetivo

Até onde sabemos o PCEM é um problema ainda pouco abordado na literatura, apesar
estar presente no dia a dia das empresas. A Tabela 3.3 apresenta um resumo dos artigos
encontrados, destacando os critérios de otimização e os métodos de solução aplicados.
Observe que poucos usam com as técnicas de escalarização. Para os trabalhos que utili-
zam as escalarizações pode-se observar que o método escolhido é o ER. Kolen e Spieksma
(2000) consideram o PCE unidimensional biobjetivo com minimização de perdas e mini-
mização de setup. Em Respicio e Captivo (2005) é estudado o problema unidimensional
biobjetivo, com a minimização do número máximo de pilhas abertas e a minimização do
order spread médio. Muñoz et al. (2007) consideram a minimização do número máximo
de pilhas abertas, total de perdas, e número total de padrões de corte. Ainda no caso
unidimensional, Salles-Neto, Araujo e Golfeto (2014) resolvem o PCE minimizando o total
de sobras, número total de padrões de corte e número total de ciclos da serra. Rangel e
Sáez-Aguado (2017b, 2017a) abordam o PCE unidimensional utilizando como critérios de
otimização a minimização de objetos e ciclos da serra. Para o caso do PCE bidimensional
Gomez e Terashima-Maríns (2010) consideram a minimização de desperdício e de tempo
para gerar padrões de corte enquanto que Toscano, Rangel e Yanasse (2017) consideram
a minimização de desperdício e o número de ciclos da serra. Arana-Jiménez e Salles-Neto
(2017) apresentam uma condição suficiente para definir soluções parcialmente eficientes
para o problema (PCEB) no caso unidimensional. Essa abordagem inspirou o desenvol-
vimento apresentado no Capítulo C que aborda o modelo não linear utilizando resultados
sobre invexidade para determinar se uma solução factível pode ser parcialmente eficiente.

O Problema de corte de estoque multiobjetivo apresentado nessa seção tem como
critérios de otimização minimizar: o número total de objetos cortados para atender a
demanda (ψ1), o número total de diferentes padrões de corte (setup (ψ2)) e o número
total de ciclos da serra (ψ3). Observe que os critérios de otimização são conflitantes.
Por exemplo, quando minimizamos o número de setups se torna necessário aumentar a
frequência do padrão de corte para atender a demanda, ou se, minimizamos o número
de ciclos da serra é necessário empilhar mais objetos para serem cortados acarretando no
aumento da frequência do padrão de corte. Dito de outra forma, não existe uma solução
que minimiza ψ1, ψ2 e ψ3 ao mesmo tempo.

Para formular um modelo de otimização matemática que represente o PCE multi-
objetivo, suponha que existem n padrões de corte possíveis que foram gerados a priori.
Cada padrão de corte j = 1, . . . , n pode ser representado por vetor coluna aj, de dimen-
são m com cada elemento αij sendo o número de itens do tipo i no padrão de corte j,
j = 1, . . . , n.
Sejam xj, δ(xj) e

⌈
xj
c

⌉
número de objetos, setups e ciclos da serra associado ao padrão de

corte aj, respectivamente.
Considere:

ψ1(x) =
n∑
j=1

xj, ψ2(x) =
n∑
j=1

δ(xj), ψ3(x) =
n∑
j=1

⌈
xj
c

⌉
, onde δ(xj) =

{
1, se xj > 0
0, se xj = 0

O modelo de otimização matemática para o problema de corte multiobjetivo é obtido a
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partir do modelo (2.8) - (2.10) proposto por Gilmore e Gomory (1961) é dado em (3.33)

(PCEM) min ψ(x) = (ψ1(x), ψ2(x), ψ3(x)) =
 n∑
j=1

xj,
n∑
j=1

δ(xj),
n∑
j=1

⌈
xj
c

⌉ (3.33)

s.a.
n∑
j=1

ajxj > d,

xj ∈ N, j = 1, . . . ,m,

São considerados também dois modelos biobjetivos, um considerando a minimização do
número total de objetos e minimização do número total de setups, e o outro considerando
a minimização do número total de objetos e minimização do número total de ciclos da
serra, dados em (3.34) e (3.35), respectivamente.

(PCEB) min ψ(x) = (ψ1(x), ψ2(x)) (3.34)

s.a.
n∑
j=1

ajxj > d,

xj ∈ N, j = 1, . . . ,m,

(PCEBc) min ψ(x) = (ψ1(x), ψ3(x)) (3.35)

s.a.
n∑
j=1

ajxj > d,

xj ∈ N, j = 1, . . . ,m,

Salles-Neto, Araujo e Golfeto (2014) demonstram dois resultados teóricos importan-
tes que provam a equivalência entre as linearizações dos problemas (PCEB) e (PCEBc).
E através do estudo computacional verifica-se que os três objetivos são dois a dois con-
flitantes. As linearizações são descritas por (PCEBL) e (PCEBL

c ) e os resultados são
enunciados nas Proposições 3.28 e 3.29.

(PCEBL) min

 n∑
j=1

xj,
n∑
j=1

yj

 (3.36)

s.a.
n∑
j=1

Ajxj > d, (3.37)

xj ≤M · yj, j = 1, . . . , n (3.38)
xj ∈ N, yj ∈ {0, 1}, j = 1, . . . , n. (3.39)

(PCEBL
c ) min

 n∑
j=1

xj,
n∑
j=1

zj

 (3.40)

s.a.
n∑
j=1

Ajxj > d, (3.41)

xj ≤ c · zj, j = 1, . . . , n (3.42)
xj, zj ∈ N, j = 1, . . . , n. (3.43)
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Proposição 3.28. Se c é maior ou igual a di,∀i, então os problemas (PCEBL) e
(PCEBL

c ) são equivalentes.

Demonstração. Seja (x∗, z∗) solução eficiente do (PCEBL
c ) e dmax = maxi=1...m{di}, da

hipótese c ≥ di,∀i = 1, · · · ,m logo c ≥ dmax. Como x∗j ≤ dmax,∀j = 1, · · · , n, tem-
se que x∗j ≤ dmax ≤ c,∀j = 1, · · · , n, assim a demonstração é concluída mostrando a
equivalência de I, II e III:

I c ≥ x∗j , ∀j = 1, · · · , n;

II z∗j = 0 se x∗j = 0 e z∗j = 1 se x∗j > 0;

III (x∗, z∗) é solução eficiente de (PCEBL).

I⇒II De I tem-se que c ≥ x∗j , ∀j = 1, · · · , n então se x∗j = 0 significa que a frequência
do padrão de corte j é zero, ou seja, o padrão de corte j não é utilizado, assim não
pode haver ciclos da serra que utilize o padrão de corte j, logo z∗j = 0. Se x∗j = 0
significa que a frequência do padrão de corte j é positiva, ou seja, o padrão de corte
j é utilizado. Então pode haver ciclos da serra para esse padrão de corte j. Como
x∗j ≤ c então pode haver no máximo um ciclo da serra para o padrão de corte j,
ou seja, z∗j = 1. Portanto z∗j = 0 se x∗j = 0 e z∗j = 1 se x∗j > 0 que corresponde a
definição da função δ(xj) (setup).

II⇒III Por hipótese temos que z∗j =
{

1, se x∗j > 0
0, se x∗j = 0 , logo∑n

j=1 z
∗
j = δ(x∗j). Assim (x∗, z∗)

é solução eficiente do (PCEB) e como (PCEBL) é a linearização do (PCEB), ou seja,
são equivalentes. Obtem-se que (x∗, z∗) também é solução eficiente de (PCEBL).

III⇒I Pelas hipóteses (x∗, z∗) é solução eficiente de (PCEBL
c ) e (PCEBL), de (3.42) tem-

se que x∗j ≤ c · z∗j . Se x∗j > 0 e como (x∗, z∗) é solução eficiente de (PCEBL) então
z∗j = 1, logo x∗j ≤ c. Se x∗j = 0 é claro que 0 ≤ c. Portanto c ≥ x∗j , ∀j = 1, · · · , n.

Proposição 3.29. Sejam hi =
⌊
L
li

⌋
, si =

⌊
di
hi

⌋
e s = ∑m

i=1 si. Se c ≥ s, os problemas
(PCEBL) e (PCEBL

c ) são equivalentes.

A Proposição 3.28 é usada para simular o problema (PCEB) sem precisar implementá-
lo pois basta calcular o dmax = maxi=1...m{di} e fazer c = dmax. Os resultados obtidos
para esse caso são mostrados no Capítulo 4.

Em Aliano-Filho, Moretti e Pato (2015) e Aliano-Filho (2016) é proposta uma nova es-
calarização para o PCE unidimensional biobjetivo apresentando comparações com outros
métodos utilizando algumas métricas de comparação.
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Tabela 3.3: Resumo da Literatura sobre o PCE multiobjetivo.

Autor (ano) Problema considerado Método de solução
Kolen e Spieksma
(2000)

PCE unidimensional com mini-
mização de perdas e minimiza-
ção de setup.

Algoritmo Branch and Bound

Respicio e Captivo
(2005)

PCE unidimensional com
sequenciamento de pa-
drões de corte, com a
minimização do número
máximo de pilhas aber-
tas e a minimização do
espalhamento da ordem.

Algoritmo Evolutivo

Muñoz et al. (2007) PCE unidimensional com mini-
mização do número máximo de
pilhas abertas, total de per-
das, e número total de pa-
drões de corte.

Algoritmo Genético

Gomez e Terashima-
Maríns (2010)

PCE bidimensional com mini-
mização de perdas e de tempo
para gerar padrões de corte.

Algoritmos Evolunivo

Salles-Neto, Araujo e
Golfeto (2014)

PCE unidimensional minimi-
zando o total de sobras, nú-
mero total de padrões de
corte e número total de ciclos
da serra.

Algoritmo Genético

Aliano-Filho (2016) PCE unidimensional com mini-
mização de perdas e minimiza-
ção de setup.

Comparação entre 7 métodos de
escalarização sendo um deles pro-
posto pelo autor

Arana-Jiménez e
Salles-Neto (2017)

PCE unidimensional com mini-
mização de objetos e de setup.

Abordagem baseada em cone-
xões entre otimização multiobje-
tivo discreta e otimização multi-
objetivo contínua para obter so-
luções eficientes parciais.

Toscano, Rangel e Ya-
nasse (2017)

PCE bidimensional com mini-
mização de objetos e de ciclos
da serra.

Heurística

Rangel e Sáez-Aguado
(2017a)

PCE unidimensional com mini-
mização de objetos e de ciclos
da serra.

ε−Restrito

Mellouli, Mellouli e
Masmoudi (2019)

PCE bidimensional com mini-
mização de perdas e de setup.

Algoritmo genético

Aliano-Filho, Moretti
e Pato (2018), Aliano-
Filho et al. (2021)

PCE unidimensional com mini-
mização de perdas e minimiza-
ção de setup.

Cada um dos trabalhos citados
comparam 4 métodos de escala-
rização sendo um deles proposto
pelo o autor

Fonte: Elaborado pela autora.
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3.7 Conclusões
A Tabela 3.7 resume os métodos de escalarização discutidos nesse capítulo destacando

os métodos escolhidos para o desenvolvimento do estudo computacional apresentado no
Capítulo 4. Destacamos a VarT. 2 pois ela é importante para uma das proposta de
continuidade do estudo computacional mencionado nas conclusões do Capítulo 4. Essa
proposta consiste em utilizar a estratégia do FPA para obter um novo método em que
a variação dos pesos seja desnecessária e com os esquema de ramificação do FPA é ne-
cessário inserir apenas uma inequação ao invés de duas inequações como pode ser visto
em (A.9). A Var. 8 também está destacada por ter apresentado um melhor desempenho
dentre as variações do método ER considerando o tempo computacional apresentado em
Sáez-Aguado e Trandafir (2018). A Tabela 3.5 apresenta um resumo comparativo entre
o método FPA, o método da caixa balanceada (BBM do termo em inglês Balanced Box
Method) e o método dos múltiplos vetores de referência (MRV do termo em inglês Multiple
Reference Vectors). As informações contidas na Tabela 3.5 mostram o tipo de problema
considerado em cada artigo e onde foram obtidas as instâncias utilizadas nos respecti-
vos testes computacionais. Observe que para as instâncias utilizadas nas simulações do
método FPA e o BBM a fronteira exata é conhecida, os resultados comprovam que para
a classe de problemas considerados, os métodos são capazes de encontrar a fronteira de
Pareto completa. Com isso se torna desnecessário o uso das métricas de comparação e os
autores utilizam os perfis de desempenho propostos por Dolan e Moré (2002) para com-
parar o desempenho dos métodos implementados com relação ao tempo computacional.
Note que são informados também os métodos da literatura implementados para comparar
com o método proposto em cada artigo. O estudo desenvolvido em Aliano-Filho et al.
(2021) utiliza uma seleção de métricas para determinar a eficiência dos métodos pois os
métodos fornecem uma aproximação da fronteira. As conclusões obtidas através dos es-
tudos computacionais realizados em cada artigo são ilustrados na tabela, mostrando que
os métodos propostos obtiveram um melhor desempenho dentre os métodos comparados.

Para resolver o PCE multiobjetivo, foram selecionados: o método ERL por ser uma
variação clássica do método ER, e com o intuito de avaliar se seu desempenho é prejudi-
cado pela necessidade de resolução de dois subproblemas a cada iteração. Outro método
escolhido é o TPA que também é uma variação clássica que inspirou os estudos desen-
volvidos em Aliano-Filho (2016), Aliano-Filho, Moretti e Pato (2018), Aliano-Filho et al.
(2021) e obteve melhor tempo computacional comparado com o BBM para obter uma
aproximação da fronteira de Pareto. Por fim, o método FPA∗ é escolhido pela facilidade
de implementação e pelo fato de ter um melhor desempenho quando comparado com o
método BBM. Até onde se sabe, não há estudos aplicados ao (PCEBc) que introduzam
a geração de colunas dinâmica e que comparem esses três métodos.
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Tabela 3.4: Resumo dos métodos de escalarização encontrados na literatura e suas varia-
ções.

Métodos de escalarização e suas variações
Método Escalarização Variações
Método da Soma Ponde-
rada (SP)

min
∑p

k=1
wkfk(x)

s.a. x ∈ X

VarP. 1: Método da soma ponderada com restrições
adicionais. (fk(x) ≤ vk, k = 1, . . . , p)
(SÁEZ-AGUADO; TRANDAFIR, 2018)

VarP. 2: Método de Particionamento da Fron-
teira(FPA).(SANTIS; GRANI; PALAGI,
2020)

Método ε-Restrito (ER)

min fi(x)
s.a. fk(x) ≤ εk,

x ∈ X

onde,
k = 1, . . . , p, k 6= i

(SÁEZ-AGUADO; TRANDAFIR, 2018)

Var. 1: Método ER com eliminação de pontos domi-
nados;

Var. 2: Método ER lexicográfico ;

Var. 3: Método ER aumentado com parâmetro fixo
(adicionar uma penalização na função obje-
tivo);

Var. 4: Método ER aumentado com parâmetro de-
pendendo de dados (adicionar uma penali-
zação na função objetivo);

Var. 5: Método ER com variável de folga;

Var. 6: Método ER com restrições elásticas;

Var. 7: Método ER aumentado com parâmetro fixo
dependendo de dados (relaxado);

Var. 8: Método ER aumentado com parâmetro de-
pendendo de dados atualizados (relaxado);

Var. 9: Método ER aumentado com restrições elás-
ticas e parâmetro atualizado (relaxado).

Método de Tchebycheff

min v

s.a. x ∈ X
wk(fk(x)− zI

k) ≤ v

VarT. 1: Método de Tchebycheff Ponderado Aumen-
tado. (ALIANO-FILHO, 2016)

VarT. 2: Método de Tchebycheff
Modificado.(ALIANO-FILHO; MO-
RETTI; PATO, 2018)

VarT. 3: Método de Tchebycheff sem Ponderações ou
Método de Multiplos Pontos de Referên-
cia (MPR).(ALIANO-FILHO et al., 2021;
ALIANO-FILHO, 2016)

Método Lexicográfico

z̄1 = min f1(x)
s.a. x ∈ X

z̄2 = min f2(x)
s.a. x ∈ X

z1(x) ≤ z̄1

z̄ = (z̄1, z̄2) = lex−minx∈X {f1(x), f2(x)}

VarL. 1: Método da Caixa Balanceada (BBM). (BO-
LAND; CHARKHGARD; SAVELSBERGH,
2015a)

Fonte: Elaborado pela autora.
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Tabela 3.5: Comparação entre BBM, MRV e FPA que utilizam técnicas de decomposição
ou divisão do espaço critério.

Características BBM (BOLAND; CHARKHGARD;
SAVELSBERGH, 2015a)

MRV (ALIANO-FILHO et al.,
2021)

FPA (SANTIS; GRANI; PALAGI,
2020)

Aplicação Problema da Mochila Biobjetivo Bi-
dimensional e Problema de Atribui-
ção Biobjetivo

Problema de Corte de Estoque
Biobjetivo Unidimensional e Pro-
blema de Dimensionamento de Lo-
tes Biobjetivo

Problema Biobjetivo Linear Inteiro
e Problema Biobjetivo Quadrático
Inteiro

Instâncias As instâncias com seus conjuntos
de pontos não dominados estão dis-
poníveis (<http://hdl.handle.net/
1959.13/1036183>)

Instâncias geradas aleatoriamente
por meio de uma adaptação do ge-
rador CUTGEN (Gau e Wascher
(1995)).

Disponíveis em <http://home.
ku.edu.tr/âĹĳmoolibrary/>
(até 65 pontos não domina-
dos) e disponíveis em <https:
//github.com/GiorgioGrani/
Biobjective\_InstÃćncias> (entre
75 e mil pontos não dominados).

Métodos Imple-
mentados para
comparação • Método ε−Restrito

• Método da Busca perpen-
dicular

• Método de Tchebycheff
Ponderado Aumentado

• BBM

• Método de Benson Modifi-
cado

• Método da Restrição Nor-
mal

• Método de Tchebycheff
Modificado

• MRV

• Método da Caixa Balance-
ada

• FPA (e suas variações
FPA∗ e SFPA)

Número de Sub-
problemas

3|YN | 2|YN | |YN | + 2

Parâmetros de
comparação (de-
sempenho)

tempo computacional tempo de execução em cada subpro-
blema e total, número de soluções
por segundo e número de soluções
por subproblema

tempo computacional

Métricas de com-
paração de fron-
teiras

cardinalidade cardinalidade, proximidade do ve-
tor ideal, espaçamento, número de
subproblemas resolvidos

Não utiliza métricas pois o método
retorna a fronteira exata.

Conclusão

• Instâncias com fronteira
exata conhecida: O BBM
obteve o melhor tempo
computacional;

• fronteira aproximada: O
método de Tchebycheff
Ponderado Aumentado
obteve melhor tempo po-
rém o BBM obteve mais
pontos não dominados.

• Para instâncias do PCE o
MRV foi o segundo melhor
comparado com o método
de Tchebycheff modificado
(tempo,número de solu-
ções por segundo), porém
|Z∗| e a média de soluções
por subproblema obtidas
pelo MRV é maior. Para
as instâncias do problema
de dimensionamento de lo-
tes o MRV teve melhor de-
sempenho.

• O FPA∗ obteve o melhor
tempo comparando com o
algoritmo FPA e o BBM.

Fonte: Elaborado pela autora.
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4 Métodos de Escalarização Aplicados ao PCE
Biobjetivo (1D e 2D)

Através do desenvolvimento realizado no Capítulo 3, três métodos de escalarização
foram selecionados para analisar seus desempenhos afim de identificar o mais adequado
para o PCE, sendo eles o método ERL, FPA∗ e o TPA. Na busca bibliográfica reali-
zada foram encontrados poucos trabalhos que abordam o PCEM bidimensional. Toscano,
Rangel e Yanasse (2017) utilizam uma heurística que combina a geração de padrões de
corte e inequações que controlam os ciclos da serra associados. Rangel e Sáez-Aguado
(2017a) utilizam o método ε-Restrito para resolver um PCE biobjetivo unidimensional, o
algoritmo proposto consiste em gerar os padrões de corte de Gilmore e Gomory a priori
(GCa), em seguida o método ε-Restrito é aplicado. Os estudos desenvolvidos em Aliano-
Filho, Moretti e Pato (2015), Aliano-Filho (2016), Aliano-Filho, Moretti e Pato (2018),
Aliano-Filho et al. (2021) são os mais próximos da proposta desenvolvida nesse capítulo,
e diferenciam-se desta tese pela forma como a geração de colunas é desenvolvida, pelos
critérios de otimização considerados e pela dimensionalidade do PCE.

O modelo utilizado nesse estudo definido por (4.1)-(4.5), é a linearização do (PCEBL
c ),

apresentado no Capítulo 3 reescrita com a inclusão das restrições (4.3). A inclusão desse
conjunto de restrições foi considerada devido ao estudo desenvolvido em Rangel e Sáez-
Aguado (2017b) baseado na comparação de modelos de otimização matemática que re-
presentam a minimização de objetos e ciclos da serra. Esse estudo revelou que a inclusão
dessas restrições resultam em um modelo com melhor comportamento comparando o
tempo computacional e a qualidade da solução.

(PCEBL
c ) min

 n∑
j=1

xj,
n∑
j=1

zj

 (4.1)

s.a.
n∑
j=1

Ajxj > d, (4.2)

n∑
j=1

Ajzj >

⌈
d

c

⌉
, (4.3)

xj ≤ czj, j = 1, . . . , n (4.4)
xj, zj ∈ N, j = 1, . . . , n. (4.5)

A principal contribuição nesse capítulo é a proposta de integração entre a técnica de
geração de colunas com os métodos ERL, FPA∗ e o TPA. A Seção 4.1 apresenta o
algoritmo de geração de colunas multiobjetivo. E nas Seções 4.2.1, 4.2.2 e 4.2.3 são apre-
sentadas as escalarizações aplicadas ao PCE e seus respectivos algoritmos incorporando
a geração de colunas dinâmica.
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4.1 Geração de colunas no contexto da otimização
multiobjetivo para o PCE (1D e 2D)

A técnica de Geração de Colunas (GC) é um método pouco utilizado na solução de
problemas de otimização multiobjetivo. O estudo apresentado em Artigues, Jozefowiez e
Sarpong (2018) mostra que as poucas técnicas de GC que são encontradas na literatura
seguem uma estrutura básica que pode ser resumida através do esquema representado
na Figura 4.1. Primeiro, transforma-se o problema multiobjetivo em um problema mo-
nobjetivo utilizando alguma técnica de escalarização e, em seguida, aplica-se a GC no
subproblema gerado, para cada parâmetro da escalarização, e considerando a relaxação
linear.

Figura 4.1: Esquema para o método de GC multiobjetivo geral.

Fonte: Adaptado de Artigues, Jozefowiez e Sarpong (2018).

O que diferencia uma técnica da outra é a forma com que a GC é aplicada. A técnica
chamada “busca ponto a ponto” consiste em aplicar o ER clássico e para cada variação
de ε aplica-se a geração de colunas. Os autores destacam algumas desvantagens como,
a necessidade da convergência da GC para cada ε considerado, ou seja, o método não
avança para outro subproblema enquanto a GC do problema atual não convergir. Não
considera a possibilidade de aproveitar as semelhanças que alguns subproblemas podem
ter para diferentes valores de ε.

A segunda técnica descrita é a “busca ponto a ponto aprimorada” que propõe o uso de
heurísticas para gerar de forma rápida novas colunas, melhorando o desempenho da GC
ou até mesmo propor heurísticas capazes de gerar rapidamente outras colunas que são
interessantes para o subproblema atual e também para outros subproblemas. A terceira
técnica nomeada como “Resolver uma vez, gerar para todos” resolve o PMR (problema
resultante da escalarização e relaxação das variáveis) para todos os valores de ε, escolhe
um subproblema para resolver e a coluna encontrada é modificada várias vezes através de
heurísticas que combinem informações da coluna principal com o vetor de variáveis duais
referente a outros pontos encontrados ao resolver os PMRs. Assim em cada iteração, um
conjunto de colunas que são relevantes para um grande número de pontos é adicionado
ao PMR. A dificuldade dessa estratégia está na construção dessas heurísticas, pois elas
dependem do problema específico a ser tratado.
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A estratégia utilizada nessa tese segue a ideia da “busca ponto a ponto”, é chamada
de geração de colunas dinâmica (GCd) e consiste em três passos principais:

• Geração de colunas a priori para obter uma matriz de padrões de corte iniciais
que compõem o PMR. Esse procedimento é denotando como GCa e é descrito no
Algoritmo 3.

• Cálculo dos pontos lexicográficos.
• Aplicar a estratégia da “busca ponto a ponto” para resolver o PCEM.

O Algoritmo 3 descreve a GCa que consiste em realizar duas GC independentes, sendo
uma para cada critério de otimização, obtendo as matrizes de padrões de corte cor-
respondentes a cada GC (Ao e Ac). Ao final é realizada a junção das duas matri-
zes eliminando-se colunas iguais. O dados GC considerados na inicialização do algo-
ritmo são as informações de limitação do solver “CPLEX” (tempo máximo de execução
e gap) e a decisão de gerar colunas considerando o primeiro e (ou) o segundo crité-
rio. Caso a GC com relação à minimização de número de objetos (número de ciclos)
for considerada, tem-se GCo = 1 (GCc = 1), caso contrário, GCo = 0 (GCc = 0).
Algoritmo 3: Geração de Colunas a priori (GCa)
Entrada: dados PCE e dados GC
Saída: A3 (matriz de padrões de corte)

1 A1 = matriz de padrões de corte homogêneos maximais ∪
matriz de padrões de corte homogêneos unitários ;

2 se GCo = 1 então
3 Chame Algoritmo 1 para realizar a geração de colunas (min objetos) a partir

de A1;
Saída: Ao (matriz A1 atualizada com os padrões de corte gerados)

4 fim
5 se GCc = 1 então
6 Chame Algoritmo 1 para realizar a geração de colunas (min ciclos) a partir

de A1;
Saída: Ac (matriz A1 atualizada com os padrões de corte gerados)

7 fim
8 se GCo = 1 e GCc = 1 então
9 Faça A3 = Ao ∪ Ac − Ao ∩ Ac;

Saída: A3 (matriz de padrões de corte)
10 fim
11 se GCo = 1 e GCc = 0 então
12 A3 = Ao;

Saída: A3(matriz de padrões de corte)
13 fim
14 se GCo = 0 e GCc = 1 então
15 A3 = Ac;

Saída: A3(matriz de padrões de corte)
16 fim

Para descrever o procedimento GCd é necessário construir o PMR e o subproblema
pricing (subpricing). Assim, defina o Problema Interno Escalarizado (PIE) construído a
partir de algum dos métodos (ERL, FPA∗ e TPA), o PMR é obtido considerando o (PIE)
relaxando as variáveis x e z (xj, zj ∈ R+,∀j = 1, · · · , n). Para o caso unidimensional, o
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subpricing é o problema da mochila (Seção 2.4) e para o caso bidimensional o subpricing
é o modelo M1-rot (Seção 2.4). O Algoritmo 4 mostra a técnica da GCd que é utilizada
nos subproblemas. Os dados GC que são considerados na inicialização do algoritmo são
os mesmos dados considerados no Algoritmo 3 com informações adicionais relacionadas
a decisão de, a cada iteração gerar uma coluna relacionada ao primeiro critério e (ou)
gerar uma coluna relacionada ao segundo critério (GCdo = 0 ou 1 e GCdc = 0 ou 1). A
diferença entre os Algoritmos 3 e 4 está no PMR pois na GCa têm-se dois PMR indepen-
dentes para cada critério de otimização e na GCd as variáveis duais são obtidas do mesmo
PMR obtido do problema escalarizado. Logo, a cada iteração da GCd há a possibilidade de
duas colunas serem adicionadas ao PMR simultaneamente, quando GCdo = 1 e GCdc = 1.



Geração de colunas no contexto da otimização multiobjetivo para o PCE (1D e 2D) 71

Algoritmo 4: Geração de Colunas multiobjetivo para o PCEBL
c .

Entrada: dados PCE e dados GC
Saída: A3 atualizada

1 Chame Algoritmo 3 e obtenha A3;
2 Resolva PMR com A3 e calcule (x̄r, z̄r), πo e πc;
3 se PMR não possui solução ótima então
4 PARE! (PMR infactível)
5 senão
6 se GCdo = 1 então
7 Resolva subpricing (objetos);

Saída: Aoj , cro
8 fim
9 se GCdc = 1 então

10 Resolva subpricing (ciclos);
Saída: Acj, crc

11 fim
12 se GCdo = 1 e GCdc = 1 então
13 se cro ≥ tolcr e crc ≥ tolcr então
14 PARE! (x̄r, z̄r) é ótima
15 fim
16 se cro < tolcr e crc < tolcr então
17 r = r + 1;
18 Insira Aoj e Acj no PMR e volte a linha 1
19 fim
20 se cro < tolcr e crc > tolcr então
21 r = r + 1;
22 Insira Aoj no PMR e volte a linha 1
23 fim
24 se cro > tolcr e crc < tolcr então
25 r = r + 1;
26 Insira Acj no PMR e volte a linha 1
27 fim
28 fim
29 se GCdo = 1 então
30 se cro ≥ tolcr então
31 PARE! (x̄r, z̄r) é ótima
32 senão
33 Insira Aoj no PMR e volte a linha 1
34 fim
35 fim
36 se GCdc = 1 então
37 se crc ≥ tolcr então
38 PARE! (x̄r, z̄r) é ótima
39 senão
40 Insira Acj no PMR e volte a linha 1
41 fim
42 fim
43 fim
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Para o desenvolvimento dos métodos de escalarização é necessário calcular os pon-
tos lexicográficos. Para tal, define-se os quatro subproblemas que precisam ser resol-
vidos: ylex1 = lex−minx∈X{f1(x), f2(x)} (obtido resolvendo (4.6) e (4.8)) , ylex2 =
lex−minx∈X{f2(x), f1(x)} (obtido resolvendo (4.7) e (4.9)). Consequentemente, o vetor
ideal é yI = (ylex1

1 , ylex2
2 ). No caso em que a GCd é utilizada, o Algoritmo 4 é aplicado a

cada um dos subproblemas de (4.6)-(4.9).

ylex1
1 = min

n∑
j=1

xj

s.a.
n∑
j=1

Ajxj > d, (4.6)

n∑
j=1

Ajzj >

⌈
d

c

⌉
,

xj ≤ czj, j = 1, . . . , n
xj, zj ∈ N, j = 1, . . . , n.

ylex2
2 = min

n∑
j=1

zj

s.a.
n∑
j=1

Ajxj > d, (4.7)

n∑
j=1

Ajzj >

⌈
d

c

⌉
,

xj ≤ czj, j = 1, . . . , n
xj, zj ∈ N, j = 1, . . . , n.

ylex1
2 min

n∑
j=1

zj

s.a.
n∑
j=1

Ajxj > d, (4.8)

n∑
j=1

Ajzj >

⌈
d

c

⌉
,

xj ≤ czj, j = 1, . . . , n
n∑
j=1

xj ≤ ylex1
1

xj, zj ∈ N, j = 1, . . . , n.

ylex2
1 min

n∑
j=1

xj

s.a.
n∑
j=1

Ajxj > d, (4.9)

n∑
j=1

Ajzj >

⌈
d

c

⌉
,

xj ≤ czj, j = 1, . . . , n
n∑
j=1

zj ≤ ylex2
2

xj, zj ∈ N, j = 1, . . . , n.

Nas Seções 4.2.1-4.2.3, apresenta-se as escalarizações usadas para resolver o (PCEBL
c )

e os respectivos algoritmos usados para obter uma aproximação da fronteira de Pareto. O
motivo pelo qual a fronteira obtida é aproxima e não exata se dá pelo fato que o PCEBL

c

está sendo resolvido utilizando a GC de forma heurística, pois através das limitações de
tempo de execução consideradas não tem-se a garantia que os subproblemas pricing estão
sendo resolvidos na otimalidade. Além da limitação de tempo, também é considerada
a limitação de cinco iterações quando a GC obtém a mesma variável dual para evitar a
não convergência da GC, quando ocorrer. A GC é um dos métodos mais populares para
calcular bons limites inferiores para problemas monobjetivos que possam ser modelados
por problemas lineares inteiros com um número exponencial de variáveis (ARTIGUES;
JOZEFOWIEZ; SARPONG, 2018).
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4.2 Descrição dos métodos de escalarização para o
PCEBL

c

4.2.1 Método ε-Restrito Lexicográfico
O método ε-Restrito Lexicográfico (ERL) consiste em resolver dois subproblemas na

sequência. O primeiro descrito por (4.10)-(4.15). O valor de ε é inicializado com um valor
suficientemente grande (ε = 9999).

(subp1ERL) min
n∑
j=1

xj (4.10)

s.a.
n∑
j=1

Ajxj > d, (4.11)

n∑
j=1

Ajzj >

⌈
d

c

⌉
, (4.12)

xj ≤ czj, j = 1, . . . , n (4.13)
n∑
j=1

zj ≤ ε (4.14)

xj, zj ∈ N, j = 1, . . . , n. (4.15)

Dados (x̄, z̄) solução de (subp1ERL), o segundo subproblema a ser resolvido é descrito por
(4.16)-(4.21).

(subp2ERL) min
n∑
j=1

zj (4.16)

s.a.
n∑
j=1

Ajxj > d, (4.17)

n∑
j=1

Ajzj >

⌈
d

c

⌉
, (4.18)

xj ≤ czj, j = 1, . . . , n (4.19)
n∑
j=1

xj ≤
n∑
j=1

x̄j (4.20)

xj, zj ∈ N, j = 1, . . . , n. (4.21)

As relaxação do subproblema (subp1ERL) é dada apenas pela substituição da restrição
(4.15) pela restrição (4.22). Denotamos a relaxação por (subp1ERL).

xj, zj ∈ R+, j = 1, . . . , n. (4.22)

O pseudocódigo do método ERL é apresentado no Algoritmo 5. A cada iteração do
método o (subp1ERL) é resolvido pelo Algoritmo 4, caso a GCd esteja ativada (GCd = 1),
para obter a matriz de padrões de corte. Assim, são adicionadas ao PMR duas colunas
(GCdo = 1 e GCdc = 1) ou apenas uma coluna é adicionada ao PMR (GCdo = 1 ou
GCdc = 1). Na sequência, o (subp1ERL) é resolvido e a sua solução é utilizada como
solução inicial para resolver o (subp2ERL) obtendo um ponto não dominado. O valor
ncol(A3) indicado na linha 13 é o número de colunas da matriz A3.
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Algoritmo 5: Método ε-Restrito Lexicográfico (ERL) para o PCEBL
c

Entrada: dados PCE, ε, Z∗ = ∅, dados GC
Saída: Z∗ (Fronteira de Pareto);

ylex1, ylex2, yI e A3 (atualizada)
1 Chame Algoritmo 3 e obtenha A3;
2 se GCd = 1 então
3 Chame Algoritmo 4 para resolver ((4.6)-(4.9) relaxados) e obtenha A3

atualizada;
4 Resolva (4.6)-(4.9) e obtenha ylex1, ylex2, yI ;
5 senão
6 Resolva (4.6)-(4.9) e obtenha ylex1, ylex2, yI ;
7 fim
8 enquanto ε > yI2 faça
9 se GCd = 1 então

10 Chame Algoritmo 4 para resolver (subp1ERL) e obtenha A3 atualizada;
11 fim
12 Resolva (subp1ERL) obtendo a solução eficiente (x̄, z̄);
13 Resolva (subp2ERL) fornecendo (x̄, z̄) como solução inicial e obtendo (x∗, z∗) e

y∗ =
(
ncol(A3)∑
j=1

x∗j ,
ncol(A3)∑
j=1

z∗j

)
;

14 Atualize Z∗ ← Z∗ ∪ {y∗};
15 ε← ∑n

j=1 z
∗
j − 1;

16 fim

4.2.2 Método de Particionamento da Fronteira

Para definir o Método FPA∗ aplicado ao (PCEBL
c ) é necessário calcular os pesos w∗.

Assim, dada uma permutação {i1, i2} de {1, 2} calcula-se os pesos de acordo com (3.25).
Para o PCE temos que γ1 = 1 e γ2 = 1, pois as duas funções objetivo são da forma
cTx, c ∈ Z2 (lineares), logo elas são γ-positivas para γ ≥ 1 (SANTIS; GRANI; PALAGI,
2020). A partir do valor de γ, deve-se escolher um valor para ζi ∈ (0, γi) e um valor para
εi ∈ (o, γi] e conhecer ylex1, ylex2 e yI .

A escalarização na primeira iteração (k = 0) é dada por (4.23)-(4.27).

(FPA∗)0 min w∗1

n∑
j=1

xj + w∗2

n∑
j=1

zj (4.23)

s.a.
n∑
j=1

Ajxj > d, (4.24)

n∑
j=1

Ajzj >

⌈
d

c

⌉
, (4.25)

xj ≤ czj, j = 1, . . . , n (4.26)
xj, zj ∈ N, j = 1, . . . , n. (4.27)

Seja a solução (x̄, z̄) de (FPA∗)k tal que ȳ = (f1(x̄), f2(z̄)). O subproblema a ser resolvido
na iteração (K + 1) é dado por (4.28)- (4.33).
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(FPA∗)k+1 min w∗1

n∑
j=1

xj + w∗2

n∑
j=1

zj (4.28)

s.a.
n∑
j=1

Ajxj > d, (4.29)

n∑
j=1

Ajzj >

⌈
d

c

⌉
, (4.30)

xj ≤ czj, j = 1, . . . , n (4.31)
fi1 ≤ ȳki1 − εi1 (4.32)
xj, zj ∈ N, j = 1, . . . , n. (4.33)

Assim como no método ERL, a relaxação do (FPA∗)k é dada pela substituição da
restrição (4.33) pela restrição (4.22) e denotada por (FPA∗)k.

O pseudocódigo do método FPA∗ é apresentado no Algoritmo 6 e mostra como a GCd
é incorporada no método. O algoritmo é inicializado com os pontos lexicográficos obtidos
no Algoritmo 5. Essa estratégia foi utilizada pois nos testes computacionais preliminares
realizados para instâncias do PCE-2D notou-se que os pontos lexicográficos obtidos na
execução de cada método de forma independente são diferentes. Isso pode ocorrer quando
define-se um limite de tempo de execução para os subproblemas pricing e a execução é
interrompida antes da solução ótima ser obtida (IBM. . . , 2018). Ao limitar o tempo de
processamento, notou-se que os subproblemas pricing modelados por M1-rot interrompem
a busca por limite de tempo e ao final a matriz de padrões de corte é diferente nas
execuções subsequentes, obtendo diferentes pontos lexicográficos. Nos testes preliminares
realizados para instâncias do PCE-1D, não houve esse problema pois os subproblemas
pricing modelados pelo problema da mochila são resolvidos até a otimalidade fornecendo
as mesmas matrizes ao final de execuções subsequentes. Para resolver essa questão, gera-
se os pontos lexicográficos no Algoritmo 5 salvando em um arquivo de dados para uso nos
demais métodos.

Para o PCE unidimensional considera-se a permutação {2, 1} que representa a prefe-
rência na minimização de objetos e ζi = 0, 3, i = 1, 2 (baseado em Santis, Grani e Palagi
(2020)). Para o PCE bidimensional considera-se 4 variações para o método FPA∗ vari-
ando ζi e a permutação. Denota-se FPA∗var1 a variação considerando a permutação e o
ζi do caso unidimensional. A partir do valor de ζi varia-se em 0, 2 para baixo e 0, 2 para
cima e mantêm-se a mesma permutação, resultando nas variações FPA∗var3 (ζ1 = 0, 1)
e FPA∗var4 (ζ1 = 0, 5). E por fim considera-se ζi = 0, 3, i = 1, 2, e a permutação {1, 2}
priorizando-se a minimização de ciclos resultando no FPA∗var2.
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Algoritmo 6: Método FPA∗ para resolver o PCEBL
c

Entrada: dados PCE, Z∗ = ∅, dados GC ;
A3, y

lex1, ylex2, yI ;
γi > 0, ζi ∈ (0, γi), εi ∈ (0, γi], i = 1, 2 e a permutação (i1, i2)

Saída: Z∗ (Fronteira de Pareto)
1 se ylex1 = ylex2 então
2 PARE! O problema possui apenas um ponto não dominado
3 senão
4 para i = 1 . . . 2 faça
5 se i = i1 então

6 wi = γi − ζi
|ylex1
i1 − ylex2

i1 |
7 fim
8 se i = i2 então
9 wi = 1

10 fim
11 fim
12 k = 0;
13 se GCd = 1 então
14 Chame Algoritmo 4 para resolver (FPA∗)0 e obtenha A3
15 fim

16 Resolva (FPA∗)0 e obtenha (x̄0, z̄0) e ȳ0 =
(
ncol(A3)∑
j=1

x̄0
j ,
ncol(A3)∑
j=1

z̄0
j

)
;

17 Atualize Z∗ ← Z∗ ∪ {ȳ0};
18 enquanto fi1(x̄k+1, z̄k+1) > yIi1 faça
19 se GCd = 1 então
20 Chame Algoritmo 4 para resolver (FPA∗)k+1 e obtenha A3
21 fim
22 Resolva (FPA∗)k+1 e obtenha (x̄k+1, z̄k+1) e

ȳk+1 =
(
ncol(A3)∑
j=1

x̄k+1
j ,

ncol(A3)∑
j=1

z̄k+1
j

)
;

23 Atualize Z∗ ← Z∗ ∪ {ȳk+1};
24 k ← k + 1;
25 fim
26 fim
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4.2.3 Método Tchebycheff Ponderado Aumentado
O método de Tchebycheff Ponderado Aumentado consiste em resolver os subproblemas

(4.34)-(4.40) para cada peso w escolhido.

(TPA) min u+ ρ

β1

 n∑
j=1

xj − yI1

+ β2

 n∑
j=1

zj − yI2

 (4.34)

s.a.
n∑
j=1

Ajxj > d, (4.35)

n∑
j=1

Ajzj >

⌈
d

c

⌉
, (4.36)

xj ≤ czj, j = 1, . . . , n (4.37)

β1w

 n∑
j=1

xj − yI1

 ≤ u (4.38)

β2(1− w)
 n∑
j=1

zj − yI2

 ≤ u (4.39)

xj, zj ∈ N, u ∈ R+ j = 1, . . . , n. (4.40)

Algoritmo 7: Método TPA
Entrada: dados PCE, Z∗ = ∅, dados GC ;

A3, y
lex1, ylex2, yI ;

ρ,∆, w e β1, β2 (constante de normalização dos objetivos conforme (A.8))
Saída: Z∗ (Fronteira de Pareto)

1 se ylex1 = ylex2 então
2 PARE! O problema possui apenas um ponto não dominado
3 senão
4 se ∆ = 1 então
5 PARE! Z∗ contém apenas ylex1, ylex2 ;

Saída: Z∗ = {ylex1, ylex2}
6 senão
7 t = 0;
8 enquanto w ≥ ∆ faça
9 se GCd = 1 então

10 Chame Algoritmo 4 para resolver (TPA) obtendo A3
11 fim

12 Resolva (TPA) obtendo (xt, zt) e yt =
(
ncol(A3)∑
j=1

xtj,
ncol(A3)∑
j=1

ztj

)
;

Saída:
13 Atualize Z∗ ← Z∗ ∪ {yt};
14 w ← w −∆;
15 t← t+ 1
16 fim
17 fim
18 fim

O pseudocódigo do método TPA é apresentado no Algoritmo 7 e mostra como a GCd
é incorporada no método. As constantes de normalização βi, i = 1, 2 calculadas em (A.8)
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são utilizadas para que a variação dos pesos possa ser realizada no intervalo [0, 1]. Assim,
dado um valor 4 (tamanho do passo) que é calculado por (4.41), o valor inicial para w
é 1 − 4 e a cada iteração w é atualizado conforme a linha 14 no Algoritmo 7. Para o
parâmetro ρ, considera-se o valor 0, 001, baseado em Aliano-Filho, Moretti e Pato (2018).

4 = 1
f lex1

2 − f lex2
2

. (4.41)

No Capítulo 5 são apresentadas as instâncias utilizadas para o PCE-1D e o PCE-
2D, os testes computacionais realizados utilizando os Algoritmos 5, 6 e 7 para resolver
o PCEBL

c − 1D e PCEBL
c − 2D e a análise dos resultados determinando qual método

obtém o melhor desempenho e a análise da melhoria dos métodos ERL, FPA∗ e o TPA
utilizando a GCd.
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5 Estudo Computacional

Nesse capítulo aplica-se os Algoritmos 5, 6 e 7 dos métodos descritos no Capítulo 4 com
a GCd incorporada para resolver o (PCEBL

c ) Unidimensional e Bidimensional. Os estudos
computacionais são apresentados nas Seções 5.1 (PCEBL

c − 1D) e 5.2 (PCEBL
c − 2D), e

descreve-se as respectivas instâncias utilizadas. Finalmente, na Seção 5.3 são discutidas
as conclusões e propostas futuras para continuidade desse estudo.

5.1 Estudo computacional PCEBL
c -1D

Nesta seção apresentam-se os resultados do estudo computacional realizado para ava-
liar o desempenho dos métodos ERL, FPA∗ e TPA para resolver o PCEBL

c − 1D. Este
estudo busca analisar três aspectos:

• A importância da GCd obtendo uma melhor aproximação da fronteira de Pareto.

• A influência da variação da capacidade da serra c nos três métodos e ao considerar
c = dmax (equivalência de ciclos e setup) mostra-se resultados próximos ao obtido
em Aliano-Filho (2016), Aliano-Filho et al. (2021).

• O desempenho dos três métodos para determinar qual é o mais adequado para o
PCEBL

c − 1D considerando as métricas de comparação e o tempo computacional.

Os Algoritmos 5, 6 e 7 foram implementados em Julia com o auxílio do pacote JuMP (Ver-
são 0.6.3.1) (JULIA, 2018), e os subproblemas envolvidos foram resolvidos pelo CPLEX
versão 12.6.1 (IBM, 2014). As simulações foram executadas em um computador com pro-
cessador Intel Core i7-3770 (3.40GHz), 12 GB de RAM, sob Sistema Operacional Windows
de 64 bits.

Para comparação das aproximações das fronteiras de Pareto utiliza-se as seguintes
métricas apresentadas na Seção 3.5:

• σ1: cardinalidade da fronteira obtida (|Z∗|);

• σ2: hipervolume (para o caso biobjetivo representa as áreas delimitadas pelas fron-
teiras);

• σ3
o , σ

3
c : amplitudes dos pontos lexicográficos relacionadas a cada objetivo (σ3

o (obje-
tos), σ3

c ciclos );

• σ4: número de subproblemas resolvidos pelo método.

Para analisar a qualidade dos métodos utiliza-se ainda dois indicadores que buscam com-
binar a análise das métricas e o tempo computacional.
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• σ5 = σ1

Tempototal
: número de soluções por tempo de execução;

• σ6 = σ1

σ4 : número de soluções por subproblema.

O perfil de desempenho também é utilizado nesse estudo como uma técnica de compa-
ração dos métodos implementados. No relatório desenvolvido em Munari-Junior (2009)
discute-se os cálculos necessários e como interpretar os gráficos de acordo com a técnica
proposta por Dolan e Moré (2002). Munari-Junior (2009) propõe a planilha “perfis.xlx”
que cria o gráfico de perfis de desempenho de forma automática. Essa planilha é utilizada
para obter os perfis de desempenho para o tempo computacional e para o hipervolume.

5.1.1 Descrição das instâncias
As instâncias para o PCE-1D foram geradas utilizando o gerador CUTGEN1 proposto

por Gau e Wäscher (1995) frequentemente usado na literatura e que pode ser obtido
dos autores tanto no código-fonte quanto como uma versão executável no MS-DOS. Os
parâmetros necessários para gerar as instâncias são:

• m : número de diferentes tipos de itens;

• L : Comprimento do objeto;

• v1 : limite inferior para o tamanho relativo dos comprimentos dos itens em relação
a L, ou seja, li ≥ vi · L(i = 1, . . . ,m);

• v2 : limite superior para o tamanho relativo dos comprimentos dos itens em relação
a L, ou seja, li ≤ v2L(i = 1, . . . ,m);

• d̄ : demanda média por comprimento do item.

Como os valores para v1 e v2 definem o tamanho que o menor e o maior comprimento
de cada item pode assumir em relação ao tamanho do comprimento padrão L. De acordo
com os valores de v1 e v2 obtêm-se as seguintes classes de problemas segundo Foerster e
Wascher (2000):

• se v1 = 0.01 e v2 = 0.2 : itens pequenos (P);

• se v1 = 0, 01 e v2 = 0, 8 : itens de tamanhos variados (M);

• se v1 = 0, 2 e v2 = 0, 8 : itens médios e grandes (G).

Nas instâncias geradas, tomou-se m = 100, L = 10000, d̄ = 100 e geramos 1 instância
para cada tamanho (P, M, G). Para cada uma das três instâncias, 6 novas instâncias
considerando subconjuntos com os 10 primeiros itens, os 20 primeiros itens, 40 primeiros,
e assim por diante. Logo, obtém-se 18 instâncias considerando tipos de itens P, M e G,
com m = 10, 20, 40, 60, 80 e 100. Cada um dos três métodos foi simulado para capacidade
da serra c = 4, 7, dmax e considerando a geração de coluna estática (GCd = 0) e dinâmica
(GCd = 1) em cada um dos três métodos, resultando em 324 (18× 3× 2× 3) simulações.
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5.1.2 Resultados e discussão
Alguns parâmetros do CPLEX foram modificados para resolver os subproblemas. To-

das as simulações realizadas nessa seção utilizam a limitação no tempo de execução e o
gap dos subpricing em 15 segundos e 0,01 (os demais subproblemas em 60 segundos e
0,0001). Se essa limitação não fosse considerada, os subproblemas obteriam um tempo
considerável para serem otimizados completamente.

Nesta primeira etapa de simulações computacionais, analisa-se a influência da GCd
em cada método para cada capacidade da serra, para então realizar a comparação entre
os métodos ERL, FPA∗ e TPA para resolver o PCEBL

c − 1D. Para o método FPA∗,
considera-se a permutação {2, 1} que representa a preferência na minimização de objetos
e ζi = 0, 3 (Variação 1) (baseado em Santis, Grani e Palagi (2020)).

A Tabela 5.1 apresenta o resultado obtido considerando as gerações de colunas dinâ-
mica (GCd) e estática (GCs) para o método ERL com c = 4, nas colunas da Tabela
5.1 são exibidos o tempo computacional (Tempo total), o número de colunas totais ge-
radas (n° colunas), número de iterações (it) do método ERL e as métricas σ1, σ3

o e
σ3
c . O tempo computacional gasto ao realizar as gerações de colunas estática e dinâmica

não possui uma variação significativa. O aumento máximo no tempo para GCd foi de
30, 5%(id = G,m = 80) em relação a GCs. Para as instâncias da classe P, com m = 40
e m = 60 há uma redução do tempo computacional (28% e 7, 1%, respectivamente) ao
considerar a geração de colunas dinâmica. Essa redução se dá pelo fato da GCd realizar
uma iteração a menos.

Tabela 5.1: Resultados obtidos pelo método ERL para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 4.

id m
nº colunas Tempo total (s) it (ERL) σ1 σ3

o σ3
c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 23,29 23,45 1 1 1 1 0 0 0 0
P 20 20 20 23,36 23,55 1 1 1 1 0 0 0 0
P 40 127 134 893,44 641,14 6 5 5 5 8 8 17 19
P 60 155 170 999,07 927,92 6 5 4 5 15 14 31 26
P 80 167 191 643,42 686,91 3 3 3 3 19 21 23 29
P 95 195 225 687,66 688,32 3 3 3 3 20 21 29 30
M 10 10 10 23,33 23,60 1 1 1 1 0 0 0 0
M 20 20 20 23,38 23,49 1 1 1 1 0 0 0 0
M 40 40 40 23,37 23,52 1 1 1 1 0 0 0 0
M 60 166 166 25,26 24,95 1 1 1 1 0 0 0 0
M 80 230 230 28,68 28,65 1 1 1 1 0 0 0 0
M 99 373 373 33,56 33,73 1 1 1 1 0 0 0 0
G 10 10 10 23,71 25,32 1 1 1 1 0 0 0 0
G 20 20 20 23,47 26,50 1 1 1 1 0 0 0 0
G 40 40 40 23,58 26,48 1 1 1 1 0 0 0 0
G 60 78 80 23,72 27,42 2 1 2 1 1 0 1 0
G 80 315 319 28,09 36,66 1 1 1 1 0 0 0 0
G 97 315 319 47,79 47,76 3 1 3 1 2 0 2 0

Fonte: Elaborado pela autora.

Observe que os resultados obtidos para as instâncias compostas por itens das classes M
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e G indicam a ausência de conflito entre a minimização de objetos e ciclos considerando
a capacidade da serra igual a 4. Para as instâncias compostas por itens da classe P
há uma pequena variação da cardinalidade (σ1 ∈ [1, 5]). As demais tabelas apresentadas
nesse capítulo serão filtradas excluindo-se as instâncias em que a aproximação da fronteira
obtém apenas um ponto não dominado (σ1 = 1). As tabelas completas podem ser vistas
no Apêndice B. O método FPA∗ obteve resultados que mostram uma melhora do tempo
computacional em algumas instâncias, e para as instâncias em que ocorre o aumento do
tempo, esse aumento não ultrapassa a 50% (Ver Tabela B.1 no Apêndice B). Para o
método de TPA, a geração de colunas dinâmica também obtém melhora na aproximação
da fronteira sem obter um aumento significativo no tempo computacional, sendo o maior
aumento em torno de 10% (Ver Tabela B.2 no Apêndice B).

Nas Tabelas 5.2 e 5.3 são exibidos os resultados para o FPA (c = 7) e TPA (c = dmax).
Os resultados dos métodos para os demais valores da capacidade da serra podem ser
vistos no Apendice B. Considerando as métricas σ1 e σ3, o comportamento dos métodos
relativos a GCs e a GCd são similares e independem do valor da capacidade da serra.
A diferença entre as duas estratégias de geração de colunas pode ser melhor avaliada
considerando a métrica σ2.

Tabela 5.2: Resultados obtidos pelo método FPA∗ para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 7.

id m
nº colunas Tempo total (s) it σ1 σ3

o σ3
c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 40 134 154 960,41 761,66 12 10 5 5 13 10 29 29
P 60 153 178 1116,57 1093,70 15 14 7 8 24 23 31 36
P 80 175 197 935,29 998,42 11 12 5 5 22 38 27 30
P 95 207 251 825,90 697,53 10 7 6 4 42 33 31 46
G 60 78 78 31,28 32,13 3 3 3 3 9 9 2 2
G 80 314 315 35,02 36,21 0 2 1 2 0 2 0 1
G 97 292 306 41,13 39,09 6 3 5 3 14 3 4 2

Fonte: Elaborado pela autora.

A qualidade da aproximação da fronteira pode ser observada através dos perfis de
desempenho para o hipervolume (σ2) apresentados nas Figuras 5.1, 5.2 e 5.3. Note que
FPA∗ e TPA obtiveram o melhor hipervolume em 100% da instâncias e o ERL em
95%. Esse comportamento é observado também para c = 7 e c = dmax como mostra
os perfis de desempenho nas Figuras 5.4, 5.5, 5.6, 5.7, 5.8 e 5.9. Verifica-se também
que instâncias compostas por itens da classe P têm uma amplitude (σ3

o e σ3
c ) maior em

ambas as funções objetivo do que nas instâncias compostas por itens das classes M e
G. A amplitude interfere no grau de dificuldade dos algoritmos, ou seja, instâncias em
que a amplitude dos lexicográficos são pequenas são mais rápidas de serem resolvidas
do aquelas com maior amplitude, pois é necessária a solução de um número maior de
problemas inteiros. Com isso, pode-se concluir que realizar GCd melhora a aproximação
de fronteira de Pareto.
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Tabela 5.3: Resultados obtidos pelo método TPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = dmax.

id m
nº colunas Tempo total (s) it σ1 σ3

o σ3
c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 40 145 148 2981,93 2117,83 43 38 17 18 645 645 45 40
P 60 170 178 4070,87 3401,67 71 63 27 26 1506 1464 72 64
P 80 188 191 3071,98 3020,45 59 63 30 30 1449 1590 61 64
P 95 233 240 3947,56 4078,03 75 82 30 32 1995 2395 76 83
M 60 173 175 101,44 105,84 7 6 7 7 310 310 8 8
M 80 294 294 1172,16 1153,62 19 19 15 15 614 614 21 21
M 99 379 379 1996,60 2007,88 33 33 20 20 950 950 35 35
G 60 78 78 24,60 24,95 3 3 4 4 112 112 4 4
G 80 327 328 682,265 672,23 15 15 12 12 414 414 16 16
G 97 430 431 1426,84 1426,86 23 23 17 17 599 599 25 24

Fonte: Elaborado pela autora.

Figura 5.1: Perfil de desempenho do método ERL para GCd e GCs para o PCEBL
c − 1D

com relação a σ2 (c = 4).
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Fonte: Elaborado pela autora.
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Figura 5.2: Perfil de desempenho do método FPA∗ para GCd e GCs para o PCEBL
c −1D

com relação a σ2 (c = 4).
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Fonte: Elaborado pela autora.
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Figura 5.3: Perfil de desempenho do método TPA para GCd e GCs para o PCEBL
c − 1D

com relação a σ2 (c = 4).
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Fonte: Elaborado pela autora.
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Figura 5.4: Perfil de desempenho do método ERL para GCd e GCs para o PCEBL
c − 1D

com relação a σ2 (c = 7).
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Fonte: Elaborado pela autora.
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Figura 5.5: Perfil de desempenho do método ERL para GCd e GCs para o PCEBL
c − 1D

com relação a σ2 (c = dmax).
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Figura 5.6: Perfil de desempenho do método FPA∗ para GCd e GCs para o PCEBL
c −1D

com relação a σ2 (c = 7).
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Fonte: Elaborado pela autora.



Estudo computacional PCEBL
c -1D 89

Figura 5.7: Perfil de desempenho do método FPA∗ para GCd e GCs para o PCEBL
c −1D

com relação a σ2 (c = dmax).
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90 Estudo Computacional

Figura 5.8: Perfil de desempenho do método TPA para GCd e GCs para o PCEBL
c − 1D

com relação a σ2 (c = 7).
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Figura 5.9: Perfil de desempenho do método TPA para GCd e GCs para o PCEBL
c − 1D

com relação a σ2 (c = dmax).
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Fonte: Elaborado pela autora.

A Figura 5.10 apresenta as aproximações das fronteiras considerando a GCd e a GCs
para c = 7 obtidas pelo métod FPA∗. Observe que a fronteira obtida utilizando a
GCd é mais inferior e possui um ponto não dominado a mais, ou seja, todos os pontos
dominam os pontos da fronteira obtida utilizando a GCs, confirmando que a GCd resulta
em uma aproximação melhor da fronteira. Para c = dmax (Figura 5.11) pode-se notar
que a aproximação da fronteira obtida pela GCd, apesar de parecer muito próxima da
aproximação obtida pela GCs, obtém maior cardinalidade e hipervolume.
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Figura 5.10: Aproximações da fronteira de Pareto obtidas pelo método FPA∗ utilizando
a GCd e a GCs para c = 7 (classe P, m = 60).

Fonte: Elaborado pela autora.

Figura 5.11: Aproximações da fronteira de Pareto obtidas pelo método FPA∗ utilizando
a GCd e a GCs para c = dmax (classe P, m = 60).

Fonte: Elaborado pela autora.

Na comparação dos três métodos as amplitudes (σ3
o e σ3

c ) são omitidas pois os três
métodos utilizaram exatamente os mesmos pontos lexicográficos. A Tabela 5.4 apresenta
o número de colunas (coluna “n° colunas”) totais geradas, o tempo total gasto (coluna
“Tempo total”) e o número de iterações (coluna “it (met)”) para cada método conside-
rando c = 4 e c = 7. Para todas as instâncias nota-se que o FPA∗ gerou a mesma
quantidade ou mais colunas que os métodos ERL e TPA destacando-se nas instâncias
com itens pequenos. Outra questão importante é o número de iterações que o método
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TPA utiliza para obter uma aproximação da fronteira que chega a ser 9 vezes maior que
o número de iterações do ERL e 6 vezes maior que o número de iterações do FPA∗.

Tabela 5.4: Resultados obtidos pelos métodos ERL, FPA∗ e TPA para o PCEBL
c − 1D

e c = 4, 7.

id m c
nº colunas Tempo total (s) it (met)

item ERL FPA∗ TPA ERL FPA∗ TPA ERL FPA∗ TPA

P 40 4 134 136 134 641,14 643,70 1245,41 5 8 18
P 60 4 170 174 170 927,92 634,42 2271,91 5 6 24
P 80 4 191 198 191 686,91 754,79 2023,54 3 8 29
P 95 4 225 226 225 688,32 636,97 2022,69 3 6 29
P 40 7 154 154 154 2290,54 761,66 1787,79 13 10 26
P 60 7 178 178 178 2104,47 1093,70 2372,22 10 14 35
P 80 7 197 197 197 928,10 998,42 2082,42 5 12 30
P 95 7 248 251 245 931,85 697,53 2989,69 5 7 45
G 60 7 78 78 78 23,99 32,13 25,01 3 3 1
G 80 7 315 315 315 28,59 36,21 28,96 2 2 0
G 97 7 306 306 306 90,44 39,09 90,15 3 3 1

Fonte: Elaborado pela autora.

Nas Figuras 5.12 e 5.13 têm-se a comparação do tempo gasto por cada método através
do perfil de desempenho. Para c = 4 o método ERL teve melhor desempenho em 45%
das instâncias contra 22% para o FPA∗ e 33% para o TPA, e os métodos ERL e FPA∗
foram capazes de resolver todas as instâncias dentro de um fator menor que 2 do melhor
desempenho obtido entre os três métodos, sendo esse fator bem próximo entre os métodos,
enquanto que o TPA resolve todas as instâncias dentro de um fator próximo de 4. Para
c = 7, o método ERL continua com um melhor desempenho em 68% das instâncias,
porém o método FPA∗ resolve todas as instâncias em um fator menor que 2, sendo o
menor dentre os demais.

A comparação da qualidade da fronteira aproximada para c = 4 e c = 7 pode ser
observada na Tabela 5.5 através dos valores das métricas σ1, σ2 e σ4, respectivamente. O
método TPA obteve uma melhor aproximação para quase todas as instâncias, com exceção
da (id,m, c) = (P, 40, 7), considerando que a cardinalidade (σ1) e o hipervolume (σ2) são
maiores. Isso explica o maior número de iterações gasto pelo método e consequentemente
o número elevado de subproblemas resolvidos, indicado pela métrica σ4 que é igual ao
número de iterações do método.

Os resultados para c = dmax são exibidos na Tabela 5.6. Esse caso foi considerado com
o objetivo de validar os algoritmos utilizados comparando os resultados desse estudo com
os resultados obtidos em Aliano-Filho (2016), Aliano-Filho et al. (2021) que mostrou uma
grande variedade de pontos não dominados para o problema PCEB (objetos X setup).
A Tabela 5.6 mostra que os três métodos obtiveram os mesmo número de colunas. Com
relação ao tempo, o método TPA apresenta maior tempo na maior parte das instâncias
e para as instâncias compostas por itens da classe P tem mais iterações para obter a
aproximação da fronteira do que os outros dois métodos.

A Figura 5.14 apresenta o perfil de desempenho dos três métodos com relação ao
tempo computacional, veja que o método ERL obteve melhor desempenho em 42% das
instâncias contra 39% do FPA∗ e 19% do TPA, porém o FPA∗ resolve todas as instâncias
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Figura 5.12: Perfil de desempenho dos métodos ERL, FPA∗ e TPA para o PCEBL
c −1D

com GCd em relação ao tempo (c = 4).
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Fonte: Elaborado pela autora.

Tabela 5.5: Resultados obtidos pelos métodos ERL, FPA∗ e TPA para PCEBL
c − 1D e

c = 4, 7 através das métricas σ1, σ2 e σ4.
id m c

σ1 σ2 σ4

item ERL FPA∗ TPA ERL FPA∗ TPA ERL FPA∗ TPA

P 40 4 5 6 6 109 121 123 14 12 22
P 60 4 5 4 10 252 287 310 14 10 28
P 80 4 3 5 10 351 440 486 10 12 33
P 95 4 3 4 9 364 361 549 10 10 33
P 40 7 6 5 8 270 300 295 30 14 30
P 60 7 7 8 10 658 696 757 24 18 39
P 80 7 5 5 13 834 817 1006 14 16 34
P 95 7 4 4 14 1405 1237 1571 14 11 49
G 60 7 3 3 3 7 7 6 10 7 5
G 80 7 2 2 2 0 0 0 8 6 4
G 97 7 3 3 3 52 52 52 10 7 5

Fonte: Elaborado pela autora.

em um fator menor que 2 do melhor desempenho obtido entre os três métodos, sendo o
menor fator.

A qualidade da fronteira obtida por cada método para c = dmax pode ser analisada
através dos resultados apresentados na Tabela 5.7. Note que a aproximação da fronteira
obtida pelo FPA∗ teve maior (ou igual) hipervolume em todas as instâncias, e com o
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Figura 5.13: Perfil de desempenho dos métodos ERL, FPA∗ e TPA para para o
PCEBL

c − 1D com GCd em relação ao tempo (c = 7).
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Fonte: Elaborado pela autora.

menor número de subproblemas resolvidos.
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Tabela 5.6: Resultados obtidos pelos métodos ERL, FPA∗ e TPA para PCEBL
c − 1D e

c = dmax.
id m

nº colunas Tempo total (s) it (met)
item ERL FPA∗ TPA ERL FPA∗ TPA ERL FPA∗ TPA

P 10 10 10 10 23,54 30,43 23,93 1 0 0
P 20 20 20 20 23,60 30,45 23,88 1 0 0
P 40 148 148 148 3164,51 1381,61 2117,83 31 28 38
P 60 178 178 178 3339,27 1906,62 3401,67 43 44 63
P 80 191 191 191 2969,49 1849,75 3020,45 46 48 63
P 95 240 240 240 3723,53 2200,61 4078,03 52 56 82
M 10 10 10 10 23,95 30,55 23,88 1 0 0
M 20 20 20 20 23,37 30,55 23,83 1 0 0
M 40 40 40 40 23,63 30,37 23,76 1 0 0
M 60 175 175 175 46,88 40,51 105,84 9 9 6
M 80 294 294 294 1595,46 1133,96 1153,62 20 26 19
M 99 379 379 379 3736,20 2268,57 2007,88 34 39 33
G 10 10 10 10 23,50 30,44 23,90 1 0 0
G 20 20 20 20 23,49 30,52 23,96 1 0 0
G 40 40 40 40 23,46 30,40 23,80 1 0 0
G 60 78 78 78 24,27 31,63 24,95 5 5 3
G 80 328 328 328 373,85 104,99 672,23 17 19 15
G 97 431 431 431 2605,68 1486,87 1426,86 26 30 23

Fonte: Elaborado pela autora.

Tabela 5.7: Resultados obtidos pelos métodos ERL, FPA∗ e TPA para o PCEBL
c − 1D

e c = dmax, das métricas σ1, σ2 e σ4.
id m

σ1 σ2 σ4

item ERL FPA∗ TPA ERL FPA∗ TPA ERL FPA∗ TPA

P 10 1 1 1 0 0 0 6 4 4
P 20 1 1 1 0 0 0 6 4 4
P 40 23 22 18 26421 26455 26324 66 32 42
P 60 33 36 26 99201 99201 98855 90 48 67
P 80 39 39 30 90968 91006 90641 96 52 67
P 95 42 41 32 180792 180827 180337 108 60 86
M 10 1 1 1 0 0 0 6 4 4
M 20 1 1 1 0 0 0 6 4 4
M 40 1 1 1 0 0 0 6 4 4
M 60 9 9 7 1831 1831 1787 22 13 10
M 80 20 21 15 10698 10751 10529 44 30 23
M 99 27 28 20 29802 29884 29340 72 43 37
G 10 1 1 1 0 0 0 6 4 4
G 20 1 1 1 0 0 0 6 4 4
G 40 1 1 1 0 0 0 6 4 4
G 60 5 5 4 271 271 270 14 9 7
G 80 17 17 12 5092 5093 5037 38 23 19
G 97 22 24 17 12053 12142 11961 56 34 27

Fonte: Elaborado pela autora.
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Figura 5.14: Perfil de desempenho dos métodos ERL, FPA∗ e TPA para o PCEBL
c −1D

com GCd em relação ao tempo (c = dmax).
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Fonte: Elaborado pela autora.

Para finalizar a comparação dos métodos selecionamos apenas as instâncias que apre-
sentaram maior diferença no desempenho das métricas, analisando os indicadores de qua-
lidade σ5 e σ6. Esses resultados podem ser vistos na Tabela 5.8. Pode-se concluir que o
método FPA∗ obteve o maior número de pontos não dominados por tempo de execução
e por subproblema em mais de 80% das instâncias. Portanto o método FPA∗ se mos-
trou o método mais adequado comparado aos métodos ERL e TPA considerando as seis
métricas de comparação utilizadas e mesmo nos casos em que o tempo computacional
não foi o menor obteve-se maior hipervolume, resultando em uma melhor aproximação da
fronteira.

A Figura 5.15 apresenta as aproximações das fronteiras obtidas pelos três métodos
considerando c = 7, note que a fronteira obtida pelo método FPA possui alguns pontos
que dominam pontos da outras duas fronteiras, porém o TPA obtém mais pontos não
dominados, assim obtendo um hipervolume maior. A Figura 5.16 ilustra as aproximações
da fronteira obtida pelos três método para c = dmax. Veja que a aproximação da fronteira
obtida pelo método FPA∗ é melhor que as aproximações obtidas pelos métodos ERL e
TPA, obtendo maior cardinalidade mesmo a cardinalidade sendo menor.

Com os resultados apresentados nessa seção, conclui-se que a GCd resultou em aproxi-
mação melhor da fronteira de Pareto para todos os métodos estudados. Mostrou que a ca-
pacidade da serra influencia diretamente na cardinalidade da fronteira, quanto maior a ca-
pacidade da serra mais pontos não dominados são obtidos. E para o caso em que c = dmax,
os resultados foram próximos aos resultados encontrados na literatura (ALIANO-FILHO,
2016; ALIANO-FILHO; MORETTI; PATO, 2018; ALIANO-FILHO et al., 2021). Por
fim, concluiu-se que o método FPA∗ obteve melhor desempenho comparado aos métodos
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Tabela 5.8: Resultados obtidos pelos métodos ERL, FPA∗ e TPA para o PCEBL
c − 1D

e c = 4, 7, dmax, das métricas σ5 e σ6.
id m c

σ5 σ6

item ERL FPA∗ TPA ERL FPA∗ TPA

P 40 4 0,008 0,009 0,005 0,357 0,500 0,273
P 60 4 0,005 0,006 0,004 0,357 0,400 0,357
P 80 4 0,004 0,008 0,005 0,300 0,417 0,303
P 95 4 0,004 0,006 0,004 0,300 0,400 0,273
P 40 7 0,003 0,007 0,004 0,200 0,357 0,267
P 60 7 0,003 0,007 0,004 0,292 0,444 0,256
P 80 7 0,005 0,005 0,006 0,357 0,312 0,382
P 95 7 0,004 0,006 0,005 0,286 0,364 0,286
P 40 dmax 0,007 0,016 0,008 0,348 0,687 0,429
P 60 dmax 0,010 0,019 0,008 0,367 0,750 0,388
P 80 dmax 0,013 0,021 0,010 0,406 0,750 0,448
P 95 dmax 0,011 0,019 0,008 0,389 0,683 0,372
M 60 dmax 0,192 0,222 0,066 0,409 0,692 0,700
M 80 dmax 0,012 0,018 0,013 0,454 0,700 0,652
M 99 dmax 0,007 0,012 0,010 0,375 0,651 0,540
G 60 dmax 0,206 0,158 0,160 0,357 0,556 0,571
G 80 dmax 0,045 0,162 0,018 0,447 0,739 0,632
G 97 dmax 0,008 0,016 0,012 0,393 0,706 0,630

Fonte: Elaborado pela autora.

Figura 5.15: Aproximações da fronteira de Pareto obtidas pelos métodos FPA∗, ERL e
TPA utilizando a GCd para c = 7 (classe P, m = 100).

Fonte: Elaborado pela autora.

ERL e TPA. Portanto, para o PCE bidimensional, seleciona-se c = 7, dmax e são feitos
apenas alguns testes preliminares para reforçar a importância da GCd.



Estudo computacional PCEBL
c -1D 99

Figura 5.16: Aproximações da fronteira de Pareto obtidas pelos métodos FPA∗, ERL e
TPA utilizando a GCd para c = dmax (classe P, m = 100).

Fonte: Elaborado pela autora.
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5.2 Estudo computacional PCEBL
c -2D

Nessa seção apresenta-se os resultados do estudo computacional para avaliar o desem-
penho dos métodos ERL, FPA∗ e TPA para resolver o PCEBL

c − 2D. Este estudo está
dividido em três etapas: a Etapa 1 tem como objetivo analisar a influência de quatro
fatores que estão diretamente ligados ao desempenho dos métodos: os formatos dos itens
(id), o número de diferentes tipos de itens (m), o tempo de execução do subpricing na
geração de colunas e o valor da capacidade da serra. A partir dos resultados da Etapa 1,
um novo conjunto de instâncias é gerado a partir dos parâmetros estudados para seguir
com as Etapas 2 e 3. Os testes desta etapa são realizados utilizando o ERL. A Etapa
2 avalia as quatro variações do FPA∗ para determinar qual é a mais adequada para ser
utilizada na comparação dos três métodos. E por fim na Etapa 3 apresenta o desempenho
dos três métodos (ERL, FPA∗ e TPA) para determinar qual é o mais adequado para o
PCEBL

c − 2D considerando as métricas de comparação e o tempo computacional.
Os Algoritmos 5, 6 e 7 foram implementados em Julia com o auxílio do pacote JuMP

(Versão 0.6.3.1) (JULIA, 2018), e os subproblemas foram resolvidos pelo CPLEX versão
12.6.1 (IBM, 2014). Os testes preliminares com relação a variação do id (formato e
tamanho) dos itens e a variação de m na Etapa 1 foram executados em um computador
com processador Intel Core i3-4210 (1.70GHz), 4 GB de RAM, sob Sistema Operacional
Windows de 64 bits. Porém, para algumas instâncias, essa capacidade de memória não
foi suficiente. Portanto, as demais simulações foram executadas em um computador com
processador Intel Core i7-3770 (3.40GHz), 12 GB de RAM, sob Sistema Operacional
Windows de 64 bits.

Na Seção 5.2.1 é apresentada a metodologia utilizada na geração das instâncias que
são usadas nas Etapas 1, 2 e 3. Na Seção 5.2.2 são apresentados os resultados e discussões.

5.2.1 Descrição das instâncias
As instâncias para o PCE-2D foram geradas utilizando o gerador 2DCPackGen pro-

posto em Silva, Oliveira e Wäscher (2014). O 2DCPackGen foi proposto para gerar dife-
rentes tipo de problemas de corte e empacotamento retangular bidimensional definidos de
acordo com a tipologia proposta por Wäscher, Haußner e Schumann (2007) identificando
os parâmetros relevantes do problema. O gerador usado é baseado na amostragem de
uma distribuição de probabilidade contínua com função de densidade de probabilidade,
conhecida como distribuição beta, de acordo com as dimensões mínimas e máximas do
objeto e dos itens. De acordo com as variações dos parâmetros α e β da distribuição beta
obtêm-se diferentes formas e tamanhos para o objeto e os itens, representados por um
número de identificação (id) conforme resumido na Tabela 5.9.

Os parâmetros necessários para gerar as instâncias no 2DCPackGen são:

• dimensão do problema;

• id do tipo de problema (nesse estudo temos id = 10 que representa o Single Stock
Size Cutting Stock Problem (SSSCSP));

• semente (número inteiro menor que 2.147.483.647);

• número de instâncias;

• tamanhos mínimo e máximo para as dimensões (L,W ) do objeto;
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Tabela 5.9: Formatos e tamanhos para o objeto e os itens no gerador 2DCPackGen
(SILVA; OLIVEIRA; WÄSCHER, 2014).

id Formato
1 Pequeno e quadrado
2 Longo e estreito
3 Comp. Médio e estreito
4 Pequeno e quadrado ou Longo e estreito
5 Curto e alto
6 Grande e quadrado
7 Comp. Médio e alto
8 Curto e alto ou Longo e alto
9 Curto e altura média
10 Longo e altura média
11 Tamanho médio e quadrado
12 Curto e altura média ou Longo e altura mé-

dia
13 Curto e estreito ou Curto e alto
14 Longo e estreito ou Longo e alto
15 Comp. Médio e estreito ou Comp. Médio e

alto
16 Pequeno e quadrado ou Curto e alto ou

Longo e estreito ou Grande e quadrado
Fonte: Elaborado pela autora.

• tamanhos mínimo e máximo para as dimensões (l, w) dos itens;

• id dos itens;

• id do objeto;

• números mínimo e máximo de diferentes tipos de itens (m);

• números mínimo e máximo para a demanda (d) de cada tipo de item;

• id da distribuição beta para m;

• id da distribuição beta para d.

Em Martello e Vigo (1998) é proposto um gerador de instâncias para problemas de em-
pacotamento retangular, onde o comprimento e a largura dos objetos são fixados em 100
e quatro tipos de itens são considerados de acordo com a relação entre entre as dimensões
dos itens e dos objetos. Assim como no gerador 2DCPackGen, a distribuição de probabi-
lidade uniforme é utilizada para gerar o comprimento e a largura dos itens. A Tabela 5.10
ilustra os formatos e tamanho dos itens, na coluna “id (S)” apresenta o id correspondente
aos formatos considerados no 2DCPackGen.

Em Rangel e Figueiredo (2008), Figueiredo (2006) são discutidas características do
PCE-2D no contexto de indústria de móveis do pólo moveleiro de Votuporanga-SP. É
feita uma classificação das dimensões dos itens relativa às dimensões do objeto, os itens
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Tabela 5.10: Formatos e tamanhos para os itens de acordo com Martello e Vigo (1998) e
a correspondência com o gerador 2DCPackGen.

Tipo intervalo formato id (S)
1 2

3L ≤ li ≤ L e 1 ≤ wi ≤
1

2W longo e curto 14

2 1 ≤ li ≤
1

2L e 2
3W ≤ wi ≤ W alto e estreito 8

3 1
2L ≤ li ≤ L e 1

2W ≤ wi ≤ W quadrado e longo 6

4 1 ≤ li ≤
1

2L e 1 ≤ wi ≤
1

2W quadrado e pequeno 1

Fonte: Elaborado pela autora.

Tabela 5.11: Classificação das dimensões wi e li em função de W e L (FIGUEIREDO,
2006).

Classificação com relação ao Comprimento (idem para Largura)⌊
L
li

⌋
< 2 li é uma dimensão grande (grd)

3 ≤
⌊
L
li

⌋
≤ 7 li é uma dimensão média (med)

8 ≤
⌊
L
li

⌋
≤ 10 li é uma dimensão pequena (peq)

3 <
⌊
L
li

⌋
li é uma dimensão muito pequena (mpq)

Fonte: Elaborado pela autora.

são classificados como: grande, médio, pequeno e muito pequeno, conforme a Tabela 5.2.1.

Na Tabela 5.12 apresenta-se a reclassificação das instâncias usadas em Figueiredo
(2006) de acordo com os ids definidos por Silva, Oliveira e Wäscher (2014). A coluna
“Classificação F” apresenta a classificação dada por Figueiredo (2006), na coluna “id (F e
S)” relaciona-se os ids com a classificação F, e na coluna “id (S e MV)” relaciona-se os ids
com a classificação dada em Martello e Vigo (1998). Observe que os ids mais frequentes
nas duas classificações são: 1, 10, 11, 14, 15. Os objetos são classificados com id=10.
Essa classificação é utilizada para guiar a escolha dos parâmetros necessários no gerador
2DCPackGen.

Martin (2019) utiliza o 2DCPackGen para gerar o conjunto de instâncias usado no
estudo computacional desenvolvido, para avaliar o modelo M1 (LODI; MONACI, 2003).
O conjunto de instâncias gerado pelo autor foi baseado nos seguintes parâmetros:

• dimensões mínima e máxima dos objetos: 100 e 200;

• dimensões mínima e máxima dos itens: 25 e 100;

• formato id dos objetos (os): 2 e 6;

• formato id dos itens (is): 1, 2, 3, 4, 6, 7, 8, 11, 12 e 16;
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• número de tipos de itens (m): 10, 20 e 40.

Tabela 5.12: Classificação das Instâncias da indústria.
Instâncias da indústria Classificação F Classificação S

L W Instancia nº itens l w d class l class w id (F e S) id (S e MV)

2750 1830 P1-03 3
710 535 320 med med 11 1
1062 530 320 grd med 10 1
647 453 960 med med 11 1

2750 1830 P1-09 3
630 50 480 med mpeq 15 1
433 50 320 med mpeq 15 1
295 50 480 peq mpeq 13 1

2750 1830 P1-12 6

440 65 320 med mpeq 15 1
635 50 160 med mpeq 15 1
454 180 960 med peq 15 1
635 180 480 med peq 15 1
454 135 640 med mpeq 15 1
635 135 320 med mpeq 15 1

2750 1830 P1-15 7

970 570 320 grd med 10 1
700 75 160 med mpeq 15 1
700 212 480 med peq 15 1
700 163 320 med mpeq 15 1
600 400 0 med med 11 1
430 60 0 med mpeq 15 1
500 60 0 med mpeq 15 1

2750 1830 P2-03 8

2500 565 240 grd med 14 14
647 453 160 med med 11 1
710 454 80 med med 11 1
454 454 80 med med 11 1
1080 454 200 grd med 14 1
530 454 200 med med 11 1
1050 500 40 grd med 14 1
483 215 80 med peq 15 1

2750 1830 P2-09 4
510 450 40 med med 11 1
630 50 0 med mpeq 15 1
433 50 0 med mpeq 15 1
295 50 0 peq mpeq 13 1

2750 1830 P2-12 3
454 180 320 med peq 15 1
635 180 160 med peq 15 1
454 135 0 med mpeq 15 1

2750 1850 P2-15 9

1049 452 200 grd med 10 1
499 452 200 med med 11 1
452 429 80 med med 11 1
1050 535 80 grd med 10 1
535 500 80 med med 11 1
535 430 80 med med 11 1
700 212 160 med peq 15 1
430 60 0 med mpeq 15 1
500 60 0 med mpeq 15 1

2750 1830 P2-20 9

2500 60 480 grd mpeq 14 14
445 60 480 med mpeq 15 1
445 40 1040 med mpeq 15 1
490 60 40 med mpeq 15 1
500 60 120 med mpeq 15 1
1050 60 200 grd mpeq 14 1
430 60 120 med mpeq 15 1
440 60 160 med mpeq 15 1
1060 60 80 grd mpeq 14 1

2750 1830 P2-25 3
430 60 80 med mpeq 15 1
500 60 160 med mpeq 15 1
1050 60 160 grd mpeq 14 1

Fonte: Elaborado pela autora.

Na Tabela 5.13 são apresentados os parâmetros usados para gerar cinco conjuntos
de instâncias. A construção do conjunto de instâncias A foi baseado em Martin (2019),
para os intervalos das dimensões do objeto e dos itens, na classificação das instâncias da
indústria para o id do objeto (id=10), considerando 16 tipos de itens.
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Tabela 5.13: Conjunto de instâncias do (PCEBL
c )-2D utilizadas no estudo computacional.

Conjunto de Instâncias
Parâmetros A B C D E
id(o) 10 10 10 10 10
id(i) 1 ao 16 1, 3 e 6 1 1, 3, 6, 11 e

14
1, 3, 6, 11 e
14

m 10 10, 20, 30,
40, 50, 60 e
100

20, 30, 50 e
100

100 20, 30, 50 e
100

L e W [100,200] [100,200] [100,200] [100,200] [100,200]
l e w [25,100] [25,100] [25,100] [25,100] [25,100]
d [10,200] [10,200] [10,200] [10,200] [10,200]
c 7 7 1, 2, 4, 7 e

dmax

7 7 e dmax

Fonte: Elaborado pela autora.

O conjunto de instâncias B foi definido após uma análise de resultados para as ins-
tâncias do conjunto A. Selecionou-se o pior e o melhor caso considerando a cardinalidade
(id = 1 e 3) e o tempo computacional (id = 6). Para cada id é feita a variação de m no
conjunto {10, 20, 30, 40, 50, 60, 100}. A construção do conjunto de instâncias C foi feita
através do pior caso considerando o tempo computacional e a dificuldade na GC (id = 1)
na análise de resultados para o conjunto B. Para id = 1 considera-se m variando no con-
junto {20, 30, 50, 100} e a capacidade da serra variando no conjunto {1, 2, 4, 7, dmax}. A
construção do conjunto de instâncias D foi feita através da composição dos ids considera-
dos no conjunto B e a classificação das instâncias de Figueiredo (2006), apresentadas na
Tabela 5.12. Assim considera-se os ids 1 (pequeno e quadrado), 3 (comprimento médio e
estreito), 6 (grande e quadrado), 11 (tamanho médio e quadrado) e 14 (longo e estreito
ou longo e alto), com m = 100. E por fim o conjunto E é construído a partir do conjunto
D, variando o valor de m. As instâncias são nomeadas de acordo com o id(número) que
representa o formato do item.
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5.2.2 Resultados e discussão
Na Etapa 1, limita-se o tempo de execução e o gap dos subproblemas pricing em 5

segundos e 0,1 (os demais subproblemas em 60 segundos e 0,0001). Ao realizar o estudo
da variação do limite de tempo do subproblema pricing na Etapa 1, atualiza-se o limite
de tempo para 15 segundos para a comparação dos diferentes valores de capacidade e para
a comparação dos métodos realizada nas Etapas 2 e 3.

Etapa 1: Análise dos parâmetros

O primeiro fator a ser analisado é a influência do formato dos itens no desempenho
do método ERL. Nas simulações computacionais, foi aplicado o método ERL conside-
rando a GCs (Tabela 5.14) e a GCd (Tabela 5.15) usando o conjunto A. Nessas tabelas,
são descritos: o número de iterações da GCa (itGCa), número de colunas geradas em
cada passo (GCa, para GCd = 0) e (apriori, lex e ER para GCd = 1), o tempo com-
putacional gasto em cada etapa do algoritmo (Tempo GCa, Tempo lex e Tempo ER),
Tempo total, número de iterações (itER) e a cardinalidade da aproximação da fronteira
(σ1). A aproximação da fronteira obtida pelo método ERL (GCs) foi similar para todos
os tipos de itens considerando a cardinalidade (σ1). Há uma pequena variação para as
instâncias 1, 3 e 13 com maior cardinalidade (σ1 = 3). É importante também analisar o
tempo total gasto na obtenção da aproximação da fronteira. Nesse aspecto, nota-se que
o tempo gasto na execução da instância 1 (maior tempo) é cerca de 4 vezes maior que o
tempo gasto na execução da instância 6 (menor tempo). Como o formato dos itens na
instância 1 é pequeno e quadrado, espera-se que o tempo gasto para realizar a GC seja
maior que o tempo na instância 6, cujo os itens têm formato grande e quadrado. Isso
pode ser comprovado observando a coluna referente ao Tempo GCa. Note também que a
geração de colunas é responsável pela maior parte do tempo gasto pelo método, variando
entre 19% e 74% do tempo total. Isso mostra a dificuldade em obter padrões de corte
bidimensional, indicando que o modelo utilizado no subproblema pricing é fundamental
para um bom desempenho do método. Para o caso em que a GCd é realizada, conside-
rando a cardinalidade da fronteira mostrada na Tabela 5.15, conclui-se que os resultados
são semelhantes quando comparados aos resultados da GCs. Para avaliar melhor a GCd,
foram selecionadas as instâncias 1, 3, 6 e 13 para comparar os resultados considerando
as métricas σ2, σ3

o e σ3
c apresentadas na Tabela 5.16. Observa-se que ao realizar a GCd

a cardinalidade é reduzida nas instâncias 3 e 6, o que não significa que a aproximação
da fronteira obtida considerando GCd é pior que para a GCs, pois o hipervolume (σ2)
para a GCd é maior, resultando em uma aproximação melhor. Apesar de ocorrer um
aumento do tempo gasto ao considerar a GCd, nota-se uma melhora dos resultados para
o hipervolume, principalmente para a instância 3. Isso pode ser analisado em todas as
instâncias onde o aumento do tempo é inferior a 50% quando comparado com o tempo no
caso da GCs, com exceção da instância 1 que obteve um aumento de aproximadamente
107%. Isto indica a necessidade de analisar a GCd considerando instâncias com maior
número de itens (m > 10).
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Tabela 5.16: Método ERL (GCs X GCd) para itens nos formatos 1, 3, 6 e 13.

id nº colunas Tempo total σ1 σ2 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
1 39 47 140,635 291,826 3 3 3 4 2 2 4 3
3 19 23 36,988 47,884 3 2 2 11 2 1 3 1
6 19 22 29,951 30,496 2 1 0 1 1 0 1 0
13 35 41 106,704 156,507 3 3 5 6 2 2 6 5

Fonte: Elaborado pela autora.

Os resultados obtidos para GCs e GCd exibidos na Tabela 5.17 considerando o con-
junto B, mostraram, de modo geral, que param = 20 e 30 a cardinalidade da aproximação
da fronteira é maior, sendo o maior impacto na instância 3. Há um aumento na cardi-
nalidade da aproximação da fronteira à medida que m aumenta. Nas instâncias 1 e 3,
dependendo do valor de m, a matriz de padrões se mantém na matriz inicial, ou seja, o
conjunto de padrões utilizados no método ERL são os homogêneos, concluindo que novas
colunas não estão sendo geradas. Os resultados obtidos com o conjunto de instâncias B
indicam que a variação de m no conjunto {20, 30, 50, 100} é adequada para as próximas
análises.
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Para análise da influência da capacidade da serra aplica-se o método ERL com GCd,
e limita-se o tempo de execução do subpricing em 15 segundos, utilizando o conjunto
C (iditem = 1). Os resultados obtidos estão apresentados na Tabela 5.18. Veja que a
capacidade da serra influencia diretamente na cardinalidade da fronteira, quanto maior
a capacidade da serra maior a cardinalidade. Com c = dmax, temos o ciclos da serra
equivalente ao setup indicando que há um conflito maior entre minimização de objetos e
setup, que na minimização de objetos e ciclos da serra. Outra observação importante é o
aumento da cardinalidade a medida que m aumenta, com exceção de m = 100, pelo fato
de não gerar colunas adicionais. Além disso, a maior parte do tempo gasto concentra-se
na GCa e no cálculo dos pontos lexicográficos, concluindo que o tempo computacional
gasto na execução do método em si é pequeno, em média 25%.
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Tabela 5.19: Número de variáveis e restrições após o pré-processamento das instâncias do
modelo M1-rot (2.22)-(2.26) do conjunto C.

Id do item m nº variáveis nº restrições
1 20 460 690
1 30 726 1089
1 50 1144 1716
1 100 2304 3428
3 20 336 479
3 30 530 770
3 50 834 1226
3 100 1700 2525
6 20 134 201
6 30 214 321
6 50 336 504
6 100 692 1032
11 20 246 369
11 30 396 594
11 50 606 909
11 100 1300 1946
14 20 198 297
14 30 326 489
14 50 478 717
14 100 1038 1555

Fonte: Elaborado pela autora.

Um ponto observado nos testes anteriores foi a dificuldade na GC para algumas ins-
tâncias, sendo maior para id = 1. Assim, é necessário determinar o tempo de execução do
subproblema pricing para esse conjunto. Os testes realizados para o conjunto D com va-
riação do tempo de execução do subproblema pricing mostrou que, quanto maior tempo,
melhor é a aproximação da fronteira, ou seja, a cardinalidade se mantém ou aumenta e
o hipervolume aumenta. Para as instâncias com id = 1 e 3, notou-se que o tempo não
foi suficiente para gerar novas colunas. Realizou-se testes adicionais considerando tempos
maiores (tempo pricing igual a 30 e 40 segundos), e ainda assim ocorre o mesmo problema.
Isso pode ser justificado pela Tabela 5.19 que indica o número de variáveis e restrições
que compõem o modelo M1-rot (subproblema pricing) em cada uma das instâncias. Note
que as instâncias id = 1 e 3, m = 100, resultam em um maior número de variáveis e res-
trições, assim o tempo da GC é maior que em outras instâncias. Esse número elevado de
variáveis é devido à necessidade do pré-processamento das instâncias descrito no Capítulo
2, resultante das especificações do modelo.

A seguir são descritos os resultados da Etapa 2, que busca analisar o impacto da escolha
da permutação e do parâmetro ζi, i = 1, 2, para o método FPA∗ através da comparação
das variações do FPA∗ (FPA∗var1, FPA∗var2, FPA∗var3, FPA∗var4) definidas na Seção 4.2.2
considerando o conjunto E de instâncias obtido através da análise dos parâmetros.
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Etapa 2: Comparação das variações do FPA∗

A comparação das variações do FPA∗ é realizada para cada valor da capacidade da
serra (c = 7 e c = dmax) para avaliar a influência da capacidade da serra no desempenho
de cada variação do método. A Tabela 5.21 apresenta o número de colunas, o tempo
total e o número de iterações para cada variação do método FPA∗. Observe que em 30%
das instâncias as quatro variações do FPA∗ retornaram o mesmo número de colunas.
Para os métodos FPA∗var1 e o FPA∗var2, o número de colunas geradas é igual sendo esse
número maior em 35% das instâncias. Com relação ao número de iterações o método
FPA∗var2 encontrou uma aproximação da fronteira de Pareto realizando um número menor
de iterações em 45% das instâncias. Note também que a maior diferença no número de
colunas está na instância com id = 3 e m = 50, onde as variações 1 e 2 obtiveram 19
colunas a mais do que as Variações 3 e 4. O FPA∗var2 obteve o menor tempo computacional
para 18 das 20 instâncias e o menor número de iterações. Nas Figuras 5.17-5.22 são
apresentados os gráficos dos perfis de desempenho com relação ao tempo computacional
comparando as variações duas a duas. A Figura 5.17 mostra que o FPA∗var2 obteve melhor
desempenho que FPA∗var1 em 90% das instâncias. Na comparação da Variação 1 com a
Variação 3 mostrada na Figura 5.18, nota-se que a Variação 3 obteve melhor desempenho
em 65% das instâncias, e a Variação 4 obteve melhor desempenho em 80% das instâncias
(Figura 5.19). Na comparação entre a Variação 2 e a Variação 3 mostrada na Figura 5.20,
o método FPA∗var2 obteve melhor desempenho em 75% das instâncias e na comparação
com a Variação 4 a porcentagem é de 70% (Figura 5.21). Na Figura 5.22, pode-se verificar
a comparação entre as Variações 3 e 4 mostrando um melhor desempenho para o FPA∗var4
em 60% das instâncias. Com relação ao tempo computacional, conclui-se que o FPA∗var2
obteve o melhor desempenho comparado às outras três variações. Para concluir a eficiência
da Variação 2 é necessário avaliar outros aspectos relacionados a qualidade da fronteira
que são avaliados através das métricas definidas na Seção 5.1.
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Figura 5.17: Perfil de desempenho das variações FPA∗var1 e FPA∗var2 para o (PCEBL
c −

2D) com relação ao tempo (c = 7).
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Fonte: Elaborado pela autora.

A Tabela 5.21 mostra os valores das métricas σ1 (cardinalidade), σ2 (hipervolume) e
σ4 (número de subproblemas) utilizadas na comparação da qualidade das aproximações
das fronteiras obtidas com as quatro variações do método FPA∗. Com relação ao valores
de σ1 e σ2, pode-se perceber que as variações do FPA∗ obteve valores muito próximos,
sendo a maior variação na instância com id = 14 e m = 100 com a cardinalidade duas
vezes maior (σ1 = 10) e com uma diferença de 172u.a (unidades de área) no hipervolume
obtida no FPA∗var2. O método FPA∗var2 obtém a aproximação da fronteira resolvendo o
menor número de subproblemas em 45% das instâncias e em 40% das instâncias resolveu
o mesmo número de subproblemas que as demais variações com menor número de σ4. Na
Tabela 5.22, são apresentados os resultados para as métricas σ5 e σ6 que representam o
desempenho de cada variação considerando a qualidade da fronteira (σ1 e σ2) em rela-
ção ao tempo computacional. Note que o FPA∗var2 obteve o maior número de solução
por unidade de tempo de execução em 65% das instâncias (σ5). Em 55% das instâncias
o FPA∗var2 obteve maior número de soluções por subproblemas resolvidos (σ6) sendo a
variação com melhor desempenho considerando essa métrica. Com isso, pode-se concluir
que a Variação 2 obteve melhor desempenho dentre as demais para c = 7 considerando:
tempo computacional, número de iterações e todas as métricas de comparação conside-
rada. Logo, a comparação do método FPA∗ com os métodos ERL e TPA é realizada
utilizando a variação 2 para c = 7.
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Figura 5.18: Perfil de desempenho das variações FPA∗var1 e FPA∗var3 para o (PCEBL
c −

2D) com relação ao tempo (c = 7).
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Fonte: Elaborado pela autora.
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Figura 5.19: Perfil de desempenho das variações FPA∗var1 e FPA∗var4 para o (PCEBL
c −

2D) com relação ao tempo (c = 7).
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Fonte: Elaborado pela autora.

Figura 5.20: Perfil de desempenho das variações FPA∗var2 e FPA∗var3 para o (PCEBL
c −

2D) com relação ao tempo (c = 7).
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Fonte: Elaborado pela autora.
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Figura 5.21: Perfil de desempenho das variações FPA∗var2 e FPA∗var4 para o (PCEBL
c −

2D) com relação ao tempo (c = 7).
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Fonte: Elaborado pela autora.
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Figura 5.22: Perfil de desempenho das variações FPA∗var3 e FPA∗var4 para o (PCEBL
c −

2D) com relação ao tempo (c = 7).
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A Tabela 5.23 apresenta o número de colunas, o tempo total e o número de iterações
para cada variação do método FPA∗, considerando c = dmax. Observe que as quatro
variações do FPA∗ retornaram o mesmo número de colunas em 50% das instâncias. Ape-
nas para a instância com id = 3 e m = 100 houve uma diferença expressiva, na qual a
Variação 2 gerou 45 colunas a mais que as demais variações. A Variação 3 obteve uma
aproximação da fronteira com o menor número de iterações em 45% das instâncias e em
40% as variações obtiveram o mesmo número de iterações.
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O tempo computacional é analisado nas Figuras 5.23-5.28 através dos perfis de desem-
penho com relação ao tempo computacional, as variações são comparadas duas a duas. A
Figura 5.23 mostra que a Variação 1 obtêm melhor desempenho em 65% das instâncias.
A Variação 3 apresenta melhor tempo em 60% das instâncias (Figura 5.24). A compa-
ração entre as Variações 1 e 4 apresentada na Figura 5.25 mostra que ambas obtiveram
melhor desempenho em 50% das instâncias. Ao comparar a Variação 2 com as Variações
3 e 4 verifica-se nas Figuras 5.26 e 5.27 que FPA∗var3 e FPA∗var obtêm melhor tempo
em 60% e 55% das instâncias, respectivamente. Note que as Variações 3 e 4 obtiveram
melhor desempenho quando comparadas as Variações 1 e 2. Assim, através da Figura
5.28 que mostra o melhor desempenho da Variação 3 em 70% das instâncias, conclui-se
a comparação das quatro variações, com a indicação que o método FPA∗var3 obtém me-
lhor desempenho dentre as quatro variações considerando o tempo computacional para o
problema (PCEBL

c − 2D) com c = dmax.

Figura 5.23: Perfil de desempenho das variações FPA∗var1 e FPA∗var2 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax).
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Fonte: Elaborado pela autora.

A Tabela 5.24 apresenta os valores obtidos para as métricas σ1 (cardinalidade), σ2

(hipervolume) e σ4 (número de subproblemas) que são utilizadas para comparação da
qualidade das aproximações das fronteiras. Observe que as Variações 3 e 4 obtêm valores
muito próximos para σ1 e σ2 e são as variações que apresentam valores maiores ou iguais
em 75% das instâncias. Com relação aos valores de σ4, percebe-se que em 85% das
instâncias a Variação 3 encontra a aproximação da fronteira de Pareto resolvendo o menor
número de subproblemas. Logo, pode-se concluir que o método FPA∗var3 obteve melhor
desempenho e assim é a variação mais adequada para a comparação com os métodos ERL
e TPA no caso em que c = dmax.
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Figura 5.24: Perfil de desempenho das variações FPA∗var1 e FPA∗var3 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax).
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Fonte: Elaborado pela autora.
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Figura 5.25: Perfil de desempenho das variações FPA∗var1 e FPA∗var4 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax).
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Fonte: Elaborado pela autora.
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Figura 5.26: Perfil de desempenho das variações FPA∗var2 e FPA∗var3 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax).
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Fonte: Elaborado pela autora.
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Figura 5.27: Perfil de desempenho das variações FPA∗var2 e FPA∗var4 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax).
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Fonte: Elaborado pela autora.
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Figura 5.28: Perfil de desempenho das variações FPA∗var3 e FPA∗var4 para o (PCEBL
c −

2D) com relação ao tempo (c = dmax).
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Fonte: Elaborado pela autora.
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A seguir são descritos os resultados da Etapa 3, apresentando a comparação dos mé-
todos ERL, FPA∗ e TPA considerando o conjunto E de instâncias obtido na Etapa 1
e considerando a variação FPA∗var2 para c = 7 e a variação FPA∗var3 para c = dmax
conforme resultados dessa etapa.
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Etapa 3: Comparação dos métodos

• Comparação dos métodos ERL, FPA∗var2 e TPA para c = 7.

A Tabela 5.25 mostra o número de colunas geradas, o tempo computacional e o número
de iterações obtidos em cada um dos métodos ERL, TPA e FPA∗var2 considerando a
capacidade da serra (c) igual a 7. O método FPA∗var2 gerou um maior número de colunas
em 50% das instâncias e no restante das instâncias o número de colunas geradas é igual
além disso o método obtém a aproximação da fronteira de Pareto com um número menor
de iterações em 65% da instâncias. O método TPA obteve a aproximação da fronteira
com número de iterações em média duas vezes maior que os outros métodos. O perfil
de desempenho considerando o tempo computacional apresentado na Figura 5.29 mostra
que o método FPA∗var2 obteve um melhor desempenho em 65% das instâncias, mesmo
gerando um maior número de colunas, enquanto que os métodos ERL e TPA obtiveram
melhor desempenho em apenas 15% e 20% da instâncias, respectivamente.

Tabela 5.25: Resultados obtidos pelos métodos ERL, FPA∗var2 e TPA para o PCEBL
c −

2D e c = 7.

id m
nº colunas Tempo total (s) it (met)

item ERL FPA∗var2 TPA ERL FPA∗var2 TPA ERL FPA∗var2 TPA

1

20 141 144 141 1446,65 1106,14 2574,89 6 5 10
30 233 238 233 3508,47 3000,62 4283,53 8 7 14
50 151 151 151 2965,84 2422,74 3987,24 9 9 15
100 200 200 200 918,73 679,50 689,24 1 0 0

3

20 103 109 103 760,65 492,73 1347,98 6 4 9
30 198 203 189 2202,39 1605,23 2339,90 9 6 10
50 260 282 260 6868,03 6369,71 8174,31 7 7 22
100 199 199 199 713,35 571,70 581,65 1 0 0

6

20 71 71 71 33,23 134,68 19,90 2 2 0
30 136 136 136 208,35 198,31 212,34 2 2 1
50 185 187 185 57,24 177,02 59,58 2 2 0
100 356 356 356 1244,33 1061,55 1270,89 6 7 10

11

20 133 134 13 360,34 364,43 326,92 2 2 1
30 209 228 204 1214,67 1223,24 1723,26 6 6 9
50 366 366 366 3088,93 2285,46 3962,55 11 9 32
100 356 357 356 8717,08 7716,79 11216,70 12 11 31

14

20 120 120 120 43,07 35,87 35,79 1 0 0
30 215 215 215 528,47 529,82 410,06 2 3 1
50 249 249 249 542,20 491,87 590,04 2 2 3
100 838 906 838 11301,48 14308,69 13361,87 3 12 27

Fonte: Elaborado pela autora.
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Figura 5.29: Perfil de desempenho dos métodos ERL, FPA∗var2 e TPA para o (PCEBL
c −

2D) em relação ao tempo (c = 7).
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Fonte: Elaborado pela autora.

A Tabela 5.26 apresenta os valores para σ1, σ2 e σ4 obtidos em cada método. A maior
diferença de σ1 foi para instância id = 11 e m = 100 onde o método TPA obteve o dobro
de pontos não dominados (σ2 = 16), porém ao olhar os valores de σ2 observa-se que o
maior hipervolume (σ2 = 1464) é obtido pelo método FPA∗var2. Isso mostra a necessidade
de se utilizar mais de uma métrica para analisar a qualidade da fronteira e o desempenho
do método. A Figura 5.30 mostra o perfil de desempenho com relação ao hipervolume. Os
métodos ERL e TPA obtiveram o mesmo desempenho (cerca de 55%) enquanto o método
FPA∗var2 obteve um desempenho um pouco inferior (cerca de 50%). Note que apesar do
método TPA apresentar um melhor desempenho com relação ao número de soluções e
valor do hipervolume o método resolve um número maior de subproblemas comparado ao
método FPA∗var2.
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Tabela 5.26: Métricas relativas aos variações do métodos métodos ERL, FPA∗var2 e TPA
para o (PCEBL

c − 2D) com c = 7.

id item m
σ1 σ2 σ4

ERL FPA∗var2 TPA ERL FPA∗var2 TPA ERL FPA∗var2 TPA

1

20 4 4 5 22 18 20 16 9 14
30 4 7 5 80 67 74 20 11 18
50 8 8 10 261 260 268 22 13 19
100 1 1 1 0 0 0 6 4 4

3

20 5 4 4 21 25 22 16 8 13
30 6 4 4 90 78 79 22 10 14
50 5 6 7 134 153 145 18 11 26
100 1 1 1 0 0 0 6 4 4

6

20 2 2 2 0 0 0 8 6 4
30 2 2 2 0 0 0 8 6 5
50 2 2 2 0 0 0 8 6 4
100 5 5 4 44 46 58 16 11 14

11

20 2 2 2 1 0 0 8 6 5
30 4 4 5 24 18 19 16 10 13
50 6 7 10 392 399 393 26 13 36
100 8 7 16 1157 1464 1290 28 15 35

14

20 1 1 1 0 0 0 6 4 4
30 2 3 2 0 1 2 8 7 5
50 2 2 3 4 4 5 8 6 7
100 2 10 10 504 805 827 10 16 31

Fonte: Elaborado pela autora.

A Figura 5.31 mostra as aproximações da fronteira de Pareto obtidas pelos métodos
FPA∗var2, ERL e TPA considerando c = 7 (id = 11 e m = 100, por ser a instância com
maior variação de cardinalidade e hipervolume), note que a fronteira obtida pelo método
FPA∗var2 apesar de obter uma quantidade menor de pontos não dominados, o hipervolume
é maior.

Para finalizar a comparação dos três métodos considerando c = 7, utiliza-se as métricas
σ5 e σ6 para avaliar o desempenho de cada método com relação a qualidade da fronteira
e o tempo computacional. A Tabela 5.27 mostra que o número de soluções por unidade
de tempo de execução do método FPA∗var2 foi maior em 55% das instâncias contra 25%
e 20% para os métodos TPA e ERL, respectivamente. Para o número de soluções por
subproblema (σ6) o método FPA∗var2 obteve melhor desempenho em 60% das instâncias
enquanto o método TPA obteve melhor desempenho em apenas 25%. Portanto, pode-se
concluir que o método FPA∗var2 obteve melhor desempenho de modo geral, pois o método
foi inferior aos demais somente em relação ao hipervolume e com uma diferença de apenas
5%. Em todos os outros aspectos o método FPA∗var2 obteve melhor desempenho.



Estudo computacional PCEBL
c -2D 135

Tabela 5.27: Métricas σ5 e σ6 relativas aos métodos ERL, FPA∗var2 e TPA para o
(PCEBL

c − 2D) com c = 7.
id m

σ5 σ6

item ERL FPA∗var2 TPA ERL FPA∗var2 TPA

1

20 0,0028 0,0036 0,0020 0,2500 0,4444 0,3571
30 0,00114 0,0023 0,0012 0,200 0,6364 0,2778
50 0,002697 0,0033 0,0025 0,3636 0,6154 0,5263
100 0,001088 0,0015 0,0014 0,1667 0,2500 0,2500

3

20 0,0066 0,0081 0,0030 0,3125 0,0005 0,3077
30 0,0027 0,0025 0,0017 0,2727 0,4000 0,2857
50 0,0007 0,0009 0,0008 0,2778 0,5454 0,2692
100 0,0014 0,0017 0,0017 0,1667 0,2500 0,2500

6

20 0,0602 0,0148 0,1005 0,2500 0,3333 0,5000
30 0,0096 0,0101 0,0094 0,2500 0,3333 0,4000
50 0,0349 0,0113 0,0336 0,2500 0,3333 0,5000
100 0,0040 0,0047 0,0031 0,3125 0,4545 0,2857

11

20 0,0055 0,0055 0,0061 0,2500 0,3333 0,4000
30 0,0033 0,0033 0,0029 0,2500 0,4000 0,3846
50 0,0019 0,0031 0,0025 0,2308 0,5385 0,2778
100 0,0009 0,0009 0,0014 0,2857 0,4667 0,4571

14

20 0,0232 0,0279 0,0280 0,1667 0,2500 0,2500
30 0,0038 0,0057 0,0049 0,2500 0,4286 0,4000
50 0,0037 0,0041 0,0051 0,2500 0,3333 0,4286
100 0,0002 0,0007 0,0007 0,2000 0,6250 0,3226

Fonte: Elaborado pela autora.
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Figura 5.30: Perfil de desempenho dos métodos ERL, FPA∗var2 e TPA para o (PCEBL
c −

2D) em relação ao hipervolume (σ2) com c = 7.
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Fonte: Elaborado pela autora.

Figura 5.31: Aproximações da fronteira de Pareto obtidas pelos métodos FPA∗var2, ERL
e TPA utilizando a GCd para c = 7 (id = 11, m = 100).

Fonte: Elaborado pela autora.
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• Comparação dos métodos ERL, FPAvar3 e TPA para c = dmax.

O método FPA∗var3 gerou um maior número de colunas e obteve a aproximação da fron-
teira de Pareto com um número menor de iterações assim como no caso em que c = 7. Na
Figura 5.32 é apresentado o perfil de desempenho comparando o tempo computacional
gasto pelos métodos ERL, FPA∗var3 e TPA, note que o método TPA obteve um melhor
desempenho em 50% das instâncias, enquanto que os métodos ERL e FPA∗var3 obtiveram
melhor desempenho em 5% e 45% da instâncias, respectivamente. Para analisar melhor
os desempenho dos métodos, são apresentados os valores das métricas σ1, σ2 e σ4 para
analisar a qualidade da aproximação da fronteira na Tabela 5.28. O método FPA∗var3
obtém valores maiores ou iguais para σ1 em 70% das instâncias e em 65% das instâncias
foi necessário resolver o menor (ou igual) números de subproblemas.

Figura 5.32: Perfil de desempenho dos métodos ERL, FPA∗var3 e TPA (PCEBL
c − 2D)

em relação ao tempo (c = dmax).
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Fonte: Elaborado pela autora.

O perfil de desempenho com relação ao hipervolume é mostrado na Figura 5.33. Note
que o método FPA∗var3 obtém melhor desempenho em 70% das instâncias. Assim, o
método FPA∗var3 também obtém melhor desempenho considerando as métricas σ5 e σ6,
obtendo o maior número de soluções por unidade de tempo de execução em 75% das
instâncias e o maior número de soluções por subproblemas em 100% das instâncias.
Concluindo-se que é o método mais adequado para o caso em que c = dmax.

A Figura 5.34 mostra as aproximações da fronteira de Pareto obtidas pelos métodos
FPA∗var2, ERL e TPA considerando c = dmax. Note que, a fronteira obtida pelo método
FPA∗var3, apesar de parecer bem próxima das outras fronteiras, apresenta uma quantidade
maior de pontos não dominados, e possui um hipervolume maior (fronteira mais inferior).
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Tabela 5.28: Métricas relativas aos variações do métodos métodos ERL, FPA∗var3 e TPA
para o (PCEBL

c − 2D) com c = dmax.
id m

σ1 σ2 σ4

item ERL FPA∗var3 TPA ERL FPA∗var3 TPA ERL FPA∗var3 TPA

1

20 12 12 10 3456 3074 3404 32 17 22
30 19 15 14 7069 4927 7016 48 23 35
50 25 25 19 9354 9822 9177 54 29 30
100 1 1 1 0 0 0 6 4 4

3

20 14 14 9 3115 3365 3062 32 18 19
30 18 15 14 9556 10667 9015 52 24 35
50 27 30 23 25647 19424 25411 76 41 49
100 1 1 1 0 0 0 6 4 4

6

20 8 8 6 770 934 763 20 12 10
30 14 14 10 2705 2960 2669 32 18 17
50 14 14 11 3085 3106 3019 32 18 17
100 38 39 26 36134 36341 35938 92 48 49

11

20 12 12 10 1840 1643 1740 30 16 17
30 18 15 12 6038 6832 5959 50 23 22
50 28 22 18 22117 16134 22023 76 40 43
100 43 47 34 51650 47213 50913 110 55 63

14

20 10 10 7 1492 1747 1463 24 14 11
30 17 17 12 6475 6479 6360 40 23 22
50 20 17 13 7539 7640 7584 54 26 22
100 34 36 29 76743 79140 77128 132 67 77

Fonte: Elaborado pela autora.
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Figura 5.33: Perfil de desempenho dos métodos ERL, FPA∗var3 e TPA em relação ao
hipervolume (σ2) com c = dmax.
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Fonte: Elaborado pela autora.

Figura 5.34: Aproximações da fronteira de Pareto obtidas pelos métodos FPA∗var3, ERL
e TPA utilizando a GCd para c = dmax (id = 14, m = 100).

Fonte: Elaborado pela autora.

5.3 Conclusões
Nesse capítulo apresenta-se um algoritmo para realização da GC dinâmica conside-

rando os métodos ERL, FPA e TPA para a resolução do PCEBc unidimensional e bi-
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dimensional. O estudo computacional realizado no caso unidimensional permitiu analisar
a influência da geração de colunas dinâmica, mostrando que a aproximação da fronteira
obtida é melhor do que quando se considera apenas a GC a priori (GCs). Mostrou-se
também a influência da capacidade da serra na obtenção de uma fronteira com maior
variedade de soluções (maior cardinalidade). Notou-se que quanto maior a capacidade
da serra maior é a cardinalidade da fronteira. Ao considerar a capacidade da serra como
sendo a demanda máxima (dmax), a cardinalidade das aproximações da fronteira de Pareto
foram similares às obtidas em Aliano-Filho (2016), Aliano-Filho et al. (2021). A compara-
ção entre os método ERL, FPA∗ e TPAmostrou que aplicar técnicas de decomposição no
espaço critério combinadas às técnicas de escalarização resulta em métodos mais rápidos
que retornam uma aproximação melhor da fronteira de Pareto (método FPA∗). Com isso
conclui-se que o método mais adequado para se resolver os Problemas de Corte de Estoque
Biobjetivo unidimensional e bidimensional tanto para a minimização de (objetos, ciclos)
quanto para a minimização de (objetos, setup) é o FPA∗.

Devido à dificuldade em obter padrões de corte bidimensionais discutida no Capítulo
2, foi possível ver através dos resultados mostrados nesse capítulo que para o caso bidi-
mensional o tempo é prejudicado pelo modelo escolhido para gerar os padrões de corte
(subproblema price). Uma proposta para contornar esse problema é testar outros modelos
ou heurísticas para gerar os padrões de corte.

Os resultados para o caso unidimensional mostraram que o método TPA obteve uma
boa aproximação da fronteira de Pareto, porém o desempenho com relação ao tempo
computacional foi pior que o FPA devido ao grande número de subproblemas resolvidos,
resultando em um número menor de soluções por unidade de tempo de execução e por
subproblema. O próximo passo é verificar a viabilidade da utilização da estratégia do
método FPA no método TPA, utilizando a ideia de decomposição do espaço critério
e o cálculo dos pesos realizado apenas uma vez, evitando que os pesos utilizados no
método TPA sejam variados a cada iteração. Por fim, pretende-se aplicar o método obtido
da junção dos método FPA e TPA no Problema de Corte de Estoque Bidimensional
Multiobjetivo (com mais de dois objetivos).
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6 Considerações Finais

Nesta tese abordou-se as principais características do Problema de Corte de Estoque
através de uma revisão da literatura e o método mais utilizado na sua resolução que é
o método de Geração de Colunas. Apresentou-se os principais conceitos da Otimização
Multiobjetivo destacando os métodos de solução mais utilizados que são os métodos de
escalarização. O estudo das técnicas de escalarização mostrou uma variedade de métodos e
poucos artigos que aplicam essas técnicas no PCEM-2D. Através da revisão realizada sobre
os métodos de escalarização foi possível selecionar três métodos para o desenvolvimento
do estudo computacional apresentado. Essa revisão, apresentada no Capítulo 3, serviu
de inspiração para um minicurso ministrado na “XXXI SEMAT” (BORGES; RANGEL,
2019), e resultou no artigo (BORGES; RANGEL, 2020).

Um algoritmo de Geração de Colunas multiobjetivo foi proposto e incorporado nos
métodos ERL, FPA∗ e TPA aplicados ao (PCEBL

c ) unidimensional e bidimensional,
Capítulo 4. Através do estudo computacional desenvolvido foi possível concluir que a
geração de colunas dinâmica obteve aproximações da fronteira com maior qualidade do
que quando se considera apenas a GC a priori (GCs), a qualidade da fronteira foi avaliada
utilizando seis métricas de desempenho. Mostrou-se também como a cardinalidade da
aproximação da fronteira pode ser afetada pelo valor da capacidade da serra, quanto
maior a capacidade da serra maior é a cardinalidade. Através da alteração da capacidade
da serra para o valor da demanda máxima no algoritmo proposto foi possível aplicar os
métodos ERL, FPA∗ e TPA para obter uma aproximação da fronteira para o PCEB
(objetos, setup) obtendo resultados similares aos da literatura. A comparação entre os
método ERL, FPA∗ e TPA mostrou que aplicar técnicas de decomposição no espaço
critério combinadas às técnicas de escalarização resulta em métodos mais rápidos que
retornam uma aproximação melhor da fronteira de Pareto (método FPA∗). Com isso,
conclui-se que o método mais adequado para se resolver os Problemas de Corte de Estoque
Biobjetivo unidimensional e bidimensional tanto para a minimização de (objetos, ciclos)
quanto para a minimização de (objetos, setup) é o FPA∗.

Os resultados para o caso unidimensional mostraram uma aproximação da fronteira de
boa qualidade obtida pelo TPA porém ele não obtém um bom desempenho considerando
os indicadores de desempenho número de soluções por tempo de execução (σ5) e número
de soluções por subproblema resolvido (σ6), e o tempo computacional devido ao grande
número de subproblemas resolvidos, resultando em um número menor de soluções por
unidade de tempo de execução e por subproblema. Esse desempenho se dá por causa da
dificuldade em determinar uma variação adequada dos pesos necessários na escalarização
do método. Uma maneira de contornar pode ser verificando a possibilidade de aplicar a
estratégia utilizada no método FPA∗ ao método TPA. Utilizando a decomposição do
espaço critério e o cálculo dos pesos realizado apenas uma vez, evita-se que os pesos no
método TPA sejam variados a cada iteração do método.

Uma revisão sobre convexidade e convexidade generalizada (invexidade) é apresentado
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e através desses conceitos são provados resultados de otimalidade parcial para o PCEB.
Esses resultados permitem estabelecer conexões entre a otimização discreta e a otimização
contínua multiobjetivo. No Apêndice C, o PCEB e o PCEBc são considerados em sua
natureza não linear e não diferenciável. Uma suavização da função ciclos da serra e
os resultados de otimalidade parcial são usados para encontrar soluções parcialmente
eficientes através da solução de um sistema de equações não lineares. Resultados parciais
desse apêndice foram publicados em Borges, Rangel e Neto (2020), Florentino et al. (2019).

Principais contribuições da tese:

• Revisão da teoria de otimização Multiobjetivo e métodos de escalarização;

• Desenvolvimento e implementação de um algoritmo de geração de colunas multi-
objetivo aplicado em três métodos de escalarização da literatura para resolver o
PCEBL

c unidimensional e bidimensional sendo facilmente adaptado para simular o
PCEBL (objetos, setup).

• Comparação dos três métodos (ERL, FPA∗ e TPA) através de um conjunto de
métricas que comparam a qualidade da aproximação da fronteira e o desempenho
dos métodos, determinando o método mais adequado.

• Desenvolvimento de uma estratégia para determinar soluções parcialmente eficientes
que considera a característica não linear e não diferenciável do PCEBc propondo
uma suavização para a função ciclos da serra.

Ainda há várias lacunas a serem preenchidas relativas ao PCE-2D multiobjetivo, entre
elas, destacam-se:

• Melhoria no algoritmo de geração de colunas que pode ser obtida utilizando a estra-
tégia “busca ponto a ponto aprimorada” descrita em Artigues, Jozefowiez e Sarpong
(2018).

• Devido à dificuldade em obter padrões de corte bidimensionais discutida no Capítulo
2, foi possível ver através dos resultados mostrados nesse Capítulo 4 que para o caso
bidimensional o tempo é prejudicado pelo modelo escolhido para gerar os padrões
de corte (subproblema price). Uma proposta para contornar esse problema é testar
outros modelos ou heurísticas para gerar os padrões de corte.

• Combinar os métodos FPA∗ e TPA.

• Aplicar outras escalarizações como a Var.8 do ER que obteve melhor desempenho
de acordo com Sáez-Aguado e Trandafir (2018).

• Considerar o PCE-2D triobjetivo, considerando, por exemplo, a minimização de
(objetos, ciclos, setup).
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Apêndice A - Variações dos Métodos de Es-
calarização

Neste apêndice são apresentadas as variações baseadas nos métodos Soma Ponderada,
ε−Restrito e Métrica de Tchebycheff encontradas na literatura.

A.1 Variações do método da Soma Ponderada
VarP. 1: Essa variação é baseada na adição de restrições que consistem em considerar limi-

tantes (vk) para as funções objetivo, resultando na escalarização (A.1).

min
p∑

k=1
wkfk(x) (A.1)

s.a. fk(x) ≤ vk, k = 1, . . . , p
x ∈ X .

Em Soland (1979) é mostrado que toda solução de (A.1) é uma solução eficiente,
e reciprocamente, toda solução eficiente é solução ótima de um problema do tipo
(A.1).

VarP. 2: Dados dois pontos não dominados z1 ∈ Z e z2 ∈ Z, e considerando wk > 0,∀k =
1, . . . , p, para garantir que as soluções eficientes serão obtidas resolve-se a escalari-
zação (A.2).

min
p∑

k=1
wkfk(x) (A.2)

s.a. fk(x) ≤ zk − 1, k = 1, . . . , p
x ∈ X ,

em que zk = max(z1
k, z

2
k).

Considerando variações do método SP é possível melhorar a busca pela fronteira de Pareto.

A.2 Variações do método ε−Restrito
Para listar as variações do método, Sáez-Aguado e Trandafir (2018) diferenciam a

implementação em dois tipos:
Tipo 1: Inicialmente encontram-se os pontos extremos não dominados, ou seja, os pontos

lexicográfico, z1 e zN . Considera-se ε1k = zNk e ε2k = z1
k, e cada εk irá variar no

intervalo [ε1k, ε2k] com k = 1, . . . , p e k 6= i (i é o índice da função objetivo escolhida
como critério de otimização) para resolver P (ε).
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Tipo 2: εk é iniciado com valor igual a ∞ ou um limitante superior para fk(x) para resolver
P (ε), o algoritmo termina quando o subproblema correspondente é infactível.

A seguir apresentamos nove Variações do Método clássico ε-Restrito.

Var. 1: (Método clássico ε-Restrito com eliminação de pontos dominados )
Essa variação é a abordagem clássica, que consiste em resolver para cada ε o pro-
blema P (ε) utilizando a implementação do Tipo 2. Ao final é necessário adicionar
um passo para eliminar as possíveis soluções dominadas obtidas.

Var. 3 e 4: (Método ε-Restrito Aumentado )
O Método ε-Restrito Aumentado consiste em incluir uma ponderação (0 < ρ ∈ Rp−1)
dos objetivos fk(x), k 6= i como uma penalização na função objetivo, assim obtendo
a escalarização (A.3).

P (ε, ρ) min fi(x) +
p∑

k=1
k 6=i

ρkfk(x) (A.3)

s.a. fk(x) ≤ εk, k = 1, . . . , p, k 6= i

x ∈ X

Dependendo da escolha do vetor ρ outras variações podem ser obtidas como por
exemplo:

Var. 3 Parâmetro fixo: Resolve o problema P (ε, ρ) considerando ρ entre 10−3 e 10−6.
Sáez-Aguado e Trandafir (2018) afirma que para discriminar soluções fraca-
mente eficientes, alguns autores simplesmente resolvem a escalarização P (ε, ρ)
com um pequeno valor positivo ρ para garantir que todas as soluções geradas
sejam eficientes.

Var. 4 Parâmetro dependendo de dados: Outra variação pode ser obtida considerando
que o parâmetro ρ é calculado a partir de dados do problema como por exemplo:
calculando os pontos zLk = min{fk(x) : x ∈ X} e zUk = max{fk(x) : x ∈ X},
ρ0
k = 1

zUk − zLk + 1 e resolve-se o problema P (ε, ρ0).

Var. 5: (Método ε-Restrito com variável de folga )
O Método ε-Restrito com variável de folga é representado pela escalarização (A.4).

P+(ε, ρ) min fi(x)− ρT s (A.4)
s.a. fk(x) + sk ≤ εk, k = 1, . . . , p, k 6= i

x ∈ X , 0 5 s ∈ Rp−1.

No caso biobjetivo, se ρ > 0, toda solução ótima (x∗, s∗) de P+(ε, ρ) satisfaz f2(x∗)+
s∗ = ε, e x∗ é uma solução eficiente do problema biobjetivo. Note que se ρ > 0 temos
que s = ε− f2(x) e o problema P+(ε, ρ) é equivalente ao problema (A.5).

P+(ε, ρ) min f1(x) + ρf2(x)− ρε (A.5)
s.a. f2(x) ≤ ε,

x ∈ X ,

eliminando o termo −ρε da função objetivo temos que P (ε, ρ0) = P+(ε, ρ).
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Var. 6: (Método ε-Restrito com restrições elásticas )
O Método ε-Restrito com restrições eláticas consiste em introduzir uma variável de
excesso s = 0 e penalizar a função objetivo com um coeficiente 0 5 π ∈ Rp−1 é
representado pela escalarização (A.6).

P−(ε, π) min fi(x) + πT s (A.6)
s.a. fk(x)− sk ≤ εk, k = 1, . . . , p, k 6= i

x ∈ X , 0 5 s ∈ Rp−1.

Para o caso biobjetivo tem-se os seguintes resultados:

. Para alguma solução ótima (x∗, s∗) de P−(ε, π), x∗ é uma solução fracamente
eficiente para o problema biobjetivo.

. Se (x∗, s∗) é única então x∗ é eficiente.

. Se s∗ > 0 para alguma solução ótima de P−(ε, π), então x∗ é eficiente.

A partir das variações Var1-Var6 encontradas na literatura, Sáez-Aguado e Trandafir
(2018) propõem três novas variações: Var 7 - Var 9.

Var. 7: (Método (ER) aumentado com parâmetro fixo dependendo de dados (versão rela-
xada))

O método proposto é resolver a escalarização P (ε, ρ) com ρk = 1
zk − zk + 1 onde

zk = min{fk(x) : x ∈ X , k 6= i} e zk = max{fk(x) : x ∈ X , k 6= i} e X é a relaxação
linear do conjunto X iniciado com εk = zk. A cada iteração, o valor de ε é atualizado
por εk = fk(x∗)− 1 (x∗ solução da iteração anterior).

Var. 8: (Método (ER) aumentado com parâmetro dependendo de dados atualizado)
A diferença desse método para o anterior é que o parâmetro ρ é calculado em cada
iteração por isso o nome atualizado, enquanto que o método anterior calcula o
parâmetro ρ apenas no passo inicial. Assim, como o valor de ε é atualizado por
εk = fk(x∗)− 1, a atualização do parâmetro ρ é dada por, ρk = 1

εk − zk + 1 , k 6= i.

Var. 9: (Método (ER) aumentado com restrições elásticas e parâmetro atualizado)
O método proposto é representado pelas escalarização (A.7).

P−(ε, ρ, π) min fi(x) +
p∑

k=1
k 6=i

ρkfk(x) + πT s (A.7)

s.a. fk(x)− sk ≤ εk, k = 1, . . . , p, k 6= i

x ∈ X , s = 0.

O parâmetro π é calculado apenas uma vez através da equação π = zi − zi + 1,
iniciado com εk = zk, k 6= i. A cada iteração o problema P−(ε, ρ, π) é resolvido com
ρk = 1

εk − zk + 1 , k 6= i e o valor de ε é atualizado por εk = fk(x∗)− 1, k 6= i.

Para o caso biobjetivo, se ρ > 0 e π > 0, então para qualquer solução ótima (x∗, s∗)
de P−(ε, ρ, π), x∗ é eficiente.
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A.3 Variações do método da Métrica de Tchebycheff
VarT. 2: (Método de Tchebycheff Modificado (ALIANO-FILHO; MORETTI; PATO, 2018))

Esse método foi proposto por Aliano-Filho, Moretti e Pato (2018) para contornar a
dificuldade na variação dos pesos (wk) necessários no método TPA. Considerando
p = 2 e dados os pontos lexicográficos zlex1 = (z−1 , z+

2 ) e zlex2 = (z+
1 , z

−
2 ), a ideia é

normalizar as funções objetivos de acordo com os fatores de normalização dados na
equação (A.8).

βi = 1
z+
i − z−i

, i = 1, 2. (A.8)

O peso w é considerado variando uniformemente no intervalo [0, 1], assim a medida
que os pesos estão sendo variados, os pontos não dominados são obtidos da esquerda
para a direita, ou seja, o primeiro ponto não dominado obtido é z1ex1 e o último
é z1ex2. Considere que em uma dada iteração k > 1 com seu respectivo peso w, o
ponto não dominado zk = (f1(xk), f2(xk)) já é conhecido. A escalarização é definida
em (A.9) para a iteração k + 1, com k > 1.

min v + ρ
2∑

k=1
βi · fk(x) (A.9)

s.a. wk+1 · β1 · f1(x) ≤ v

(1− wk+1) · β2 · f2(x) ≤ v

f1(x) ≥ zk1 + 1
f2(x) ≤ zk2 − 1
x ∈ X .

Esse método utiliza um ponto não dominado encontrado anteriormente para guiar
a busca por outros pontos não dominados de modo que o ponto já conhecido não seja
encontrado em iterações subsequentes. Com isso o número de subproblemas a serem
resolvidos é reduzido.
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Apêndice B - Tabelas Complementares

Nesse apêndice encontra-se as tabelas complementares do estudo computacional apre-
sentado na Seção 5.1 e 5.2.

B.1 Resultados para os Métodos ERL, FPA∗ e TPA
aplicados ao PCEBL

c -1D

Tabela B.1: Resultados obtidos pelo método FPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 4.

id m nº colunas Tempo total it σ1 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 30,83 30,41 0 0 1 1 0 0 0 0
P 20 20 20 30,52 30,50 0 0 1 1 0 0 0 0
P 40 127 136 834,90 643,70 11 8 6 6 8 8 15 19
P 60 155 174 825,28 634,42 10 6 7 4 15 13 31 26
P 80 167 198 590,32 754,79 6 8 4 5 19 21 23 30
P 95 195 226 634,24 636,97 6 6 4 4 20 17 29 29
M 10 10 10 30,45 30,42 0 0 1 1 0 0 0 0
M 20 20 20 30,35 30,25 0 0 1 1 0 0 0 0
M 40 40 40 30,62 30,34 0 0 1 1 0 0 0 0
M 60 166 166 32,26 32,59 0 0 1 1 0 0 0 0
M 80 230 230 35,21 35,38 0 0 1 1 0 0 0 0
M 99 373 373 39,04 39,39 0 0 1 1 0 0 0 0
G 10 10 10 30,40 32,98 0 0 1 1 0 0 0 0
G 20 20 20 30,46 33,76 0 0 1 1 0 0 0 0
G 40 40 40 30,42 34,71 0 0 1 1 0 0 0 0
G 60 78 80 31,23 37,85 2 0 2 1 1 0 1 0
G 80 315 319 35,12 52,06 0 0 1 1 0 0 0 0
G 97 315 319 41,20 37,36 3 0 3 1 2 0 2 0

Fonte: Elaborado pela autora.



156 Tabelas Complementares

Tabela B.2: Resultados obtidos pelo método TPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 4.

id m nº colunas Tempo total it σ1 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 23,85 23,78 0 0 1 1 0 0 0 0
P 20 20 20 23,62 24,53 0 0 1 1 0 0 0 0
P 40 127 134 1131,30 1245,41 16 18 7 6 8 8 17 19
P 60 155 170 2534,15 2271,91 29 24 11 10 15 13 31 26
P 80 167 191 1858,26 2023,54 26 29 10 10 21 21 28 30
P 95 195 225 1954,60 2022,69 28 29 10 9 20 22 29 30
M 10 10 10 23,73 24,06 0 0 1 1 0 0 0 0
M 20 20 20 23,73 23,79 0 0 1 1 0 0 0 0
M 40 40 40 23,65 23,89 0 0 1 1 0 0 0 0
M 60 166 166 25,33 25,43 0 0 1 1 0 0 0 0
M 80 230 230 28,69 28,80 0 0 1 1 0 0 0 0
M 99 373 373 32,80 32,75 0 0 1 1 0 0 0 0
G 10 10 10 23,69 23,89 0 0 1 1 0 0 0 0
G 20 20 20 23,92 23,75 0 0 1 1 0 0 0 0
G 40 40 40 23,91 23,85 0 0 1 1 0 0 0 0
G 60 78 80 24,29 24,20 0 0 2 1 1 0 1 0
G 80 315 319 28,64 28,72 0 0 1 1 0 0 0 0
G 97 315 319 89,91 29,91 1 0 3 1 2 0 2 0

Fonte: Elaborado pela autora.
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Tabela B.3: Resultados obtidos pelo método ERL para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 7.

id m nº colunas Tempo total it σ1 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 23,28 23,54 1 1 1 1 0 0 0 0
P 20 20 20 23,54 23,49 1 1 1 1 0 0 0 0
P 40 134 154 3032,72 2290,54 12 13 9 6 13 10 27 28
P 60 153 178 1491,21 2104,47 10 10 8 7 24 23 31 36
P 80 175 197 926,24 928,10 5 5 5 5 22 40 27 31
P 95 207 248 760,61 931,85 4 5 4 4 39 34 38 46
M 10 10 10 23,81 23,62 1 1 1 1 0 0 0 0
M 20 20 20 23,38 23,50 1 1 1 1 0 0 0 0
M 40 40 40 23,34 23,47 1 1 1 1 0 0 0 0
M 60 167 168 24,85 25,00 1 1 1 1 0 0 0 0
M 80 285 285 28,71 29,22 1 1 1 1 0 0 0 0
M 99 381 381 43,83 322,14 1 1 1 1 0 0 0 0
G 10 10 10 23,39 23,40 1 1 1 1 0 0 0 0
G 20 20 20 23,45 24,04 1 1 0 1 0 0 0 0
G 40 40 40 23,55 23,41 1 1 1 1 0 0 0 0
G 60 78 78 23,73 23,99 3 3 3 3 9 9 2 2
G 80 314 315 28,30 28,59 1 2 1 2 0 2 0 1
G 97 292 306 33,54 90,44 5 3 5 3 14 3 4 2

Fonte: Elaborado pela autora.
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Tabela B.4: Resultados obtidos pelo método FPA∗ para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 7.

id m nº colunas Tempo total it σ1 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 30,58 30,46 0 0 1 1 0 0 0 0
P 20 20 20 30,62 30,56 0 0 1 1 0 0 0 0
P 40 134 154 960,41 761,66 12 10 5 5 13 10 29 29
P 60 153 178 1116,57 1093,70 15 14 7 8 24 23 31 36
P 80 175 197 935,29 998,42 11 12 5 5 22 38 27 30
P 95 207 251 825,90 697,53 10 7 6 4 42 33 31 46
M 10 10 10 30,38 30,46 0 0 1 1 0 0 0 0
M 20 20 20 30,47 30,32 0 0 1 1 0 0 0 0
M 40 40 40 30,32 30,79 0 0 1 1 0 0 0 0
M 60 167 168 32,00 32,15 0 0 1 1 0 0 0 0
M 80 285 285 35,68 35,58 0 0 1 1 0 0 0 0
M 99 381 381 45,01 323,27 0 0 1 1 0 0 0 0
G 10 10 10 30,79 30,37 0 0 1 1 0 0 0 0
G 20 20 20 30,25 30,33 0 0 1 1 0 0 0 0
G 40 40 40 30,49 30,42 0 0 1 1 0 0 0 0
G 60 78 78 31,28 32,13 3 3 3 3 9 9 2 2
G 80 314 315 35,02 36,21 0 2 1 2 0 2 0 1
G 97 292 306 41,13 39,09 6 3 5 3 14 3 4 2

Fonte: Elaborado pela autora.
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Tabela B.5: Resultados obtidos pelo método TPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = 7.

id m nº colunas Tempo total it σ1 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 23,91 24,04 0 0 1 1 0 0 0 0
P 20 20 20 23,80 23,84 0 0 1 1 0 0 0 0
P 40 134 154 1953,60 1787,79 26 26 7 8 13 10 27 28
P 60 153 178 2552,89 2372,22 30 35 11 10 24 23 31 36
P 80 175 197 1834,99 2082,42 26 30 9 13 22 37 27 31
P 95 207 245 2456,16 2989,69 37 45 13 14 39 34 38 46
M 10 10 10 23,91 23,95 0 0 1 1 0 0 0 0
M 20 20 20 24,30 23,97 0 0 1 1 0 0 0 0
M 40 40 40 23,80 24,31 0 0 1 1 0 0 0 0
M 60 167 168 25,15 25,58 0 0 1 1 0 0 0 0
M 80 285 285 28,95 29,31 0 0 1 1 0 0 0 0
M 99 381 381 38,62 316,06 0 0 1 1 0 0 0 0
G 10 10 10 23,79 23,89 0 0 1 1 0 0 0 0
G 20 20 20 23,98 24,04 0 0 1 1 0 0 0 0
G 40 40 40 23,75 23,93 0 0 1 1 0 0 0 0
G 60 78 78 24,28 25,01 1 1 3 3 9 9 2 2
G 80 314 315 28,52 28,96 0 0 1 2 0 2 0 1
G 97 292 306 166,49 90,15 3 1 5 3 14 3 4 2

Fonte: Elaborado pela autora.
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Tabela B.6: Resultados obtidos pelo método ERL para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = dmax.

id m nº colunas Tempo total it σ1 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 23,55 23,54 1 1 1 1 0 0 0 0
P 20 20 20 23,48 23,60 1 1 1 1 0 0 0 0
P 40 145 148 3525,93 3164,51 30 31 20 23 645 644 45 36
P 60 170 178 4290,84 3339,27 45 43 34 33 1506 1464 72 64
P 80 188 191 3004,29 2969,49 45 46 41 39 1449 1590 61 64
P 95 233 240 3552,62 3723,53 50 52 41 42 1995 2396 76 87
M 10 10 10 23,30 23,95 1 1 1 1 0 0 0 0
M 20 20 20 24,26 23,37 1 1 1 1 0 0 0 0
M 40 40 40 23,58 23,63 1 1 1 1 0 0 0 0
M 60 173 175 41,96 46,88 9 9 9 9 310 310 8 8
M 80 294 294 1725,63 1595,45621 20 20 20 614 614 21 21
M 99 379 379 3608,26 3736,20 33 34 24 27 950 950 35 35
G 10 10 10 23,37 23,50 1 1 1 1 0 0 0 0
G 20 20 20 23,34 23,49 1 1 1 1 0 0 0 0
G 40 40 40 23,74 23,46 1 1 1 1 0 0 0 0
G 60 78 78 24,27 24,27 5 5 5 5 112 112 4 4
G 80 327 328 343,59 373,85 17 17 17 17 414 414 16 16
G 97 430 431 2455,94 2605,68 24 26 23 22 599 599 25 25

Fonte: Elaborado pela autora.
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Tabela B.7: Resultados obtidos pelo método FPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = dmax.

id m nº colunas Tempo total it σ1 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 30,8 30,43 0 0 1 1 0 0 0 0
P 20 20 20 31,85 30,45 0 0 1 1 0 0 0 0
P 40 145 148 1251,14 1381,61 27 28 22 22 645 644 45 35
P 60 170 178 2042,94 1906,62 47 44 40 36 1506 1464 72 64
P 80 188 191 1961,91 1849,75 49 48 41 39 1449 1590 61 64
P 95 233 240 2062,89 2200,61 54 56 41 41 1995 2395 76 83
M 10 10 10 30,6 30,55 0 0 1 1 0 0 0 0
M 20 20 20 30,31 30,55 0 0 1 1 0 0 0 0
M 40 40 40 30,46 30,37 0 0 1 1 0 0 0 0
M 60 173 175 39,68 40,51 10 9 9 9 310 310 8 8
M 80 294 294 1145,63 1133,96 26 26 22 21 614 614 21 21
M 99 379 379 3040,25 2268,57 39 39 32 28 950 950 35 35
G 10 10 10 51,59 30,44 0 0 1 1 0 0 0 0
G 20 20 20 59,97 30,52 0 0 1 1 0 0 0 0
G 40 40 40 59,24 30,40 0 0 1 1 0 0 0 0
G 60 78 78 58,79 31,63 5 5 5 5 112 112 4 4
G 80 327 328 303,90 104,99 19 19 17 17 414 414 16 16
G 97 430 431 1767,72 1486,87 31 30 23 24 599 599 26 25

Fonte: Elaborado pela autora.
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Tabela B.8: Resultados obtidos pelo método TPA para GC estática (GCs) e dinâmica
(GCd) para PCEBL

c − 1D e c = dmax.

id m nº colunas Tempo total it σ1 σ3
o σ3

c

item GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd GCs GCd
P 10 10 10 23,88 23,93 0 0 1 1 0 0 0 0
P 20 20 20 24,06 23,88 0 0 1 1 0 0 0 0
P 40 145 148 2981,93 2117,83 43 38 17 18 645 645 45 40
P 60 170 178 4070,87 3401,67 71 63 27 26 1506 1464 72 64
P 80 188 191 3071,98 3020,45 59 63 30 30 1449 1590 61 64
P 95 233 240 3947,56 4078,03 75 82 30 32 1995 2395 76 83
M 10 10 10 24,47 23,88 0 0 1 1 0 0 0 0
M 20 20 20 23,92 23,83 0 0 1 1 0 0 0 0
M 40 40 40 23,78 23,76 0 0 1 1 0 0 0 0
M 60 173 175 101,44 105,84 7 6 7 7 310 310 8 8
M 80 294 294 1172,16 1153,62 19 19 15 15 614 614 21 21
M 99 379 379 1996,60 2007,88 33 33 20 20 950 950 35 35
G 10 10 10 23,98 23,90 0 0 1 1 0 0 0 0
G 20 20 20 23,84 23,96 0 0 1 1 0 0 0 0
G 40 40 40 24,03 23,80 0 0 1 1 0 0 0 0
G 60 78 78 24,60 24,95 3 3 4 4 112 112 4 4
G 80 327 328 682,265 672,23 15 15 12 12 414 414 16 16
G 97 430 431 1426,84 1426,86 23 23 17 17 599 599 25 24

Fonte: Elaborado pela autora.
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Tabela B.9: Resultados obtidos pelos métodos ERL, FPA∗ e TPA para o PCEBL
c − 1D

e c = 4, 7.

id m c nº colunas Tempo total it (met)
item ERL FPA∗ TPA ERL FPA∗ TPA ERL FPA∗ TPA

P 10 4 10 10 10 23,45 30,41 23,78 1 0 0
P 20 4 20 20 20 23,55 30,49 24,53 1 0 0
P 40 4 134 136 134 641,14 643,70 1245,41 5 8 18
P 60 4 170 174 170 927,92 634,42 2271,91 5 6 24
P 80 4 191 198 191 686,91 754,79 2023,54 3 8 29
P 95 4 225 226 225 688,32 636,97 2022,69 3 6 29
M 10 4 10 10 10 23,60 30,42 24,06 1 0 0
M 20 4 20 20 20 23,49 30,25 23,79 1 0 0
M 40 4 40 40 40 23,52 30,34 23,89 1 0 0
M 60 4 166 166 166 24,95 32,59 25,43 1 0 0
M 80 4 230 230 230 28,65 35,38 28,80 1 0 0
M 99 4 373 373 373 33,73 39,39 32,75 1 0 0
G 10 4 10 10 10 25,32 32,98 23,89 1 0 0
G 20 4 20 20 20 26,50 33,76 23,75 1 0 0
G 40 4 40 40 40 26,48 34,71 23,85 1 0 0
G 60 4 80 80 80 27,42 37,85 24,20 1 0 0
G 80 4 319 319 319 36,66 52,06 28,72 1 0 0
G 97 4 319 319 319 47,76 37,36 29,91 1 0 0
P 10 7 10 10 10 23,54 30,46 24,04 1 0 0
P 20 7 20 20 20 23,49 30,56 23,84 1 0 0
P 40 7 154 154 154 2290,54 761,66 1787,79 13 10 26
P 60 7 178 178 178 2104,47 1093,70 2372,22 10 14 35
P 80 7 197 197 197 928,10 998,42 2082,42 5 12 30
P 95 7 248 251 245 931,85 697,53 2989,69 5 7 45
M 10 7 10 10 10 23,62 30,46 23,95 1 0 0
M 20 7 20 20 20 23,50 30,32 23,97 1 0 0
M 40 7 40 40 40 23,47 30,79 24,31 1 0 0
M 60 7 168 168 168 25,00 32,15 25,58 1 0 0
M 80 7 285 285 285 29,22 35,58 29,31 1 0 0
M 99 7 381 381 381 322,14 323,27 316,06 1 0 0
G 10 7 10 10 10 23,40 30,37 23,89 1 0 0
G 20 7 20 20 20 24,044 30,33 24,04 1 0 0
G 40 7 40 40 40 23,412 30,416 23,93 1 0 0
G 60 7 78 78 78 23,99 32,13 25,01 3 3 1
G 80 7 315 315 315 28,59 36,21 28,96 2 2 0
G 97 7 306 306 306 90,44 39,09 90,15 3 3 1

Fonte: Elaborado pela autora.
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Tabela B.10: Resultados obtidos pelos métodos ERL, FPA∗ e TPA para PCEBL
c − 1D

e c = 4, 7 através das métricas σ1, σ2 e σ4.
id m c σ1 σ2 σ4

item ERL FPA∗ TPA ERL FPA∗ TPA ERL FPA∗ TPA

P 10 4 1 1 1 0 0 0 6 4 4
P 20 4 1 1 1 0 0 0 6 4 4
P 40 4 5 6 6 109 121 123 14 12 22
P 60 4 5 4 10 252 287 310 14 10 28
P 80 4 3 5 10 351 440 486 10 12 33
P 95 4 3 4 9 364 361 549 10 10 33
M 10 4 1 1 1 0 0 0 6 4 4
M 20 4 1 1 1 0 0 0 6 4 4
M 40 4 1 1 1 0 0 0 6 4 4
M 60 4 1 1 1 0 0 0 6 4 4
M 80 4 1 1 1 0 0 0 6 4 4
M 99 4 1 1 1 0 0 0 6 4 4
G 10 4 1 1 1 0 0 0 6 4 4
G 20 4 1 1 1 0 0 0 6 4 4
G 40 4 1 1 1 0 0 0 6 4 4
G 60 4 1 1 1 1 1 1 6 4 4
G 80 4 1 1 1 0 0 0 6 4 4
G 97 4 1 1 1 4 4 4 6 4 4
P 10 7 1 1 1 0 0 0 6 4 4
P 20 7 1 1 1 0 0 0 6 4 4
P 40 7 6 5 8 270 300 295 30 14 30
P 60 7 7 8 10 658 696 757 24 18 39
P 80 7 5 5 13 834 817 1006 14 16 34
P 95 7 4 4 14 1405 1237 1571 14 11 49
M 10 7 1 1 1 0 0 0 6 4 4
M 20 7 1 1 1 0 0 0 6 4 4
M 40 7 1 1 1 0 0 0 6 4 4
M 60 7 1 1 1 0 0 0 6 4 4
M 80 7 1 1 1 0 0 0 6 4 4
M 99 7 1 1 1 0 0 0 6 4 4
G 10 7 1 1 1 0 0 0 6 4 4
G 20 7 1 1 1 0 0 0 6 4 4
G 40 7 1 1 1 0 0 0 6 4 4
G 60 7 3 3 3 7 7 6 10 7 5
G 80 7 2 2 2 0 0 0 8 6 4
G 97 7 3 3 3 52 52 52 10 7 5

Fonte: Elaborado pela autora.
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B.2 Resultados para os Métodos ERL, FPA∗ e TPA
aplicados ao PCEBL

c -2D
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No Apêndice C é apresentado o conceito de convexidade generalizada explicitando
garantias de otimalidade para problemas de Corte de Estoque Biobjetivo Unidimensional
e Bidimensional considerando a minimização simultânea do número total de objetos e de
ciclos da serra
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Apêndice C - Teoria de Invexidade Aplicada
ao PCE Biobjetivo

Neste apêndice é apresentada uma extensão para o PCEBc de uma abordagem pro-
posta inicialmente por (ARANA-JIMÉNEZ; SALLES-NETO, 2017) que consiste em apli-
car conceitos de invexidade para provar resultados de otimalidade parcial para o problema
de corte de estoque biobjetivo. Essa abordagem permite estabelecer conexões entre otimi-
zação discreta e otimização contínua multiobjetivo, tratando assim a natureza não linear
e não diferenciável das funções ψ2(x) (ciclos) e ψ3(x) (setup). São discutidas as defini-
ções de convexidade e invexidade, estabelecendo relações entre essas classes de funções e
resultados importantes que relacionam a teoria à problemas de Otimização Multiobjetivo.

C.1 Convexidade e convexidade generalizada (Inve-
xidade)

Hanson (1981) introduziu uma nova classe de funções em 1981, e mostrou que essa
classe é maior que a classe de funções convexas diferencíaveis. Essa descoberta foi o ponto
de partida para a investigação de garantias de otimalidade para problemas de otimização
matemática considerando essa nova classe de funções. Baseado nessas descobertas, Craven
(1981) chamou de invexidade a propriedade satisfeita por essas funções, e tais funções
foram dominadas funções invexas.

O conceito de invexidade é uma generalização do conceito de convexidade, por isso
é comum encontrar trabalhos que trocam a palavra invexidade por convexidade genera-
lizada. Os estudos desenvolvidos em Cervelati e Medar (2006), Craven (1981), Hanson
(1981) mostram que a invexidade nos permite considerar uma classe de problemas maior
na otimização monobjetivo nos quais as condições de Kuhn-Tucker são suficientes para a
otimalidade. Em Arana-Jiménez et al. (2008), os autores estabelecem caracterizações para
soluções eficientes para problemas de Otimização Multiobjetivo generalizando as caracte-
rizações conhecidas para problemas monobjetivos, definindo algumas classes de funções e
de problemas utilizando como base a propriedade das funções invexas, uma continuação a
esse estudo foi proposta em Arana-Jiménez e Salles-Neto (2017), onde alguns resultados
são estendidos e aplicados em um problema de corte de estoque biobjetivo.

C.1.1 Convexidade e invexidade de funções
Nesta seção os principais conceitos de convexidade e invexidade são revisados e exem-

plificados, necessários para o desenvolvimento de resultados usados na abordagem pro-
posta nessa pesquisa e descrita no Capítulo 4 . Assim apresenta-se em paralelo a convexi-
dade e a convexidade generalizada baseado em Mishra e Giorgi (2008), Slimani e Radjef
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(2010), Cervelati e Medar (2006), Arana-Jiménez e Salles-Neto (2017).

Definição C.1. (Função convexa e côncava): Uma função f : Rn → R é chamada
convexa se para quaisquer pares de vetores x e y e λ ∈ [0, 1] a seguinte condição é
verdadeira

f(λx+ (1− λ)y) ≤ λf(x) + (1− λ)f(y)
Uma função é côncava se −f é convexa.

Definição C.2. (Função invexa):Dizemos que f é invexa em x ∈ Ω se, para todo y ∈ Ω,
existe uma função η : Ω× Ω→ Rn tal que

f(y)− f(x) ≥ ∇f(x)Tη(y, x).

Teorema C.3. : Sejam f : Rn → R uma função diferenciável e Ω ⊂ Rn convexo. A
função f é convexa em Ω se, e somente se, para todos x, y ⊂ Ω,

f(y)− f(x) ≥ ∇f(x)T (y − x).
Demonstração. ⇒) Seja f : Rn → R uma função convexa em Ω ⊂ Rn . Então para

x, y ∈ Ω e t ∈ [0, 1], definindo d = y − x, ou seja, x + td ∈ Ω, pois Ω é convexo.
Assim, temos que,

f(x+ td) = f((1− t)x+ ty) ≤ (1− t)f(x) + tf(y),

⇒ f(x+ td) ≤ (1− t)f(x) + tf(y),
⇒ f(x+ td) ≤ f(x)− tf(x) + tf(y),

⇒ f(x+ td)− f(x) ≤ t(f(y)− f(x)) (dividindo por) t,

⇒ f(x+ td)− f(x)
t

≤ (f(y)− f(x)) (tomando o limite) ,

⇒ lim
t→0

f(x+ td)− f(x)
t

≤ (f(y)− f(x)),

⇒ f(y)− f(x) ≥ ∇f(x)Td = ∇f(x)T (y − x).

⇐) Dados x, y ∈ Ω, considere z = (1− t)x+ ty e observe que,

f(x) ≥ f(z) +∇f(z)T (x− z) e f(y) ≥ f(z) +∇f(z)T (y − z),

Multiplicando a primeira desigualdade po (1 − t) e a segunda desigualdade por t
temos que,

(1− t)f(x) ≥ (1− t)f(z) + (1− t)∇f(z)T (x− z),
tf(y) ≥ tf(z) + t∇f(z)T (y − z),

Somando as duas desigualdades obtemos,

(1− t)f(x) + tf(y) ≥ f(z) +∇f(z)T [(1− t)(x− z) + t(y − z)],

⇒ (1− t)f(x) + tf(y) ≥ f((1− t)x+ ty) +∇f(z)T [(1− t)x+ ty − z],
⇒ (1− t)f(x) + tf(y) ≥ f((1− t)x+ ty).

Portanto f é convexa.
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Teorema C.4. f é invexa em Ω se e somente se todo ponto estacionário de f é um
mínimo global em Ω.

Demonstração. ⇒) Seja x̄ ∈ Ω um ponto estacionário, ou seja, ∇f(x̄) = 0, como f é
invexa por hipótese temos que,

f(x)− f(x̄) ≥ ∇f(x̄)Tη(x, x̄),∀x ∈ Ω,

Como ∇f(x̄) = 0 seque que f(x)− f(x̄) ≥ 0⇒ f(x) ≥ f(x̄),∀x ∈ Ω. Portanto x̄ é
mínimo global.

⇐) Por hipótese todo ponto estacionário é mínimo global. Seja x̄ ∈ Ω, considerando
dois casos:

– x̄ é ponto estacionário, ou seja, ∇f(x̄) = 0, o que implica que a função f é
invexa pois para qualquer função η(x, x̄) temos que f(x)− f(x̄) 6= 0 · η(x, x̄).

– x̄ não é ponto estacionário, ou seja, ∇f(x̄) 6= 0.

Considerando η(x, x̄) = (f(x)− f(x̄))∇f(x̄)
∇f(x̄)T∇f(x̄) , segue que,

∇f(x̄)Tη(x, x̄) = ∇f(x̄)T (f(x)− f(x̄))∇f(x̄)
∇f(x̄)T∇f(x̄) = (f(x)− f(x̄))

∇f(x̄)T∇f(x̄)∇f(x̄)T∇f(x̄)

⇒ ∇f(x̄)Tη(x, x̄) = f(x)− f(x̄).
Portanto f é invexa.

Exemplo C.5. Considere a função f : R2 −→ R dada por f(x, y) = x2 + y2. deve-se
mostrar que f é convexa.

Sejam (x, y), (x̄, ȳ) ∈ R2 e λ ∈ [0, 1], então segue que

f((1− λ)(x, y) + λ(x̄, ȳ)) = f(x+ λ(x̄− x), y + λ(ȳ − y))
= (x+ λ(x̄− x))2 + (y + λ(ȳ − y))2

= x2 + 2λx(x̄− x) + λ2(x̄− x)2 + y2 + 2λy(ȳ − y) + λ2(ȳ − y)2

≥ x2 + 2λx(x̄− x) + λ(x̄− x)2 + y2 + 2λy(ȳ − y) + λ(ȳ − y)2

= x2 − λx2 + λx̄2 + y2 − λy2 + λȳ2

= (1− λ)(x2 + y2) + λ(x̄2 + ȳ2)
= (1− λ)f(x, y) + λf(x̄, ȳ).

Portanto f é convexa.

Note que toda função convexa é também uma função invexa, considerando η(y, x) =
(y − x). Com o exemplo dado a seguir mostra-se que a recíproca não é verdadeira.

Exemplo C.6. Considere a função f : [−20, 40] −→ R , dada por,

f(x) =
{

x2, −20 6 x 6 40
3

−1
8x

2 + 15x, 40
3 6 x 6 50
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Figura C.1: Gráfico da função f .
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Fonte: Elaborado pela autora.

Pelo Teorema C.4 é fácil ver que f é invexa, pois x = 0 é o único ponto estacionário
contido no domínio da função f e é mínimo global, isso pode ser facilmente calculado
e observado na Figura C.1. Agora suponha que f seja convexa, então dados quaisquer
pontos x, y ∈ [−20, 40], pelo Teorema C.3 temos que,

f(y)− f(x) ≥ ∇f(x)T (y − x).

Seja x = 10 e y = 20 então,f(y) − f(x) = 150 ≤ 200 = ∇f(x)T (y − x) o que é uma
contradição. Portanto f não é convexa.

Definição C.7. (Função Quasi-convexa): f é quasi-convexa em x ∈ Ω se ∀y ∈ Ω,

f(y) ≤ f(x)⇒5f(x)(y − x) ≤ 0.

Exemplo C.8. Considere a função f : R −→ R dada por f(x) = x3, deve-se mostrar que
f é quasi-convexa. De fato, sejam x, y ∈ R se f(y) ≤ f(x) então, y3 ≤ x3 ⇒ y ≤ x, por
outro lado, ∇f(x)(y − x) = 2x2(y − x) ≤ 0.

Definição C.9. (Função Quasi-invexa): f é quasi-invexa em x ∈ Ω se existe η :
Ω× Ω→ Rn para todo y ∈ Ω tal que

f(y) ≤ f(x)⇒5f(x)η(y, x) ≤ 0.

Observe que considerando o Exemplo C.8, ∃η(y, x) = (y − x) tal que f(y) ≤ f(x) ⇒
5f(x)η(y, x) ≤ 0, logo f = x3 é quasi-invexa.

Definição C.10. (Função Pseudo-convexa): f é pseudo-convexa em x ∈ Ω se ∀y ∈ Ω,

5f(x)(y − x) ≥ 0⇒ f(y) ≥ f(x).

Exemplo C.11. Considere a função f : R −→ R dada por f(x) = x3 + 2x, deve-se
mostrar que f é pseudo-convexa. De fato, sejam x, y ∈ R se ∇f(x)(y − x) ≥ 0 então,
(3x2 + 2)(y − x) ≥ 0, ou seja y ≥ x⇒ y3 ≥ x3, portanto f(y) ≥ f(x).

Definição C.12. (Função Pseudo-invexa): f é pseudo-invexa em x ∈ Ω se existe
η : Ω× Ω→ Rn para todo y ∈ Ω tal que

5f(x)η(y, x) ≥ 0⇒ f(y) ≥ f(x).
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Observe que considerando o Exemplo C.11, ∃η(y, x) = (y−x) tal que 5f(x)η(y, x) ≥
0⇒ f(y) ≥ f(x), logo f = x3 + 2x é pseudo-invexa.

As definições apresentadas a seguir são importantes para relação de invexidade em
problemas de Otimização Multiobjetivo.

Definição C.13. (Pseudoinvexidade-I) Seja F = (f1, . . . , fp) : Ω ⊆ Rn → Rp uma
função diferenciável no aberto Ω. Então a função vetorial F é dita pseudoinvexa-I quando
existe uma função η : Rn × Rn → Rn tal que ∀x, y ∈ Ω,

F (y)− F (x) < 0⇒ ∇F (x)Tη(y, x) < 0.

Definição C.14. (Pseudoinvexidade-II) Seja F = (f1, . . . , fp) : Ω ⊆ Rn → Rp uma
função diferenciável no aberto Ω. Então a função vetorial F é dita pseudoinvexa-II quando
existe uma função η : Rn × Rn → Rn tal que ∀x, y ∈ Ω,

F (y)− F (x) ≤ 0⇒ ∇F (x)Tη(y, x) < 0.

Note que a classe das funções Pseudoinvexa-I está contida na classe das funções
Pseudoinvexa-II, pois a pseudoinvexidade-I é um caso particular de pseudoinvexidade-
II.

Na próxima seção as relações entre os conceitos vistos acima são demonstradas.

C.1.2 Relações entre convexidade e invexidade
As relações entre convexidade e invexidade são apresentadas e demonstradas na sequên-

cia.

Teorema C.15. Convexidade ⇒ Psudo-convexidade ⇒ Quasi-convexidade.

Demonstração. • Convexidade ⇒ Pseudo-convexidade
Seja f : Ω → R, Ω ⊂ Rn (aberto), f diferenciável e convexa. Assim, dado x ∈ Ω,
∀y ∈ Ω, temos que:

f(y)− f(x) ≥ ∇f(x)(y − x) (C.1)
Devemos mostrar que ∇f(x)(y− x) ≥ 0⇒ f(y) ≥ f(x). Logo se ∇f(x)(y− x) ≥ 0
temos que:

f(y)− f(x)
(C.1)︷︸︸︷
≥ ∇f(x)(y − x) ≥ 0

f(y)− f(x) ≥ 0
f(y) ≥ f(x)

Portanto f é Pseudo-convexa.

• Pseudo-convexidade ⇒ Quasi-convexidade
Seja f : Ω → R, Ω ⊂ Rn (aberto), f diferenciável e Pseudo-convexa. Assim dado
x ∈ Ω, ∀y ∈ Ω, temos que:

∇f(x)(y − x) ≥ 0⇒ f(y) ≥ f(x) (C.2)

Devemos mostrar que f(y) ≤ f(x)⇒ ∇f(x)(y − x) ≤ 0. Logo, se f(y) ≤ f(x) pela
contrapositiva de (C.2), temos que ∇f(x)(y−x) ≤ 0. Portanto, f é Quasi-convexa.
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Teorema C.16. Pseudo-convexidade ⇒ Invexidade.

Demonstração. Seja f : Ω → R, Ω ⊂ Rn (aberto), f diferenciável e Pseudo-convexa.
Assim dado u ∈ Ω, ∀y ∈ Ω, temos que: ∇f(x)(y − x) ≥ 0⇒ f(y) ≥ f(x). Pelo Teorema
C.4 temos que f é invexa se, e somente se, todo ponto estacionário é mínimo global.
Assim, suponha que x ∈ Ω seja ponto estacionário de f , ou seja, ∇f(x) = 0 e, assim,
temos que f(y) − f(x) ≥ 0, ou seja, f(y) ≥ f(x),∀y ∈ Ω, logo x é mínimo global de f .
Portanto, f é invexa.

Teorema C.17. A classe das funções Pseudo-invexas coincide com a classe das funções
invexas.

Demonstração. ⇒) Seja f : Ω→ R, Ω ⊂ Rn (aberto), f diferenciável e Pseudo-convexa.
Assim, dado x ∈ Ω existe η(y, x) : Ω× Ω→ Rn tal que:

∇f(x)η(y, x) ≥ 0⇒ f(y) ≥ f(x),∀x ∈ Ω (C.3)

Como u ∈ Ω é arbitrário, considere que x é um ponto estacionário, então∇f(x) = 0,
ou seja, ∇f(x)η(y, x) = 0,∀y ∈ Ω, satisfazendo (C.3). Assim, f(y) ≥ f(x),∀y ∈ Ω
o que implica que x é mínimo global. Portanto, f é invexa.

⇐) Seja f uma função invexa no aberto Ω ⊂ Rn, assim, dado x ∈ Ω existe η(y, x) :
Ω× Ω→ Rn tal que:

f(y)− f(x) ≥ ∇f(x)η(y, x), ∀y ∈ Ω. (C.4)

Devemos mostrar que ∇f(x)η(y, x) ≥ 0⇒ f(y) ≥ f(x).
Logo, se ∇f(x)η(y, x) ≥ 0 de (C.4), temos que

f(y)− f(x) ≥ ∇f(x)η(y, x) ≥ 0,∀y ∈ Ω
f(y)− f(x) ≥ 0,∀y ∈ Ω

f(y) ≥ f(x),∀y ∈ Ω

Portanto, f é Pseudo-invexa.

Teorema C.18. Quasi-convexidade⇒ Quasi-invexidade. Invexidade⇒ Quasi-invexidade.
As recíprocas não são verdadeiras.

Demonstração. • Quasi-convexidade ⇒ Quasi-invexidade
Seja f uma função quasi-convexa no aberto Ω ⊂ Rn, assim dado x ∈ Ω,

f(y) ≤ f(x)⇒ ∇f(x)(y − x) ≤ 0,∀y ∈ Ω (C.5)

Para mostrar que f é quasi-invexa em Ω ⊂ Rn, basta ver que existe,

η(y, x) : Ω× Ω → Rn

(y, x) → (y − x)

que satisfaz, f(y) ≤ f(x) ⇒ ∇f(x)η(y, x) = ∇f(x)(y − x) ≤ 0,∀y ∈ Ω. Portanto,
f é quasi-invexa.
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• Invexidade ⇒ Quasi-invexidade
Seja f uma função invexa em x ∈ Ω, assim ∀y ∈ Ω existe η(y, x) : Ω× Ω→ Rn tal
que:

f(y)− f(x) ≥ ∇f(x)η(y, x) (C.6)
Devemos mostrar que f(y) ≤ f(x)⇒ ∇f(x)η(y, x) ≤ 0.
Logo, se f(y) ≤ f(x) temos que f(y)− f(x) ≤ 0. Assim, de (C.6), temos que:

∇f(x)η(y, x) ≤ f(y)− f(x) ≤ 0.

Portanto, f é quasi-invexa.

A Figura C.2 mostra um esquema que facilita a visualização das implicações mostradas
anteriormente.

Figura C.2: Esquema de implicações entre os conjuntos de funções.

Fonte: (CERVELATI; MEDAR, 2006).

Todos os conceitos necessário para entender como o a invexidade pode ser útil no
estudo de problemas de Otimização Multiobjetivo(OM) foram apresentados. Na próxima
seção, garantias de otimalidade para problemas (OM) utilizando essa classe de funções
são descritas.

C.2 Problemas de otimização multiobjetivo e invexi-
dade

Nessa seção utiliza-se os novos tipos de funções baseadas em invexidade para problemas
de otimização multiobjetivo. Para isso considerando novamente o Problema de Otimização
Multiobjetivo (POM) dado por:

(POM) min F (x)
s.a. gi(x) 5 0, i = 1, . . . ,m.

x ∈ Ω,

em que Ω é um conjunto aberto do Rn, F = (f1, f2, . . . , fp) : Ω ⊆ Rn → Rp e G =
(g1, g2, . . . , gm) : Ω ⊆ Rn → Rm são diferenciáveis.

O objetivo é encontrar condições de otimalidade para o problema (POM), utilizando
as ideias das condições para problemas escalares, de modo a considerar uma classe de
funções que é caracterizada por ter cada ponto crítico como uma solução eficiente de
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(POM)(ou reslações de eficiência). Para isso, é necessário estender o tipo de funções KT-
invex , usar o ponto crítico e Kuhn-Tucker como condições de otimalidade para problemas
multiobjetivo (ARANA-JIMÉNEZ et al., 2008).

Definição C.19. (Ponto Crítico de Kuhn-Tucker): Um ponto factível, x̄ para (POM),
é dito ponto crítico de Kuhn-Tucker (PCKT) se existe λ ∈ Rp, µ ∈ Rm, tal que

λT∇F (x̄) + µ
T∇G(x̄) = 0

µTG(x̄) = 0
µ = 0
λ ≥ 0

Quando λ > 0, x̄ é dito ponto estrito de Kuhn-Tucker (SKT).

Alguns resultados para problemas de (OM) considerando invexidade,foram mostrados
em Egudo e Hanson (1987) e uma questão que ficou em aberto era encontrar uma classe
de funções que fosse possível verificar não apenas que um ponto crítico seja uma solução
eficiente, mas também que as funções sejam caracterizadas por isso. Então, alguns anos
depois, Osuna-Gómez, Beato-Moreno e Rufian-Lizana (1999) mostram que, para soluções
fracamente eficientes, essa busca foi resolvida pela classe KT-pseudoinvex-I, definida da
seguinte maneira (ARANA-JIMÉNEZ et al., 2008).

Definição C.20. (Problema KT-pseudoinvexo-I)
O problema (POM) é dito KT-pseudoinvexo-I se existe uma função η : Ω× Ω→ Rn

tal que ∀x1, x2 factível

F (x1)− F (x2) < 0⇒
{
∇F (x2)η(x1, x2) < 0
∇gj(x2)η(x1, x2) 5 0 ∀j ∈ I(x2),

em que I(x2) = {j : j = 1, . . . ,m tal que gj(x2) = 0}.

Como a classe das funções Pseudoinvexa-II contém a classe das funções Pseudoinvexa-
I, Arana-Jiménez et al. (2008) apresentam a seguinte definição para estudar a eficiência
de soluções de (POM) a partir das condições de otimalidade dos pontos de Kuhn-Tucker.

Definição C.21. (Problema KT-pseudoinvexo-II)
O problema (POM) é dito KT-pseudoinvexo-II se existe uma função η : Ω×Ω→ Rn

tal que ∀x1, x2 factível

F (x1)− F (x2) ≤ 0⇒
{
∇F (x2)η(x1, x2) < 0
∇gj(x2)η(x1, x2) 5 0 ∀j ∈ I(x2).

A partir das definições acima e do estudo do trabalho desenvolvido em Arana-Jiménez
et al. (2008), Arana-Jiménez e Salles-Neto (2017) apresentam um estudo considerando
problemas com a seguinte característica.

Definição C.22. (Problema parcial-i SKT-pseudoinvexo)
Dado i ∈ {1, . . . , p}, o problema (POM) é dito parcial-i SKT-pseudoinvexo em x̄ se

existe uma função η : Ω× Ω→ Rn tal que ∀x factível

F (x)− F (x̄) ≤i 0⇒
{
∇F (x̄)η(x, x̄) ≤ 0
∇gj(x̄)η(x, x̄) 5 0 ∀j ∈ I(x̄),

em que I(x̄) = {j : j = 1, . . . ,m tal que gj(x̄) = 0}.
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As demonstrações dos teoremas dadas a seguir apresentam a mesma estrutura, com
isso, apresenta-se a demonstração do Teorema C.25 que é utilizado para obter os resultados
da próxima seção. As demonstrações podem ser encontradas em Osuna-Gómez, Beato-
Moreno e Rufian-Lizana (1999), Arana-Jiménez et al. (2008), Arana-Jiménez e Salles-Neto
(2017), respectivamente.

Teorema C.23. Todo ponto de Kuhn-Tucker é uma solução fracamente eficiente para
(POM) se, e somente se, (POM) é KT-pseudoinvexoI.

Teorema C.24. Todo ponto de Kuhn-Tucker é uma solução eficiente para (POM) se, e
somente se, (POM) é KT-pseudoinvexoII.

Teorema C.25. Todo ponto estrito de Kuhn-Tucker é uma solução parcial-i eficiente
para (POM) se, e somente se, (POM) é parcial-i SKT-pseudoinvexo.

Demonstração. ⇒ ) Devemos mostrar que dado x∗ factível se tivermos F (x) ≤i F (x∗),
devemos garantir que o seguinte aconteça:{

∇F (x∗)η(x, x∗) ≤ 0
∇gj(x∗)η(x, x∗) 5 0 ∀j ∈ I(x∗), (C.7)

Como x∗ é factível temos dois casos:

– x∗ é parcial-i eficiente
Nesse caso não existe x factível tal que F (x) ≤i F (x∗), ou seja, não existe x
factível tal que F (x) − F (x∗) ≤i 0, portanto trivialmente (POM) é parcial-i
SKT-pseudoinvexo, pois não há a necessidade de garantir que (C.7) aconteça.

– x∗ não é parcial-i eficiente
Neste caso existe x factível tal que F (x) − F (x∗) ≤i 0, logo devemos mostrar
que (C.7) acontece. Como x∗ não é parcial-i eficiente, então x∗ não é ponto
estrito de Khun-Tucker por hipótese, ou seja, (C.8) não tem solução λ > 0 e
µ = 0

λT∇F (x̄) + µ
T∇G(x̄) = 0. (C.8)

Considerando o sistema (C.7) e o sistema (C.8), podemos aplicar o Teorema
de alternativa de Tucker (enunciado a seguir), assim como (C.8) não tem
solução, temos que (C.7) tem soulução. Portanto (POM) é parcial-i SKT-
Peseudoinvexo.

⇐) Seja x∗ um ponto estrito de Kuhn-Tucker, ou seja, ∃λ ∈ Rp, µ ∈ Rm tal que,
λT∇F (x∗) + µ

T∇G(x∗) = 0
µTG(x∗) = 0

µ = 0
λ > 0,

(C.9)

Suponha que (POM) é parcial-i SKT-Pseudoinvexo em x∗, ou seja, existe uma
função η : Ω× Ω→ Rn tal que ∀x factível ∃i ∈ {1, . . . , p} tal que,

F (x)− F (x∗) ≤i 0⇒
{
∇F (x∗)η(x, x∗) ≤ 0
∇gj(x∗)η(x, x∗) 5 0 ∀j ∈ I(x∗), (C.10)
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Suponha por absurdo que x∗ não é uma solução parcial-i eficiente para (POM),
então existe x̄ factível tal que, F (x̄) ≤i F (x∗)⇒ F (x̄)− F (x∗) ≤i 0. Multiplicando
a primeira desigualdade do lado direito da implicação (C.10) por λ, segue que,

λT∇F (x∗)η(x̄, x∗) ≤ 0, por (C.9) temos que λT∇F (x∗) = −µT∇G(x∗)

⇒ −µT∇G(x∗)η(x̄, x∗) ≤ 0,

⇒ ∇G(x∗)η(x̄, x∗) ≥ 0 Absurdo!(por (C.10)) .

Portanto, x∗ é parcial-i eficiente para (POM).

C.3 Problema auxiliar para o PCEB (Setup)
As condições de otimalidade baseadas em pontos de Kuhn-Tucker são aplicadas para

problemas contínuos de otimização, assim essas condições de otimalidade não podem ser
aplicadas diretamente no problema de corte biobjetivo discreto (PCEB). Com isso, é
proposto um problema multiobjetivo auxiliar contínuo em Arana-Jiménez e Salles-Neto
(2017) dado por:

(PCEBaux)M min ϕ(x) = (ϕ1(x), ϕ2(x)) =
 n∑
j=1

xj,
n∑
j=1

φ(xj)


s.a. xj ∈ Xaux,

em que, φ(xj) =


0, xj < 0

(M + 1)sen2(πxj), 0 6 xj <
1
2

1 + (M)sen2(πxj), xj > 1
2

, em que ∀M ∈ R,M > 0,

Xaux = {x ∈ Rn, x = 0 :
n∑
j=1

ajixj − di = 0, i = 1, . . . ,m}.

Proposição C.26. Para x ∈ Nn, min ϕ2(x) = min ψ2(x).

Demonstração. Primeiro note que:

min ϕ2(x) =
n∑
j=1

min φ(xj).

Fazendo xj = t, calculando os pontos críticos de φ(t).

φ
′(t) =


0, t < 0

2π(M + 1)sen(πt)cos(πt), 0 6 t < 1
2

2π(M)sen(πt)cos(πt), t > 1
2

φ
′(t) = 0⇔ 2π(M)sen(πt)cos(πt) = 0 ou t = 0

sen(πt) = 0 ou cos(πt) = 0

πt = kπ, k ∈ Z+ ou πt = π

2 + kπ, k ∈ Z+

t1 = k, k ∈ Z+ ou t2 = 1
2 + k, k ∈ Z+
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Temos então que os pontos críticos são t0 = 0, t1 = k e t2 = 1
2 + k, k ∈ Z+. Para verificar

se os pontos encontrados são de máximo ou de mínimo, precisa-se calcular a segunda
derivada:

φ
′′(t) =


0, t < 0

2π2(M + 1)(cos2(πt)− sen2(πt)), 0 6 t < 1
2

2π2(M)(cos2(πt)− sen2(πt)), t > 1
2

E, temos que:

i) φ′′(t0) = 2π2(M + 1) > 0, t0 é ponto de mínimo;

ii) φ′′(t1) = 2π2(M)(cos2(πk)− sen2(πk)) = 2π2(M)(−1)2k = 2π2(M) > 0, t1 é ponto
de mínimo;

iii) φ′′(t2) = 2π2(M)(cos2((1
2 + k)π) − sen2((1

2 + k)π)) = 2π2(M)(−((−1)2k+1)2) =
−2π2(M) < 0, t2 é ponto de máximo.

Assim, quando t = k, k ∈ N, temos que φ(t) = 1, logo

ϕ2(x) =
n∑
j=1

φ(xj) = ψ2(x)

quando xj ∈ N.
O gráfico da função φ(t) está representado na Figura C.3 (obtida usando o software

livre GeoGebra).

Figura C.3: Gráfico da função φ(t) com M = 50.

Fonte: Elaborado pela autora.

Os resultados a seguir envolvendo o problema (PCEB) e o problema (PCEBaux)M são
demonstrados em Arana-Jiménez e Salles-Neto (2017). As demonstrações são omitidas
porque na próxima seção são demonstradas esses mesmos resultados considerando outro
problema auxiliar, sendo assim as demonstrações seguem a mesma estrutura.

Teorema C.27. Seja M ∈ R, M > 0, e x∗ ∈ Zn um ponto factível de (PCEBaux)M .
Se x∗ é uma solução parcial-1 eficiente de (PCEBaux)M , então x∗ é solução parcial-1
eficiente de (PCEB).
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Teorema C.28. Seja M ∈ R, M > 0, e x∗ ∈ Zn um ponto factível de (PCEBaux)M ,
então (PCEBaux)M é parcial-1 SKT-pseudoinvexo em x∗.

Teorema C.29. Seja M ∈ R, M > 0, e x∗ ∈ Zn um ponto factível de (PCEBaux)M .
Se x∗ é um ponto estrito de Kuhn-Tucker de (PCEBaux)M , então x∗ é solução parcial-1
eficiente de (PCEB).

A seguir apresenta-se o exemplo proposto em Arana-Jiménez e Salles-Neto (2017),
que mostra como obter soluções parciais-1 eficientes utilizando os resultados apresentados
acima.

Na próxima seção propõe-se um problema auxiliar para o problema de corte, conside-
rando como critérios de otimização, a minimização do número total de objetos cortados
e minimização do número total de ciclos da serra.

C.4 Problema auxiliar para o PCEBc (ciclos)
Baseado na abordagem da seção anterior o problema auxiliar proposto para o problema

(PCEBc) é dado por:

(PCEBauxc)M min ϕ(x) = (ϕ1(x), ϕ3(x)) =
 n∑
j=1

xj,
n∑
j=1

φ2(xj)


s.a. xj ∈ Xaux,

em que, φ2(xj) =


0, t < 0

(M + 1)sen2(πxj), 0 6 xj <
1
2

xjc+ (M)sen2(πxj), xj > 1
2

, em que ∀M ∈ R,M > 0,

Xaux = {x ∈ Rn, x = 0 :
n∑
j=1

ajixj − di = 0, i = 1, . . . ,m}.

Proposição C.30. Para x ∈ Nn e M suficientemente grande, min ϕ3(x) = min ψ3(x).

Demonstração. Note que:

min ϕ3(x) =
n∑
j=1

min φ2(xj)

Fazendo xj = t, e considerando M suficientemente grande, deve-se calcular os pontos
críticos de φ2(t).

φ
′

2(t) =


0, t < 0

2π(M + 1)sen(πt)cos(πt), 0 6 t < 1
2

c+ 2π(M)sen(πt)cos(πt), t > 1
2

φ
′

2(t) = 0⇔ c+ 2π(M)sen(πt)cos(πt) = 0 ou t = 0

2sen(πt)cos(πt) = −c
Mπ

sen(2πt) = −c
Mπ
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t1 =
2πk − sen−1

(
c

Mπ

)
2π , k ∈ Z+ ou t2 =

2πk + π + sen−1
(

c

Mπ

)
2π , k ∈ Z+

Temos então que os pontos críticos são t0 = 0, t1 e t2. Para verificar se os pontos são de
máximo ou de mínimo, precisa-se calcular a segunda derivada:

φ
′′(t) =


0, t < 0

2π2(M + 1)(cos2(πt)− sen2(πt)), 0 6 t < 1
2

2π2(M)(cos2(πt)− sen2(πt)), t > 1
2

Assim temos que:

i) φ′′2(t0) = 2π2(M + 1) > 0, t0 é ponto de mínimo;

ii)

φ
′′

2(t1) = 2π2(M)cos
(

2kπ − sen−1
(

c

Mπ

))
φ
′′

2(t1) = 2π2(M)
(
cos(2kπ)cos

(
sen−1

(
c

Mπ

))
+ sen(2kπ)sen

(
sen−1

(
c

Mπ

)))
φ
′′

2(t1) = 2π2(M) cos(2kπ)︸ ︷︷ ︸
1

cos
(
sen−1

(
c

Mπ

))
︸ ︷︷ ︸

>0

> 0

Logo t1 é ponto de mínimo;

iii)

φ
′′

2(t2) = 2π2(M) cos
(

(2k + 1)π + sen−1
(

c

Mπ

))
︸ ︷︷ ︸

∗

φ
′′

2(t2) = 2π2(M) cos((2k + 1)π)︸ ︷︷ ︸
−1

cos
(
sen−1

(
c

Mπ

))
︸ ︷︷ ︸

>0

< 0

∗ =
(
cos((2k + 1)π)cos

(
sen−1

(
c

Mπ

))
− sen((2k + 1)π)sen

(
sen−1

(
c

Mπ

)))
Logo, t2 é ponto de máximo;

Assim, quando t1 =
2πk − sen−1

(
c

Mπ

)
2π , k ∈ Z+, temos que :

φ2(t1) = c

2kπ − sen−1
(

c

Mπ

)
2π

+Msen2

2kπ − sen−1
(

c

Mπ

)
2

 .

Precisa-se analisar o comportamento da expressão sen−1
(

c

Mπ

)
para M suficientemente

grande. Da continuidade da função sen−1, temos que:

lim
M→∞

sen−1
(

c

Mπ

)
= sen−1

(
lim
M→∞

c

Mπ

)
= sen−10 = 0 (C.11)
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Considerando c = 5 e M = 100, podemos perceber que φ2(t1) fica próximo do valor ck,
com k ∈ Z+, de fato,

φ2(t1) = 5

2kπ − sen−1
( 5

100π

)
2π

+M sen2

2kπ − sen−1
( 5

100π

)
2


︸ ︷︷ ︸

∼=0,0000633

φ2(t1) = 5k −
5sen−1

( 5
100π

)
2π︸ ︷︷ ︸

∼=0,01267

+100(0, 00633)

φ2(t1) = 5k − 0, 00633703

Dado que sen−1
( 5

100π

)
∼= 0, 015916rad. Portanto, quanto maior o valor deM , temos

que φ2(t) ∼= 5k, ou seja, para k ∈ N e M suficientemente grande ϕ3 = ψ3.
O gráfico da função φ2(t) está representado na Figura C.4 (obtida usando o software

livre GeoGebra).

Figura C.4: Gráfico da função φ2(t) com c = 5 e m = 100.

Fonte: Elaborado pela autora.

Nos Teoremas C.31, C.32 e C.33 mostra-se que os resultados apresentados na Seção
4.1 também são válidos com as devidas adaptações envolvendo o problema (PCEBc) e o
problema (PCEBauxc)M .

Teorema C.31. Seja M ∈ R, M > 0 (Suficientemente grande), e x∗ ∈ Zn um ponto
factível de (PCEBauxc)M . Se x∗ é uma solução parcial-1 eficiente de (PCEBauxc)M ,
então x∗ é solução parcial-1 eficiente de (PCEBc).

Demonstração. Seja M > 0 suficientemente grande e x∗ ∈ Zn uma solução parcial-1
eficiente para (PCEBauxc)M . Supondo que x∗ não é solução parcial-1 eficiente para o
problema (PCEBc). Ou seja, existe x̄ ∈ X tal que (ψ1(x̄), ψ3(x̄)) 61 (ψ1(x∗), ψ3(x∗))

Como x∗ ∈ Zn e x∗ ∈ Xaux, temos que x∗ ∈ X, ou seja, x∗ é factível para (PCEBc),
assim temos, pela Proposição C.30, que

ϕ3(x∗) = ψ3(x∗) e ϕ3(x̄) = ψ3(x̄).
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Então,

(ϕ1(x̄), ϕ3(x̄)) = (ψ1(x̄), ψ3(x̄)) 61 (ψ1(x∗), ψ3(x∗)) = (ϕ1(x∗), ϕ3(x∗)),

ou seja, (ϕ1(x̄), ϕ3(x̄)) 61 (ϕ1(x∗), ϕ3(x∗)), que é um absurdo, pois x∗ é solução parcial-1
eficiente para (PCEBauxc)M por hipótese. Portanto, x∗ é uma solução parcial-1 eficiente
para (PCEBc).

Teorema C.32. Seja M ∈ R, M > 0 (Suficientemente grande), e x∗ ∈ Zn um ponto
factível de (PCEBauxc)M , então (PCEBauxc)M é parcial-1 SKT-pseudoinvexo em x∗.

Demonstração. Seja x∗ um ponto factível para (PCEBauxc)M , com M ∈ R+ suficiente-
mente grande. Observe que:

∇ϕ1(x) = ( 1 1 . . . 1 ) e ∇ϕ2(x) = ( φ′(x1) φ
′(x2) . . . φ

′(xx) )

em que

φ
′

2(xj) =


0, xj < 0

2π(M + 1)sen(πxj)cos(πxj), 0 6 xj <
1
2

c+ 2π(M)sen(πxj)cos(πxj), xj > 1
2

Como x ∈ Zn, temos que φ′2(xj) =
{

0, xj = 0
c, xj > 1

2
Seja g = (g1, . . . , gm, gm+1, . . . , gm+n) : Rn → Rm+n uma função definida como:

gi(x) =
{
di −

∑
aijxj, i = 1, . . . ,m

−xi−m, i = m+ 1, . . . ,m+ n

Com isso, o conjunto factível de (PCEBauxc)M é definido como

Xaux = {x ∈ Rn : gi(x) 5 0, i = 1, . . . ,m+ n}

Para provar que (PCEBauxc)M é parcial-1 SKT-Pseudoinvexo, supondo que exista x̄ ∈
Xaux tal que ϕ(x̄) 61 ϕ(x∗).

Sob essa hipótese, temos que encontrar η : Rn × Rn → Rn tal que{
∇ϕ(x∗)η(x̄, x∗) 6 0

∇gi(x∗)η(x̄, x∗) 5 0, i ∈ I(x∗) (C.12)

em que I(x∗) = {i = 1, . . . ,m+ n : gi(x∗) = 0}. Observe que,

∇gi(x∗) = (−ai1, . . . ,−ain), i = 1, . . . ,m
∇gm+1(x∗) = (−1, 0, . . . , 0)
∇gm+2(x∗) = (0,−1, . . . , 0)

...
∇gm+n(x∗) = (0, 0, . . . ,−1)

Por hipótese ϕ(x̄) 61 ϕ(x∗), então temos que ϕ1(x̄) < ϕ1(x∗). Definindo η(x̄, x∗) = x̄−x∗,
devemos mostrar que:
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i) ∇ϕ(x∗)η(x̄, x∗) ≤ 0

De fato,

Para i = 1, temos que

∇ϕ1(x∗)η(x̄, x∗) = ( 1 1 · · · 1 )


x̄1 − x∗1

...
x̄n − x∗n

 = ∑n
j=1 x̄j − x∗j < 0

Para i = 2, temos que

∇ϕ3(x∗)η(x̄, x∗) = ( φ′(x1) φ
′(x2) · · · φ

′(xn) )


x̄1 − x∗1

...
x̄n − x∗n

 ≤ 0

ii) Se i = 1, · · · ,m e i ∈ I(x∗), então

∇gi(x∗)η(x̄, x∗) =
n∑
j=1
−aij(x̄j − x∗j), i = 1, · · · ,m

=
n∑
j=1
−aijx̄j + aijx

∗
j , i = 1, · · · ,m

=
n∑
j=1
−aijx̄j + di, i = 1, · · · ,m

≤ 0

Se i = m+ 1, · · · ,m+ n e i ∈ I(x∗), então gi(x∗) = 0, ou seja, η(x̄, x∗) = x̄. Logo,

∇gi(x∗)η(x̄, x∗) = −x̄i ≤ 0, i = m+ 1, · · · ,m+ n.

Consequentemente, temos que a função η definida por η(x̄, x∗) = x̄ − x∗ satisfaz
(C.12) e portanto (PCEBauxc)M é parcial-1 SKT-Pseudoinvexo.

Teorema C.33. Seja M ∈ R, M > 0 (Suficientemente grande), e x∗ ∈ Zn um ponto
factível de (PCEBauxc)M . Se x∗ é um ponto estrito de Kuhn-Tucker de (PCEBauxc)M ,
então x∗ é solução parcial-1 eficiente de (PCEBc).

Demonstração. Seja M ∈ R+ suficientemente grande e x∗ ∈ Zn um ponto estrito de
Kuhn-Tucker para (PCEBauxc)M . Como (PCEBauxc)M é parcial-1 SKT-Pseudoinvexo
pelo Teorema C.32 temos que x∗ é solução parcial-1 eficiente para (PCEBauxc)M pelo
Teorema C.25. Finalmente pelo Teorema C.31 temos que x∗ é solução parcial-1 eficiente
para (PCEBc).
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Exemplo 1 (Ciclos da serra)
Considere o seguinte problema de corte de estoque:

min ψ(x) = (ψ1(x), ψ3(x)) =
 4∑
j=1

xj,
4∑
j=1

⌈
xj
c

⌉ (C.13)

s.a. 6x1 + 5x2 ≥ 102
2x3 + x4 ≥ 200
x2 + 2x3 + 3x4 ≥ 150
x1, x2, x3, x4 ∈ N.

Escrevendo o problema auxiliar associado ao problema (C.13), com M = 100 e c = 5:

min ϕ(x) = (ϕ1(x), ϕ3(x)) =
 4∑
j=1

xj,
4∑
j=1

φ2(xj)


s.a. −6x1 − 5x2 + 102 ≤ 0
−2x3 − x4 + 200 ≤ 0
−x2 − 2x3 − 3x4 + 150 ≤ 0
−x1 ≤ 0
−x2 ≤ 0
−x3 ≤ 0
−x4 ≤ 0

Deve-se mostrar que o ponto factível x∗ = (17, 0, 100, 0) é um ponto estrito de Kuhn-
Tucker. Para isso, devemos mostrar que existem µ = 0 e λ > 0 tal que:{

λT∇F (x∗) + µ
T∇G(x∗) = 0

µTG(x∗) = 0 (C.14)

Considerando F (x) = ϕ(x) e G(x) as restrições de atendimento à demanda e não
negatividade das variáveis em (C.14) temos que,

∇ϕ(x) =
(
∇ϕ1(x)
∇ϕ2(x)

)
onde, ∇ϕ1(x) = ( 1 1 1 1 ) e ∇ϕ2(x) = ( φ′(x1) φ

′(x2) φ
′(x3) φ

′(x4) )

∇G(x) =



∇g1(x)
∇g2(x)
∇g3(x)
∇g4(x)
∇g5(x)
∇g6(x)
∇g7(x)


em que,



∇g1(x) = ( −6 −5 0 0 )
∇g2(x) = ( 0 0 −2 −1 )
∇g3(x) = ( 0 −1 −2 −3 )
∇g4(x) = ( −1 0 0 0 )
∇g5(x) = ( 0 −1 0 0 )
∇g6(x) = ( 0 0 −1 0 )
∇g7(x) = ( 0 0 0 −1 )

Substituindo as derivadas acima em (C.14), obtemos o seguinte sistema:

( λ1 λ2 )
(

1 1 1 1
5 0 5 0

)
+ ( µ1 µ2 µ3 µ4 µ5 µ6 µ7 )


−6 −5 0 0
0 0 −2 −1
0 −1 −2 −3
−1 0 0 0
0 −1 0 0
0 0 −1 0
0 0 0 −1

 = 0

( µ1 µ2 µ3 µ4 µ5 µ6 µ7 )


0
0
−50
−17

0
−100

0

 = 0

λ > 0, µ = 0

(C.15)
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A solução de (C.4) é: 

λ1

λ2

µ1

µ2

µ3

µ4

µ5

µ6

µ7



=



3
50
µ4 −

3
2
µ5 −

33
4
µ6 +

5
2
µ7

71
250

µ4 −
3
10
µ5 +

3
20
µ6 +

1
10
µ7

2
25
µ4 −

1
2
µ5 −

5
4
µ6 +

1
2
µ7

27
25
µ4 −

3
2
µ5 −

9
4
µ6 +

3
2
µ7

−
17
50
µ4 − 2µ6

µ4

µ5

µ6

µ7



(C.16)

Fixando µ4 = 0, µ5 = 1, µ6 = 0 e µ7 = 4, obtemos

λ∗ =
(17

2 ,
1
10

)
, µ∗ =

(3
2 ,

9
2 , 0, 0, 1, 0, 4

)
.

Portanto, x∗ é um ponto estrito de Kuhn-Tucker e, pelo Teorema C.33, é uma solução
parcial-1 eficiente para o problema de corte de estoque (C.13).

Nesse estudo podemos ver que essa abordagem pode ser útil para classificar soluções
factíveis obtidas por métodos heurísticos e assim obter uma aproximação da Fronteira de
Pareto. Na próxima seção algumas direções para melhorar essa abordagem são discutidas.

C.5 Conclusões
Alguns estudos que podem ser feitos para melhorar a abordagem de solução para

PCEBc propostas nesse capítulo são discutidas nessa seção. As propostas são baseadas em
maneiras de resolver o sistema (C.14) admitindo que a solução factível x seja desconhecida.
Nesse caso é necessário resolver o seguinte sistema de equações não lineares.

λ1 + φ
′
2(x1)λ2 − 6µ1 − µ4 = 0

λ1 + φ
′
2(x2)λ2 − 5µ1 − µ3 − µ5 = 0

λ1 + φ
′
2(x3)λ2 − 2µ2 − 2µ3 − µ6 = 0

λ1 + φ
′
2(x4)λ2 − µ2 − 3µ3 − µ7 = 0

µ1(−6x1 − 5x2 + 102) + µ2(−2x3 − x4 + 200) + µ3(−x2 − 2x3 − 3x4 + 150)−
−µ4x1 − µ5x2 − µ6x3 − µ7x4 = 0

λ > 0, µ = 0, x ∈ Z
(C.17)

Algumas observações relacionadas com o sistema (C.17) são :

Observação C.34. Observe que:

• O Exemplo C.4 apresenta apenas alguns padrões de corte que compõem as restri-
ções, assim a solução seria melhorada se introduzirmos outros padrões de corte nas
restrições.
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• A presença da função φ′2(x) no sistema que depende das variáveis agora consideradas
incógnitas e dificulta a resolução do sistema.

• A solução do sistema não necessariamente é factível, então seria necessário adicionar
as restrições do problema.

Com base nessas observações são citadas algumas maneiras de resolver o sistema (C.17)
incluindo as restrições do problema para o (PCEBc) :

Proposta 1: Trabalhar com padrões de corte conhecidos a priori utilizando uma aproximação da
função φ′2(x). Para isso, devemos verificar se essa aproximação não afeta os teoremas
mostrados na seção anterior.

Proposta 2: Dado uma matriz inicial de padrões de corte, realizar um procedimento iterativo
que resolve o sistema (C.17), recupera o multiplicador µ associado as restrições, e
gera uma nova coluna a cada iteração.

Proposta 3: Usar Gilmore e Gomory para gerar soluções e utilizar os sistema (C.17) para testar
a qualidade das soluções.

Proposta 4: Em Florentino et al. (2019) é proposta uma metodologia para obter soluções factíveis
para sistemas de equações lineares e não lineares baseada em Programação por
Metas. Essa abordagem pode ser usada para comparar os resultados obtidos nas
outras propostas.

Proposta 5: A metodologia proposta até agora pode ser aplicada para resolver o PCE nos ca-
sos unidimensional e bidimensional. A alteração necessária se dá no processo de
obtenção dos padrões de corte.


