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RESUMO 

 

Os esforços para o aprimoramento das atividades relacionadas à Cadeia de Suprimentos, 

incluindo o Transporte de Cargas, têm se concentrado em reduzir os custos e amenizar os 

efeitos das incertezas do mercado. A Simulação Monte Carlo trata-se de uma ferramenta 

amplamente utilizada para trabalhar as incertezas em problemas de tomada de decisão, e 

quando combinada com técnicas de otimização gera um procedimento encontrado na 

literatura como Otimização via Simulação Monte Carlo. As contribuições deste trabalho 

incluem a consideração das incertezas, por meio da OvSMC, na redução dos custos 

relacionados ao Transporte de Cargas e o desenvolvimento de função empírica que representa 

os custos com transporte em uma empresa do segmento de autopeças. Foi possível concluir 

que há vantagens na aplicação da OvSMC na determinação de parâmetros envolvidos no 

Transporte de Cargas no setor de autopeças, possibilitando redução de custos. 

 

PALAVRAS-CHAVE: Cadeia de suprimentos. Transporte de cargas. Regressão linear 

múltipla. Otimização via simulação Monte Carlo. 



 
 

ABSTRACT 

 

The efforts to improve Supply Chain activities, including Freight Transportation, have 

focused on reducing costs and mitigating the effects of market uncertainties. Monte Carlo 

Simulation is a widely used tool to deal with uncertainties in decision-making problems, and 

when combined with optimization techniques it generates a procedure found in the literature 

as Optimization via Monte Carlo Simulation. The contributions of this work include the 

consideration of the uncertainties, through OvSMC, in the reduction of the costs related to 

Freight Transportation and the development of an empirical function that represents the 

transportation costs in a company of the auto parts segment. It was possible to conclude that 

there are advantages in the application of OvSMC in the determination of parameters involved 

in Freight Transportation in the auto parts sector, thus allowing cost reduction. 

 

KEYWORDS: Supply chain. Freight transportation. Linear multiple regression. Optimization 

via Monte Carlo simulation. 
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1 INTRODUÇÃO  

 

Este capítulo apresenta contém a contextualização, justificativa e relevância científica, 

questões de pesquisa e objetivos, delimitação, materiais e procedimento metodológico e uma 

breve apresentação a estrutura do trabalho. 

 

1.1 CONTEXTUALIZAÇÃO 

 

A complexidade do ambiente econômico global vem crescendo nos últimos anos, 

fazendo-se necessária uma melhor tratativa das informações relacionadas à Cadeia de 

Suprimentos (CS). Por esse motivo, as organizações têm adotado novas abordagens para a 

obtenção e utilização destas informações em seu planejamento (ALI et al., 2017). 

Nesse contexto, deve-se considerar que a movimentação de mercadorias entre os 

agentes econômicos que as produzem e que as consomem só é possível quando há 

disponibilidade de redes de transporte, fato que torna o Transporte de Cargas (TC) um 

componente importante para CS (HOLGUÍN-VERAS et al., 2016). 

Segundo Demir et al. (2014), há uma tendência de que, em um nível regional, uma 

parcela significativa das redes de transporte seja composta pelo modal rodoviário. Muñoz-

Villamizar et al. (2018) comentam que o sucesso desta atividade é essencial para o 

crescimento econômico de cidades, regiões e países. 

No Brasil, o TC rodoviário é uma atividade desafiadora, devido à falta de planejamento 

e à escassez de dados de apoio à tomada de decisão, mesmo que esses fatores possuam valor 

fundamental para o sucesso das operações (OLIVEIRA et al, 2018). 

A partir da década de 2010, os esforços para o aprimoramento das atividades 

relacionadas à CS, incluindo o TC, concentraram-se em reduzir os custos (DEMIR et al, 

2014) e amenizar os efeitos das incertezas do mercado (ALI et al., 2017). 

Miranda et al. (2017) afirmam que uma alternativa amplamente utilizada para se 

trabalhar as incertezas em problemas de tomada de decisão é a simulação. A simulação 

estocástica, segundo Lee et al. (2013), é uma ferramenta para a descrição e análise de sistemas 

complexos, sendo utilizada em diversas áreas como, por exemplo, transporte, manufatura e 

telecomunicações. 

Nesse sentido, a Simulação Monte Carlo (SMC) é uma técnica de simulação estocástica 

que parte do pressuposto de que os parâmetros de um modelo são variáveis aleatórias que 

podem ser representadas por distribuições de probabilidade e geração de números 
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pseudoaleatórios (ARUNRAJ et al., 2013). Tal técnica pode ser utilizada em problemas de 

otimização, como forma de considerar as consequências de incertezas na resolução desses 

problemas (KROESE et al., 2011). 

A combinação da SMC com técnicas de otimização dá origem à um procedimento 

citado na literatura como Otimização via Simulação Monte Carlo (OvSMC) (SILVA et al., 

2014), que será aplicado neste trabalho em um problema de redução de custos no TC. 

 

1.2 JUSTIFICATIVAS E RELEVÂNCIA CIENTÍFICA 

 
A Modelagem e Simulação, como afirmam Diallo et al. (2017), é uma disciplina que 

fornece suporte à resolução de problemas de diversas áreas, sendo uma aliada em boa parte 

dos campos da ciência e engenharia. Miranda et al. (2017) acrescenta que esse campo de 

estudo vem sendo muito explorado pelo mercado, o que se torna evidente com o aumento da 

disponibilidade de softwares de simulação que vêm acompanhados de rotinas de otimização. 

Nesta linha, Fávero (2015) comenta que as técnicas de regressão estão entre as mais 

utilizadas em análise de dados, pois permitem estudar as relações entre o comportamento de 

um fenômeno específico e as variáveis potencialmente preditoras do fenômeno.  

Montgomery et al. (2012) ressaltam que o uso bem-sucedido da regressão requer não 

somente um bom embasamento teórico, como conhecimento prático dos problemas reais nos 

quais se aplicam essas técnicas. 

O método OvSMC permite adequar funções matemáticas para a representação de 

problemas reais, sendo adequado à solução de problemas com função objetivo e restrições 

complexas, com variáveis contínuas ou discretas e muitos ótimos locais (LIU et al., 2010; 

KROESE et al. 2011; CONWAY & ANGALINE, 2017). 

Contudo, como comentam Ehrgott et al. (2014), tratando-se de simulação e otimização, 

a distância que separa a teoria da prática é consideravelmente grande, uma vez que é 

desafiadora a aplicação de modelos, conceitos e técnicas em problemas reais. 

Na mesma linha do que foi apresentado anteriormente, buscou-se evidenciar a 

relevância dos temas estudados por meio de uma pesquisa na base de dados Web of Science. 

Para tal, utilizou-se as palavras-chaves “Supply Chain”, “Freight Transportation”, 

“Uncertainty”, “Optimization”, “Monte Carlo Simulation” e “Optimization via Monte Carlo 

Simulation”. 

Adotaram-se ainda filtros para que a pesquisa se concentrasse em títulos, palavras-

chaves e resumos de “Articles” e “Proceedings Papers” publicados nos últimos 20 anos. A 
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pesquisa gerou os resultados apresentados na Tabela 1, na qual é possível observar o número 

de publicações e citações para cada palavra-chave e suas combinações. 

 

Tabela 1 – Relatório do número de publicações e citações (1999 a 2018) 

Item Palavra-Chave Publicações Citações 

1 "Supply Chain" 44.445 460.511 

2 "Freight Transportation" 2.933  18.859 

3 “Optimization” and “Monte Carlo Simulation” 3.987 44.834 

4 "Optimization via Monte Carlo Simulation" 596 9.198 

5 "Supply Chain” and “Freight Transportation" 385 4.318 

6 "Supply Chain" and "Freight Transportation" 
and "Optimization" 90 946 

7 "Supply Chain" and "Freight Transportation" 
and "Uncertainty" 26 245 

8 "Supply Chain" and  
"Optimization” and “Monte Carlo Simulation" 30 283 

9 "Freight Transportation" and  
"Optimization” and “Monte Carlo Simulation" 3 11 

10 
"Supply Chain" and "Freight Transportation" 

and "Optimization” and “Monte Carlo 
Simulation" 

0 0 

Fonte: Web of Science (2018). 

 

No Item 1, observa-se um resultado de 44.445 publicações e 460.511 citações para a 

palavra-chave “Supply Chain”. No Item 2, observa-se que ao pesquisar a palavra chave 

“Freight Transportation” a base de dados retornou um número de 2.933 publicações e 18.859 

citações. 

O Item 3 contém os resultados da associação das palavras-chaves "Optimization” e 

“Monte Carlo Simulation" (3.987 publicações e 44.834 citações), sua evolução no número de 

publicações e citações ao longo dos anos está contida nas Figuras 1 e 2, respectivamente, nas 

quais fica evidente um crescente interesse pelo tema.  
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Figura 1 - Número de publicações sobre "Optimization" and "Monte Carlo Simulation" 

 
Fonte: Web of Science (2018). 

 

Figura 2 - Número de citações sobre "Optimization" and "Monte Carlo Simulation" 

 
Fonte: Web of Science (2018). 

 

No item 4, observa-se que para a palavra-chave “Optimization via Monte Carlo 

Simulation” o resultado da pesquisa é de 596 publicações e 9.198 citações. Utilizando a 

mesma palavra-chave obteve-se a Figura 3, na qual é possível observar um mapeamento do 

número de publicações por área de interesse, sendo que as áreas Operantions Research 

Management Science, Statistics Probability e Engineering Industrial são contempladas por 

este trabalho. A Figura 4 mostra a evolução no número de publicações e a Figura 5 a evolução 

no número de citações, ambas sobre “Optimization via Monte Carlo Simulation” e crescentes 

no período observado. 
 

50% das publicações 
entre 2014 e 2018 
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Figura 3 – Mapeamento das citações sobre "Optimization via Monte Carlo Simulation" 

 
Fonte: Web of Science (2018). 

 

Figura 4 – Número de publicações sobre "Optimization via Monte Carlo Simulation" 

 
Fonte: Web of Science (2018). 
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Figura 5 – Número de citações sobre "Optimization via Monte Carlo Simulation" 

 
Fonte: Web of Science (2018). 

 

Ao se combinar as palavras-chaves "Supply Chain” e “Freight Transportation", no 

Item 5, obteve-se 385 publicações e 4.318 citações e a evolução dos mesmos números nas 

últimas duas décadas (Figura 6 e Figura 7). Corroborando com o tópico de contextualização, 

as Figuras 6 e 7 mostram a relevância da relação entre CS e TC, que vem sendo cada vez mais 

explorada. 

  

Figura 6 – Número de publicações sobre "Supply Chain” and “Freight Transportation" 

 
Fonte: Web of Science (2018) 
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Figura 7 – Número de citações sobre "Supply Chain” and “Freight Transportation" 

 
Fonte: Web of Science (2018) 

 

Ao analisar os itens 6, 7 e 8, é possível entender que há interesse no estudo de “Supply 

Chain” e “Freight Transportation” associados à “Uncertainty”, “Optimization” e “Monte 

Carlo Simulation”. Contudo, como fica visível nos itens 9 e 10, que existem oportunidades de 

pesquisa combinando “Freight Transportation”, “Optimization” e “Monte Carlo 

Simulation” (3 publicações) e “Supply Chain”, “Freight Transportation”, “Optimization” e 

“Monte Carlo Simulation” (nenhuma publicação). 

  

1.3 QUESTÕES DE PESQUISA E OBJETIVOS 

 

Compreendido o contexto no qual se insere este trabalho e suas justificativas, foi 

possível levantar as seguintes questões: 

 Como aplicar a OvSMC em problemas de redução de custos no TC? 

 Como desenvolver uma função empírica que represente adequadamente o 

comportamento dos custos com TC de uma empresa do segmento de autopeças? 

 

O objetivo geral deste trabalho foi aplicar a OvSMC na redução dos custos relacionados 

ao TC. Os objetivos específicos são: 

 Desenvolver uma função empírica que represente adequadamente os custos 

com TC de uma empresa do segmento de autopeças; 

 Propor uma ajustagem dos parâmetros vinculados ao processo de TC, de forma 

a reduzir os custos. 

 Validar estatisticamente os resultados gerados pela OvSMC. 
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1.4 DELIMITAÇÃO 

 

Os dados utilizados neste trabalho foram extraídos da base de dados de uma empresa do 

segmento de autopeças e referem-se ao transporte de cargas. Os critérios utilizados para a 

escolha do objeto de estudo foram baseados na localidade da empresa, de fácil acesso, e na 

exequibilidade, por possuir sistema de coleta de dados e permitir o acesso aos mesmos. 

 

1.5 MATERIAIS E PROCEDIMENTO METODOLÓGICO 

 

As informações sobre a CS e o TC, registros e controle de processos, foram obtidas por 

meio do sistema ERP da empresa objeto de estudo. Para a coleta e tratamento de dados, tal 

como para a aplicação dos métodos quantitativos, foram utilizados os seguintes materiais: 

 Ms-Excel®: utilizado para o tratamento dos dados e para a modelagem do 

problema estudado. 

 Minitab 18®: utilizado para o tratamento dos dados e para obtenção das 

estatísticas necessárias para execução e validação do trabalho. 

 Oracle Crystall Ball® Trial Version e otimizador Optquest®: aplicação 

baseada em planilhas para desenvolver modelos preditivos, previsão, 

simulação e otimização (ORACLE, 2018), utilizado para a otimização da 

função objetivo. Esta ferramenta utiliza uma combinação de diferentes 

metaheurísticas para compor um algoritmo eficiente na busca de novos 

cenários, entre as metaheurísticas o Busca Tabu, Redes Neurais e Busca 

Dispersa (KLEIJNEN & WAN, 2007). O software e otimizador foram 

configurados para fazer 10.000 rodadas de simulações com 10.000 replicações, 

totalizando 108 iterações. 

 Para a modelagem e aplicação da OvSMC foi utilizado um computador com 

processador Intel® Core™ i5-4210U 1.70GHZ, memória RAM de 8 GB e 

sistema operacional Windows® 10 64 bits. Com tal recurso e utilizando as 

configurações de simulação comentadas no tópico anterior, o tempo 

computacional foi de aproximadamente 20 horas. 

Este trabalho possui características que o classificam como uma pesquisa de natureza 

aplicada. O problema foi estudado sob a ótica da abordagem quantitativa, sendo o método de 
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pesquisa modelagem e simulação. Observa-se na Figura 8 uma visão geral da classificação de 

pesquisas científicas (BERTRAND & FRANSOO, 2002; MIGUEL, 2010). 

 

Figura 8 - Classificação da Pesquisa 

 
Fonte: Adaptado de Bertrand e Fransoo (2002) e Miguel et al. (2010). 

 

Pesquisas as quais seguem abordagem quantitativa podem ser ainda classificadas como: 

empírica descritiva, empírica normativa, axiomática descritiva e axiomática normativa. Esta 

pesquisa se enquadra no modelo empírico descritivo, uma vez que os estudos desenvolvidos 

favorecem a compreensão dos processos reais ao descrever as relações causais existentes na 

realidade (BERTRAND & FRANSOO, 2002). As etapas de aplicação do método proposto 

podem ser acompanhadas na Figura 9. 
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Figura 9 – Fluxo Metodológico 

 
Fonte: Próprio autor. 

 

Para a obtenção da função objetivo optou-se neste trabalho pelo algoritmo OLS - 

Ordinary Least Squares (WAGNER, 2013, FERRARO & GIORDANI, 2012). 

 

1.6 ESTRUTURA DO TRABALHO 

 

Este trabalho possui estrutura com mais quatro capítulos. O segundo capítulo trata-se da 

fundamentação teórica, nele são apresentados os conceitos acerca dos temas Cadeia de 

Suprimento, Transporte de Cargas e Otimização via Simulação Monte Carlo. O capítulo 3 

contempla a descrição e modelagem do problema. No capítulo 4 encontra-se a análise dos 
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resultados.  as conclusões e recomendações para futuras pesquisas, seguidas das referências 

utilizadas. No capítulo 5 são feitas as conclusões e recomendações para futuras pesquisas. 
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2 FUNDAMENTAÇÃO TEÓRICA 

 

2.1 CADEIA DE SUPRIMENTOS E TRANSPORTE DE CARGAS 

 

Segundo Christopher (1998), uma CS pode ser definida como uma rede de organizações 

ligadas em diferentes processos e atividades por meio de relações upstream (em direção ao 

fornecedor) e downstream (em direção ao consumidor). 

Simchi-Levi et al. (2007) acrescentam que, de forma clássica, uma CS pode ser vista 

como uma combinação de processos destinados a atender as demandas do mercado 

consumidor ao menor custo possível, sendo composta por diversos atores como, por exemplo, 

fornecedores, unidades de produção e montagem, distribuidores, transportadoras, varejistas e 

clientes (Figura 10 – Exemplo de CS com uma unidade produtiva, duas camadas de 

fornecedores, duas camadas de clientes e duas transportadoras). 

 

Figura 10 – Cadeia de Suprimentos – Exemplo Simplificado 

 
Fonte: Adaptado de Winter e Knemeyer (2013). 

 

Para Barbosa-Póvoa et al. (2018), a definição de CS vem sendo expandida e na última 

década passou a incorporar atividades com objetivos não só de cunho econômico, mas que 

consideram aspectos como, por exemplo, impactos sociais e ambientais. 

Winter e Knemeyer (2013) comentam que as CS não são compostas apenas de relações 

dispostas de forma linear, mas sim complexas redes de colaboração e fornecimento de bens e 

serviços. Nesse sentido, Lambert (2014) comenta que a mudança de paradigma mais 
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significativa no ambiente de negócios atual é de que as empresas não podem mais agir e 

pensar de forma totalmente autônoma e individual, mas sim considerando sua CS. Christopher 

(2016) afirma ainda que em termos de competitividade, há uma tendência de que o nível de 

concorrência, antes vista como empresas rivalizando com outras empresas, passe para a 

competição entre diferentes CS. 

Nesse contexto, é importante ressaltar que os objetivos de uma CS estão ligados à 

integração de uma rede de agentes e processos, que de ponta a ponta possuem o objetivo 

comum de fornecer produtos e serviços competitivos e com qualidade, para o consumidor 

final (WINTER & KNEMEYER, 2013; AKBARI, 2018). 

Holguín-Veras et al. (2016) explicam que parte essencial de uma CS está relacionada à 

movimentação de bens entre os agentes econômicos que as produzem e que as consomem, o 

que só é possível quando redes de transporte estão disponíveis, fato que torna o TC um 

componente importante para CS. 

Nuzzolo e Comi (2014) definem o TC como resultado do processo de tomada de 

decisão de uma série de stakeholders em uma CS, em particular os relacionados aos processos 

de logística e transporte, frente à necessidade de movimentação de bens. Holguín-Veras et al. 

(2016) explicam o TC como um conjunto de entidades – equipamentos, infraestrutura, 

operações, mão-de-obra especializada – que permitem a movimentação de bens, sendo que 

alguns desses conjuntos possuem localização fixa como, por exemplo, portos e ferrovias, 

enquanto outros não ficam restritos à uma área de ação, como as companhias de caminhões. 

Segundo Demir et al. (2014), em um nível regional, uma parcela significativa das redes 

de transporte é composta pelo modal rodoviário. Oliveira et al. (2018) afirma que no Brasil o 

TC rodoviário é uma atividade desafiadora, devido à falta de planejamento e à escassez de 

dados de apoio ao processo de tomada de decisão, mesmo que esses fatores possuam valor 

fundamental para o sucesso das operações. 

As atividades relacionadas ao TC rodoviário estão entre as mais complexas em uma CS, 

visto que é necessário responder de forma eficiente às necessidades de negócios e 

consumidores finais, considerando um cenário de aumento na variação das demandas, 

regulamentação governamental e preocupação com problemas ambientais (VIEIRA et al., 

2015; ZENINI & DE MARCO, 2017). 

Os esforços para o aprimoramento das atividades componentes de CS, as quais incluem 

o TC, concentraram-se na redução de custos (DEMIR et al, 2014) e em amenizar os efeitos 

das incertezas do mercado (ALI et al., 2017). Para tais objetivos, ferramentas de simulação 
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estocástica são amplamente utilizadas, inclusive em problemas de transporte (LEE et al., 

2013; MIRANDA et al., 2017). 

 

2.2 DESENVOLVIMENTO DE FUNÇÕES EMPÍRICAS 

 

A análise de regressão resulta do processo lógico conceitual de usar uma equação para 

expressar a dependência entre uma variável de interesse e um conjunto de variáveis preditoras 

relacionadas. Trata-se de uma técnica estatística para a investigação e modelagem da relação 

entre variáveis, com aplicação em quase todos os campos do conhecimento 

(MONTGOMERY et al., 2012). 

Segundo Fávero (2015), os modelos de regressão mais estudados compõem o grupo dos 

Modelos Lineares Generalizados, o qual contempla os modelos de regressão lineares e 

exponenciais não lineares, em que as variáveis dependentes possuem, por exemplo, 

distribuição normal, Bernoulli, binomial, Poisson ou Poisson-Gama. São eles: 

 Linear: variável dependente quantitativa de distribuição normal; 

 Logística Binária: variável dependente qualitativa, com duas categorias e de 

distribuição Bernoulli; 

 Logística Multinomial: variável dependente qualitativa, com mais de duas 

categorias e de distribuição Binomial; 

 Poisson: variável dependente quantitativa, com valores inteiros e não negativos 

(dados de contagem) e de distribuição Poisson. 

 Binomial Negativo: variável dependente quantitativa, com valores inteiros e não 

negativos (dados de contagem) e de distribuição Poisson-Gama. 

Wagner (2013) comenta que os modelos de regressão linear são fundamentais para 

pesquisas quantitativas em diversas disciplinas. Fávero (2015) completa ainda que, nas mais 

diversas áreas de estudo, os modelos de regressão simples e regressão múltipla são os mais 

utilizados. 

Como exemplo, é possível observar em Lin e Tsai (2015), Hatimi (2017), 

Sinthupundaja e Chiadamrong (2017) e Janani e Santhi (2018), aplicações de modelos de 

regressão linear nas áreas das ciências sociais, marketing, administração e engenharia, 

respectivamente. 

Os modelos de regressão linear simples e linear múltipla podem ser expressos como 

mostrado nas equações (1) e (2), respectivamente (GHAEDI et al., 2016): 
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𝑦𝑖 = 𝛽0 + 𝛽1𝑥1𝑖 + ɛ𝑖,    𝑖 =  1, 2, . . . , 𝑛                                                                                    (1) 

𝑦𝑖 = 𝛽0 + 𝛽1𝑥1𝑖 + 𝛽2𝑥2𝑖 + ⋯ + 𝛽𝑘𝑥𝑘𝑖 + ɛ𝑖,     𝑖 =  1, 2, . . . , 𝑛                                               (2) 

 

em que 𝑦𝑖 é a variável resposta (variável dependente), 𝑥𝑘𝑖 são as variáveis explicativas 

(variáveis independentes), 𝛽𝑘 são os coeficientes de cada variável independente, 𝜀 é o termo 

de erro (resultado da diferença entre o valor real da variável dependente e o valor previsto 

para a mesma) e 𝑖 representa cada uma das 𝑛 observações da amostra em análise. 

Um aspecto importante relacionado à regressão é a homocedasticidade, o qual se trata 

de um pressuposto para a utilização de modelos clássicos de regressão linear e define que para 

esses modelos a variância dos resíduos, condicionada às variáveis independentes, deve ser 

constante como mostrado na equação (3) (MAIA, 2017): 

 

𝑉𝑎𝑟(ɛ𝑖 / 𝑥1𝑖, 𝑥2𝑖, … , 𝑥𝑘𝑖)  =  𝜎2                                                                                               (3) 

 

Maia (2017) comenta ainda que o contraponto da homocedasticidade é a 

heterocedasticidade, a qual torna inválidas as estimativas dos erros padrão e as estatísticas t-

Student e F. 

Liu et al. (2016) afirmam que o OLS é amplamente utilizado em regressões lineares, 

enquanto que para regressões não lineares a técnica mais utilizada é o Non-linear Least 

Squares (NLS). Neste trabalho será dado enfoque para o OLS. 

Como definem Bilginol et al. (2015) em seu trabalho, o OLS é um método que consiste 

em determinar a equação da reta 𝑦 com melhor adequação à distribuição dos dados em 

análise, estimando os valores para os fatores 𝛽𝑘 de forma a minimizar o quadrado das 

diferenças (erros quadráticos) entre os valores reais da variável dependente e os valores 

estimados. 

O OLS pode ser expresso na forma matricial, como é possível observar nas equações (4) 

e (5) (KIM et al., 2013): 

 

min 𝑆𝑆𝐸𝑂𝐿𝑆 = |�⃗� −  �⃗�𝑒𝑠𝑡|                                                                                                         (4) 

�̂� =  (𝑋𝑇𝑋)−1𝑋𝑇�⃗�     e    �⃗�𝑒𝑠𝑡  =  𝑋(𝑋𝑇𝑋)−1𝑋𝑇�⃗�                                                                   (5) 

 

sendo 𝑆𝑆𝐸𝑂𝐿𝑆 a soma dos erros quadráticos. 
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Sobre os resultados da OLS, Fávero (2015) afirma que a estatística R-quadrado ajustado 

fornece a fração da variável resposta que pode ser explicada por um modelo de regressão, 

ajustada ao número de variáveis preditoras em relação à quantidade de observações. 

Para Freund et al. (2006), outro fator importante relacionado à aplicação do OLS é a 

multicolinearidade, a qual pode ser descrita como a existência de um grau elevado de 

correlação entre as variáveis independentes e por isso apresenta sérias consequências nas 

estimativas dos coeficientes do modelo de regressão. Montgomery et al. (2012) comentam 

que, existindo multicolinearidade, a variância dos coeficientes da regressão aumenta e esses 

se tornam irregulares. 

Segundo O’Brien (2007), uma boa medida para o grau de multicolinearidade é o Fator 

Inflação da Variância (VIF), o qual quantifica a proporção de uma variável regressora que 

pode ser explicada pelas demais variáveis regressoras do modelo. Na equação (6) é possível 

observar a formulação de uma variável regressora em função das demais. 

 

𝑥𝑖0 = 𝑓(𝑥𝑖),     𝑖 =  1, 2, … , 𝑛          𝑥𝑖  ≠  𝑥𝑖0                                                                          (6) 

 

O cálculo do VIF pode ser formulado conforme a equação (7): 

 

𝑉𝐼𝐹𝑗 =  
1

1−𝑅𝑗
2 ,     𝑗 =  1, 2, . . . , 𝑝                                                                                          (7) 

 

sendo 𝑗 cada uma das 𝑝 variáveis independentes, 𝑅𝑗
2 o coeficiente de correlação múltipla da 

regressão de 𝑥𝑖 nas outras (𝑝 − 1) variáveis independentes. 

Sobre a utilização do OLS e os modelos de regressão múltipla, Montgomery et al. 

(2012) comentam ainda sobre a importância das estatísticas F e t-Student que, 

respectivamente, podem ser utilizadas para testar, em um modelo, a significância global dos 

parâmetros e a significância individual de cada um dos coeficientes. 

 

2.3 OTIMIZAÇÃO VIA SIMULAÇÃO MONTE CARLO 

 

A simulação pertence ao campo de conhecimento da Pesquisa Operacional (PO). Tal 

ferramenta permite a representação de sistemas reais e dos processos que os compõem, 

gerando uma história artificial que dá bases para se inferir sobre aspectos da realidade 

(BANKS et al., 1996). 
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De forma similar à dedução, a simulação começa com premissas colocadas de forma 

explícita (inputs), as quais são tomadas como base para se obter resultados (outputs). 

Contudo, a simulação vai além, pois envolve ainda a indução, uma vez as relações entre as 

variáveis estudadas podem ser analisadas experimentalmente (ROBINSON, 2014). 

A simulação permite a visualização de processos, medição do desempenho de tais 

processos e a análise de diferentes cenários, sendo utilizada em análises de sistemas 

complexos e caracterizados por possuir inúmeras iterações. Nesta linha, a simulação é uma 

ferramenta útil no apoio ao processo de tomada de decisão, permitindo que os gestores 

aprofundem seu conhecimento sobre o sistema em estudo (BISOGNO et al., 2016). 

Segundo Hillier e Lieberman (2010), as etapas básicas da simulação são: 

1. Estabelecer a condição atual do sistema; 

2. Identificar as condições que o sistema pode assumir; 

3. Identificar os eventos que podem atuar sobre o sistema e mudar sua condição; 

4. Definir uma forma de controle sobre tempo da simulação; 

5. Definir método de geração de eventos; 

6. Desenvolver modelo que altere a condição do sistema com base em cada novo 

evento. 

Entre as diversas formas de classificação, os modelos de simulação podem ser definidos 

como Modelos Determinísticos e Modelos Estocásticos. Os Modelos determinísticos são 

aqueles nos quais as relações entre as variáveis são fixas e isentas da ação de incertezas. Já os 

Modelos Estocásticos contemplam incertezas, ou seja, possuem ao menos uma variável de 

entrada aleatória (RUBINSTEIN e KROESE, 2016). 

Segundo Silva et al. (2014), grande parte das variáveis componentes de sistemas reais 

são de natureza estocástica ou aleatórias, ou seja, o valor destas variáveis não pode ser predito 

com exatidão. Nesse sentido, como comentam Lee et al. (2013), a simulação estocástica é 

uma ferramenta que permite a descrição e análise de sistemas reais complexos. 

As aplicações da simulação estocástica são diversas. Giles (2015) reconhece que tal 

ferramenta vem sendo cada vez mais utilizada em áreas como matemática aplicada, ciência da 

computação, finanças, gestão, biomedicina e engenharia. 

A simulação estocástica envolve quatro etapas principais (MESOGITS et al., 2014): 

1. Quantificação das incertezas sobre as variáveis de entrada; 

2. Inserção das incertezas no modelo; 

3. Implementação de método de propagação das incertezas; 
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4. Quantificação das incertezas sobre as variáveis de saída. 

Por incluir aleatoriedade em seu modelo, a SMC é definida como simulação estocástica 

(RUBINSTEIN & KROESE, 2016). A técnica em questão é frequentemente usada para 

resolver problemas estocásticos por meio de cálculos estatísticos do estado de um sistema, 

trata-se de um método robusto e de fácil implementação (MALTBA et al., 2018). 

A SMC envolve experimentos numéricos em modelos matemáticos, por meio da 

geração de números pseudoaleatórios para as variáveis de entrada, considerando suas 

respectivas distribuições estatísticas (MESOGITS et al., 2014; KANELLOPOULOS et al., 

2015). 

Os números pseudoaleatórios são gerados por algoritmos computacionais e possuem 

características similares aos dos números aleatórios, salvo o fato de necessitarem de um valor 

inicial a partir do qual podem ser determinados (DENG & BOWMAN, 2017). 

Os números aleatórios são essencialmente variáveis aleatórias independentes e 

distribuídas uniformemente, sendo que os métodos para geração desses números são lentos 

demais para uso geral, além de não garantirem a reprodutibilidade das sequências numéricas 

geradas. Por esse motivo, é comum o uso de geradores de números pseudoaleatórios 

(RUBINSTEIN & KROESE, 2016). 

Os geradores de números pseudoaleatórios devem garantir a obtenção de sequências de 

números com uma distribuição estatística definida, estatisticamente independentes e 

reprodutíveis; seu bom desempenho é crucial para o sucesso da implementação de algoritmos 

estocásticos como, por exemplo, a SMC (MANSSEN et al., 2012).  

Outro aspecto importante que envolve a SMC e a geração de números pseudoaleatórios 

é o uso de funções densidade de probabilidade, as quais, em modelos que possuem 

coeficientes aleatórios, definem a probabilidade de o coeficiente assumir um valor dentro de 

um determinado intervalo (MALTBA et al., 2018). 

De maneira geral, gestores buscam otimizar sistemas e processos que são influenciados 

por incertezas que atuam, por exemplo, sobre os coeficientes das funções objetivo e sobre os 

coeficientes das restrições (DURUGBO et al., 2013). Ao se combinar um conjunto de técnicas 

de otimização com a SMC, obtém-se um procedimento que pode ser encontrado na literatura 

como OvSMC, utilizado na solução de problemas de otimização, como forma de considerar as 

consequências de incertezas em tais problemas (KROESE et al., 2011). 

A OvSMC pode ser formulada como mostra a equação (8) (SILVA et al., 2014): 
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𝑚𝑎𝑥 𝑔(𝑥) =  𝐸𝑝[𝐺(𝑥, 𝑤)],     𝑥 ∈  𝑋                                                                                       (8) 

 

sendo 𝐺: ℝ𝑛  ×  Ω →  ℝ e o valor 𝐸 esperado é definido com base na probabilidade 𝑃 

definida em um espaço amostral (Ω, 𝐹) e 𝑋 ⊂  ℝ𝑛. 
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3 DESCRIÇÃO DO PROBLEMA E MODELAGEM 

 

3.1 DESCRIÇÃO DO PROBLEMA 

 

A sistemática apresentada na Figura 9 teve início na etapa de identificação do problema 

experimental, na qual buscou-se a compreensão do contexto em que o processo de transporte 

de cargas seria estudado. Em primeiro lugar, junto aos gestores da empresa e com base na 

literatura estudada, foram definidas as variáveis resposta de interesse e as variáveis 

independentes com influência sobre o processo. Decidiu-se que seriam adotados 8 parâmetros 

no estudo, dos quais 5 são de entrada (𝑋’s) e 3 de saída (𝑌’s), como apresentado no Quadro 1. 

Com isso, foram coletados os dados do problema objeto de estudo, obtendo-se os valores da 

variável resposta e, de forma associada, das variáveis independentes. Na Tabela 2, para 

exemplificar, é apresentada parte dos dados utilizados no estudo. 

 

Quadro 1 – Variáveis Independentes e Dependentes 

Variáveis Descrição do parâmetro      [Unidade de Medida] 

𝑥1  Valor diário transportado do produto tipo 1 [Unidade Monetária] 

𝑥2  Valor diário transportado do produto tipo 2 [Unidade Monetária] 

𝑥3   Valor diário transportado do produto tipo 3 [Unidade Monetária] 

𝑥4   Valor diário transportado do produto tipo 4 [Unidade Monetária] 

𝑥5   Valor diário transportado do produto tipo 5 [Unidade Monetária] 

𝑦1 Custo diário com transporte [Unidade Monetária] 

𝑦2 Valor diário transportado total [Unidade Monetária] 

𝑦3 Indicador custo com transporte pelo volume transportado [%] 
Fonte: Próprio autor. 
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Tabela 2 – Comportamento dos Dados Utilizados 

𝑥1 𝑥2 𝑥3 𝑥4 𝑥5 𝑦1 𝑦2 𝑦3 
72.101,30 65.161,25 157.513,79 227.302,78 11.769,66 16.227,78 533.848,78 3,04% 
33.573,76 24.114,14 23.556,72 212.949,10 26.884,96 9.524,12 321.078,68 2,97% 
25.008,78 30.888,28 58.389,85 171.152,01 44.580,36 9.333,70 330.019,28 2,83% 
48.839,12 42.423,68 57.154,92 262.546,52 5.182,56 10.618,19 416.146,80 2,55% 
24.799,76 39.301,97 39.506,02 175.664,58 26.979,46 8.674,17 306.251,79 2,83% 
66.792,99 67.184,54 97.864,08 300.451,80 5.674,50 15.631,49 537.967,91 2,91% 
34.525,75 55.867,91 91.308,52 201.720,32 8.316,41 11.909,78 391.738,91 3,04% 
95.336,35 76.203,92 178.971,30 364.129,02 12.126,64 18.551,37 726.767,23 2,55% 

Fonte: Próprio autor. 

 

3.2 OBTENÇÃO DA FUNÇÃO OBJETIVO 

 

Selecionadas as variáveis e obtidos os dados, foram geradas a função objetivo, nas quais 

a variável resposta é descrita em função das variáveis independentes que influenciam o 

processo. 

Utilizou-se os dados obtidos no Passo 1, para gerar a função empírica e os Intervalos de 

Confiança (95% e 99%), para os coeficientes das variáveis independentes. A escolha dos 

intervalos de confiança se deu pelo fato de que 95% é o valor padrão utilizado na literatura 

estudada e 99% é o maior intervalo possível dentro do qual os coeficientes da função empírica 

podem variar em relação ao valor estimado pela análise de regressão. 

Aplicando-se o algoritmo OLS para a Análise de Regressão (FÁVERO, 2015), obteve-

se função empírica linear para a variável 𝑦1 (9). Os resultados da Análise de Regressão estão 

expressos na Tabela 3 e na Tabela 4. 

 

𝑦1 = 𝛽0 + 𝛽1𝑥1 + 𝛽2𝑥2 +  𝛽3𝑥3 +  𝛽4𝑥4 +  𝛽5𝑥5                                                                   (9) 

 

Tabela 3 – Estatísticas R-quadro e R-quadrado ajustado 

R-Quadrado R-quadrado ajustado F de significação 

88,77% 88,68% 4,7748E-275 
Fonte: Ms-Excel®. (2018). 
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Tabela 4 - Resultados da Análise de Regressão 

      
Intervalo de Confiança de 

95% 
Intervalo de Confiança de 

99% 

Parâmetros Coeficientes p-value Limite 
Inferior 

Limite 
Superior 

Limite 
Inferior 

Limite 
Superior 

𝛽0 1273,86050 2E-12 926,92813 1620,79287 817,36825 1730,35275 
𝛽1 0,02586 4E-28 0,02148 0,03024 0,02010 0,03162 
𝛽2 0,01154 4E-06 0,00664 0,01643 0,00510 0,01797 
𝛽3 0,01966 3E-26 0,01619 0,02313 0,01510 0,02422 
𝛽4 0,02357 5E-202 0,02259 0,02455 0,02228 0,02486 
𝛽5 0,00803 0,0269 0,00092 0,01514 -0,00132 0,01739 

Fonte: Ms-Excel®. (2018). 

 

Como visto na Tabela 3 e na Tabela 4, os valores de R-quadrado ajustados para a 

variável 𝑦1 foram maiores que 70% (88,68%), o valor F de significação é menor que 5% e os 

valores de p-value são menores que 5%. Além disso, como mostrado na Figura 11 , os valores 

estimados pela função empírica possuem resíduos normais (p-value maior que 5%).  

 

Figura 11 – Teste de Normalidade dos Resíduos 

 
Fonte: Minitab 18® (2018). 
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Dessa forma, conclui-se que a variável dependente pode ser explicada pelos regressores 

em 88,68% dos casos, o modelo possui significância global, todas as variáveis independentes 

são significativas e não há tendenciosidade (FÁVERO, 2015). 

Outra consideração importante diz respeito à multicolinearidade. O’Brien (2007) 

comenta que a tolerância para o VIF mais difundida na literatura considera um valor 10 e 

completa ainda que autores mais conservadores utilizam tolerância de valor 4. Observa-se na 

Tabela 5 que os valores de VIF para o modelo estudado estão dentro da tolerância, mesmo sob 

uma ótica mais conservadora. 

 

Tabela 5 – Fator Inflação da Variância 

Variáveis VIF 
𝑥1  1,3489 
𝑥2  1,7533 
𝑥3   1,8246 
𝑥4   1,2281 
𝑥5   1,2183 

Fonte: Ms-Excel®. (2018). 
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4 APLICAÇÃO DA OTIMIZAÇÃO VIA SIMULAÇÃO MONTE CARLO 
 

4.1 ADIÇÃO DAS INCERTEZAS NOS COEFICIENTES DA FUNÇÃO OBJETIVO 

 

Nesta etapa, foram comtempladas as incertezas nos coeficientes do modelo obtido na 

etapa 2. Com base em Rubinstein e Kroese (2016), foi adotada a distribuição uniforme 

contínua com intervalo [a, b], uma vez que esta distribuição considera que todos os valores 

pertencentes ao intervalo considerado possuem a mesma probabilidade de ocorrência. É 

possível observar tal distribuição na Figura 12 e na equação (10). 

 

Figura 12 – Distribuição Uniforme Contínua 

 
Fonte: Montgomery (2012). 

 

𝑓(𝑥) =  {
1

𝑏−𝑎
 → 𝑎 ≤ 𝑥 ≤ 𝑏          0 → 𝑥 < 𝑎 𝑜𝑢 𝑥 > 𝑏                                                        (10) 

 

Para cada coeficiente do modelo obtido na etapa 2, foram determinados os intervalos da 

distribuição uniforme contínua (limite inferior a e limite superior b), utilizando os limites 

inferiores e superiores associados aos intervalos de confiança de 95% e 99%. Com isso 

substituímos os valores dos coeficientes lineares e angulares da equação (9) por valores 

gerados conforme distribuição contínua uniforme (~U[a, b]), expressos na Tabela 6. 
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Tabela 6 – Ocorrência de incertezas nos coeficientes da função empírica 

Parâmetros Intervalo de Confiança de 95% Intervalo de Confiança de 99% 
𝛽0 = 1273,86050 𝛽0~U [926,92813; 1620,79287] 𝛽0~U [817,36825; 1730,35275] 

𝛽1 = 0,02586 𝛽1~U [0,02148; 0,03024] 𝛽1~U [0,02010; 0,03162] 
𝛽2 = 0,01154 𝛽2~U [0,00664; 0,01643] 𝛽2~U [0,00510; 0,01797] 
𝛽3 = 0,01966 𝛽3~U [0,01619; 0,02313] 𝛽3~U [0,01510; 0,02422] 
𝛽4 = 0,02357 𝛽4~U [0,02259; 0,02455] 𝛽4~U [0,02228; 0,02486] 
𝛽5 = 0,00803 𝛽5~U [0,00092; 0,01514] 𝛽5~U [-0,00132; 0,01739] 

Fonte: Próprio autor. 

 

4.2 OTIMIZAÇÃO DA FUNÇÃO OBJETIVO CONSIDERANDO AS INCERTEZAS 

 

Para a otimização da função objetivo considerando as incertezas foi aplicada a OvSMC, 

por meio do software Oracle Crystall Ball® Trial Version e do otimizador Optquest®. Para 

tal, utilizando a meta definida pelos gestores da empresa objeto de estudo de 2,5% para �̂� 3, 

foi inserido no software o modelo como mostrado nas equações de (11) a (15): 

 

�̂� 3 =  
�̂� 1

�̂� 2
     𝜖     𝑌                                                                                                                   (11) 

�̂� 1 = 𝛽0 + 𝛽1𝑥1 + 𝛽2𝑥2 + 𝛽3𝑥3 + 𝛽4𝑥4 + 𝛽5𝑥5                                                                   (12) 

�̂� 2 = 𝑥1 + 𝑥2 + 𝑥3 + 𝑥4 + 𝑥5                                                                                               (13) 

 

Sujeito a:  

 

�̂� 1, �̂� 2 ≥ 0                                                                                                                             (14) 

𝑥𝑖  𝜖 𝑋                                                                                                                                      (15) 

 

sendo 𝑌 o conjunto de valores-alvo e 𝑋 o conjunto de valores viáveis para as variáveis 

independentes. 

Foram inseridos os limites da distribuição uniforme contínua para cada coeficiente da 

equação (11), como mostra a Figura 13 e, então, realizadas as otimizações considerando os 

coeficientes em intervalo de confiança de 95% e no intervalo de confiança de 99%. Os 

resultados e discussão estão contidos no capítulo 5. 
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Figura 13 – Inserção dos Limites da Distribuição Uniforme Contínua 

 
Fonte: Oracle Crystall Ball® Trial Version (2018). 
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5 RESULTADOS E DISCUSSÃO 

 

Após a realização das etapas comentadas anteriormente, obteve-se o resultado das 

otimizações para a meta de 2,5% do custo do transporte pelo valor transportado (�̂� 3), a qual 

foi previamente definida pelos gestores. Primeiramente foi aplicada a OvSMC utilizando 

intervalo de confiança de 95% para os coeficientes do modelo (OvSMC IC – 95%). A Figura 

14 mostra o resultado da OvSMC IC – 95%. 

 

Figura 14 – Comportamento da Função Objetivo Utilizando OvSMC IC – 95% 

 
Fonte: Oracle Crystall Ball® Trial Version (2018). 

 

Na Figura 14 é possível observar os valores do limite inferior e do limite superior da 

variável dependente �̂� 3 (Tabela 7), considerando um intervalo de confiança de 95%. Para que 

seja possível atingir a meta de 2,5%, com intervalo de confiança de 95%, é proposto o ajuste 

apresentado na Tabela 8, o qual está contido nos dados históricos da empresa objeto de 

estudo, sendo possível de se praticar. 

 

Tabela 7 – Intervalo [LI, LS] para 95% de Confiança 

Variável Limite Inferior Limite Superior 

�̂� 3 2,3700% 2,6309% 
Fonte: Próprio autor. 
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Tabela 8 - Ajuste Proposto para as Variáveis Independentes 

Variáveis Ajuste Proposto 

𝑥1  10.590,88 

𝑥2  16.905,73 

𝑥3   135.904,40 

𝑥4   119.896,86 

𝑥5   10.099,27 
Fonte: Próprio autor. 

 

Em um segundo momento foi aplicada a OvSMC utilizando intervalo de confiança de 

99% para os coeficientes do modelo (OvSMC IC – 99%). A Figura 15 mostra o resultado da 

OvSMC IC – 99%. 
 

Figura 15 – Comportamento da Função Objetivo Utilizando OvSMC IC – 99% 

 
Fonte: Oracle Crystall Ball® Trial Version (2018). 

 

Na Figura 15, com intervalo de confiança de 95%, observa-se os limites inferior e 

superior da variável dependente �̂� 3, os quais estão expressos na Tabela 9. Para que seja 

possível atingir a meta de 2,5%, com intervalo de confiança de 95%, é proposto o arranjo 

apresentado na Tabela 10, o qual está contido nos dados históricos da empresa objeto de 

estudo, sendo possível de se praticar. 
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Tabela 9 - Intervalo [LI, LS] para 95% de Confiança 

Variável Limite Inferior Limite Superior 

�̂� 3 2,3390% 2,6633% 
Fonte: Próprio autor. 

 

Tabela 10 - Ajuste Proposto para as Variáveis Independentes 

Variáveis Ajuste Proposto 

𝑥1 10.590,88 
𝑥2 17.773,50 
𝑥3 118.694,07 
𝑥4 166.769,34 
𝑥5 10.099,27 

Fonte: Próprio autor. 

 

Para fins de comparação, utilizou-se ainda a configuração determinística do Optquest®, 

sem inserção das incertezas, para obtenção do arranjo das variáveis independentes para �̂� 3 

com meta de 2,5%. A comparação entre os arranjos obtidos de forma determinística (A), por 

meio da OvSMC IC – 95% (B) e por meio da OvSMC IC – 99% (C) pode ser observada na 

Tabela 11, a qual contém as diferenças entre os valores obtidos para cada uma das variáveis 

independentes e os desvios-padrão. 

 

Tabela 11 – Comparação entre os Arranjos Obtidos 

  A B C      

Variáveis Determinístico OvSMC IC - 95% OvSMC IC - 99%  𝑩
𝑨

− 𝟏  𝑪
𝑨

− 𝟏 Desvio 
Padrão 

𝑥1  10590,88 10590,88 10590,88 0,00 0,00 0 
𝑥2  40194,97 16905,73 17773,5 -0,58 -0,56 0,01 
𝑥3   70643,4 135904,4 118694,07 0,92 0,68 0,17 
𝑥4   138673,2 119896,86 166769,34 -0,14 0,20 0,24 
𝑥5   10099,27 10099,27 10099,27 0,00 0,00 0 

Fonte: Próprio autor. 
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Observa-se que não houve diferença entre os valores obtidos para 𝑥1 e 𝑥5, mesmo ao se 

comparar os resultados sem incerteza e com incerteza. A maior diferença entre os valores 

obtidos está no ajuste proposto para 𝑥4, apresentando um desvio padrão de 0,24. 

Para 𝑥2, as diferenças entre os resultados obtidos de forma determinística e por meio da 

OvSMC apresentaram valores de -0,58 entre os ajustes A e B e de -0,56 entre os ajustes A e 

C. Para os valores de 𝑥4, as diferenças foram de -0,14 entre A e B, 0,20 entre A e C. 

Os arranjos propostos pela OvSMC (IC – 95% e IC – 99%) atendem a meta estipulada 

com intervalo de confiança de 95%, estão contidos no banco de dados históricos da empresa e 

são possíveis de serem executados. 

 Os resultados apontam para a qualidade da otimização por meio da OvSMC, que 

possibilita uma melhor compreensão e posicionamento frente os efeitos das incertezas, visto 

que é possível obter os valores para cada variável independente 𝑥𝑖 e o intervalo de variação da 

a variável dependente �̂� para a meta estipulada.  
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6 CONCLUSÕES E RECOMENDAÇÕES PARA FUTURAS PESQUISAS 

 

6.1 VERIFICAÇÃO DAS QUESTÕES DE PESQUISA E OBJETIVOS 

 

Ao concluir o estudo, foi possível responder as questões de pesquisa e cumprir os 

objetivos geral e específicos. O procedimento proposto possibilitou a aplicação da OvSMC 

em problemas de redução de custos, uma vez que foi possível obter o arranjo das variáveis 

independentes que atendem à meta estipulada pelos gestores para o custo do transporte por 

valor transportado. 

Considerando que os ajustes propostos condizem com o histórico e a realidade das 

operações, há vantagens em introduzir a ocorrência de incertezas nos coeficientes da função 

objetivo, auxiliando o processo de tomada de decisão em um contexto sob incerteza. Em 

concordância com a afirmação anterior, foi possível observar também que a Distribuição 

Uniforme Contínua se mostrou apropriada para representar a ocorrência de incertezas. 

Outro ponto importante que compõe as questões e objetivos deste trabalho, é o 

desenvolvimento de função empírica que represente adequadamente o comportamento dos 

custos com Transporte de Cargas. Conclui-se que foi possível desenvolver função empírica 

que correspondesse às questões e aos objetivos propostos, uma vez que atendeu as estatísticas 

e parâmetros necessários. 

Vale lembrar, que os materiais utilizados para a obtenção dos resultados descritos não 

restringem a aplicação da OvSMC na empresa objeto de estudo, garantindo a exequibilidade 

dos procedimentos propostos. 

 

6.2 RECOMENDAÇÕES PARA FUTURAS PESQUISAS 

 

Como recomendação para futuras pesquisas, sugere-se a aplicação do procedimento 

proposto em problemas de outra natureza, para estudar as vantagens da otimização 

considerando a ocorrência de incertezas. Sugere-se também a utilização de outras variáveis 

para compor o modelo de custo com o Transporte de Cargas, contexto no qual seria pertinente 

o estudo de outras técnicas de modelagem. 
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