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Resumo

Nos dias atuais, € notdério o crescimento da importancia que as técnicas de aprendizado de
maquina tém tido em virtude da massiva quantidade de dados presentes na Internet. Dentre as
situacGes em que o aprendizado de maquina pode ser empregado, pode-se citar a deteccdo de
tumores em exames médicos, a identificacdo de perfis de consumo e a deteccdo de intrusdes em
redes de computadores. Diante desse contexto, uma das etapas mais importantes para que um
sistema de aprendizado tenha desempenhos satisfatérios é a selecao de caracteristicas. Esta
etapa envolve aplicar algoritmos ao vetor de caracteristicas, com a finalidade de encontrar um
subconjunto deste vetor tal que aumente a acuracia na classificacdo e reduza a complexidade do
modelo de aprendizado, podendo assim ser compreendida como um problema de otimizacdo NP-
Dificil. Deste modo, a utilizacdo de métodos deterministicos nao apresenta bom desempenho,
tornando as meta-heuristicas, técnicas que se baseiam em comportamentos 6timos encontrados
na natureza, excelentes candidatas para esse tipo de problema. Assim sendo, o presente projeto
visa o desenvolvimento e implementacdo de uma aplicacdo web cujo objetivo é permitir a

comparacdo de tarefas de selecdo de caracteristicas baseadas em técnicas meta-heuristicas.

Palavras-chave: Aplicacdo Web. Selecdo de Caracteristicas. Meta-Heuristica.



Abstract

Nowadays, it is notorious the growth of importance that machine learning techniques have had
due to the massive amount of data present on the Internet. Among the situations in which
machine learning can be employed, one can cite the detection of tumors in medical exams, the
identification of consumption profiles, and the detection of intrusions in computer networks.
Given this context, one of the most important steps for a learning system to perform satisfactorily
is the feature selection. This step involves applying algorithms to the feature vector, in order
to find a subset of this vector such that it increases the classification accuracy and reduces the
complexity of the learning model, and can thus be understood as an NP-hard optimization
problem. Thus, the use of deterministic methods does not perform well, making metaheuristics,
techniques that are based on optimal behavior found in nature, excellent candidates for this type
of problem. Thus, the present project aims at developing and implementing a web application
whose objective is to allow the comparison of feature selection tasks based on metaheuristic

techniques.

Keywords: Web application. Feature Selection. Metaheuristic.
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1 Introducao

Os classificadores de padroes sdo algoritmos projetados para encontrar uma superficie
de separacao tal que consiga promover uma separabilidade das amostras. Essa separabilidade
devera fazer com que os dados de um lado da superficie pertencam a uma classe e os do outro

lado, a outra classe.

Atualmente, as técnicas de classificacdo de padrdes tém sido sendo amplamente
aplicadas em diversas areas do conhecimento, como no auxilio ao diagnéstico médico em
sistemas especialistas (REMESEIRO; BOLON-CANEDO, 2019), na identificacdo de intrusdes
em redes de computadores (BOUZOUBAA; TAHER; NSIRI, 2021) ou até no reconhecimento
de superficies em imagens obtidas por sensoriamento remoto (SERPICO; BRUZZONE, 2001).

Considerando as aplicacoes acima mencionadas, é possivel inferir que as técnicas de
classificacdo de padroes sdo utilizadas para resolver problemas constituidos por bases de dados
com muitas amostras e com uma grande dimensionalidade (muitas caracteristicas), o que
implica maiores gastos computacionais para processar esses dados. Felizmente, na maior parte
das vezes, nem todas as caracteristicas extraidas dos dados sao realmente (teis para a tarefa

de classificacdo, sendo estas consideradas irrelevantes ou redundantes.

A fim de reduzir os custos computacionais e preservar a precisao da classificacdao das
amostras foi desenvolvida uma técnica de reducdo de dimensionalidade, denominada selecao
de caracteristicas. A tarefa de selecdo de caracteristicas é uma das mais importantes em
um sistema de aprendizado e pode ser modelada como um problema de otimizacdo, pois o
objetivo é escolher o subconjunto de caracteristicas que maximiza (ou minimiza) a func3o
objetivo. Neste caso, esta técnica é aplicada com a finalidade de encontrar o subconjunto de
caracteristicas que maximizam a separabilidade das amostras, refletindo diretamente na taxa

de acerto do classificador.

Dentre as técnicas de otimizacdo, uma consideravel atencdo por parte dos pesquisadores
tem sido dada as metodologias baseadas em meta-heuristicas. As meta-heuristicas compoem
um subcampo muito importante da otimizacao estocastica, cuja é constituida por algoritmos e
técnicas que empregam aleatoriedade, conhecimento de resultados anteriores e interacdo social
entre os agentes que irdo percorrer o espaco de busca para encontrar as solucdes. Embora
também possam ser usados para resolver problemas simples e com poucas dimensdes, sua

principal aplicacao é em problemas NP-Dificil.

Vale mencionar que, para esse tipo de problema, os métodos exatos (l6gica e progra-
macdo matematica) ndo sdo eficientes, pois frequentemente ficam presos em 6timos locais. De
forma semelhante, os algoritmos de forca bruta também nao sao eficientes, haja vista que o

espaco de busca é muito grande, sendo extremamente custosa, em termos computacionais, a
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enumeracao de todas as solucdes candidatas. Por fim, embora n3do haja garantias de conver-
géncia para o ponto 6timo, a ideia desse tipo de técnica é encontrar solucGes aceitaveis, com

custo e tempo computacionais relativamente baixos (YANG, 2014).

1.1 Problematica

Atualmente, existem alguns moédulos especializados em selecao de caracteristicas como,
por exemplo, o médulo feature selection da API Scikit Learn (BUITINCK et al., 2013), que
possui implementado algumas das técnicas mais famosas da abordagem wrapper (BUTCHER;
SMITH, 2020, pp. 229-231). Outro exemplo de aplicacdo foi desenvolvida por Masoudi-
Sobhanzadeh, Motieghader e Masoudi-Nejad (2019) e se trata de uma aplicacdo desktop

denominada FeatureSelection, que utiliza a mesma abordagem do médulo citado anteriormente.

1.2 Justificativa

Diante do contexto e problematica apresentados, n3o foi possivel elencar muitas
aplicacoes com GUI para realizar a selecdo de caracteristicas baseadas em meta-heuristicas e
tampouco aplicacdes que proporcionem ao usuario ferramentas estatisticas com a finalidade de
comparar o desempenho das meta-heuristicas. O desenvolvimento dessa aplicacao proporcionara
uma facilidade aos usuérios, pois agilizard o processo de testes uma vez que estes, sendo um

pesquisador ou ndo, ndo precisara saber nada sobre programacao.

1.3 Objetivos

Nesta secao detalha-se o objetivo geral e os objetivos especificos do trabalho.

1.3.1 Objetivo Geral

Desenvolver e validar uma aplicacao web que permita a realizacdo de anélises compara-
tivas entre tarefas de selecdo de caracteristicas baseadas em meta-heuristica por meio de dados
estatisticos, os quais serdo exibidos no formato de tabelas e de graficos. Os principais resultados
envolvem os valores das métricas mais comumente utilizadas na literatura, tais como acuracia,
precisao, revocacao e fl-score. Além disso, graficos de convergéncia, resultantes do processo
de otimizacdo, e graficos de frequéncia média de cada uma das caracteristicas, também serdo

exibidos.
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1.3.2 Objetivos Especificos

Considerando o objetivo geral proposto, os objetivos especificos podem ser elencados

como segue:

1.4

Listar as técnicas de selecao de caracteristicas;
Identificar as meta-heuristicas mais usadas pela literatura nesse tipo de tarefa;
Enumerar as principais bases de dados utilizadas na literatura;

Definir as tecnologias a serem empregadas, tais como: linguagem de programacdo,
frameworks e bibliotecas;

Determinar os parametros de execucdo da tarefa;
Deliberar como os resultados obtidos serdo exibidos;
Desenvolver a parte légica da aplicacao, bem como integrar as tecnologias;

Executar a aplicacdo final e corrigir os eventuais erros.

Organizacao do Trabalho
O presente trabalho esta organizado conforme a estrutura abaixo.

Capitulo 2: Apresenta e define os conceitos relacionados a otimizacdo matematica,
meta-heuristicas, selecao de caracteristicas e seus métodos, funcdes de transferéncia e
classificador OPF (Optimum Path-Forest, do inglés);

Capitulo 3: Introduz o processo decisério no tocante aos médulos e ferramentas utilizados

no projeto e exibe o contexto no qual se deu a integracao destes;

Capitulo 4: Detalha o desenvolvimento da aplicacdo e como isso refletiu nas paginas da

interface;

Capitulo 5: Realiza as consideracdes finais e sugere potenciais futuros trabalhos.
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2 Levantamento Bibliografico

A compreensao deste trabalho implica no conhecimento a priori dos conceitos relaci-
onados a otimizacdo matematica, em especifico, a otimizacdo meta-heuristica, a selecdo de

caracteristicas e a classificacao de padrdes, os quais sdo apresentados neste capitulo.

2.1 Otimizacao

Na matematica, a otimizacao ¢ a area que estuda os problemas de maximizacao e
minimizacdo de funcdes e cujo objetivo é encontrar a solucao 6tima do problema, ou seja, o
conjunto de valores que as variaveis devem assumir de modo a obter o resultado maximo ou
minimo da func3o. Esse objetivo pode ser atingido pela aplicacdo de modelos matematicos e

levando-se em conta as restricoes do problema.

O formato geral de um problema de otimizacdo pode ser visto abaixo, na Equacdo 2.1

miniglnizar filz), 1=1,2,... M),

0, (i=1,2,..,.J), (2.1)

sujeito a  hj(x) ,
L (i=1,2,..K)

gr(z) <0

onde, f;(x) é a funcdo a ser otimizada, também conhecida como funcao de custo ou
funcao objetivo, e h;(x) e gi(x) sdo as restricées do problema. As variaveis z; sdo chamadas
de variaveis de decisdao e podem assumir valores reais continuos, discretos ou ambos. E
importante ressaltar que, embora o formato genérico esteja escrito como um problema de
minimizacdo, também é possivel escrevé-lo como um problema de maximizacdo. Outrossim, as

inequacoes das restricoes também podem ser escritas como > 0.

Um problema de otimizacao pode ser classificado de acordo com a quantidade de
variaveis de decisdo. Se houver apenas uma variavel de decisdo (M = 1), é chamado de
objetivo tinico; se houverem mais de uma variavel de decisdo (M > 1), de multiobjetivo;
ou de viavel, caso sé existirem as restricdes, mas nenhuma varidvel de decisdo (M = 0), neste
caso toda solucdo vidvel é uma solucdo étima. Outro critério de classificacdo possivel esta
relacionado ao niimero de restricdes J + K. Se ndo houver nenhuma restricdo (J + K = 0),
é chamado de problema sem restricoes; se K =0 e J > 1, de restrito a igualdade; e se
K >1eJ =0, de restrito a desigualdades.

Em geral, os algoritmos para resolucao deste tipo de problema s3o categorizados em
deterministicos e em estocasticos. Os métodos deterministicos recebem essa nomenclatura

devido a sua previsibilidade, isto é, para uma determinada entrada, uma mesma saida sera obtida.
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Uma caracteristica importante dessas técnicas é a necessidade, a priori, de uma informacéo,
que na maioria dos casos trata-se do gradiente (12 derivada), como é o caso do algoritmo
Newton-Raphson, contudo, uma pequena parte das técnicas utiliza uma solucao basica viavel,

como é o caso do método Simplex.

Como o calculo do gradiente depende do ponto fornecido, ha uma grande chance de
convergir para um ponto de étimo local. Isso se torna um problema quando a funcdo a ser
otimizada é multimodal, ou seja, que possui dois ou mais pontos de minimo ou maximo locais,
uma vez que a probabilidade de convergéncia para um 6timo local é maior ainda. Neste cenario,

a aplicacdo de técnicas deterministicas ndo apresenta um bom desempenho.

2.2 Meta-Heuristica

Nesse contexto, desenvolveram-se os métodos estocasticos. A otimizacdo estocastica é
formada por algoritmos e técnicas que empregam aleatoriedade para tentar encontrar a solucao
6tima para problemas NP-Dificil. De acordo com Yang (2014), esses métodos sdo divididos em
heuristicos e meta-heuristicos, entretanto a maior parte dos autores na literatura consideram

esses conceitos intercambiaveis, haja vista que sua diferenca é significativamente pequena.

As técnicas meta-heuristicas utilizam aleatoriedade, conhecimento de resultados anteri-
ores e interacdo social entre os agentes que irdo percorrer o espaco de busca para encontrar
solucBes para problemas os quais ndo se tem muita informacdo (como o gradiente). De maneira
analoga as técnicas deterministicas, ndo ha garantias de convergéncia para a otimalidade, mas
a ideia é que o algoritmo seja pratico e funcione na maior parte das vezes, além de ser capaz

de produzir boas solucdes, isto é, mais proximas do étimo global.

Para que um algoritmo meta-heuristico seja capaz de atingir o 6timo global é de
suma importancia que haja o balanco entre dois componentes essenciais, a intensificacao
e diversificacdo (também conhecidos como exploitation and exploration, em inglés). A
diversificacdo diz respeito a procura das solucdes no espaco de busca como um todo (busca
global), objetivo que pode ser atingido por meio da randomizacdo das posicdes dos agentes. Ja
a intensificacdo significa intensificar a busca local na regido em que a melhor solucdo atual foi

encontrada.

Por fim, essas técnicas seguem o teorema no free lunch (ou sem almoco gratis, em
portugués), que afirma que nenhum algoritmo consegue alcancar a solucdo étima de todos os
problemas que existem. Apesar disso, podem ser modificadas para ter desempenho melhorado

em diversos problemas.

Abaixo, nas secoes a seguir, discorre-se brevemente acerca das meta-heuristicas adotadas

nesse trabalho, bem como seu mecanismo de funcionamento.
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2.2.1 Algoritmo Genético (GA)

O algoritmo genético foi concebido por Holland (1992) e se trata de uma modelagem
da teoria Darwiniana da selecdo natural. O funcionamento dessa meta-heuristica considera

cada iteracdo como uma nova geracdo de individuos.

Primeiramente, a funcdo objetivo é codificada para fornecer solucdes em termos de
vetores bindrios que representam os cromossomos. Durante sua execucdo, operadores genéticos
sdo aplicados para garantir a diversificacdo e intensificacdo do método. Os operadores s3o:

mutacao, crossover e selecao.

» Mutacdo: Troca partes de uma solucao de forma aleatdria;
» Crossover: Realiza a troca de partes do cromossomo (solucdo) com outros cromossomos;

» Selecdo: Escolha das solucdes com melhor fitness para leva-los a préxima geracao.

Ao final de todas as geracdes, o cromossomo com as melhores caracteristicas, ou seja,

a solucao que retornar o melhor valor de fitness sera dada como a solucao étima.

2.2.2  Algoritmo do Vaga-lume (FA)

Proposto por Yang (2009), o algoritmo do Vaga-lume ilustra o funcionamento do
mecanismo de atracdo dos parceiros de acasalamento utilizado pelos vaga-lumes, o qual esta
diretamente ligado ao uso da luz produzida por eles a partir do processo de bioluminescéncia.
Os machos dos vaga-lumes piscam suas luzes em uma determinada frequéncia e em um
determinado intervalo de tempo para atrair as fémeas que, por sua vez, respondem ao padrio
inico dos machos. Dependendo da espécie, as piscadas podem ter outras funcdes além da

sexual, como a atracdo de presas e alertar predadores sobre seu gosto amargo.

Diante o exposto, esse comportamento foi modelado matematicamente levando em
consideracao dois parametros correlacionados: a intensidade da luz e a distancia entre os
individuos. Quanto maior a distancia entre os vaga-lumes, menos intensa a luz parecera e
vice-versa, dessa forma. Além disso, individuos com luz mais intensa tendem a atrair individuos

com iluminacdo menos intensas.

2.2.3 Busca Cuco (CS)

Este algoritmo desenvolvido por Yang e Suash Deb (2009) abstrai o comportamento
parasitismo de ninhada praticado pela maioria das espécies de aves Cuco. Trata de uma tatica

evolutiva adotada por algumas espécies de aves, que colocam seus ovos em ninhos de outras
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aves, geralmente de espécies diferentes, também conhecidos como ninhos hospedeiros. Os
cucos nao somente fazem isso, como também, na maioria das vezes, retiram os ovos da outra
ave para aumentar a chance de incubacdo dos seus ovos. Esse comportamento também ¢é
replicado pelos filhotes de Cuco que intencionalmente, ao nascerem, também derrubam os

outros ovos do ninho.

O modelo considera cada ninho como um agente e cada ovo presente no ninho, uma
solucdo candidata. Neste sentido, os melhores ninhos com ovos de melhor qualidade serdo
levados as préximas geracdes. Assim sendo, ndo ha diferenca entre um ovo, um ninho ou um
cuco, uma vez que cada ninho contém apenas um ovo, que também representa apenas um

cuco.

2.2.4  Colonia Artificial de Abelhas (ABC)

O presente algoritmo foi proposto por Karaboga e Basturk (2007) e pode ser entendido
como uma especializagdo do algoritmo Colonia de Abelhas (ou Bee Colony, em inglés), cuja
inspiracao se deu no comportamento de forrageamento das abelhas produtoras de mel. Nesta
abordagem, cada abelha da col6nia é categorizada de acordo com a sua funcao na procura por
fontes de néctar, as quais podem ser empregadas, observadoras e escoteiras, sendo esta dltima,

o que difere os dois algoritmos mencionados.

As abelhas empregadas visitam as fontes de comida para calcular a quantidade de
néctar e depois voltam a colmeia para avisar as observadoras que, por sua vez, devem escolher,
dentre fontes disponiveis, a que possui a maior quantidade de néctar. Assim que a escolha
ocorre, as fontes encontradas pelas outras abelhas sdo descartadas e as mesmas assumem a
func3o de escoteira, devendo procurar, aleatoriamente, novas fontes de comida. Logo, a funcao
objetivo f(x) fornecida pode ser codificada como F'(x) para representar a quantidade de néctar

na posicao .

2.2.5 Otimizacdo por Enxame de Particulas (PSO)

Foi desenvolvido por Kennedy, Eberhart e Shi (2001) baseado no comportamento de
enxame observado em peixes e passaros. Nesta modelagem, a procura das solucdes dentro do

espaco de busca é realizada por agentes individuais, denominados particulas.

Cada particula é atraida em direcdo a posicao da atual particula mais bem posicionada,
ao mesmo tempo que tende a se mover aleatoriamente. Quando uma particula encontra uma
solucdao melhor do que as anteriores, ela altera a posicao da particula como a nova melhor. De
forma resumida, o objetivo é, portanto, encontrar a melhor solucao dentre todas as solucdes

candidatas até que a mesma nao se altere por um determinado nimero de iteracoes.
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2.2.6 Recozimento Simulado (SA)

Esta técnica foi elaborada por Khachaturyan, Semenovsovskaya e Vainshtein (1981), e
simula o processo de recozimento, tratamento térmico em que o metal sofre um aquecimento
controlado até atingir determinada temperatura, permanecendo nesta até esfriar e congelar
num estado cristalino com o minimo de energia e cristais de tamanhos maiores, a fim de reduzir

defeitos em estruturas metalicas.

Considerando a explicacdo do método, é possivel modelar a funcdo objetivo como a
funcao de recozimento, a qual representa a temperatura em que as condicdes acima mencionadas

sao atingidas.

2.3 Selecdo de Caracteristicas

O problema principal do Aprendizado de Maquina é aproximar uma funcao que relacione
os dados de entrada X = x1, 29, ..., em que M é o nimero de caracteristicas da base, e os
dados de saida Y. Essa relacdo é estabelecida por meio dos pontos X;,Y;, i = 1,..., N, em
que N é o nimero total de pontos. Usualmente, X; s3o vetores formados por nlimeros reais e

Y, s3o valores reais.

Todavia, nem sempre uma saida Y é determinada pelo conjunto completo de caracteris-
ticas de entrada, isto é, a saida pode ser definida por um subconjunto do conjunto de entrada.
As caracteristicas que n3o sao Uteis para determinar o dado Y podem ser categorizadas como

irrelevantes ou redundantes.

Na Figura 1, a caracteristica f2 é irrelevante, pois com ela n3o é possivel dividir as
classes corretamente e, além disso, a sua remocdo ndo afeta a capacidade de f1 em distinguir

os exemplos da classel e da classe2.

Figura 1 — Caracteristicas irrelevantes
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Fonte: Wang, Tang e Liu (2016)
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As caracteristicas consideradas redundantes implicam na copresenca de outra caracte-
ristica, por exemplo, na Figura 2 as caracteristicas f6 e fl1 s3o caracteristicas relevantes uma
vez que, quando analisadas separadamente, conseguem distinguir os exemplos da classel e
da classe2. No entanto, quando analisadas em conjunto, ndo ha aumento na performance de

aprendizado.

Figura 2 — Caracteristicas redundantes
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Fonte: Wang, Tang e Liu (2016)

Quando essas caracteristicas sdo inseridas no processo de aprendizado, elas podem
causar o aumento de forma polinomial do custo computacional (por cada caracteristica a mais)
e o overfitting, fendmeno que ocorre quando o modelo aprende demais sobre os dados. Nesse
fendmeno, a funcdo de relacdo entre os dados de entrada e a saida se ajusta sobre todos os
pontos {X;,Y;} das amostras de treinamento, gerando altas taxas de acerto do classificador
nas amostras de treinamento. Contudo, quando o classificador é submetido a novos dados,

nunca antes vistos, a performance cai, pois o0 modelo "decorou"os dados de treino.

A selecdo de caracteristicas, portanto, é considerada uma técnica de reducao de
dimensionalidade, pois o objetivo é escolher, dentre todas as caracteristicas da base, apenas
as relevantes, de forma a manter o modelo de aprendizado pequeno, com um baixo custo

computacional e com menores chances de overfitting.

2.3.1 Técnicas

As técnicas mais comuns segundo Jovic, Brkic e Bogunovic (2015) para executar a

tarefa de selecdo de caracteristicas sdo: filter, wrapper, embedded e hybrid.
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2.3.1.1 Filter

Os métodos filter selecionam as caracteristicas baseadas em métricas de desempenho
independentemente do modelo de aprendizado de maquina empregado. Essas métricas podem
ser classificadas de acordo com as propriedades que cada uma avalia, podendo ser informacao,

distancia, consisténcia, similaridade ou estatistica.

Para mais, a escolha do método de filtragem depende da tarefa que o conjunto de
dados serd submetido, sendo assim, eles sdo estruturados de modo que seja especifico para, no

maximo, duas tarefas, as quais podem ser classificacdo, regressdo ou agrupamento.

2.3.1.2 Wrapper

Os métodos wrapper avaliam o conjunto de caracteristicas a partir do seu desempenho
no modelo de aprendizado. Por exemplo, se o objetivo do modelo é a classificacao de padrdes,
entdo o desempenho sera mensurado conforme a performance do classificador. De forma analoga,
se a abordagem é o agrupamento (ou clustering), a avaliacdo usaréd a performance do algoritmo
utilizado. Ainda, a avaliacdo sera repetida para cada um dos conjuntos de caracteristicas e a
geracao do conjunto 6timo dependera da estratégia de busca escolhida. Um esquema dessa

abordagem pode ser observado na Figura 3.

Figura 3 — Esquema da abordagem Wrapper
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Fonte: Adaptado de Kohavi e John (1997)

Essa abordagem é consideravelmente mais lenta do que a filter, ja que eles avaliam a
qualidade do conjunto de caracteristicas encontrado diretamente no modelo, cuja estrutura,
em geral, é grande. N3o obstante, Jovic, Brkic e Bogunovic (2015) afirmam que esses métodos

sao superiores aos de filtragem no tocante a escolha do conjunto de caracteristicas étimo.
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2.3.1.3 Embedded

A abordagem embedded executa a selecdo de caracteristicas durante a execucdo do
algoritmo do modelo, deste modo ela pode estar incorporada diretamente ao algoritmo do
modelo ou ser uma funcionalidade estendida. Os algoritmos mais comumente usados com esse

objetivo sao CART, C4.5 e florestas aleatorias.

2.3.1.4 Hybrid

Os métodos hybrid (hibrido, em portugués), como o préprio nome ja expde, preocupam-
se em combinar os beneficios das abordagens filter e wrapper, uma vez que qualquer combinacao
delas pode ser usada para este propdsito. Usualmente, executa-se um algoritmo do tipo filter
para sobre o espaco de caracteristicas visando sua reduc3do e, em seguida, um algoritmo wrapper

é empregado para eleger o melhor subconjunto candidato.

2.4 Funcoes de Transferéncia

Tratam-se de funcSes matematica utilizadas com a finalidade de transferir a solucao,
que pertence ao espaco real e continuo, para o espaco binério [0,1]. Via de regra, essas funcdes

pertencem as familias S e a V.

24.1 Familia S

Essa familia é definida pelo conjunto de funcGes que possuem o formato de S que,
usualmente, sdo a funcdo Sigmoid e algumas de suas variaces. As funcdes utilizadas nesse
trabalho foram a Sy, Ss, S5 e Sy, as quais sao representadas, respectivamente, pela Equacao 2.2,

Equacdo 2.3, Equacao 2.4 e Equacdo 2.5, conforme listado abaixo.

1
SQ(.TZ) = 11 o—23; (23)
1
1+ e
1
S4($Z S —— (25)
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2.4.2 FamiliaV

Da mesma forma, essa familia é definida pelas funcoes cuja curva é semelhante a letra
V. As funcdes utilizadas nesse trabalho foram a Vi, V5, V3 e Vj, as quais s3o representadas,
respectivamente, pela Equacao 2.6, Equacdo 2.7, Equacdo 2.8 e Equacdo 2.9, conforme

apresentado abaixo.

Vi(z;) = lerf (—\f’;>| (2.6)
Vo(x;) = [tanh (—x;)| (2.7)
Vi) = |-—— (28)

1 —x;
Valwi) = T arcta2n (“)‘ (29)

2.5 Classificador OPF (Optimum Path-Forest)

O classificador OPF, desenvolvido por Papa, Falcdo e Suzuki (2009), possui, como a
maioria dos algoritmos de classificacdo de padroes encontrados na literatura, essencialmente,
duas fases: treinamento e teste. Para tanto, é necessario supor que a base de dados que se
deseja classificar esteja particionada em dois conjuntos disjuntos, Z; e Z5, que correspondem,

respectivamente, ao conjunto de treinamento e ao conjunto de teste.

2.5.1 Treinamento

Na etapa de treinamento, cada amostra pertencente ao conjunto de treinamento Z; é
representada como né de um grafo, cujos arcos sao definidos por uma relacdo de adjacéncia e
os seus pesos, por uma funcdo de distancia. Usualmente, a funcdo de distancia é a Euclidiana,
enquanto para a relacdo de adjacéncia, duas abordagens podem ser utilizadas, o grafo KNN (K-
Nearest Neighboor, em inglés), que considera os K nds mais préximos, e o grafo completamente

conectado, em que todos os nds estdo conectados entre si por meio das arestas.

Posteriormente, definem-se os prototipos, nés escolhidos como representante de cada
classe. Para essa tarefa, Ponti e Papa (2011) constroem uma &rvore geradora minima e, a

partir dela, os protétipos sdo definidos como sendo os nés de classes distintas, cuja aresta que
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os conecte tenha peso minimo. Ainda, é relevante mencionar que por classe, ao menos um

protétipo deve ser escolhido.

Apbs isso, sao calculados os caminhos 6timos entre cada protétipo e cada uma das
amostras de 7, de tal modo que cada protétipo se torne uma raiz de uma arvore de caminhos
6timos (conhecida como Optimum Path-Tree, em inglés) composta pelas amostras mais
fortemente conectadas. A definicio de conectividade, neste contexto, depende da funcado
de custo utilizada na implementacdo do OPF. Por exemplo, caso a funcdo f,,., tenha sido
escolhida, uma amostra é considerada fortemente conectada a um protétipo X quando seu custo
é menor do que a aresta de maior custo presente na arvore liderada por X. Ademais, quando
uma amostra decide de qual arvore deseja fazer parte, diz-se que a amostra foi conquistada

pelo protétipo representante desta arvore.

Diante o exposto no paragrafo anterior, explica-se a denominacdo do modelo pelo fato
de duas ou mais arvores de caminhos 6timos serem geradas durante o processo de treinamento,

constituindo uma floresta de caminhos étimos.

Destarte, de forma resumida, na fase de treinamento serdo encontrados os prototipos
e determinadas as arvores de caminho minimo encabecadas por eles. O pseudocédigo dessa

etapa pode ser observado no algoritmo 1.
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Algoritmo 1: Pseudocddigo - Etapa de Treinamento do Classificador OPF
Entrada: Um conjunto de treinamento 7' e seus rétulos .
Saida: Floresta de Caminhos Otimos P;, Vetor de Custos C;, Vetor de Rétulos L1,

Conjunto ordenado 7.

Auxiliar: Fila de Prioridades (), Conjunto de Protétipos S, Variavel de Custo cst.

1 Inicio

2 Configure T +— 0 e compute por MST o conjunto de protétipos S C T.

3 Para cada s € T\ S, faca

4 ‘ Configure C4(s) < +oc.

5 fim

6 Para cada s € S, faca

7 ‘ C1(s) < 0, Pi(s) < nil, Li(s) = A(s) e insira s em Q).

8 fim

9 Enquanto () ndo é vazia , faca

10 Remova de ) uma amostra s tal que C}(s) é minimo.

11 Insira s em T

12 Para cada t € T tal quet # s e Cy(t) > C4(s) , faca

13 Compute cst < maz{Ci(s),d(s,t)}.

14 Se cst < (4(t) , entdo

15 Se C(t) # 400 , entdo

16 ‘ Remova ¢ de Q).

17 fim

18 Py s, Ly(t) < Li(s), Ci(t) < cst

19 Insira t em Q.

20 fim

21 fim

22 fim

23 fim

24 Retorna Classificador [Py, Cy, L1,T"]

2.5.2 Teste

Na etapa de testes ou classificacdo, o conjunto de testes 7, serda submetido ao classi-
ficador que, entdo, calculard a distancia entre cada amostra (né) de Z, e todos os nés das
arvores geradas pelo algoritmo descrito na subsecdo 2.5.1. O né cuja distancia for a menor,
definira o rétulo a amostra de teste. Abaixo, no algoritmo 2, o pseudocddigo correspondente a

etapa de teste é mostrado.
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Algoritmo 2: Pseudocédigo - Etapa de Classificacdo do Classificador OPF

Entrada: Classificador [Py, Cy, L1, T’], conjunto de avaliacdo E (ou conjunto de teste
O), o par (v,d) para o vetor de caracteristicas e calculo das distancias.
Saida: Rétulo L, e o mapa de predecessores P, definidos por E.

Auxiliar: Variaveis de custo tmp e mincost.

1 Inicio

2 Para cadat € F , faca

3 i < 1, mincost <— max{Cy(k;),d(k;,t)}.

4 Ly < Lyi(k;) e Py(t) < k.

5 Enquanto i < |T"| e mincost > C(k;41) , faca
6 ‘ Compute tmp < maz{Cy(kiy1,d(kis1,1))}.
7 fim

8 Se tmp < mincost , entao

9 mincost <— tmp.

10 Ly < Ly, € Po(t) < kiq.

11 fim

12 141+ 1.

13 fim
14 fim

15 Retorna [L,, P,
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3 Metodologia

Neste capitulo, sera detalhado todo o processo de decisdo envolvido na escolha das meta-
heuristicas, funcGes de transferéncia e bases de dados, bem como das tecnologias empregadas
no desenvolvimento da aplicacdo, além de expor as condicGes experimentais de hardware e a

organizacao das etapas da aplicacao.

3.1 Meta-Heuristicas

A escolha da quantidade de meta-heuristicas norteou-se na limitacao da biblioteca
Opytimizer, no tocante a quantas e quais meta-heuristicas estdo implementadas. Em adicdo,
era sabido que a incorporacdo de uma grande quantidade de meta-heuristicas consumiria um
tempo significativo no desenvolvimento da aplicacdo. Neste contexto, deliberou-se por apenas

6 algoritmos.

A apuracdo foi embasada no levantamento realizado por Dokeroglu, Deniz e Kiziloz
(2022), o qual listou as técnicas meta-heuristicas mais populares para a tarefa de selecdo de
caracteristicas, de acordo com a quantidade de resultados obtidos nos repositérios Google
Scholar e Scopus. Em razao do Google Scholar possuir um montante de artigos, periddicos e
livros substancialmente superior ao Scopus, foram aceitos apenas os resultados fornecidos pelo

repositério do Google.

O estudo contemplou 22 técnicas desenvolvidas no intervalo de duas décadas (2000 a
2020), consideradas pelos autores como recentes. Ainda, os autores compararam a popularidade

das técnicas recentes com 8 tidas como cléssicas, isto é, concebidas antes do ano 2000.

Os resultados obtidos mostraram que no Google Scholar, dentre os algoritmos classicos,
os trés mais expressivos em termos de ndmero de estudos publicados, foram: GA (81.900),
PSO (43.200) e, por fim, o SA (17.600). Enquanto os resultados obtidos com relacdo aos
algoritmos recentes foram bem menos expressivos, o que pode ser explicado pelo fato de terem
sido elaborados a menos tempo do que as classicas. Neste caso, a técnica ABC se destacou,
com 10.300 estudos, seguida por FA (6.440) e, ao final, CS (6.300).

As meta-heuristicas selecionadas para fazerem parte da aplicacdo foram, por conseguinte,

GA, PSO, SA, ABC, FA e CS, as quais tem o funcionamento descrito brevemente na secdo 2.2.
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3.2 Meétodo de Selecdo de Caracteristicas

Uma vez que a aplicacdo proposta é baseada no uso de meta-heuristicas para selecionar
as caracteristicas, é possivel concluir que o método empregado para executar essa tarefa foi a
wrapper. Esta abordagem, como detalhado na subsecdo 2.3.1.2, aplica um algoritmo de busca
para definir cada subconjunto de caracteristicas candidato, que neste caso entende-se como

sendo as meta-heuristicas.

3.3 Funcoes de Transferéncia

Dado que a aplicacdo utiliza a abordagem wrapper (veja subsecio 2.3.1.2) e as
meta-heuristicas selecionadas retornam resultados no espaco real, fez-se necessario o uso
de funcdes de transferéncia. Essas funcdes foram escolhidas fundamentando-se no survey
escrito por Dokeroglu, Deniz e Kiziloz (2022), que analisaram 82 estudos acerca do uso das

meta-heuristicas na tarefa de selecdo de caracteristicas.

Deste total, 46 ndo utilizam funcdes de transferéncia, 25 aplicam as func¢des da familia
S (leia a subsecdo 2.4.1), 18 implementam a familia V (vide subsecdo 2.4.2) e 2 estudos
aplicam um limiar de representacdo para o espaco binario. Sendo assim, foram adotadas para

aplicacdo todas as funcdes da familia S e todas da familia V.

3.4 Métricas de Classificacao

Em consonéncia com Sammut e Webb (2017), a matriz de confusdo pode ser definida
como uma estrutura que resume toda a performance de um classificador de padrdes. Dessa
estrutura, derivam as métricas mais populares de desempenho de classificadores, tais como a
acuracia, precisao, revocacao e fl-score. Uma representacdo da matriz de confusdo 2 x 2,

utilizada para problemas dicotémicos, é exibida abaixo, na Figura 4.
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Figura 4 — Matriz de Confusdo e as Métricas Derivadas

Classe Predita

AL
Positive Negativo
. . - Revocagio
Positivo \""‘rdad‘il\[,‘;] :’ ositivo Falso Negativo P
(FN) TP+ FN
Classe Real
erdad | Especificidade
Negative | Falso Positivo (FP) Verda ‘;';“: Falso vE
LJ"" + 1"‘1”)
Precisiio Predicio de Acuracia
. Valores Negativos VP+ VF
L VF (VF + VF + FP + FN)
(VP + FP) P Lal—
(VF + FN)

Fonte: Adaptado de An (2020).

Normalmente, a altura da matriz corresponde a cada um dos rétulos reais das amostras,
enquanto a largura representa os rétulos preditos. Como, em problemas dicotémicos, existem
apenas dois rétulos (ou classes), ent3o, por exclusdo, se uma amostra n3o pertence a classe 1,
pertencera a classe 2. Logo, uma forma possivel de se abordar a matriz de confusdo é considerar

os rotulos como sendo positivos ou negativos, ou usando os préprios nomes das classes.

Além disso, cada quadrante possui um valor associado, que sera aplicado no calculo

das métricas detalhadas subsecGes a seguir. Os valores s3o:

» Verdadeiro Positivo (VP): Quantidade de amostras foram preditas como positivo e o

rétulo real é, de fato, positivo;

= Falso Negativo (FN): Quantidade de amostras com rétulos verdadeiros e que foram

preditos como falso;

» Falso Positivo (FP): Quantidade de amostras preditas como verdadeiro, mas que, na

realidade, eram falsos;

= Verdadeiro Negativo (VN): Quantidade de amostras previstas como negativo e o rétulo

real é, de fato, negativo.

3.4.1 Acurécia

Expressa a quantidade de predicdes corretas em relacdo a todas as predicdes realizadas.
Ainda que essa métrica seja particularmente (til quando a base de dados é balanceada, ou seja,
quando ha, aproximadamente, a mesma quantidade de amostras por classe, ela raramente é

ponderada como métrica nica para se avaliar um classificador.
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A Equacido 3.1 ilustra a féormula da acurécia.

Aeuréi n° predigdes corretas VP+VN (3.1)
curacia = = .
n° total de predicoes VP +VN+ FP+ FN

3.4.2 Precisao

Calcula a proporcao de verdadeiros positivos em relacdo a todas as predicoes positivas,
incluindo as falsas positivas e os reais acertos, avaliando, assim, a assertividade do modelo
quando ele decide fazer uma classificacao positiva. Numericamente, a precisao pode assumir
valores no intervalo entre 0 e 1, em que 0 indica que o modelo apenas ird predizer falsos

positivos e 1, indica que nenhuma amostra foi erroneamente classificada como positiva.

Um modelo preciso n3o indica, necessariamente, que todos os rétulos positivos serao pre-
ditos como positivos, mas que possui uma quantidade de verdadeiros positivos significativamente

superior ao de falsos positivos.

A férmula da precisdo é dada pela Equacao 3.2, apresentada abaixo.

VP
Precisao = m (32)

3.4.3 Revocacdo ou Sensibilidade

Indica a proporcdo de amostras positivas em relacdo a quantidade de amostras classi-
ficadas corretamente pelo modelo. De forma analoga a precisdo, a revocacdo também pode

assumir valores dentro do intervalo de 0 e 1.

A Equacido 3.3 exibe a férmula da revocacdo:

VP

VPITFN (3.3)

Revocacao =

Para mais, essa métrica possui grande importancia em modelos desenvolvidos para lidar
com problemas médicos, como, por exemplo, modelos para classificar existéncia ou ndo de
cancer. Pois, um valor de revocacdo baixo indica que o modelo estd admitindo muitos falsos
negativos, fato que pode implicar diretamente num possivel tratamento precoce dos pacientes,

ocasionando, inclusive, em fatalidades.

3.4.4 FI1-Score

E definida pela média harmonica entre a precis3o e a revocacao, deste modo, seu

valor dependera dos resultados dessas duas métricas, como é possivel observar na Equacao 3.4.
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Fl-Secore — 9 x LTecisao * Revocagao

34
Precisao + Revocacao (34)

Logo, infere-se que altas taxas de precisio e revocacdo implicam em um alto valor F1.
Do mesmo modo, baixas taxas de precisao e revocacdo implicam em baixo valor de F1. E, caso

uma das métricas seja menor que a outra, a F1 lidard com um valor médio.

3.5 Bases de Dados

Optaram-se pelas bases de dados pertencentes ao repositério UCI Machine Learning
(DUA; GRAFF, 2017), o qual é muito utilizado na literatura no que tange a selecdo de
caracteristicas, como pode ser observado nos artigos de Mohamed et al. (2020) e Too e
Abdullah (2020).

Ademais, como ndo hd um niimero definido de bases para essa tarefa, foram selecionadas
apenas 7, sendo elas: Heart Statlog, Hill Valley, lonosphere, Vehicle, Sonar, Spambase e Wave-
form. Essa escolha feita de tal modo que houvesse um equilibrio entre o que se considerou bases
pequenas, médias e grandes, em termos de quantidade de caracteristicas. Foram consideradas
bases pequenas aquelas constituidas de 10 a 30 caracteristicas; bases médias, as constituidas

de 31 ha 50 caracteristicas e bases grandes, as com mais de 50 caracteristicas.

3.5.1 Heart Statlog

Essa base de dados é constituida de 270 amostras, em que cada amostra é composta
por 13 caracteristicas extraidas de imagens de exames cardioldgicos. O objetivo é, por meio

da analise das amostras, predizer se o individuo possui ou ndo alguma doenca do coracdo.

3.5.2 Hill Valley

Se trata de uma base de dados representativa de um problema dicotémico (2 classes),
contendo 606 amostras, em que cada amostra é composta por 100 caracteristicas. Na
pratica, cada amostra representa 100 pontos de um grafico bidimensional que, quando plotado
em ordem, pode formar ou desenho de uma colina (hill, em inglés), ou de um vale (valley, em
inglés). Portanto, o objetivo é classificar corretamente as amostras do conjunto de teste, em

colina ou vale.
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3.5.3 lonosphere

Essa base de dados é constituida de 351 amostras, em que cada amostra é composta
por 34 caracteristicas provenientes do monitoramento da ionosfera, camada da Terra que se
localiza entre 80km e 1000km de altitude, responsavel por refletir ondas de radio e desintegrar
corpos celestes que invadem a atmosfera. O objetivo é, por meio da analise das amostras,

predizer se o a regido de estudo apresenta alguma estrutura ionosférica ou n3o.

3.5.4 Vehicle

Essa base de dados é constituida de 846 amostras, em que cada amostra é composta
por 18 caracteristicas extraidas de silhuetas de 4 diferentes tipos de veiculos: opel, saab,
bus, van. O objetivo é, por meio da andlise das amostras, determinar a qual dos tipos de

veiculos a silhueta em questao pertence.

3.5.5 Sonar

Essa base de dados é constituida de 208 amostras de padrdes obtidos pela reflexao
de sinais de sonar sobre cilindros de metal e cilindros de rocha, em varios angulos e sob varias
condicGes; cada amostra é composta por 60 caracteristicas, que representam informacdoes
relacionadas a reflexdo do sinal, como por exemplo, a energia pertencente a uma frequéncia
de banda particular. O objetivo é, por meio da anélise das amostras, predizer se o cilindro

estudado é de metal ou feito de rocha.

3.5.6 Spambase

Essa base de dados é constituida de 4601 amostras, em que cada amostra é referente
a um e-mail e cada uma das 48 caracteristicas denota letras, palavras e a frequéncia de
ocorréncia delas no corpo do e-mail. Além disso, a base representa um problema dicotémico,

dessa forma, deseja-se saber se cada amostra é um e-mail de spam ou nao.

3.5.7 Waveform

Essa base de dados é constituida de 5000 amostras referentes a ondas as quais foram
introduzidos ruidos. Cada amostra é composta por 40 caracteristicas que representam valores
de entre 0 e 6. O objetivo é, por meio da analise das caracteristicas, identificar qual das 3
ondas base formaram a onda em quest3o. Diferentemente das bases anteriores, esta trata-se

de um problema com 3 classes.
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3.6 Ferramentas

Para o desenvolvimento da aplicacdo, foi utilizado um computador pessoal com as
seguintes especificacoes: processador modelo Intel® Core™ i7-4790 CPU @ 3.60GHz x 8; placa
de video NVIDIA GeForce GTX 1050 Tl de 4GB; 16GB de meméria RAM e SSD de 480GB.
Com relacao ao software, o sistema operacional contido neste dispositivo foi o Zorin OS 16 de
64 bits, além do editor de texto Visual Studio Code (1.74.2).

Ademais, a linguagem de programacao escolhida foi Python devido a sua documentacdo
abrangente e a vasta quantidade de bibliotecas e frameworks existentes, as quais destacam-se

as direcionadas a aplicacdes que envolvem manipulacdo de uma grande quantidade de dados.

3.6.1 Opytimizer

A Opytimizer é um framework de cédigo aberto, em Python, desenvolvido por Rosa,
Rodrigues e Papa (2019), que contém uma grande quantidade de meta-heuristicas implementa-
das, abrangendo desde as evolucionarias até as baseadas em enxame de particulas. De acordo
com os autores, a ideia principal por tras desta biblioteca era permitir tanto o desenvolvimento
de novos algoritmos meta-heuristicos por parte dos usuarios quanto facilitar a integracdo com
outras bibliotecas de grande prestigio na computacdo, como Scikit-Learn, PyTorch, entre outros.

A versdo utilizada neste projeto foi a 3.1.1, a mais recente até a finalizacdo deste trabalho.

3.6.2 OPFython

Rosa e Papa (2021) elaboraram e implementaram um framework em Python que contém
algoritmos de Floresta de Caminhos Otimos (vide secdo 2.5). Para este projeto, foi aplicada a
instancia do classificador OPF para aprendizado supervisionado, ou seja, a abordagem para
problemas cujas classes (ou rétulos) das amostras sdo ja sdo conhecidos. A versdo utilizada

neste projeto foi a 1.0.11.

3.6.3 Django

O Django é um framework web, open-source que utiliza a linguagem Python para o
desenvolvimento de aplicacoes web. Para mais, é de suma importancia informar que o padrao de
arquitetura de software utilizado no seu desenvolvimento foi o MVT, uma variacdo do padrao
MVC comumente utilizado no desenvolvimento web. A adocdo do MVT implica na existéncia
das camadas view, model e template. A camada view é responsavel pela légica da aplicacao,

bem como pela renderizacdo das templates, paginas HTML que irdo formatar e exibir os dados
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ao usuario. Ademais, a model é responsavel pela instancia do banco de dados e por todos os

métodos relacionados a ele, como, por exemplo, as consultas.

Em sintese, a anteposicdo deste framework ocorreu em virtude da sua compatibilidade e
suporte as bibliotecas selecionadas para a funcionalidade proposta, as quais foram programadas

em Python.

3.6.4 Celery

O Celery (v5.2) é uma ferramenta desenvolvida para escalonamento de tarefas. Na
pratica, as tarefas a serem executadas s3o enviadas pela aplicaco cliente (host) ao Celery,
iniciando um processo de troca de mensagens entre eles. Esta comunicacao é realizada através
de uma instancia Redis! e tem a finalidade de permitir que o agente Celery informe a aplicacdo

sobre os progressos de execucao.

E importante ressaltar que em virtude da execuc3o assincrona das tarefas, permite-se
ao usudrio iniciar uma ou mais tarefas e continuar navegando pela aplicacdo, ou até mesmo
fechar a aba sem que as execucdes sejam comprometidas. Essa caracteristica da aplicacao foi
viabilizada pelo uso dos médulos Celery Progress e Django Celery Results, em que o primeiro
é responsavel pela barra de progresso e o segundo, pelo armazenamento das informacdes e
resultados da tarefa no banco de dados, garantindo a persisténcia dos dados. Portanto, o Celery

como um todo, representa uma funcionalidade crucial da aplicacao.

3.6.5 Plotly

Para a geracao de graficos em HTML que poderiam ser integrados em templates
Django, empregou-se a biblioteca grafica e de cédigo aberto, Plotly?. Este médulo suporta
aproximadamente 40 tipos de graficos, dentre os quais foram usados dois, o de barras e o de

dispersdo. A versao utilizada neste projeto foi a 5.11.0.

3.6.6 MathJax

No decorrer do projeto, fez-se necesséria a exibicao de férmulas referentes as funcoes
de transferéncias. A soluco encontrada foi a utilizacdo do MathJax® (v3.2.2), ferramenta open
source desenvolvida em JavaScript com o propdsito de renderizar expressées LaTeX, MathML e

notacoes AsciiMath. Outrossim, este médulo é compativel com todos os navegadores modernos.

1
2
3

O Redis é um banco de dados n3o relacional muito utilizado para troca de mensagens em tempo real.
Disponivel em: <https://plotly.com/graphing-libraries/>. Acesso em: 02 de jan. 2023.
Disponivel em: <https://www.mathjax.org/>. Acesso em 03 jan. 2023


 https://plotly.com/graphing-libraries/
https://www.mathjax.org/
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3.6.7 Bootstrap

O Bootstrap?* trata-se de um framework para desenvolvimento de componentes de
interface para aplicacoes web, que integra HTML, CSS e JavaScript. Essa ferramenta, em sua
versao 5.3.0, foi incorporada a aplicacdo e utilizada durante todas as etapas de front-end, com
a finalidade de acelerar o desenvolvimento e deixar a interface grafica com uma aparéncia mais

amigavel e moderna ao usuario.

* Disponivel em: <https://getbootstrap.com/>. Acesso em: 20 de dez. 2022


https://getbootstrap.com/
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4 Desenvolvimento

Neste capitulo, esmilca-se as etapas de desenvolvimento do projeto, dentre as quais
incluem-se o painel administrativo e o sistema MetaOPT, dando enfoque na aplicacao de

selecdo de caracteristicas.

4.1 Painel Administrativo

Além de todas as vantagens provenientes do modelo MVT, o Django também gera um
site administrativo, totalmente customizavel, com a finalidade de permitir que os administradores
da aplicacao consigam lidar com todas as questdes relacionadas ao banco de dados tais como,
criar tabelas, inserir registros, adicionar atributos e entre outros, de forma grafica. Para acessa-
lo foi necessario, primeiramente, executar um comando que inicializou o banco de dados e
criou uma tabela referente aos usuérios, e criar uma conta de acesso especial, denominada

superusuario.

Ainda, é valido mencionar que o banco de dados nativo do Django é o SQLite, entretanto,
bancos de dados como o PostgreSQL e MySQL, também podem ser integrados a ele. Em
vista da facilidade do banco nativo, optou-se, deste modo, pelo uso banco de dados padr3o do

framework.

4.1.1 Login

Como descrito no inicio desta secdo, o acesso ao painel administrativo é restrito aos
gerentes do sistema, os quais possuem uma conta de superusuario. Normalmente, o endereco ado-
tado pelo Django para entrar na pagina de login implica na adicdo do comando '/admin’ imedia-
tamente apds o endereco raiz da aplicacdo, como, por exemplo, http://localhost:8000/admin,
no caso de aplicacOes executadas de maneira local. Porém, como a maioria da estrutura do

Django, é possivel customizar o caminho desta funcionalidade também.

Ao acessar o endereco referente ao painel administrativo, a pagina mostrada na Figura 5

sera renderizada .
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Figura 5 — Pagina de Login.

Administragao do Django

Usuario:

[ )

Senha:

Fonte: Elaborada pelo autor.

4.1.2 Painel Inicial

Efetuado o login, serd exibido um painel contendo uma visdo geral das tabelas do
sistema, conforme a Figura 6. Ainda, as tabelas exibidas s3o divididas de acordo com as
funcionalidades do sistema que elas fazem parte. Neste sentido, as tabelas utilizadas pelo
moédulo de selecdo de caracteristicas do MetaOPT s3o: Usuarios, Datasets, TransferFunctions

e Opytimizer, Task Result e User Task.
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Figura 6 — Resumo das tabelas do sistema.

Administragédo do Site

AUTENTICAGAOD E AUTORIZAGAD

Usudrios + Adicionar Moadificar

CELERY RESULTS

Task results @ Visualizar

DASHEBOARD

Datasets + Adicionar Medificar
Functions + Adicionar Medificar
Optimizers + Adicionar Meodificar
Transfer functions + Adicionar Meodificar
User tasks @ Visualizar

Fonte: Elaborada pelo autor.

4.1.2.1 Tabela de Usuarios

Na Figura 7, detalhe-se a tabela de usuérios, que contém todas as informacdes fornecidas
pelo usuario no momento no cadastro. Nela, encontram-se os seguintes campos: identificador
(id), nome de usuério, endereco de e-mail, primeiro e Gltimo nomes e, por fim, um campo
booleano que indica se o usuario € um administrador do sistema. Apesar de nao ser exibido na
imagem, um bot3o no canto superior direito da pagina pode ser encontrado, o qual permite a

criacao de novos usudrios manualmente.
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Figura 7 — Tabela de Usuarios.

Selecione usuario para modificar

Q Pesquisar

Acao: | ——— v Ir  0de?2 selecionados

(J 1o  usuArio » ENDEREGO DE EMAIL PRIMEIRO NOME ULTIMO NOME MEMBRO DA EQUIPE
O 1 admin admin@gmail.com ©

O 3 usuario.tcc usuario@gmail.com usuario fulano o

2 usuarios

Fonte: Elaborada pelo autor.

4.1.2.2 Tabela de Datasets

A tabela de Datasets apresentada na Figura 8, armazena os dados relacionados as
bases de dados escolhidas (vide secdo 3.5). Dentre as informacdes armazenadas pode-se citar o
seu nome, a quantidade de caracteristicas e a 0 niimero de amostras. Além disso, embora nao
esteja visualmente explicito, outro campo relacionado as bases é o caminho para seu arquivo,

utilizado para encontra-las dentro das pastas da aplicacdo.
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Figura 8 — Tabela de Datasets.

Selecione dataset para modificar

Agdo: | —— ~ | Ir  0de7 selecionados

O NAME » FEATURES SAMPLES
(O Heart Statlog 13 270

O  Hill valley 100 606

O  1onosphere 34 351

(O sonar 60 208

(0 spambase 48 4601

O  Vehicle 18 846

(J waveform 40 5000

7 datasets

Fonte: Elaborada pelo autor.

4.1.2.3 Tabela de Funcdes de Transferéncia

De forma anéloga a tabela de Datasets, a Figura 9 apresenta a tabela de funcGes de
transferéncia onde as s3o armazenadas informacoes sobre as mesmas. Neste caso, o seu nome e
sua a expressao LaTeX, o qual é renderizada na pagina do médulo de selecdo de caracteristicas,

detalhado na subsecdo 4.2.5.
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Figura 9 — Tabela de Funcdes de Transferéncia.

Selecione transfer function para modificar

JYCE TS p— v Ir  0de 8 selecionados
O  Name 4  LATEX EXPRESSION

O s1 $ f(x{i}) = \frac{TH1 + eMx_{i}}} $

0 s2 S f(x_{i}) = \frac{1H{1 + eM-2x_{i}}} §

(0 s3 $ f(x_{i}) = \frac{1H1 + e*{\frac{-x_{i}{2}}} $

0O sa $ f(x_{i}) = \frac{1}{1 + e*{\frac{-x_{i}{3}}} $

O wi $ ff(x_{i}) = \left| erf \left(\frac{\sqrt{\pi}}{-2x_{i}} \right) \right| $
0 wv2 $ f(x_{i}) = \left| \tanh{(-x_{i})} \right| $

O vs $ f(x{i}) = \left| \frac{-x_{i}{\sqrt{1 - x_{i}{2}}} \right| $

O va S f(x_{i}) = \left| \frac{2{\pi \, \arctan{(\frac{\pi{-2x_{i}})}} \right] $

8 transfer functions

Fonte: Elaborada pelo autor.

4.1.2.4 Tabela de Otimizadores

A Figura 10 mostra a tabela das meta-heuristicas escolhidas, os tinicos campos que ela
contém sdo o nome da técnica e o seu respectivo acronimo. O acrénimo, dentro do cédigo da
aplicacdo, se faz muito importante, pois através dele é possivel instanciar a classe do otimizador
diretamente da biblioteca Opytimizer.



Figura 10 — Tabela de Otimizadores.

Selecione optimizer para modificar

Agao: R v | Ir  0de 6 selecionados

OPTIMIZER
Algoritmo Genético (GA)

Algoritmo do Vaga-lume (FA)

Colonia Artificial de Abelhas (ABC)

Otimizagdo por Enxame de Particulas (PSO)

O
O
O
(J Busca Cuco (CS)
0
O
O

Recozimento Simulado (SA)

6 optimizers

Fonte: Elaborada pelo autor.

4.1.25 Tabela de Tarefas
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ADICIONAR OPTIMIZER =

Esta tabela contém o registro de todas as tarefas que foram executadas no sistema.

O registro conta com as informacdes sobre o status de execucdo da tarefa, o seu tipo, seus

parametros de execucdo, os resultados obtidos, além das datas de criacao e término. A imagem

da tabela pode ser observada abaixo, na Figura 11.

Figura 11 — Tabela de Tarefas.

Selecione task result para visualizar

Q Pesquisar

<2023 16 de Janeiro

Agdor e v Ir  0de?2 selecionados
O TASKID TASK STATE  TASK NAME TASK ARGUMENTS RESULT DATA CREATED DATETIME +  COMPLETED DATETIME
O 865706c8-9141- REVOKED feature_selection {"user_id™ 1, "optimizer™ {"exc_type" "TaskRevokedError’, 16 de Janeiro de 2023 as 23:24 16 de Janeiro de 2023 as 23:24
4a24-8453- "FA", "function™: "exc_message”: ['terminated'],
¢5faa225¢055 "Classificador OPF", "exc_module™: ..
"dataset” ...
[J 3cec8ca7-4a2b- SUCCESS feature_selection {"user_id": 1, "optimizer": {"best_solution": 16 de Janeiro de 2023 as 23:22 16 de Janeiro de 2023 as 23:23
4bb0-b593- "PS0", “function”: [0.7022642408197249,
d0c902c8ff81 "Classificador OPF", 0.501216451687087,
"dataset"... 0.5060868335126388, ...

2 task results

Fonte: Elaborada pelo autor.
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4.1.2.6 Tabela de Tarefas de Usuario

Por fim, esta tabela armazena todas as tarefas executadas e qual o usuério responsavel
por ela. Dessa forma, ela é usada para consultar as informacdes sobre cada tarefa de um
determinado usuario e preencher a dashboard com elas. A Figura 12 ilustra a tabela de tarefas

do usuério.

Figura 12 — Tabela de Tarefas de Usuério.
Selecione user task para visualizar
Q Pesquisar

<2023 16 de Janeiro

Agao: | —— v | Ir  0de 2 selecionados

O USERNAME  EMAIL TASK ID TASK STATE ~ TASK NAME CREATED DATETIME COMPLETED DATETIME

O admin admin@gmail.com 865706c8-914f- REVOKED feature_selection 16 de Janeiro de 2023 as 23:24 16 de Janeiro de 2023 as 23:24
4a24-8453-
c5faa225¢055

O admin admin@gmail.com 3cec8ca7/-4a2b- SUCCESS feature_selection 16 de Janeiro de 2023 as 23:22 16 de Janeiro de 2023 as 23:23

4bb0-b593-
d0c902c8ff81

2 user tasks

Fonte: Elaborada pelo autor.

42 MetaOPT

Esta secdo introduz e detalha o funcionamento das paginas principais do projeto
MetaOPT. O sistema é composto de dois médulos, o de otimizacdo e o de selecdo de
caracteristicas, contudo, o escopo deste trabalho contempla apenas o segundo médulo. Ademais,
a explicacdo da aplicacdo levarad em consideracao o fluxo de navegacdo esperado de um novo

usuario.

4.2.1 Login

Ao acessar o endereco da aplicacdo, o usuario sera direcionado para a pagina de login

para que insira suas credenciais e, deste modo, tenha acesso as suas tarefas.

Como a Figura 13 mostra, esta pagina é constituida por uma estrutura central, denomi-
nada card, cujo objetivo é servir como um contéiner para o formulario de login. Este, por sua
vez, é composto de dois campos de texto, designados para o nome do usuario e a senha; por

um bot3o de acesso a aplicacdo, que validara as credenciais; por dois links, um para redefinicao
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de senha e o outro, para usudrios que ainda n3o possuam cadastro; e um bot3o para exibicdo

dos contetidos dos campos das senhas.

Para mais, é notdria a existéncia de um menu de navegacdo (ou navbar, em inglés) na
parte superior da pagina, com links para acesso rapido as funcionalidades do sistema. Quando
0 usuario ndo esta conectado a aplicacdo, os links, da esquerda para a direita, direcionam
para a pagina de login, para a pagina de cadastro e para pagina de redefinicao de senha,
respectivamente. Na parte inferior da pagina, encontra-se o rodapé, que possui o slogan do
MetaOPT. Ambos, menu de navegac3o e rodapé, compdem a identidade visual do sistema e,

por consequéncia, serdo observados em todas as paginas da aplicac3o.

Figura 13 — Pagina de Login.

MetaOPT login  Cadastro  Redefinigdo de Senha

Login Bem-vindo, visitante!

Entre em sua conta

Digite seu usudrio

Digite sua senha

Esqueceu sua senha? Mostrar senha

Crie uma conta!
Continuar

MetaOPT - Meta-Heuristicas em Tarefas de Otimizagdo e de Selegéo de Caracteristicas

Fonte: Elaborada pelo autor.

A Figura 14 expGe a mensagem de erro que é apresentada ao usudrio caso ele acione o
botdo Continuar, mas, ndo tenha preenchido pelo menos um dos campos.
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Figura 14 — Mensagem de Erro: Campos Vazios.

Entre em sua conta

Por favor, preencha os dois campos. X

Digite seu usudrio

Digite sua senha

Esqueceu sua senha? Mostrar senha

Crie uma contal
Continuar

Fonte: Elaborada pelo autor.

Enquanto a Figura 15 introduz a mensagem de erro exibida na hipdtese de nao haver
nenhum usuario cadastrado com essas credenciais digitadas.

Figura 15 — Mensagem de Erro: Usuario Invalido.

Entre em sua conta

Usudrio ou senha invalidos. >
usuariol23
12345

Esqueceu sua senha? Esconder senha

Crie uma contal
Continuar

Fonte: Elaborada pelo autor.
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4.2.2 Cadastro

Se, eventualmente, for primeira vez do usuario na aplicacdo, entdo ele devera fazer um
cadastro para obter suas credenciais de acesso. A pagina de cadastro pode ser acessada, como
descrito na subsecdo anterior, pelo link "Cadastro"no menu de navegacdo ou pelo link "Crie

uma conta!"exibido no formulario de login.

De todo modo, o formulério de cadastro desta pagina, em conformidade com a Figura 16,
contém 6 campos, todos de texto, designados para nome e sobrenome, nome de usuério, endereco
de e-mail, senha e confirmacdo de senha. Em adicdo, hda um link para o usuério retornar a
pagina de login e dois outros botdes, um para mostrar o contelido das senhas e outro, para

confirmar o cadastro.

Figura 16 — Pagina de Cadastro.

MetaOPT login  Cadastro  Redefinicao de Senha

Cadastro | Retornar Bem-vindo, visitante!

Crie uma conta

Digite seu nome Digite seu sobrenome
Digite seu usudrio

Digite seu e-mail

Digite sua senha Repita sua senha

Guarde bem suas informagoes cadastrais. Mostrar senha

Entre em sua contal
Continuar

MetaOPT - Meta-Heuristicas em Tarefas de Otimizagdo e de Selecao de Caracteristicas

Fonte: Elaborada pelo autor.

Dentre os atributos incorporados ao formulério, estd a existéncia de balSes de ajuda/di-
cas, também conhecidos como tooltips. Estes balGes sao exibidos sempre que o usuério estiver
com o mouse posicionado sobre algum dos campos do formulario, informando qual é o tipo de

entrada aceita. Veja a Figura 17.
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Figura 17 — Tooltip.

Crie uma conta

Digite seu nome Digite seu sobrenome
Digite seu usudrio

Digite seu e-mai

Digite uma combinagédo de

pelo menos 8 caracteres ) .
Digite sua senha Repita sua senha

mindsculas, e

Guarde bem suas informagoes cadastrais. Mostrar senha

Continuar

Entre em sua contal

Fonte: Elaborada pelo autor.

De modo semelhante ao formulario de login, também s3o verificadas se as entradas
deste formulario estao sendo corretas. A mensagem de erro mostrada na Figura 18 aparece

sempre que um ou mais campos deixarem de ser preenchidos.



51

Figura 18 — Mensagem de Erro: Campos Vazios.

Crie uma conta

Por favor, preencha todos os campos corretamente. X
[ Digite seu nome ® ] [ Digite seu sobrenome O] ]
Por favor, digite seu nome. Por favor, digite seu sobrenome.
[ Digite seu usudrio O] ]

Por favor, digite seu usudrio.

[ Digite seu e-mail ® ]

Por favor, digite seu e-mail.

[ Digite sua senha 0] ] [ Repita sua senha O] ]
Por favor, digite sua senha. Por favor, repita sua senha.
Guarde bem suas informagoes cadastrais. Mostrar senha

Entre em sua contal

Continuar

Fonte: Elaborada pelo autor.

Ainda que a mensagem de erro na parte superior seja a mesma da situacdo anterior,
deve-se atentar na mensagem de erro que aparece abaixo do campo invalido, pois seu objetivo
é informar o real motivo da inconsisténcia na entrada do mesmo. Neste caso, se o usuério
inserir um nome de usuario que fere as orientacdes passadas pelo tooltip quanto ao tipo de

entrada, uma mensagem como a da Figura 19 aparecera.
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Figura 19 — Mensagem de Erro: Usuario Invalido.

Crie uma conta

Por favor, preencha todos os campos corretamente. X
[ Fulano \/] [ De tal \/]
Parece certo! Parece certo!
[ usuarioftec 0] ]

Inforrme um nome de usudario valido. Este valor pode conter apenas letras,
ndmeros e os seguintes caracteres @/.[+/-/ _.

[ usuariotcc@gmail.com \/]

Parece certo!

[ Digite sua senha v ] [ Repita sua senha v ]
Parece certo! Parece certo!
Guarde bem suas infermagoes cadastrais. Meostrar senha

Entre em sud contal
Continuar

Fonte: Elaborada pelo autor.

Outros campos que a exibicao de mensagens de erro pode ser comum s3o os relacionados
com senha, haja vista que o usuério deve inserir uma senha e confirma-la no campo seguinte.
Neste sentido, caso elas ndo sejam idénticas, a mensagem ilustrada na Figura 20 serd mostrada.
Outrossim, ha uma série de requisitos que as senhas devem cumprir, visando o aumento da
seguranca da conta do usuério, como, por exemplo, as senhas devem conter, no minimo, uma

letra maidscula, uma mindscula e nidmeros.
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Figura 20 — Mensagem de Erro: Senhas diferentes.

Crie uma conta

Por favor, preencha todos os campos corretamente. X
[ Fulano \/] [ De tal \/]
Parece certo! Parece certo!
[ usuariotce v ]

Parece certo!

[ usuariotcc@gmail.com v ]
Parece certo!

[ Tccl2345 \/] [ Tccl2235 O] ]
Parece certo! O campo "Confirmar senha” deve ser

igual ao "Senha’”.

Guarde bem suas infermagoes cadastrais. Esconder senha

Continuar

Entre em sud contal

Fonte: Elaborada pelo autor.

Finalmente, quando todos os campos do formulario de cadastro tiverem sido preenchidos
de maneira correta e nenhuma inconsisténcia verificada, o usuario é direcionado novamente a

pagina de login para preencher as suas credenciais e acessar o sistema, como observado na
Figura 21.
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Figura 21 — Mensagem: Usudrio criado com sucesso.

Entre em sua conta

Usudrio criado com sucesso. >
Digite seu usudrio

Digite sua senha

Esqueceu sua senha? Mostrar senha

Continuar

Crie uma conta!

Fonte: Elaborada pelo autor.

4.2.3 Redefinicdo de Senha

Pensando no fato de que o esquecimento da senha possa ser uma situacdo recorrente
para alguns usuérios, foi criada a pagina de redefinicao de senha, apresentada na Figura 22.
Em sintese, o usudrio precisa preencher apenas um campo do formulario, cuja informacdo a ser

fornecida é o e-mail atrelado a conta que se deseja recuperar o acesso.
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Figura 22 — Pagina de Recuperacdo de Senha.

MetaOPT login  Cadastro  Redefinigdo de Senha

Redefini¢cdo de Senha | Retornar Bem-vindo, visitante!

Pe¢cda uma hova senha

Digite seu-email

Continuar

MetaOPT - Meta-Heuristicas em Tarefas de Otimizagdo e de Selegdo de Caracteristicas

Fonte: Elaborada pelo autor.

Caso verifique-se que o e-mail digitado n3o esteja atrelado a nenhuma conta, o erro da
Figura 23 aparecera. Entretanto, caso se trate de um endereco valido, uma mensagem, como a

da Figura 24, sera exibida informando que um e-mail foi enviado ao usuario.

Figura 23 — Mensagem de Erro: E-mail ndo encontrado.

Pega uma nova senha

E-mail n@o encontrado. )4

usuariotcc@gmail.com

Continuar

Fonte: Elaborada pelo autor.
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Figura 24 — Mensagem: E-mail para redefinicdo de senha enviado.

Pedido enviado

E-mail de redefinigao de senha enviado
para usuario.tcc@gmail.com.

Aguarde um instante e verifique seu e-mail. Caso
necessdario, repita a operagaoe para que um nove e-mail de
redefini¢géio de senha seja enviado.

Fonte: Elaborada pelo autor.

O e-mail recebido é similar ao que aparece na Figura 25, descrevendo o passo a passo
para redefinicdo da senha. Neste e-mail, encontra-se o link para a pagina de alteracao de senha,

o qual estara disponivel para acesso por, no maximo, 24 horas a partir do momento do envio.
Figura 25 — E-mail recebido.

Pedido de Redefinicao de Senha  Gaixa de entrada

metaopt.team@gmail.com
para mim -

Ola, Fulano.

Nos recebemos um pedido para redefinir a senha de sua conta. Para iniciar o proceso de redefinigao de senha, clique no link abaixo.

hitp:localhost:8000/accounts/reset/Mg/bhkivg-047fd725110eb2b4098ed94565261eec/

Esse link somente pode ser usado uma vez. Se vocé precisar redefinir sua senha novamente, por favor, visite hitp://localhost:8000 e faga outro pedido.
Se vocé ndo fez esse pedido, vocé pode simplesmente ignorar esse email.

Atenciosamente,
MetaOPT Team.

Fonte: Elaborada pelo autor.

Ao clicar no link fornecido no e-mail, depara-se com a péagina de alteracdo da senha
(Figura 26), na qual dois campos serdo disponibilizados: o de nova senha e o de confirmacdo

da nova senha. Novamente, ha verificacao quanto a igualdade das duas senhas informadas.
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Figura 26 — Pagina de Redefinicao de Senha.

MetaOPT login  Cadastro  Redefinigdo de Senha

Redefini¢do de Senha Bem-vindo, visitante!

Redefina sua senha

Digite a nova senha

Repita sua senha

Mostrar senha

Continuar

MetaOPT - Meta-Heuristicas em Tarefas de OtimizagGo e de Selegdo de Caracteristicas

Fonte: Elaborada pelo autor.

Uma vez que as senhas tenham sido inseridas corretamente, o usuario sera direcionado

a pagina de login e a mensagem de sucesso da Figura 27 é exibida acima dos campos.

Figura 27 — Mensagem: Senha Alterada com Sucesso.

Entre em sua conta

Senha alterada com sucesso. >

Digite seu usudrio

Digite sua senha

Esqueceu sua senha? Mostrar senha

Crie uma contal

Continuar

Fonte: Elaborada pelo autor.



4.2.4 Dashboard

Quando o login é efetuado, o usuério é levado a pagina da dashboard, o qual é
estruturada conforme a Figura 28. Trata-se da pagina principal da aplicacao, onde concentram-
se todas as informacdes principais sobre cada uma das tarefas executadas pelo usuério e que
interliga todos os médulos. Também, a partir dela, é possivel acessar uma tarefa especifica e
ver todos os detalhes acerca de seu progresso e os resultados preliminares, além de permitir a

criacdo novas tarefas e a consulta de tarefas ja iniciadas.

Da pagina da dashboard em diante, houve a modificacio do menu de navegacado
superior quanto aos links nela presentes. Agora, os links de acesso rapido direcionam o usuario
para as paginas da dashboard, de criacdo de novas tarefas de otimizacdo e de criacdo de novas

tarefas de selecdo de caracteristicas, respectivamente, da esquerda para a direita.

A criacdo de novas tarefas, tanto de otimizacdo quanto de selecdo de caracteristicas,
pode ser feita de duas maneiras. A primeira é por meio do link de acesso rapido mencionado

no paragrafo anterior e a segunda, pelo botdao "Nova Tarefa" presente dentro do primeiro card,

a direita.
Figura 28 — Pagina de Dashboard
MetaOPT Dashboard  Otimizagdo  Selegdo de Caracteristicas [—) Logout
Dashboard Bem-vindo, usuario!

Agoes Rapidas

Pesquise por id, tipo, otimizador, fun¢éo, base e status “

Otimizacao
Selegdo de Caracteristicas

Suas Tarefas

Identificador Tipo Otimizador Fungao Objetivo Base de Dados Status Criada em

Vocé ainda né@o possui tarefas.

MetaOPT - Meta-Heuristicas em Tarefas de Otimizagédo e de Selegdo de Caracteristicas

Fonte: Elaborada pelo autor.

Na Figura 29, sao mostradas quatro tarefas, cada qual em um estado de execucdo
diferente. Em resumo, uma tarefa pode assumir 4 estados: cancelado, pendente, progresso,

SUCESSO.

= Cancelado: Ocorre quando o usuério pressiona o botdo "Cancelar" na pagina de detalhes



da tarefa (vide subsecdo 4.2.6), parando sua execu¢do;
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= Pendente: Ocorre quando todos os niicleos do processador estdo indisponiveis, indicando

que a tarefa estd na fila de execucao. Também pode ocorrer quando o Celery para de

executar por algum motivo;

» Progresso: Indica que a tarefa estd executando normalmente e ainda ndo terminou;

» Sucesso: Indica que a tarefa terminou de executar e os resultados estdo prontos para

serem analisados.

Suas Tarefas

Identificador

82fb8d0b-06b2-4eff-80b3-c6869799c96d
4b67ab85-bf9d-46¢2-87d0-c2bc9c3hoff2
8f4c8cd4-4680-4384-b427-aab810c0c4c

f192a504-5d18-4fc1-89ff-58af5¢62b203

Figura 29 — Dashboard: Status de Tarefa

Tipo
Selegdo
Selegdo
Selegdo

Selegéo

Otimizador

FA

ABC

ABC

ABC

Fungéo Objetivo
Classificador OPF
Classificador OPF
Classificador OPF

Classificador OPF

Base de Dados
Hill Valley
lonosphere
lonosphere

lonosphere

Fonte: Elaborada pelo autor.

4.2.5 Tarefa de Selecao de Caracteristicas

Status

Progresso
Sucesso

Cancelada

Criada em

24 de Janeiro de 2023 as 15:44

24 de Janeiro de 2023 as 15:44

24 de Janeiro de 2023 a5 15:38

24 de Janeiro de 2023 s 15:14

Nesta subsecao é introduzida a pagina referente a criacdo de novas tarefas de selecao

de caracteristicas. De acordo com a Figura 30, nesta pagina encontra-se um formulario para

configuracdo dos parametros experimentais da tarefa. Dentre os pardmetros configuraveis,

pode-se citar o otimizador, a base de dados, a funcdo de transferéncia, o nimero de agentes

e de iteracGes que otimizador executara, e a quantidade de vezes que a tarefa, com esses

parametros, ird executar. Ademais, o botdo "Iniciar Tarefa", como o préprio nome informa,

serve para inicializar a tarefa.
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Figura 30 — Pagina da Tarefa de Selecao de Caracteristicas.

Configure sua tarefa

A funcionalidade de selegao de caracteristicas do MetaOPT emprega as meta-heuristicas mais
populares da literatura para encontrar o vetor de caracteristicas que minimiza o erro de
classificagao. O classificador de padroes utilizado foi o OPF (Optimum Path-Forest) e as bases
de dados pertencem ao repositério UCI Machine Learning que foram escolhidas devido a sua
relevancia na literatura. Ademais, como nenhuma versao binéria das técnicas de otimizagao foi
implementada, o uso de fungoes de transferéncias se fez necessario.

Otimizador:

Selecione um otimizador v

Base de Dados:

Selecione uma base v

Fungdo de Transferéncia:

Selecione uma fungao v

Numero de Agentes:

10

Numero de lteragdes:

50

Numero de Execugdes:

1
Fonte: Elaborada pelo autor.

Abaixo, na Figura 31 exibe-se a lista de otimizadores escolhidos segundo os critérios

explicados na secao 3.1.
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Figura 31 — Otimizadores Selecionados.

Configure sua tarefa

A funcionalidade de selegao de caracteristicas do MetaOPT emprega as meta-heuristicas mais
populares da literatura para encontrar o vetor de caracteristicas que minimiza o erro de
classificagao. O classificador de padroes utilizado foi o OPF (Optimum Path-Forest) e as bases
de dados pertencem ao repositério UCI Machine Learning que foram escolhidas devido a sua
relevancia na literatura. Ademais, como nenhuma versao binéria das técnicas de otimizagao foi
implementada, o uso de fungoes de transferéncias se fez necessario.

Otimizador:

Escolha uma das meta-

Selecione um otimizador v

Selecione um otimizador

Algoritmo Genético (GA)

Algoritmo do Vaga-lume (FA)

Busca Cuco (CS)

Colonia Artificial de Abelhas (ABC)

Otimizagdo por Enxame de Particulas (PSO)

Recozimento Simulado (SA)

Selecione uma fungao v

; de otimiz

heuris

Numero de Agentes:

10

Numero de lteragdes:

50

Numero de Execugdes:

1

Iniciar tarefa

Fonte: Elaborada pelo autor.

Abaixo, na Figura 32 exibe-se a lista de bases de dados escolhidas conforme os critérios
explicados na secdo 3.5. E cabivel informar que, no momento em que o usudrio seleciona uma
das bases disponiveis, o niimero de caracteristicas que ela possui aparece abaixo do campo. A
escolha das funcdes de transferéncia, sugerida pela Figura 33, funciona de modo semelhante,
contudo, a informacdo exibida abaixo do campo é a sua respectiva expressao LaTeX, conforme
pode ser visto na Figura 34.



62

Figura 32 — Bases de Dados Selecionadas.

Configure sua tarefa

A funcionalidade de selegao de caracteristicas do MetaOPT emprega as meta-heuristicas mais
populares da literatura para encontrar o vetor de caracteristicas que minimiza o erro de
classificagao. O classificador de padroes utilizado foi o OPF (Optimum Path-Forest) e as bases
de dados pertencem ao repositério UCI Machine Learning que foram escolhidas devido a sua
relevancia na literatura. Ademais, como nenhuma versao binéria das técnicas de otimizagao foi
implementada, o uso de fungoes de transferéncias se fez necessario.

Otimizador:

Selecione um otimizador v

Base de Dados:

Escolha uma das bases

Selecione uma base v para a tarefa ¢

caracteris
Heart Statlog
Hill vValley
lonosphere
Sonar
Spambase
Vehicle
Waveform

Numero de lteragdes:

50

Numero de Execugdes:

1

Iniciar tarefa

Fonte: Elaborada pelo autor.



Figura 33 — FuncGes de Transferéncias Selecionadas.

Configure sua tarefa

A funcionalidade de selegao de caracteristicas do MetaOPT emprega as meta-heuristicas mais
populares da literatura para encontrar o vetor de caracteristicas gue minimiza o erro de
classificagao. O classificador de padroes utilizado foi o OPF (Optimum Path-Forest) e as bases
de dados pertencem ao repositorio UClI Machine Learning que foram escolhidas devido a sua
relevancia na literatura. Ademais, como nenhuma versao binaria das técnicas de otimizagao foi
implementada, o uso de fungoes de transferéncias se fez necessario.

Otimizador:

Selecione um otimizador ~

Base de Dados:

Selecione uma base ~

Funcéo de Transferéncia:

Selecione uma fungao ~

Selecione uma fungao

S1
S2
S3
S4
V1
V2
V3
Va4

MNumero de Execugdes:

1

Iniciar tarefa

Fonte: Elaborada pelo autor.
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Figura 34 — Expressdo LaTeX: Funcdo de Transferéncia.

Configure sua tarefa

A funcionalidade de selegao de caracteristicas do MetaOPT emprega as meta-heuristicas mais
populares da literatura para encontrar o vetor de caracteristicas que minimiza o erro de
classificagao. O classificador de padroes utilizado foi o OPF (Optimum Path-Forest) e as bases
de dados pertencem ao repositério UCI Machine Learning que foram escolhidas devido & sua
relevancia na literatura. Ademais, como nenhuma versao binaria das técnicas de otimizagao foi
implementada, o uso de fungoes de transferéncias se fez necessério.

Otimizador;

Algoritmo do Vaga-lume (FA) v

Base de Dados:

Hill Valley ~

100 caracteristicas

Fungéo de Transferéncia:

S1 v

Numero de Agentes:

30

Numero de Iteragdes:

500

Numero de Execugdes:

25
Fonte: Elaborada pelo autor.

Para mais, a verificacdo para campos nao preenchidos também foi aplicada neste

formulario. Na Figura 35, é mostrada a mensagem de erro decorrente de campos vazios.
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Figura 35 — Mensagem de Erro: Campo Vazio.

Configure sua tarefa

A funcionalidade de selegao de caracteristicas do MetaOPT emprega as meta-heuristicas mais
populares da literatura para encontrar o vetor de caracteristicas que minimiza o erro de
classificagao. O classificador de padroes utilizado foi o OPF (Optimum Path-Forest) e as bases
de dados pertencem ao repositorio UCI Machine Learning que foram escolhidas devido a sua
relevancia na literatura. Ademais, como nenhuma versao bindria das técnicas de otimizagao foi
implementada, o uso de fungoes de transferéncias se fez necessério.

Por favor, selecione todas as opgdes e insira valores validos. b4
Otimizador:
Selecione um otimizador v

Base de Dados:

Selecione uma base v

Fungéo de Transferéncia:

Selecione uma fungao v

Numero de Agentes:

10

Numero de Iteragoes:

50

Numero de Execugdes:

1

Iniciar tarefa

Fonte: Elaborada pelo autor.

4.2.6 Detalhes da Tarefa

Ao iniciar uma tarefa, o usudrio é levado a pagina de detalhes da tarefa, cuja estrutura

é formada por 4 secles/éareas: descricdo, progresso, parametros de execucdo e resultados.

Na Figura 36, encontra-se a secdo de descricao, que apresenta algumas informacdes

da tarefa, tais como seu identificador e o seu tipo. Na préxima secdo, ilustrada na Figura 37,
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encontram-se posicionados a barra de progresso e o botdo "Cancelar", para interromper a execu-
cdo da tarefa. Mais abaixo, localiza-se a area designada para exibir um resumo dos parametros
de execucdo da tarefa, os quais foram definidos na pagina de nova tarefa. Inicialmente, esta se
encontra fechada, mas pode ser aberta por meio de um clique. Ao final, esté localizada a secdo
de resultados, onde serdo exibidos os resultados preliminares da tarefa assim que ela termina
e o botdo "Ver Mais", que ao ser clicado direcionard o usuéario para a pagina de resultados

detalhados, para ver todos os resultados numéricos e graficos, conforme mostrado na Figura 38.

Figura 36 — Pagina de Detalhes da Tarefa - Parte 1.

Descricao

Identificador 8f4c8cd4-4680-4384-b427-aab810c0cdc
Tipo Selegdo de Caracteristicas
Progresso

A execugdo acontece no servidor, logo vocé pode continuar navegando ou desconectar-se.

6 de 50 iteragOes. Tarefa em execugao...

Cancelar

Fonte: Elaborada pelo autor.
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Figura 37 — Pagina de Detalhes da Tarefa - Parte 2.

A = ~
Parametros de Execugao
Otimizador Colénia Artificial de Abelhas (ABC)
Fungao objetivo Classificador OPF
Espacgo de busca Dimensao: 34

Limite inferior: 0 para todas as variaveis
Limite superior: 1 para todas as variaveis

Base de dados lonosphere
Fungao de transferéncia \%|

Numero de agentes 10

Numero de iteragoes 50

Numero de execugoes 1
Resultados

Se tudo ocorrer bem, os resultados aparecerdo aqui apds a execugéo.

Fonte: Elaborada pelo autor.

Figura 38 — Apresentacdo do resultado quando a tarefa termina com sucesso.

Resultados

Melhor vetor de caracteristicas [0,0,1,0,1,1,0,0,1,0,0,0,0,0,0,1,0,0,0,0,1,1,0,0,0,0,1,0,0,0,0,0,1,1]
Quantidade selecionada 10

Melhor acuracia 0,873

Ver mais

Fonte: Elaborada pelo autor.

Enquanto uma tarefa estiver executando normalmente, a barra de progresso estara na
cor azul. No entanto, se a tarefa for cancelada, a cor dela é alterada para vermelho, conforme
a Figura 39, para indicar o fim da execucdo. Do mesmo modo, quando a tarefa termina de

executar com sucesso, a cor da barra se torna verde, como ilustrado na Figura 40.
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Figura 39 — Barra de Progresso: Cancelado.

Progresso

A tarefa foi cancelada.

Fonte: Elaborada pelo autor.

Figura 40 — Barra de Progresso: Sucesso.

Progresso

Tarefa concluida com sucesso!

Fonte: Elaborada pelo autor.

4.2.7 Resultados

Como mencionado na secdo anterior, o botdo "Ver Mais" leva o usuério até a pagina
de resultados. As informacdes contidas nesta pagina dependem do nimero de execucoes

independentes, definida pelo usuario no momento da criacdo da tarefa.

Se o valor escolhido para esse parametro for 1, entdo as informacdes que serdo exibidas
seguirdo em consonancia a subsecdo 4.2.7.1. Caso forem escolhidas 2 ou mais execucdes, entao
a pagina mostrard também resultados estatisticos, como melhores e piores valores, bem como o
valor médio para todas as métricas, assim como detalhado na subsecdo 4.2.7.2. Ademais, como
o valor médio, quando considerado de forma isolada, n3o figura como uma métrica confiavel,

decidiu-se por apresentar também uma medida de dispersao, o desvio padrao.

Via de regra, a estrutura da pagina de resultados mantém se a mesma independentemente
do nimero de execucdo, sendo composta pela secdes de otimizacao, de selecdo de caracteristicas,

de grafico de distribuicdo e de grafico de convergéncia.

4.2.7.1 Unica Execucio

Na Figura 41, mostra-se os resultados do processo de otimizacdo meta-heuristica. Estes
contemplam o melhor vetor solucdo real encontrado, isto é, o vetor antes de ser transportado
para o espaco bindrio pela funcdo de transferéncia, e o valor da funcao objetivo quando aplicado

0O este vetor.
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Figura 41 — Resultados da Otimizac3o.

Otimizacao

Solucéo

Melhor solugao [0,086; 0,108;0,969; 0,918;0,119; 0,082; 0,914; 0,086; 0,086; 0,886; 0,889; 0,902; 0,978]
Fungao

Melhor valor 1,480e-01

Fonte: Elaborada pelo autor.

Logo abaixo, na Figura 42, estdo dispostos os resultados referentes as métricas de
classificacdo. Primeiramente, é exibido o vetor de caracteristicas 6timo e a quantidade de
caracteristicas selecionadas, depois os valores da acuracia, precision, recall e f1-score. No caso
das trés dltimas métricas citadas, os resultados sdao gerados em termos de cada classe presente
no problema.

Figura 42 — Valores das Métricas de Classificacdo.

Selegao de Caracteristicas

Vetor de Caracteristicas

Melhor vetor [0,0,0,0,0,0,1,0,0,1,1,1,1]

Quantidade selecionada 5

Acuracia

Melhor valor 0,856

Precision

Valor Classe 1: 0,756
Classe 2: 0,857

Recall

Valor Classe 1: 0,903
Classe 2: 0,667

F1-Score

Valor Classe 1: 0,823
Classe 2: 0,750

Fonte: Elaborada pelo autor.

Findados os resultados numéricos, iniciam-se as secGes de graficos. Inicialmente, é
gerado o grafico de distribuicao de frequéncias, cujo objetivo é representar a porcentagem
de ocorréncias de cada caracteristica do problema, conforme a Figura 43. Apds, na secao
seguinte ilustrada na Figura 44, é exibido o grafico de convergéncia decorrente do processo de

otimizacdo meta-heuristica, aplicado para encontrar o vetor de caracteristicas étimo.



Figura 43 — Grafico de Distribuicdo de Frequéncia por Caracteristica.

Grafico de Distribuigao de Frequéncias

Heart Statlog - Fun¢ao de Transferéncia V1

1004
80
60

404

Porcentagem de Ocorréncia

20+

Caracteristica

Fonte: Elaborada pelo autor.

Figura 44 — Grafico de Convergéncia.

Gréfico de Convergéncia

ABC - Classificador OPF

1,550e-1

1,540e-1

1,530e-1+

1,520e-1+

1,510e-1+4

Valor da Fungao

1,500e-1+4

1,490e-1+

1,480e-1+

Otimizador
W ABC

Q

Otimizador
—— ABC

T T T T
0 20 40 60 80

Iteracao

Fonte: Elaborada pelo autor.

4.2.7.2 Miultiplas Execucdes

d
100

70

Para multiplas execucbes, acrescenta-se aos resultados os valores médios de cada

métrica, bem os melhores e piores valores das execucdes, além do desvio padrdo. Os resultados
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referentes a parte de otimizacdo do médulo estdo presentes na Figura 45, enquanto os das

métricas de classificacdo encontram-se na Figura 46 e Figura 47.

Otimizagao

Solugao

Melhor solugio

Fungao
Melhor valor
Pior valor
Valor médio

Desvio padrdo

Figura 45 — Resultados da Otimizac3o.

[0,915; 0,379; 0,686; 0,000; 0,840; 0,000; 1,000; 0,000; 1,000; 0,000; 0,551; 0,387; 0,000; 0,486; 0,080; 0,011; 0,169; 0,126]

1,487e-01
2,210e-01
1,824e-01
3,666e-02

Fonte: Elaborada pelo autor.

Figura 46 — Valores das Métricas de Classificacdo.

Selecao de Caracteristicas

Vetor de Caracteristicas
Melhor vetor

Quantidade selecionada

Acurécia
Melhor valor
Pior valor
Valor médio

Desvio padrdo

Precision

Valor médio

Desvio Padréo

[0,0,1,0,1,1,0,1,1,1,1,1,0,1,0,0,0, 0]
9

0,832
0,789
0,805
0,023

Classe 1: 0,441
Classe 2: 0,459
Classe 3: 0,838
Classe 4: 0,890

Classe 1: 0,037
Classe 2: 0,019
Classe 3: 0,042
Classe 4: 0,052

Fonte: Elaborada pelo autor.



Recall

Valor médio

Desvio Padréo

F1-Score

Valor médio

Desvio Padréo

Figura 47 — Valores das Métricas de Classificacdo.

Classe 1: 0,475
Classe 2: 0,513
Classe 3: 0,779
Classe 4: 0,773

Classe 1: 0,055
Classe 2: 0,073
Classe 3: 0,101
Classe 4: 0,049

Classe 1: 0,453
Classe 2: 0,483
Classe 3: 0,805
Classe 4: 0,826

Classe 1: 0,019
Classe 2: 0,044
Classe 3: 0,066
Classe 4: 0,039

Fonte: Elaborada pelo autor.
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Com relacao aos graficos, a alteracdo estd apenas no fato de que os pontos plotados

sao representativos dos valores médios. Diante disso, o grafico de distribuicdo da Figura 48

agora utiliza a frequéncia média de ocorréncia de cada uma das caracteristicas, e o grafico de

convergéncia da Figura 49 representa o valor da funcao médio de cada iteracdo. Ainda, neste

grafico é possivel observar a plotagem do desvio padrdo, ilustrada pelo sombreamento atras da

curva do grafico.

Figura 48 — Grafico de Distribuicdo Média de Frequéncias por Caracteristica.

Grafico de Distribuicdo Média de Frequéncias

=) ®
3 S

Porcentagem de Ocorréncia
S
]

2GI I I I I I I I I I I I
L B B B B L B B B B LS T T
1 2 3 4 5 6 7 8 9 10 1 12 13 14 15 16

Vehicle - Funcao de Transferéncia S3 Q

Otimizador
m cs

Caracteristica

Fonte: Elaborada pelo autor.



Figura 49 — Grafico de Convergéncia Média.

Grafico de Convergéncia Média

CS - Classificador OPF @
2,300e-1+ Otimizador
-_—Cs
Desvio Padrao

2,200e-1-

2,100e-1-
o
'S, 2,000e-1|
£
S
find
&8 1,900e-1]
=
5
3 I
> 1,800e-1

1,700e-1

1,600e-1

1,500e-1

T T T )
0 50 100 150 200
Iteracéo

Fonte: Elaborada pelo autor.

4.2.8 Erro 404

Por fim, nesta subsecdo, apresenta-se a pagina de erro 404, para qual o usuario é
direcionado quando tenta acessar alguma pagina que n3o existe dentro do dominio de aplicacao.
Observe na Figura 50.

Figura 50 — Pagina de Erro 404

MetaOPT Dashboard  Otimizagéo  Selegdo de Caracteristicas [—) Logout

Pdgina ndo encontrada Bem-vindo, admin

404!

Pagina ndo encontrada.

Vocé pode ter digitado incorretamente o endereco da pagina.

Retornar & dashboard

MetaOPT - Meta-Heuristicas em Tarefas de Otimizagdo e de Selecéio de Caracteristicas

Fonte: Elaborada pelo autor.
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5 Conclusao

A ampla exploracdo dos métodos de aprendizado de maquina tem proporcionado
o surgimento de novas técnicas e abordagens para todas as etapas do sistema de visao
computacional. Neste trabalho em questao, explorou-se a etapa de selecdo de caracteristicas,
em especial aplicando a abordagem wrapper. Embora muitos estudos ja tenham sido realizados
neste sentido, o presente trabalho difere-se pela utilizacdo de otimizadores meta-heuristicos,

aliados ao classificador de padrdes baseado em Floresta de Caminhos Otimos.

Entretanto, aplicaces para cumprir essa tarefa s3o escassas na literatura, as quais
destacam-se apenas aplicacGes desktop ou frameworks. No caso desta dltima, ha ainda a
desvantagem de que apenas usuarios com conhecimentos em programacao possam utiliza-los.
Dessa necessidade, o projeto MetaOPT foi proposto, visando facilitar os experimentos realizados

por pesquisadores e entusiastas, excluindo a necessidade de programar ou instalar dependéncias.

Para o desenvolvimento da aplicacdo, estudou-se as técnicas de selecdo de caracteristicas
presentes na literatura, bem como definiu-se em qual destas o projeto proposto faz parte.
Ainda, foram identificadas e implementadas as bases e técnicas meta-heuristicas mais populares
para este tipo de tarefa. A partir dessas informacdes, foi desenvolvida uma aplicacao web
que permite a execucao das tarefas de maneira assincrona, possibilitando o acompanhamento
em tempo real quanto do progresso de execucao e a geracao de resultados, os quais foram
alicercados nas métricas mais importantes de classificacdo de padrdes, além da construcdo de

graficos de distribuicdo de frequéncias e de convergéncia.

5.1 Trabalhos Futuros

Uma vez constatada a eficiéncia e as facilidades proporcionadas pelos médulos do
projeto MetaOPT, deseja-se realizar a hospedagem da aplicacdo em servidor remoto, bem
como sua divulgacao, a priori, para os integrantes do grupo de pesquisa Recogna, o qual o
autor deste trabalho faz parte e, posteriormente, a comunidade cientifica potencialmente por

meio de artigos.

Tomando-se em conta que um projeto de conclusdo de curso é limitado em 1 ano, muitas
funcionalidades teis nao puderam ser implementadas. Dessa forma, pretende-se deliberar sobre
a adicdo de uma ferramenta de comparacdo automatica de tarefas, o qual o usuario selecionaria
as tarefas com parametros de execucao idénticos e todas os resultados seriam exibidos de na
forma de tabelas e de graficos. No caso deste ultimo, para cada tipo, os resultados seriam

unidos e apresentados em (nico gréafico.
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