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RESUMO 
 

Métodos de otimização combinados com a simulação computacional a eventos 

discretos têm sido utilizados em diversas aplicações na manufatura. Entretanto, estes 

métodos possuem baixo desempenho, em relação ao tempo computacional, ao 

manipularem mais de uma variável de decisão. Desta forma, o objetivo desta tese de 

doutorado é propor um método para otimização de modelos de simulação a eventos 

discretos com maior eficiência em relação ao tempo de processamento quando 

comparado a uma ferramenta comercial conhecida. Cabe ressaltar que a qualidade da 

variável de resposta não será alterada, ou seja, o método proposto manterá a eficácia 

das soluções encontradas. Será mostrado que a melhora neste desempenho é obtida 

através de uma melhor percepção do comportamento dos parâmetros existentes nos 

algoritmos genéticos, em especial o parâmetro tamanho da população. A comparação 

entre o método desenvolvido com a ferramenta de otimização existente no mercado se 

dará através de uma metodologia já consolidada disponível na literatura. As 

conclusões serão apresentadas comprovando a eficácia do método proposto. 
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Algoritmos genéticos. 
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ABSTRACT 
 

Optimization methods combined with discrete events simulation have been used 

in many manufacturing applications. However, these methods have poor performance 

considering the computational time, when manipulating more than one decision 

variable. In this way, the aim of this thesis is to propose a method for optimizing 

discrete events simulation models with higher efficiency in relation to the processing 

time when compared to a known commercial tool. Besides, the optimization quality 

will not be altered, i. e., the proposed method will keep the effectiveness of the 

achieved solutions. It will be shown that the performance improvement is obtained by 

means of a better perception of the behavior of all parameters presented in the genetic 

algorithms, particularly the population size parameter. The comparison between the 

developed method and the optimization tool will be accomplished by means of a 

consolidated methodology available in the simulation literature. The conclusions will 

be presented proving the effectiveness of the developed method. 

 
 
KEYWORDS: Discrete events simulation, optimization method, Genetic Algorithm. 
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CAPÍTULO 1 – INTRODUÇÃO 

 

 

1.1 CONSIDERAÇÕES INICIAIS 

 

O objetivo deste capítulo é fazer uma apresentação inicial dos principais aspectos 

relacionados ao tema de pesquisa abordado. Inicialmente, será apresentada a 

relevância do tema, seguida da definição do objetivo principal, dos objetivos 

específicos e das condições de contorno deste trabalho.  

Na seqüência, será apresentada a metodologia de pesquisa utilizada para a 

elaboração desta tese de doutorado. Finalmente, será apresentada a estrutura da tese, 

enfatizando o conteúdo de cada capítulo. 

 

 

1.2 RELEVÂNCIA DA PESQUISA 

 

Segundo Harrel, Ghosh e Bowden (2000), simulação computacional é a imitação 

de um sistema real ou hipotético, modelado em computador, para avaliação e melhoria 

de seu desempenho. Ou seja, simulação é a importação da realidade para um ambiente 

controlado onde se pode estudar o comportamento do mesmo, sob diversas condições, 

sem riscos físicos e/ou grandes custos envolvidos. Já Banks (2000) afirma que a 

simulação computacional envolve a criação de uma história artificial da realidade e, 

com base nesta história artificial, são realizadas observações e inferências nas 

características de operação do sistema real representado. 

Para Shannon (1998) a simulação computacional é uma poderosa ferramenta na 

análise de processos e sistemas complexos, tornando possível o estudo, análise e 

avaliação de situações que não seriam possíveis na vida real. Em um mundo em 

crescente competição, tem se tornado uma metodologia indispensável de resolução de 

problemas para os tomadores de decisão nas mais diversas áreas. 

Segundo Banks et al. (2005), a simulação computacional é mais amplamente 

utilizada em sistemas de manufatura do que em qualquer outra área. Adicionalmente, 
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O’kane, Spenceley e Taylor (2000) afirmam que a simulação tem se tornado uma das 

técnicas mais populares para se analisar problemas complexos em ambientes da 

manufatura. Algumas razões podem ser enumeradas: 

 

• O aumento da produtividade e qualidade na indústria é um resultado direto da 

automação, melhor analisada pela simulação; 

• Os custos de equipamentos e instalações são enormes; 

• Os custos dos computadores estão cada vez mais baixos e mais rápidos; 

• Melhorias nos softwares de simulação reduziram o tempo de desenvolvimento 

de modelos; 

• A disponibilidade de animação resultou em maior compreensão e utilização dos 

gestores da manufatura. 

 

Adicionalmente, Ryan e Heavey (2006) afirmam que a maioria dos sistemas de 

manufatura são complexos e de difícil operacionalização de forma eficiente. Devido à 

sua grande versatilidade, flexibilidade e poder de análise, a simulação é uma das 

técnicas mais amplamente utilizadas nestes tipos de sistemas. 

Segundo Cheng, Feng e Hsu (2006) existem duas formas de usar a simulação na 

avaliação e melhoria do desempenho de um processo. Uma delas é selecionar todas as 

configurações de recursos disponíveis e então executar a simulação para cada uma 

delas, analisando os resultados encontrados. Tal processo pode ser muito tedioso e 

consumir muito tempo. Outra forma de avaliação consiste em testar algumas 

combinações de recursos, com base em algum critério de seleção, na tentativa de 

otimizar o desempenho do processo avaliado.  

Harrel, Ghosh e Bowden (2000) definem otimização como o processo de testar 

diferentes combinações de valores para variáveis que podem ser controladas em ordem 

de procurar a combinação de valores que fornece o resultado mais desejável do 

modelo de simulação. 

A otimização de modelos de simulação computacional a eventos discretos tem se 

tornado cada vez mais comum. Fu (2002) afirma que durante a década de 90, a 

simulação e a otimização eram mantidas separadamente na prática. Atualmente, essa 
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integração tem se mostrado bastante difundida, principalmente pelo fato de alguns 

pacotes de simulação incluírem rotinas de otimização. Adicionalmente, Hao e Shen 

(2008) afirmam que a otimização combinada à simulação tem sido utilizada em 

diversas aplicações de sistemas produtivos, uma vez que a otimização destes sistemas 

é bastante complexa para ser resolvida utilizando-se apenas de abordagens 

matemáticas.  

Para Banks et al. (2005), a existência de uma variabilidade na amostragem das 

variáveis de entrada utilizadas, força a otimização via simulação a possuir uma 

heurística de busca bastante robusta. Muitas heurísticas têm sido desenvolvidas para 

problemas de otimização que, apesar de não garantirem encontrar a solução ótima, 

mostram-se muito eficientes em difíceis problemas práticos.  

Segundo Fu (2002), as rotinas de otimização implantadas nos programas de 

simulação são, em maioria, baseadas em metaheurísticas com predominância dos 

algoritmos evolutivos, tais como os Algoritmos Genéticos, os quais interagem numa 

família de soluções em vez de um único ponto. De fato, o uso de Algoritmos 

Genéticos para a otimização é encontrado em alguns pacotes comerciais existentes, 

tais como ProModel® e AutoMod® (LAW e KELTON, 2000). 

Entretanto, uma crítica que se faz aos softwares existentes para a otimização de 

modelos de simulação é que estes, ao manipularem mais de uma variável de entrada, 

tornam-se muito lentos (HARREL, GHOSH e BOWDEN, 2000). De fato, a grande 

limitação para o uso da otimização em simulação é o número de variáveis, sendo seu 

desempenho reduzido enormemente diante de um modelo com alto número de 

variáveis a serem manipuladas pela otimização (BANKS, 2001; APRIL et al., 2003; 

SILVA, 2005; TORGA, 2007).  

Adicionalmente, Tyni e Ylinen (2006) afirmam que o tempo de convergência é a 

restrição mais significativa para se atingir a eficiência computacional do algoritmo de 

otimização. 
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1.3 OBJETIVOS DA PESQUISA 

 

O objetivo principal desta pesquisa é desenvolver um método para otimização de 

modelos de simulação a eventos discretos aplicados a sistemas de manufatura, capaz 

de atingir os resultados de forma mais rápida, ou seja, mais eficiente, quando 

comparado a uma ferramenta de otimização comercial. Cabe ressaltar que a qualidade 

da variável de resposta não será alterada, ou seja, o método desenvolvido manterá a 

eficácia das soluções encontradas. 

 

Os objetivos específicos desta pesquisa são: 

 

1. Analisar a influência dos parâmetros dos algoritmos genéticos no tempo de 

convergência desses algoritmos; 

 

A intenção deste objetivo específico é analisar quais dos parâmetros do algoritmo 

genético (tamanho da população, número de gerações, taxa de cruzamento e taxa de 

mutação) possuem maior influência no tempo de convergência desses algoritmos. A 

análise da influência desses parâmetros será realizada através de um levantamento 

bibliográfico. 

 

2. Analisar a influência dos parâmetros dos algoritmos genéticos na qualidade da 

variável de reposta desses algoritmos; 

 

A intenção deste objetivo específico é analisar os efeitos principais de cada 

parâmetro do algoritmo genético, assim como os efeitos de suas interações, na 

qualidade de resposta desses algoritmos. Também se espera com este objetivo 

específico verificar qual o peso, ou seja, qual a proporção da importância individual de 

cada um desses parâmetros na obtenção da qualidade das variáveis de resposta durante 

o processo de otimização.  

A análise desses parâmetros será realizada através da técnica de projeto de 

experimentos aplicada a algumas funções matemáticas selecionadas. Cabe ressaltar 



Capítulo 1 – Introdução 20 

que este objetivo específico só será possível através do desenvolvimento de uma 

ferramenta computacional capaz de permitir a manipulação desses parâmetros durante 

o processo de otimização destas funções. 

 

3. Desenvolver uma ferramenta computacional capaz de operacionalizar o método de 

otimização proposto no objetivo principal desta tese de doutorado; 

 

A intenção deste objetivo específico é desenvolver uma ferramenta 

computacional capaz de executar, automaticamente, os procedimentos necessários para 

a aplicação do método de otimização proposto. Além disso, tal ferramenta 

computacional permitirá a comparação do método de otimização proposto com um 

software de otimização comercial. 

 

 

1.4 CONDIÇÕES DE CONTORNO DA PESQUISA 

 

A Tabela 1.1, mostra um resumo de alguns trabalhos pesquisados que também 

possuem aplicações focadas no ambiente da manufatura.  

Nota-se, nos trabalhos apresentados nesta tabela, que as variáveis de entrada 

utilizadas na simulação são, em sua grande maioria, de natureza discreta, 

determinística e do tipo inteira. De fato, das variáveis listadas, apenas a demanda não 

atende a estas características.  

Outra constatação é que estas variáveis possuem uma pequena variação entre 

seus limites inferiores e superiores, ou seja, dificilmente tem-se alguma dessas 

variáveis assumindo uma faixa de valores muito grande. Por exemplo: número de 

operadores pode variar de 1 a 5; número de máquinas pode variar de 2 a 4; número de 

kanbans pode variar de 15 a 25; etc. 
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Tabela 1.1 - Trabalhos pesquisados com a simulação aplicada ao ambiente da manufatura 

Aplicação da Simulação Variáveis de entrada 
utilizadas 

Trabalhos 

Otimização de um processo produtivo 
(produzir um conjunto de tarefas no 
menor tempo possível e com menor 
custo). 

Número de máquinas, número 
de ferramentas e tipo de 
operação. 

Drstvensek et. al. (2004) 

Otimização da utilização dos recursos 
disponíveis em um projeto de 
edificação. 

Recursos disponíveis 
(operários, equipamentos, etc.) 

Zhang e Li (2004) 

Balanceamento de uma linha de 
montagem. 

Número de estações de 
trabalho e número de 
operadores. 

Mendes et. al. (2005) 

Aplicação da simulação e da 
otimização em uma célula de 
manufatura, fazendo uso do Custeio 
Baseado em Atividades (ABC) para 
encontrar o menor custo de produção. 

Número de operadores e 
número de máquinas. 

Silva (2005) 

Controle de produção de um sistema de 
produção puxado. 

Número de kanbans. Treadwell e Herrmann (2005) 

Otimização da fase de planejamento do 
projeto de uma nova linha de 
manufatura. 

Número de operadores, número 
de inspetores e quantidade de 
buffers.  

Brighenti (2006) 

Analisar e projetar as operações em 
uma construção civil para otimização 
da performance. 

Recursos disponíveis: 
guindastes, operadores, 
caminhões, etc. 

Cheng, Feng e Hsu (2006) 

Análise da capacidade de produção e 
dimensionamento de estoque. 

Número de operadores, tipo de 
operação, local de execução da 
atividade. 

Leal et al. (2006) 
 

Balanceamento de linha. Máquina nova com 
características diferentes. 

Masood (2006) 

Aumento de produtividade em uma 
linha de montagem de chassis. 

Número de operadores e 
quantidade de postos de 
trabalho 

Pinho et al. (2006) 

Análise do fluxo de processo de uma 
célula de manufatura combinando as 
inspeções de qualidade com a 
programação da produção. 

Número de máquinas e número 
de inspeções. 

Siemiatkowski e Przybylski 
(2006) 

Problemas de roteirização. Número de ônibus existentes e 
demanda 

Bachelet eYon (2007) 

Avaliação de um processo produtivo. Número de mesas de 
montagem e capacidade do 
buffer  

Montevechi et al. (2007) 

Desenvolvimento de um novo sistema 
de manufatura. 

Número de funcionários e local 
de trabalho. 

Oliveira (2007) 

Análise de valor em uma cadeia de 
suprimentos. 

Demanda de produtos, 
característica de um novo 
produto e um novo processo. 

Rabelo et al. (2007) 

Otimização na redução do número de 
kanbans de produção de um sistema de 
manufatura puxado. 

Número de kanbans. Torga (2007) 

Redução no número de inspeções 
mantendo a qualidade do produto final. 

Existência ou não de um 
estágio de inspeção 

Volsem, Dullaert e Van 
Landeghem (2007) 

Avaliação de um processo produtivo. Número de máquinas, número 
de turnos e número de 
operadores. 

Montevechi et al. (2008a) 
 

Avaliação de um processo produtivo Número de operadores, número 
de bancadas com setup e 
número de bancadas sem setup. 

Montevechi et al. (2008b) 
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Desta forma, pode-se afirmar que o método de otimização desenvolvido nesta 

pesquisa restringe-se a modelos de simulação computacional a eventos discretos, cujas 

variáveis de entrada são do tipo discretas, determinísticas e inteiras, além de possuir 

uma pequena variação entre seus limites inferiores e superiores. 

Esta limitação não inviabiliza a pesquisa. Ao contrário, conforme observado na 

Tabela 1.1, diversas aplicações enquadram-se dentro destas limitações. Cabe ressaltar 

que já foi desenvolvido pelo grupo de trabalho, ao qual o pesquisador faz parte, 

diversos trabalhos de simulação a eventos discretos em empresas da região. Todos os 

trabalhos realizados pelo pesquisador obedecem às condições de contorno aqui 

estabelecidas. 

 

 

1.5 METODOLOGIA DE PESQUISA 

 

Gil (1999) afirma que toda pesquisa tem um caráter pragmático sendo um 

processo formal e sistemático de desenvolvimento do método científico. O objetivo 

fundamental da pesquisa é descobrir respostas para problemas mediante o emprego de 

procedimentos científicos. Desta forma, tem-se que a pesquisa é a construção de 

conhecimento original de acordo com certas exigências científicas. A pesquisa 

científica deve ser coerente, consistente, original e objetiva. 

Conforme Jung (2003), a execução de uma pesquisa depende das técnicas e 

procedimentos a serem adotados para a coleta e análise dos dados, sua natureza e 

objetivos requerem ferramentas adequadas para a resolução dos problemas de 

pesquisa. Isso significa que existem vários tipos de pesquisas que são adotados em 

função das necessidades práticas de execução. 

Portanto, em relação aos procedimentos de execução desta pesquisa, pode-se 

classificar esta tese como Simulação, pois segundo Bertrand e Fransoo (2002), a 

simulação deve ser usada quando se deseja prever o efeito de mudanças no sistema ou 

avaliar seu desempenho ou comportamento. É utilizada na resolução de problemas 

reais, durante o gerenciamento de operações, que envolve processos de projeto, 

planejamento, controle e operação, seja em indústrias de manufatura ou de serviços. 
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Adicionalmente, Bertrand e Fransoo (2002) definem modelos quantitativos como 

modelos que são baseados em conjuntos de variáveis que se alteram sobre um domínio 

específico. Estes mesmos autores dividem as metodologias de pesquisa para 

modelagens quantitativas em duas classes: pesquisas axiomáticas e pesquisas 

empíricas. Nas pesquisas axiomáticas a preocupação primária do pesquisador é obter 

soluções dentro do modelo definido. A pesquisa axiomática produz conhecimento 

sobre o comportamento de certas variáveis neste modelo. Enquanto que na pesquisa 

empírica a preocupação primária do pesquisador é assegurar que existe um modelo 

ajustado entre as observações e as ações da realidade. 

Ainda segundo os mesmos autores, as pesquisas Axiomáticas e Empíricas podem 

ser classificadas como Descritivas e Normativas.  

• Empírica Descritiva: a principal preocupação é criar um modelo que descrevas as 

relações causais existentes na realidade, a fim de permitir um maior entendimento 

do processo; 

• Empírica Normativa: A principal preocupação é desenvolver políticas, estratégias e 

ações para melhorar a situação atual; 

• Axiomática Descritiva: o pesquisador busca um modelo conceitual (normalmente 

da literatura) e desenvolve um modelo científico; 

• Axiomática Normativa: A pesquisa central se dá através do modelo de solução do 

processo. 

 

Em metodologias de pesquisas envolvendo a simulação, tem-se, também, o 

modelo de pesquisa desenvolvido por Mitroff et al. (1974), mostrado na Figura 1.1.  

Na fase de conceitualização, o pesquisador desenvolve um modelo conceitual do 

problema que gostaria de estudar. Definem-se, nesta fase, as variáveis relevantes do 

problema. Na fase de modelagem, constrói-se um modelo quantitativo que define as 

relações causais entre as variáveis selecionadas na primeira fase. Na fase de modelo de 

solução, utiliza-se um modelo de resolução de processos, através de regras 

matemáticas. Finalmente, na fase de implementação, os resultados do modelo são 

aplicados. 
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Figura 1.1 – Modelo de Pesquisa para Simulação 

Fonte: Adaptado de Mitroff et al. (1974) 

 

Adicionalmente, Bertrand e Fransoo (2002) afirmam que nas pesquisas 

Axiomáticas Descritivas, os pesquisadores não passam pela fase de resolução de 

problemas. Nas Axiomáticas Normativas, os pesquisadores desenvolvem a modelagem 

e o modelo de solução. Nas Empíricas Descritivas, os pesquisadores desenvolvem a 

conceitualização, modelagem e a validação. E finalmente nas Empíricas Normativas, 

todo o ciclo é desenvolvido, sendo a mais completa das pesquisas. 

De acordo com o que foi citado anteriormente, pode-se afirmar que a 

metodologia de pesquisa utilizada nesta tese é a Empírica Normativa. Optou-se por 

esta metodologia, pois este trabalho preocupa-se em melhorar uma situação atual, ou 

seja, o desempenho do processo de otimização em modelos de simulação a eventos 

discretos, e todo o ciclo de Mitroff et al. (1974) será considerado. 
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1.6 ESTRUTURA DA TESE 

 

Esta tese está divida em oito capítulos, sendo que no capítulo 1, tem-se a 

introdução. A revisão bibliográfica está dividida entre os capítulos 2, 3 e 4, 

correspondendo aos capítulos sobre simulação computacional, algoritmos genéticos e 

projeto de experimentos respectivamente.  

O capítulo 5 faz uma análise da influência dos parâmetros dos algoritmos 

genéticos no tempo de convergência e na qualidade da resposta desses algoritmos.  

Na seqüência, tem-se o capítulo 6, que apresenta a proposta de um método de 

otimização para modelos de simulação a eventos discretos aplicados a sistemas de 

manufatura. 

Já o capítulo 7 mostra a aplicação do método de otimização proposto aplicado a 

quatro objetos de estudo distintos. Este capítulo também faz uma comparação entre o 

método de otimização proposto e o SimRunner®, uma ferramenta de otimização 

conhecida comercialmente. 

Finalmente, o capítulo 8 traz as conclusões obtidas nesta tese de doutorado. 
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CAPÍTULO 02 - SIMULAÇÃO COMPUTACIONAL 

 

 

2.1 CONSIDERAÇÕES INICIAIS 

 

O objetivo deste capítulo é apresentar uma revisão bibliográfica a respeito da 

simulação computacional.  Inicialmente será levantado o histórico e a evolução da 

simulação computacional, além das vantagens e desvantagens da utilização da 

simulação. 

Em seguida, serão apresentados os principais aspectos sobre a simulação 

computacional, seguido de sua aplicação nos sistemas de manufatura. Também será 

apresentada uma abordagem metodológica para se trabalhar com simulação 

computacional. 

Finalmente, os principais fundamentos da combinação da otimização com a 

simulação serão apresentados, com destaque a uma pesquisa realizada em aplicações 

atuais da simulação computacional combinada com a otimização. 

 

 

2.2 A EVOLUÇÃO DA SIMULAÇÃO 

 

Pinho et al. (2006) destacam que a simulação computacional é a representação de 

um sistema em um modelo através do computador, com a vantagem de se poder 

visualizar o funcionamento desse sistema e de implementar mudanças, além de 

responder a questões do tipo: “o que aconteceria se”, economizando desta maneira 

recursos econômicos e tempo. 

A aplicação da simulação computacional teve início na década de 60 juntamente 

com a introdução dos primeiros computadores no mercado, já que devido ao grande 

numero de cálculos matemáticos necessários à simulação numérica, sua utilização sem 

o auxilio de um computador seria inviável. As primeiras aplicações desta ferramenta 

foram na área militar, tendo como objetivo principal o planejamento da distribuição de 

suprimentos nas frentes de batalha e alocação de recursos (TORGA, 2007). 
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A simulação computacional foi desenvolvida primeiramente utilizando-se de 

linguagens de programação, principalmente Fortran e Pascal (GAVIRA, 2003). No 

entanto, sistemas de maior complexidade apresentavam limitações tanto na 

modelagem computacional como na execução da simulação tornando a utilização da 

ferramenta, através destas linguagens de programação, em alguns casos inviável 

(CHWIF e MEDINA, 2006). 

Essa evolução a partir da década de 60 se deu em função da necessidade de 

desenvolvimento de ferramentas mais efetivas como conseqüência de uma demanda 

maior em termos de resultados mais confiáveis e de uma melhor visualização de seus 

benefícios por parte dos usuários. O surgimento de softwares específicos acoplados a 

simuladores capazes de reproduzir graficamente o funcionamento de sistemas ilustra 

essa idéia. Dentre as vantagens da utilização dos softwares de simulação pode-se citar 

a facilidade de compreensão, o treinamento de pessoal e uma melhor visualização do 

sistema produtivo das indústrias (SILVA, 2005). 

Mesmo após o reconhecimento relativo à eficiência da simulação computacional, 

seu uso ainda demanda muito tempo de treinamento, caso os usuários não tenham um 

conhecimento prévio. A construção dos modelos e animações é demorada, e os 

analistas precisam ter conhecimento do sistema que estão simulando. Em função disso, 

tem sido proposta uma nova tecnologia, conhecida como VIS - Visual Interactive 

Simulation (GAVIRA, 2003).  

Esta nova tecnologia, base dos atuais softwares de simulação¸ realiza a 

modelagem através de ícones agrupando comandos das linguagens tradicionais de 

simulação, e tornando o trabalho de desenvolvimento mais fácil, através de uma 

interface semelhante à do Windows, mas muito mais amigável, reduzindo 

drasticamente o tempo de treinamento.  

Embora as linguagens de programação utilizadas até então ainda poderem ser 

utilizadas, isso raramente ocorre. Existem pacotes de simulação disponíveis no 

mercado que atualmente apresentam inúmeras vantagens em termos de facilidade de 

uso, eficiência e eficácia dos resultados obtidos. Dentre as vantagens em se usar os 

pacotes de simulação pode-se ressaltar (SHANNON, 1998): 
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• Redução na tarefa de programar; 

• Aumento da flexibilidade de realizar mudanças nos modelos; 

• Menos erros de programação; 

• Análise de dados estatísticos. 

 

O objetivo dos pacotes de simulação é diminuir o espaço entre a conceituação 

que o usuário tem do modelo e sua forma executável. Os pacotes de simulação são 

divididos em duas categorias: uma de propósito geral e outro de propósito específico. 

Na primeira categoria estão os pacotes que podem resolver problemas em geral de 

simulação a eventos discretos, como ARENA®, AweSim®, GPSS/H™, Simscript 

II.5®, Extend™ etc. Na segunda categoria estão os pacotes utilizados na simulação de 

problemas específicos, tais como sistemas de manufatura e manuseio de material. Os 

pacotes SimFactory, ProModel®, AutoMod™, Taylor II® e Witness® se enquadram 

nesta categoria, assim como os pacotes designados para a condução de estudos de 

reengenharia de processos, como BPSimulator™, processModel™, SIMPROCESS® e 

Extend+BPR. Outros pacotes possuem o objetivo de simular áreas como a da saúde, 

como o MedModel®, ou redes de comunicação, como o COMNET II.5 (SHANNON, 

1998). 

 

 

2.3 VANTAGENS E DESVANTAGENS DA SIMULAÇÃO 

 

Os modelos de simulação apresentam inúmeras vantagens em relação aos 

modelos analíticos. Sua conceituação é de mais fácil compreensão principalmente na 

gerência da organização. Além disso, é capaz de comparar o modelo virtual com a 

situação real e assim proporcionar maiores contribuições para o objeto de estudo. 

Lacksonen (2001) destaca que a simulação é uma importante ferramenta de 

análise para projetos de sistemas produtivos complexos. 

Já Kelton (1999) afirma que o uso da simulação na realização de experimentos 

possibilita um conjunto de oportunidades, muitas vezes impossível em situações do dia 

a dia de uma empresa.  
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Banks et al. (2005) destacam algumas vantagens da simulação, tais como: 

• Tomada de decisão: a simulação possibilita testar todos os aspectos de uma 

proposta de mudança com menor gasto de recursos; 

• Desacelerar e acelerar o tempo: podem-se analisar fenômenos variando a 

velocidade do tempo de simulação; 

• Entendimento do porquê: gestores freqüentemente querem saber o porquê de 

certos fenômenos ocorrerem em um sistema real. Com a simulação, é possível 

determinar as respostas das questões reconstruindo a situação; 

• Explorar possibilidades: uma das grandes vantagens da simulação, uma vez que 

se tenha desenvolvido um modelo de simulação válido, é a possibilidade de 

explorar novas políticas, processos operacionais, ou métodos, sem uma 

experimentação direta no sistema real, o que certamente envolveria maiores 

custos; 

• Diagnóstico de problemas: as modernas fábricas de manufatura ou organizações 

de serviços possuem processos complexos, sendo impossível considerar todas 

as interações que ocorrem em um local em dado momento. Com a simulação é 

possível avaliar os efeitos das variáveis e suas interações sobre o sistema; 

• Identificação das restrições: a presença de gargalos na produção causa efeitos 

indesejados. A simulação é capaz de conduzir o analista do problema às causas 

das esperas dos materiais, das informações, do trabalho em si, etc.; 

• Desenvolvimento do conhecimento: o estudo de simulação promove o 

entendimento sobre como o sistema realmente funciona, ao invés de uma 

informação prescritiva; 

• Visualização da planta: dependendo do software utilizado, é possível visualizar 

as operações sob diferentes pontos de vista; 

• Construção de um consenso: é possível, com a simulação, evitar inferências 

feitas para aprovar ou reprovar projetos, pois estas podem ser simuladas e seus 

efeitos demonstrados. Além disto, tendo um modelo testado, validado e 

visualmente representado, torna-se mais fácil aceitar os resultados da simulação 

do que a opinião isolada de uma pessoa; 
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• Preparação para mudanças: respondendo as questões “o que aconteceria se”, 

cria-se uma situação desejável tanto para desenvolvedores de novos sistemas 

quanto ao reprojeto de sistemas já existentes; 

• Investimentos com sabedoria: o custo típico de um estudo de simulação é 

substancialmente menor do que a quantia total gasta na implementação de 

projetos ou reprojetos; 

• Treinamento da equipe: modelos de simulação podem proporcionar excelentes 

treinamentos quando projetados para tal. Esta estratégia é mais barata e menos 

problemática que o treinamento on the job; 

• Especificação das necessidades: a simulação pode ser utilizada para especificar 

necessidades para um projeto de sistema. 

 

Apesar das inúmeras vantagens de sua utilização, a simulação apresenta algumas 

desvantagens, como se pode observar a seguir.  

Segundo Law e Kelton (2000) as desvantagens da simulação são: 

• Os modelos de simulação são, em geral, caros e consomem tempo para serem 

desenvolvidos; 

• Cada rodada de cada modelo de simulação estocástico só estima as 

características verdadeiras do mesmo para um número particular de parâmetros 

de entrada. Assim, serão necessárias várias rodadas independentes para cada 

conjunto de parâmetros a serem estudados. Por essa razão é que os modelos de 

simulação geralmente não são tão eficientes em relação a otimização; 

• A grande quantidade de dados gerados por um estudo de simulação faz com que 

as pessoas confiem no modelo mais do que deveriam. Se um modelo não for a 

representação adequada de um sistema, não importa o tipo de informação que 

será obtida, a real utilidade será mínima. 

 

Já de acordo com Banks et al. (2005), as desvantagens da simulação são as 

seguintes: 
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• A construção de modelos requer treinamento especial: esta é uma arte aprendida 

com a experiência na realização desta tarefa. É altamente improvável que, dois 

modelos do mesmo sistema, construídos por pessoas diferentes, sejam iguais; 

• A modelagem e a análise podem tomar muito tempo, acarretando um alto valor 

financeiro: restringindo indevidamente os recursos para a modelagem e análise, 

podem-se obter resultados insuficientes para as questões a serem respondidas; 

• A simulação pode ser utilizada inapropriadamente: neste caso, a simulação é 

utilizada em casos onde uma solução analítica é possível, ou mesmo preferível.  

 

Outra desvantagem refere-se aos conceitos utilizados em simulação. Segundo 

Habchi e Berchet (2003), em muitos casos, as ferramentas de simulação usam 

conceitos ainda muito complexos para a maioria dos usuários em potencial. 

 

 

2.4 SIMULAÇÃO COMPUTACIONAL 

 

Balci (2003) define a simulação computacional destacando a importante função 

de realizar experimentos. Segundo o autor a simulação é o ato de experimentar ou 

executar um modelo ou um número de modelos sob diversos objetivos, como 

aquisições de dados, análises e treinamentos. 

Para Shannon (1998), a simulação computacional tem se tornado uma 

metodologia indispensável de resolução de problemas nas mais diversas áreas. 

Johansson (2002) reforça esta diversidade de áreas de aplicação mostrando como a 

simulação tem sido utilizada desde a representação de operações militares, operações 

logísticas, linhas de manufatura até operações na área de saúde. 

Para Law e Kelton (2000), simulação computacional é a representação de um 

sistema real através de um computador para a posterior realização de experimentos 

para avaliação e melhoria de seu desempenho. Isto significa a importação da realidade 

para um ambiente controlado onde se pode estudar seu comportamento sob diversas 

condições, sem os riscos físicos e/ou custos envolvidos em um estudo convencional. 
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Já para Banks (1998), a simulação é uma metodologia indispensável de solução 

para números problemas da vida real. A simulação é utilizada para descrever e analisar 

o comportamento dos sistemas através de questões “o que aconteceria se” em relação a 

situação real.  

Strack (1984) recomenda a utilização da simulação quando: 

• Não há uma formulação matemática completa para o problema; 

• Não há método analítico para a resolução do modelo matemático; 

• Resultados são mais fáceis de serem obtidos por simulação que por qualquer 

outro método analítico; 

• Não existe habilidade técnica para a resolução do modelo matemático por 

técnica analítica ou numérica; 

• Torna-se necessário observar o desenvolvimento do processo desde o início até 

o seu término; 

• Quando são necessários detalhes específicos do sistema; 

• Quando a experimentação na situação real apresenta inúmeros obstáculos ou 

não é possível. 

 

A maneira como a simulação computacional do sistema trabalha, seja com o uso 

de distribuições estatísticas, considerando-se o tempo ou não, ou através do uso de 

variáveis discretas ou contínuas, está diretamente relacionada com o tipo de simulação 

utilizada (HARREL, GHOSH e BOWDEN, 2000). As classificações mais usuais são: 

dinâmica ou estática; determinística ou estocástica; discreta ou contínua. A seguir são 

apresentados com mais detalhes essas classificações. 

 

2.4.1 Simulação estática e dinâmica 

 

Para Law e Kelton (2000), simulação estática é a representação de um sistema 

em um dado momento. Um exemplo é a simulação de Monte Carlo, bastante utilizada 

na área financeira e na área de estoques.  

Os mesmos autores definem a simulação dinâmica como a representação de um 

sistema no decorrer do tempo. Esse tipo de simulação é apropriado para a análise de 
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sistemas de manufatura e serviços que sofrem influência do tempo. Um exemplo é a 

simulação das atividades ocorridas em um banco ao longo de suas oito horas de 

funcionamento diárias. 

 

2.4.2 Simulação determinística ou estocástica 

 

Para Pereira (2000), os modelos de simulação são determinísticos quando as 

variáveis de entrada assumem valores exatos, assim, os resultados (saídas) desse tipo 

de simulação serão sempre os mesmos, independentemente do número de replicações.  

Os modelos estocásticos permitem que as variáveis de entrada assumam valores 

dentro de uma distribuição de probabilidades a ser definida pelo modelador. Os 

resultados gerados pelos modelos estocásticos são diferentes a cada replicação, em 

função da natureza aleatória das variáveis de entrada no modelo.  

A Figura 2.1 mostra a diferença existente entre a simulação com dados de entrada 

determinístico e estocástico. 

 

 
Figura 2.1 – Simulação Determinística (a) comparada com a Simulação Estocástica (b) 

Fonte: DUARTE (2003) 

 

2.4.3 Simulação discreta e contínua 

 

Para Strack (1984), a simulação contínua modela sistemas em que suas variáveis 

mudam continuamente de valor. É utilizada em estudos que consideram os sistemas 

constituídos por um fluxo continuo de informações ou itens.  

Já a simulação discreta caracteriza-se por variáveis de estado onde as mudanças 

ocorrem de maneira descontínua, ou seja, sofrem mudanças bruscas. A Figura 2.2 
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ilustra a diferença entre os tipos de simulação discreta e contínua. 

 

 
Figura 2.2 – Simulação Discreta (parte inferior) comparada com a Simulação Contínua (parte superior) 

Fonte: DUARTE (2003) 

 

 

2.5 A SIMULAÇÃO COMPUTACIONAL EM AMBIENTES DE MANUFATURA 

 

Diversos autores (HARREL, GHOSH e BOWDEN, 2000; LAW e KELTON, 

2000; BANKS, 2000; BALCI, 2003; JOHANSSON, 2002) concordam sobre a 

possibilidade de aplicação da simulação nas mais diferentes áreas, desde a área de 

saúde, até a militar. No entanto, neste trabalho a linha de estudo é a manufatura. 

Segundo Banks et al. (2005), a simulação é uma das ferramentas mais 

amplamente utilizada em sistemas de manufatura do que em qualquer outra área. 

O’Kane, Spenceley e Taylor (2000) afirmam que a simulação tem se tornado 

uma das técnicas mais populares para se analisar problemas complexos em ambientes 

da manufatura. A simulação é uma ferramenta muito útil, uma vez que prevê o 

comportamento de sistemas complexos, indicando os movimentos e interações dos 

componentes deste sistema. 

Seguindo uma linha de raciocínio similar a de Banks et al. (2005), Ryan e 

Heavey (2006) afirmam que a maioria dos sistemas de manufatura são complexos e 

difíceis, no que tange ao seu entendimento e a sua operacionalização de forma 

eficiente. Devido à sua grande versatilidade, flexibilidade e poder de análise, a 

simulação é uma das técnicas mais amplamente utilizadas nestes tipos de sistemas. 
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Alguns exemplos de estudos que podem ser realizados na manufatura através da 

simulação são (LAW e MCCOMAS, 1999): 

 

1. Necessidade extra de material e pessoal: 

• Número, tipo e layout das máquinas para um determinado objetivo; 

• Necessidade de abastecedores, conveyors e outros equipamentos de suporte 

(pallets e fixadores); 

• Localização e tamanho dos estoques; 

• Avaliação de possíveis mudanças no volume dos produtos ou no mix;  

• Avaliação dos efeitos de introdução de novos equipamentos em um sistema de 

produção; 

• Avaliação de investimentos de capital; 

• Planejamento das necessidades de mão de obra; 

• Número de carregamentos. 

 

2. Avaliação de desempenho: 

• Análise do fluxo dos produtos; 

• Análise de tempo do sistema; 

• Análise de gargalo. 

 

3. Avaliação dos procedimentos operacionais: 

• Programação da produção; 

• Políticas de inventário; 

• Estratégias de controle; 

• Políticas de controle da qualidade. 

 

Algumas das medidas de desempenho mais comuns que podem ser avaliadas 

com a simulação da manufatura são: 

• O tempo das peças no sistema; 

• O tempo das peças em espera/fila; 
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• O tamanho das filas; 

• Tempo de entrega; 

• Utilização dos equipamentos e pessoas. 

 

 

2.6 METODOLOGIAS PARA SIMULAÇÃO COMPUTACIONAL 

 

Segundo Silva (2005), a modelagem computacional de um sistema é uma tarefa 

que exige muito esforço por parte do modelador, porém se conduzida com raciocínio 

cuidadoso e planejado, poderá trazer benefícios muito proveitosos. A simulação 

computacional envolve mais do que a utilização de um software. Trata-se de um 

projeto que requer um planejamento prévio de cada uma de suas etapas e, além disso, 

um conhecimento do sistema a ser simulado e das pessoas envolvidas. 

Segundo Strack (1984), os resultados insatisfatórios do uso da ferramenta 

ocorrem em função da não valorização do aspecto humano da simulação. O sucesso 

depende da habilidade do usuário em analisar as saídas, identificar alternativas de 

projeto e novas configurações para melhoria do modelo. 

Grande parte dos trabalhos de simulações mal sucedidos tem como causa a 

ausência de um planejamento condizente com a importância de seu estudo. Por isso, 

simular requer mais do que o conhecimento de um software específico, mas também, 

pessoas com conhecimento dos passos a serem seguidos, bem como experiência 

analítica, estatística e organizacional (SILVA, 2005). 

A metodologia nos trabalhos de simulação busca sistematizar as atividades de 

desenvolvimento, facilitando a integração entre software, modelador e usuário, e 

evitando desperdício de tempo, dinheiro e resultados frustrantes. A visualização das 

etapas e da complexidade de se criar uma representação do sistema real implicam em 

grandes responsabilidades para o profissional desta área. Resultados podem ser 

alcançados de maneira muito proveitosa, desde é claro que se siga a metodologia 

recomendada. 

Um exemplo de uma metodologia de simulação foi proposto por Chwif (1999) e 

Chwif e Medina (2006). Nesta metodologia, os autores afirmam que o 
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desenvolvimento de um modelo de simulação compõe-se de três grandes etapas: 

concepção ou formulação do modelo, implementação do modelo e análise dos 

resultados do modelo. Esta metodologia de simulação é mostrada na Figura 2.3. 

 

 
Figura 2.3 – Metodologia de Simulação 

Fonte: Chwif  e Medina (2006) 

 

Na fase de concepção deve-se entender claramente o sistema a ser simulado e os 

seus objetivos. Deve-se, também, decidir com clareza qual será o escopo do modelo, 

suas hipóteses e seu nível de detalhamento. Os dados de entrada também são coletados 

nesta fase. Ainda nesta fase, o modelo que está na mente do analista (modelo abstrato) 

deve ser desenhado de acordo com alguma técnica de representação de modelos de 

simulação, a fim de torná-lo um modelo conceitual, de modo que outras pessoas 

envolvidas no projeto possam entendê-lo. 

Na segunda fase, implementação, o modelo conceitual é convertido em um 

modelo computacional através da utilização de alguma linguagem de simulação ou de 

um simulador comercial. Com o avanço tecnológico dos simuladores atuais, a etapa de 

implementação já não consome tanto tempo como no passado. O modelo 

computacional implementado deve ser comparado frente ao modelo conceitual, com a 
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finalidade de avaliar se a sua operação atende ao que foi estabelecido na etapa de 

concepção. Alguns resultados devem ser gerados para a verificação e validação do 

modelo computacional. 

Na terceira fase, análise, o modelo computacional está pronto para a realização 

dos experimentos, dando origem ao modelo experimental ou modelo operacional. 

Nesta etapa são efetuadas várias rodadas do modelo e os resultados da simulação são 

analisados e documentados. A partir dos resultados, conclusões e recomendações sobre 

o sistema podem ser geradas. Caso necessário, se o resultado da simulação não for 

satisfatório, o modelo pode ser modificado, e este ciclo é reiniciado. 

Chwif e Medina (2006) destacam que as fases mostradas na Figura 2.3 não 

devem ser interpretadas como uma seqüência linear. Em um estudo prático podem 

ocorrer diversas iterações e realimentações no processo, à medida que o entendimento 

do problema muda.  

Ainda segundo os autores, a melhor maneira é imaginar que o projeto de 

simulação desenvolve-se em forma espiral, em que as etapas são repetidas na 

seqüência apresentada na Figura 2.3. 

 

 

2.8 SIMULAÇÃO COMBINADA A TÉCNICA DE OTIMIZAÇÃO 

 

Conforme descrito anteriormente, dentre as vantagens de se utilizar a simulação 

está a possibilidade de se responder a questões do tipo “o que aconteceria se...?”, ou 

seja,  avaliando os resultados do modelo para determinadas condições. Assim, para 

usar a simulação na avaliação e melhoria do desempenho de um processo, é necessário 

construir cenários e logo em seguida executar a simulação para cada uma deles, 

analisando os resultados encontrados (OPTQUEST FOR ARENA USER’S GUIDE, 

2002). Tal processo, apesar de ser capaz de gerar bons resultados, pode ser muito 

cansativo e consumir muito tempo, além disso, não garante na maioria das vezes que 

as melhores configurações sejam experimentadas. 

O intuito de se associar as técnicas de otimização e simulação é justamente 

resolver tais problemas. Esta associação envolve algumas terminologias como 
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“otimização para simulação”, “otimização via simulação” e “otimização em 

simulação”, sendo estas duas últimas as mais utilizadas (FU, 2002). 

A Tabela 2.1 apresenta exemplos de alguns softwares de otimização existentes 

no mercado, assim como os pacotes de simulação aos quais estão incluídos. 

Apresentam-se, também, as técnicas de otimização utilizadas por esses pacotes. 

 

Tabela 2.1 – Softwares de Otimização 

Fonte: Law e Kelton (2000) 

Software de otimização Pacote de simulação Técnica de otimização 

AutoStat AutoMod Algoritmos Evolutivos e 

Algoritmos genéticos 

OptQuest Arena, Crystal Ball, etc. Busca Scatter, Tabu e Redes 

Neurais 

OPTIMIZ SIMUL8 Redes Neurais 

SimRunner ProModel Algoritmos Evolutivos e 

Algoritmos genéticos 

Optimizer WITNESS Simulated anneling e busca 

tabu 

 

Banks et al. (2005) utilizam a expressão “otimização via simulação” para 

designar uma situação onde o objetivo é minimizar ou maximizar algumas medidas de 

desempenho de um sistema, e este sistema só pode ser avaliado através da simulação 

computacional. 

Segundo FU (2002), até a última década, a simulação e a otimização eram 

mantidas separadamente na prática. Atualmente, essa integração tem se mostrado 

bastante difundida, principalmente pelo fato de alguns pacotes de simulação incluírem 

rotinas de otimização. 
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2.8.1 Princípio de Funcionamento 

 

Um sistema pode ser descrito como uma relação entrada-saída, onde X é a 

entrada, Y a saída e M é uma representação a qual correlaciona as informações de 

entrada e saída. A partir deste conceito de sistema é possível fazer uma comparação 

entre modelagem, simulação e otimização: a modelagem é a busca das inter-relações 

existentes entre os dados de entrada e de saída de um determinado sistema, ou seja, 

uma representação de seu comportamento; a simulação manipula as entradas de um 

modelo e verifica suas diferentes saídas; já a otimização busca obter uma saída ótima, 

previamente definido, alterando a composição das entradas (PROTIL, 2001).  

Tal comparação é apresentada na Figura 2.4. 

 

 
Figura 2.4 – Questionamentos na modelagem, simulação e otimização 

Fonte: Adaptado de PROTIL (2001) 

 

O processo de otimização testa várias combinações de valores para variáveis que 

podem ser controladas (variáveis independentes), na tentativa de busca da solução 

ótima. Em muitos casos não é possível avaliar todas as combinações prováveis de 

variáveis devido ao grande número de combinações possíveis. Nestes casos o uso de 

algoritmos heurísticos de otimização devem ser utilizados. Para FU (2002), a 

otimização deve ocorrer de maneira complementar a simulação, fornecendo as 

variáveis de uma possível solução (inputs) à simulação, e esta, fornecendo respostas 

(outputs) para a situação proposta, que retornam ao processo de otimização, caso a 

solução não seja considerada satisfatória.  
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A otimização gera novos valores para as variáveis, utilizando técnicas de 

otimização específicas, que serão novamente testadas pela simulação. Este ciclo, 

representado na Figura 2.5, é repetido até sua parada, definida de acordo com o 

método de otimização utilizado. Quando o método de otimização é baseado em 

algoritmos de busca, para cada possível solução é efetuada uma tentativa, ou seja, um 

ciclo. 

 
Figura 2.5 – Otimização em simulação 

Fonte: FU (2002). 

 

A grande limitação para o uso da otimização em simulação é o número de 

variáveis, sendo seu desempenho reduzido enormemente diante de um modelo com 

alto número de variáveis a serem manipuladas pela otimização. 

 

2.8.2 Metodologia para otimização via simulação 

 

Geralmente as metodologias de otimização em simulação partem de um modelo 

já existente e validado. O primeiro passo é a definição das variáveis de decisão, ou 

seja, as variáveis que afetam a função objetivo do problema. Em seguida se define a 

função objetivo, que pode ser de maximização ou minimização, cujo resultado será 

avaliado pelos algoritmos de otimização na busca de um valor ótimo. O passo seguinte 

é a definição das restrições do problema seguido pela configuração de alguns 

parâmetros, como: número de replicações, precisão e critério de parada (SILVA, 

2005). 
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Harrel, Ghosh e Bowden (2000) propuseram uma metodologia específica para o 

uso do SimRunner®. Segundo os autores, após a construção e validação de um 

modelo, são necessários alguns passos para uma otimização bem sucedida. Estes 

passos são listados a seguir. 

1. Definir as variáveis que afetarão as respostas do modelo e que serão testadas pelo 

algoritmo de otimização. São estas variáveis que terão o valor alterado a cada 

rodada de simulação; 

2. Definir o tipo de variável (real ou inteira) e limites inferiores e superiores. Durante 

a busca, o algoritmo de otimização gera soluções respeitando o tipo das variáveis e 

seus limites. O número de variáveis de decisão e a gama de valores possíveis 

afetam o tamanho do espaço de busca, alterando a dificuldade e o tempo 

consumido para identificar a solução ótima. É por isso que se recomenda que 

somente as variáveis que afetem significantemente o modelo sejam usadas; 

3. Definir a função objetivo para avaliar as soluções testadas pelo algoritmo. Na 

verdade, a função objetivo já poderia ter sido estabelecida durante a fase de projeto 

do estudo de simulação. Esta função pode ser construída tendo por base peças, 

equipamentos, operários entre outros, buscando minimizar, maximizar ou fazer uso 

de ambos em diferentes variáveis, dando inclusive pesos diferentes para compor a 

função objetivo; 

4. Selecionar o tamanho da população do algoritmo evolutivo. O tamanho da 

população de soluções usado para conduzir o estudo afeta a confiabilidade e o 

tempo requerido para a condução da busca, assim, é necessário que haja um 

equilíbrio entre o tempo requerido e o resultado esperado da otimização. Nesta fase 

também é importante definir outros parâmetros como: precisão requerida, nível de 

significância e número de replicações; 

5. Após a conclusão da busca um analista deve estudar as soluções encontradas, uma 

vez que, além da solução ótima, o algoritmo encontra várias outras soluções 

competitivas. Uma boa prática é comparar todas as soluções tendo como base a 

função objetivo.  
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Cabe ressaltar que mesmo seguindo metodologias para a execução da otimização 

em simulação alguns fatores afetam diretamente o desempenho da busca, entre eles: 

precisão do modelo, número de variáveis, complexidade da função objetivo, valores 

iniciais das variáveis e seus limites (OPTQUEST FOR ARENA USER’S GUIDE, 

2002). 

 

 

2.9 CASOS NA LITERATURA 

 

Zhang e Li (2004) integraram a simulação de eventos discretos com um 

algoritmo heurístico no modelo de otimização proposto. A intenção foi otimizar a 

alocação dos recursos disponíveis em projetos de construção de edificações. 

Silva (2005), em sua dissertação de mestrado utiliza a simulação para aplicar o 

sistema ABC de custeio em uma linha de produção, verificando as mudanças 

encontradas nos custos para uma nova configuração do sistema produtivo. Além disso, 

utilizou a otimização para a redução de tais custos. O software de simulação utilizado 

foi o PROMODEL e o software de otimização foi o SIMRUNNER. 

Cheng, Feng e Hsu (2006) realizaram um trabalho de simulação nas operações de 

construção de edificações. O objetivo era a otimização, através dos algoritmos 

genéticos, do desempenho do sistema de produtivo da construção, com melhor 

utilização compartilhada dos recursos disponíveis. 

Bachelet e Yon (2007) combinaram as técnicas de otimização e simulação com o 

intuito de melhorar a solução alcançada através da modelagem matemática. Esta 

proposta foi aplicada em um problema de roteirização. 

Volsem, Dullaert e Van Landeghem (2007) otimizaram um procedimento de 

inspeção de um processo produtivo, para redução de custos, através da simulação de 

eventos discretos. A otimização proposta foi realizada através de algoritmos 

evolucionários. 

Yang, Fu e Yang (2007) realizam uma pesquisa direcionada para o uso de 

algoritmos evolucionário como técnica de otimização combinada com a simulação. A 

intenção foi a redução do WIP (work in process). 
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Torga (2007) verifica a real potencialidade do uso conjunto da simulação e da 

otimização na redução do número de kanbans de produção de um sistema de 

manufatura puxado. O trabalho desenvolvido mostrou-se uma boa alternativa para a 

análise de dimensionamento de estoques. 

 

 

2.10 CONSIDERAÇÕES FINAIS 

 

Este capítulo apresentou os principais aspectos relacionados a simulação 

computacional, principalmente quando aplicada em ambientes de manufatura, além de 

destacar a utilização de metodologias aplicadas em projeto de simulação 

computacional. 

O maior destaque deste capítulo refere-se a simulação computacional combinada 

a técnica de otimização. Mostrou-se o crescente uso dessas duas técnicas combinadas, 

além de uma metodologia para otimização via simulação. 
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CAPÍTULO 03 – ALGORITMO GENÉTICO 

 

 

3.1 CONSIDERAÇÕES INICIAIS 

 

Inicialmente, neste capítulo, será mostrado como a teoria da evolução deu origem 

aos algoritmos evolutivos e aos algoritmos genéticos, com destaque aos aspectos 

principais desses algoritmos. Em seguida, será mostrado o princípio de funcionamento 

dos operadores de seleção, evidenciando sua importância no funcionamento dos 

algoritmos genéticos. Na seqüência, serão apresentados os operadores genéticos para 

cruzamento e mutação. 

Posteriormente, serão apresentados os fundamentos sobre os parâmetros dos 

algoritmos genéticos, e como esses parâmetros interferem no resultado final do 

problema. Será dado um especial destaque às divergências de suas configurações 

existentes na literatura. 

Será mostrado, também, como as técnicas de adaptações nos algoritmos 

genéticos têm sido usadas para melhorar o desempenho desses algoritmos. Por fim, 

será apresentada uma pesquisa realizada em aplicações atuais dos algoritmos 

genéticos. 

 

 

3.2 A TEORIA DA EVOLUÇÃO 

 

A Teoria da Evolução foi apresentada por Charles Darwin em seus livros, Sobre 

a Origem das Espécies por Meio da Seleção Natural, publicado em 1859, e A 

Descendência do Homem e Seleção em Relação ao Sexo, publicado em 1871, onde 

Darwin defendia que o homem, assim como os outros seres vivos, evoluiu de um 

ancestral comum, através de um mecanismo de transformação (TORGA, 2007). 

A teoria é apoiada nos estudos que Darwin realizou a bordo do navio Beagle em 

sua volta ao redor do mundo nos meados do século XIX. Em seus estudos, Darwin 

concluiu que nem todos os organismos que nascem sobrevivem e reproduzem-se. Os 
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indivíduos com maior oportunidade de sobrevivência seriam aqueles com 

características mais apropriadas para enfrentar as condições ambientais, tendo 

também, maior chance de se reproduzirem e deixar descendentes. Nessas condições a 

freqüência de um gene vantajoso aumenta gradativamente na população. Contudo, 

Darwin não conseguiu explicar adequadamente o mecanismo de origem e transmissão 

dessas características. Somente com as posteriores descobertas sobre os princípios 

básicos da herança genética e das mutações por Gregor J. Mendel é que estes 

mecanismos foram identificados (SILVA, 2005). 

A Teoria da Evolução provocou uma grande discussão a respeito da origem e 

evolução da vida e revolucionou todo o pensamento científico, religioso, filosófico, 

político e econômico da época, influenciando não só o futuro da biologia, botânica e 

zoologia como também outros campos nas áreas das Ciências Exatas. 

 

 

3.3 ALGORITMOS EVOLUTIVOS 

 

Algoritmos evolutivos (EA) são uma classe de técnicas de procura direta 

baseados na teoria da evolução. Estes algoritmos simulam o processo de evolução 

onde os seres vivos se adaptam ao meio ambiente para sobreviver. Também 

manipulam uma população de soluções de forma que as piores soluções desapareçam e 

as melhores evoluam em busca da solução ótima. Técnicas de procura baseadas nesse 

conceito possuem grande robustez e tem sido utilizada para resolver inúmeros 

problemas de grande complexidade (ZHANG e ISHIKAWA, 2004). 

As teorias evolucionárias mais amplamente aceitas baseiam-se no paradigma 

neo-Darwiniano (FOGEL, 1994). Tais teorias afirmam que a história da vida pode ser 

completamente descrita por processos físicos (reprodução, mutação, competição e 

seleção) que operam sobre ou entre populações e espécies. Os indivíduos e as espécies 

podem ser vistos como uma combinação de sua programação genética (genótipo) e a 

expressão de seu comportamento (fenótipo), determinado pelas condições ambientais, 

sobre os quais estes processos físicos agem. A evolução é vista como um processo que 

age em busca do ótimo, pois a seleção produz fenótipos tão próximos do ótimo quanto 
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possível, a partir da especificação de um estado inicial e das restrições ambientais 

(CHEN e LIN, 2007). 

Segundo Harrel, Ghosh e Bowden (2000), os algoritmos evolutivos diferem das 

técnicas não lineares de otimização em vários aspectos. As diferenças mais 

significantes estão na forma como eles conduzem a busca pela superfície de resposta 

utilizando uma população de soluções ao invés de utilizar somente um valor, 

permitindo a coleta de informações sobre a superfície de resposta de diversas formas 

simultaneamente. Tal abordagem aumenta as chances de se encontrar a solução ótima. 

Os algoritmos evolutivos são divididos, de uma forma geral, nos seguintes 

grupos: estratégias evolutivas e programação evolutiva. 

As estratégias evolutivas foram desenvolvidas pelos alemães Ingo Rechenberg e 

Hans-Paul Schwefel em meados da década de 70, com o objetivo inicial de solucionar 

problemas complexos, discretos e contínuos, principalmente experimentais (BÄCK, 

HAMMEL e SCHWEFEL, 1997). 

Ao contrário dos algoritmos genéticos, que também empregam cruzamentos, este 

método emprega apenas operadores de mutação. Em um esquema bem simplificado da 

estratégia evolutiva, um indivíduo-pai gera um só filho através de aplicação de 

mutações de distribuição Gaussiana, média zero e variância variável, de modo que 

pequenas mutações ocorram mais freqüentemente que mutações mais radicais. Sempre 

que um filho “melhor” que o pai é gerado, o pai é substituído e o processo é reiniciado 

(TANOMARU, 1995). 

Os métodos de programação evolutiva (também chamados de programação 

evolucionária) foram desenvolvidos por Lawrence J. Fogel em 1962, e foi 

originalmente concebido como uma tentativa de criar inteligência artificial (BÄCK 

HAMMEL e SCHWEFEL, 1997). Porém este método tem sido também usado em 

problemas de otimização e é, neste caso, virtualmente equivalente às estratégias 

evolutivas, diferenciando-se apenas nos procedimentos de seleção e codificação de 

indivíduos. 

Segundo Tanomaru (1995), na programação evolutiva há uma população de n 

indivíduos que são copiados na totalidade numa população temporária e sofrem 

mutações variáveis. Um torneio estocástico é realizado para extrair a população 
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seguinte desse grupo de indivíduos. Não há nenhuma restrição que implique em um 

tamanho de população constante e não há recombinação entre os indivíduos. 

 

 

3.4 ALGORITMOS GENÉTICOS 

 

O algoritmo genético (AG) foi inicialmente proposto por Holland (1975), 

inspirando-se no mecanismo da evolução das espécies, tendo como base os trabalhos 

de Darwin sobre a origem das espécies e a genética natural devida principalmente a 

Mendel (FRAILE-ARDANUY e ZUFIRIA, 2007).  

De acordo com a teoria da evolução das espécies de Darwin, uma população 

sujeita a um ambiente qualquer, sofrerá influências deste, de tal forma que os mais 

aptos terão probabilidade de sobreviver a este ambiente. Já os trabalhos de Mendel 

mostram como o material genético dos pais pode ser passado aos seus descendentes. 

Desta forma, a cada nova geração tem-se uma população mais adaptada ao ambiente 

em questão.  

Em contraste com estratégias evolutivas e programação evolutiva, o objetivo 

original de Holland (1975) não foi criar algoritmos para solucionar problemas 

específicos, mas formalizar o estudo do fenômeno de adaptação como acontece na 

natureza, e desenvolver métodos de adaptação natural para que sejam inseridos em 

sistemas computacionais.  

No entanto, segundo Goldbarg e Luna (2000), ao representar o processo 

evolutivo tendo como partida o modelo de cromossomos, Holland foi capaz de 

encontrar um método de grande e imediata aplicação prática em problemas como 

máximos e mínimos de funções matemáticas, facilitando a aceitação do algoritmo 

genético no meio acadêmico. 

Dentre as definições de AG que se encontram na literatura tem-se a de Costa et 

al. (2007), que define o AG como um método computacional de busca baseado em 

mecanismos de evolução natural e de genética. Em um AG, uma população de 

possíveis soluções para o problema em questão evolui de acordo com operadores 

probabilísticos concebidos a partir de metáforas biológicas, de modo que há uma 
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tendência de que os indivíduos representem soluções cada vez melhores à medida que 

o processo evolui.  

Cabe ressaltar que, apesar de determinar o conjunto de pontos a ser percorrido de 

forma aleatória, os algoritmos genéticos não podem ser chamados de buscas aleatórias 

não-direcionadas, pois exploram informações históricas para encontrar novos pontos 

de busca onde são esperados bons desempenhos (CARVALHO, BRAGA e 

LUDEMIR, 2003). 

O AG é considerado muito eficiente na busca de soluções ótimas, ou quase 

ótimas, para uma grande variedade de problemas, pois não impõem tantas limitações 

como ocorre nos métodos tradicionais (FÜHNER e JUNG, 2004). 

Rivera et al. (2006) afirmam que o algoritmo genético supera diversas técnicas e 

ferramentas de auxílio à tomada de decisão, tendo se tornado bastante poderoso e 

eficaz em diversas aplicações de engenharia. 

Miranda (2005) destaca que uma das vantagens do AG é permitir a simplificação 

na formulação e solução de problemas de otimização, sendo assim indicados para a 

solução de problemas complexos envolvendo um grande número de variáveis e, 

conseqüentemente, espaços de soluções de dimensões elevadas.  

Tanomaru (1995) classificou o AG como método probabilístico de busca e 

otimização, sendo mais eficiente que algoritmos aleatórios devido à combinação de 

métodos de buscas diretas e estocásticas, tornando-os suficientemente complexos para 

fornecer mecanismos de busca mais poderosos e robustos em relação aos já existentes. 

Segundo Goldbarg, Goldbarg e Medeiros Neto (2004), o AG difere dos métodos 

tradicionais pelas seguintes características: 

• Opera sobre uma população de pontos e não sobre um ponto isolado; 

• Opera em um espaço de soluções codificadas e não em um espaço de busca 

diretamente; 

• Necessita somente de informação sobre o valor de uma função objetivo para 

cada membro da população sem qualquer outro tipo de conhecimento; 

• Usam-se transições probabilísticas e não regras determinísticas. 
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3.4.1 Componentes Básicos dos Algoritmos Genéticos 

 

O AG adota uma terminologia original usada na teoria da evolução natural e da 

genética, onde um indivíduo de uma população pode ser formado por um ou mais 

cromossomos. Pode se utilizar o termo indivíduo ou cromossomo indistintamente para 

o caso de um indivíduo ser representado por um único cromossomo. O cromossomo 

pode ser denominado de string e, em geral, implementados como vetores, onde cada 

elemento do vetor é conhecido como gene, conforme mostra a Figura 3.1. Os possíveis 

valores que cada gene pode assumir é denominado de alelo, possuindo um local fixo 

no cromossomo denominado de lócus. Genes e alelos em conjunto formam então o 

genótipo, com suas características tratadas de fenótipo. 

 
Figura 3.1 - Exemplo de codificação de cromossomo 

 

A relação entre a terminologia dos algoritmos genéticos e a biologia, segundo 

Barboza (2005), aparece resumida na Tabela 3.1. 

 

Tabela 3.1 – Relação da terminologia do AG com a biologia 

Fonte: (Barboza, 2005) 

Biologia Algoritmo Genético 

Cromossomo Indivíduo (string) 

Gene Bit 

Alelo Valor do Bit 

Lócus Posição de um bit específico no indivíduo 

Genótipo Indivíduo candidato à solução – x 

Fenótipo Valor da função para um dado indivíduo – f(x) 

 

Em uma aplicação de AG o primeiro passo consiste em representar uma possível 

solução em um espaço de busca como uma seqüência de símbolos (cromossomo), 
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gerados a partir de um alfabeto finito, que no caso mais simples usa-se o alfabeto 

binário {0,1}. A representação desse alfabeto varia dependendo do problema em 

questão. 

Um fluxograma genérico capaz de englobar a maioria dos Algoritmos 

Genéticos existentes é apresentado na Figura 3.2. 

 
Figura 3.2 – AG genérico (fluxograma) 

 

No AG trabalha-se com um conjunto de indivíduos denominado de população, 

onde cada elemento desta população é candidato a solução do problema. A função a 

ser otimizada representará o ambiente onde a população inicial se insere, e espera-se 
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que através de mecanismos da evolução das espécies e da genética natural, indivíduos 

mais adaptados tenham maior probabilidade de se reproduzirem, assim uma nova 

geração mais adaptada ao ambiente se formará. A próxima geração será uma evolução 

da anterior e, para que isso ocorra, os indivíduos mais adaptados deverão possuir uma 

maior probabilidade de serem selecionados para darem origem à nova geração, não 

descartando que alguns indivíduos pouco adaptados podem ser selecionados.  

Esse mecanismo que faz a escolha seletiva dos indivíduos é denominado de 

seleção, e o próximo passo após a seleção é aplicar os operadores genéticos sobre os 

genótipos dos indivíduos selecionados produzindo novos indivíduos, também 

denominados de mecanismos de busca (SUMMANWAR et al., 2002). Dentre os 

mecanismos mais comuns empregados são o cruzamento ou recombinação e a 

mutação. Se as operações de seleção, recombinação e mutação forem bem realizadas, 

espera-se que a nova geração seja em média, melhor do que a lhe deu origem. 

 

3.4.2 Estrutura dos Algoritmos Genéticos 

 

Existem inúmeras estruturas de AG. O que se distingue uma estrutura da outra 

são as variações que ocorrem com relação aos procedimentos e operadores 

empregados (CASTRO, 2001). Há dois tipos de AG que podem ser citados, o 

geracional e o de estado estacionário, os quais diferem em relação à maneira como os 

indivíduos criados são inseridos na população. 

Em uma estrutura geracional toda geração anterior (pais) é inteiramente 

substituída pela outra (filhos), não existindo convivência, ocorrendo desta forma uma 

perda dos bons indivíduos envolvidos nos processo. Por este motivo, especialmente 

em problemas de otimização, um método freqüentemente empregado é o que 

chamamos de elitismo, onde os melhores indivíduos de uma geração são preservados e 

repassados à geração seguinte. 

Já em uma estrutura de estado estacionário apenas um indivíduo é criado de cada 

vez, e depois de sua avaliação, este será ou não inserido na população, em substituição 

a algum outro elemento, como por exemplo, em substituição a aquele elemento que 

tiver menor valor de aptidão. Em geral, nesse tipo de estrutura, costuma-se ordenar os 
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elemento que compõem a população pelo valor da aptidão, para facilitar a substituição 

do pior elemento.  

 

3.4.3 Gerações da População Inicial 

 

Como já dito, os algoritmos genéticos manipulam um conjunto de caracteres dos 

cromossomos (indivíduo). Desta forma, deve-se especificar muito bem a codificação 

desse cromossomo, para que este represente de forma correta elementos do espaço de 

busca do problema. Na maioria das aplicações a população inicial é gerada 

aleatoriamente ou através de algum processo heurístico que evite indivíduos 

infactíveis.  

Reeves (1995) relata que ao direcionar a população inicial com o auxílio de 

alguma heurística, de modo a obter indivíduos de boa qualidade, o AG pode então 

chegar a soluções melhores mais rapidamente comparado ao processo de geração 

aleatória dos cromossomos. Por outro lado, pode ocorrer um processo de convergência 

prematura, o que não é conveniente para a resolução do problema. É importante 

lembrar que a população inicial deve cobrir a maior parte do espaço de busca da 

solução. 

Cabe ressaltar que o tamanho da população inicial é considerado um dos quatro 

parâmetros existentes no algoritmo genético, juntamente com a quantidade máxima de 

gerações, a taxa de cruzamento e a taxa de mutação. Estes parâmetros serão mais 

detalhados no item 3.7 deste capítulo. 

 

3.4.4 Relação entre tamanho do indivíduo e tamanho da população 

 

Um indivíduo da população é a representação, de uma possível solução, em 

forma de uma seqüência de símbolos, que no caso desta tese de doutorado, usou-se o 

alfabeto binário {0,1}. O tamanho da população é representado pelo conjunto de 

indivíduos.  

A relação entre tamanho da população e o tamanho do indivíduo de uma 

população é representada na Figura 3.3. 
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Figura 3.3 – Relação entre tamanho da população e tamanho do indivíduo 

 

Davis (1991) afirma que o tamanho do indivíduo pode ser representado, nos 

algoritmos genéticos, através da quantidade de bits. Desta forma, um indivíduo com 5 

bits de tamanho poderia assumir 25, ou seja, 32 valores diferentes. A Figura 3.4 mostra 

as possibilidades de valores para um indivíduo com 5 bits de tamanho. 

 
Figura 3.4 – Possibilidade de valores para um indivíduo de 5 bits 

 

Segundo Linden (2006), deve-se escolher a quantidade de bits necessária para o 

tamanho do indivíduo com base na variação entre seus limites inferiores e superiores e 

na precisão desejada. A Equação 3.1, retirada de Mitchell (1996), mostra a relação 

entre estes fatores. 

12
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Sendo: 

k – número de bits do cromossomo; 

[infi, supi] – limites inferior e superior da faixa de operação (variação). 

 

Por exemplo, para uma variação de [-100, 100] e uma precisão de 0,0001, a 

quantidade de bits necessária para o indivíduo será: 

 

( )
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−
−−=  (3.2) 

 

Ou seja, para as condições estabelecidas anteriormente, serão necessários 21 bits 

para o tamanho do indivíduo. 

Adicionalmente, Linden (2006) estabelece que para a representação de mais de 

um número dentro do mesmo indivíduo, coloca-se estes números lado a lado, como 

uma concatenação de textos. Assim, os primeiros k1 bits representam x1, os k2 bits 

seguintes representam x2 e assim por diante. É normal que k1 = k2 = … = kn, mas é 

possível que as necessidades de precisão para cada número sejam diferentes, o que faz 

com que esta igualdade não seja obrigatória. 

 

3.4.5 Função Aptidão e Avaliação da População 

 

O grau de aptidão do indivíduo é conhecido como aptidão ou fitness, e é obtida 

através de uma função a ser otimizada ao avaliar o cromossomo (indivíduo), ou seja, a 

aptidão é um valor obtido com a aplicação desta função, que pode ser conhecido 

através da quantificação da aptidão do indivíduo. Se o objetivo for maximizar, a 

aptidão é diretamente proporcional ao valor da função, caso for minimizar, a aptidão é 

inversamente proporcional ao valor da função, este último não é bem aceito por alguns 

pesquisadores biológicos, pois os indivíduos mais aptos é que devem ter maiores 

chances de sobreviver (SILVA e BISCAIA JR, 2003).  

Segundo Koza, Keane e Streeter (2003), a função de avaliação deve refletir os 

objetivos a serem alcançados na resolução de um problema e é derivada diretamente 
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das condições impostas por esse problema. Por exemplo, se um engenheiro tem um 

problema que consiste em criar um circuito que tenha um desempenho 1000 vezes 

melhor que um circuito padrão, a função de avaliação deve avaliar quão perto deste 

fator o circuito criado chegou. Assim, um circuito que maximize o desempenho em 

990 vezes é melhor que um circuito que atinja um desempenho em 980. 

Quanto maior for o valor da aptidão, maiores serão as chances do indivíduo 

sobreviver mo ambiente e reproduzir-se, passando seu material genético para futuras 

gerações. 

Segundo Falcão e Borges (2001), nos problemas de otimização sem restrições, o 

valor da aptidão do indivíduo pode corresponder ao valor da função objetivo, diferente 

dos problemas com restrições, onde uma abordagem comum seria a utilização da 

função aptidão associada a uma função de penalidade. 

A avaliação da população é processada após cada aplicação dos operadores de 

seleção, recombinação e mutação, determinando o grau de adaptação da população 

atual para análise da convergência ou continuidade do processo. Quando o grau de 

adaptação for aceitável, o melhor indivíduo desta população provavelmente será a 

solução desejada. Este grau de adaptação pode ser obtido pela diferença entre a aptidão 

do primeiro e a do último elemento da lista de cromossomos.  

A definição desta lista de cromossomos, esta intimamente ligada ao 

conhecimento do problema (LINDEN, 2006). 

 

3.4.6 Representação não binária do cromossomo 

 

A representação binária para cromossomos é historicamente importante, uma vez 

que foi utilizado nos trabalhos pioneiros de Holland (1975). É a representação 

tradicional, sendo fácil de utilizar e manipular, como também é simples de analisar 

teoricamente. Contudo, se um problema tem parâmetros contínuos e o usuário quer 

trabalhar com boa precisão numérica, ele precisará armazenar cromossomos 

relativamente longos na memória. 

Herrera, Lozano e Verdegay (1998) chamam a atenção três situações onde a 

representação binária não é a mais adequada: 
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• Quando se utilizam múltiplas dimensões de variáveis contínuas, especialmente 

quando uma grande precisão é necessária; 

• Quando existe um número finito de estados distintos para um parâmetro que 

não é múltiplo de dois; 

• Os operadores de cruzamento e mutação binários operam em nível local, por 

isto têm dificuldades em lidar com cromossomos em que valores não podem ser 

repetidos, como por exemplo, aqueles que representam listas de valores. 

 

Quando há muitos parâmetros, obtém-se longas cadeias de bits que podem fazer 

o algoritmo convergir vagarosamente. Além disso, não existe uniformidade nos 

operadores. Por exemplo, mutação nos primeiros bits do gene afeta mais a aptidão que 

mutação nos últimos bits do gene. 

 

 

3.5 OPERADORES DE SELEÇÃO 

 

O operador denominado de seleção é considerado um operador Darwiniano, pois 

é inspirado nas teorias de Darwin (1859). Segundo Bäck, Fogel e Michalewicz (2000), 

o operador de seleção é usado para direcionar o processo para melhores regiões no 

espaço de busca, sendo que sua principal função é selecionar indivíduos melhores 

adaptados ao ambiente para a reprodução. Alguns operadores de seleção são 

apresentados a seguir. 

 

3.5.1 Roleta simples ou seleção proporcional 

 

Este método foi proposto inicialmente por Holland (1975), e até hoje é um dos 

mais usados. Esta técnica considera que a probabilidade de um indivíduo da população 

vir a ser selecionado é proporcional à sua aptidão relativa. Uma vez definida a forma 

de quantificação da probabilidade de sobrevivência de cada indivíduo da população, 

aplica-se o “método da roleta”, que nada mais é do que a forma como cada indivíduo é 
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representado proporcionalmente a seu valor de aptidão. Assim indivíduos com alta 

aptidão recebem uma porção maior na roleta, enquanto que os de baixa aptidão 

recebem uma porção menor na roleta. O sorteio da roleta é efetuado n vezes, para 

escolher os indivíduos que farão parte da população na próxima geração.  

 O método da roleta tem a desvantagem de possuir uma alta variância, podendo 

levar sorteios de um mesmo cromossomo que possui alto valor de aptidão, o que faz 

diminuir a diversidade da população. Esta falha pode ocasionar uma convergência 

prematura do algoritmo para uma solução local, por outro lado, quando a evolução está 

avançada, observa-se uma estagnação do algoritmo (BARBOZA, 2005). 

 

3.5.2 Roleta ponderada ou seleção por ordenação 

 

Esta técnica apresenta os indivíduos ordenados conforme desempenho. Contudo, 

a distância entre os indivíduos próximos é reduzida, ou seja, a pressão seletiva é 

atenuada. Cada indivíduo recebe uma nota, sendo que o pior recebe nota “1” e o 

melhor recebe uma nota no valor do tamanho da população (distância “1” entre cada 

indivíduo vizinho), portanto o primeiro em aptidão tem a maior probabilidade de ser 

selecionado, visto que agora a pressão seletiva é atenuada (BARBOZA, 2005). 

 

3.5.3 Seleção elitista 

 

Este tipo de seleção é geralmente acoplado a outros métodos de seleção, no qual 

consiste em copiar ou reproduzir os indivíduos melhores adaptados de uma população 

atual para futuras gerações, garantindo que estes cromossomos não sejam destruídos 

nas etapas de recombinação e mutação. 

O método elitista tem como principal vantagem garantir a convergência, de tal 

forma que se o melhor resultado da busca for alcançado, o AG deve convergir para tal 

solução, e tem como desvantagem, a possibilidade de forçar a busca, pela presença de 

mais de uma cópia do melhor indivíduo em direção a algum bom resultado, mas que 

tenha sido descoberto antes do melhor resultado, embora normalmente o AG consiga 

escapar de tais armadilhas. O que poderia ser feito é armazenar temporariamente o 
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melhor resultado encontrado durante a evolução, para que no final, este seja designado 

como o melhor indivíduo encontrado, mesmo que não esteja presente na última 

geração do processo (BARBOZA, 2005). 

 

3.5.4 Seleção por Torneio 

 

O método do torneio, como o próprio nome diz, consiste em selecionar uma série 

de indivíduos da população e fazer com que eles entrem em competição direta pelo 

direito de ser pai, usando como arma a sua avaliação (LINDEN, 2006). 

Nesta forma de seleção, a competição não ocorre entre todos os indivíduos da 

população, mas em um subconjunto desta população. A idéia consiste em escolher-se k 

indivíduos da população, extrair o melhor indivíduo deste grupo para uma população 

intermediária. Este procedimento é repetido até que a população intermediária tenha o 

mesmo número de indivíduos da população da geração anterior (BARBOZA, 2005). 

 

 

3.6 OPERADORES GENÉTICOS 

 

Os operadores genéticos são mecanismos de busca designados para a 

manipulação dos indivíduos que foram selecionados de uma geração anterior, como o 

objetivo de obter os indivíduos mais adaptados ao ambiente. Estes operadores são 

basicamente de dois tipos, o de recombinação (crossover) e mutação. 

 

3.6.1 Recombinação 

 

A recombinação, também conhecida como cruzamento ou do inglês crossover, é 

o operador responsável pela propagação das características dos indivíduos mais 

adaptados de uma população (pais), através de um método de troca de segmentos de 

informações entre eles, dando origem a novos indivíduos. Existem vários métodos de 

recombinação, e eles diferem entre si, pela escolha do lócus do cromossomo a ser 

trocado entre os cromossomos pais, e pela maneira com será feita essa troca. A seguir 
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são listados os tipos mais comuns de recombinação encontrados na literatura. 

 

3.6.1.1 Cruzamento Uniforme 

 

Esta recombinação consiste no emparelhamento de dois cromossomos pais, no 

qual cada lócus do cromossomo tem 50% de chance de ser trocado (LINDEN, 2006). 

Observa-se o exemplo da Figura 3.5, onde um determinado cromossomo que possui 8 

lócus, sofre um cruzamento no primeiro, quarto e quito lócus. 

 
Figura 3.5 – Exemplo de Cruzamento Uniforme 

 

3.6.1.2 Cruzamento de um Ponto 

 

Nesta recombinação um ponto de corte é escolhido aleatoriamente, e a partir 

deste ponto as informações do código genético dos pais serão trocados. Os filhos serão 

gerados de acordo com as informações anteriores a este ponto de um dos pais, e 

completados com as informações posteriores a este ponto do outro pai (BARBOZA, 

2005). A Figura 3.6 mostra um exemplo de funcionamento do cruzamento de um 

ponto.  

 
Figura 3.6 – Exemplo de um Cruzamento de um Ponto 
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3.6.1.3 Cruzamento de dois Pontos 

 

Agora dois pontos são escolhidos aleatoriamente, e a partir desses pontos, as 

informações dos pais serão trocadas. Todos os materiais genéticos dos pais existentes 

limitados pelos pontos serão trocados entre eles, e o restante do material genético 

permanecerá inalterado (LINDEN, 2006). A Figura 3.7 mostra um exemplo de 

funcionamento do cruzamento de dois pontos. 

 
Figura 3.7 – Exemplo de um Cruzamento de dois Pontos 

 

3.6.1.4 Cruzamento Baseado em Maioria 

 

A operação básica dessa recombinação consiste em sortear n pais e fazer com 

que cada posição k do filho seja igual ao valor da maioria dos pais selecionados. Este 

tipo de recombinação não é muito utilizada, pois tem a tendência de fazer com que a 

convergência genética ocorra rapidamente (LINDEN, 2006). A Figura 3.8 mostra um 

exemplo de funcionamento do cruzamento baseado em maioria. 

 
Figura 3.8 – Exemplo de um Position Based Crossover 

 

No exemplo mostrado na Figura 3.8 foram selecionados três pais, e cada vez que 

um gene é igual em pelo menos dois indivíduos, este é passado para o filho. 
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3.6.2 Mutação 

 

Goldberg (1989) afirma que, no AG, o operador de mutação, executa um papel 

secundário, porém muito importante, possibilitando a restauração da diversidade do 

código genético que foi eventualmente perdida durante a evolução. 

O operador de mutação equivale à uma busca aleatória. Basicamente, ele 

seleciona uma posição e muda o valor do gene aleatoriamente para um outro gene de 

um outro alelo possível. Desta forma novos elementos podem ser inseridos na 

população, sendo então conhecido como o operador genético mais simples de ser 

implementado. 

É importante que esse operador seja implementado, para que ocorra a introdução 

e manutenção da diversidade genética na população, possibilitando a recuperação de 

algum código genético que tenha sido perdido após sucessivas recombinações 

(BARBOZA, 2005). 

A seguir são apresentados alguns mecanismos de alteração genética que recebem 

o nome de mutação. 

 

3.6.2.1 Mutação Binária Simples 

 

Neste tipo de mutação têm-se posições do cromossomo são sorteadas e os genes 

correspondentes são invertido, ou seja, se o valor do gene for “1”, então muda-se este 

valor para “0”, e vice-versa (MITCHELL, 1996).  

A Figura 3.9 mostra o funcionamento deste operador de mutação. 

 

 
Figura 3.9 – Exemplo de Mutação Binária Simples 
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3.6.2.2 Mutação por Troca (Swap) 

 

Neste tipo de mutação ocorre uma troca aleatória de posições entre dois genes 

(SOUZA, 2004).  A Figura 3.10 mostra o funcionamento deste operador de mutação. 

 
Figura 3.10 – Exemplo de Mutação por Troca 

 

 

3.7 PARÂMETROS DOS ALGORITMOS GENÉTICOS 

 

Além da escolha do método de codificação do cromossomo, do tipo de função de 

aptidão, do método de geração da população, dos operadores de seleção, dos 

operadores de cruzamento e dos operadores de mutação, existem quatro parâmetros 

que podem ser escolhidos pra melhorar o desempenho do algoritmo genético. Estes 

parâmetros são: tamanho da população, número de gerações, taxa de cruzamento e 

taxa de mutação. 

Há na literatura uma grande discussão sobre a determinação dos parâmetros dos 

algoritmos genéticos. Como exemplo, pode-se citar Cunha e Pinto (2001), que 

afirmam que não existem parâmetros ótimos para os operadores genéticos. Eles são 

especificados para cada problema, não podendo ser adotado de forma genérica, uma 

vez que comprometem o desempenho global do algoritmo. Semelhantemente, Núnez-

Letamendia (2007) afirma que não existe na literatura um consenso a respeito das 

definições dos parâmetros dos algoritmos genéticos. 

Em um trabalho publicado recentemente Khalik et al. (2007) mostram a 

importância na definição dos parâmetros dos algoritmos genéticos, concluindo que a 

escolha desses parâmetros não deve ser feita a esmo, pois variações na definição 

desses parâmetros podem prejudicar o resultado final. 

Conhecer o problema que está sendo tratado é importante, pois cada parâmetro 
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influência diretamente no desempenho do AG. Infelizmente, não há regras, que 

definem sobre a escolha desses parâmetros.  

 

3.7.1 Tamanho da População 

 

Georgy e Basily (2008) afirmam que a determinação correta do tamanho da 

população necessário para a resolução do problema em análise é um processo de 

tentativa e erro baseado na experiência do pesquisador em outros problemas de 

otimização.  

De fato, diversos autores divergem quanto a escolha do tamanho da população. 

Goldberg (1989) relata que para populações em problemas usando cromossomos 

binários de comprimento l, o tamanho ótimo deveria ser uma função exponencial de l 

dada pela Equação 3.3. 

 

k21,0265,1populaçãodaTamanho ⋅⋅=  (3.3) 

Sendo: 

k – número de bits do cromossomo (tamanho do indivíduo); 

 

Já Tanomaru (1995) afirma que na prática, populações entre 50 a 200 

cromossomos resolvem a maior parte dos problemas, e que populações maiores podem 

ser necessárias em problemas mais complexos. Em problemas onde a avaliação de um 

cromossomo é extremamente lenta, é mais conveniente o uso de populações menores.  

Experimentos realizados por Michel (1996) indicam que o melhor tamanho de 

uma população está entre 50 e 100 indivíduos. O autor afirma que esta é a faixa mais 

comum usada em aplicações de AG. 

Lobo e Goldeberg (2004) utilizaram em seus experimentos um tamanho de 

população igual 100, assim como Núñez-Letamendia (2007), Al-Aomar e Al-Okaily 

(2006) e Zhang e Ishikawa (2004). Já Hwang e He (2006) trabalharam com 40 

indivíduos em sua população, enquanto que Myers e Handcock (1997) utilizaram 30 e 

Kamei e Ishikawa (2004, 2007) utilizaram 75. 

Rees e Koehler (2006) realizaram diversos experimentos variando o tamanho da 



Capítulo 3 – Algoritmo Genético 65 

população dentro de uma faixa de valores entre 20 e 50. Khalik et al. (2007) também 

trabalharam com uma faixa de valores entre 50 e 80 para o tamanho da população. Já 

Azadeh e Tarverdian (2007) trabalharam com um faixa entre 50 e 100. Cheng e Chang 

(2007) utilizaram valores entre 20 e 40 para o tamanho da população. 

 

3.7.2 Número de Gerações 

 

O número de gerações varia de acordo com a complexidade do problema em 

questão e deve ser determinado experimentalmente. Como o AG resolve problemas de 

otimização, o ideal seria que o algoritmo terminasse assim que o ponto ótimo fosse 

encontrado (YUN e GEN, 2003).  

Na prática, na maioria das aplicações, não se pode afirmar com certeza, que um 

dado ponto ótimo encontrado seja considerado um ótimo global. Desta forma algum 

critério deve ser adotado, para o término do processamento do algoritmo. 

Normalmente, usa-se o critério do número máximo de gerações ou tempo limite de 

processamento para o encerramento do processo.  

Outro critério que pode ser utilizado é o de estagnação, onde o processo é 

encerrado quando não se observa melhoria na população após várias gerações 

consecutivas. Neste caso, pode ser feita a análise da convergência através de vários 

fatores como: valores máximo, mínimo, médio, desvio padrão e outros.  

Diversos autores também divergem quanto a escolha do número de gerações 

ideal. Goldberg (1989) considera o desvio padrão dos valores de aptidão dos 

indivíduos como sendo um dos fatores mais interessantes. Assim, tem-se uma 

comparação do desempenho da geração atual com a anterior, e se o desvio padrão for 

igual ou menor que o estabelecido como aproximação aceitável, o processo então é 

encerrado. Neste caso o número de gerações não é fornecido no início do processo, e é 

conhecido somente quando o critério de parada for aceito. 

Já Hwang e He (2006) definem um número de gerações igual a 600, enquanto 

que Núñez-Letamendia (2007) definem esse valor em 25, Zhang e Ishikawa (2004) 

utilizaram 10 gerações e Kamei e Ishikawa (2004) trabalham com 100. 

Khalik et al. (2007) realizam diversos experimentos variando o número de 
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gerações dentro de uma faixa de valores entre 100 e 300. 

De forma um pouco diferente, Al-Aomar e Al-Okaily (2006) trabalham com dois 

critérios. Inicialmente os autores definem um máximo de 1000 gerações, entretanto o 

algoritmo é encerrado a qualquer momento quando percebe-se que não há melhorias 

de uma geração para a outra. 

 

3.7.3 Taxa de Cruzamento 

 

A taxa de cruzamento determina se será feito o cruzamento entre dois 

cromossomos de uma certa população. Isto é, gera-se um número aleatório entre 0 e 1, 

e se esse valor sorteado for menor que a taxa, o cruzamento entre estes cromossomos é 

realizado.  

Pode-se observar experimentalmente que quanto maior for essa taxa, mais 

rapidamente novos indivíduos serão introduzidos na população, mas se esta taxa for 

muito alta, a maior parte da população será substituída, e pode ocorrer perda de 

estruturas de boa aptidão, já com um valor muito baixo, o algoritmo pode se tornar 

muito lento. 

Barboza (2005) afirma que normalmente são encontrados valores entre 0,6 e 0,65 

para a taxa de cruzamento.  

Entretanto, Tanomaru (1995) relata que em relação a taxa de cruzamento, estudos 

empíricos têm mostrado que bons resultados geralmente são obtidos com valores 

maiores que 0,7. Já Mitchell (1996) sugere uma taxa de 0,6, assim como Leboreiro e 

Acevedo (2002, 2004). 

Lobo e Goldberg (2004) utilizaram em seus experimentos um valor de 0,7 para a 

taxa de cruzamento, assim como Hwang e He (2006). Já Núñez-Letamendia (2007) 

definiram esse valor em 0,95, assim como Grefenstette (1986).  

Todoroki e Ishikawa (2004) trabalharam com um valor igual a 0,8, enquanto 

Zhang e Ishikawa (2004) utilizaram 0.75. 

Myers e Handcock (1997) realizaram diversos experimentos variando a taxa de 

cruzamento entre os valores 0,6 e 0.9. Já Rees e Koehler (2006) variaram essa taxa 

entre 0,1 e 0,9, enquanto que Al-Aomar e Al-Okaily (2006) utilizaram valores entre 
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0,6 e 1.  

Azadeh e Tarverdian (2007) também trabalharam com faixas de valores para a 

taxa de cruzamento, variando-as entre 0,2 e 0,8. Já Cheng e Chang (2007) utilizaram 

valores entre 0,4 e 0,8. 

 

3.7.4 Taxa de Mutação 

 

Esta taxa determina se os genes dos cromossomos sofrerão mutação ou não. Isto 

é, gera-se um número aleatório entre 0 e 1 para cada um dos genes dos cromossomos e 

compara-se com a taxa de mutação. Caso esse valor seja menor que a taxa, realiza-se a 

mutação.  

Em relação aos valores da taxa de mutação, pode-se observar que para uma taxa 

de mutação muito baixa, pode acontecer que a busca fique estagnada em um valor, ou 

seja, um ótimo local. Em contra partida, com uma taxa muito alta, a busca torna-se 

essencialmente aleatória.  

Segundo Barboza (2005), os valores encontrados para taxa de mutação, 

geralmente ficam em torno de 0,001 a 0,05.  

Tanomaru (1995) sugere para taxa de mutação, valores menores que 0,01, já 

Mitchell (1996) sugere que a taxa seja de 0,001.  

Lobo e Goldberg (2004) utilizaram em seus experimentos um valor de 0,01 para 

a taxa de mutação, assim como Hwang e He (2006) e Núñez-Letamendia (2007). Já 

Myers e Handcock (1997) definem a taxa de mutação em 0,02, enquanto Zhang e 

Ishikawa (2004) utilizam o valor 0,1. 

Rees e Koehler (2006) variaram a taxa de mutação entre os valores 0,001 e 0,1. 

Já Al-Aomar e Al-Okaily (2006) variam essa taxa entre os valores 0,001 e 0,05, 

enquanto Azadeh e Tarverdian (2007) utilizam valores entre 0,01 e 0,05. Leboreiro e 

Acevedo (2002, 2004) por sua vez trabalham com valores entre 0,005 e 0,01. 

Um valor encontrado para taxa de mutação, bastante incomum quando 

comparado com os demais, foi no trabalho de Todoroki e Ishikawa (2004). Neste 

trabalho os autores definem essa taxa em 0,8. 
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3.8 TÉCNICAS DE ADAPTAÇÃO NOS PARÂMETROS DOS AG 

 

Linden (2006) afirma que as técnicas de adaptação nos parâmetros dos 

algoritmos genéticos consistem em efetuar algum tipo de mudança nestes parâmetros 

de acordo com o progresso do algoritmo.  

Segundo Hinterding, Michalewicz e Eiben (1997), as técnicas de adaptação 

consistem em efetuar mudanças nos valores dos parâmetros através de alguma regra 

determinística, que modifica os parâmetros a cada geração. Por exemplo, aumentar o 

tamanho da população em 25% a cada geração decorrida. 

Técnicas de adaptação nos parâmetros do algoritmo genético têm sido utilizadas 

por diversos autores na intenção de melhorar o desempenho destes algoritmos. De fato, 

Herrera e Lozano (2000) utilizaram diferentes combinações de parâmetros para cada 

geração que o algoritmo genético executa.  

Tongchim e Chongstitvatana (2002) fazem ajustes no parâmetro tamanho da 

população conforme o desempenho do algoritmo observado na geração anterior. Esses 

ajustes são realizados a cada 5 gerações. De forma semelhante, Hwang e He (2006) 

fazem modificações nos operadores de cruzamento e mutação do algoritmo genético, 

ao longo das gerações, de tal forma a melhorar a convergência para o ótimo global.  

Recentemente, Yu, Zhu e Diao (2008) adaptaram cada indivíduo da população do 

algoritmo para trabalhar com partes binárias e reais simultaneamente. Isto reduziu o 

tamanho necessário de cada indivíduo da população.  

Já Togan e Daloglu (2008) criaram uma nova estratégia para a formação da 

população inicial do algoritmo genético. Esta estratégia consiste em criar ajustes nos 

indivíduos da população com a intenção de escapar dos ótimos locais e direcionar 

estes indivíduos para o ótimo global. Os autores afirmam que começar com indivíduos 

específicos, ao invés de utilizar a aleatoriedade para a formação da população inicial, 

faz com que o algoritmo atinja o resultado de forma mais rápida. 

Outros tipos de adaptações em algoritmo genético, não apenas nos parâmetros, 

têm sido propostas ao longo do tempo. Por exemplo, propostas de adaptação na função 

de aptidão, nos tipos de operadores de cruzamento, nos tipos de operadores de 

mutação e na forma como o algoritmo genético faz sua evolução (COELLO, 2000; 
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NANAKORN e MEESOMKLIN, 2001; BARBOSA e LEMONGE, 2003; TOGAN e 

DALOGLU, 2006; RAHAMI, KAVEH e GHOLIPOUR, 2008; MA e ZHANG, 2008). 

 

 

3.9 APLICAÇÕES DOS ALGORITMOS GENÉTICOS 

 

Desde os conceitos básicos definidos por Holland (1975), inúmeras aplicações 

têm sido desenvolvidas em várias áreas de pesquisas, obtendo resultados satisfatórios. 

No geral o AG, tem sido utilizado na solução de problemas de otimização, 

principalmente pela sua versatilidade na obtenção de boas soluções. 

Pode-se citar o trabalho de Hwang e He (2006) que utilizaram AG em conjunto 

com recozimento simulado (simulated annealing) em problemas de engenharia.  

Poojari e Varghese (2008) combinaram algoritmos genéticos com simulação de 

Monte Carlo. Foi totalmente implementado na linguagem C++ e a intenção dos autores 

era a resolução de problemas não lineares e de natureza não convexa. Fizeram o teste 

em sete problemas. 

Dedieu et al. (2003) desenvolveram uma metodologia capaz de resolver 

problemas com mais de uma função objetivo. O algoritmo foi aplicado no projeto e 

reestruturação de instalações de manufatura. 

Pendharkar (2007) desenvolveu em seu trabalho um algoritmo genético para 

resolução de problemas de programação da produção. Utilizou, também, algumas 

técnicas de simulação para atingir os resultados desejados. 

Akhtar e Lin-shu (2007) melhoram a convergência do algoritmo genético 

introduzindo uma população inicial baseada na técnica de projeto de experimentos. O 

objetivo do trabalho era melhorar o sistema de propulsão de foguetes através do 

aperfeiçoamento da massa de combustível. 

James, Barkhi e Johnson (2006) desenvolveram um algoritmo genético para 

manipular funções objetivos com diversas restrições. Acrescentaram certas 

características de programação nesses algoritmos que permitiram com que o algoritmo 

tirasse proveito de computadores com vários processadores. 

Roy (2006) combinou algoritmo genético com lógica fuzzy para uma aplicação 
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em sistemas especialistas. O objetivo era garantir uma superfície de ultra-precisão em 

diamantes. O sistema desenvolvido fornecia informações tais como: parâmetros de 

corte, velocidade do eixo e profundidade do corte. 

Yun e Gen (2003) também inseriram conceitos sobre lógica fuzzy em algoritmos 

genéticos. Os autores afirmaram que ocorreram melhorias no desempenho do 

algoritmo. 

Barboza (2005) cita como exemplos de aplicações do AG: 

• Problemas de otimização complexos: problemas com muitas variáveis e espaços 

de soluções de dimensões elevadas; 

• Otimização evolutiva multi-critério: otimização de funções com múltiplos 

objetivos conflitantes entre si; 

• Mineração de dados (data mining); 

• Robótica: robôs utilizam AG para tomar decisões; 

• Redes neurais: AG é combinado com redes neurais para treiná-las ou para 

encontrar sua topologia; 

• Ciências biológicas: modelagem de processos biológicos para o entendimento 

do comportamento de estruturas genéticas; 

• Engenharia de construções: possui aplicações na otimização discreta de 

estruturas; 

• Síntese de circuitos analógicos: o AG é utilizado para gerar a topologia, o tipo e 

o valor dos componentes do circuito; 

• Síntese de protocolos: determina as funções de protocolos de hardware e de 

software para que um certo desempenho seja alcançado; 

• Gerenciamento de rede de comunicação: O AG faz a supervisão de tráfego nos 

links e das filas nos buffers de roteadores para descobrir caminhos ótimos e para 

reconfigurar as rotas existentes no caso de falha de algum link; 

• Outras áreas: evolução interativa de imagens, composição musical e outras. 
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3.10 CONSIDERAÇÕES FINAIS 

 

Este capítulo apresentou o princípio de funcionamento e os principais aspectos 

relacionados aos algoritmos genéticos, além de mostrar diversos operadores de 

seleção, de cruzamento e de mutação existentes para esses algoritmos. 

Mostrou-se, também, que os parâmetros desses algoritmos são importantes na 

determinação da variável de resposta e como não há na literatura um consenso sobre os 

valores desses parâmetros. Por exemplo, para a maioria dos trabalhos analisados, 

encontraram-se para o parâmetro tamanho da população valores entre 50 e 200. Já para 

o número de gerações encontraram-se valores entre 50 e 100. Para a taxa de 

cruzamento encontraram-se valores entre 10% e 80%. Já para a taxa de mutação 

encontraram-se valores entre 1% e 10%. 

Por fim, foi mostrado o crescente estudo sobre as técnicas de adaptação nos 

algoritmos genéticos, que possuem a intenção de melhorar o desempenho desses 

algoritmos, além de diversas aplicações dos algoritmos genéticos. 
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CAPÍTULO 4 – PROJETO DE EXPERIMENTOS 

 

 

4.1 CONSIDERAÇÕES INICIAIS 

 

O objetivo deste capítulo é mostrar os principais aspectos relacionados aos 

projetos de experimento utilizado no desenvolvimento desta pesquisa. 

Inicialmente, serão apresentados os conceitos gerais sobre experimentação, 

destacando-se os principais termos utilizados. Na seqüência, serão mostradas algumas 

metodologias aplicadas a projeto de experimentos. 

Finalmente, serão contextualizadas algumas técnicas aplicadas aos projetos de 

experimentos, com destaque ao planejamento fatorial completo, análise de variância e 

análise de resíduos das respostas. 

 

 

4.2 CONCEITOS GERAIS SOBRE EXPERIMENTAÇÃO 

 

Segundo Montgomery (2005), o projeto de experimentos (design of experiments 

– DOE) é uma estratégia de planejamento, condução, análise e interpretação de 

experimentos, capaz de gerar conclusões de forma eficiente, eficaz e econômica. 

De acordo com Sanchez (2006), um experimento bem projetado permite ao 

analista examinar muito mais fatores do que um experimento sem um bom projeto, 

além de constatações que não poderiam ser feitas pela abordagem de tentativa-e-erro. 

Ozcelikt e Erzurumlu (2005) afirmam que o projeto de experimento é uma 

abordagem eficiente para otimizar os vários parâmetros de processos existentes em um 

experimento. 

Cox e Reid (2000) utilizam a palavra experimento de forma bastante precisa para 

indicar uma investigação onde o sistema sob estudo está sob o controle do 

investigador. Ao contrário, para um estudo observacional, algumas características 

estão fora do controle do investigador. 

Galdámez (2002) afirma que o planejamento de experimentos é um teste ou uma 
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série de testes nos quais se induzem mudanças deliberadas ou estímulos nas varáveis 

de entrada (inputs) do processo ou sistema, de tal forma que é possível observar e 

identificar os efeitos nas respostas ou nas variáveis de saída (outputs). O processo ou 

sistema de transformação é representado pela combinação de máquinas, métodos, 

pessoas e outros recursos que transformam uma entrada em produtos acabados, com 

características ou parâmetros específicos, conforme mostra a Figura 4.1. 

 

 
Figura 4.1 – Modelo geral de um sistema de transformação 

Fonte: Montgomery (2005) e Galdámez (2002) 

 

Segundo Montgomery (2005), o planejamento de experimentos possui como 

principal vantagem a redução do número de ensaios necessários para a realização de 

um estudo sob um conjunto de fatores, além de permitir a detecção de interações entre 

esses fatores. 

Ainda, segundo o mesmo autor, as técnicas de planejamento e análise de 

experimentos são utilizadas basicamente para melhorar as características de qualidade 

dos produtos ou processos de fabricação, reduzir o número de testes e otimizar o uso 

de recursos da empresa (material, tempo, equipamentos, etc.). Esse objetivo pode ser 

dividido em outros objetivos secundários: 

 

• Identificar as variáveis (fatores de controle) do processo que mais influem nos 

parâmetros de resposta; 
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• Atribuir valores às variáveis influentes do processo de modo que a variabilidade 

da resposta de interesse seja mínima ou que o valor do resultado seja próximo 

do valor nominal; 

• Atribuir valores às variáveis influentes do processo de modo que o efeito das 

variáveis não controláveis seja reduzido. 

 

Segundo Galdámez (2002), nos processos de fabricação das indústrias existem 

vários fatores e níveis de regulagem, que influenciam as características de qualidade 

dos produtos. Um problema comum encontrado pelas empresas ao realizar um 

experimento é a necessidade de avaliar simultaneamente o efeito desses fatores com 

diferentes níveis de regulagens. Neste caso, observa-se que o número de testes 

requeridos para a experimentação tende a crescer a medida que a quantidade de fatores 

aumenta. Isso torna os experimentos industriais inviáveis nas empresas, porque os 

custos e o tempo de execução são elevados. 

Ao mesmo tempo experimentos industriais são realizados pelas empresas, 

principalmente, para se resolver os problemas críticos do produto ou processos de 

fabricação. Com esses testes procura-se reduzir o número de produtos com defeitos 

fabricados e responder a uma série de questões relacionadas aos níveis e parâmetros 

que influenciam o desempenho do produto final. Antony, Kate e Frangou (1998) 

sugerem que a solução dos problemas pode ser alcançada com mais facilidade quando 

os experimentos são planejados e as respostas analisadas com métodos ou técnicas 

estatísticas. 

Nesse sentido, Kar, Banerjee e Bhattacharyya (2002) ressaltam que ao realizar as 

atividades dos experimentos industriais de forma planejada, as informações obtidas 

dos produtos ou dos processos de fabricação tornam-se mais confiáveis e, com isso 

ações de melhorias mais eficientes podem ser tomadas pelos funcionários da empresa. 

A seguir apresentam-se alguns termos fundamentais para a aplicação das técnicas 

de planejamento e análise de experimentos. 
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4.2.1 Fator 

 

Fatores são os parâmetros de entrada e as considerações estruturais que compõem 

um experimento (KLEIJNEN et al., 2005). Por definição, os fatores são alterados 

durante um experimento. Consequentemente um fator assume no mínimo dois níveis 

ou valores durante o experimento. 

Os fatores podem ser tanto quantitativos quanto qualitativos. Fatores 

quantitativos assumem valores numéricos enquanto fatores qualitativos representam 

tipicamente considerações estruturais que não são quantificadas naturalmente (LAW E 

KELTON, 2000). 

Os fatores podem ser classificados em controláveis ou incontroláveis dependendo 

se eles representam opções de ação para gerentes dos sistemas reais correspondentes.  

 

4.2.2 Variável de Resposta 

 

São as variáveis dependentes que sofrem algum efeito nos testes, quando 

estímulos são introduzidos propositalmente nos fatores. Nos experimentos, podem 

existir uma ou mais variáveis de resposta (y) que são importantes de se avaliar. 

A variável de resposta é a medida de desempenho ou saída do projeto de 

experimento (HARREL, GHOSH e BOWDEN, 2000), ou seja, os resultados obtidos 

de uma variável de saída de interesse para o estudo. As variáveis de resposta 

descrevem como o sistema responde para uma dada configuração de fatores. 

 

4.2.3 Efeito 

 

O efeito de um fator é definido como a mudança na resposta produzida pela 

mudança do nível do fator. Segundo Montgomery (2005), o termo efeito principal é 

freqüentemente utilizado porque se refere aos fatores de interesse primários no 

experimento. 
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4.2.4. Interação 

 

Montgomery e Runger (2003) dizem que há interação quando a diferença na 

resposta entre os níveis de um fator não é a mesma em todos os níveis dos outros 

fatores. Assim, a interação faz com que a resposta à aplicação de dois tratamentos não 

seja a mera soma das respostas a cada tratamento. 

Chung (2004) define interação como o evento que ocorre quando os fatores 

apresentam algum tipo de sinergia. Pode-se verificar que o efeito da soma dos fatores 

pode ser superior que a soma do efeito isolado de cada um.  

 

4.2.5 Replicação 

 

Por replicação entende-se a repetição do experimento. Segundo Montgomery 

(2005), a replicação tem duas importantes propriedades. Primeiro, permite-se obter 

uma estimativa do erro experimental, esta estimativa torna-se uma unidade básica de 

medida para determinar quando as diferenças observadas nos dados são 

estatisticamente diferentes. Segundo, a replicação permite obter uma estimativa mais 

precisa do efeito de um fator no experimento. 

Montgomery (2005) chama a atenção para a distinção entre replicação e a 

repetição da medição. Esta última ocorre quando, por exemplo, a mesma amostra é 

medida diversas vezes ou quando diversas amostras são medidas para uma mesma 

configuração de parâmetros ou experimento. 

 

4.2.5 Aleatorização 

 

A aleatorização é o pilar de apoio para o uso de métodos estatísticos no 

planejamento de experimentos. Por aleatorização entende-se que tanto a designação do 

material para a experiência quanto a ordem de realização dos experimentos ou testes 

são determinados aleatoriamente (MONTGOMEY, 2005). 

 



Capítulo 4 – Projeto de Experimentos 77 

4.2.6 Blocagem 

 

É a técnica de planejamento usada para aumentar a precisão com que as 

comparações entre fatores de interesse são feitas. A blocagem é usada para reduzir ou 

eliminar a variação transmitida pelos fatores incontroláveis ou ruídos existentes no 

processo (MONTGOMERY, 2005).  

 

 

4.3 METODOLOGIAS APLICADAS A PROJETOS DE EXPERIMENTOS 

 

Segundo Montegomery (2005), antes de iniciar qualquer experimentação, é 

importante estabelecer o planejamento dos testes. O autor ressalta a importância do 

domínio do problema por todas as pessoas envolvidas e recomenda que durante os 

experimentos, o processo seja cuidadosamente monitorado, para garantir que tudo seja 

realizado de acordo com os planos, pois erros no procedimento experimental muito 

provavelmente invalidarão os resultados. 

Trabalhos como Steinberg e Hunter (1984) e Sanchez, Moeenib e Sanchez 

(2006), afirmam que o plano experimental ajuda a desenvolver e conduzir 

efetivamente as atividades já definidas e, principalmente, permite maximizar as 

respostas das questões formuladas pela equipe de trabalho. 

De forma semelhante, Coleman e Montegomery (1993), Antony, Kate e Frangou 

(1998) e Galdámez (2002) recomendam que durante o processo de experimentação 

seja feito um plano estratégico para coordenar as atividades.  

Uma metodologia aplicada a projeto de experimentos pode ser encontrada em 

Montgomery (2005). Nesta metodologia o autor também propõe alguns passos para 

um planejamento do experimento, como mostra a Figura 4.2. 
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1- Reconhecimento e 
definição do problema

2- Escolha de fatores, 
níveis e variações

3- Seleção da variável 
de resposta

4- Escolha do projeto 
experimental

5- Execução do 
experimento

6- Análise estatística 
dos dados

7- Conclusões e 
recomendações

 
Figura 4.2 – Passos propostos para a realização de um projeto de experimentos 

Fonte: Montgomery (2005) 

 

A seguir, tem-se uma descrição sucinta de cada um desses passos. 

1. Reconhecimento e definição do problema: nesta fase deve-se gerar uma descrição 

clara sobre o problema em análise. É necessária a definição de todos os objetivos 

do experimento; 

2. Escolha de fatores, níveis e variações: nesta fase devem-se considerar os fatores 

que podem influenciar no desempenho do processo que se esta estudando, 

selecionando-se seus níveis e suas variações; 

3. Seleção da variável de resposta: nesta fase, o analista deve se certificar que a 

variável de resposta adotada realmente contém todas as informações necessárias 

sobre o processo que se está estudando; 

4. Escolha do projeto experimental: nesta fase deve-se escolher qual a técnica de 

planejamento que será utilizada, o número de replicações e a ordenação dos 

experimentos; 
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5. Execução do experimento: nesta fase deve-se monitorar o processo de 

experimentação, de tal forma a garantir que o experimento ocorra conforme o 

planejado; 

6. Análise estatística dos dados: nesta fase deve-se utilizar de métodos estatísticos 

para analisar os resultados; 

7. Conclusões e recomendações: nesta fase, o analista deve concluir sobre os 

resultados analisados e recomendar possíveis ações de melhorias. 

 

 

4.4 TÉCNICAS DE PLANEJAMENTO E ANÁLISE DE EXPERIMENTOS 

 

Os experimentos devem ser planejados em uma matriz experimental. A 

construção dessa matriz corresponde a etapa número 4 da Figura 4.2 mostrada 

anteriormente. O objetivo dessa atividade é garantir que as informações obtidas sejam 

confiáveis e que os recursos disponíveis para experimentação sejam bem utilizados 

(MONTGOMERY, 2005).  

É importante ressaltar que não é a intenção desta pesquisa abordar todas as 

técnicas que existem na literatura para planejamento e análise de experimentos. A 

técnica adotada nesta tese foi o planejamento fatorial completo (2k), pois segundo 

Paiva (2006), o planejamento fatorial completo cobre todo o espaço experimental e 

correspondem ao arranjo experimental mais comum. Tal técnica permite avaliar não 

somente os efeitos principais dos fatores como também os efeitos de interação entre os 

mesmos. 

 

4.4.1 Planejamento Fatorial Completo (2k) 

 

Segundo Harrel, Ghosh e Bowden (2000), o planejamento fatorial completo 2k é 

o tipo de planejamento no qual se define para cada fator dois níveis de valores, nível 

alto e nível baixo, e testa-se cada combinação de fatores. 

Segundo Pontes et al. (2007), o número de experimentos é igual ao número de 

níveis experimentais elevado ao número de fatores. Desta forma, o número de corridas 
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experimentais (n) para se avaliar os k fatores é dado por n = 2k. Logo, enquanto o 

número de fatores cresce linearmente, o número de corridas cresce exponencialmente. 

Para ilustrar o procedimento dessa técnica considere um experimento com três 

fatores (x1, x2 e x3), sendo que cada um desses parâmetros foi testado com dois níveis 

(-1 e +1). A matriz de planejamento para este experimento (23 – dois níveis e três 

fatores) é representada pela Tabela 4.1. 

 

Tabela 4.1 – Matriz de planejamento do experimento 23 

Fonte: Montgomery (2005) 

Fatores de controle 
Nº do Teste 

x1 x2 x3 

Ordem do 

teste 

Resposta 

(yi) 

1 -1 -1 -1 6 y1 

2 +1 -1 -1 8 y2 

3 -1 +1 -1 1 y3 

4 +1 +1 -1 2 y4 

5 -1 -1 +1 5 y5 

6 +1 -1 +1 3 y6 

7 -1 +1 +1 4 y7 

8 +1 +1 +1 7 y8 

 

A resposta de cada experimento é descrita pela coluna yi. Cabe ressaltar que para 

esses experimentos a ordem de realização dos testes foi definida aleatoriamente, pois 

conforme já mencionado a aleatorização é o pilar de apoio para o uso de métodos 

estatísticos no planejamento de experimentos (MONTGOMERY, 2005).  

Em uma matriz de planejamento de experimentos genérica, as colunas 

representam o conjunto de fatores investigados (x1, x2, x3, …, xk), e as linhas 

representam os diferentes níveis: mínimo (-1) ou máximo (+1). Os cinco passos 

necessários para a construção da matriz de planejamento de experimentos de forma 

genérica são apresentados a seguir: 
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1. Para x1, a coluna será definida pela combinação dos níveis: -1, +1, -1, +1, -1, +1, 

…, ou seja, o sinal dessa coluna se alterna em grupos de 20=1; 

 

2. Para x2, a coluna será definida pela combinação dos níveis: -1, -1, +1, +1, -1, -1, 

+1, +1, …, ou seja, o sinal dessa coluna se alterna em grupos de 21=2; 

 

3. Para x3, a coluna será definida pela combinação dos níveis: -1, -1, -1, -1, +1, +1, 

+1, +1, -1, -1, -1, -1 …, ou seja, o sinal dessa coluna se alterna em grupos de 22=4; 

 

4. Para x4, o sinal alterna em grupos de 8 (23=8); 

 

5. O procedimento será igual para x5, x6, x7, …xk. Para xk, o sinal alterna em grupos 

de 2(k-1), ou seja, 2(k-1) vezes (-1), seguido de 2(k-1) vezes (+1). 

 

O processo experimental consiste em realizar testes com cada uma das 

combinações da matriz experimental, mostrada na Tabela 4.1. A intenção é determinar 

e interpretar os efeitos principais e de interação dos fatores investigados e assim, poder 

identificar as melhores condições experimentais. 

Os efeitos principais correspondem à mudança da resposta média quando o nível 

de um fator é alterado de -1 para +1, mantendo os outros fatores constantes. O 

procedimento consiste em multiplicar os resultados da coluna yi pelos valores ± 1 

associados a coluna xi da matriz experimental correspondente ao efeito principal que 

se deseja estimar (Tabela 4.1). Em seguida, os valores obtidos devem ser somados e 

divididos pela metade do número de ensaios realizados, conforme ilustrado pela 

Equação 4.1. 

 

2/n

xy
E ii

i
∑ ⋅

=  (4.1) 

 

Sendo: 
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Ei – Efeito estimado; 

n – Total de observações; 

Σ yi  . xi – É a soma dos resultados yi do experimento, multiplicados pela coluna xi. 

 

Para determinar o efeito de interação, primeiramente devem ser construídas as 

colunas das interações da matriz de planejamento. Essas colunas são formadas por 

meio da multiplicação das colunas dos efeitos principais. Segundo Montgomery 

(2005), para representar e interpretar graficamente os efeitos principais e de interação 

é necessário definir duas propriedades: 

• O sinal (±) indica a direção do efeito, isto é, se a resposta aumenta ou decresce 

com a variação do nível de (-1) para (+1); 

• A magnitude indica a intensidade do efeito. 

 

A forma gráfica do efeito principal Ei é representada pela Figura 4.3. Esse gráfico 

linear ilustra a variação média das respostas em função da mudança do nível de -1 para 

+1 de um fator xi, mantendo os outros fatores constantes. 

 
Figura 4.3 – Gráfico do efeito principal – planejamento fatorial 2k 

Fonte: Montgomery (2005) 

 

Os gráficos dos efeitos de interação descrevem a variação média de um fator em 

função dos níveis de outros fatores. Por exemplo, a Figura 4.4 (a) ilustra que o efeito 

provocado pela mudança de nível do fator x1 na resposta depende do nível do fator x2, 

portanto existe interação entre os fatores x1 e x2. A Figura 4.4 (b) demonstra que o 
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efeito provocado pela mudança do nível do fator x1 na resposta é independente do 

nível do fator x2, portanto não existe interação entre esses dois fatores. 

 

 
Figura 4.4 – Gráfico de efeitos de interação 

Fonte: Montgomery (2005) 

 

4.4.2 Análise de Variância para o Planejamento Fatorial Completo (2k) 

 

As técnicas estatísticas são utilizadas, principalmente, para analisar e interpretar 

as informações dos experimentos planejados. O princípio básico dessas técnicas é 

combinar os conceitos matemáticos de estatísticas com as informações obtidas nos 

experimentos realizados.  

Com os dados analisados matematicamente e com os testes planejados 

corretamente é possível rejeitar ou aceitar as hipóteses formuladas na condução do 

experimento.  

Antes de ser apresentada a análise de variância propriamente dita, serão 

apresentados dois conceitos fundamentais para uma melhor compreensão desta análise 

de variância. Estes conceitos são: teste de hipótese e nível de significância. 

 

4.4.2.1 Teste de hipótese 

 

Montgomery (2005) propõe três passos que pode ser utilizados para conduzir o 

teste de hipótese de experimentos. Estes passos se dividem em: 
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• Formulação das hipóteses; 

• Determinação do valor crítico da estatística de teste; 

• Análise dos riscos na tomada de decisão. 

 

A formulação das hipóteses consiste em considerar duas hipóteses sobre 

determinados parâmetros. A primeira é a hipótese nula (H0). Essa hipótese parte do 

princípio que não existe nenhuma diferença significativa entre os fatores analisados de 

uma população e será sempre a hipótese testada no experimento. A segunda é a 

hipótese alternativa (H1) e parte do princípio que será verdadeira caso a hipótese nula 

seja considerada falsa. 

O segundo passo do teste de hipótese consiste em determinar o valor crítico da 

estatística de teste. Ao desenvolver as hipóteses dos experimentos é necessário que 

seja calculada uma estatística específica, com base em um determinado resultado da 

amostra. Tais valores podem ser determinados com auxílio de software estatístico. 

Montgomery (2005) apresenta várias distribuições estatísticas (t-student, F-Fisher, 

entre outras) que podem ser utilizadas para se determinar a probabilidade de uma 

hipótese nula ser verdadeira. 

O terceiro e último passo do teste de hipótese consiste em analisar os riscos na 

tomada de decisão por meio da metodologia do teste de hipótese. Dois erros podem 

ser cometidos ao se utilizar uma estatística para se concluir sobre o resultado dos 

experimentos. O primeiro erro (erro tipo I) ocorre se a hipótese nula for rejeitada 

quando esta é verdadeira. O erro tipo II ocorre quando a hipótese nula não é rejeitada 

sendo falsa. 

 

4.4.2.2 Nível de significância 

 

A probabilidade de se cometer o erro tipo I é identificada como o nível de 

significância (α) do teste estatístico. Normalmente pode-se controlar a probabilidade 

do erro tipo I decidindo-se o nível de risco α que se esta disposto a tolerar, em termos 

de rejeitar a hipótese nula quando esta for verdadeira. Montgomery (2005) recomenda 

selecionar os níveis de α em 0,1 ou menos. Com isso, os valores críticos que dividem 
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as regiões de rejeição e não-rejeição podem ser determinados, conforme apresentado 

na Figura 4.5, para uma distribuição estatística F. 

 

 
Figura 4.5 - regiões de rejeição e não-rejeição para uma distribuição F 

Fonte: Montgomery (2005) 

 

4.4.3.3 Análise de Variância 

 

A análise de variância, também conhecida como ANOVA (analysis of variance) 

é utilizada para aceitar ou rejeitar, estatisticamente, as hipóteses investigadas com o 

projeto de experimentos (LANDSHEER, VAN DEN WITTENBOER E MAASSEN, 

2006). O objetivo dessa técnica é analisar a variação média dos resultados dos testes e 

demonstrar quais são os fatores que realmente produzem efeitos (principais e de 

interação) significativos nas variáveis de resposta de um sistema. 

A interpretação dos resultados da análise de variância (ANOVA) pode ser 

dividida em duas categorias: 

• Os parâmetros que possuam razão F0 maior que a estatística F crítica, são os 

fatores que exercem influência sobre o valor da média de resultados. A 

estatística F, que segue uma distribuição com ν1 (numerador) e ν2 

(denominador) graus de liberdade, para um dado nível de significância α, são 

retiradas de tabelas estatísticas.  

• Os fatores que possuam razão F0 menor que F crítica não causam efeitos 

significativos sobre a média, portanto, a hipótese nula é verdadeira. 
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É importante ressaltar que a ANOVA é facilmente realizada através de softwares 

estatísticos. Além dessa vantagem, na maioria dos programas computacionais está 

incluído o valor p (p-value). Esse valor corresponde a área sob a qual a estatística F é 

limite da razão F0 calculada. Com esse parâmetro estatístico é possível concluir sobre 

as hipóteses nulas sem precisar recorrer a uma tabela de valores críticos da distribuição 

F. Isto é, se o valor p for menor que o nível de significância escolhido α, a hipótese 

nula é rejeitada (RODRIGUES, TOLEDO e MACIEL FILHO, 2002). 

 

4.4.3 Análise de Resíduos das respostas 

 

Para a análise da variância comentada anteriormente assume-se que as 

observações utilizadas no projeto de experimentos são independentes e distribuídas 

segundo uma curva normal com mesma variância (MONTGOMERY e RUNGER, 

2003). Desta forma antes da análise de variância ser executada é imprescindível a 

realização da análise de resíduos (NOORDIN et al., 2004).  

Entende-se por resíduos, a diferença entre uma observação yij e o valor estimado 

do modelo estatístico que está sendo estudado (ijŷ ). Para um projeto de experimento 

completamente aleatorizado tem-se que ijij yy =ˆ , portanto cada resíduo é calculado 

pela Equação 4.2, sendo esta, a diferença entre uma observação e a média dos valores 

observados. 

 

ijijij yye −=  (4.2) 

 

 Montgomery (2005) afirma que com a Equação 4.2 é possível verificar se os 

resíduos contêm alguma variabilidade inesperada. 

A verificação da normalidade pode ser através da construção do gráfico de 

probabilidade normal. Para a construção desse gráfico, assume-se que as variâncias 

são iguais para cada nível dos fatores, e desenham-se os resíduos para os níveis destes 

fatores. Cabe ressaltar que a maioria dos softwares de estatística constrói esse tipo de 

gráfico. 
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Um exemplo desse tipo de gráfico pode ser visto na Figura 4.6. Nota-se neste 

gráfico que os resíduos situam-se aproximadamente sobre a linha reta, ou seja, não há 

uma indicação de outliers. Desta forma, pode-se considerar que não existem 

problemas com a normalidade dos dados. 

 

 
Figura 4.6 – Gráfico de probabilidade normal 

 

 

4.5 CONSIDERAÇÕES FINAIS 

 

Este capítulo apresentou os principais aspectos relacionados ao planejamento e 

projeto de experimentos, além de mostrar uma metodologia aplicada a estes tipos de 

projetos. 

O destaque maior desse capítulo foi mostrar a técnica de planejamento fatorial 

completo acompanhada da análise de variância. Para uma melhor compreensão da 

análise de variância, alguns conceitos foram apresentados, tais como: teste de hipótese, 

nível de significância e análise de resíduos das respostas. 
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CAPÍTULO 5 – ANÁLISE DOS PARÂMETROS DO ALGORITMO 

GENÉTICO 

 

 

5.1 CONSIDERAÇÕES INICIAIS 

 

O objetivo deste capítulo é apresentar um estudo sobre o comportamento dos 

parâmetros dos algoritmos genéticos no tempo de convergência e na qualidade da 

resposta destes algoritmos. Inicialmente, apresenta-se a análise sobre o tempo de 

convergência dos algoritmos genéticos baseada em um levantamento bibliográfico 

realizado.  

Na seqüência, mostra-se a análise na qualidade da resposta desses algoritmos 

através da técnica de projeto de experimentos. Para tal, é apresentada a metodologia 

adotada para a realização dos experimentos, seguidos dos passos executados para se 

atingir os objetivos esperados. Posteriormente, as principais conclusões e 

recomendações sobre o projeto de experimento realizado são apresentadas. 

Finalmente, as considerações finais sobre a influência dos parâmetros dos 

algoritmos genéticos no tempo de convergência e na qualidade da resposta destes 

algoritmos são apresentadas. 

Cabe ressaltar que este capítulo refere-se, em relação ao modelo de Mitroff et al. 

(1974), a fase de conceitualização. Bertrand e Fransoo (2002) afirmam que nesta fase, 

o pesquisador desenvolve um modelo conceitual do problema que gostaria de estudar, 

ou seja, definem-se, nesta fase, as variáveis relevantes do problema. A Figura 5.1 

destaca a fase do modelo de Mitroff et al. (1974) pertinente a este capítulo. 
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Figura 5.1 – Fase de conceitualização 

Fonte: Adaptado de Mitroff et al. (1974) 

 

 

5.2 ANÁLISE DOS PARÂMETROS DO AG NO TEMPO DE CONVERGÊNCIA 

 

Kaveh e Shahrouzi (2007) afirmam que a eficiência dos algoritmos genéticos, ou 

seja, a velocidade no tempo de convergência, é diretamente dependente do tamanho da 

população, mais do que qualquer outro parâmetro. 

De fato, Lobo e Goldberg (2004) afirmam que o tamanho da população, afeta 

diretamente o desempenho global e a eficiência do algoritmo genético. Pequenas 

populações podem provocar um sério risco de não obter cobertura do espaço de busca, 

enquanto que grandes populações podem exigir um grande esforço computacional para 

a solução do problema. A Figura 5.2 mostra esses dois problemas que podem ocorrer 

com uma definição errada para o tamanho da população. 
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Figura 5.2 – Dois problemas relacionados ao Tamanho da População em algoritmos genéticos 

Fonte: Lobo e Goldberg (2004) 

 

Nota-se que se o tamanho da população não for grande o suficiente, o algoritmo 

genético pode convergir para um ótimo local e não o ótimo global, ocasionando perda 

de qualidade. Em contrapartida, se o tamanho da população for muito grande o 

algoritmo gastará um tempo computacional desnecessário na busca da solução ótima, 

ocasionando perda de tempo. 

Adicionalmente, Mori, Castro e Cavalca (2007) afirmam que o crescimento 

populacional exerce uma forte influência no tempo de convergência do algoritmo 

genético. Os autores combinaram Simulated Annealing (recozimento simulado) com 

algoritmos genéticos, com a intenção de reduzir o valor necessário para o tamanho da 

população e garantir, assim, uma convergência mais rápida. 

De forma semelhante, Tongchim e Chongstitvatana (2002) provam que um 

tamanho de população menor ajuda a reduzir o tempo computacional necessário para 

se atingir o resultado. Os autores também afirmam que uma correta escolha para o 

tamanho da população é necessário para se atingir um bom desempenho dos 

algoritmos genéticos.  

Gong et al. (2007) utilizam diferentes tamanhos de população a cada geração. A 

intenção, segundo os autores, é evitar a convergência prematura e melhorar a busca 

pela solução ótima global. Já Biesbroek e Ancarola (2003) mostram que valores 
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elevados para o tamanho da população faz com que o algoritmo genético trabalhe além 

do que é realmente necessário. 

Ma e Zhang (2008) desenvolveram um método para a formação da população 

inicial e conseqüente evolução dos algoritmos genéticos, que visava à redução do 

tamanho da população necessária para manipular o problema em análise. O método 

desenvolvido possibilitou a redução no tempo de convergência desses algoritmos. De 

forma semelhante, Togan e Daloglu (2008) também utilizaram uma estratégia para a 

criação da população inicial. Segundo estes autores, essa estratégia ajuda a reduzir o 

número de buscas necessárias no espaço solução, permitindo, assim, uma maior 

velocidade de convergência. 

Yu, Zhu e Diao (2008) representaram o indivíduo da população através da 

combinação entre números binários e reais, ou seja, utilizaram uma multi-codificação 

para representar os indivíduos da população. Com isso, os autores afirmam ter 

reduzido o tamanho do indivíduo e conseqüentemente reduzir o tamanho da população 

necessário para a manipulação do problema. 

 

 

5.3 ANÁLISE NOS PARÂMETROS DO AG NA QUALIDADE DA RESPOSTA 

 

A análise na qualidade da resposta dos algoritmos genéticos, apresentada nesta 

tese de doutorado é realizada através da técnica de projeto de experimentos. A seguir, 

tem-se a metodologia adotada para a realização destes experimentos. 

 

5.3.1 metodologia utilizada neste capítulo 

 

A avaliação na qualidade da resposta dos algoritmos genéticos será realizada 

através de cinco funções matemáticas. Estas funções agem diretamente na avaliação de 

cada indivíduo da população do algoritmo genético, como pode ser observado na 

Figura 5.3.  
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Figura 5.3 – Princípio de funcionamento do AG aplicado a otimização de funções 

 

A Figura 5.3 também mostra de que forma os parâmetros dos algoritmos 

genéticos agem para a obtenção da solução. O tamanho da população define quantos 

indivíduos existirão em cada geração. O número de gerações estabelece a parada do 

algoritmo, ou seja, o algoritmo será executado o número de vezes determinado por 

esse parâmetro. A taxa de cruzamento é a probabilidade de dois indivíduos da 

população efetuarem ou não o cruzamento. Da forma semelhante, a taxa de mutação é 

a probabilidade de um indivíduo da população sofrer ou não mutação. O item 5.3.3, 

deste capítulo, apresenta as variações consideradas nestes parâmetros. 

A metodologia proposta por Montgomery (2005), apresentada no capítulo 4, será 

adotada para a realização dos projetos de experimentos. Esta metodologia é dividida 

em sete passos: 

• Reconhecimento e definição do problema; 

• Escolha dos fatores, níveis e variações; 

• Seleção da variável de resposta; 
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• Escolha do projeto experimental; 

• Execução do experimento; 

• Análise estatística dos dados; 

• Conclusões e recomendações. 

 

Os itens a seguir descrevem como estes sete passos foram conduzidos para a 

elaboração desta pesquisa. 

 

5.3.2 Reconhecimento e definição do problema 

 

Deseja-se otimizar as funções matemáticas apresentadas pelas Equações 

numeradas de 5.1 a 5.5 a seguir. O objetivo desse projeto de experimentos é analisar 

quais parâmetros do algoritmo genético mais influenciam na precisão do resultado, ou 

seja, na qualidade da resposta destes algoritmos. 
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A Equação 5.1 possui vários pontos de máximos locais. Entretanto, esta função 

possui um ponto de ótimo conhecido e igual a 1, para x e y assumindo o valor de 0. Ou 

seja, F(0,0) = 1. 
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A Equação 5.2, assim como a primeira, também possui vários pontos de máximos 

locais. Entretanto, esta função possui um ponto de ótimo conhecido e igual a 2,8504, 

para x assumindo o valor de 1,8511. Ou seja, F(1,811) = 2,8504. 

A Equação 5.3 possui um ponto de mínimo global conhecido e igual a zero, para x 

e y assumindo o valor de 10. Ou seja, F(10, 10) = 0. 

A Equação 5.4, assim como a anterior, também possui um ponto de mínimo 

global conhecido e igual a zero, para x e y assumindo o valor de 0. Ou seja, F(0, 0) = 0. 

A Equação 5.5 possui vários pontos de máximos locais. Entretanto esta função 

possui um ponto de ótimo conhecido e igual a 1, para x assumindo o valor de 0,06691. 

Ou seja, F(0,06691) = 1. 

 

5.3.3 Escolha dos fatores, níveis e variações 

 

Os fatores selecionados para o projeto de experimentos são os parâmetros dos 

algoritmos genéticos (tamanho da população, número de gerações, taxa de cruzamento 

e taxa de mutação), discutidos no capítulo 3. Optou-se em trabalhar com dois níveis 

para cada fator. Esses níveis e suas variações são apresentados na Tabela 5.1. 

 

Tabela 5.1 – Fatores, níveis e variações do projeto de experimentos 

  Níveis 
Fatores - + 

A  Tamanho da População 50 200 
B  Número de Gerações 50 100 
C  Taxa de Cruzamento 10% 80% 
D  Taxa de Mutação 1% 10% 

 

Cabe ressaltar que esses valores foram adotados com base no levantamento 

bibliográfico realizado para cada uma desses parâmetros, apresentados no capítulo 3. 

Nesta atribuição de valores, levaram-se em consideração as divergências encontradas 

na estimativa desses parâmetros. 

Esta mesma faixa de valores para os parâmetros dos algoritmos genéticos será 

utilizada nos experimentos das cinco funções representadas pelas Equações 5.1 a 5.5 

listadas anteriormente. 
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5.3.4 Seleção da variável de resposta 

 

Para as funções representadas pelas Equações 5.1, 5.2 e 5.5, a variável de 

resposta para o projeto de experimentos será o valor máximo dessas funções. Já para 

as funções representadas pelas Equações 5.3 e 5.4, a variável de resposta para o 

projeto de experimentos será o valor mínimo dessas funções. 

 

5.3.5 Escolha do projeto experimental 

 

Como observado anteriormente, este projeto possui quatro fatores com dois 

níveis cada. Desta forma, optou-se pelo uso do fatorial completo, pois conforme 

Montgomery (2005), as vantagens do uso de um fatorial completo se dão na maior 

eficiência em estimar os efeitos principais dos fatores sob a variável em análise, e, 

principalmente, a definição da interação entre todos os fatores. 

 A matriz com o planejamento dos experimentos é mostrada na Tabela 5.2. 

Nota-se que para um experimento de fatorial completo e com dois níveis cada, serão 

necessários dezesseis experimentos (24 = 16). 

 

Tabela 5.2 – Matriz com o planejamento dos experimentos 

Experimentos A B C D 
1 - - - - 
2 + - - - 
3 - + - - 
4 + + - - 
5 - - + - 
6 + - + - 
7 - + + - 
8 + + + - 
9 - - - + 
10 + - - + 
11 - + - + 
12 + + - + 
13 - - + + 
14 + - + + 
15 - + + + 
16 + + + + 
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Na Tabela 5.2, A representa o fator Tamanho da população, B representa o fator 

Número de Gerações, C representa o fator Taxa de cruzamento e D representa o fator 

Taxa de Mutação. 

Cabe ressaltar que este planejamento dos experimentos será realizado para cada 

uma das cinco funções representadas pelas equações (5.1) a (5.5) listadas 

anteriormente, conforme será visto no próximo item. 

 

5.3.6 Execução dos experimentos 

 

Para a execução dos experimentos foi necessário desenvolver uma ferramenta 

computacional capaz de operacionalizar os procedimentos existentes para o algoritmo 

genético. Além disso, tal ferramenta, permite a manipulação dos parâmetros do 

algoritmo genético durante o processo de otimização das funções matemáticas. Este 

software desenvolvido trabalha na busca dos pontos de máximo ou dos pontos de 

mínimo de funções matemáticas, conforme anteriormente esquematizado na Figura 

5.3. 

Para a execução do experimento os operadores genéticos, tais como operadores 

de seleção, operadores de cruzamento e operadores de mutação foram mantidos 

constantes para as cinco funções matemáticas. Apenas os parâmetros do algoritmo 

genético foram se alterando conforme a matriz de planejamento de experimentos 

apresentada anteriormente na Tabela 5.2. 

O resultado encontrado para cada experimento, realizado em cada uma das cinco 

funções, são mostrados nas tabelas 5.3, 5.4, 5.5, 5.6 e 5.7 respectivamente. Nota-se 

que cada experimento foi executado cinco vezes (Y1 a Y5). 
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Tabela 5.3 – Execução do experimento para a função representada pela Equação 5.1 

Exp A B C D Y1 Y2 Y3 Y4 Y5 
1 - - - - 0,947375 0,988164 0,962597 0,9888 0,953488 
2 + - - - 0,990265 0,99027 0,990091 0,957144 0,990246 
3 - + - - 0,964108 0,976914 0,918793 0,95615 0,961193 
4 + + - - 0,990227 0,985476 0,979396 0,961802 0,987604 
5 - - + - 0,921746 0,958089 0,961591 0,921444 0,959764 
6 + - + - 0,990284 0,990284 0,99028 0,990283 0,990283 
7 - + + - 0,974284 0,962615 0,962574 0,962217 0,965603 
8 + + + - 0,96267 0,986435 0,990245 0,984225 0,962764 
9 - - - + 0,962775 0,977262 0,962489 0,915795 0,958229 
10 + - - + 0,990245 0,990283 0,990167 0,988079 0,99028 
11 - + - + 0,987116 0,974643 0,962774 0,956339 0,990069 
12 + + - + 0,962776 0,96277 0,988228 0,990284 0,990281 
13 - - + + 0,971229 0,962732 0,962764 0,985956 0,99011 
14 + - + + 0,990284 0,990022 0,989763 0,974842 0,990231 
15 - + + + 0,921713 0,918181 0,961068 0,92181 0,9867 
16 + + + + 0,989524 0,990272 0,990284 0,990283 0,962775 

 

 

Tabela 5.4 – Execução do experimento para a função representada pela Equação 5.2 

Exp A B C D Y1 Y2 Y3 Y4 Y5 
1 - - - - 1,955131 2,796514 2,250309 2,249574 2,717014 
2 + - - - 2,849692 2,84253 2,832748 2,850314 2,649622 
3 - + - - 2,843618 2,414725 2,831901 2,848268 2,772774 
4 + + - - 2,850276 2,844575 2,784472 2,84253 2,847676 
5 - - + - 2,850308 2,646785 1,849172 2,050466 2,648296 
6 + - + - 2,848215 2,848086 2,848215 2,832274 2,848215 
7 - + + - 2,847383 2,840354 2,440407 2,649429 2,550295 
8 + + + - 2,850314 2,850327 2,85024 2,850328 2,850325 
9 - - - + 2,850276 2,83556 2,850319 2,850294 2,850325 
10 + - - + 2,850212 2,845878 2,850042 2,850322 2,850319 
11 - + - + 2,829189 2,848141 2,84339 2,849578 2,850328 
12 + + - + 2,850322 2,84911 2,848693 2,84976 2,850322 
13 - - + + 2,847953 2,841779 2,848009 2,846982 2,849621 
14 + - + + 2,850327 2,850181 2,850228 2,850319 2,850308 
15 - + + + 2,849419 2,849334 2,84874 2,84976 2,850319 
16 + + + + 2,850328 2,850199 2,849621 2,850264 2,850308 
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Tabela 5.5 – Execução do experimento para a função representada pela Equação 5.3 

Exp A B C D Y1 Y2 Y3 Y4 Y5 
1 - - - - 1,535792 2,052209 1,559344 1,245731 1,449701 
2 + - - - 1,148698 1,319508 1,446126 1 1,327532 
3 - + - - 2,018902 1,888503 1,463259 2,058924 1,518068 
4 + + - - 1,446126 1,319508 1,231144 1,231144 1,551846 
5 - - + - 1,148698 1,327532 1,37973 1,148698 1 
6 + - + - 1,148698 0 1,430969 1 1,245731 
7 - + + - 1,148698 1,148698 1,245731 1,292392 0 
8 + + + - 0 0 0 1 0 
9 - - - + 1,071773 1,148698 1,449701 1,327532 1,553751 
10 + - - + 0 1 1 1,071773 1 
11 - + - + 1,518068 1,945799 1,446126 1,349283 1,258925 
12 + + - + 0 1 1 0 0 
13 - - + + 1,841724 1,478758 1 1,292392 1,537883 
14 + - + + 0 1,148698 0 1,071773 1,148698 
15 - + + + 1,349283 1 1,327532 1,327532 1,430969 
16 + + + + 1,174619 1,148698 1,148698 1 1,071773 

 

 

Tabela 5.6 – Execução do experimento para a função representada pela Equação 5.4 

Exp A B C D Y1 Y2 Y3 Y4 Y5 
1 - - - - 1250 2005 832 3133 225 
2 + - - - 144 68 8 40 9 
3 - + - - 2132 725 74 1348 288 
4 + + - - 292 74 661 260 52 
5 - - + - 36 74 3250 3362 234 
6 + - + - 0 4 0 0 0 
7 - + + - 5 53 34 0 85 
8 + + + - 0 0 0 0 0 
9 - - - + 4745 3233 425 10280 2466 
10 + - - + 1 185 296 162 0 
11 - + - + 1313 2009 5860 2920 697 
12 + + - + 40 13 2 90 41 
13 - - + + 1765 1745 468 3284 169 
14 + - + + 0 4 50 10 0 
15 - + + + 1109 4930 10 5210 2650 
16 + + + + 36 2 169 4 2 
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Tabela 5.7 – Execução do experimento para a função representada pela Equação 5.5 

Exp A B C D Y1 Y2 Y3 Y4 Y5 
1 - - - - 0,839698 0,84878 0,96264 0,84711 0,90519 
2 + - - - 0,999978 0,999373 0,968469 0,990087 0,999492 
3 - + - - 0,93421 0,929584 0,994741 0,945799 0,978495 
4 + + - - 0,997277 0,999752 0,994741 0,998987 0,983994 
5 - - + - 0,990575 0,945799 0,84711 0,987773 0,945799 
6 + - + - 0,980416 0,999667 0,999373 0,999995 0,999995 
7 - + + - 0,871728 0,978495 0,999995 0,998159 0,998987 
8 + + + - 0,998987 0,999667 0,967595 0,999995 0,983994 
9 - - - + 0,999869 0,999978 0,999869 0,84703 0,99992 
10 + - - + 0,999995 0,999995 0,999869 0,999995 0,999995 
11 - + - + 0,983994 0,999995 0,980416 0,999978 0,999978 
12 + + - + 0,999978 0,999995 0,999978 0,999995 0,99992 
13 - - + + 0,999373 0,999667 0,999995 0,999978 0,999995 
14 + - + + 0,999978 0,999978 0,999995 0,999995 0,983994 
15 - + + + 0,999667 0,843131 0,999978 0,997277 0,999995 
16 + + + + 0,999995 0,999995 0,999995 0,999995 0,99992 

 

5.3.7 Análise estatística dos dados 

 

A seguir é apresentada uma análise estatística dos dados para cada uma das cinco 

funções descritas anteriormente. 

Cabe ressaltar que, de acordo com Montgomery (2005) e Noordin et al. (2004), 

antes de realizar a análise de sensibilidade em projeto de experimentos, deve-se 

realizar a análise dos resíduos das respostas. Segundo Montgomery (2005), os resíduos 

devem ser normais, independentes (não-correlacionados) e identicamente distribuídos. 

Caso a distribuição estatística associada aos resíduos não seja normal, não é possível 

utilizar os resultados da análise de variância. Desta forma, realizaram-se os testes de 

normalidade para todas as funções apresentadas neste capítulo, e todas elas passaram 

no teste. 

 

5.3.7.1 Função representada pela Equação 5.1 
 

A análise dos efeitos principais de cada fator, apresentada na Figura 5.4, mostra 

que o fator Tamanho da população possui forte efeito positivo sobre a resposta final, 
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ou seja, o valor máximo da função. Isso significa que a alteração do nível (-) para o 

nível (+) melhora o resultado final. Já os fatores Número de gerações, Taxa de 

cruzamento e Taxa de mutação não possuem efeitos significativos sobre o resultado 

final. 
M
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Figura 5.4 – Gráfico dos efeitos principais 

Fonte: MiniTab 14.1 

 

A análise de variância para um nível de significância α = 0,05 pode ser vista na 

Figura 5.5. Nota-se que os efeitos principais e as interações de quarta ordem são 

consideradas significativas para um p-value de 0,05. 

 
Figura 5.5 – Análise de variância 

Fonte: MiniTab 14.1 

 

O peso dos efeitos desses fatores pode ser visualizado no gráfico de Pareto para 

os efeitos padronizados, mostrado na Figura 5.6. 
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Figura 5.6 – Gráfico de Pareto para os efeitos padronizados 

Fonte: MiniTab 14.1 

 

No gráfico apresentado na Figura 5.6, verifica-se que o fator A (Tamanho da 

população) tem uma importância relativa bem maior que a dos outros fatores 

principais, para um grau de 95% de confiança (α - 1).  

Um destaque especial para a interação ente os fatores ABCD (Tamanho da 

população * Número de Gerações * Taxa de cruzamento * Taxa de mutação). Esta 

interação de quarta ordem aparece em segundo lugar em importância relativa. 

 

5.3.7.2 Função representada pela Equação 5.2 
 

A análise dos efeitos principais de cada fator, apresentada na Figura 5.7, mostra 

que os fatores Tamanho da população e Taxa de mutação possuem forte efeito positivo 

sobre a resposta final, ou seja, o valor máximo da função. Isso significa que a alteração 

do nível (-) para o nível (+) melhora o resultado final. Já os fatores Número de 

gerações e Taxa de cruzamento não possuem efeitos significativos sobre o resultado 

final. 
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Figura 5.7 – Gráfico dos efeitos principais 

Fonte: MiniTab 14.1 

 

A análise de variância pode ser vista na Figura 5.8. Nota-se que os efeitos 

principais e as interações de segunda ordem são consideradas significativas para um p-

value de 0,05. 

 
Figura 5.8 – Análise de variância 

Fonte: MiniTab 14.1 

 

O peso dos efeitos desses fatores pode ser visualizado no gráfico de Pareto para 

os efeitos padronizados, mostrado na Figura 5.9. Neste gráfico, verifica-se que o fator 

D (Taxa de mutação) e o fator A (Tamanho da população) têm uma importância 

relativa bem maior que a dos outros fatores principais, para um grau de 95% de 

confiança (α - 1).  

Um destaque especial para a interação ente os fatores AD (Tamanho da 
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população * Taxa de mutação). Esta interação de segunda ordem aparece em terceiro 

lugar em importância relativa. 
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Figura 5.9 – Gráfico de Pareto para os efeitos padronizados 

Fonte: MiniTab 14.1 

 

5.3.7.3 Função representada pela Equação 5.3 
 

A análise dos efeitos principais de cada fator, apresentada na Figura 5.10, mostra 

que o fator Tamanho da população possui forte efeito positivo sobre a resposta final, 

ou seja, o valor mínimo da função. Isso significa que a alteração do nível (-) para o 

nível (+) melhora o resultado final. Já os fatores Número de gerações e Taxa de 

cruzamento e Taxa de mutação não possuem efeitos significativos sobre o resultado 

final. 
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Figura 5.10 – Gráfico dos efeitos principais 

Fonte: MiniTab 14.1 

A análise de variância pode ser vista na Figura 5.11. Nota-se que os efeitos 

principais e as interações de segunda ordem são consideradas significativas para um p-

value de 0,05. 

 
Figura 5.11 – Análise de variância 

Fonte: MiniTab 14.1 

 

O peso dos efeitos desses fatores pode ser visualizado no gráfico de Pareto para 

os efeitos padronizados, mostrado na Figura 5.12. Neste gráfico, verifica-se que o fator 

A (Tamanho da população) tem uma importância relativa bem maior que a dos outros 

fatores principais, para um grau de 95% de confiança (α - 1).  

Um destaque especial para a interação ente os fatores CD (Taxa de cruzamento * 

Taxa de mutação). Esta interação de segunda ordem aparece em segundo lugar em 

importância relativa. 
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Figura 5.12 – Gráfico de Pareto para os efeitos padronizados 

Fonte: MiniTab 14.1 

 

5.3.7.4 Função representada pela Equação 5.4 
 

A análise dos efeitos principais de cada fator, apresentada na Figura 5.13, mostra 

que o fator Tamanho da população possui forte efeito positivo sobre a resposta final, 

ou seja, o valor mínimo da função. Isso significa que a alteração do nível (-) para o 

nível (+) melhora o resultado final. Já os fatores Número de gerações e Taxa de 

cruzamento, Taxa de mutação não possuem efeitos significativos sobre o resultado 

final. 
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Figura 5.13 – Gráfico dos efeitos principais 

Fonte: MiniTab 14.1 

 
A análise de variância pode ser vista na Figura 5.14. Nota-se que somente os 

efeitos principais são consideradas significativos para um p-value de 0,05. 

 
Figura 5.14 – Análise de variância 

Fonte: MiniTab 14.1 

 
O peso dos efeitos desses fatores pode ser visualizado no gráfico de Pareto para 

os efeitos padronizados, mostrado na Figura 5.15. Neste gráfico, verifica-se que o fator 

A (Tamanho da população) tem uma importância relativa bem maior que a dos outros 

fatores principais, para um grau de 95% de confiança (α - 1).  

Um destaque especial para a interação ente os fatores AD (Tamanho da 

população * Taxa de mutação). Esta interação de segunda ordem aparece em segundo 

lugar em importância relativa. 
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Figura 5.15 – Gráfico de Pareto para os efeitos padronizados 

Fonte: MiniTab 14.1 

 

5.3.7.5 Função representada pela Equação 5.5 
 

A análise dos efeitos principais de cada fator, apresentada na Figura 5.16, mostra 

que os fatores Tamanho da população e Taxa de mutação possuem forte efeito positivo 

sobre a resposta final, ou seja, o valor máximo da função. Isso significa que a alteração 

do nível (-) para o nível (+) melhora o resultado final. Já os fatores Número de 

gerações e Taxa de cruzamento não possuem efeitos significativos sobre o resultado 

final. 
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Figura 5.16 – Gráfico dos efeitos principais 

Fonte: MiniTab 14.1 

 

A análise de variância pode ser vista na Figura 5.17. Nota-se que somente os 

efeitos principais são consideradas significativas para um p-value de 0,05. 

 
Figura 5.17 – Análise de variância 

Fonte: MiniTab 14.1 

 

O peso dos efeitos desses fatores pode ser visualizado no gráfico de Pareto para 

os efeitos padronizados, mostrado na Figura 5.18. Neste gráfico, verifica-se que os 

fatores A (Tamanho da população), juntamente com o fator D (Taxa de mutação) têm 

uma importância relativa bem maior que a dos outros fatores principais, para um grau 

de 95% de confiança (α - 1).  

Um destaque especial para a interação ente os fatores AD (Tamanho da 

população * Taxa de mutação). Esta interação de segunda ordem aparece em terceiro 

lugar em importância relativa. 
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Figura 5.18 – Gráfico de Pareto para os efeitos padronizados 

Fonte: MiniTab 14.1 

 

5.3.8 Conclusões e recomendações 

 

Pôde-se observar algumas características sobre o comportamento dos parâmetros 

do algoritmo genético nos cinco projetos de experimentos executados. Essas 

características são listadas a seguir: 

1. O parâmetro Tamanho da população foi significativo em todos os projetos. Além 

disso, pelo gráfico de Pareto, este parâmetro mostrou quase sempre uma maior 

importância relativa; 

2. Ao contrário, o parâmetro Número de gerações não foi significativo em nenhum 

dos projetos analisados. Uma pergunta pode ser feita: será que 50 gerações é 

suficiente para bons resultados?; 

3. Da mesma forma, o parâmetro Taxa de cruzamento não foi significativo em 

nenhum dos projetos analisados. Muito de publica sobre melhorias na taxa de 

cruzamento em operadores genéticos. Outra pergunta pode ser feita: será que a 

preocupação com esse parâmetro é necessária?; 

4. Ao contrário da taxa de cruzamento, a Taxa de mutação foi significativa em alguns 
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projetos; 

5. O efeito das interações de segunda ordem mostrou-se significativo em quatro dos 

cinco projetos analisados. Isto reforça a importância de se compreender os efeitos 

causados por essas interações; 

6. Ocorreu um efeito significativo de quarta ordem. Isto reforça a importância no 

cuidado na escolha dos parâmetros do algoritmo genético. 

 

 

5.4 CONSIDERAÇÕES FINAIS 

 

Este capítulo apresentou uma análise do comportamento dos parâmetros dos 

algoritmos genéticos no tempo de convergência e na qualidade da resposta destes 

algoritmos. 

A análise no tempo de convergência se deu através de um levantamento 

bibliográfico, enquanto que a análise na qualidade da resposta dos algoritmos 

genéticos se desenvolveu através de projeto de experimentos, aplicado através de uma 

metodologia proposta por Montgomery (2005). Cabe ressaltar que esta aplicação só foi 

possível graças a utilização de uma ferramenta computacional desenvolvida. 

Destaca-se, neste capítulo, a ocorrência de uma proporção de importância maior 

do parâmetro tamanho da população tanto no tempo de convergência como na 

qualidade da resposta dos algoritmos genéticos.  

Com isso, é possível finalizar a fase de conceitualização de Mitroff et al. (1974), 

destacada na Figura 5.1. Nesta fase, definiu-se as variáveis relevantes para o problema 

de otimização de modelos simulação a eventos discretos, ou seja, qual parâmetro do 

algoritmo genético mais influencia o tempo de convergência e a qualidade da resposta 

destes algoritmos. 
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CAPÍTULO 6 – DESENVOLVIMENTO DO MÉTODO DE OTIMIZAÇÃO 

 

 

6.1 CONSIDERAÇÕES INICIAIS 

 

O objetivo deste capítulo é apresentar o método de otimização proposto para 

modelos de simulação a eventos discretos. Para tal, inicialmente serão mostradas as 

adaptações na estrutura dos algoritmos genéticos em relação aos parâmetros destes 

algoritmos. Na seqüência, será mostrado o método proposto para a otimização de 

modelos de simulação a eventos discretos através dos algoritmos genéticos. 

Finalmente, será apresentado a ferramenta computacional desenvolvida capaz de 

executar o método de otimização proposto. 

Cabe ressaltar que este capítulo refere-se, em relação ao modelo de Mitroff et al. 

(1974), a fase de modelagem, pois segundo Bertrand e Fransoo (2002) nesta fase 

constrói-se um modelo quantitativo que define as relações causais entre as variáveis 

selecionadas na fase de conceitualização. A Figura 6.1 destaca a fase do modelo de 

Mitroff et al. (1974) pertinente a este capítulo. 

 
Figura 6.1 – Fase de modelagem 

Fonte: Adaptado de Mitroff et al. (1974) 
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6.2 ADAPTAÇÕES NA ESTRUTURA DO ALGORITMO GENÉTICO 

 

Mostrou-se, no capítulo anterior, que dos quatro parâmetros existentes para os 

algoritmos genéticos, o parâmetro tamanho da população é o maior responsável pela 

velocidade de convergência desses algoritmos. Também se mostrou, através do projeto 

de experimentos, realizado no capítulo anterior, que o parâmetro tamanho da 

população foi significativo, em relação a qualidade da resposta, em todos os projetos 

analisados, além de quase sempre possuir uma maior importância relativa.  

Paralelamente, o escopo desta tese restringe-se a modelos de simulação 

computacional a eventos discretos, cujas variáveis de entrada são do tipo discretas, 

determinísticas e inteiras. 

Desta forma, serão realizadas adaptações na estrutura do algoritmo genético, 

considerando as análises comentadas anteriormente, com o intuito de melhorar a 

eficiência na otimização de modelos de simulação a eventos discretos, além de manter 

sua eficácia, quando comparado a uma ferramenta de otimização comercial. 

 A Figura 6.2 mostra como foram direcionadas as adaptações na estrutura do 

Algoritmo Genético.  

 
Figura 6.2 – Adaptações na estrutura do Algoritmo Genético 



Capítulo 6 – Desenvolvimento do Método de Otimização 113 

Para a realização das adaptações na estrutura do algoritmo genético, proposto 

nesta tese de doutorado, levou-se em consideração, principalmente, a influência que o 

tamanho da população exerce na qualidade da resposta e no tempo de convergências 

destes algoritmos, aliado ao escopo desta tese. Utilizou-se apenas do parâmetro 

tamanho da população, pois os parâmetros número de gerações e taxa de cruzamento 

não foram significativos em nenhum dos projetos de experimentos analisados no 

capítulo anterior, enquanto que a taxa de mutação foi significativa somente em alguns 

projetos. 

Estas adaptações têm a intenção de melhorar a velocidade de convergência do 

algoritmo genético e, simultaneamente manter a qualidade de resposta destes 

algoritmos. 

Cabe ressaltar que, conforme visto na revisão bibliográfica sobre algoritmos 

genéticos, as técnicas de adaptação nos parâmetros destes algoritmos têm sido 

utilizadas por diversos autores na intenção de melhorar seu desempenho (LINDEN, 

2006). 

 

 

6.3 ADAPTAÇÕES NO PARÂMETRO TAMANHO DA POPULAÇÃO  

 

O tamanho da população é representado por um conjunto de indivíduos. Por sua 

vez, um indivíduo da população é a representação, no caso desta tese de doutorado, de 

uma possível solução na forma binária {0,1}. 

Considerando-se uma variável discreta, determinística e inteira, com uma 

variação entre [1, 10] e uma precisão de 1, é possível calcular a quantidade de bits 

necessários para o indivíduo, ou seja, o tamanho do indivíduo, utilizando-se a Equação 

6.1 (MITCHELL, 1996), apresentada na revisão bibliográfica sobre algoritmos 

genéticos. 

 

12

infsup
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ii
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−=  (6.1) 
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Sendo: 

k – número de bits do cromossomo (tamanho do indivíduo); 

[infi, supi] – limites inferior e superior da faixa de operação (variação). 

 

Substituindo-se os valores, tem-se: 

4k32,3k
12

110
1

k
=⇒=⇒

−
−=   (6.2) 

 

Desta forma, para as condições estabelecidas, serão necessários 4 bits para o 

tamanho do indivíduo. Percebe-se, então, que o tamanho do indivíduo para atender as 

condições de contorno propostas por esta tese de doutorado será sempre menor do que 

se fosse um valor não inteiro. A Tabela 6.1 comprova tal afirmação. Nota-se que 

mesmo com uma maior variação entre os limites inferior e superior o tamanho do 

indivíduo, considerando-se variáveis inteiras, ainda será pequeno. 

 

Tabela 6.1 – Tamanho do indivíduo em relação a variação entre os limites inferior e superior 

Variação entre os limites 
inferior e superior 

Quantidade de bits necessários 
(tamanho do indivíduo) 

5 3 
10 3 
20 5 
30 5 
40 6 
50 6 

 

Cabe ressaltar que o número de bits necessários para o tamanho do indivíduo 

também será pequeno para aos problemas de otimização de modelos de simulação a 

eventos discretos com mais de uma variável de entrada. Mesmo este número de bits 

tendo que contemplar, para cada uma destas variáveis, as necessidades relacionadas a 

variação entre seus limites inferiores e superiores e a precisão desejada. 

Desta forma, uma vez que se tem uma redução no tamanho do indivíduo, espera-

se que o tamanho da população necessário para garantir a robusteza dos algoritmos 

genéticos também seja menor. Entretanto, tem-se a seguinte questão: qual o tamanho 

da população ideal para manipular estes indivíduos? 
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Uma possível resposta a esta questão está em Goldberg (1989), que estabelece 

uma relação entre tamanho da população e tamanho do indivíduo. Esta relação, 

apresentada na revisão bibliográfica sobre algoritmos genéticos, é mostrada na 

Equação 6.3.  

 

k21,0265,1populaçãodaTamanho ⋅⋅=  (6.3) 

Sendo: 

k – número de bits do cromossomo (tamanho do indivíduo); 

 

Através da Equação 6.3 verifica-se que o tamanho da população cresce 

exponencialmente em relação ao crescimento do tamanho do indivíduo. A Tabela 6.2 

mostra este crescimento. 

 

Tabela 6.2 – Relação entre tamanho do indivíduo e tamanho da população 

Tamanho do indivíduo Tamanho da população 
5 4 
10 8 
15 15 
20 31 
30 130 
40 558 
50 2390 
60 10244 

 

Nota-se que para um tamanho de indivíduo pequeno o tamanho da população, 

necessário para a manipulação do algoritmo genético proposto, também será 

relativamente pequeno. 

Mesmo utilizando-se a expressão de Goldberg (1989), mostrada anteriormente na 

Equação 6.3, para a manipulação do parâmetro tamanho da população, optou-se, 

também, em inserir uma taxa de crescimento neste parâmetro. Cabe ressaltar que, de 

fato, este incremento no tamanho da população, a cada geração, é que torna o proposto 

algoritmo genético adaptativo. Pode-se justificar esta adaptação através do 

levantamento bibliográfico apresentado a seguir. 
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Gong et al. (2007) utilizam técnicas adaptativas para o tamanho de população. 

Segundo os autores, a cada geração do algoritmo genético, um tamanho de população 

diferente é utilizado. A intenção é reduzir o tempo processamento em busca da solução 

ótima e ao mesmo tempo evitar a convergência prematura do algoritmo.  

Já Ma e Zhang (2008) apresentam uma técnica adaptativa para o tamanho da 

população que não descarta alguns dos cromossomos utilizados na operação de 

cruzamento. Como conseqüência desta adaptação, a cada geração tem-se um número 

maior para o tamanho da população, que pode aumentar de 1 a 100% do seu tamanho 

original.  

De forma semelhante, Kaveh e Shahrouzi (2007) propõem um método para 

ajustar o tamanho da população. Inicia-se o algoritmo genético com um tamanho de 

população pré-definido e a cada geração este valor é aumentado com base em uma 

taxa. Os autores definem que o valor máximo desta taxa deverá ser de 50%. O 

resultado encontrado pelos autores mostrou uma melhora significativa no tempo de 

convergência do algoritmo genético.  

Nesta tese, optou-se em utilizar uma taxa de crescimento no parâmetro tamanho 

da população igual a 50%. Justifica-se a escolha deste valor, uma vez que o método 

proposto sempre iniciará com um valor para o tamanho da população pequeno, quando 

comparado aos valores encontrados na revisão bibliográfica. O aumento de 50% no 

tamanho da população a cada geração permitirá ao método proposto buscar o tamanho 

da população ideal de Lobo e Goldberg (2004), apresentado na Figura 5.2 do capítulo 

anterior. Desta forma, garante-se a redução no tempo de convergência do algoritmo 

genético, além de garantir a qualidade na resposta deste algoritmo. 

O fluxograma apresentado na Figura 6.3, mostra os procedimentos adotados na 

adaptação do parâmetro tamanho da população para o proposto método de otimização 

de modelos de simulação a eventos discretos. 

Inicialmente, calcula-se a quantidade de bits necessários para cada indivíduo da 

população através da Equação 6.1 (MITCHELL, 1996). Na seqüência, estima-se o 

tamanho da população inicial através da Equação 6.3 (GOLDBERG, 1989). O 

algoritmo genético é então executado e os resultados desta primeira geração são 

avaliados.  
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Figura 6.3 – Adaptação proposta para o parâmetro tamanho da população  

 

Caso não seja necessário executar uma nova geração para o algoritmo genético, 

os resultados são apresentados e encerra-se a adaptação. Caso contrário, ou seja, se for 

necessário executar uma nova geração, aumenta-se o tamanho da população em 50% 

(KAVEH e SHAHROUZI, 2007; MA e ZHANG, 2008). Estes novos indivíduos serão 

gerados aleatoriamente e inseridos na população atual do problema. O algoritmo 

genético será executado até não ser mais necessário avaliar outra geração. 
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6.4 CONSIDERAÇÕES SOBRE O PARÂMETRO NÚMERO DE GERAÇÕES 

 

Segundo Mitchell (1996), o número de gerações está associado com o critério de 

parada do algoritmo genético. Em outras palavras, algum critério deve ser adotado 

para o término do processamento do algoritmo. Existem diferentes tipos de critério de 

parada, por exemplo, têm-se o critério do número máximo de gerações ou tempo limite 

de processamento para encerramento do processo. 

Diferentemente do algoritmo genético utilizado no capítulo 5, onde o total de 

número de gerações era fornecido no início do processo, será adotado para o algoritmo 

proposto neste capítulo, que este encerre no momento que se percebe que não a há 

mais melhorias de uma geração para outra. Isto faz com que o número de gerações seja 

conhecido somente quando o critério de parada for satisfeito. De fato, este critério de 

parada para o número de gerações é citado por diversos autores (GOLDBERG, 1989; 

TANOMARU, 1995; BARBOSA, 2005; AL-AOMAR e AL-OKAILY, 2006; 

LINDEN, 2006). 

Cabe ressaltar que esta modificação no critério de parada para o algoritmo 

proposto, não pode ser considerada como uma adaptação, uma vez que este critério 

não é mutável ao longo das gerações. 

Optou-se por este critério uma vez que o parâmetro número de gerações não foi 

significativo no estudo realizado no capítulo 5. Desta forma, mesmo não considerando 

esta mudança como uma adaptação, espera-se que esta contribua para melhorar o 

desempenho do algoritmo proposto. 

 

 

6.5 CONSIDERAÇÕES SOBRE OS PARÂMETROS TAXA DE CRUZAMENTO E 

TAXA DE MUTAÇÃO 

 

Segundo Mitchell (1996), a taxa de cruzamento é a probabilidade de se efetuar o 

cruzamento entre dois indivíduos da população. De forma semelhante, a taxa de 

mutação determina se os genes dos indivíduos sofrerão mutação ou não. 
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Optou-se em não realizar nenhuma adaptação nesses parâmetros, principalmente 

pelas seguintes razões: 

Primeiro, tem-se o fato do parâmetro taxa de cruzamento não ter se mostrado 

significativo em nenhum dos projetos estudados no capítulo 5. 

Segundo, apesar do parâmetro taxa de mutação ter sido significativo em alguns 

dos projetos estudados no capítulo 5, também se optou em não efetuar adaptações 

neste parâmetro. Uma vez que o tamanho da população foi reduzido, espera-se que a 

convergência do algoritmo genético seja feita de forma mais rápida. Desta forma, 

acredita-se que as mudanças que poderiam ser feitas neste parâmetro não 

contribuiriam com a redução do tempo de convergência do método de otimização. 

O operador de cruzamento utilizado no desenvolvimento do método de 

otimização proposto foi o de Cruzamento de um Ponto. Já o operador de mutação 

utilizado foi o de Mutação Binária Simples. Os valores definidos para as taxas de 

cruzamento e a taxa de mutação que serão utilizados na otimização dos modelos de 

simulação no próximo capítulo são respectivamente 80% e 10%. Estas escolhas foram 

feitas com base no projeto de experimentos realizado no capítulo 5, sendo esses 

valores atribuídos ao nível (+) do projeto fatorial completo. 

 

 

6.6 MÉTODO PARA OTIMIZAÇÃO DE MODELOS DE SIMULAÇÃO 

 

O método proposto para a otimização de modelos de simulação a eventos 

discretos, que atende às condições de contorno estabelecidas, pode ser dividido em 

duas fases.  

A primeira fase, mostrada na Figura 6.4, consiste na verificação da possibilidade 

de aplicação do método para o problema proposto.  
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Figura 6.4 – Fluxograma da primeira fase do método de otimização proposto 

 

Inicialmente, tem-se a verificação das variáveis de decisão para o modelo de 

simulação que se pretende otimizar. Cabe ressaltar que este método só foi validado 

para as condições de contorno estabelecidas no capítulo 1 desta tese de doutorado, ou 

seja, as variáveis de decisão precisam ser do tipo discretas, determinísticas e inteiras. 

Se estas condições forem atendidas, o método esta apto a iniciar a fase de otimização 

do modelo de simulação. Caso contrário, não é possível iniciar a fase de otimização. 

A segunda fase do método proposto consiste no processo de otimização, 

propriamente dito, de modelos de simulação a eventos discretos. O fluxograma 

apresentado na Figura 6.5 mostra este processo de otimização, além das adaptações 

feitas no algoritmo genético. 
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Figura 6.5 – Fluxograma da segunda fase do método de otimização proposto 

 

Ao iniciar-se uma nova geração, verifica-se se esta é a primeira geração. Se a 

resposta a esta questão for afirmativa, faz-se o cálculo do número de bits necessários 

para cada indivíduo da população do algoritmo genético, através da Equação 6.1 

(MITCHELL, 1996). Na seqüência, calcula-se o tamanho da população inicial, 
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considerando-se a Equação 6.3 (GOLDBERG, 1989). Gera-se então a população 

inicial do algoritmo genético. Cabe ressaltar que estes dois passos só acontecerão na 

primeira vez que se executar a fase 2. 

Se já existir uma população, ou seja, se não for a primeira geração, aumenta-se o 

parâmetro tamanho da população em 50% (KAVEH e SHAHROUZI, 2007; MA e 

ZHANG, 2008). Estes novos indivíduos serão gerados aleatoriamente e inseridos na 

população atual do problema. 

A avaliação de cada indivíduo é realizada através do simulador a eventos 

discretos. Para tal, o método envia, separadamente, cada indivíduo da população para o 

simulador, e este retorna a resposta do modelo de simulação para tais indivíduos com 

base na função objetivo definida. O item 6.7, a seguir, mostra com mais detalhes o 

funcionamento desta avaliação através da ferramenta computacional desenvolvida. 

Após a avaliação de todos os indivíduos da população, verifica-se se há 

melhorias na resposta da geração atual em relação a geração anterior. Se não ocorrer 

melhorias significativas, ou seja, inferior a precisão da função objetivo, considera-se 

que a condição de parada do método foi satisfeita. Apresenta-se, então os resultados da 

otimização do modelo de simulação e encerra-se o método. 

Caso a condição de parada não seja satisfatória, selecionam-se os indivíduos para 

reprodução, através do método da roleta, apresentado no capítulo 3. Na seqüência, 

aplicam-se os operadores de cruzamento e mutação nos indivíduos selecionados 

anteriormente. Utilizaram-se as taxas de 80% e 10% para as taxas de cruzamento e 

mutação respectivamente.  

Após a aplicação destes operadores nos indivíduos selecionados, uma nova 

geração pode ser formada, iniciando-se todo o processo novamente. 

 

 

6.7 FERRAMENTA COMPUTACIONAL DESENVOLVIDA 

 

Para o desenvolvimento do método proposto, preocupou-se em elaborar uma 

ferramenta computacional, com base nos algoritmos genéticos, capaz de permitir a 

manipulação de seus parâmetros, além de permitir a comunicação entre esta 
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ferramenta computacional e o simulador a eventos discretos. Esta comunicação se dá 

através de um objeto chamado ProActiveX, fornecido pelo fabricante do simulador, 

conforme mostra a Figura 6.7. 

 
Figura 6.7 - Comunicação entre a ferramenta desenvolvida e o simulador 

 

Para executar a otimização, a ferramenta computacional envia para o objeto 

ProActiveX,  os indivíduos da população. Esses indivíduos representam as variáveis de 

entrada do modelo de simulação, tais como: quantidade de operadores, quantidade de 

máquinas, etc. O objeto então insere esses valores no simulador, aguarda a execução 

da simulação e recupera os resultados do modelo simulado. Esses resultados podem 

ser: a produtividade, a taxa de produção, a eficiência do sistema produtivo, ou 

qualquer indicador de desempenho desejado. Esses resultados serão utilizados na 

avaliação de cada indivíduo existente do algoritmo genético. 

 

 

6.8 CONSIDERAÇÕES FINAIS 

 

Este capítulo apresentou o método de otimização desenvolvido para modelos de 

simulação a eventos discretos. O método consiste na estimativa do tamanho da 

população inicial e na adaptação no parâmetro tamanho da população no 

funcionamento do algoritmo genético. 
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Cabe ressaltar que o método proposto é válido para as condições de contorno 

estabelecidas por esta tese de doutorado, que consiste na manipulação de variáveis de 

decisão do tipo discretas, determinísticas e inteiras. 

Foi apresentada, também, a ferramenta computacional desenvolvida capaz de 

permitir a aplicação do método proposto em modelos de simulação, além de permitir a 

manipulação dos parâmetros do algoritmo genético e a comunicação com o simulador 

a eventos discretos. 

Com isso, é possível finalizar a fase de modelagem de Mitroff et al. (1974), 

destacada na Figura 6.1. Nesta fase, construiu-se um modelo quantitativo para 

otimização de modelos simulação a eventos discretos. 
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CAPÍTULO 7 – APLICAÇÃO DO MÉTODO DE OTIMIZAÇÃO PROPOSTO 

 

 

7.1 CONSIDERAÇÕES INICIAIS 

 

O objetivo deste capítulo é efetuar a comparação do método de otimização 

desenvolvido com uma ferramenta disponível comercialmente. Para tal, inicialmente, 

se fará as justificativas da escolha da ferramenta comercial, seguida da metodologia 

utilizada para a comparação entre estes métodos de otimização. 

Na seqüência, serão apresentados os quatro objetos de estudo utilizados. 

Finalmente, será efetuada a otimização destes objetos de estudo, através dos dois 

métodos de otimização, sendo apresentada uma comparação entre esses resultados. 

Cabe ressaltar que este capítulo refere-se, em relação ao modelo de Mitroff et al. 

(1974), a fase de modelo de solução. Bertrand e Fransoo (2002) afirmam que nesta 

fase, utiliza-se um modelo de resolução através de regras matemáticas, ou seja, 

aplicar-se-á o método de otimização proposto na fase de modelagem com a intenção 

de avaliar as soluções encontradas. A Figura 7.1 destaca a fase do modelo de Mitroff 

et al. (1974) pertinente a este capítulo. 

 
Figura 7.1 – Fase de modelo de solução 

Fonte: Adaptado de Mitroff et al. (1974) 
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7.2 JUSTIFICATIVA DO USO DO PROMODEL® / SIMRUNNER® 

 

Para Delinchant et al. (2007), os softwares para otimização de modelos de 

simulação compreendem um novo paradigma de implementação no estudo de 

simulação. Oferecem uma nova oportunidade de rapidamente conectar o modelo 

computacional desenvolvido a um algoritmo de otimização através de uma interface 

padronizada. 

Segundo Appelqvist e Lehtonen (2005), muitos pacotes de simulação, tais como 

AtoMod®, eMPower®, ProModel® e Quest®, oferecem ferramentas de otimização, 

que segundo os autores, tem o objetivo de encontrar a combinação dos valores das 

variáveis de entrada que possibilitam o melhor resultado na variável de saída. 

Para a realização dos modelos computacionais apresentados nesta tese, foi 

utilizado o software Promodel® da Promodel Corporation, um dos softwares de 

simulação mais utilizados no mercado (DOLOI e JAFARI, 2003).  

Este pacote de simulação incorpora três programas principais: Promodel® (para 

simulação a eventos discretos), SimRunner® (para otimização de modelos de 

simulação) e Stat::Fit® (para estudo de distribuições de probabilidade).  

Segundo Harrel, Ghosh e Bowden (2000), o SimRunner® é relativamente 

simples de se usar. Segundo estes autores é possível utilizar o SimRunner® apenas 

com um conhecimento básico sobre heurísticas de busca de problemas de otimização. 

Verma, Gibbs e Gilgan (2000) afirmam que o SimRunner® pode facilmente ser 

incorporado como uma ferramenta de tomada de decisão e fazer parte do dia a dia das 

decisões dos gestores. Isto é possível graças sua facilidade de uso. 

Adicionalmente, conforme mostrado na revisão bibliográfica sobre simulação, o 

SimRunner® se utiliza dos algoritmos genéticos para a otimização dos modelos de 

simulação. 

Desta forma, o método de otimização de modelos de simulação a eventos 

discreto, proposto por esta tese, será comparado ao otimizador do Promodel®, ou seja, 

ao SimRunner®. Utilizou-se nesta tese a versão 4.22 do Promodel®, que incorpora a 

versão 2.8d do SimRunner®. 
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7.3 METODOLOGIA UTILIZADA NESTE CAPÍTULO 

 

Conforme já apresentado na revisão bibliográfica, geralmente as metodologias de 

otimização em simulação partem de um modelo já existente e validado. A metodologia 

para otimização de modelos de simulação utilizada neste capítulo será a proposta por 

Harrel, Ghosh e Bowden (2000). Esta metodologia já foi descrita na revisão 

bibliográfica sobre simulação. A Figura 7.2 apresenta um fluxograma com esta 

metodologia sintetizada. 

 
Figura 7.2 – metodologia para otimização de modelos de simulação 

Fonte: Harrel, Ghosh e Bowden (2000) 

 

Cabe ressaltar que mesmo seguindo uma metodologia para a execução da 

otimização em simulação, alguns fatores afetam diretamente o desempenho de busca, 

entre eles: precisão do modelo, número de variáveis, complexidade da função objetivo, 

valores iniciais das variáveis e seus limites.  

Desta forma, a comparação entre o método de otimização proposto e o 

SimRunner® será realizada mantendo-se os mesmos valores para estes atributos e 

através da mesma metodologia proposta por Harrel, Ghosh e Bowden (2000). 
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Vale a pena destacar que o método de otimização, desenvolvido nesta tese, atua 

entre o quarto e quinto passos da metodologia de otimização proposta por esses 

autores, assim como o SimRunner®.  

 

 

7.4 OBJETOS DE ESTUDO 

 

Quatro objetos de estudo foram selecionados. O primeiro e o segundo objetos de 

estudo referem-se a empresas do setor automobilístico. Já o terceiro e o quarto objeto 

de estudo referem-se a uma empresa de alta tecnologia. A seguir apresenta-se uma 

descrição de cada objeto de estudo, juntamente com o modelo computacional 

desenvolvido para cada um destes objetos. 

Cabe ressaltar que os modelos conceituais e computacionais de cada um dos 

objetos de estudo, utilizados nesta tese, foram verificados e validados em trabalhos 

anteriores ao qual o pesquisador foi co-autor. Estas etapas de validação e verificação 

foram apresentadas em artigos de congressos e serão referenciadas, a seguir, para cada 

um destes objetos de estudo. 

 

7.4.1 Primeiro objeto de estudo 

 

O primeiro objeto de estudo refere-se a uma linha de produção de uma empresa 

do setor automobilístico produtora de componentes eletrônicos. Tal linha de produção 

é responsável pela fabricação de 900 peças diárias divididas em quatro famílias.  

A verificação e a validação do modelo conceitual e computacional encontram-se 

em Montevechi et al. (2007). A Figura 7.3 ilustra o ambiente de construção do modelo 

computacional no ProModel®. 
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Figura 7.3 – Ambiente de construção do modelo computacional no ProModel® para o primeiro objeto de estudo 

 

7.4.2 Segundo objeto de estudo 

 

O segundo objeto de estudo refere-se a uma célula de manufatura de uma 

empresa do setor de autopeças. O produto final desta célula é o anel para pistão, 

utilizado em motores de automóveis.  

A verificação e a validação do modelo conceitual e computacional encontram-se 

em Montevechi et al. (2008a). A Figura 7.4 ilustra o ambiente de construção do 

modelo computacional no ProModel®. 
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Figura 7.4 – Ambiente de construção do modelo computacional no ProModel® para o segundo objeto de estudo 

 

7.4.3 Terceiro objeto de estudo 

 

O terceiro objeto de estudo refere-se a uma empresa brasileira de alta tecnologia, 

focada na fabricação e desenvolvimento de equipamentos para a comunicação óptica. 

A área de manufatura da empresa é composta por seis células de produção, sendo cada 

célula responsável por montar um grupo de equipamentos. A modelagem foi 

desenvolvida na célula de transponders. O produto analisado neste objeto de estudo é 

o transponder de 2,5 Gb. 

A verificação e a validação do modelo conceitual e computacional encontram-se 

em Montevechi et al. (2008b). A Figura 7.5 ilustra o ambiente de construção do 

modelo computacional no ProModel®. 
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Figura 7.5 – Ambiente de construção do modelo computacional do ProModel® para o terceiro objeto de estudo 

 

7.4.4 Quarto objeto de estudo 

 

O quarto objeto de estudo refere-se a mesma célula de manufatura do objeto de 

estudo anterior. Entretanto o produto aqui analisado é o transponder de 10Gb.  

A verificação e a validação do modelo conceitual e computacional encontram-se 

em Montevechi et al. (2008b). A Figura 7.6 ilustra o ambiente de construção do 

modelo computacional no ProModel®. 
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Figura 7.6 – Ambiente de construção do modelo computacional do ProModel® para o quarto objeto de estudo 

 

 

7.5 OTIMIZAÇÃO DOS OBJETOS DE ESTUDO 

 

Apresenta-se, a seguir, a otimização dos quatro objetos de estudo citados 

anteriormente. Serão comparados os resultados obtidos através do SimRunner® e do 

método de otimização proposto. 

O computador utilizado para a comparação entre os métodos de otimização 

possui as seguintes especificações técnicas:  

• Processador: AMD ATHLON XP 2000+ de 1,67 GHz; 

• Memória RAM: 1 Gb; 

• Placa de vídeo: ATI RADEON 256 Mb; 

• Placa Mãe: PC CHIPS 300 GHz; 

• Sistema operacional: Windows XP (Service Pack 2). 
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7.5.1 Primeiro objeto de estudo 

 

A seguir apresenta-se os 5 passos necessários para a execução da metodologia de 

otimização proposta por Harrel, Ghosh e Bowden (2000) para modelos de simulação 

computacional. 

 

7.5.1.1 Definição das variáveis de decisão (passo 1) 

 

As variáveis de decisão deste problema de otimização foram definidas como 

sendo as quantidades de kanbans necessários para as peças aqui denominadas de P1 e 

P2. 

 

7.5.1.2 Definição do tipo de variável e limites superiores e inferiores (passo 2) 

 

No presente problema, as variáveis representam as quantidades de kanbans, 

assim elas devem ser do tipo determinísticas, discretas e inteiras. Na definição dos 

limites das variáveis, foi tomada a quantidade atual de cartões como limite máximo 

(12 cartões), uma vez que não se deseja utilizar quantidades maiores que estas, e uma 

única unidade como limite mínimo. 

 

7.5.1.3 Definição da função objetivo (passo 3) 

 

O objetivo desta otimização será encontrar a quantidade mínima de kanbans, para 

cada uma das peças analisadas, necessários para garantir a demanda semanal da 

empresa e manter o mínimo de estoque intermediário entre os estágios produtivos. 

Para tal, elaborou-se uma função objetivo considerando-se a produção semanal, 

número de cartões utilizados e o estoque em processamento. Cabe ressaltar que a 

função objetivo utilizada neste objeto de estudo é linear. 
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7.5.1.4 Definição dos parâmetros da simulação (passo 4) 

 

O SimRunner®, apresenta três perfis de otimização: cauteloso, moderado e 

agressivo. Desta forma, serão analisados os tempos de processamento para cada um 

destes perfis, juntamente com a qualidade da solução encontrada pelo simulador. Para 

cada um dos experimentos realizados serão adotadas três replicações.  

Adicionalmente, o SimRunner® não permite, em suas configurações, definições 

sobre os parâmetros dos algoritmo genético utilizado por este. Em contra partida, o 

método de otimização proposto por esta tese permite a configurações destes 

parâmetros. Selecionaram-se, então, as seguintes opções: taxa de cruzamento: 80%; 

taxa de mutação: 20%; número de replicações: 3. 

Nota-se que as definições para o número de replicações foram as mesmas que 

adotadas para o SimRunner®, uma vez que a intenção deste capítulo é comparar os 

dois procedimentos de otimização. As definições dos valores para a taxa de 

cruzamento e para a taxa de mutação já foram discutidas no capítulo anterior, assim 

como o número de gerações e as adaptações desenvolvidas no tamanho da população.  

 

7.5.1.5 Análise da solução (passo 5) 

 

Nas tabelas apresentadas a seguir têm-se os resultados da função objetivo e dos 

tempos de processamento necessários para atingir os resultados da otimização, 

considerando uma e duas variáveis de decisão respectivamente.  

A Tabela 7.1 apresenta os resultados encontrados para o perfil agressivo do 

SimRunner®. 

 

Tabela 7.1 – Resultados da otimização do primeiro objeto de estudo no perfil agressivo do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quantidade kanbans P1 

9511 99 

Duas variáveis de decisão 
1 - Quantidade kanbans P1 
2 - Quantidade kanbans P2 

9513 237 
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A Tabela 7.2 apresenta os resultados encontrados para o perfil moderado do 

SimRunner®. 

 

Tabela 7.2 – Resultados da otimização do primeiro objeto de estudo no perfil moderado do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quantidade kanbans P1 

9514 132 

Duas variáveis de decisão 
1 - Quantidade kanbans P1 
2 - Quantidade kanbans P2 

9517 696 

 

A Tabela 7.3 apresenta os resultados encontrados para o perfil cauteloso do 

SimRunner®. 

 

Tabela 7.3 – Resultados da otimização do primeiro objeto de estudo no perfil cauteloso do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quantidade kanbans P1 

9514 177 

Duas variáveis de decisão 
1 - Quantidade kanbans P1 
2 - Quantidade kanbans P2 

9517 738 

 

A Tabela 7.4 apresenta os resultados encontrados para o método de otimização 

proposto. 

 

Tabela 7.4 – Resultados da otimização do primeiro objeto de estudo pelo método de otimização proposto 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quantidade kanbans P1 

9514 288 

Duas variáveis de decisão 
1 - Quantidade kanbans P1 
2 - Quantidade kanbans P2 

9517 429 

 

A Figura 7.7 sintetiza graficamente a comparação entre a média de três 

replicações para os resultados encontrados da função objetivo, ou seja, a qualidade da 
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resposta. Estes resultados são apresentados para cada um dos perfis existentes no 

SimRunner® e para o método de otimização proposto, considerando uma e duas 

variáveis de decisão respectivamente. 

 
Figura 7.7 – Gráfico com a comparação da qualidade da resposta encontrada na otimização 

 

Em relação ao SimRunner®, nota-se pelo gráfico da Figura 7.7, que para uma 

variável de decisão, a qualidade na resposta foi melhorada com a alteração do perfil 

agressivo para o perfil moderado, e não ocorreram alterações na qualidade da resposta 

no perfil cauteloso. A mesma análise pode ser feita para duas variáveis de decisão.  

Já em relação ao método de otimização proposto, a qualidade na resposta foi a 

mesma que a encontrada no perfil moderado e cauteloso do SimRunner®, tanto para 

uma como duas variáveis de decisão. 

Entretanto, os valores mostrados no gráfico da Figura 7.7 são valores médios da 

função objetivo calculados pelo SimRunner® e pelo método de otimização proposto. 

Portanto, a correta afirmação que a qualidade da resposta do método de otimização 

proposto foi mantida em relação ao SimRunner® só é possível mediante a análise 

estatística, mostrada a seguir. 

Cabe ressaltar que o SimRunner® não apresenta os valores das amostras e 

também não apresenta o desvio padrão para a solução encontrada. Em contra partida, é 

possível obter estes resultados pelo método de otimização proposto. Desta forma, será 



Capítulo 7 – Aplicação do Método de Otimização Proposto 137 

utilizado, para verificar a qualidade da reposta, um teste de hipótese sobre uma média 

populacional com desvio padrão desconhecido (TRIOLA, 2005). 

O valor médio da função objetivo e seu respectivo desvio padrão obtidos pelo 

método de otimização proposto, para uma e duas variáveis de decisão, são 

apresentados na Tabela 7.5. 

 

Tabela 7.5 – Média e desvio padrão da função objetivo encontrada pelo método de otimização proposto 

Quantidade de variáveis de decisão Média Desvio padrão 
1 9514,67 5,03 
2 9517,67 3,05 

 

A hipótese H0 será que as médias encontrada pelo método de otimização 

proposto para uma e duas variáveis de decisão, respectivamente, são iguais as médias 

encontradas pelo SimRunner® para o perfil cauteloso. Cabe ressaltar que optou-se em 

testar a qualidade da resposta apenas para o perfil cauteloso do SimRunner® uma vez 

que, segundo Harrel, Ghosh e Bowden (2000), este é o perfil que apresenta a melhor 

qualidade de resposta. 

Já a hipótese alternativa H1 será que a média da qualidade encontrada pelo 

método de otimização proposto seja inferior a média da qualidade encontrada pelo 

perfil cauteloso do SimRunner®. 

Para a realização deste teste de hipótese selecionou-se a distribuição t, uma vez 

que não se conhece o desvio padrão da amostra que se quer avaliar e os dados 

amostrais provêm de uma população que é normalmente distribuída. A estatística de 

teste utilizada para avaliar H0 é apresentada na Equação 7.1 (TRIOLA, 2005). 

n

s

x
t x

µ−
=  

(7.1) 

Sendo: 

• x : média da qualidade da resposta obtida pelo método de otimização proposto; 

• µ x : média da qualidade da resposta obtida pelo SimRunner®; 

• s: desvio padrão da qualidade da resposta obtida pelo método de otimização 

proposto; 
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• n: tamanho da amostra (número de replicações). 

 

Para uma variável de decisão, a estatística de teste será: 

23,0

3

03,5
00,951467,9514

n

s

x
t x =−=

µ−
=  

(7.2) 

 

Utilizando-se a tabela estatística para distribuição t (TRIOLA, 2005), 

considerando-se um nível de significância igual a 0,05 e um grau de liberdade igual a 

n-1=2, tem-se o valor crítico de t igual a 2,920 (tcrítico = 2,920). Como a estatística de 

teste t = 0,23 não se encontra na região crítica, não é possível rejeitar H0. Desta forma, 

pode-se afirmar que o método de otimização proposto possui a mesma qualidade de 

resposta que o SimRunner® para uma variável de decisão no perfil cauteloso. 

Para duas variáveis de decisão, a estatística de teste será: 

38,0

3

05,3
00,951767,9517

n

s

x
t x =−=

µ−
=  

(7.3) 

 

Da mesma forma que anteriormente a estatística de teste t = 0,38 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Portanto, pode-se 

afirmar que o método de otimização proposto possui a mesma qualidade de resposta 

que o SimRunner® para duas variáveis de decisão no perfil cauteloso. 

A Figura 7.8 sintetiza graficamente a comparação entre os tempos de 

processamento necessário para se atingir os resultados da otimização para cada um dos 

perfis existentes no SimRunner® e o método de otimização proposto, considerando 

uma e duas variáveis de decisão respectivamente. 

Nota-se, em relação ao tempo de processamento, que o método de otimização 

proposto para uma variável de decisão mostrou-se inferior, ou seja, mais lento, quando 

comparado a todos os perfis do SimRunner®.  
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Figura 7.8 – Gráfico com a comparação entre os tempos de processamento da otimização  

 

Já para duas variáveis de decisão, o método de otimização proposto mostrou-se 

superior, ou seja, mais rápido, quando comparado aos perfis moderado e cauteloso do 

SimRunner®. A exceção ocorre para o perfil agressivo. Entretanto, mesmo sendo mais 

lento que o perfil agressivo, a média dos resultados da função objetivo, ou seja, a 

qualidade da resposta, foi melhor, conforme mostrado na Figura 7.7. 

 

7.5.2 Segundo objeto de estudo 

 

A seguir apresenta-se os 5 passos necessários para a execução da metodologia de 

otimização proposta por Harrel, Ghosh e Bowden (2000) para modelos de simulação 

computacional. 

 

7.5.2.1 Definição das variáveis de decisão (passo 1) 

 

As variáveis de decisão para este objeto de estudo são as quantidades de 

colaboradores para uma das operações existentes na célula: operação A, operação B e 

operação C. A quantidade de colaboradores para cada operação afeta diretamente a 

variável de resposta: total de peças produzidas. 
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7.5.2.2 Definição do tipo de variável e limites superiores e inferiores (passo 2) 

 

No presente objeto de estudo, as variáveis de decisão representam as quantidades 

de colaboradores, desta forma, estas variáveis devem ser do tipo inteiro, com limite 

inferior igual a 1 e limite superior igual a 10. 

 

7.5.2.3 Definição da função objetivo (passo 3) 

 

O objetivo desta otimização será encontrar a quantidade mínima de 

colaboradores para cada uma das operações A, B e C, que maximizam o total de peças 

produzidas em uma semana de produção. Para tal, elaborou-se uma função objetivo 

para a margem de contribuição considerando-se a receita gerada pela produção 

semanal e o custo de cada um dos colaboradores utilizados. Cabe ressaltar que a 

função objetivo utilizada neste objeto de estudo é linear. 

 

7.5.2.4 Definição dos parâmetros da simulação (passo 4) 

 

A definição dos parâmetros da simulação, para este objeto de estudo, tanto para o 

SimRunner® quanto para o método de otimização proposto, são as mesmas que 

apresentadas para o primeiro objeto de estudo, no item 7.5.1.4.  

 

7.5.2.5 Análise da solução (passo 5) 

 

Nas tabelas apresentadas a seguir têm-se os resultados da função objetivo e dos 

tempos de processamento necessários para atingir os resultados da otimização, 

considerando uma, duas e três variáveis de decisão respectivamente.  

A Tabela 7.6 apresenta os resultados encontrados para o perfil agressivo do 

SimRunner®. 
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Tabela 7.6 – Resultados da otimização do segundo objeto de estudo no perfil agressivo do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quant. Colaboradores Operação A 

421 45 

Duas variáveis de decisão 
1 - Quant. Colaboradores Operação A 
2 - Quant. Colaboradores Operação B 

433 159 

Três variáveis de decisão 
1 - Quant. Colaboradores Operação A  
2 - Quant. Colaboradores Operação B 
3 - Quant. Colaboradores Operação C 

421 372 

 

A Tabela 7.7 apresenta os resultados encontrados para o perfil moderado do 

SimRunner®. 

 

Tabela 7.7 – Resultados da otimização do segundo objeto de estudo no perfil moderado do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quant. Colaboradores Operação A 

421 48 

Duas variáveis de decisão 
1 - Quant. Colaboradores Operação A  
2 - Quant. Colaboradores Operação B 

433 378 

Três variáveis de decisão 
1 - Quant. Colaboradores Operação A  
2 - Quant. Colaboradores Operação B 
3 - Quant. Colaboradores Operação C 

442 552 

 

A Tabela 7.8 apresenta os resultados encontrados para o perfil cauteloso do 

SimRunner®. 
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Tabela 7.8 – Resultados da otimização do segundo objeto de estudo no perfil cauteloso do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quant. Colaboradores Operação A 

421 57 

Duas variáveis de decisão 
1 - Quant. Colaboradores Operação A 
2 - Quant. Colaboradores Operação B 

433 399 

Três variáveis de decisão 
1 - Quant. Colaboradores Operação A 
2 - Quant. Colaboradores Operação B 
3 - Quant. Colaboradores Operação C 

453 864 

A Tabela 7.9 apresenta os resultados encontrados para o método de otimização 

proposto. 

 

Tabela 7.9 – Resultados da otimização do segundo objeto de estudo pelo método de otimização proposto 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quant. Colaboradores Operação A 

421 336 

Duas variáveis de decisão 
1 - Quant. Colaboradores Operação A  
2 - Quant. Colaboradores Operação B 

433 375 

Três variáveis de decisão 
1 - Quant. Colaboradores Operação A  
2 - Quant. Colaboradores Operação B 
3 - Quant. Colaboradores Operação C 

453 420 

 

A Figura 7.9 sintetiza graficamente a comparação entre a média de três 

replicações para os resultados encontrados da função objetivo, ou seja, a qualidade da 

resposta. Estes resultados são apresentados para cada um dos perfis existentes no 

SimRunner® e para o método de otimização proposto, considerando uma, duas e três 

variáveis de decisão respectivamente. 

Em relação ao SimRunner®, nota-se pelo gráfico da Figura 7.9, que para uma e 

duas variáveis de decisão, a qualidade da resposta permaneceu sempre a mesma com 

as alterações entre os perfis agressivo, moderado e cauteloso. Entretanto, para três 
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variáveis de decisão, a qualidade da resposta foi melhorada com as alterações entre os 

perfis agressivo, moderado e cauteloso.  

 

 
Figura 7.9 – Gráfico com a comparação da qualidade da resposta encontrada na otimização 

 

Já em relação ao método de otimização proposto, tanto para uma como para 

duas variáveis de decisão a qualidade na resposta foi a mesma que a encontrada nos 

perfis agressivo, moderado e cauteloso do SimRunner®. Entretanto, para três variáveis 

de decisão, a qualidade da resposta foi a mesma que a do perfil cauteloso e superior 

aos perfis agressivo e moderado.  

Assim como no primeiro objeto de estudo, os valores mostrados no gráfico da 

Figura 7.9 são valores médios da função objetivo calculados pelo SimRunner® e pelo 

método de otimização proposto. Portanto, a correta afirmação que a qualidade da 

resposta do método de otimização proposto foi mantida em relação ao SimRunner® só 

é possível mediante a uma análise estatística. Desta forma, serão adotados os mesmos 

procedimentos do primeiro objeto de estudo para a comparação entre as qualidades de 

resposta. 

O valor médio da função objetivo e seu respectivo desvio padrão obtidos pelo 

método de otimização proposto, para uma, duas e três variáveis de decisão, são 

apresentados na Tabela 7.10. 
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Tabela 7.10 – Média e desvio padrão da função objetivo encontrada pelo método de otimização proposto 

Quant. de variáveis de decisão Média Desvio padrão 
1 419,67 3,51 
2 432,67 7,50 
3 452,67 2,52 

 

A hipótese H0 será que as médias encontrada pelo método de otimização 

proposto para uma, duas e três variáveis de decisão, respectivamente, são iguais as 

médias encontradas pelo SimRunner® para o perfil cauteloso. Já a hipótese alternativa 

H1 será que a média da qualidade encontrada pelo método de otimização proposto seja 

inferior a média da qualidade encontrada pelo perfil cauteloso do SimRunner®. 

Para uma variável de decisão, a estatística de teste utilizada para avaliar H0 será: 

66,0

3

51,3
00,42167,419

n

s

x
t x −=−=

µ−
=  

(7.4) 

 

Utilizando-se a tabela estatística para distribuição t (TRIOLA, 2005), 

considerando-se um nível de significância igual a 0,05 e um grau de liberdade igual a 

n-1=2, tem-se o valor crítico de t igual a -2,920 (tcrítico = -2,920). Como a estatística de 

teste t = -0,66 não se encontra na região crítica, não é possível rejeitar H0. Desta forma, 

pode-se afirmar que o método de otimização proposto possui a mesma qualidade de 

resposta que o SimRunner® para uma variável de decisão no perfil cauteloso. 

Para duas variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 

076,0

3

50,7
00,43367,432

n

s

x
t x −=−=

µ−
=  

(7.5) 

 

Da mesma forma que anteriormente a estatística de teste t = -0,076 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para duas variáveis de decisão no perfil cauteloso. 

Para três variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 
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227,0

3

52,2
00,45367,452

n

s

x
t x −=−=

µ−
=  

(7.6) 

 

Da mesma forma que anteriormente a estatística de teste t = -0,227 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para três variáveis de decisão no perfil cauteloso. 

A Figura 7.10 sintetiza graficamente a comparação entre os tempos de 

processamento necessário para se atingir os resultados da otimização para cada um dos 

perfis existentes no SimRunner® e o método de otimização proposto, considerando 

uma, duas e três variáveis de decisão respectivamente. 

 
Figura 7.10 – Gráfico com a comparação entre os tempos de processamento da otimização  

 

Nota-se, em relação ao tempo de processamento, que o método de otimização 

proposto para uma variável de decisão mostrou-se inferior, ou seja, mais lento, quando 

comparado a todos os perfis do SimRunner®.  

Para duas variáveis de decisão, o método de otimização proposto apresentou um 

tempo de otimização semelhante quando comparado aos perfis moderado e cauteloso 

do SimRunner® e mais lento quando comparado ao perfil agressivo. 
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Já para três variáveis de decisão, o método de otimização proposto mostrou-se 

superior, ou seja, mais rápido, quando comparado aos perfis moderado e cauteloso do 

SimRunner®. A exceção ocorre para o perfil agressivo. Entretanto, mesmo sendo mais 

lento que o perfil agressivo, a qualidade da resposta foi melhor, conforme mostrado na 

Figura 7.9. 

 

7.5.3 Terceiro objeto de estudo 

 

A seguir apresenta-se os 5 passos necessários para a execução da metodologia de 

otimização proposta por Harrel, Ghosh e Bowden (2000) para modelos de simulação 

computacional. 

 

7.5.3.1 Definição das variáveis de decisão (passo 1) 

 

As variáveis de decisão (variáveis de entrada) para o modelo analisado são: 

quantidade de operadores na célula, número de bancadas com setup, número de 

bancadas sem setup e se há ou não organização de material feita pela produção. O 

resultado de cada uma dessas variáveis afeta diretamente a variável de resposta: total 

de peças produzidas. 

 

7.5.3.2 Definição do tipo de variável e limites superiores e inferiores (passo 2) 

 

As três primeiras variáveis de decisão selecionadas são do tipo discretas e 

inteiras, com limite inferior igual a 1 e limite superior igual a 10. A quarta variável de 

decisão (se há ou não organização de material) é do tipo discreta e binária, com limite 

inferior igual a 0 (não há) e limite superior igual a 1 (há). 

 

7.5.3.3 Definição da função objetivo (passo 3) 

 

O objetivo desta otimização será encontrar a quantidade mínima de operadores e 

de bancadas com e sem setups, além é claro de verificar se vale ou não a pena 
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organizar os materiais na produção. Para tal, elaborou-se uma função para a margem 

de contribuição considerando-se a receita gerada pela produção semanal e o custo de 

cada um das decisões obtidas pelas variáveis de entrada. 

 

7.5.3.4 Definição dos parâmetros da simulação (passo 4) 

 

A definição dos parâmetros da simulação, para este objeto de estudo, tanto para o 

SimRunner® quanto para o método de otimização proposto, são as mesmas que 

apresentadas para o primeiro objeto de estudo, no item 7.5.1.4.  

 

7.5.3.5 Análise da solução (passo 5) 

 

Nas tabelas apresentadas a seguir têm-se os resultados da função objetivo e dos 

tempos de processamento necessários para atingir os resultados da otimização, 

considerando uma, duas, três e quatro variáveis de decisão respectivamente.  

A Tabela 7.11 apresenta os resultados encontrados para o perfil agressivo do 

SimRunner®. 

 

Tabela 7.11 – Resultados da otimização do terceiro objeto de estudo no perfil agressivo do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quantidade de operadores na célula 

43,6 72 

Duas variáveis de decisão 
1 - Quantidade de operadores na célula 
2 - Número de bancadas com setup 

60,3 126 

Três variáveis de decisão 
1 - Quantidade de operadores na célula 
2 - Número de bancadas com setup 
3 - Número de bancadas sem setup 

52,6 246 

Quatro variáveis de decisão 
1 - Quantidade de operadores na célula 
2 - Número de bancadas com setup 
3 - Número de bancadas sem setup 
4 - Há ou não organização de material 

290 414 
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A Tabela 7.12 apresenta os resultados encontrados para o perfil moderado do 

SimRunner®.  

 

Tabela 7.12 – Resultados da otimização do terceiro objeto de estudo no perfil moderado do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quantidade de operadores na célula 

50,5 93 

Duas variáveis de decisão 
1 - Quantidade de operadores na célula  
2 - Número de bancadas com setup 

80,2 411 

Três variáveis de decisão 
1 - Quantidade de operadores na célula  
2 - Número de bancadas com setup 
3 - Número de bancadas sem setup 

268,7 519 

Quatro variáveis de decisão 
1 - Quantidade de operadores na célula 
2 - Número de bancadas com setup 
3 - Número de bancadas sem setup 
4 - Há ou não organização de material 

290,1 711 

 

A Tabela 7.13 apresenta os resultados encontrados para o perfil cauteloso do 

SimRunner®. 

 

Tabela 7.13 – Resultados da otimização do terceiro objeto de estudo no perfil cauteloso do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quantidade de operadores na célula 

50,5 105 

Duas variáveis de decisão 
1 - Quantidade de operadores na célula  
2 - Número de bancadas com setup 

82,5 504 

Três variáveis de decisão 
1 - Quantidade de operadores na célula  
2 - Número de bancadas com setup 
3 - Número de bancadas sem setup 

290,1 867 

Quatro variáveis de decisão 
1 - Quantidade de operadores na célula  
2 - Número de bancadas com setup 
3 - Número de bancadas sem setup 
4 - Há ou não organização de material  

290,1 1317 
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A Tabela 7.14 apresenta os resultados encontrados para o método de otimização 

proposto. 

 

Tabela 7.14 – Resultados da otimização do terceiro objeto de estudo pelo método de otimização proposto 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Quantidade de operadores na célula 

50,5 450 

Duas variáveis de decisão 
1 - Quantidade de operadores na célula 
2 - Número de bancadas com setup 

82,5 485 

Três variáveis de decisão 
1 - Quantidade de operadores na célula 
2 - Número de bancadas com setup 
3 - Número de bancadas sem setup 

290,1 521 

Quatro variáveis de decisão 
1 - Quantidade de operadores na célula 
2 - Número de bancadas com setup 
3 - Número de bancadas sem setup 
4 - Há ou não organização de material 

290,1 544 

 

A Figura 7.11 sintetiza graficamente a comparação entre a média de três 

replicações para os resultados encontrados da função objetivo, ou seja, a qualidade da 

resposta. Estes resultados são apresentados para cada um dos perfis existentes no 

SimRunner® e para o método de otimização proposto, considerando uma, duas, três e 

quatro variáveis de decisão respectivamente. 

Em relação ao SimRunner®, nota-se pelo gráfico da Figura 7.11, que para uma 

variável de decisão, a qualidade da resposta permaneceu a mesma com as alterações 

entre os perfis agressivo, moderado e cauteloso. Entretanto, para duas, três e quatro 

variáveis de decisão, a qualidade da resposta foi melhorada com a alteração entre o 

perfil agressivo e moderado, permanecendo a mesma qualidade na alteração para o 

perfil cauteloso.  

Já em relação ao método de otimização proposto, para uma, duas, três e quatro 

variáveis de decisão a qualidade da resposta foi a mesma que a do perfil cauteloso e 

superior aos perfis agressivo e moderado.  
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Figura 7.11 – Gráfico com a comparação da qualidade da resposta encontrada na otimização 

 

Assim como no primeiro objeto de estudo, os valores mostrados no gráfico da 

Figura 7.11 são valores médios da função objetivo calculados pelo SimRunner® e pelo 

método de otimização proposto. Portanto, a correta afirmação que a qualidade da 

resposta do método de otimização proposto foi mantida em relação ao SimRunner® só 

é possível mediante a uma análise estatística. Desta forma, serão adotados os mesmos 

procedimentos do primeiro e do segundo objeto de estudo para a comparação entre as 

qualidades de resposta. 

O valor médio da função objetivo e seu respectivo desvio padrão obtidos pelo 

método de otimização proposto, para uma, duas, três e quatro variáveis de decisão, são 

apresentados na Tabela 7.15. 

 

Tabela 7.15 – Média e desvio padrão da função objetivo encontrada pelo método de otimização proposto 

Quant. de variáveis de decisão Média Desvio padrão 
1 50,33 2,51 
2 82,33 4,04 
3 289,67 4,50 
4 290,67 3,05 

 

A hipótese H0 será que as médias encontrada pelo método de otimização 

proposto para uma, duas, três e quatro variáveis de decisão, respectivamente, são 
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iguais as médias encontradas pelo SimRunner® para o perfil cauteloso. Já a hipótese 

alternativa H1 será que a média da qualidade encontrada pelo método de otimização 

proposto seja inferior a média da qualidade encontrada pelo perfil cauteloso do 

SimRunner®. 

Para uma variável de decisão, a estatística de teste utilizada para avaliar H0 será: 

117,0

3

51,2
50,5033,50

n

s

x
t x −=−=

µ−
=  

(7.7) 

 

Utilizando-se a tabela estatística para distribuição t (TRIOLA, 2005), 

considerando-se um nível de significância igual a 0,05 e um grau de liberdade igual a 

n-1=2, tem-se o valor crítico de t igual a -2,920 (tcrítico = -2,920). Como a estatística de 

teste t = -0,117 não se encontra na região crítica, não é possível rejeitar H0. Desta 

forma, pode-se afirmar que o método de otimização proposto possui a mesma 

qualidade de resposta que o SimRunner® para uma variável de decisão no perfil 

cauteloso. 

Para duas variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 

073,0

3

04,4
50,8233,82

n

s

x
t x −=−=

µ−
=  

(7.8) 

 

Da mesma forma que anteriormente a estatística de teste t = -0,073 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para duas variáveis de decisão no perfil cauteloso. 

Para três variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 

165,0

3

50,4
10,29067,289

n

s

x
t x −=−=

µ−
=  

(7.9) 
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Da mesma forma que anteriormente a estatística de teste t = -0,165 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para três variáveis de decisão no perfil cauteloso. 

Para quatro variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 

324,0

3
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10,29067,290

n

s

x
t x =−=

µ−
=  

(7.10) 

 

Da mesma forma que anteriormente a estatística de teste t = 0,324 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para quatro variáveis de decisão no perfil cauteloso. 

A Figura 7.12 sintetiza graficamente a comparação entre os tempos de 

processamento necessário para se atingir os resultados da otimização para cada um dos 

perfis existentes no SimRunner® e o método de otimização proposto, considerando 

uma, duas, três e quatro variáveis de decisão respectivamente. 

 

 
Figura 7.12 – Gráfico com a comparação entre os tempos de processamento da otimização  
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Nota-se, em relação ao tempo de processamento, que o método de otimização 

proposto para uma variável de decisão mostrou-se inferior, ou seja, mais lento, quando 

comparado a todos os perfis do SimRunner®.  

Para duas variáveis de decisão, o método de otimização proposto apresentou um 

tempo de otimização semelhante quando comparado aos perfis moderado e cauteloso 

do SimRunner® e mais lento quando comparado ao perfil agressivo. 

Já para três e quatro variáveis de decisão, o método de otimização proposto 

mostrou-se superior, ou seja, mais rápido, quando comparado aos perfis moderado e 

cauteloso do SimRunner®. A exceção ocorre para o perfil agressivo. Entretanto, 

mesmo sendo mais lento que o perfil agressivo, a qualidade da resposta foi melhor, 

conforme mostrado na Figura 7.11. 

 

7.5.4 Quarto objeto de estudo 

 

A seguir apresenta-se os 5 passos necessários para a execução da metodologia de 

otimização proposta por Harrel, Ghosh e Bowden (2000) para modelos de simulação 

computacional. 

 

7.5.4.1 Definição das variáveis de decisão (passo 1) 

 

As variáveis de decisão (variáveis de entrada) para o modelo analisado são: 

número de bancadas com equipamentos, número de bancadas sem equipamentos, 

quantidade de operadores na célula, se há ou não organização de material feita pela 

produção e se há ou não a atividade atualizar projeto. O resultado de cada uma dessas 

variáveis afeta diretamente a variável de resposta: total de peças produzidas. 

 

7.5.4.2 Definição do tipo de variável e limites superiores e inferiores (passo 2) 

 

As três primeiras variáveis de decisão selecionadas são do tipo discretas e 

inteiras, com limite inferior igual a 1 e limite superior igual a 10. A quarta variável de 

decisão (se há ou não organização de material) é do tipo discreta e binária, com limite 
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inferior igual a 0 (não há) e limite superior igual a 1 (há). A quinta variável de decisão 

(se há ou não a atividade atualizar projeto) também é do tipo discreta e binária, com 

limite inferior igual a 0 (não há) e limite superior igual a 1 (há). 

 

7.5.4.3 Definição da função objetivo (passo 3) 

 

O objetivo desta otimização será encontrar a quantidade mínima de operadores e 

de bancadas com e sem equipamentos, além é claro de verificar se vale ou não a pena 

organizar os materiais na produção e efetuar a atualização de projetos. Para tal, 

elaborou-se uma função para a margem de contribuição considerando-se a receita 

gerada pela produção semanal e o custo de cada um das decisões obtidas pelas 

variáveis de entrada. 

 

7.5.4.4 Definição dos parâmetros da simulação (passo 4) 

 

A definição dos parâmetros da simulação, para este objeto de estudo, tanto para o 

SimRunner® quanto para o método de otimização proposto, são as mesmas que 

apresentadas para o primeiro objeto de estudo, no item 7.4.1.4.  

 

7.5.4.5 Análise da solução (passo 5) 

 

Nas tabelas apresentadas a seguir têm-se os resultados da função objetivo e dos 

tempos de processamento necessários para atingir os resultados da otimização, 

considerando uma, duas, três, quatro e cinco variáveis de decisão respectivamente.  

A Tabela 7.16 apresenta os resultados encontrados para o perfil agressivo do 

SimRunner®. 
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Tabela 7.16 – Resultados da otimização do quarto objeto de estudo no perfil agressivo do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Número de bancadas com equipamentos 

169 39 

Duas variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos  

170 159 

Três variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 

720 246 

Quatro variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 
4 - Há ou não organização de material  

730 417 

Cinco variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 
4 - Há ou não organização de material  
5 - Há ou não a atividade atualizar projeto  

730 501 

 

A Tabela 7.17 apresenta os resultados encontrados para o perfil moderado do 

SimRunner®. 
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Tabela 7.17 – Resultados da otimização do quarto objeto de estudo no perfil moderado do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Número de bancadas com equipamentos 

169 54 

Duas variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 

172 423 

Três variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 

730 495 

Quatro variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos  
3 - Quantidade de operadores na célula  
4 - Há ou não organização de material  

740 677 

Cinco variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 
4 - Há ou não organização de material 
5 - Há ou não a atividade atualizar projeto  

740 1386 

 

A Tabela 7.18 apresenta os resultados encontrados para o perfil cauteloso do 

SimRunner®. 
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Tabela 7.18 – Resultados da otimização do quarto objeto de estudo no perfil cauteloso do SimRunner® 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Número de bancadas com equipamentos 

169 72 

Duas variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 

172 462 

Três variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 

740 897 

Quatro variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 
4 - Há ou não organização de material  

740 1344 

Cinco variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 
4 - Há ou não organização de material 
5 - Há ou não a atividade atualizar projeto  

740 3615 

 

A Tabela 7.19 apresenta os resultados encontrados para o método de otimização 

proposto. 
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Tabela 7.19 – Resultados da otimização do quarto objeto de estudo pelo método de otimização proposto 

Número de variáveis de decisão Valor da Função 
objetivo 

Tempo 
(segundos) 

Uma variável de decisão 
1 - Número de bancadas com equipamentos 

169 303 

Duas variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 

172 453 

Três variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 

740 507 

Quatro variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 
4 - Há ou não organização de material  

740 576 

Cinco variáveis de decisão 
1 - Número de bancadas com equipamentos  
2 - Número de bancadas sem equipamentos 
3 - Quantidade de operadores na célula 
4 - Há ou não organização de material  
5 - Há ou não a atividade atualizar projeto  

740 696 

 

A Figura 7.13 sintetiza graficamente a comparação entre a média de três 

replicações para os resultados encontrados da função objetivo, ou seja, a qualidade da 

resposta. Estes resultados são apresentados para cada um dos perfis existentes no 

SimRunner® e para o método de otimização proposto, considerando uma, duas, três, 

quatro e cinco variáveis de decisão respectivamente. 

Em relação ao SimRunner®, nota-se pelo gráfico da Figura 7.13, que para uma 

e duas variáveis de decisão, a qualidade da resposta permaneceu a mesma com as 

alterações entre os perfis agressivo, moderado e cauteloso. Entretanto, para três, quatro 

e cinco variáveis de decisão, a qualidade da resposta foi melhorada com a alteração 

entre o perfil agressivo e moderado. E melhorada ainda mais com a alteração para o 

perfil cauteloso.  

Já em relação ao método de otimização proposto, para uma, duas, três, quatro e 

cinco variáveis de decisão a qualidade da resposta foi a mesma que a do perfil 

cauteloso e superior aos perfis agressivo e moderado.  
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Figura 7.13 – Gráfico com a comparação da qualidade da resposta encontrada na otimização 

 

Assim como no primeiro objeto de estudo, os valores mostrados no gráfico da 

Figura 7.13 são valores médios da função objetivo calculados pelo SimRunner® e pelo 

método de otimização proposto. Portanto, a correta afirmação que a qualidade da 

resposta do método de otimização proposto foi mantida em relação ao SimRunner® só 

é possível mediante a uma análise estatística. Desta forma, serão adotados os mesmos 

procedimentos do primeiro, segundo e terceiro objeto de estudo para a comparação 

entre as qualidades da resposta. 

O valor médio da função objetivo e seu respectivo desvio padrão obtidos pelo 

método de otimização proposto, para uma, duas, três, quatro e cinco variáveis de 

decisão, são apresentados na Tabela 7.20 seguir. 

 

Tabela 7.20 – Média e desvio padrão da função objetivo encontrada pelo método de otimização proposto 

Quant. de variáveis de decisão Média Desvio padrão 
1 169,33 7,02 
2 172,66 6,51 
3 740,33 4,04 
4 740,67 2,51 
5 740,33 7,50 
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A hipótese H0 será que as médias encontrada pelo método de otimização 

proposto para uma, duas, três, quatro e cinco variáveis de decisão, respectivamente, 

são iguais as médias encontradas pelo SimRunner® para o perfil cauteloso. Já a 

hipótese alternativa H1 será que a média da qualidade encontrada pelo método de 

otimização proposto seja inferior a média da qualidade encontrada pelo perfil 

cauteloso do SimRunner®. 

Para uma variável de decisão, a estatística de teste utilizada para avaliar H0 será: 

081,0

3

02,7
00,16933,169

n

s

x
t x =−=

µ−
=  

(7.11) 

 

Utilizando-se a tabela estatística para distribuição t (TRIOLA, 2005), 

considerando-se um nível de significância igual a 0,05 e um grau de liberdade igual a 

n-1=2, tem-se o valor crítico de t igual a 2,920 (tcrítico = 2,920). Como a estatística de 

teste t = 0,081 não se encontra na região crítica, não é possível rejeitar H0. Desta 

forma, pode-se afirmar que o método de otimização proposto possui a mesma 

qualidade de resposta que o SimRunner® para uma variável de decisão no perfil 

cauteloso. 

Para duas variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 
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00,17266,172
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=  

(7.12) 

 

Da mesma forma que anteriormente a estatística de teste t = 0,176 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para duas variáveis de decisão no perfil cauteloso. 

Para três variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 
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142,0
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Da mesma forma que anteriormente a estatística de teste t = 0,142 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para três variáveis de decisão no perfil cauteloso. 

Para quatro variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 
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Da mesma forma que anteriormente a estatística de teste t = 0,462 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para quatro variáveis de decisão no perfil cauteloso. 

Para cinco variáveis de decisão, a estatística de teste utilizada para avaliar H0 

será: 
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Da mesma forma que anteriormente a estatística de teste t = 0,076 não se 

encontra na região crítica, portanto não é possível rejeitar H0. Então, pode-se afirmar 

que o método de otimização proposto possui a mesma qualidade de resposta que o 

SimRunner® para cinco variáveis de decisão no perfil cauteloso. 

A Figura 7.14 sintetiza graficamente a comparação entre os tempos de 

processamento necessário para se atingir os resultados da otimização para cada um dos 

perfis existentes no SimRunner® e o método de otimização proposto, considerando 

uma, duas, três, quatro e cinco variáveis de decisão respectivamente. 
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Figura 7.14 – Gráfico com a comparação entre os tempos de processamento da otimização  

 

Nota-se, em relação ao tempo de processamento, que o método de otimização 

proposto para uma variável de decisão mostrou-se inferior, ou seja, mais lento, quando 

comparado a todos os perfis do SimRunner®.  

Para duas variáveis de decisão, o método de otimização proposto apresentou um 

tempo de otimização semelhante quando comparado aos perfis moderado e cauteloso 

do SimRunner® e mais lento quando comparado ao perfil agressivo. 

Já para três, quatro e cinco variáveis de decisão, o método de otimização 

proposto mostrou-se superior, ou seja, mais rápido, quando comparado aos perfis 

moderado e cauteloso do SimRunner®. A exceção ocorre para o perfil agressivo. 

Entretanto, mesmo sendo mais lento que o perfil agressivo, a qualidade da resposta foi 

melhor, conforme mostrado na Figura 7.13. 

 

 

7.6 ANÁLISE DOS RESULTADOS 

 

A Figura 7.15 mostra uma comparação entre os tempos de processamento 

necessários, considerando uma variável de decisão, para a otimização de cada um dos 

objetos de estudo analisados.  
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Figura 7.15 – Gráfico com os tempos de processamento da otimização para uma variável de decisão 

 

Nota-se que, para uma variável de decisão, o método de otimização proposto foi 

sempre o mais lento, quando comparado aos perfis de otimização do SimRunner®. 

Desta forma, pode-se afirmar que o método de otimização proposto não é adequado 

para a manipulação de apenas uma variável de decisão. 

A Figura 7.16 mostra uma comparação entre os tempos de processamento 

necessários, considerando duas variáveis de decisão, para a otimização de cada um dos 

objetos de estudo analisados.  

Nota-se que, para duas variáveis de decisão, o método de otimização proposto 

foi mais rápido ou semelhante aos tempos de processamento dos perfis moderado e 

cauteloso do SimRunner®. Desta forma, pode-se afirmar que o método de otimização 

proposto já se mostra adequado para a manipulação de duas variáveis de decisão 

simultaneamente. O método proposto foi mais lento que o perfil agressivo do 

SimRunner®, entretanto conforme discutido anteriormente, a qualidade da resposta do 

perfil agressivo é inferior aos outros perfis. 
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Figura 7.16 – Gráfico com a comparação entre os tempos de processamento da otimização  

 

A Figura 7.17 mostra uma comparação entre os tempos de processamento 

necessários, considerando três variáveis de decisão, para a otimização do segundo, 

terceiro e quarto objetos de estudo analisados.  

 

 
Figura 7.17 – Gráfico com a comparação entre os tempos de processamento da otimização  
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Nota-se que, para três variáveis de decisão, o método de otimização proposto 

foi mais rápido ou semelhante aos tempos de processamento dos perfis moderado e 

cauteloso do SimRunner®. Desta forma, pode-se afirmar que o método de otimização 

proposto é adequado para a manipulação de três variáveis de decisão simultaneamente. 

O método proposto foi mais lento que o perfil agressivo do SimRunner®, entretanto 

conforme discutido anteriormente, a qualidade da resposta do perfil agressivo é 

inferior aos outros perfis. 

A Figura 7.18 mostra uma comparação entre os tempos de processamento 

necessários, considerando quatro variáveis de decisão, para a otimização do terceiro e 

quarto objetos de estudo analisados.  

 

 
Figura 7.18 – Gráfico com a comparação entre os tempos de processamento da otimização  

 

Nota-se que, para quatro variáveis de decisão, o método de otimização proposto 

foi mais rápido que os tempos de processamento dos perfis moderado e cauteloso do 

SimRunner®. Desta forma, pode-se afirmar que o método de otimização proposto é 

adequado para a manipulação de quatro variáveis de decisão simultaneamente. O 

método proposto foi mais lento que o perfil agressivo do SimRunner®, entretanto 
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conforme discutido anteriormente, a qualidade da resposta do perfil agressivo é 

inferior aos outros perfis. 

A Figura 7.19 mostra uma comparação entre os tempos de processamento 

necessários, considerando cinco variáveis de decisão, para a otimização do quarto 

objeto de estudo analisado.  

 
Figura 7.19 – Gráfico com a comparação entre os tempos de processamento da otimização  

 

Nota-se que, para cinco variáveis de decisão, o método de otimização proposto 

foi mais rápido que os tempos de processamento dos perfis moderado e cauteloso do 

SimRunner®. Desta forma, pode-se afirmar que o método de otimização proposto é 

adequado para a manipulação de cinco variáveis de decisão simultaneamente. O 

método proposto foi mais lento que o perfil agressivo do SimRunner®, entretanto 

conforme discutido anteriormente, a qualidade da resposta do perfil agressivo é 

inferior aos outros perfis. 

 

 

 

 



Capítulo 7 – Aplicação do Método de Otimização Proposto 167 

7.7 CONSIDERAÇÕES FINAIS 

 

Este capítulo mostrou a comparação do método de otimização desenvolvido 

com uma ferramenta disponível comercialmente, conhecida como SimRunner®, 

através da metodologia de otimização para modelos de simulação a eventos discretos 

proposta por Harrel, Ghosh e Bowden (2000). Esta metodologia foi aplicada em quatro 

objetos de estudo distintos. 

Nota-se que o método de otimização proposto não oferece ganho no tempo de 

processamento ao considerar uma variável de decisão. Já ao manipular duas variáveis 

de decisão, o método mostrou-se mais rápido em alguns objetos de estudo e com 

tempo de processamento semelhante em outros objetos de estudo, quando comparado 

aos perfis moderado e cauteloso do SimRunner®. De fato, o método de otimização 

proposto é sempre mais eficiente a partir de três variáveis de decisão analisadas 

simultaneamente. 

Em relação a qualidade dos resultados, o método de otimização proposto 

mostrou-se tão eficaz quanto o SimRunner®. 

Com isso, é possível finalizar a fase de modelo de solução de Mitroff et al. 

(1974), destacada na Figura 7.1. Nesta fase, aplicou-se o método de otimização 

proposto em quatro objetos de estudo com a intenção de avaliar as soluções 

encontradas. 
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CAPÍTULO 8 – CONCLUSÕES 

 

 

8.1 CONSIDERAÇÕES INICIAIS 

 

Inicialmente, neste capítulo, serão apresentadas as conclusões e contribuições 

geradas por esta pesquisa. Na seqüência, apresentam-se as considerações finais desta 

tese de doutorado seguida das sugestões para trabalhos futuros. 

Cabe ressaltar que este capítulo refere-se, em relação ao modelo de Mitroff et al. 

(1974), a fase de implementação. Bertrand e Fransoo (2002) afirmam que nesta fase, 

os resultados do modelo são implementados, ou seja, o novo método de otimização 

passa a ser utilizado. A Figura 8.1 destaca a fase do modelo de Mitroff et al. (1974) 

pertinente a este capítulo. 

 

 
Figura 8.1 – Fase de implementação 

Fonte: Adaptado de Mitroff et al. (1974) 
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8.2 CONCLUSÕES E CONTRIBUIÇÕES DA PESQUISA 

 

A contribuição desta pesquisa foi desenvolver um método de otimização para 

modelos de simulação a eventos discretos aplicados a sistemas de manufatura, capaz 

de atingir os resultados de forma mais rápida e com a mesma qualidade, quando 

comparado a um software de otimização comercial.  

O método de otimização proposto consiste, primeiramente, na estimativa do 

tamanho da população inicial, com base no tamanho do indivíduo necessário para a 

manipulação das variáveis de decisão do modelo de simulação. Na seqüência, realiza-

se a adaptação no parâmetro tamanho da população, aumentando-o em 50% a cada 

nova geração. A intenção é buscar um tamanho de população ideal capaz de garantir a 

qualidade dos resultados com um menor tempo de convergência. 

Quatro objetos de estudo foram utilizados na aplicação do método de 

otimização proposto. Os resultados encontrados foram comparados com uma 

ferramenta de otimização disponível comercialmente, conhecida como SimRunner®, 

através da metodologia de otimização para modelos de simulação a eventos discretos 

proposta por Harrel, Ghosh e Bowden (2000). Em relação a qualidade dos resultados, 

o método de otimização proposto mostrou-se tão eficaz quanto o SimRunner®. 

Para uma variável de decisão, o método de otimização proposto mostrou-se 

menos eficiente. Já para duas variáveis de decisão analisadas simultaneamente, o 

método apresentou melhor ou igual eficiência. Entretanto, para três ou mais variáveis 

de decisão analisadas simultaneamente, o método de otimização proposto é sempre 

mais eficiente. 

Quando comparado ao perfil cauteloso do SimRunner®, o método de 

otimização proposto para o primeiro objeto de estudo, considerando-se duas variáveis 

de decisão, foi cerca de 46% mais rápido. Em relação ao segundo objeto de estudo, 

considerando-se três variáveis de decisão, o método foi cerca de 51% mais rápido. Já 

para o terceiro objeto de estudo, considerando-se quatro variáveis de decisão, o 

método foi cerca de 59% mais rápido. Finalmente, para o quarto objeto de estudo, 

considerando-se cinco variáveis de decisão, o método foi cerca de 80% mais rápido. 
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De mesma forma que anteriormente, quando comparado ao perfil moderado do 

SimRunner®, o método de otimização proposto para o primeiro objeto de estudo, 

considerando-se duas variáveis de decisão, foi cerca de 38% mais rápido. Em relação 

ao segundo objeto de estudo, considerando-se três variáveis de decisão, o método foi 

cerca de 24% mais rápido. Já para o terceiro objeto de estudo, considerando-se quatro 

variáveis de decisão, o método foi cerca de 23% mais rápido. Finalmente, para o 

quarto objeto de estudo, considerando-se cinco variáveis de decisão, o método foi 

cerca de 50% mais rápido. 

Cabe ressaltar que o método proposto é válido para as condições de contorno 

estabelecidas por esta tese, que consiste na manipulação de variáveis de decisão do 

tipo discretas, determinísticas e inteiras. 

 

Os objetivos específicos desta pesquisa foram: 

 

1. Analisar a influência dos parâmetros dos algoritmos genéticos no tempo de 

convergência desses algoritmos; 

 

Através do levantamento bibliográfico realizado, constatou-se que o parâmetro 

tamanho da população exerce forte influência na velocidade de convergência dos 

algoritmos genéticos. Além disso, este parâmetro afeta diretamente o desempenho 

global e a eficiência do algoritmo genético. 

 

2. Analisar a influência dos parâmetros dos algoritmos genéticos na qualidade da 

variável de reposta desses algoritmos; 

 

A influência dos parâmetros dos algoritmos genético na qualidade da variável de 

reposta desses algoritmos foi analisada através da aplicação da técnica de projeto de 

experimentos nesses parâmetros. Esta análise ocorreu na otimização de cinco funções 

matemáticas conhecidas. 

Chegou-se a algumas constatações interessantes tais como a importância do 

parâmetro tamanho da população e a não expressividade dos parâmetros número de 
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gerações e taxa de cruzamento. Outra constatação interessante é que os efeitos das 

interações quase sempre estão presentes na obtenção das variáveis de resposta, além 

do fato de ter ocorrido um efeito significativo de quarta ordem, reforçando a 

importância no cuidado na escolha dos parâmetros do algoritmo genético. 

 

3. Desenvolver uma ferramenta computacional capaz de operacionalizar o método de 

otimização proposto no objetivo principal desta tese de doutorado;  

 

Foi apresentada uma ferramenta computacional capaz de permitir a aplicação do 

método de otimização proposto em modelos de simulação computacional, além de 

permitir a manipulação dos parâmetros do algoritmo genético e a comunicação com o 

simulador a eventos discretos. 

 

 

8.3 CONSIDERAÇÕES FINAIS 

 

Constatou-se que o método de otimização proposto, ao manipular mais de duas 

variáveis de decisão simultaneamente, é mais eficiente, ou seja, mais rápido, quando 

comparado a uma ferramenta de otimização disponível comercialmente. Cabe destacar 

que o método também apresentou a mesma eficácia, ou seja, a mesma qualidade nas 

respostas da otimização. 

Sugere-se, então, que o método de otimização proposto passe a ser adotado, 

desde que as condições de contorno desta pesquisa sejam atendidas. Com isso, é 

possível finalizar a fase de implementação de Mitroff et al. (1974), destacada na 

Figura 8.1. 

Conforme citado no capítulo 1 desta tese de doutorado, a metodologia de 

pesquisa utilizada foi a Empírica Normativa, onde preocupou-se em melhorar uma 

situação atual, ou seja, o desempenho do processo de otimização em modelos de 

simulação a eventos discretos, e todo o ciclo de Mitroff et al. (1974) foi considerado. 
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8.4 SUGESTÕES PARA TRABALHOS FUTUROS 

 

A pesquisa abordada nesta tese de doutorado ainda permite novos avanços. 

Alguns desdobramentos podem ser citados: 

 

• Efetuar uma comparação do método de otimização proposto com outras 

ferramentas de otimização comerciais; 

• Avaliar o desempenho do método de otimização proposto com modelos de 

simulação a eventos discretos que possuem funções objetivas não lineares; 

•  Desenvolver um método de otimização que trabalhe com variáveis não inteiras.  

 

Além disso, o item relativo a conclusões e recomendações do capítulo 5, Análise 

dos parâmetros dos algoritmos genéticos, em relação à qualidade da resposta, levantou 

algumas questões sobre tais parâmetros. Responder a tais questões também pode ser 

considerado uma sugestão para trabalhos futuros. 
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