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EPIGRAFE

“The method that proceeds without analysis

is like the groping of a blind man”

Socrates



PINHO, A.F.de.Metodologia para utilizacdo de algoritmos genéticos em modelos
de simulacdo computacional em ambientes de manufatura. 2008. 189 f. Tese
(Doutorado em Engenharia Mecéanica) — Faculdade de Engenharia do Campus de

Guaratingueta, Universidade Estadual Paulista, Guaratingueta, 2008.

RESUMO

Métodos de otimizacdo combinados com a simulacdo computacional a eventos
discretos tém sido utilizados em diversas aplicacbes na manufatura. Entretanto, estes
métodos possuem baixo desempenho, em relacdo ao tempo computacional, ao
manipularem mais de uma varidvel de decisdo. Desta forma, o objetivo desta tese de
doutorado é propor um método para otimizacdo de modelos de simulacdo a eventos
discretos com maior eficiencia em relacdo ao tempo de processamento quando
comparado a uma ferramenta comercial conhecida. Cabe ressaltar que a qualidade da
variavel de resposta ndo sera alterada, ou seja, 0 método proposto mantera a eficacia
das solucdes encontradas. Sera mostrado que a melhora neste desempenho € obtid
através de uma melhor percepcdo do comportamento dos parametros existentes nos
algoritmos genéticos, em especial o parametro tamanho da populacdo. A comparacao
entre 0 metodo desenvolvido com a ferramenta de otimizac&o existente no mercado se
dar4 através de uma metodologia ja consolidada disponivel na literatura. As

conclus@es serdo apresentadas comprovando a eficacia do método proposto.

PALAVRAS-CHAVE: Simulacdo a Eventos Discretos, Método de Otimizacéao,

Algoritmos genéticos.
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Guaratingueta, Universidade Estadual Paulista, Guaratingueta, 2008.

ABSTRACT

Optimization methods combined with discrete events simulation have been used
in many manufacturing applications. However, these methods have poor performance
considering the computational time, when manipulating more than one decision
variable. In this way, the aim of this thesis is to propose a method for optimizing
discrete events simulation models with higher efficiency in relation to the processing
time when compared to a known commercial tool. Besides, the optimization quality
will not be altered,i. e., the proposed method will keep the effectiveness of the
achieved solutions. It will be shown that the performance improvement is obtained by
means of a better perception of the behavior of all parameters presented in the genetic
algorithms, particularly the population size parameter. The comparison between the
developed method and the optimization tool will be accomplished by means of a
consolidated methodology available in the simulation literature. The conclusions will

be presented proving the effectiveness of the developed method.

KEYWORDS: Discrete events simulation, optimization method, Genetic Algorithm.
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CAPITULO 1 — INTRODUCAO

1.1 CONSIDERACOES INICIAIS

O objetivo deste capitulo é fazer uma apresentacao inicial dos principais aspectos
relacionados ao tema de pesquisa abordado. Inicialmente, sera apresentada a
relevancia do tema, seguida da definicho do objetivo principal, dos objetivos
especificos e das condi¢cdes de contorno deste trabalho.

Na sequéncia, sera apresentada a metodologia de pesquisa utilizada para a
elaboracdo desta tese de doutorado. Finalmente, sera apresentada a estrutura da tes

enfatizando o contetdo de cada capitulo.

1.2 RELEVANCIA DA PESQUISA

Segundo Harrel, Ghosh e Bowden (2000), simulacdo computacional € a imitacao
de um sistema real ou hipotético, modelado em computador, para avaliacdo e melhoria
de seu desempenho. Ou seja, simulacéo é a importacdo da realidade para um ambiente
controlado onde se pode estudar o comportamento do mesmo, sob diversas condicdes,
sem riscos fisicos e/ou grandes custos envolvidos. Ja Banks (2000) afirma que a
simulacdo computacional envolve a criagcdo de uma historia artificial da realidade e,
com base nesta histéria artificial, sdo realizadas observacbes e inferéncias nas
caracteristicas de operacao do sistema real representado.

Para Shannon (1998) a simulacdo computacional € uma poderosa ferramenta na
analise de processos e sistemas complexos, tornando possivel o estudo, analise €
avaliacdo de situacOes que nao seriam possiveis na vida real. Em um mundo em
crescente competicdo, tem se tornado uma metodologia indispensavel de resolucdo de
problemas para os tomadores de decisdo nas mais diversas areas.

Segundo Banket al. (2005), a simulagcdo computacional é mais amplamente

utilizada em sistemas de manufatura do que em qualquer outra area. Adicionalmente,
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O’kane, Spenceley e Taylor (2000) afirmam que a simulacdo tem se tornado uma das
técnicas mais populares para se analisar problemas complexos em ambientes da

manufatura. Algumas razdes podem ser enumeradas:

O aumento da produtividade e qualidade na industria € um resultado direto da

automacao, melhor analisada pela simulacéo;

* Os custos de equipamentos e instalacdes s&o enormes;

¢ Os custos dos computadores estdo cada vez mais baixos e mais rapidos;

* Melhorias nos softwares de simulacédo reduziram o tempo de desenvolvimento
de modelos;

* A disponibilidade de animacgao resultou em maior compreenséo e utilizagcao dos

gestores da manufatura.

Adicionalmente, Ryan e Heavey (2006) afirmam que a maioria dos sistemas de
manufatura sdo complexos e de dificil operacionalizacdo de forma eficiente. Devido a
sua grande versatilidade, flexibilidade e poder de analise, a simulacdo é uma das
técnicas mais amplamente utilizadas nestes tipos de sistemas.

Segundo Cheng, Feng e Hsu (2006) existem duas formas de usar a simulacao na
avaliacdo e melhoria do desempenho de um processo. Uma delas é selecionar todas as
configuracdes de recursos disponiveis e entdo executar a simulacdo para cada uma
delas, analisando os resultados encontrados. Tal processo pode ser muito tedioso e
consumir muito tempo. Outra forma de avaliacdo consiste em testar algumas
combinacdes de recursos, com base em algum critério de selecdo, na tentativa de
otimizar o desempenho do processo avaliado.

Harrel, Ghosh e Bowden (2000) definem otimizagcdo como o processo de testar
diferentes combinacdes de valores para variaveis que podem ser controladas em ordem
de procurar a combinacdo de valores que fornece o resultado mais desejavel do
modelo de simulacéo.

A otimizacdo de modelos de simulacdo computacional a eventos discretos tem se
tornado cada vez mais comum. Fu (2002) afirma que durante a década de 90, a

simulacdo e a otimizacdo eram mantidas separadamente na pratica. Atualmente, essa
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integracdo tem se mostrado bastante difundida, principalmente pelo fato de alguns
pacotes de simulacdo incluirem rotinas de otimizacdo. Adicionalmente, Hao e Shen
(2008) afirmam que a otimizacdo combinada a simulacdo tem sido utilizada em
diversas aplicacdes de sistemas produtivos, uma vez que a otimizacao destes sistemas
€ bastante complexa para ser resolvida utilizando-se apenas de abordagens
matematicas.

Para Bankst al. (2005), a existéncia de uma variabilidade na amostragem das
variaveis de entrada utilizadas, forca a otimizagdo via simulacdo a possuir uma
heuristica de busca bastante robusta. Muitas heuristicas tém sido desenvolvidas para
problemas de otimizacdo que, apesar de ndo garantirem encontrar a solucdo 6tima,
mostram-se muito eficientes em dificeis problemas praticos.

Segundo Fu (2002), as rotinas de otimizacdo implantadas nos programas de
simulacdo sdo, em maioria, baseadas em metaheuristicas com predominancia dos
algoritmos evolutivos, tais como os Algoritmos Genéticos, 0s quais interagem numa
familia de solucbes em vez de um unico ponto. De fato, o uso de Algoritmos
Genéticos para a otimizacdo € encontrado em alguns pacotes comerciais existentes,
tais como ProModel® e AutoMod® (LAW e KELTON, 2000).

Entretanto, uma critica que se faz aos softwares existentes para a otimizacédo de
modelos de simulagédo € que estes, ao manipularem mais de uma variavel de entrada,
tornam-se muito lentos (HARREL, GHOSH e BOWDEN, 2000). De fato, a grande
limitacdo para o uso da otimizacdo em simulacdo € o numero de variaveis, sendo seu
desempenho reduzido enormemente diante de um modelo com alto numero de
variaveis a serem manipuladas pela otimizagdo (BANKS, 2001; ABR4L, 2003;

SILVA, 2005; TORGA, 2007).

Adicionalmente, Tyni e Ylinen (2006) afirmam que o tempo de convergéncia é a

restricdo mais significativa para se atingir a eficiéncia computacional do algoritmo de

otimizacéao.
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1.3 OBJETIVOS DA PESQUISA

O objetivo principal desta pesquisa € desenvolver um método para otimizacao de
modelos de simulacdo a eventos discretos aplicados a sistemas de manufatura, capaz
de atingir os resultados de forma mais répida, ou seja, mais eficiente, quando
comparado a uma ferramenta de otimizacdo comercial. Cabe ressaltar que a qualidade
da variavel de resposta ndo sera alterada, ou seja, o0 método desenvolvido mantera a

eficacia das solu¢cdes encontradas.

Os obijetivos especificos desta pesquisa séo:

1. Analisar a influéncia dos parametros dos algoritmos genéticos no tempo de

convergéncia desses algoritmos;

A intencdo deste objetivo especifico é analisar quais dos parametros do algoritmo
genético (tamanho da populacdo, niumero de geracdes, taxa de cruzamento e taxa de
mutacdo) possuem maior influéncia no tempo de convergéncia desses algoritmos. A
analise da influéncia desses parametros sera realizada através de um levantamento

bibliografico.

2. Analisar a influéncia dos parametros dos algoritmos genéticos na qualidade da

variavel de reposta desses algoritmos;

A intencdo deste objetivo especifico € analisar os efeitos principais de cada
parametro do algoritmo genético, assim como os efeitos de suas interacdes, na
qualidade de resposta desses algoritmos. Também se espera com este objetivo
especifico verificar qual o peso, ou seja, qual a proporcdo da importancia individual de
cada um desses parametros na obtencdo da qualidade das variaveis de resposta durant
0 processo de otimizacao.

A analise desses parametros sera realizada através da técnica de projeto de

experimentos aplicada a algumas funcbes matematicas selecionadas. Cabe ressaltal
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que este objetivo especifico s6 sera possivel através do desenvolvimento de uma
ferramenta computacional capaz de permitir a manipulagado desses parametros durante

0 processo de otimizacao destas funcoes.

3. Desenvolver uma ferramenta computacional capaz de operacionalizar o método de
otimizacdo proposto no objetivo principal desta tese de doutorado;

A intencdo deste objetivo especifico é desenvolver uma ferramenta
computacional capaz de executar, automaticamente, os procedimentos necessarios pare
a aplicacdo do método de otimizacdo proposto. Além disso, tal ferramenta
computacional permitirh a comparacdo do método de otimizagcdo proposto com um

software de otimizagcdo comercial.

1.4 CONDICOES DE CONTORNO DA PESQUISA

A Tabela 1.1, mostra um resumo de alguns trabalhos pesquisados que também
possuem aplicacbes focadas no ambiente da manufatura.

Nota-se, nos trabalhos apresentados nesta tabela, que as variaveis de entrada
utilizadas na simulacdo sdo, em sua grande maioria, de natureza discreta,
deterministica e do tipo inteira. De fato, das variaveis listadas, apenas a demanda n&o
atende a estas caracteristicas.

Outra constatacdo é que estas variaveis possuem uma pequena variagdo entre
seus limites inferiores e superiores, ou seja, dificlmente tem-se alguma dessas
variaveis assumindo uma faixa de valores muito grande. Por exemplo: nimero de
operadores pode variar de 1 a 5; numero de maquinas pode variar de 2 a 4; nUmero de

kanbans pode variar de 15 a 25; etc.
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Tabela 1.1 - Trabalhos pesquisados com a simulacéo aplicada ao ambiente da manufatura

Aplicacédo da Simulacao

Variaveis de entrada
utilizadas

Trabalhos

Otimizacdo de um processo produtiv
(produzir um conjunto de tarefas no

menor tempo possivel e com menor
custo).

b Namero de maquinas, nimerd
de ferramentas e tipo de
operagao.

Drstvenselet. al. (2004)

Otimizacédo da utilizac&o dos recurso
disponiveis em um projeto de
edificacao.

5 Recursos disponiveis
(operarios, equipamentos, etc

Zhang e Li (2004)
)

Balanceamento de uma linha de
montagem.

NUmero de estacoes de
trabalho e nimero de
operadores.

Mendeset. al. (2005)

Aplicacéo da simulacdo e da
otimizagcdo em uma célula de
manufatura, fazendo uso do Custeio
Baseado em Atividades (ABC) para

encontrar o menor custo de producag.

NUmero de operadores e
ndamero de maquinas.

Silva (2005)

Controle de producéo de um sistema
producédo puxado.

délimero d&kanbans

Treadwell e Herrmann (2005)

Otimizacdo da fase de planejamento
projeto de uma nova linha de
manufatura.

ddumero de operadores, nime
de inspetores e quantidade de
buffers

r@righenti (2006)

Analisar e projetar as operacdes em
uma construcéao civil para otimizacao
da performance.

Recursos disponiveis:
guindastes, operadores,
caminhdes, etc.

Cheng, Feng e Hsu (2006)

Analise da capacidade de produgao ¢
dimensionamento de estoque.

> NUmero de operadores, tipo d
operacao, local de execucéo (
atividade.

eLealet al. (2006)
la

Balanceamento de linha.

Maguina nova com
caracteristicas diferentes.

Masood (2006)

Aumento de produtividade em uma
linha de montagem de chassis.

NUmero de operadores e
quantidade de postos de
trabalho

Pinhoet al. (2006)

Analise do fluxo de processo de uma
célula de manufatura combinando as|
inspecdes de qualidade com a
programac¢do da producao.

Ndmero de maquinas e nime
de inspecdes.

raSiemiatkowski e Przybylski
(2006)

Problemas de roteirizacéo.

Numero de 6nibus existentes
demanda

eBachelet eYon (2007)

Avaliacdo de um processo produtivo.

Numero de mesas de
montagem e capacidade do
buffer

Montevechiet al. (2007)

Desenvolvimento de um novo sistem
de manufatura.

aNumero de funcionarios e loca
de trabalho.

alOliveira (2007)

Andlise de valor em uma cadeia de
suprimentos.

Demanda de produtos,
caracteristica de um novo
produto e um novo processo.

Rabeloet al. (2007)

Otimizagdo na redugéo do nimero d¢
kanbangde producéo de um sistema
manufatura puxado.

> NUmero dekanbans
e

Torga (2007)

Reducéo no namero de inspe¢des
mantendo a qualidade do produto fin

Existéncia ou ndo de um
plestagio de inspecao

Volsem, Dullaert e Van
Landeghem (2007)

Avaliacéo de um processo produtivo.

de turnos e nimero de
operadores.

NuUmero de maquinas, numevtontevechiet al. (2008a)

Avaliacéo de um processo produtivo

Numero de operadores, n{
de bancadas cosetupe
numero de bancadas ssetup

néoatevechiet al. (2008b)
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Desta forma, pode-se afirmar que o método de otimizacdo desenvolvido nesta
pesquisa restringe-se a modelos de simulacdo computacional a eventos discretos, cujas
variaveis de entrada sédo do tipo discretas, deterministicas e inteiras, além de possuir
uma pequena variacao entre seus limites inferiores e superiores.

Esta limitacdo ndo inviabiliza a pesquisa. Ao contrario, conforme observado na
Tabela 1.1, diversas aplicacdes enquadram-se dentro destas limitagdes. Cabe ressalta
que ja foi desenvolvido pelo grupo de trabalho, ao qual o pesquisador faz parte,
diversos trabalhos de simulacdo a eventos discretos em empresas da regido. Todos os
trabalhos realizados pelo pesquisador obedecem as condicbes de contorno aqui

estabelecidas.

1.5 METODOLOGIA DE PESQUISA

Gil (1999) afirma que toda pesquisa tem um carater pragmatico sendo um
processo formal e sistemético de desenvolvimento do método cientifico. O objetivo
fundamental da pesquisa é descobrir respostas para problemas mediante 0 emprego de
procedimentos cientificos. Desta forma, tem-se que a pesquisa € a construcdo de
conhecimento original de acordo com certas exigéncias cientificas. A pesquisa
cientifica deve ser coerente, consistente, original e objetiva.

Conforme Jung (2003), a execucdo de uma pesquisa depende das técnicas e
procedimentos a serem adotados para a coleta e analise dos dados, sua natureza
objetivos requerem ferramentas adequadas para a resolucdo dos problemas de
pesquisa. Isso significa que existem varios tipos de pesquisas que sdo adotados em
funcéo das necessidades praticas de execucao.

Portanto, em relacdo aos procedimentos de execucdo desta pesquisa, pode-se
classificar esta tese conf@imulacdo, pois segundo Bertrand e Fransoo (2002), a
simulacdo deve ser usada quando se deseja prever o efeito de mudancas no sistema ol
avaliar seu desempenho ou comportamento. E utilizada na resolucdo de problemas
reais, durante o gerenciamento de operacfes, que envolve processos de projeto,

planejamento, controle e operacao, seja em industrias de manufatura ou de servigos.
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Adicionalmente, Bertrand e Fransoo (2002) definem modelos quantitativos como
modelos que sdo baseados em conjuntos de variaveis que se alteram sobre um dominic
especifico. Estes mesmos autores dividem as metodologias de pesquisa para
modelagens quantitativas em duas classes: pesquisas axiomaticas e pesquisas
empiricas. Nas pesquisas axiomaticas a preocupacao primaria do pesquisador é obter
solugdes dentro do modelo definido. A pesquisa axiomatica produz conhecimento
sobre o comportamento de certas variaveis neste modelo. Enquanto que na pesquisa
empirica a preocupacdo primaria do pesquisador é assegurar que existe um modelo
ajustado entre as observacoes e as agdes da realidade.

Ainda segundo 0s mesmos autores, as pesquisas Axiomaticas e Empiricas podem
ser classificadas como Descritivas e Normativas.

» Empirica Descritiva: a principal preocupacéo é criar um modelo que descrevas as
relacbes causais existentes na realidade, a fim de permitir um maior entendimento
do processo;

« Empirica Normativa: A principal preocupacéo € desenvolver politicas, estratégias e
acOes para melhorar a situacao atual;

» Axiomatica Descritiva: o pesquisador busca um modelo conceitual (normalmente
da literatura) e desenvolve um modelo cientifico;

« Axiomatica Normativa: A pesquisa central se da através do modelo de solucdo do

processo.

Em metodologias de pesquisas envolvendo a simulacdo, tem-se, também, o
modelo de pesquisa desenvolvido por Mitetfal. (1974), mostrado na Figura 1.1.

Na fase de conceitualizacédo, o pesquisador desenvolve um modelo conceitual do
problema que gostaria de estudar. Definem-se, nesta fase, as variaveis relevantes do
problema. Na fase de modelagem, constroi-se um modelo quantitativo que define as
relacBes causais entre as variaveis selecionadas na primeira fase. Na fase de modelo dk
solugcdo, utiliza-se um modelo de resolucdo de processos, através de regras
matematicas. Finalmente, na fase de implementacdo, os resultados do modelo séo

aplicados.
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Modelo
Conceitual

Conceitualizacdo Modelagem

Modelo
Problema I
Cientifico
Implementacdo Modelo de

solucdo

Solugio

Figura 1.1 — Modelo de Pesquisa para Simulacéo
Fonte: Adaptado de Mitro#t al.(1974)

Adicionalmente, Bertrand e Fransoo (2002) afirmam que nas pesquisas
Axiomaticas Descritivas, 0os pesquisadores ndo passam pela fase de resolucdo de
problemas. Nas Axiomaticas Normativas, os pesquisadores desenvolvem a modelagem
e 0 modelo de solucdo. Nas Empiricas Descritivas, 0s pesquisadores desenvolvem a
conceitualizacdo, modelagem e a validacdo. E finalmente nas Empiricas Normativas,
todo o ciclo é desenvolvido, sendo a mais completa das pesquisas.

De acordo com o que foi citado anteriormente, pode-se afirmar que a
metodologia de pesquisa utilizada nesta teseEgpirica Normativa. Optou-se por
esta metodologia, pois este trabalho preocupa-se em melhorar uma situacao atual, ou
seja, o desempenho do processo de otimizacdo em modelos de simulacdo a eventos

discretos, e todo o ciclo de Mitroff et al. (1974) sera considerado.
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1.6 ESTRUTURA DA TESE

Esta tese esta divida em oito capitulos, sendo que no capitulo 1, tem-se a
introducdo. A revisdo bibliografica esta dividida entre os capitulos 2, 3 e 4,
correspondendo aos capitulos sobre simulacdo computacional, algoritmos genéticos e
projeto de experimentos respectivamente.

O capitulo 5 faz uma analise da influéncia dos parametros dos algoritmos
genéticos no tempo de convergéncia e na qualidade da resposta desses algoritmos.

Na sequéncia, tem-se o capitulo 6, que apresenta a proposta de um método de
otimizacdo para modelos de simulacdo a eventos discretos aplicados a sistemas de
manufatura.

Ja o capitulo 7 mostra a aplicacdo do método de otimizacdo proposto aplicado a
quatro objetos de estudo distintos. Este capitulo também faz uma comparacéo entre o
método de otimizacdo proposto eSimRunner®, uma ferramenta de otimizacao
conhecida comercialmente.

Finalmente, o capitulo 8 traz as conclusdes obtidas nesta tese de doutorado.
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CAPITULO 02 - SIMULACAO COMPUTACIONAL

2.1 CONSIDERACOES INICIAIS

O objetivo deste capitulo é apresentar uma revisao bibliografica a respeito da
simulagdo computacional. Inicialmente sera levantado o histérico e a evolucdo da
simulacdo computacional, além das vantagens e desvantagens da utlizacdo da
simulagéo.

Em seguida, serdo apresentados o0s principais aspectos sobre a simulacéo
computacional, seguido de sua aplicacdo nos sistemas de manufatura. Também sera
apresentada uma abordagem metodologica para se trabalhar com simulacdo
computacional.

Finalmente, os principais fundamentos da combinacdo da otimizacdo com a
simulacéo serdo apresentados, com destaque a uma pesquisa realizada em aplicacte

atuais da simulacéo computacional combinada com a otimizacao.

2.2 A EVOLUCAO DA SIMULACAO

Pinhoet al. (2006) destacam que a simulacdo computacional é a representacéo de
um sistema em um modelo através do computador, com a vantagem de se poder
visualizar o funcionamento desse sistema e de implementar mudancas, além de
responder a questdes do tipo: “0 que aconteceria se”, economizando desta maneira
recursos econdémicos e tempo.

A aplicacdo da simulacdo computacional teve inicio na década de 60 juntamente
com a introducéo dos primeiros computadores no mercado, ja que devido ao grande
numero de calculos matematicos necessarios a simulacdo numerica, sua utilizagcdo sem
o auxilio de um computador seria inviavel. As primeiras aplicacdes desta ferramenta
foram na area militar, tendo como objetivo principal o planejamento da distribuicdo de

suprimentos nas frentes de batalha e alocacao de recursos (TORGA, 2007).
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A simulacdo computacional foi desenvolvida primeiramente utilizando-se de
linguagens de programacéo, principalmefrtetran e Pascal (GAVIRA, 2003). No
entanto, sistemas de maior complexidade apresentavam limitacbes tanto na
modelagem computacional como na execucédo da simulacdo tornando a utilizacdo da
ferramenta, através destas linguagens de programacdo, em alguns casos inviavel
(CHWIF e MEDINA, 2006).

Essa evolucdo a partir da década de 60 se deu em funcdo da necessidade de
desenvolvimento de ferramentas mais efetivas como conseqiiéncia de uma demanda
maior em termos de resultados mais confiaveis e de uma melhor visualizacdo de seus
beneficios por parte dos usuarios. O surgimento de softwares especificos acoplados a
simuladores capazes de reproduzir graficamente o funcionamento de sistemas ilustra
essa idéia. Dentre as vantagens da utilizacdo dos softwares de simulagédo pode-se citar
a facilidade de compreenséao, o treinamento de pessoal e uma melhor visualizacdo do
sistema produtivo das industrias (SILVA, 2005).

Mesmo apos o reconhecimento relativo a eficiéncia da simulagdo computacional,
seu uso ainda demanda muito tempo de treinamento, caso 0s usuarios ndo tenham umn
conhecimento prévio. A construcdo dos modelos e animacdes € demorada, e 0s
analistas precisam ter conhecimento do sistema que estdo simulando. Em funcéo disso,
tem sido proposta uma nova tecnologia, conhecida como WiSual Interactive
Simulation (GAVIRA, 2003).

Esta nova tecnologia, base dos atuais softwares de simulacdo, realiza a
modelagem através de icones agrupando comandos das linguagens tradicionais de
simulacédo, e tornando o trabalho de desenvolvimento mais facil, através de uma
interface semelhante a d®indows, mas muito mais amigavel, reduzindo
drasticamente o tempo de treinamento.

Embora as linguagens de programacdo utilizadas até entdo ainda poderem ser
utilizadas, isso raramente ocorre. Existem pacotes de simulacdo disponiveis no
mercado que atualmente apresentam iniUmeras vantagens em termos de facilidade de
uso, eficiéncia e eficacia dos resultados obtidos. Dentre as vantagens em se usar 0s

pacotes de simulacéo pode-se ressaltar (SHANNON, 1998):
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* Reducdo na tarefa de programar;
* Aumento da flexibilidade de realizar mudancas nos modelos;
* Menos erros de programacao;

* Analise de dados estatisticos.

O objetivo dos pacotes de simulacdo é diminuir o espaco entre a conceituacao
que o usuario tem do modelo e sua forma executavel. Os pacotes de simulacdo séo
divididos em duas categorias: uma de proposito geral e outro de propdsito especifico.
Na primeira categoria estdo os pacotes que podem resolver problemas em geral de
simulacdo a eventos discretos, como ARENA®, AweSim®, GPSS/H™, Simscript
[1.5®, Extend™ etc. Na segunda categoria estao os pacotes utilizados na simulacéao de
problemas especificos, tais como sistemas de manufatura e manuseio de material. Os
pacotes SimFactory, ProModel®, AutoMod™, Taylor II® e Withess® se enquadram
nesta categoria, assim como 0s pacotes designados para a conducdo de estudos d
reengenharia de processos, como BPSimulator™, processModel™, SIMPROCESS® e
Extend+BPR. Outros pacotes possuem o objetivo de simular areas como a da saude,
como o MedModel®, ou redes de comunicagao, como o0 COMNET II1.5 (SHANNON,
1998).

2.3 VANTAGENS E DESVANTAGENS DA SIMULACAO

Os modelos de simulacdo apresentam inumeras vantagens em relacdo aos
modelos analiticos. Sua conceituacdo é de mais facil compreenséo principalmente na
geréncia da organizacdo. Além disso, € capaz de comparar o modelo virtual com a
situacao real e assim proporcionar maiores contribuicdes para o objeto de estudo.

Lacksonen (2001) destaca que a simulagcdo é uma importante ferramenta de
analise para projetos de sistemas produtivos complexos.

Ja Kelton (1999) afirma que o uso da simulacédo na realizacdo de experimentos
possibilita um conjunto de oportunidades, muitas vezes impossivel em situacfes do dia

a dia de uma empresa.
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Banks et al. (2005) destacam algumas vantagens da simulacao, tais como:

« Tomada de decisédo: a simulacdo possibilita testar todos os aspectos de uma
proposta de mudanga com menor gasto de recursos;

 Desacelerar e acelerar o tempo: podem-se analisar fenbmenos variando a
velocidade do tempo de simulacéo;

« Entendimento do porqué: gestores freqientemente querem saber o porqué de
certos fenbmenos ocorrerem em um sistema real. Com a simulacéo, é possivel
determinar as respostas das questdes reconstruindo a situacao;

» Explorar possibilidades: uma das grandes vantagens da simulacdo, uma vez que
se tenha desenvolvido um modelo de simulacdo valido, € a possibilidade de
explorar novas politicas, processos operacionais, ou métodos, sem uma
experimentacdo direta no sistema real, o0 que certamente envolveria maiores
custos;

» Diagnostico de problemas: as modernas fabricas de manufatura ou organizacoes
de servicos possuem processos complexos, sendo impossivel considerar todas
as interacbes que ocorrem em um local em dado momento. Com a simulacéo é
possivel avaliar os efeitos das variaveis e suas interacdes sobre o0 sistema;

» |dentificacdo das restricOes: a presenca de gargalos na producdo causa efeitos
indesejados. A simulacéo € capaz de conduzir o analista do problema as causas
das esperas dos materiais, das informacdes, do trabalho em si, etc.;

« Desenvolvimento do conhecimento: o estudo de simulacdo promove o
entendimento sobre como o sistema realmente funciona, ao invés de uma
informacgao prescritiva;

* Visualizacédo da planta: dependendo do software utilizado, é possivel visualizar
as operacoes sob diferentes pontos de vista,

e Construcdo de um consenso: é possivel, com a simulacao, evitar inferéncias
feitas para aprovar ou reprovar projetos, pois estas podem ser simuladas e seus
efeitos demonstrados. Além disto, tendo um modelo testado, validado e
visualmente representado, torna-se mais facil aceitar os resultados da simulacao

do que a opinido isolada de uma pessoa,;
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Preparacdo para mudancas: respondendo as questdes “0 que aconteceria se”,
cria-se uma situacdo desejavel tanto para desenvolvedores de novos sistemas
guanto ao reprojeto de sistemas ja existentes;

Investimentos com sabedoria: o custo tipico de um estudo de simulagdo é
substancialmente menor do que a quantia total gasta na implementacdo de
projetos ou reprojetos;

Treinamento da equipe: modelos de simulacdo podem proporcionar excelentes
treinamentos quando projetados para tal. Esta estratégia é mais barata e menos
problematica que o treinamento on the job

Especificacdo das necessidades: a simulacdo pode ser utilizada para especificar

necessidades para um projeto de sistema.

Apesar das inimeras vantagens de sua utilizacéo, a simulacdo apresenta algumas

desvantagens, como se pode observar a seguir.

Segundo Law e Kelton (2000) as desvantagens da simulacéo sao:

Os modelos de simulacdo séo, em geral, caros e consomem tempo para serem
desenvolvidos;

Cada rodada de cada modelo de simulacdo estocastico sé estima as

caracteristicas verdadeiras do mesmo para um numero particular de parametros

de entrada. Assim, serdo necessarias varias rodadas independentes para cadz
conjunto de parametros a serem estudados. Por essa razdo € que os modelos de
simulacéo geralmente ndo sao tao eficientes em relacéo a otimizacao;

A grande quantidade de dados gerados por um estudo de simulacédo faz com que
as pessoas confiem no modelo mais do que deveriam. Se um modelo néao for a

representacdo adequada de um sistema, nao importa o tipo de informacéao que

sera obtida, a real utilidade sera minima.

Ja de acordo com Bankt al. (2005), as desvantagens da simulacdo sédo as

seguintes:
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* A construcdo de modelos requer treinamento especial: esta € uma arte aprendida
com a experiéncia na realizacdo desta tarefa. E altamente improvavel que, dois
modelos do mesmo sistema, construidos por pessoas diferentes, sejam iguais;

A modelagem e a analise podem tomar muito tempo, acarretando um alto valor
financeiro: restringindo indevidamente os recursos para a modelagem e analise,
podem-se obter resultados insuficientes para as questdes a serem respondidas;

A simulacdo pode ser utilizada inapropriadamente: neste caso, a simulacao é

utilizada em casos onde uma solucdo analitica é possivel, ou mesmo preferivel.

Outra desvantagem refere-se aos conceitos utilizados em simulagdo. Segundo
Habchi e Berchet (2003), em muitos casos, as ferramentas de simulacdo usam

conceitos ainda muito complexos para a maioria dos usuarios em potencial.

2.4 SIMULACAO COMPUTACIONAL

Balci (2003) define a simulacdo computacional destacando a importante funcao
de realizar experimentos. Segundo o autor a simulacdo € o ato de experimentar ou
executar um modelo ou um numero de modelos sob diversos objetivos, como
aquisicdes de dados, analises e treinamentos.

Para Shannon (1998), a simulacdo computacional tem se tornado uma
metodologia indispensavel de resolucdo de problemas nas mais diversas areas.
Johansson (2002) reforca esta diversidade de areas de aplicagdo mostrando como &
simulacdo tem sido utilizada desde a representacdo de operacdes militares, operacoes
logisticas, linhas de manufatura até operacfes na area de saude.

Para Law e Kelton (2000), simulagcdo computacional é a representacdo de um
sistema real através de um computador para a posterior realizacdo de experimentos
para avaliacdo e melhoria de seu desempenho. Isto significa a importacédo da realidade
para um ambiente controlado onde se pode estudar seu comportamento sob diversas

condicBes, sem os riscos fisicos e/ou custos envolvidos em um estudo convencional.
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Ja para Banks (1998), a simulacdo é uma metodologia indispensavel de solucéo
para niumeros problemas da vida real. A simulagéo € utilizada para descrever e analisar
o0 comportamento dos sistemas através de questdes “0 que aconteceria se” em relacao «
situacao real.

Strack (1984) recomenda a utilizacao da simulacédo quando:

« Nao ha uma formulacdo matematica completa para o problema;

* Nao ha método analitico para a resolucdo do modelo matematico;

* Resultados sdo mais faceis de serem obtidos por simulagdo que por qualquer
outro meétodo analitico;

 Nao existe habilidade técnica para a resolucdo do modelo matematico por
técnica analitica ou numérica;

« Torna-se necessario observar o desenvolvimento do processo desde o inicio até
0 seu término;

» Quando sao necessarios detalhes especificos do sistema,;

« Quando a experimentacdo na situacédo real apresenta inUmeros obstaculos ou

nao é possivel.

A maneira como a simulacdo computacional do sistema trabalha, seja com o uso
de distribuicbes estatisticas, considerando-se o tempo ou nédo, ou através do uso de
variaveis discretas ou continuas, esta diretamente relacionada com o tipo de simulagéo
utilizada (HARREL, GHOSH e BOWDEN, 2000). As classificagdes mais usuais sao:
dindmica ou estatica; deterministica ou estocastica; discreta ou continua. A seguir Sao

apresentados com mais detalhes essas classificacdes.

2.4.1 Simulacéo estética e dinamica

Para Law e Kelton (2000), simulacéo estatica € a representacdo de um sistema
em um dado momento. Um exemplo é a simulacdo de Monte Carlo, bastante utilizada
na area financeira e na area de estoques.

Os mesmos autores definem a simulagéo dinamica como a representacao de um

sistema no decorrer do tempo. Esse tipo de simulacdo é apropriado para a analise de
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sistemas de manufatura e servigcos que sofrem influéncia do tempo. Um exemplo é a
simulacdo das atividades ocorridas em um banco ao longo de suas oito horas de

funcionamento diarias.

2.4.2 Simulac&o deterministica ou estocastica

Para Pereira (2000), os modelos de simulacdo sdo deterministicos quando as
variaveis de entrada assumem valores exatos, assim, 0s resultados (saidas) desse tip
de simulacéo serdo sempre os mesmos, independentemente do numero de replicacoes.

Os modelos estocéasticos permitem que as variaveis de entrada assumam valores
dentro de uma distribuicdo de probabilidades a ser definida pelo modelador. Os
resultados gerados pelos modelos estocasticos séo diferentes a cada replicagcédo, en
funcdo da natureza aleatéria das variaveis de entrada no modelo.

A Figura 2.1 mostra a diferenca existente entre a simulagdo com dados de entrada
deterministico e estocastico.

(@) (b)
Entradas Saidas Entr_a}da_s Sgifiag
constantes constantes variaveis variaveis P
— Simulacéo < | — Simulacéo < |

Figura 2.1 — Simulacao Deterministica (a) comparada com a Simulacdo Estocastica (b)
Fonte: DUARTE (2003)

2.4.3 Simulacéo discreta e continua

Para Strack (1984), a simulacéo continua modela sistemas em que suas variaveis
mudam continuamente de valor. E utilizada em estudos que consideram os sistemas
constituidos por um fluxo continuo de informacgdes ou itens.

Ja a simulacao discreta caracteriza-se por variaveis de estado onde as mudancas

ocorrem de maneira descontinua, ou seja, sofrem mudancas bruscas. A Figura 2.2
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ilustra a diferenca entre os tipos de simulacéo discreta e continua.

Variavel de
estado continua

ST o0 ToL

Variavel de
estado discreta

n
>

Tempo

Figura 2.2 — Simulacado Discreta (parte inferior) comparada com a Simulagcdo Continua (parte superior)
Fonte: DUARTE (2003)

2.5 ASIMULACAO COMPUTACIONAL EM AMBIENTES DE MANUFATURA

Diversos autores (HARREL, GHOSH e BOWDEN, 2000; LAW e KELTON,
2000; BANKS, 2000; BALCI, 2003; JOHANSSON, 2002) concordam sobre a
possibilidade de aplicacdo da simulacdo nas mais diferentes areas, desde a area de
saude, até a militar. No entanto, neste trabalho a linha de estudo é a manufatura.

Segundo Bankset al. (2005), a simulacdo € uma das ferramentas mais
amplamente utilizada em sistemas de manufatura do que em qualquer outra area.

O’Kane, Spenceley e Taylor (2000) afirmam que a simulacdo tem se tornado
uma das técnicas mais populares para se analisar problemas complexos em ambientes
da manufatura. A simulacdo é uma ferramenta muito Util, uma vez que prevé o
comportamento de sistemas complexos, indicando os movimentos e interacdes dos
componentes deste sistema.

Seguindo uma linha de raciocinio similar a de Baeksl. (2005), Ryan e
Heavey (2006) afirmam que a maioria dos sistemas de manufatura sdo complexos e
dificeis, no que tange ao seu entendimento e a sua operacionalizacdo de forma
eficiente. Devido a sua grande versatilidade, flexibilidade e poder de andlise, a

simulacdo é uma das técnicas mais amplamente utilizadas nestes tipos de sistemas.
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Alguns exemplos de estudos que podem ser realizados na manufatura através da
simulacdo séo (LAW e MCCOMAS, 1999):

1. Necessidade extra de material e pessoal:

* Numero, tipo e layout das maquinas para um determinado objetivo;

* Necessidade de abastecedommmveyorse outros equipamentos de suporte
(pallets e fixadores);

» Localizacao e tamanho dos estoques;

* Avaliacéo de possiveis mudancas no volume dos produtos ou;no mix

» Avaliacdo dos efeitos de introducado de novos equipamentos em um sistema de
producao;

» Avaliacédo de investimentos de capital;

* Planejamento das necessidades de méo de obra;

« Namero de carregamentos.

2. Avaliagao de desempenho:
* Andlise do fluxo dos produtos;
» Andlise de tempo do sistema;

* Andlise de gargalo.

3. Avaliacao dos procedimentos operacionais:
* Programacao da producéo;
» Politicas de inventario;
» Estratégias de controle;

» Politicas de controle da qualidade.

Algumas das medidas de desempenho mais comuns que podem ser avaliadas
com a simulacdo da manufatura séo:
e O tempo das pecas no sistema;

* O tempo das pecas em esperaffila;
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« O tamanho das filas;
« Tempo de entrega;

» Utilizacdo dos equipamentos e pessoas.

2.6 METODOLOGIAS PARA SIMULACAO COMPUTACIONAL

Segundo Silva (2005), a modelagem computacional de um sistema € uma tarefa
que exige muito esfor¢co por parte do modelador, porém se conduzida com raciocinio
cuidadoso e planejado, podera trazer beneficios muito proveitosos. A simulagéo
computacional envolve mais do que a utilizacdo de um software. Trata-se de um
projeto que requer um planejamento prévio de cada uma de suas etapas e, além disso
um conhecimento do sistema a ser simulado e das pessoas envolvidas.

Segundo Strack (1984), os resultados insatisfatérios do uso da ferramenta
ocorrem em funcdo da néo valorizacdo do aspecto humano da simulacdo. O sucesso
depende da habilidade do usuario em analisar as saidas, identificar alternativas de
projeto e novas configuracdes para melhoria do modelo.

Grande parte dos trabalhos de simulacbes mal sucedidos tem como causa a
auséncia de um planejamento condizente com a importancia de seu estudo. Por isso,
simular requer mais do que o conhecimento desaftwareespecifico, mas também,
pessoas com conhecimento dos passos a serem seguidos, bem como experiéncie
analitica, estatistica e organizacional (SILVA, 2005).

A metodologia nos trabalhos de simulacdo busca sistematizar as atividades de
desenvolvimento, facilitando a integracdo ergodtware modelador e usuario, e
evitando desperdicio de tempo, dinheiro e resultados frustrantes. A visualizacdo das
etapas e da complexidade de se criar uma representacao do sistema real implicam em
grandes responsabilidades para o profissional desta area. Resultados podem ser
alcancados de maneira muito proveitosa, desde é claro que se siga a metodologia
recomendada.

Um exemplo de uma metodologia de simulagao foi proposto por Chwif (1999) e

Chwif e Medina (2006). Nesta metodologia, os autores afirmam que o
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desenvolvimento de um modelo de simulacdo compbe-se de trés grandes etapas:
concepcdo ou formulacdo do modelo, implementacdo do modelo e analise dos

resultados do modelo. Esta metodologia de simulagdo é mostrada na Figura 2.3.

FORMULACAD DO
MODELO

OBJETIVOS
DEFINIGAO
DO SISTEMA

MODELO REPRESENTAQ&O
ABSTRATO DO MODELD
°°~e,%’

DADOS
MODELO DE ENTRADA
CONCEITUAY

ANALISE E
REDEFIMNICAD

RESULTADOS

&

EXPERIMENTAIS b o
EXPERIMENTACAOD 2 5
DO MODELO :
'& IMPLEMENTAGAO
MODELO DO MODELO
OPERACIONAL 0959;09

MODELO
COMPUTACIONAL

E VALIDACAD

‘ VERIFICACAD

Figura 2.3 — Metodologia de Simulacéo
Fonte: Chwif e Medina (2006)

Na fase deoncepcao deve-se entender claramente o sistema a ser simulado e os
seus objetivos. Deve-se, também, decidir com clareza qual sera o escopo do modelo,
suas hipoteses e seu nivel de detalhamento. Os dados de entrada também sé&o coletadc
nesta fase. Ainda nesta fase, 0 modelo que esta na mente do analista (modelo abstrato
deve ser desenhado de acordo com alguma técnica de representacdo de modelos de
simulacdo, a fim de torna-lo umodelo conceitual, de modo que outras pessoas
envolvidas no projeto possam entendé-lo.

Na segunda fasemplementacdo, o modelo conceitual é convertido em um
modelo computacionaltravés da utilizacdo de alguma linguagem de simulacéo ou de
um simulador comercial. Com o avanco tecnolégico dos simuladores atuais, a etapa de
implementacdo jA& ndo consome tanto tempo como no passado. O modelo

computacional implementado deve ser comparado frente ao modelo conceitual, com a
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finalidade de avaliar se a sua operacdo atende ao que foi estabelecido na etapa de
concepcao. Alguns resultados devem ser gerados para a verificacdo e validagao do
modelo computacional.

Na terceira faseanalise 0 modelo computacional esta pronto para a realizacéo

dos experimentos, dando origem mmdelo experimental omodelo operacional.
Nesta etapa sdo efetuadas varias rodadas do modelo e os resultados da simulagdo sa
analisados e documentados. A partir dos resultados, conclusdes e recomendacdes sobre
o sistema podem ser geradas. Caso necessario, se o resultado da simulacdo nédo fo
satisfatorio, 0 modelo pode ser modificado, e este ciclo € reiniciado.

Chwif e Medina (2006) destacam que as fases mostradas na Figura 2.3 néo
devem ser interpretadas como uma sequéncia linear. Em um estudo pratico podem
ocorrer diversas iteracdes e realimentacdes no processo, a medida que o entendimentc
do problema muda.

Ainda segundo os autores, a melhor maneira € imaginar que o projeto de
simulacdo desenvolve-se em forma espiral, em que as etapas sdo repetidas na

seqgUéncia apresentada na Figura 2.3.

2.8 SIMULACAO COMBINADA A TECNICA DE OTIMIZACAO

Conforme descrito anteriormente, dentre as vantagens de se utilizar a simulacao
esta a possibilidade de se responder a questdes do tipo “0 que aconteceria se...?”, ou
seja, avaliando os resultados do modelo para determinadas condicdes. Assim, para
usar a simulacdo na avaliacdo e melhoria do desempenho de um processo, € necessari
construir cenarios e logo em seguida executar a simulacdo para cada uma deles,
analisando os resultados encontrados (OPTQUEST FOR ARENA USER’S GUIDE,
2002). Tal processo, apesar de ser capaz de gerar bons resultados, pode ser muitc
cansativo e consumir muito tempo, além disso, ndo garante na maioria das vezes que
as melhores configuragdes sejam experimentadas.

O intuito de se associar as técnicas de otimizacdo e simulacdo é justamente

resolver tais problemas. Esta associacdo envolve algumas terminologias como
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“otimizacdo para simulacao”,

simulagéo”, sendo estas duas ultimas as mais utilizadas (FU, 2002).

39

“otimizacdo via simulacdo” e “otimizacdo em

A Tabela 2.1apresenta exemplos de algwstdtwaresde otimizacao existentes

no mercado, assim como 0s pacotes de simulacdo aos quais estdo incluidos.

Apresentam-se, também, as técnicas de otimizacao utilizadas por esses pacotes.

Fonte: Law e Kelton (2000)

Tabela 2.1 — Softwares de Otimizacao

Software de otimizacao

Pacote de simulacéo

Técnica de otimizacdo

AutoStat

AutoMod

Algoritmos Evolutivos e

Algoritmos genéticos

OptQuest Arena, Crystal Ball, etc. Busccatter, Tabu e Redes
Neurais

OPTIMIZ SIMULS8 Redes Neurais

SimRunner ProModel Algoritmos Evolutivos e
Algoritmos genéticos

Optimizer WITNESS Simulated anneling e busca

tabu

Banks et al. (2005) utilizam a expressao “otimizacdo via simulacdo” para
designar uma situacdo onde o objetivo € minimizar ou maximizar algumas medidas de
desempenho de um sistema, e este sistema sé pode ser avaliado através da simulaca
computacional.

Segundo FU (2002), até a ultima década, a simulacdo e a otimizacdo eram
mantidas separadamente na pratica. Atualmente, essa integracdo tem se mostrado
bastante difundida, principalmente pelo fato de alguns pacotes de simulacéo incluirem

rotinas de otimizacao.
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2.8.1 Principio de Funcionamento

Um sistema pode ser descrito como uma relag@cada-saida, ondX é a
entrada,Y a saidae M € uma representacdo a qual correlaciona as informacdes de
entrada e saida. A partir deste conceito de sistema € possivel fazer uma comparacao
entre modelagem, simulacdo e otimizacdo: a modelagem € a busca das inter-relacdes
existentes entre os dados de entrada e de saida de um determinado sistema, ou seje
uma representacdo de seu comportamento; a simulagdo manipula as entradas de umr
modelo e verifica suas diferentes saidas; jA a otimizacdo busca obter uma saida 6tima,
previamente definido, alterando a composicéo das entradas (PROTIL, 2001).

Tal comparacdo € apresentada na Figura 2.4.

Sistema
— M —
X ——>r —> Y
— —
Tipo de problema do Dado Procurado

(A) Modelagem X l' l' Y XY M
(B) Simulacéo X l. l. ? XM Y
(c) Otimizacédo ? '. : Y M,Y X

Figura 2.4 — Questionamentos na modelagem, simulacdo e otimizagéo
Fonte: Adaptado de PROTIL (2001)

O processo de otimizacdo testa varias combinacdes de valores para variaveis que
podem ser controladas (variaveis independentes), na tentativa de busca da solucéo
otima. Em muitos casos ndo € possivel avaliar todas as combinacfes provaveis de
variaveis devido ao grande numero de combina¢des possiveis. Nestes casos 0 uso de
algoritmos heuristicos de otimizacdo devem ser utilizados. Para FU (2002), a
otimizacdo deve ocorrer de maneira complementar a simulacdo, fornecendo as
variaveis de uma possivel solucdimp(its) a simulacdo, e esta, fornecendo respostas
(outputs) para a situacdo proposta, que retornam ao processo de otimizacdo, caso a

solucéo ndo seja considerada satisfatéria.
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A otimizacdo gera novos valores para as variaveis, utilizando técnicas de
otimizagdo especificas, que serdo novamente testadas pela simulacdo. Este ciclo,
representado na Figura 2.5, € repetido até sua parada, definida de acordo com o
método de otimizacdo utilizado. Quando o método de otimizacdo é baseado em
algoritmos de busca, para cada possivel solucdo € efetuada uma tentativa, ou seja, um
ciclo.

Solugdes

candidatas . ~
Simulacao de Resultados

eventos discretos

Otimizacgao <

Figura 2.5 — Otimiza¢do em simulacao
Fonte: FU (2002).

A grande limitacdo para o uso da otimizacdo em simulacdo € o numero de
variaveis, sendo seu desempenho reduzido enormemente diante de um modelo com

alto numero de variaveis a serem manipuladas pela otimizac&o.

2.8.2 Metodologia para otimizacao via simulagéo

Geralmente as metodologias de otimizagcdo em simulagao partem de um modelo
ja existente e validado. O primeiro passo € a definicdo das variaveis de deciséo, ou
seja, as variaveis que afetam a funcao objetivo do problema. Em seguida se define a
funcdo objetivo, que pode ser de maximizagdo ou minimizacdo, cujo resultado sera
avaliado pelos algoritmos de otimizac&o na busca de um valor 6timo. O passo seguinte
€ a definicdo das restricbes do problema seguido pela configuracdo de alguns
parametros, como: numero de replicacdes, precisdo e critério de parada (SILVA,
2005).
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Harrel, Ghosh e Bowden (2000) propuseram uma metodologia especifica para o

uso do SimRunner®. Segundo os autores, ap0s a construcdo e validacdo de um

modelo, sd0 necessarios alguns passos para uma otimizacdo bem sucedida. Estes

passos sao listados a seguir.

1.

Definir as varidveis que afetardo as respostas do modelo e que serdo testadas pelo
algoritmo de otimizacdo. Sao estas variaveis que terdo o valor alterado a cada
rodada de simulacao;

Definir o tipo de variavel (real ou inteira) e limites inferiores e superiores. Durante

a busca, o algoritmo de otimizacdo gera solucdes respeitando o tipo das variaveis e
seus limites. O numero de varidveis de decisdo e a gama de valores possiveis
afetam o tamanho do espaco de busca, alterando a dificuldade e o tempo
consumido para identificar a solucdo 6tima. E por isso que se recomenda que
somente as variaveis que afetem significantemente o modelo sejam usadas;

Definir a funcdo objetivo para avaliar as solugdes testadas pelo algoritmo. Na
verdade, a funcéo objetivo ja poderia ter sido estabelecida durante a fase de projeto
do estudo de simulacdo. Esta funcdo pode ser construida tendo por base pecas,
equipamentos, operarios entre outros, buscando minimizar, maximizar ou fazer uso
de ambos em diferentes variaveis, dando inclusive pesos diferentes para compor a
funcéo objetivo;

Selecionar o tamanho da populacdo do algoritmo evolutivo. O tamanho da
populacdo de solucbes usado para conduzir o estudo afeta a confiabilidade e o
tempo requerido para a conducdo da busca, assim, é necessario que haja um
equilibrio entre o tempo requerido e o resultado esperado da otimizacdo. Nesta fase
também é importante definir outros parametros como: precisao requerida, nivel de
significancia e numero de replicacoes;

Apoés a conclusdo da busca um analista deve estudar as solu¢cdes encontradas, ume
vez que, além da solucdo Otima, o algoritmo encontra varias outras solucdes
competitivas. Uma boa prética € comparar todas as solu¢gbes tendo como base a

funcao objetivo.
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Cabe ressaltar que mesmo seguindo metodologias para a execucdo da otimizagao
em simulacao alguns fatores afetam diretamente o desempenho da busca, entre eles:
precisdo do modelo, numero de variaveis, complexidade da funcdo objetivo, valores
iniciais das variaveis e seus limites (OPTQUEST FOR ARENA USER'S GUIDE,
2002).

2.9 CASOS NA LITERATURA

Zhang e Li (2004) integraram a simulacdo de eventos discretos com um
algoritmo heuristico no modelo de otimizacdo proposto. A intencdo foi otimizar a
alocacdao dos recursos disponiveis em projetos de construcao de edificacdes.

Silva (2005), em sua dissertacdo de mestrado utiliza a simulacdo para aplicar o
sistema ABC de custeio em uma linha de producédo, verificando as mudancas
encontradas nos custos para uma nova configuragao do sistema produtivo. Além disso,
utilizou a otimizagao para a reducgao de tais custos. O software de simulacgéo utilizado
foi o PROMODEL e o software de otimizagao foi o SIMRUNNER.

Cheng, Feng e Hsu (200@alizaram um trabalho de simulacéo nas operacdes de
construcdo de edificacdes. O objetivo era a otimizacdo, através dos algoritmos
genéticos, do desempenho do sistema de produtivo da construcdo, com melhor
utilizacdo compartilhada dos recursos disponiveis.

Bachelet e Yon (2007) combinaram as técnicas de otimizagédo e simulacdo com o
intuito de melhorar a solucdo alcancada através da modelagem matematica. Esta
proposta foi aplicada em um problema de roteirizacao.

Volsem, Dullaert e Van Landeghem (2007) otimizaram um procedimento de
inspecdo de um processo produtivo, para reducao de custos, através da simulacdo de
eventos discretos. A otimizacdo proposta foi realizada através de algoritmos
evolucionarios.

Yang, Fu e Yang (2007) realizam uma pesquisa direcionada para o uso de
algoritmos evolucionario como técnica de otimiza¢cdo combinada com a simulacdo. A

intencao foi a reducao do WIP (work in process).
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Torga (2007) verifica a real potencialidade do uso conjunto da simulacédo e da
otimizacdo na reducdo do numero kienbansde producdo de um sistema de
manufatura puxado. O trabalho desenvolvido mostrou-se uma boa alternativa para a

analise de dimensionamento de estoques.

2.10 CONSIDERACOES FINAIS

Este capitulo apresentou o0s principais aspectos relacionados a simulacao
computacional, principalmente quando aplicada em ambientes de manufatura, além de
destacar a utilizacdo de metodologias aplicadas em projeto de simulacao
computacional.

O maior destaque deste capitulo refere-se a simulagdo computacional combinada
a técnica de otimizac&o. Mostrou-se o crescente uso dessas duas técnicas combinadas

além de uma metodologia para otimizacao via simulagao.
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CAPITULO 03 — ALGORITMO GENETICO

3.1 CONSIDERACOES INICIAIS

Inicialmente, neste capitulo, sera mostrado como a teoria da evolucdo deu origem
aos algoritmos evolutivos e aos algoritmos genéticos, com destaque aos aspectos
principais desses algoritmos. Em seguida, sera mostrado o principio de funcionamento
dos operadores de selecdo, evidenciando sua importancia no funcionamento dos
algoritmos genéticos. Na seqléncia, serdo apresentados os operadores genéticos par
cruzamento e mutacao.

Posteriormente, serdo apresentados os fundamentos sobre os parametros dos
algoritmos genéticos, e como esses parametros interferem no resultado final do
problema. Serd dado um especial destague as divergéncias de suas configuracdes
existentes na literatura.

Sera mostrado, também, como as técnicas de adaptacdes nos algoritmos
genéticos tém sido usadas para melhorar o desempenho desses algoritmos. Por fim,
sera apresentada uma pesquisa realizada em aplicacbes atuais dos algoritmos

genéticos.

3.2 A TEORIA DA EVOLUCAO

A Teoria da Evolucao foi apresentada por Charles Darwin em seus $aloe
a Origem das Espécies por Meio da Selecdo Natysablicado em1859, eA
Descendéncia do Homem e Selecdo em Relagcdo ao Sexo, publicd8dlenonde
Darwin defendia que o homem, assim como 0S outros seres vivos, evoluiu de um
ancestral comum, através de um mecanismo de transformacgéo (TORGA, 2007).

A teoria € apoiada nos estudos que Darwin realizou a bordo doBeagbeem
sua volta ao redor do mundo nos meados do século XIX. Em seus estudos, Darwin

concluiu que nem todos o0s organismos que nascem sobrevivem e reproduzem-se. Os
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individuos com maior oportunidade de sobrevivéncia seriam aqueles com
caracteristicas mais apropriadas para enfrentar as condicdes ambientais, tendo
também, maior chance de se reproduzirem e deixar descendentes. Nessas condi¢cdes
frequéncia de um gene vantajoso aumenta gradativamente na populagdo. Contudo,
Darwin n&o conseguiu explicar adequadamente o mecanismo de origem e transmissao
dessas caracteristicas. Somente com as posteriores descobertas sobre os principio:
basicos da heranca genética e das mutacBes por Gregor J. Mendel é que estes
mecanismos foram identificados (SILVA, 2005).

A Teoria da Evolugao provocou uma grande discussao a respeito da origem e
evolucdo da vida e revolucionou todo o pensamento cientifico, religioso, filosofico,
politico e econdbmico da época, influenciando ndo s6 o futuro da biologia, botanica e

zoologia como também outros campos nas areas das Ciéncias Exatas.

3.3 ALGORITMOS EVOLUTIVOS

Algoritmos evolutivos (EA) sdo uma classe de técnicas de procura direta
baseados na teoria da evolucdo. Estes algoritmos simulam o processo de evolugao
onde o0s seres vivos se adaptam ao meio ambiente para sobreviver. Também
manipulam uma populacdo de solucdes de forma que as piores solucdes desaparecam ¢
as melhores evoluam em busca da solucdo 6tima. Técnicas de procura baseadas ness
conceito possuem grande robustez e tem sido utilizada para resolver inUmeros
problemas de grande complexidade (ZHANG e ISHIKAWA, 2004).

As teorias evolucionarias mais amplamente aceitas baseiam-se no paradigma
neo-Darwiniano (FOGEL, 1994). Tais teorias afirmam que a historia da vida pode ser
completamente descrita por processos fisicos (reproduc¢do, mutacdo, competicdo e
selecdo) que operam sobre ou entre populagdes e espécies. Os individuos e as espécie
podem ser vistos como uma combinacdo de sua programacao genética (gendétipo) e a
expressdo de seu comportamento (fenotipo), determinado pelas condigcdes ambientais,
sobre os quais estes processos fisicos agem. A evolucdo é vista como um processo que

age em busca do 6timo, pois a selecéo produz fendtipos tdo proximos do 6timo quanto
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possivel, a partir da especificacdo de um estado inicial e das restricbes ambientais
(CHEN e LIN, 2007).

Segundo Harrel, Ghosh e Bowden (2000), os algoritmos evolutivos diferem das
técnicas ndo lineares de otimizacdo em varios aspectos. As diferencas mais
significantes estdo na forma como eles conduzem a busca pela superficie de resposta
utilizando uma populacdo de solucbes ao invés de utilizar somente um valor,
permitindo a coleta de informacdes sobre a superficie de resposta de diversas formas
simultaneamente. Tal abordagem aumenta as chances de se encontrar a solugéo o6tima.

Os algoritmos evolutivos sdo divididos, de uma forma geral, nos seguintes
grupos: estratégias evolutivas e programacao evolutiva.

As estratégias evolutivaloram desenvolvidas pelos aleméaes Ingo Rechenberg e
Hans-Paul Schwefel em meados da década de 70, com o objetivo inicial de solucionar
problemas complexos, discretos e continuos, principalmente experimentais (BACK,
HAMMEL e SCHWEFEL, 1997).

Ao contrario dos algoritmos genéticos, que também empregam cruzamentos, este
método emprega apenas operadores de mutacdo. Em um esquema bem simplificado da
estratégia evolutiva, um individuo-pai gera um so filho através de aplicacdo de
mutacOes de distribuicdo Gaussiana, média zero e variancia variavel, de modo que
pequenas mutacdes ocorram mais freqientemente que mutagdes mais radicais. Sempre
que um filho “melhor” que o pai é gerado, 0 pai € substituido e 0 processo € reiniciado
(TANOMARU, 1995).

Os métodos derogramacao evolutiva (também chamados de programacao
evolucionaria) foram desenvolvidos por Lawrence J. Fogel em 1962, e foi
originalmente concebido como uma tentativa de criar inteligéncia artificial (BACK
HAMMEL e SCHWEFEL, 1997). Porém este método tem sido também usado em
problemas de otimizacdo e €, neste caso, virtualmente equivalente as estratégias
evolutivas, diferenciando-se apenas nos procedimentos de selecdo e codificacdo de
individuos.

Segundo Tanomaru (1995), na programacado evolutiva ha uma populagdo de
individuos que sao copiados na totalidade numa populacdo temporaria e sofrem

mutacOes variaveis. Um torneio estocastico € realizado para extrair a populacao
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seguinte desse grupo de individuos. Nao ha nenhuma restricdo que implique em um

tamanho de populacdo constante e ndo ha recombinacado entre os individuos.

3.4 ALGORITMOS GENETICOS

O algoritmo genético (AG) foi inicialmente proposto por Holland (1975),
inspirando-se no mecanismo da evolucdo das espécies, tendo como base os trabalho:s
de Darwin sobre a origem das espécies e a genética natural devida principalmente a
Mendel (FRAILE-ARDANUY e ZUFIRIA, 2007).

De acordo com a teoria da evolugcdo das espécies de Darwin, uma populacdo
sujeita a um ambiente qualquer, sofrera influéncias deste, de tal forma que os mais
aptos terdo probabilidade de sobreviver a este ambiente. Ja os trabalhos de Mendel
mostram como o material genético dos pais pode ser passado aos seus descendentes
Desta forma, a cada nova geracdo tem-se uma populacdo mais adaptada ao ambiente
em questao.

Em contraste com estratégias evolutivas e programacdo evolutiva, o objetivo
original de Holland (1975) nao foi criar algoritmos para solucionar problemas
especificos, mas formalizar o estudo do fenbmeno de adaptacdo como acontece na
natureza, e desenvolver métodos de adaptacdo natural para que sejam inseridos err
sistemas computacionais.

No entanto, segundo Goldbarg e Luna (2000), ao representar 0 processo
evolutivo tendo como partida o modelo de cromossomos, Holland foi capaz de
encontrar um meétodo de grande e imediata aplicacdo pratica em problemas como
maximos e minimos de funcbes matematicas, facilitando a aceitagcdo do algoritmo
genético no meio académico.

Dentre as definicdes de AG que se encontram na literatura tem-se a detCosta
al. (2007), que define o AG como um método computacional de busca baseado em
mecanismos de evolucdo natural e de genética. Em um AG, uma populacdo de
possiveis solucdes para o problema em questdo evolui de acordo com operadores

probabilisticos concebidos a partir de metaforas bioldgicas, de modo que ha uma
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tendéncia de que os individuos representem solucfes cada vez melhores a medida que
0 processo evolui.

Cabe ressaltar que, apesar de determinar o conjunto de pontos a ser percorrido de
forma aleatdria, os algoritmos genéticos ndo podem ser chamados de buscas aleatorias
nao-direcionadas, pois exploram informacfes histdricas para encontrar novos pontos
de busca onde s&o esperados bons desempenhos (CARVALHO, BRAGA e
LUDEMIR, 2003).

O AG é considerado muito eficiente na busca de solugdes oOtimas, ou quase
otimas, para uma grande variedade de problemas, pois ndo impdem tantas limitacdes
como ocorre nos métodos tradicionais (FUHNER e JUNG, 2004).

Riveraet al. (2006) afirmam que o algoritmo genético supera diversas técnicas e
ferramentas de auxilio a tomada de decisdo, tendo se tornado bastante poderoso e
eficaz em diversas aplicacfes de engenharia.

Miranda (2005) destaca que uma das vantagens do AG € permitir a simplificacao
na formulacéo e solucdo de problemas de otimizac&do, sendo assim indicados para a
solucdo de problemas complexos envolvendo um grande numero de variaveis e,
consequentemente, espacos de solucdes de dimensdes elevadas.

Tanomaru (1995) classificou o AG como meétodo probabilistico de busca e
otimizacdo, sendo mais eficiente que algoritmos aleatérios devido a combinacdo de
métodos de buscas diretas e estocasticas, tornando-os suficientemente complexos pare
fornecer mecanismos de busca mais poderosos e robustos em relagdo aos ja existentes

Segundo Goldbarg, Goldbarg e Medeiros Neto (2004), o AG difere dos métodos
tradicionais pelas seguintes caracteristicas:

» Opera sobre uma populacéo de pontos e ndo sobre um ponto isolado;

 Opera em um espaco de solucbes codificadas e ndo em um espaco de busca
diretamente;

* Necessita somente de informacéo sobre o valor de uma funcéo objetivo para
cada membro da populacdo sem qualquer outro tipo de conhecimento;

« Usam-se transicOes probabilisticas e ndo regras deterministicas.
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3.4.1 Componentes Béasicos dos Algoritmos Genéticos

O AG adota uma terminologia original usada na teoria da evolucédo natural e da
genética, onde um individuo de uma populacdo pode ser formado por um ou mais
cromossomos. Pode se utilizar o termo individuo ou cromossomo indistintamente para
0 caso de um individuo ser representado por um unico cromossomo. O cromossomo
pode ser denominado d&ing e, em geral, implementados como vetores, onde cada
elemento do vetor € conhecido como gene, conforme mostra a Figura 3.1. Os possiveis
valores que cada gene pode assumir é denominado de alelo, possuindo um local fixo
no cromossomo denominado de lécus. Genes e alelos em conjunto formam entédo o

genaotipo, com suas caracteristicas tratadas de fenotipo.

0 1 1 0 0 1

v v

el Alelo

Figura 3.1 - Exemplo de codificagdo de cromossomo

A relacdo entre a terminologia dos algoritmos genéticos e a biologia, segundo

Barboza (2005), aparece resumida na Tabela 3.1.

Tabela 3.1 — Rela¢éo da terminologia do AG com a biologia
Fonte: (Barboza, 2005)

Biologia Algoritmo Genético
Cromossomo Individuo (tring)
Gene Bit
Alelo Valor do Bit
Locus Posicdo de um bit especifico no individuo
Gendtipo Individuo candidato a solugéo — x
Fendtipo Valor da funcéo para um dado individuo — f(x)

Em uma aplicacdo de AG o primeiro passo consiste em representar uma possivel

solugdo em um espaco de busca como uma sequéncia de simbolos (cromossomo),
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gerados a partir de um alfabeto finito, que no caso mais simples usa-se o alfabeto
binario {0,1}. A representacdo desse alfabeto varia dependendo do problema em
guestao.

Um fluxograma genérico capaz de englobar a maioria dos Algoritmos

Genéticos existentes € apresentado na Figura 3.2.

[ Inicio ]

'

Gerar
populacio

y

Awvaliar os
individuos

sim

Critério de
parada ok?

Apresentar
resultados

Selecionar individuos
para reproducio

J’ [ Fim

Aplicar operadores de
cruzamento e mutacao

Figura 3.2 — AG genérico (fluxograma)

No AG trabalha-se com um conjunto de individuos denominado de populacéo,
onde cada elemento desta populacédo € candidato a solucdo do problema. A funcéo a

ser otimizada representara o ambiente onde a populacao inicial se insere, e espera-se
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que através de mecanismos da evolucdo das espécies e da genética natural, individuo:s
mais adaptados tenham maior probabilidade de se reproduzirem, assim uma nova
geracdo mais adaptada ao ambiente se formara. A préxima geracao serd uma evolucac
da anterior e, para que isso ocorra, 0s individuos mais adaptados deverdo possuir uma
maior probabilidade de serem selecionados para darem origem a nova geracao, nao
descartando que alguns individuos pouco adaptados podem ser selecionados.

Esse mecanismo que faz a escolha seletiva dos individuos é denominado de
selecdo, e 0 proximo passo apos a selecdo é aplicar os operadores genéticos sobre o
gendtipos dos individuos selecionados produzindo novos individuos, também
denominados de mecanismos de busca (SUMMANW&Ral., 2002). Dentre os
mecanismos mais comuns empregados sdo O cruzamento ou recombinacdo e a
mutacdo. Se as operacdes de selecado, recombinacdo e mutacao forem bem realizadas

espera-se que a nova geracao seja em media, melhor do que a Ihe deu origem.

3.4.2 Estrutura dos Algoritmos Genéticos

Existem inimeras estruturas de AG. O que se distingue uma estrutura da outra
sdo as variacbes que ocorrem com relacdo aos procedimentos e operadores
empregados (CASTRO, 2001). Ha dois tipos de AG que podem ser citados, o
geracional e o de estado estacionario, os quais diferem em relagdo a maneira como 0s
individuos criados séo inseridos na populacgao.

Em uma estrutura ggacional toda geracdo anterior (pais) € inteiramente
substituida pela outra (filhos), ndo existindo convivéncia, ocorrendo desta forma uma
perda dos bons individuos envolvidos nos processo. Por este motivo, especialmente
em problemas de otimizacdo, um meétodo freqlentemente empregado € o0 que
chamamos de elitismo, onde os melhores individuos de uma geracéo sdo preservados €
repassados a geracao seguinte.

Ja em uma estrutura dstado estacionario apenas um individuo € criado de cada
vez, e depois de sua avaliacao, este sera ou nao inserido na populacdo, em substituiGac
a algum outro elemento, como por exemplo, em substituicdo a aquele elemento que

tiver menor valor de aptiddo. Em geral, nesse tipo de estrutura, costuma-se ordenar 0s
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elemento que compdem a populacédo pelo valor da aptidéo, para facilitar a substituicdo

do pior elemento.

3.4.3 Gerac0Oes da Populacao Inicial

Como ja dito, os algoritmos genéticos manipulam um conjunto de caracteres dos
cromossomos (individuo). Desta forma, deve-se especificar muito bem a codificacédo
desse cromossomo, para que este represente de forma correta elementos do espaco o
busca do problema. Na maioria das aplicacbes a populacdo inicial é gerada
aleatoriamente ou através de algum processo heuristico que evite individuos
infactiveis.

Reeves (1995) relata que ao direcionar a populacdo inicial com o auxilio de
alguma heuristica, de modo a obter individuos de boa qualidade, o AG pode entdo
chegar a solucbes melhores mais rapidamente comparado ao processo de geracac
aleatdria dos cromossomos. Por outro lado, pode ocorrer um processo de convergéncia
prematura, o que ndo é conveniente para a resolu¢cdo do problema. E importante
lembrar que a populacao inicial deve cobrir a maior parte do espaco de busca da
solucdo.

Cabe ressaltar que o tamanho da populacgéo inicial € considerado um dos quatro
parametros existentes no algoritmo genético, juntamente com a quantidade maxima de
geracdes, a taxa de cruzamento e a taxa de mutacdo. Estes parametros serdo mai

detalhados no item 3.7 deste capitulo.

3.4.4 Relacéao entre tamanho do individuo e tamanho da populacéo

Um individuo da populacdo é a representacdo, de uma possivel solucdo, em
forma de uma seqiéncia de simbolos, que no caso desta tese de doutorado, usou-se
alfabeto binario {0,1}. O tamanho da populacdo é representado pelo conjunto de
individuos.

A relacdo entre tamanho da populacdo e o tamanho do individuo de uma

populacéo é representada na Figura 3.3.
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Tamanho do individuo

A
' ™

" 0010011101010111000... 11001010 (Individuo 01)
1010110010101111011... 01100110 (individuo 02)

Ta”;a”ho 0100100100100100010... 01100101  (ndividuo 03)
a
populagéo 1101010101010001010... 01110110 (Individuo 04)

\_ 1010100100111010101... 10101100  (individuo n)

Figura 3.3 — Relagéo entre tamanho da populagdo e tamanho do individuo

Davis (1991) afirma que o tamanho do individuo pode ser representado, nos
algoritmos genéticos, através da quantidadbitde Desta forma, um individuo com 5
bits de tamanho poderia assuntir & seja, 32 valores diferentes. A Figura 3.4 mostra

as possibilidades de valores para um individuo com Sbitsmanho.

Individuo Valores que cada
com 5 bits individuo pode assumir
00000 =0
00001 =1
00010 =2
00011 =3
00100 =4
171111 = 31

Figura 3.4 — Possibilidade de valores para um individuolits 5

Segundo Linden (2006), deve-se escolher a quantidadetsl@ecessaria para o
tamanho do individuo com base na variacéo entre seus limites inferiores e superiores e
na precisao desejada. A Equacao 3.1, retirada de Mitchell (1996), mostra a relacao
entre estes fatores.

sup —inf,

1 CED

Pecisao=
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Sendo:
k — nimero de bits do cromossomo;

[inf;, sup] — limites inferior e superior da faixa de operacéo (variacao).

Por exemplo, para uma variacao de [-100, 100] e uma precisdo de 0,0001, a

quantidade de bits necesséaria para o individuo sera:

100-(-100)

0p001=—% — k= 2093= k=21 (3.2)

Ou seja, para as condicOes estabelecidas anteriormente, serdo necesbisos 21
para o tamanho do individuo.

Adicionalmente, Linden (2006) estabelece que para a representacao de mais de
um numero dentro do mesmo individuo, coloca-se estes numeros lado a lado, como
uma concatenacao de textos. Assim, 0s primeifdsit& representam x os k bits
seguintes representarm & assim por diante. E normal que=kk, = ... = k,, mas é
possivéque as necessidades de precisao para cada numero sejam diferentes, o que faz

com gque esta igualdade ndo seja obrigatoria.
3.4.5 Funcao Aptidéo e Avaliacdo da Populacéo

O grau de aptidado do individuo € conhecido como aptidddrnass, e é obtida
através de uma funcéo a ser otimizada ao avaliar o cromossomo (individuo), ou seja, a
aptiddo é um valor obtido com a aplicacdo desta funcdo, que pode ser conhecido
através da quantificacdo da aptiddo do individuo. Se o objetivo for maximizar, a
aptidao é diretamente proporcional ao valor da fungéo, caso for minimizar, a aptidao é
inversamente proporcional ao valor da fungéo, este ultimo ndo é bem aceito por alguns
pesquisadores biologicos, pois os individuos mais aptos € que devem ter maiores
chances de sobreviver (SILVA e BISCAIA JR, 2003).

Segundo Koza, Keane e Streeter (2003), a funcdo de avaliacdo deve refletir os

objetivos a serem alcancados na resolucdo de um problema e é derivada diretamente
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das condicdes impostas por esse problema. Por exemplo, se um engenheiro tem um
problema que consiste em criar um circuito que tenha um desempenho 1000 vezes
melhor que um circuito padrao, a funcao de avaliacdo deve avaliar quao perto deste
fator o circuito criado chegou. Assim, um circuito que maximize o desempenho em
990 vezes € melhor que um circuito que atinja um desempenho em 980.

Quanto maior for o valor da aptiddo, maiores serdo as chances do individuo
sobreviver mo ambiente e reproduzir-se, passando seu material genético para futuras
geracgoes.

Segundo Falcéo e Borges (2001), nos problemas de otimizacdo sem restrigcdes, 0
valor da aptidao do individuo pode corresponder ao valor da funcao objetivo, diferente
dos problemas com restricbes, onde uma abordagem comum seria a utilizacdo da
funcao aptidao associada a uma funcao de penalidade.

A avaliacdo da populacédo € processada ap0s cada aplicacdo dos operadores de
selecdo, recombinacdo e mutacao, determinando o grau de adaptacdo da populacac
atual para analise da convergéncia ou continuidade do processo. Quando o grau de
adaptacao for aceitavel, o melhor individuo desta populacdo provavelmente sera a
solucéo desejada. Este grau de adaptacao pode ser obtido pela diferenca entre a aptidas
do primeiro e a do ultimo elemento da lista de cromossomos.

A definicdo desta lista de cromossomos, esta intimamente ligada ao
conhecimento do problema (LINDEN, 2006).

3.4.6 Representacdo ndo binaria do cromossomo

A representacao binaria para cromossomos € historicamente importante, uma vez
que foi utilizado nos trabalhos pioneiros de Holland (1975). E a representacio
tradicional, sendo facil de utilizar e manipular, como também €& simples de analisar
teoricamente. Contudo, se um problema tem parametros continuos e o usuario quer
trabalhar com boa precisdo numérica, ele precisard armazenar Cromossomos
relativamente longos na memoria.

Herrera, Lozano e Verdegay (1998) chamam a atencéo trés situacdoes onde a

representacao binaria ndo é a mais adequada:
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* Quando se utilizam multiplas dimensdes de varidveis continuas, especialmente
guando uma grande precisao € necessaria;

 Quando existe um numero finito de estados distintos para um parametro que
nao € multiplo de dois;

* Os operadores de cruzamento e mutacao binarios operam em nivel local, por
isto tém dificuldades em lidar com cromossomos em que valores ndo podem ser

repetidos, como por exemplo, aqueles que representam listas de valores.

Quando ha muitos parametros, obtém-se longas cadeias de bits que podem fazer
o algoritmo convergir vagarosamente. Além disso, ndo existe uniformidade nos
operadores. Por exemplo, mutacdo nos primeiros bits do gene afeta mais a aptidao que
mutacao nos ultimos bits do gene.

3.5 OPERADORES DE SELECAO

O operador denominado de selecao é considerado um operador Darwiniano, pois
é inspirado nas teorias de Darwin (1859). Segundo Back, Fogel e Michalewicz (2000),
o operador de selecdo € usado para direcionar o processo para melhores regides nc
espaco de busca, sendo que sua principal funcdo € selecionar individuos melhores
adaptados ao ambiente para a reproducdo. Alguns operadores de selecdo séo

apresentados a seguir.

3.5.1 Roleta simples ou sele¢ao proporcional

Este método foi proposto inicialmente por Holland (1975), e até hoje € um dos
mais usados. Esta técnica considera que a probabilidade de um individuo da populacéo
vir a ser selecionado é proporcional a sua aptidao relativa. Uma vez definida a forma
de quantificacdo da probabilidade de sobrevivéncia de cada individuo da populacgéo,

aplica-se o “método da roleta”, que nada mais é do que a forma como cada individuo &
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representado proporcionalmente a seu valor de aptiddo. Assim individuos com alta
aptiddao recebem uma por¢cdo maior na roleta, enquanto que os de baixa aptidédo
recebem uma porcdo menor na roleta. O sorteio da roleta é efetuesdes, para
escolher os individuos que faréo parte da populagcéo na proxima geracao.

O método da roleta tem a desvantagem de possuir uma alta variancia, podendo
levar sorteios de um mesmo cromossomo que possui alto valor de aptiddo, o que faz
diminuir a diversidade da populacdo. Esta falha pode ocasionar uma convergéncia
prematura do algoritmo para uma solucao local, por outro lado, quando a evolucédo esta

avancada, observa-se uma estagnacéao do algoritmo (BARBOZA, 2005).

3.5.2 Roleta ponderada ou selecao por ordenacéao

Esta técnica apresenta os individuos ordenados conforme desempenho. Contudo,
a distancia entre os individuos proximos € reduzida, ou seja, a pressao seletiva é
atenuada. Cada individuo recebe uma nota, sendo que o pior recebe nota “1” e o
melhor recebe uma nota no valor do tamanho da populacao (distancia “1” entre cada
individuo vizinho), portanto o primeiro em aptiddo tem a maior probabilidade de ser

selecionado, visto que agora a presséao seletiva € atenuada (BARBOZA, 2005).

3.5.3 Selecao elitista

Este tipo de selecdo é geralmente acoplado a outros métodos de selecéao, no qual
consiste em copiar ou reproduzir os individuos melhores adaptados de uma populacéo
atual para futuras geracoes, garantindo que estes cromossomos nao sejam destruido:
nas etapas de recombinacao e mutacao.

O método elitista tem como principal vantagem garantir a convergéncia, de tal
forma que se o0 melhor resultado da busca for alcancado, o AG deve convergir para tal
solucédo, e tem como desvantagem, a possibilidade de forcar a busca, pela presenca de
mais de uma copia do melhor individuo em direcdo a algum bom resultado, mas que
tenha sido descoberto antes do melhor resultado, embora normalmente o AG consiga

escapar de tais armadilhas. O que poderia ser feito € armazenar temporariamente o
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melhor resultado encontrado durante a evolucéo, para que no final, este seja designado
como o melhor individuo encontrado, mesmo que ndo esteja presente na ultima
geracao do processo (BARBOZA, 2005).

3.5.4 Selecao por Torneio

O método do torneio, como o préprio nome diz, consiste em selecionar uma série
de individuos da populacdo e fazer com que eles entrem em competicdo direta pelo
direito de ser pai, usando como arma a sua avaliacdo (LINDEN, 2006).

Nesta forma de selecdo, a competicdo ndo ocorre entre todos os individuos da
populacdo, mas em um subconjunto desta populacéo. A idéia consiste em eséolher-se
individuos da populacao, extrair o melhor individuo deste grupo para uma populacéo
intermediaria. Este procedimento é repetido até que a populacéo intermediaria tenha o

mesmo numero de individuos da populacao da geracao anterior (BARBOZA, 2005).

3.6 OPERADORES GENETICOS

Os operadores genéticos sdo mecanismos de busca designados para a
manipulacdo dos individuos que foram selecionados de uma geracao anterior, COmo 0
objetivo de obter os individuos mais adaptados ao ambiente. Estes operadores sdo

basicamente de dois tipos, o de recombinac@s$over) e mutacao.

3.6.1 Recombinacéo

A recombinacédo, também conhecida como cruzamento ou do angEsover,
o operador responsavel pela propagacdo das caracteristicas dos individuos mais
adaptados de uma populacao (pais), através de um método de troca de segmentos de
informacdes entre eles, dando origem a novos individuos. Existem varios métodos de
recombinacgdo, e eles diferem entre si, pela escolha do I6cus do cromossomo a ser

trocado entre 0s cromossomos pais, e pela maneira com sera feita essa troca. A seguit
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sao listados os tipos mais comuns de recombinac&o encontrados na literatura.

3.6.1.1 Cruzamento Uniforme

Esta recombinacédo consiste no emparelhamento de dois cromossomos pais, no
qual cada l6cus do cromossomo tem 50% de chance de ser trocado (LINDEN, 2006).
Observa-se o exemplo da Figura 3.5, onde um determinado cromossomo que possui 8

|6cus, sofre um cruzamento no primeiro, quarto e quito locus.

Pontos de cruzamento
uniforme

, vy . v

oo fafufofa]s] [ofslsfofofufu]s]

[ofoofofofofo]o] [1lofofafufofo]o]

Pais Filhos
Figura 3.5 — Exemplo de Cruzamento Uniforme

3.6.1.2 Cuzamento de um Ponto

Nesta recombinacdo um ponto de corte € escolhido aleatoriamente, e a partir
deste ponto as informacgdes do codigo genético dos pais seréo trocados. Os filhos serédo
gerados de acordo com as informacdes anteriores a este ponto de um dos pais, e
completados com as informagdes posteriores a este ponto do outro pai (BARBOZA,
2005). A Figura 3.6 mostra um exemplo de funcionamento do cruzamento de um

ponto.

Ponto de corte

. ;

(il fofafafafu]s] [t]r]ofofofofo]o]

[olofoJofofofo]o] [ofofafufafefa]a]

Pais Filhos

Figura 3.6 — Exemplo de um Cruzamento de um Ponto
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3.6.1.3 Cruzamento de dois Pontos

Agora dois pontos sao escolhidos aleatoriamente, e a partir desses pontos, as
informacdes dos pais serdo trocadas. Todos 0s materiais genéticos dos pais existentes
limitados pelos pontos serdo trocados entre eles, e o0 restante do material genético
permanecera inalterado (LINDEN, 2006). A Figura 3.7 mostra um exemplo de

funcionamento do cruzamento de dois pontos.

Pontos de corte

v | ' y

e fefafefofefo] [afrfofofofufu]u]

[ofofofofofoo]o] [ofo Fafafufofo]o]

Pais Filhos
Figura 3.7 — Exemplo de um Cruzamento de dois Pontos

3.6.1.4 Cuzamento Baseado em Maioria

A operacao basica dessa recombinacdo consiste em sone# e fazer com
que cada posicalodo filho seja igual ao valor da maioria dos pais selecionados. Este
tipo de recombinacdo ndo € muito utilizada, pois tem a tendéncia de fazer com que a
convergéncia genética ocorra rapidamente (LINDEN, 2006). A Figura 3.8 mostra um

exemplo de funcionamento do cruzamento baseado em maioria.

(tfofa]r]

ENERERE I s S EU T NN

oo o]

Pais Filho Gerado
Figura 3.8 — Exemplo de um Position Based Crossover

No exemplo mostrado na Figura 3.8 foram selecionados trés pais, e cada vez que

um gene é igual em pelo menos dois individuos, este € passado para o filho.
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3.6.2 Mutacéo

Goldberg (1989) afirma que, no AG, o operador de mutacdo, executa um papel
secundario, porém muito importante, possibilitando a restauracdo da diversidade do
cbdigo genético que foi eventualmente perdida durante a evolucéo.

O operador de mutacdo equivale a uma busca aleatéria. Basicamente, ele
seleciona uma posi¢cdo e muda o valor do gene aleatoriamente para um outro gene de
um outro alelo possivel. Desta forma novos elementos podem ser inseridos na
populacdo, sendo entdo conhecido como o operador genético mais simples de ser
implementado.

E importante que esse operador seja implementado, para que ocorra a introduc&o
e manutencdo da diversidade genética na populacédo, possibilitando a recuperacdo de
algum codigo genético que tenha sido perdido apOs sucessivas recombinagdes
(BARBOZA, 2005).

A seguir sdo apresentados alguns mecanismos de alteracdo genética que receben

0 nome de mutacao.

3.6.2.1 Mutacé&o Binaria Simples

Neste tipo de mutacdo tém-se posicdes do cromossomo sao sorteadas e 0s genes
correspondentes sao invertido, ou seja, se o valor do gene for “1”, entdo muda-se este
valor para “0”, e vice-versa (MITCHELL, 1996).

A Figura 3.9 mostra o funcionamento deste operador de mutacao.

Pontos de Mutag@o

' | ' '

[ofufrfoofofufn] [olsfoofofurfa]a]

Pai1 Filho
Figura 3.9 — Exemplo de Mutac¢&o Binaria Simples
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3.6.2.2 Mutacé&o por Troc&\ap)

Neste tipo de mutacdo ocorre uma troca aleatéria de posicdes entre dois genes

(SOUZA, 2004). A Figura 3.10 mostra o funcionamento deste operador de mutacéo.

|

i [a]s]c[o]e]r]c w]1]7]

Pontos de Mutagéo

Fiho [ |5 |1 [0z ]ra]a]c]7]

Figura 3.10 — Exemplo de Mutag&o por Troca

3.7 PARAMETROS DOS ALGORITMOS GENETICOS

Além da escolha do método de codificacdo do cromossomo, do tipo de funcéo de
aptiddo, do meétodo de geracdo da populacdo, dos operadores de selecdo, dos
operadores de cruzamento e dos operadores de mutacdo, existem quatro parametros
gue podem ser escolhidos pra melhorar o desempenho do algoritmo genético. Estes
parametros sdo: tamanho da populacdo, nimero de geracdes, taxa de cruzamento e
taxa de mutacao.

Ha na literatura uma grande discussdo sobre a determinacdo dos parametros dos
algoritmos genéticos. Como exemplo, pode-se citar Cunha e Pinto (2001), que
afirmam que néo existem parametros Otimos para 0s operadores genéticos. Eles séo
especificados para cada problema, ndo podendo ser adotado de forma genérica, uma
vez que comprometem o desempenho global do algoritmo. Semelhantemente, NuUnez-
Letamendia (2007) afirma que n&o existe na literatura um consenso a respeito das
definicbes dos parametros dos algoritmos genéticos.

Em um trabalho publicado recentemente Khadik al. (2007) mostram a
importancia na definicdo dos parametros dos algoritmos genéticos, concluindo que a
escolha desses parametros ndo deve ser feita a esmo, pois variagdes na definicac
desses parametros podem prejudicar o resultado final.

Conhecer o problema que estd sendo tratado é importante, pois cada parametro
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influéncia diretamente no desempenho do AG. Infelizmente, ndo ha regras, que

definem sobre a escolha desses parametros.

3.7.1 Tamanho da Populacéao

Georgy e Basily (2008) afirmam que a determinagcdo correta do tamanho da
populacdo necessario para a resolucdo do problema em andlise € um processo de
tentativa e erro baseado na experiéncia do pesquisador em outros problemas de
otimizacao.

De fato, diversos autores divergem quanto a escolha do tamanho da populacgao.
Goldberg (1989) relata que para populagcdes em problemas usando cromossomos
binarios de comprimentip o tamanho 6timo deveria ser uma funcédo exponencihl de

dada pela Equacéo 3.3.

Tamanhalapopulacic 16502 %™ (3.3)
Sendo:

k — nimero de bits do cromossomo (tamanho do individuo);

Ja Tanomaru (1995) afirma que na pratica, populacdes entre 50 a 200
cromossomos resolvem a maior parte dos problemas, e que populacdes maiores podem
ser necessarias em problemas mais complexos. Em problemas onde a avaliacédo de un
cromossomo é extremamente lenta, € mais conveniente o uso de populagdes menores.

Experimentos realizados por Michel (1996) indicam que o melhor tamanho de
uma populacédo esta entre 50 e 100 individuos. O autor afirma que esta é a faixa mais
comum usada em aplicacdes de AG.

Lobo e Goldeberg (2004) utilizaram em seus experimentos um tamanho de
populacédo igual 100, assim como Nufiez-Letamendia (2007), Al-Aomar e Al-Okaily
(2006) e Zhang e Ishikawa (2004). Ja Hwang e He (2006) trabalharam com 40
individuos em sua populacédo, enquanto que Myers e Handcock (1997) utilizaram 30 e
Kamei e Ishikawa (2004, 2007) utilizaram 75.

Rees e Koehler (2006) realizaram diversos experimentos variando o tamanho da
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populacdo dentro de uma faixa de valores entre 20 e 50. Khaik (2007) também
trabalharam com uma faixa de valores entre 50 e 80 para o tamanho da populacédo. Ja
Azadeh e Tarverdian (2007) trabalharam com um faixa entre 50 e 100. Cheng e Chang

(2007) utilizaram valores entre 20 e 40 para o tamanho da populacéo.

3.7.2 Numero de Geracdes

O numero de geracfes varia de acordo com a complexidade do problema em
guestéo e deve ser determinado experimentalmente. Como o AG resolve problemas de
otimizacdo, o ideal seria que o algoritmo terminasse assim que o ponto 6timo fosse
encontrado (YUN e GEN, 2003).

Na pratica, na maioria das aplicacdes, ndo se pode afirmar com certeza, que um
dado ponto 6timo encontrado seja considerado um o6timo global. Desta forma algum
critério deve ser adotado, para o término do processamento do algoritmo.
Normalmente, usa-se o critério do niumero maximo de gerac¢des ou tempo limite de
processamento para 0 encerramento do processo.

Outro critério que pode ser utilizado € o de estagnacdo, onde o0 processo é
encerrado quando ndo se observa melhoria na populacdo apoOs varias geracoes
consecutivas. Neste caso, pode ser feita a andlise da convergéncia através de varios
fatores como: valores maximo, minimo, médio, desvio padréo e outros.

Diversos autores também divergem quanto a escolha do numero de geracdes
ideal. Goldberg (1989) considera o desvio padrdao dos valores de aptiddo dos
individuos como sendo um dos fatores mais interessantes. Assim, tem-se uma
comparacdo do desempenho da geragao atual com a anterior, e se 0 desvio padrao fol
igual ou menor que o estabelecido como aproximacao aceitavel, o processo entao é
encerrado. Neste caso o numero de geracdes ndo é fornecido no inicio do processo, e ¢
conhecido somente quando o critério de parada for aceito.

Ja Hwang e He (2006) definem um numero de geracdes igual a 600, enquanto
que Nuiez-Letamendia (2007) definem esse valor em 25, Zhang e Ishikawa (2004)
utilizaram 10 geragOes e Kamei e Ishikawa (2004) trabalham com 100.

Khalik et al. (2007) realizam diversos experimentos variando o namero de
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geracOes dentro de uma faixa de valores entre 100 e 300.

De forma um pouco diferente, Al-Aomar e Al-Okaily (2006) trabalham com dois
critérios. Inicialmente os autores definem um méaximo de 1000 geracdes, entretanto o
algoritmo é encerrado a qualquer momento quando percebe-se que ndo ha melhorias

de uma geracéao para a outra.

3.7.3 Taxa de Cruzamento

A taxa de cruzamento determina se serd feito o cruzamento entre dois
cromossomos de uma certa populacéo. Isto €, gera-se um namero aleatério entre 0 e 1,
e se esse valor sorteado for menor que a taxa, 0 cruzamento entre estes cromossomos
realizado.

Pode-se observar experimentalmente que quanto maior for essa taxa, mais
rapidamente novos individuos serdo introduzidos na populacdo, mas se esta taxa for
muito alta, a maior parte da populacdo serd substituida, e pode ocorrer perda de
estruturas de boa aptiddo, jA com um valor muito baixo, o algoritmo pode se tornar
muito lento.

Barboza (2005) afirma que normalmente sdo encontrados valores entre 0,6 e 0,65
para a taxa de cruzamento.

Entretanto, Tanomaru (1995) relata que em relacéo a taxa de cruzamento, estudos
empiricos tém mostrado que bons resultados geralmente sdo obtidos com valores
maiores que 0,7. J& Mitchell (1996) sugere uma taxa de 0,6, assim como Leboreiro e
Acevedo (2002, 2004).

Lobo e Goldberg (2004) utilizaram em seus experimentos um valor de 0,7 para a
taxa de cruzamento, assim como Hwang e He (2006). Ja Nuiez-Letamendia (2007)
definiram esse valor em 0,95, assim como Grefenstette (1986).

Todoroki e Ishikawa (2004) trabalharam com um valor igual a 0,8, enquanto
Zhang e Ishikawa (2004) utilizaram 0.75.

Myers e Handcock (1997) realizaram diversos experimentos variando a taxa de
cruzamento entre os valores 0,6 e 0.9. Ja Rees e Koehler (2006) variaram essa taxa

entre 0,1 e 0,9, enquanto que Al-Aomar e Al-Okaily (2006) utilizaram valores entre
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0,6 el.
Azadeh e Tarverdian (2007) também trabalharam com faixas de valores para a
taxa de cruzamento, variando-as entre 0,2 e 0,8. Ja Cheng e Chang (2007) utilizaram

valores entre 0,4 e 0,8.

3.7.4 Taxa de Mutacao

Esta taxa determina se 0s genes dos cromossomos sofrerdo mutacao ou néo. Isto
€, gera-se um numero aleatério entre 0 e 1 para cada um dos genes dos cromossomos
compara-se com a taxa de mutacao. Caso esse valor seja menor que a taxa, realiza-se
mutacao.

Em relacéo aos valores da taxa de mutacéo, pode-se observar que para uma taxa
de mutacdo muito baixa, pode acontecer que a busca fique estagnada em um valor, ou
seja, um 6timo local. Em contra partida, com uma taxa muito alta, a busca torna-se
essencialmente aleatoria.

Segundo Barboza (2005), os valores encontrados para taxa de mutacao,
geralmente ficam em torno de 0,001 a 0,05.

Tanomaru (1995) sugere para taxa de mutacdo, valores menores que 0,01, ja
Mitchell (1996) sugere que a taxa seja de 0,001.

Lobo e Goldberg (2004) utilizaram em seus experimentos um valor de 0,01 para
a taxa de mutacao, assim como Hwang e He (2006) e Nufiez-Letamendia (2007). Ja
Myers e Handcock (1997) definem a taxa de mutacdo em 0,02, enquanto Zhang e
Ishikawa (2004) utilizam o valor 0,1.

Rees e Koehler (2006) variaram a taxa de mutacédo entre os valores 0,001 e 0,1.
Ja Al-Aomar e Al-Okaily (2006) variam essa taxa entre os valores 0,001 e 0,05,
enquanto Azadeh e Tarverdian (2007) utilizam valores entre 0,01 e 0,05. Leboreiro e
Acevedo (2002, 2004) por sua vez trabalham com valores entre 0,005 e 0,01.

Um valor encontrado para taxa de mutacdo, bastante incomum quando
comparado com os demais, foi no trabalho de Todoroki e Ishikawa (2004). Neste

trabalho os autores definem essa taxa em 0,8.
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3.8 TECNICAS DE ADAPTACAO NOS PARAMETROS DOS AG

Linden (2006) afirma que as técnicas de adaptacdo nos parametros dos
algoritmos genéticos consistem em efetuar algum tipo de mudanca nestes parametros
de acordo com o progresso do algoritmo.

Segundo Hinterding, Michalewicz e Eiben (1997), as técnicas de adaptacéo
consistem em efetuar mudancas nos valores dos parametros através de alguma regre
deterministica, que modifica os parametros a cada geracdo. Por exemplo, aumentar o
tamanho da populacdo em 25% a cada geracéo decorrida.

Técnicas de adaptacdo nos parametros do algoritmo genético tém sido utilizadas
por diversos autores na intencdo de melhorar o desempenho destes algoritmos. De fato,
Herrera e Lozano (2000) utilizaram diferentes combinagcdes de parametros para cada
geracao que o algoritmo genético executa.

Tongchim e Chongstitvatana (2002) fazem ajustes no parametro tamanho da
populacdo conforme o desempenho do algoritmo observado na geracéo anterior. Esses
ajustes sao realizados a cada 5 geragdes. De forma semelhante, Hwang e He (2006)
fazem modificacdes nos operadores de cruzamento e mutacdo do algoritmo genético,
ao longo das gerac0es, de tal forma a melhorar a convergéncia para o 6timo global.

Recentemente, Yu, Zhu e Diao (2008) adaptaram cada individuo da populacédo do
algoritmo para trabalhar com partes binarias e reais simultaneamente. Isto reduziu o
tamanho necessario de cada individuo da populacgao.

Ja Togan e Daloglu (2008) criaram uma nova estratégia para a formacdo da
populacéo inicial do algoritmo genético. Esta estratégia consiste em criar ajustes nos
individuos da populacdo com a intencdo de escapar dos 6timos locais e direcionar
estes individuos para o 6timo global. Os autores afirmam que comecar com individuos
especificos, ao invés de utilizar a aleatoriedade para a formacdo da populagéo inicial,
faz com que o algoritmo atinja o resultado de forma mais rapida.

Outros tipos de adaptacdes em algoritmo genético, ndo apenas nos parametros,
tém sido propostas ao longo do tempo. Por exemplo, propostas de adaptacdo na funcao
de aptiddo, nos tipos de operadores de cruzamento, nos tipos de operadores de

mutacdo e na forma como o algoritmo genético faz sua evolucdo (COELLO, 2000;
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NANAKORN e MEESOMKLIN, 2001; BARBOSA e LEMONGE, 2003; TOGAN e
DALOGLU, 2006; RAHAMI, KAVEH e GHOLIPOUR, 2008; MA e ZHANG, 2008).

3.9 APLICACOES DOS ALGORITMOS GENETICOS

Desde os conceitos béasicos definidos por Holland (1975), inUmeras aplicacfes
tém sido desenvolvidas em varias areas de pesquisas, obtendo resultados satisfatorios
No geral o AG, tem sido utilizado na solucdo de problemas de otimizacéao,
principalmente pela sua versatilidade na obtencéo de boas solugdes.

Pode-se citar o trabalho de Hwang e He (2006) que utilizaram AG em conjunto
com recozimento simulado (simulated annealing) em problemas de engenharia.

Poojari e Varghese (2008) combinaram algoritmos genéticos com simulacao de
Monte Carlo. Foi totalmente implementado na linguagem C++ e a intengao dos autores
era a resolucdo de problemas néo lineares e de natureza ndo convexa. Fizeram o teste
em sete problemas.

Dedieu et al. (2003) desenvolveram uma metodologia capaz de resolver
problemas com mais de uma funcédo objetivo. O algoritmo foi aplicado no projeto e
reestruturacéo de instalacdes de manufatura.

Pendharkar (2007¢lesenvolveu em seu trabalho um algoritmo genética pa
resolucdo de problemas de programacdo da producédo. Utilizou, também, algumas
técnicas de simulacéo para atingir os resultados desejados.

Akhtar e Lin-shu (2007) melhoram a convergéncia do algoritmo genético
introduzindo uma populacéo inicial baseada na técnica de projeto de experimentos. O
objetivo do trabalho era melhorar o sistema de propulsdo de foguetes através do
aperfeicoamento da massa de combustivel.

James, Barkhi e Johnson (2006) desenvolveram um algoritmo genético para
manipular fungbes objetivos com diversas restricdes. Acrescentaram certas
caracteristicas de programacao nesses algoritmos que permitiram com que o algoritmo
tirasse proveito de computadores com varios processadores.

Roy (2006) combinou algoritmo genético com |odieazypara uma aplicacao
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em sistemas especialistas. O objetivo era garantir uma superficie de ultra-precisdo em
diamantes. O sistema desenvolvido fornecia informagdes tais como: parametros de
corte, velocidade do eixo e profundidade do corte.

Yun e Gen (2003) também inseriram conceitos sobre |dgazy em algoritmos
genéticos. Os autores afirmaram que ocorreram melhorias no desempenho do
algoritmo.

Barboza (2005) cita como exemplos de aplicactes do AG:

* Problemas de otimizacdo complexos: problemas com muitas variaveis e espacos
de solucdes de dimensdes elevadas;

« Otimizacdo evolutiva multi-critério: otimizacdo de funcdes com mudltiplos
objetivos conflitantes entre si;

* Mineracao de dados (data min)ng

* Robotica: rob6s utilizam AG para tomar decisées;

 Redes neurais: AG € combinado com redes neurais para treina-las ou para
encontrar sua topologia;

» Ciéncias biologicas: modelagem de processos biologicos para o entendimento
do comportamento de estruturas genéticas;

 Engenharia de construcdes: possui aplicacbes na otimizacdo discreta de
estruturas;

» Sintese de circuitos analégicos: o AG é utilizado para gerar a topologia, o tipo e
o valor dos componentes do circuito;

» Sintese de protocolos: determina as funcdes de protocolos de hardware e de
software para que um certo desempenho seja alcancado;

« Gerenciamento de rede de comunicagdo: O AG faz a supervisdo de trafego nos
links e das filas nosuffers de roteadores para descobrir caminhos 6timos e para
reconfigurar as rotas existentes no caso de falha de &fggm

« Outras areas: evolucéao interativa de imagens, composi¢cdo musical e outras.
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3.10 CONSIDERACOES FINAIS

Este capitulo apresentou o principio de funcionamento e o0s principais aspectos
relacionados aos algoritmos genéticos, além de mostrar diversos operadores de
selecédo, de cruzamento e de mutacao existentes para esses algoritmos.

Mostrou-se, também, que os parametros desses algoritmos sdo importantes na
determinacédo da variavel de resposta e como néo ha na literatura um consenso sobre o¢
valores desses parametros. Por exemplo, para a maioria dos trabalhos analisados,
encontraram-se para o parametro tamanho da populacéo valores entre 50 e 200. J4 par:
0 numero de geracdes encontraram-se valores entre 50 e 100. Para a taxa de
cruzamento encontraram-se valores entre 10% e 80%. Ja para a taxa de mutacdo
encontraram-se valores entre 1% e 10%.

Por fim, foi mostrado o crescente estudo sobre as técnicas de adaptacdo nos
algoritmos genéticos, que possuem a intencdo de melhorar o desempenho desses

algoritmos, além de diversas aplicacfes dos algoritmos genéticos.
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CAPITULO 4 — PROJETO DE EXPERIMENTOS

4.1 CONSIDERACOES INICIAIS

O objetivo deste capitulo é mostrar os principais aspectos relacionados aos
projetos de experimento utilizado no desenvolvimento desta pesquisa.

Inicialmente, serdo apresentados 0Ss conceitos gerais sobre experimentacao,
destacando-se o0s principais termos utilizados. Na sequiéncia, serdo mostradas algumas
metodologias aplicadas a projeto de experimentos.

Finalmente, serdo contextualizadas algumas técnicas aplicadas aos projetos de
experimentos, com destague ao planejamento fatorial completo, analise de variancia e

analise de residuos das respostas.

4.2 CONCEITOS GERAIS SOBRE EXPERIMENTACAO

Segundo Montgomery (2005), o projeto de experimemesign of experiments
— DOE) é uma estratégia de planejamento, conducdo, analise e interpretacdo de
experimentos, capaz de gerar conclusdes de forma eficiente, eficaz e econémica.

De acordo com Sanchez (2006), um experimento bem projetado permite ao
analista examinar muito mais fatores do que um experimento sem um bom projeto,
além de constatacdes que ndo poderiam ser feitas pela abordagem de tentativa-e-erro.

Ozcelikt e Erzurumlu (2005) afirmam que o projeto de experimento € uma
abordagem eficiente para otimizar os varios parametros de processos existentes em um
experimento.

Cox e Reid (2000) utilizam a palavra experimento de forma bastante precisa para
indicar uma investigacdo onde o sistema sob estudo estd sob o controle do
investigador. Ao contrario, para um estudo observacional, algumas caracteristicas
estédo fora do controle do investigador.

Galdamez (2002) afirma que o planejamento de experimentos € um teste ou uma
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série de testes nos quais se induzem mudancas deliberadas ou estimulos nas varavei
de entradaifiputs) do processo ou sistema, de tal forma que é possivel observar e

identificar os efeitos nas respostas ou nas variaveis de saida (outputs). O processo ou
sistema de transformacdo € representado pela combinacdo de maquinas, métodos,
pessoas e outros recursos que transformam uma entrada em produtos acabados, con

caracteristicas ou parametros especificos, conforme mostra a Figura 4.1.

Fatores
controlados

vVy

PROCESSO
Entrada - TRANSFORMACAO - Saida

XX

Fatores
incontrolaveis

Figura 4.1 — Modelo geral de um sistema de transformacéao
Fonte: Montgomery (2005) e Galdamez (2002)

Segyundo Montgomery (2005), o planejamento de experimentos possui como
principal vantagem a reducdo do numero de ensaios necessarios para a realizacdo de
um estudo sob um conjunto de fatores, além de permitir a detecgcéo de interacdes entre
esses fatores.

Ainda, segundo o mesmo autor, as técnicas de planejamento e andlise de
experimentos sdo utilizadas basicamente para melhorar as caracteristicas de qualidade
dos produtos ou processos de fabricacdo, reduzir o nUmero de testes e otimizar o uso
de recursos da empresa (material, tempo, equipamentos, etc.). Esse objetivo pode ser

dividido em outros objetivos secundarios:

» Identificar as variaveis (fatores de controle) do processo que mais influem nos

parametros de resposta;
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« Atribuir valores as variaveis influentes do processo de modo que a variabilidade
da resposta de interesse seja minima ou que o valor do resultado seja préximo
do valor nominal;

« Atribuir valores as variaveis influentes do processo de modo que o efeito das

variaveis nao controlaveis seja reduzido.

Segundo Galdamez (2002), nos processos de fabricacdo das industrias existem
varios fatores e niveis de regulagem, que influenciam as caracteristicas de qualidade
dos produtos. Um problema comum encontrado pelas empresas ao realizar um
experimento é a necessidade de avaliar simultaneamente o efeito desses fatores com
diferentes niveis de regulagens. Neste caso, observa-se que 0 numero de testes
requeridos para a experimentagao tende a crescer a medida que a quantidade de fatore
aumenta. Isso torna os experimentos industriais inviaveis nas empresas, porque 0S
custos e o tempo de execucao sao elevados.

Ao mesmo tempo experimentos industriais sdo realizados pelas empresas,
principalmente, para se resolver os problemas criticos do produto ou processos de
fabricacdo. Com esses testes procura-se reduzir o namero de produtos com defeitos
fabricados e responder a uma série de questdes relacionadas aos niveis e parametro
gue influenciam o desempenho do produto final. Antony, Kate e Frangou (1998)
sugerem que a solucéo dos problemas pode ser alcangada com mais facilidade quandc
0S experimentos sdo planejados e as respostas analisadas com métodos ou técnica
estatisticas.

Nesse sentido, Kar, Banerjee e Bhattacharyya (2002) ressaltam que ao realizar as
atividades dos experimentos industriais de forma planejada, as informacdes obtidas
dos produtos ou dos processos de fabricacdo tornam-se mais confiaveis e, com isso
acOes de melhorias mais eficientes podem ser tomadas pelos funcionarios da empresa.

A seguir apresentam-se alguns termos fundamentais para a aplicacéo das técnicas

de planejamento e analise de experimentos.
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4.2.1 Fator

Fatores s&o os parametros de entrada e as considerac¢des estruturais que compder
um experimento (KLEIJNENet al, 2005). Por definicdo, os fatores sédo alterados
durante um experimento. Consequentemente um fator assume no minimo dois niveis
ou valores durante o experimento.

Os fatores podem ser tanto quantitativos quanto qualitativos. Fatores
gquantitativos assumem valores numéricos enquanto fatores qualitativos representam
tipicamente consideracdes estruturais que nao sao quantificadas naturalmente (LAW E
KELTON, 2000).

Os fatores podem ser classificados em controlaveis ou incontrolaveis dependendo

se eles representam opc¢des de acao para gerentes dos sistemas reais correspondentes

4.2.2 Variavel de Resposta

Sdo as variaveis dependentes que sofrem algum efeito nos testes, quando
estimulos sdo introduzidos propositalmente nos fatores. Nos experimentos, podem
existir uma ou mais variaveis de respogjaj(ie sdo importantes de se avaliar.

A varidvel de resposta € a medida de desempenho ou saida do projeto de
experimento (HARREL, GHOSH e BOWDEN, 2000), ou seja, os resultados obtidos
de uma variavel de saida de interesse para o estudo. As varidveis de resposta

descrevem como o sistema responde para uma dada configuracdo de fatores.

4.2.3 Efeito

O efeito de um fator é definido como a mudanca na resposta produzida pela
mudanca do nivel do fator. Segundo Montgomery (2005), o termo efeito principal é
frequentemente utilizado porque se refere aos fatores de interesse primarios no

experimento.
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4.2.4. Interacao

Montgomery e Runger (2003) dizem que ha interacdo quando a diferenca na
resposta entre os niveis de um fator ndo é a mesma em todos 0s niveis dos outros
fatores. Assim, a interacdo faz com que a resposta a aplicacdo de dois tratamentos nac
seja a mera soma das respostas a cada tratamento.

Chung (2004) define interacdo como 0 evento que ocorre quando os fatores
apresentam algum tipo de sinergia. Pode-se verificar que o efeito da soma dos fatores

pode ser superior que a soma do efeito isolado de cada um.

4.2.5 Replicagao

Por replicacdo entende-se a repeticdo do experimento. Segundo Montgomery
(2005), a replicacdo tem duas importantes propriedades. Primeiro, permite-se obter
uma estimativa do erro experimental, esta estimativa torna-se uma unidade basica de
medida para determinar quando as diferencas observadas nos dados séo
estatisticamente diferentes. Segundo, a replicacado permite obter uma estimativa mais
precisa do efeito de um fator no experimento.

Montgomery (2005) chama a atencdo para a distincdo entre replicacédo e a
repeticdo da medicdo. Esta ultima ocorre quando, por exemplo, a mesma amostra €
medida diversas vezes ou quando diversas amostras sdo medidas para uma mesm:

configuracdo de parametros ou experimento.

4.2.5 Aleatorizacao

A aleatorizacdo € o pilar de apoio para o0 uso de métodos estatisticos no
planejamento de experimentos. Por aleatorizacdo entende-se que tanto a designacéo dc
material para a experiéncia quanto a ordem de realizagdo dos experimentos ou testes
sao determinados aleatoriamente (MONTGOMEY, 2005).
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4.2.6 Blocagem

E a técnica de planejamento usada para aumentar a precisdo com que as
comparacoes entre fatores de interesse sao feitas. A blocagem € usada para reduzir ot
eliminar a variacdo transmitida pelos fatores incontrolaveis ou ruidos existentes no
processo (MONTGOMERY, 2005).

4.3 METODOLOGIAS APLICADAS A PROJETOS DE EXPERIMENTOS

Segundo Montegomery (2005), antes de iniciar qualquer experimentacdo, €
importante estabelecer o planejamento dos testes. O autor ressalta a importancia do
dominio do problema por todas as pessoas envolvidas e recomenda que durante os
experimentos, 0 processo seja cuidadosamente monitorado, para garantir que tudo seja
realizado de acordo com o0s planos, pois erros no procedimento experimental muito
provavelmente invalidardo os resultados.

Trabalhos como Steinberg e Hunter (1984) e Sanchez, Moeenib e Sanchez
(2006), afirmam que o plano experimental ajuda a desenvolver e conduzir
efetivamente as atividades ja definidas e, principalmente, permite maximizar as
respostas das questdes formuladas pela equipe de trabalho.

De forma semelhante, Coleman e Montegomery (1993), Antony, Kate e Frangou
(1998) e Galdamez (2002) recomendam que durante o processo de experimentacao
seja feito um plano estratégico para coordenar as atividades.

Uma metodologia aplicada a projeto de experimentos pode ser encontrada em
Montgomery (2005). Nesta metodologia o autor também propde alguns passos para

um planejamento do experimento, como mostra a Figura 4.2.
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1- Reconhecimento e
definicdo do problema

l

2- Escolha de fatores,
niveis e variagdes

}

3- Selecao da variavel
de resposta

)

4- Escolha do projeto
experimental

}

5- Execucéo do
experimento

l

6- Andlise estatistica
dos dados
!

7- Conclusodes e
recomendacfes

Figura 4.2 — Passos propostos para a realizacdo de um projeto de experimentos
Fonte: Montgomery (2005)

A sequir, tem-se uma descri¢cao sucinta de cada um desses passos.

1. Reconhecimento e definicdo do problema: nesta fase deve-se gerar uma descricéo
clara sobre o problema em anélise. E necessaria a definicdo de todos os objetivos
do experimento;

2. Escolha de fatores, niveis e variacOes: nesta fase devem-se considerar os fatores
gue podem influenciar no desempenho do processo que se esta estudando,
selecionando-se seus niveis e suas variacoes;

3. Selecdo da variavel de resposta: nesta fase, o analista deve se certificar que a
variavel de resposta adotada realmente contém todas as informacdes necessarias
sobre o processo que se esta estudando;

4. Escolha do projeto experimental: nesta fase deve-se escolher qual a técnica de
planejamento que sera utilizada, o niumero de replicagcbes e a ordenacédo dos

experimentos;
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5. Execucdo do experimento: nesta fase deve-se monitorar 0 processo de
experimentacdo, de tal forma a garantir que o experimento ocorra conforme o
planejado;

6. Analise estatistica dos dados: nesta fase deve-se utilizar de métodos estatisticos
para analisar os resultados;

7. Conclusdes e recomendacdes: nesta fase, o analista deve concluir sobre os

resultados analisados e recomendar possiveis acdes de melhorias.

4.4 TECNICAS DE PLANEJAMENTO E ANALISE DE EXPERIMENTOS

Os experimentos devem ser planejados em uma matriz experimental. A
construcdo dessa matriz corresponde a etapa numero 4 da Figura 4.2 mostrada
anteriormente. O objetivo dessa atividade é garantir que as informac¢des obtidas sejam
confiaveis e que os recursos disponiveis para experimentacdo sejam bem utilizados
(MONTGOMERY, 2005).

E importante ressaltar que ndo é a intencdo desta pesquisa abordar todas as
técnicas que existem na literatura para planejamento e analise de experimentos. A
técnica adotada nesta tese foi o planejamento fatorial compl@top@®s segundo
Pdva (2006), o planejamento fatorial completo cobre todo o espaco experimental e
correspondem ao arranjo experimental mais comum. Tal técnica permite avaliar ndo
somente os efeitos principais dos fatores como também os efeitos de interacéo entre os

mesmos.
4.4.1 Planejamento Fatorial Completo (9

Segundo Harrel, Ghosh e Bowden (2000), o planejamento fatorial compléto 2
o tipo de planejamento no qual se define para cada fator dois niveis de valores, nivel
alto e nivel baixo, e testa-se cada combinacao de fatores.

Segundo Pontest al. (2007), o numero de experimentos é igual ao niumero de

niveis experimentais elevado ao niumero de fatores. Desta forma, o nimero de corridas
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experimentais (n) para se avaliar lofatores é dado pan = 2*. Logo, enquanto o
namero de fatores cresce linearmente, o nimero de corridas cresce exponencialmente.

Para ilustrar o procedimento dessa técnica considere um experimento com trés
fatores (%, X € %), sendo que cada um desses parametros foi testado com dois niveis
(-1 e +1). A matriz de planejamento para este experimente (®is niveis e trés
fatores) € representada pela Tabela 4.1.

Tabela 4.1 — Matriz de planejamento do experimehto 2
Fonte: Montgomery (2005)

N° do Teste Fatores de controle Ordemdo | Resposta

X1 X2 X3 teste (vi)
1 -1 -1 -1 6 Y1
2 +1 -1 -1 8 Vo
3 -1 +1 -1 1 Vs
4 +1 +1 -1 2 Va
5 -1 -1 +1 5 Vs
6 +1 -1 +1 3 Ve
7 -1 +1 +1 4 Y7
8 +1 +1 +1 7 Vs

A resposta de cada experimento é descrita pela cgluGabe ressaltar que para
esses experimentos a ordem de realizacdo dos testes foi definida aleatoriamente, pois
conforme ja mencionado a aleatorizacdo é o pilar de apoio para o uso de metodos
estatisticos no planejamento de experimentos (MONTGOMERY, 2005).

Em uma matriz de planejamento de experimentos genérica, as colunas
representam o conjunto de fatores investigadas Xx Xs, ..., Xk), € as linhas
representam os diferentes niveis: minimo (-1) ou maximo (+1). Os cinco passos
necessarios para a construcdo da matriz de planejamento de experimentos de forma

geneérica sao apresentados a seguir:
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1. Para X%, a coluna sera definida pela combinacdo dos niveis: -1, +1, -1, +1, -1, +1,

..., ou sga, o sinal dessa coluna se alterna em grupo&=de 2

2. Para x, a coluna sera definida pela combinacdo dos niveis: -1, -1, +1, +1, -1, -1,

+1, +1, .., ou seja, o sinal dessa coluna se alterna em grupds2te 2

3. Para %, a coluna sera definida pela combinacdo dos niveis: -1, -1, -1, -1, +1, +1,

+1, +1, -1, -1, -1, -1.., ou seja, o sinal dessa coluna se alterna em grupds4te 2
4. Para %, o sinal alterna em grupos de 8<8);

5. O procedimento sera igual parg Xs, X7, ...Xx. Para ¥, o sinal alterna em grupos

de2*Y ou seja, ¥ vezes (-1), seguido d&? vezes (+1).

O processo experimental consiste em realizar testes com cada uma das
combinacdes da matriz experimental, mostrada na Tabela 4.1. A intencédo € determinar
e interpretar os efeitos principais e de interacéo dos fatores investigados e assim, poder
identificar as melhores condi¢des experimentais.

Os efeitos principais correspondem a mudanca da resposta média quando o nivel
de um fator € alterado de -1 para +1, mantendo os outros fatores constantes. O
procedimento consiste em multiplicar os resultados da colupalgs valorest 1
associados a coluna da matriz experimental correspondente ao efeito principal que
se deseja estimar (Tabela 4.1). Em seguida, os valores obtidos devem ser somados e
divididos pela metade do numero de ensaios realizados, conforme ilustrado pela

Equacéo 4.1.

R (4.1)

Sendo:
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E, — Efeito estimado;
n — Total de observagodes;
Ty, . %— E a soma dos resultadeslg experimento, multiplicados pela colupna x

Paa determinar o efeito de interacdo, primeiramente devem ser construidas as
colunas das interacfes da matriz de planejamento. Essas colunas sdo formadas por
meio da multiplicagcdo das colunas dos efeitos principais. Segundo Montgomery
(2005), para representar e interpretar graficamente os efeitos principais e de interacao
€ necessario definir duas propriedades:

« O sinal (3 indica a direcéo do efeito, isto é, se a resposta aumenta ou decresce
com a variacao do nivel de (-1) para (+1);

* A magnitude indica a intensidade do efeito.

A forma gréfica do efeito principal, E representada pela Figura 4.3. Esse grafico
linear ilustra a variacdo média das respostas em funcdo da mudanca do nivel de -1 para

+1 de um fator x mantendo os outros fatores constantes.

=+l

Resposta y;

Yi

Fator x;

Figura 4.3 — Grafico do efeito principal — planejamento fatofial 2
Fonte: Montgomery (2005)

Os gréficos dos efeitos de interacdo descrevem a variacdo média de um fator em
funcdo dos niveis de outros fatores. Por exemplo, a Figura 4.4 (a) ilustra que o efeito
provocado pela mudanca de nivel do fatonx resposta depende do nivel do fagor x

portanto existe interacdo entre os fatoreex. A Figura 4.4 (b) demonstra que o
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efeito provocado pela mudanca do nivel do fatonx resposta é independente do

nive do fator %, portanto ndo existe interacdo entre esses dois fatores.

Efeito de interagao x1x» Efeito de interagao x1x,
- N X2 = -1
5 3 /. ’
o ¥2=-1 ©
: g T
o o
> @
u
Xz = +1 4]
& &
-1 Fator x, +1 -1 Fator x, +1
(a) (b)

Figura 4.4 — Grafico de efeitos de interagéo

Fonte: Montgomery (2005)

4.4.2 Malise de Variancia para o Planejamento Fatorial Completo (2

As técnicas estatisticas séo utilizadas, principalmente, para analisar e interpretar
as informacdes dos experimentos planejados. O principio basico dessas técnicas é
combinar 0s conceitos matematicos de estatisticas com as informaces obtidas nos
experimentos realizados.

Com os dados analisados matematicamente e com o0s testes planejados
corretamente é possivel rejeitar ou aceitar as hipoteses formuladas na conducédo do
experimento.

Antes de ser apresentada a analise de variancia propriamente dita, serao
apresentados dois conceitos fundamentais para uma melhor compreenséo desta analise

de variancia. Estes conceitos séo: teste de hipotese e nivel de significancia.

4.4.2.1 Teste de hip6tese

Montgomery (2005) propde trés passos que pode ser utilizados para conduzir o
teste de hipotese de experimentos. Estes passos se dividem em:
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* Formulacéo das hipéteses;
» Determinacado do valor critico da estatistica de teste;

» Anadlise dos riscos na tomada de decisao.

A formulacdo das hipétesesonsiste em considerar duas hipoteses sobre
determinados parametros. A primeira é a hipétese nyla Bdsa hipotese parte do
principio que nao existe nenhuma diferenca significativa entre os fatores analisados de
uma populacdo e serd sempre a hipbtese testada no experimento. A segunda é a
hipdtese alternativa (Hl e parte do principio que sera verdadeira caso a hipotese nula
sga considerada falsa.

O segundo passo do teste de hipotese consistiemminar o valor critico da
estatistica de teste. Ao desenvolver as hipoteses dos experimentos € necessario que
seja calculada uma estatistica especifica, com base em um determinado resultado da
amostra. Tais valores podem ser determinados com auxilio de software estatistico.
Montgomery (2005) apresenta vérias distribuicbes estatistiesdadént, F-Fisher,
entre outras) que podem ser utilizadas para se determinar a probabilidade de uma
hipotese nula ser verdadeira.

O terceiro e ultimo passo do teste de hipOtese consisanalisar 0s riscos na
tomada de decisdo por meio da metodologia do teste de hipétese. Dois erros podem
ser cometidos ao se utilizar uma estatistica para se concluir sobre o resultado dos
experimentos. O primeiro erro (erro tipo |I) ocorre se a hipotese nula for rejeitada
guando esta é verdadeira. O erro tipo Il ocorre quando a hipotese nula ndo é rejeitada
sendo falsa.

4.4.2.2 Nivel de significancia

A probabilidade de se cometer o erro tipo | € identificada como o nivel de
significancia (1) do teste estatistico. Normalmente pode-se controlar a probabilidade
do erro tipo | decidindo-se o nivel de rist@ue se esta disposto a tolerar, em termos
de rejeitar a hipotese nula quando esta for verdadeira. Montgomery (2005) recomenda

selecionar os niveis deem 0,1 ou menos. Com isso, 0s valores criticos que dividem
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as regioes de rejeicdo e nao-rejeicdo podem ser determinados, conforme apresentadc

na Figura 4.5, para uma distribuicdo estatistica F.

Figura 4.5 - regides de rejeicdo e ndo-rejeicdo para uma distribuicdo F
Fonte: Montgomery (2005)

4.4.3.3 Adlise de Variancia

A andlise de variancia, também conhecida como ANO&t#alfysis of variance
é utilizada para aceitar ou rejeitar, estatisticamente, as hipéteses investigadas com o
projeto de experimentos (LANDSHEER, VAN DEN WITTENBOER E MAASSEN,
2006). O objetivo dessa técnica € analisar a variagdo média dos resultados dos testes e
demonstrar quais sdo os fatores que realmente produzem efeitos (principais e de
interacdo) significativos nas variaveis de resposta de um sistema.

A interpretacdo dos resultados da analise de variancia (ANOVA) pode ser
dividida em duas categorias:

« Os parametros que possuam razgangior que a estatistica F critica, sdo os
fatores que exercem influéncia sobre o valor da média de resultados. A
estatistica F, que segue uma distribuicdo cem (numerador) ev,
(denominador) graus de liberdade, para um dado nivel de significinsé
retiradas de tabelas estatisticas.

» Os fatores que possuam razdg rkenor que F critica ndo causam efeitos

significativos sobre a média, portanto, a hipotese nula € verdadeira.
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E importante ressaltar que a ANOVA é facilmente realizada através de softwares
estatisticos. Além dessa vantagem, na maioria dos programas computacionais esta
incluido o valormp (p-valug. Esse valor corresponde a &rea sob a qual a estatistica F é
limite da raz&o f-calculada. Com esse parametro estatistico € possivel concluir sobre
as hipdteses nulas sem precisar recorrer a uma tabela de valores criticos da distribuicéo
F. Isto é, se o valgp for menor que o nivel de significancia escolhitfjaa hipotese
nula é rejeitadaRODRIGUES, TOLEDO e MACIEL FILHO, 2002)

4.4.3 Analise de Residuos das respostas

Para a andlise da varidancia comentada anteriormente assume-se que as
observacfes utilizadas no projeto de experimentos sao independentes e distribuidas
segundo uma curva normal com mesma variancia (MONTGOMERY e RUNGER,
2003). Desta forma antes da analise de variancia ser executada € imprescindivel a
realizacdo da analise de residuos (NOORDIN et al., 2004).

Entende-se por residuos, a diferenga entre uma obsefaganvalor estimado

do modelo estatistico que esta sendo estudddp Para um projeto de experimento
completamente aleatorizado tem-se gye=Yy,, portanto cada residuo € calculado

pda Equacéo 4.2, sendo esta, a diferenca entre uma observacdo e a média dos valore:

observados.

% = yIJ _yij (42)

Montgomery (2005) afirma que com a Equacdo 4.2 é possivel verificar se 0s
residuos contém alguma variabilidade inesperada.

A verificacdo da normalidade pode ser através da construcdo do gréafico de
probabilidade normal. Para a constru¢cdo desse grafico, assume-se que as variancias
sdo iguais para cada nivel dos fatores, e desenham-se o0s residuos para 0s niveis deste
fatores. Cabe ressaltar que a maioria shfsvares de estatistica constroi esse tipo de

grafico.
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Um exemplo desse tipo de grafico pode ser visto na Figura 4.6. Nota-se neste
gréafico que os residuos situam-se aproximadamente sobre a linha reta, ou seja, ndo ha
uma indicacdo deoutliers. Desta forma, pode-se considerar que nao existem

problemas com a normalidade dos dados.

Figura 4.6 — Grafico de probabilidade normal

4.5 CONSIDERACOES FINAIS

Este capitulo apresentou os principais aspectos relacionados ao planejamento e
projeto de experimentos, além de mostrar uma metodologia aplicada a estes tipos de
projetos.

O destaque maior desse capitulo foi mostrar a técnica de planejamento fatorial
completo acompanhada da andlise de variancia. Para uma melhor compreensédo da
analise de variancia, alguns conceitos foram apresentados, tais como: teste de hipétese,

nivel de significancia e analise de residuos das respostas.
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CAPITULO 5 - ANALISE DOS PARAMETROS DO ALGORITMO
GENETICO

5.1 CONSIDERACOES INICIAIS

O objetivo deste capitulo é apresentar um estudo sobre o comportamento dos
parametros dos algoritmos genéticos no tempo de convergéncia e na qualidade da
resposta destes algoritmos. Inicialmente, apresenta-se a analise sobre o tempo de
convergéncia dos algoritmos genéticos baseada em um levantamento bibliografico
realizado.

Na sequéncia, mostra-se a andlise na qualidade da resposta desses algoritmos
através da técnica de projeto de experimentos. Para tal, é apresentada a metodologia
adotada para a realizacdo dos experimentos, seguidos dos passos executados para s
atingir os objetivos esperados. Posteriormente, as principais conclusbes e
recomendacdes sobre 0 projeto de experimento realizado sao apresentadas.

Finalmente, as consideragdes finais sobre a influéncia dos parametros dos
algoritmos genéticos no tempo de convergéncia e na qualidade da resposta destes
algoritmos séo apresentadas.

Cabe ressaltar que este capitulo refere-se, em relacdo ao modelo deelatoff
(1974), a fase de conceitualizacao. Bertrand e Fransoo (2002) afirmam que nesta fase,
0 pesquisador desenvolve um modelo conceitual do problema que gostaria de estudar,
ou seja, definem-se, nesta fase, as variaveis relevantes do problema. A Figura 5.1

destaca a fase do modelo de Mitroff et al. (1974) pertinente a este capitulo.
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Figura 5.1 — Fase de conceitualizacéo
Fonte: Adaptado de Mitro#t al.(1974)

5.2 ANALISE DOS PARAMETROS DO AG NO TEMPO DE CONVERGENCIA

Kaveh e Shahrouzi (2007) afirmam que a eficiéncia dos algoritmos genéticos, ou

seja, a velocidade no tempo de convergéncia, é diretamente dependente do tamanho de

populagcdo, mais do que qualquer outro parametro.

De fato, Lobo e Goldberg (2004) afirmam que o tamanho da populacéo, afeta
diretamente o desempenho global e a eficiéncia do algoritmo genético. Pequenas
populacdes podem provocar um sério risco de nao obter cobertura do espaco de busca,
enquanto que grandes populacdes podem exigir um grande esforco computacional para

a solucéo do problema. A Figura 5.2 mostra esses dois problemas que podem ocorrer

com uma definicdo errada para o tamanho da populagéo.
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Figura 5.2 — Dois problemas relacionados ao Tamanho da Populacdo em algoritmos genéticos
Fonte: Lobo e Goldberg (2004)

Nota-se que se o tamanho da populacédo néo for grande o suficiente, o algoritmo
genético pode convergir para um o6timo local e ndo o 6timo global, ocasionando perda
de qualidade. Em contrapartida, se o tamanho da populacdo for muito grande o
algoritmo gastara um tempo computacional desnecessario na busca da solucéo 6tima,
ocasionando perda de tempo.

Adicionalmente, Mori, Castro e Cavalca (2007) afirmam que o crescimento
populacional exerce uma forte influéncia no tempo de convergéncia do algoritmo
genético. Os autores combinar&@mulated Annealing (recozimento simulado) com
algoritmos genéticos, com a intencéao de reduzir o valor necessario para o tamanho da
populacédo e garantir, assim, uma convergéncia mais rapida.

De forma semelhante, Tongchim e Chongstitvatana (2002) provam que um
tamanho de populacdo menor ajuda a reduzir o tempo computacional necessario para
se atingir o resultado. Os autores também afirmam que uma correta escolha para o
tamanho da populacdo é necessario para se atingir um bom desempenho dos
algoritmos genéticos.

Gonget al. (2007) utilizam diferentes tamanhos de populacéo a cada geracéo. A
intencdo, segundo 0s autores, € evitar a convergéncia prematura e melhorar a busca

pela solucdo o6tima global. Ja Biesbroek e Ancarola (2003) mostram que valores
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elevados para o tamanho da populacéo faz com que o algoritmo genético trabalhe além
do que é realmente necessério.

Ma e Zhang (2008) desenvolveram um método para a formacdo da populacéo
inicial e consequente evolucdo dos algoritmos genéticos, que visava a reducdo do
tamanho da populacdo necessaria para manipular o problema em analise. O método
desenvolvido possibilitou a reducdo no tempo de convergéncia desses algoritmos. De
forma semelhante, Togan e Daloglu (2008) também utilizaram uma estratégia para a
criacdo da populacéo inicial. Segundo estes autores, essa estratégia ajuda a reduzir C
namero de buscas necessarias no espaco solucdo, permitindo, assim, uma maior
velocidade de convergéncia.

Yu, Zhu e Diao (2008) representaram o individuo da populacédo através da
combinacao entre nimeros binarios e reais, ou seja, utilizaram uma multi-codificacao
para representar os individuos da populacdo. Com isso, 0s autores afirmam ter
reduzido o tamanho do individuo e conseqtientemente reduzir o tamanho da populacéo

necessario para a manipulacéo do problema.

5.3 ANALISE NOS PARAMETROS DO AG NA QUALIDADE DA RESPOSTA

A analise na qualidade da resposta dos algoritmos genéticos, apresentada nesta
tese de doutorado € realizada atraves da técnica de projeto de experimentos. A seguir,

tem-se a metodologia adotada para a realizacédo destes experimentos.

5.3.1 metodologia utilizada neste capitulo

A avaliacdo na qualidade da resposta dos algoritmos genéticos sera realizada
através de cinco fungdes matematicas. Estas funcdes agem diretamente na avaliacdo de
cada individuo da populacdo do algoritmo genético, como pode ser observado na
Figura 5.3.
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Figura 5.3 — Principio de funcionamento do AG aplicado a otimizacao de funcdes

A Figura 5.3 também mostra de que forma os parametros dos algoritmos
geneéticos agem para a obtencdo da solucédo. O tamanho da populacdo define quantos
individuos existirdo em cada geracdo. O numero de geracdes estabelece a parada dc
algoritmo, ou seja, o algoritmo sera executado o numero de vezes determinado por
esse parametro. A taxa de cruzamento € a probabilidade de dois individuos da
populacdo efetuarem ou ndo o cruzamento. Da forma semelhante, a taxa de mutacéo €
a probabilidade de um individuo da populacdo sofrer ou ndo mutacdo. O item 5.3.3,
deste capitulo, apresenta as variacdes consideradas nestes parametros.

A metodologia proposta por Montgomery (2005), apresentada no capitulo 4, sera
adotada para a realizacdo dos projetos de experimentos. Esta metodologia é dividida
em sete passos:

» Reconhecimento e definicdo do problema;
» Escolha dos fatores, niveis e variacoes;

» Selecdo da variavel de resposta;
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» Escolha do projeto experimental;
« Execucao do experimento;
» Analise estatistica dos dados;

» Conclusbes e recomendacoes.

Os itens a seguir descrevem como estes sete passos foram conduzidos para a

elaboracédo desta pesquisa.
5.3.2 Reconhecimento e definicdo do problema

Deseja-se otimizar as funcbes matematicas apresentadas pelas Equacdes
numeradas de 5.1 a 5.5 a seguir. O objetivo desse projeto de experimentos é analisar
quais parametros do algoritmo genético mais influenciam na preciséo do resultado, ou

seja, na qualidade da resposta destes algoritmos.

F(x,y)=05- (Se“\/ X+y” )2 —05

(10+ opoxx? + y2)f

(5.1)

F & ;= x sefl0rrx)+1 (5.2)
F(x y) = 4((x-107 +(y-10)?) (5.3)
F(x Y =% +(x+y) (54)
“Anies et (5.5)

Fx)=exp °*  [Osefi517x+05)°

A Equacao 5.1 possui varios pontos de maximos locais. Entretanto, esta funcao
possui um ponto de 6timo conhecido e igual a 1, yanaassumindo o valor de 0. Ou
seja, F(0,0) = 1.
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A Equacad.2, assim como a primeira, também possui varios pontos de maximos
locais. Entretanto, esta funcédo possui um ponto de 6timo conhecido e igual a 2,8504,
para x assumindo o valor de 1,8511. Ou seja, F(1,811) = 2,8504.

A Equacgéddb.3 possui um ponto de minimo global conhecido e igual a zerax para
ey assumindo o valor de 10. Ou seja, F(10, 10) = 0.

A Equacdo5.4, assim como a anterior, também possui um ponto de minimo
globd conhecido e igual a zero, para x @gumindo o valor de 0. Ou seja, F(0, 0) = 0.

A Equacdo5.5 possui varios pontos de maximos locais. Entretanto esta funcao
possuium ponto de 6timo conhecido e igual a 1, paaasumindo o valor de 0,06691.

Ou seja, F(0,06691) = 1.

5.3.3 Escolha dos fatores, niveis e variacdes

Os fatores selecionados para o projeto de experimentos sdo os parametros dos
algoritmos geneéticos (tamanho da populacéo, numero de geracgdes, taxa de cruzamento
e taxa de mutacao), discutidos no capitulo 3. Optou-se em trabalhar com dois niveis

para cada fator. Esses niveis e suas variacdes sao apresentados na Tabela 5.1.

Tabela 5.1 — Fatores, niveis e variacdes do projeto de experimentos

Niveis
Fatores - +
A | Tamanho da Populacéo 50 200
B | Numero de Geracgoes 50 100
C | Taxa de Cruzamento 10% 80%
D | Taxa de Mutacéo 1% 10%

Cabe ressaltar que esses valores foram adotados com base no levantamento
bibliografico realizado para cada uma desses parametros, apresentados no capitulo 3.
Nesta atribuicdo de valores, levaram-se em consideracdo as divergéncias encontradas
na estimativa desses parametros.

Esta mesma faixa de valores para os parametros dos algoritmos genéticos sera
utilizada nos experimentos das cinco funcdes representadas pelas Equacdes 5.1 a 5.-

listadas anteriormente.
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5.3.4 Selecao da variavel de resposta

Para as funcbes representadas pelas Equacfes 5.1, 5.2 e 5.5, a variavel de
resposta para o projeto de experimentos sera o valor maximo dessas fungdes. Ja pare
as funcdes representadas pelas EquacfGes 5.3 e 5.4, a variavel de resposta para

projeto de experimentos sera o valor minimo dessas funcoes.

5.3.5 Escolha do projeto experimental

Como observado anteriormente, este projeto possui quatro fatores com dois
niveis cada. Desta forma, optou-se pelo uso do fatorial completo, pois conforme
Montgomery (2005), as vantagens do uso de um fatorial completo se ddo na maior
eficiéncia em estimar os efeitos principais dos fatores sob a variavel em analise, e,
principalmente, a definicdo da interacdo entre todos os fatores.

A matriz com o planejamento dos experimentos € mostrada na Tabela 5.2.
Nota-se que para um experimento de fatorial completo e com dois niveis cada, serdo

necessarios dezesseis experimentos (5).

Tabela 5.2 — Matriz com o planejamento dos experimentos

ExperimentosA | B | C | D
1 - - - -
2 + - - -
3 - + - -
4 + | + - -
5 - - + -
6 + - + -
7 - + | + -
8 + | + | + -
9 - - - +

10 + - - +
11 - + - +
12 + | + - +
13 - - + | +
14 + - + +
15 - + | + | +
16 + | + | +| +
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Na Tabela 5.2A representa o fator Tamanho da populaBampresenta o fator
Numero de Geracde€, representa o fator Taxa de cruzamenid representa o fator
Taxa de Mutacao.

Cabe ressaltar que este planejamento dos experimentos sera realizado para cads
uma das cinco funcdes representadas pelas equacdes (5.1) a (5.5) listadas

anteriormente, conforme sera visto no proximo item.

5.3.6 Execugéao dos experimentos

Para a execucdo dos experimentos foi necessario desenvolver uma ferramenta
computacional capaz de operacionalizar os procedimentos existentes para o algoritmo
genético. Além disso, tal ferramenta, permite a manipulacdo dos parametros do
algoritmo genético durante o processo de otimizacdo das funcdes matematicas. Este
software desenvolvido trabalha na busca dos pontos de maximo ou dos pontos de
minimo de funcbes matematicas, conforme anteriormente esquematizado na Figura
5.3.

Para a execucao do experimento os operadores genéticos, tais como operadores
de selecdo, operadores de cruzamento e operadores de mutacdo foram mantidos
constantes para as cinco funcdes matematicas. Apenas os parametros do algoritmo
genético foram se alterando conforme a matriz de planejamento de experimentos
apresentada anteriormente na Tabela 5.2.

O resultado encontrado para cada experimento, realizado em cada uma das cinco
funcbes, sdo mostrados nas tabelas 5.3, 5.4, 5.5, 5.6 e 5.7 respectivamente. Nota-se

gue cada experimento foi executado cinco vezes (Y1 a Y5).
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Tabela 5.3 — Execucdo do experimento para a funcdo representada pela Equacéo 5.1
Exp| A | B | C | D Y1 Y2 Y3 Y4 Y5
1 - - - - 10,9473750,9881640,962591 0,9888 | 0,953488
2 + - - - |1 0,99026%50,99027| 0,9900910,9571440,990246
3 - + - - 1 0,9641080,9769140,918793 0,95615| 0,961193
4 + + - - | 0,9902270,9854760,979396 0,961802 0,987604
S - - + - 1 0,9217460,958089 0,961591 0,9214440,959764
6 + - + - | 0,9902840,990284 0,99028| 0,990283),990283
7 - + + - | 0,9742840,9626150,962574 0,9622170,965603
8 + + + - | 0,96267 0,986439,9902450,9842250,962764
9 - - - + | 0,9627750,9772620,9624890,9157950,958229
10 | + - - + | 0,9902450,9902830,990167 0,988079 0,99028
11| - + - + | 0,9871180,9746430,962774 0,956339 0,990069
12 | + + - + | 0,9627760,96277| 0,988228),990284 0,990281
13| - - + + | 0,9712290,9627320,962764 0,985956 0,99011
14 | + - + + | 0,9902840,9900220,9897630,9748420,990231
15| - + + + | 0,9217130,9181810,961068 0,92181| 0,9867
16 | + + + + | 0,9895240,9902720,990284 0,9902830,962775
Tabela 5.4 — Execucédo do experimento para a funcdo representada pela Equacéo 5.2
Exp| A | B | C | D Y1 Y2 Y3 Y4 Y5
1 - - - - [ 1,9551312,796514 2,250309 2,2495742,717014
2 + - - - | 2,849692 2,84253| 2,832748,8503142,649622
3 - + - - | 2,8436182,4147252,831901 2,8482682,772774
4 + + - - | 2,8502762,8445752,784472 2,84253| 2,847676
5 - - + - | 2,8503082,6467851,8491722,050464 2,648296
6 + - + - | 2,8482152,848086 2,8482152,8322742,848215
7 - + + - | 2,8473882,840354 2,440407 2,649429 2,550295
8 + + + - | 2,8503142,850327 2,85024| 2,850328,850325
9 - - - + | 2,850276 2,83556| 2,850312,850294 2,850325
10| + - - + | 2,8502122,845878 2,850042 2,850322 2,850319
11| - + - + | 2,8291882,848141 2,84339| 2,84957|8,850328
12 | + + - + | 2,8503222,84911| 2,8486932,84976| 2,850322
13| - - + + | 2,8479532,8417792,848009 2,846982 2,849621
14 | + - + + | 2,85032]2,850181 2,850228 2,850319 2,850308
15| - + + + | 2,849412,849334 2,84874| 2,84976 2,850319
16 | + + + + | 2,8503282,850199 2,849621 2,850264 2,850308
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Tabela 5.5 — Execucdo do experimento para a funcdo representada pela Equacéo 5.3

Exp| A B C D Y1l Y2 Y3 Y4 Y5

1 - - - - | 1,5357922,052209 1,559344 1,245731 1,449701

2 + - - - 1 1,1486981,319508 1,446126 1 1,327532

3 - + - - | 2,0189021,888503 1,463259 2,058924 1,518068
4 + + - - 1 1,4461261,319508 1,2311441,2311441,551844

5 - - + - 11,1486981,327532 1,37973| 1,148698 1

6 + - + - 11,148698 O 1,430969 1 1,245731

7 - + + - 11,1486981,148698 1,2457311,292392 0

8 + + + - 0 0 0 1 0

9 - - - + | 1,07177381,148698 1,449701 1,3275321,553751
10 | + - - + 0 1 1 1,071743 1

11| - + - + | 1,5180681,9457991,446126 1,349283 1,258925
12 | + + - + 0 1 1 0 0

13| - - + + | 1,8417241,478758 1 1,2923921,537883
14 | + - + + 0 1,148698 O 1,0717731,148698
15| - + + + 1 1,349283 1 1,3275321,327532 1,430969
16 | + + + + 1 1,1746191,148698 1,148698 1 1,071773

Tabela 5.6 — Execucdo do experimento para a funcdo representada pela Equacéo 5.4

Exp| A B C D Y1l Y2 Y3 Y4 Y5

1 - - - - 1250 2005 832 3133 225
2 + - - - 144 68 8 40 9

3 - + - - 2132 725 74 1348 288
4 + + - - 292 74 661 260 52
5 - - + - 36 74 3250 3362 234
6 + - + - 0 4 0 0 0

I - + + - 5 53 34 0 85

8 + + + - 0 0 0 0 0

9 - - - + 4745 3233 425 10280 2466
10 | + - - + 1 185 296 162 0
11| - + - + 1313 2009 5860 2920 697
12| + + - + 40 13 2 90 41
13| - - + + 1765 1745 468 3284 169
14| + - + + 0 4 50 10 0
15| - + + + 1109 4930 10 5210 2650
16 | + + + + 36 2 169 4 2
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Tabela 5.7 — Execucdo do experimento para a funcdo representada pela Equacéo 5.5
Exp| A | B | C | D Y1 Y2 Y3 Y4 Y5
1 - - - - 10,839698 0,84878| 0,96264 0,84711 0,905019
2 + - - - 1 0,9999780,9993730,968469 0,990087 0,999492
3 - + - - | 0,93421 0,9295848,9947410,9457990,978495
4 + + - - | 0,99727Y0,9997520,994741 0,998987 0,983994
S - - + - 1 0,9905750,945799 0,84711| 0,987773,945799
6 + - + - 1 0,9804160,999667 0,999373 0,999995 0,999995
7 - + + - | 0,8717280,9784950,999995 0,9981590,998987
8 + + + - | 0,9989810,999667 0,967595 0,999995 0,983994
9 - - - + | 0,9998690,999978 0,999869 0,84703| 0,99992
10 | + - - + | 0,9999950,999995 0,999869 0,999995 0,999995
11| - + - + | 0,9839940,9999950,980416 0,999978 0,999978
12 | + + - + | 0,9999780,999995 0,999978 0,999995 0,99992
13| - - + + | 0,9993730,999667 0,999995 0,999978 0,999995
14 | + - + + | 0,9999780,999978 0,999995 0,999995 0,983994
15| - + + + | 0,99966]0,8431310,999978 0,9972770,999995
16 | + + + + | 0,99999H),999995 0,999995 0,999995 0,99992

5.3.7 Analise estatistica dos dados

A seguir € apresentada uma analise estatistica dos dados para cada uma das cincc
funcdes descritas anteriormente.

Cabe ressaltar que, de acordo com Montgomery (2005) e Naardin(2004),
antes de realizar a analise de sensibilidade em projeto de experimentos, deve-se
realizar a analise dos residuos das respostas. Segundo Montgomery (2005), os residuos
devem ser normais, independentes (ndo-correlacionados) e identicamente distribuidos.
Caso a distribuicdo estatistica associada aos residuos nao seja normal, ndo € possive
utilizar os resultados da andlise de variancia. Desta forma, realizaram-se os testes de
normalidade para todas as funcdes apresentadas neste capitulo, e todas elas passara

no teste.

5.3.7.1 Funcéo representada pela Equacao 5.1

A andlise dos efeitos principais de cada fator, apresentada na Figura 5.4, mostra

gue o fator Tamanho da populacédo possui forte efeito positivo sobre a resposta final,
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ou seja, o valor maximo da funcgéo. Isso significa que a alteracdo do nivel (-) para o
nivel (+) melhora o resultado final. J& os fatores Numero de geracdes, Taxa de

cruzamento e Taxa de mutacdo nao possuem efeitos significativos sobre o resultado

final.
Main Effects Plot (data means) for Y
Tam Populacao Num Geracoes
0,984 4
0,978
0-\
0,972
—,
0,966 4
- 0,960
“6 ! ) T T T T
% -1 1 -1 1
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0,984
0,978
0,972 e —
—y —
0,966 4
0,960
T T T T
1 1 1 1

Figura 5.4 — Gréfico dos efeitos principais
Fonte: MiniTab 14.00

A analise de variancia para um nivel de significancia0,05 pode ser vista na
Figura 5.5. Nota-se que os efeitos principais e as interacfes de quarta ordem sao

consideradas significativas para um p-value de 0,05.

Analvysis of VWariance for ¥ (coded units)

Jource DF Jeq 35 Ad3 35 Adj M3 F P
Main Effects 4 0,0122724 0,01=22%24 0,0030881 11,51 0,000
2-Way Interactions o 0,0007535% 0,0007533 0,000LZ256 0,4% 0,315
J-Way Interactions 4 0,0015411 0,0016411 0,0004103 1,5% 0,187
d-Way Interactions 1 0,0033788 0,0033788 0,0033788 13,11 0,001

Fesidual Error 64 0,0164%12 0,0184912 0,0002577
Pure Error 64 0,0164%12 0,0184912 0,0002577
Total 79 0,0345372

Figura 5.5 — Andlise de variancia
Fonte: MiniTab 14.00

O peso dos efeitos desses fatores pode ser visualizado no graReoetie para

os efeitos padronizados, mostrado na Figura 5.6.
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Pareto Chart of the Standardized Effects
(response is Y, Alpha = ,05)

1,998

A Factor Name
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Term
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Figura 5.6 — Grafico de Pareto para os efeitos padronizados

Fonte: MiniTab 14.0

No grafico apresentado na Figura 5.6, verifica-se que o fator A (Tamanho da
populacdo) tem uma importancia relativa bem maior que a dos outros fatores
principais, para um grau de 95% de confianca Iy

Um destaque especial para a interacdo ente os fatores ABCD (Tamanho da
populacdo * Numero de Geracdes * Taxa de cruzamento * Taxa de mutacado). Esta

interacdo de quarta ordem aparece em segundo lugar em importancia relativa.

5.3.7.2 Funcao representada pela Equacéo 5.2

A andlise dos efeitos principais de cada fator, apresentada na Figura 5.7, mostra
que os fatores Tamanho da populacéo e Taxa de mutacdo possuem forte efeito positivo
sobre a resposta final, ou seja, o valor maximo da funcéo. Isso significa que a alteracao
do nivel (-) para o nivel (+) melhora o resultado final. Ja os fatores Numero de
geracOes e Taxa de cruzamento ndo possuem efeitos significativos sobre o resultado

final.
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Main Effects Plot (data means) for Y
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Figura 5.7 — Gréfico dos efeitos principais
Fonte: MiniTab 14.00

A analise de variancia pode ser vista na Figura 5.8. Nota-se que os efeitos
principais e as interagdes de segunda ordem sao consideradas significativasgara um
valuede 0,05.

Analvsis of Wariance for ¥ (coded units)

Source DF  Seq S5  Adj 33 Adj M3 F P
Main Effects 4 1,01275 1,01275 0,253187 10,45 0,000
2-Way Interactions 6 0,62390 0,62390 0,10398% 4,29 0,001
3-Way Interactions 4 0,11249 0,1124% 0,02812% 1,16 0,337
4-Way Interactions 1 0,00174 0,00174 0,001742 0,07 0,789

Fezidual Error 64 1,3507% 1,5507% 0,024231
Fure Error 64 1,3507% 1,5507% 0,024231
Total 79 3,301a7

Figura 5.8 — Andlise de variancia

Fonte: MiniTab 14.0

O peso dos efeitos desses fatores pode ser visualizado no graRecetie para
os efeitos padronizados, mostrado na Figura 5.9. Neste grafico, verifica-se que o fator
D (Taxa de mutacdo) e o fator A (Tamanho da populacdo) tém uma importancia
relativa bem maior que a dos outros fatores principais, para um grau de 95% de
confianca @ - 1).

Um destaque especial para a interacdo ente os fatores AD (Tamanho da
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populacdo * Taxa de mutacdo). Esta interacdo de segunda ordem aparece em terceiro

lugar em importancia relativa.

Pareto Chart of the Standardized Effects
(response is Y, Alpha = ,05)
1,998
D : | Factor Name
A Tam Populacao
A+ | B Num Geracoes
AD- | C Tx Cruzamento
BD- D Tx Mutacao
B_
ABD
ol
(]
F  BCDA
ACH
BC
ABCD
ABC
CDA
C_
T T T T
0 1 2 3 4 5
Standardized Effect

Figura 5.9 — Grafico de Pareto para os efeitos padronizados

Fonte: MiniTab 14.1

5.3.7.3 Fucéo representada pela Equacao 5.3

A analise dos efeitos principais de cada fator, apresentada na Figura 5.10, mostra
que o fator Tamanho da populacédo possui forte efeito positivo sobre a resposta final,
ou seja, o valor minimo da funcé&o. Isso significa que a alteracdo do nivel (-) para o
nivel (+) melhora o resultado final. Ja os fatores Numero de geragcfes e Taxa de
cruzamento e Taxa de mutacdo ndo possuem efeitos significativos sobre o resultado

final.



Capitulo 5 — Analise dos Parametros do Algoritmo Genético 104

Main Effects Plot (data means) for Y
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Figura 5.10 — Graéfico dos efeitos principais

Fonte: MiniTab 14.00
A analise de variancia pode ser vista na Figura 5.11. Nota-se que os efeitos

principais e as interacdes de segunda ordem sao consideradas significativasgeara um
valuede 0,05.

Analysis of Variance for ¥ (coded units)

Source DF  Seqg 335  Adj 3% Adj M3 F P
Main Effects 4 7,505l 7,50511 11,8763 13,77 0,000
Z-Way Interactions 6 3,7688 3,76878 0,628l 4,61 0,001
3-Way Interactions 4 1,621% 1,62193 0,4055 2,97 0,026
4-Tay Interactions 1  0,8036 0,80358 0,8036 5,90 0,018

Fesidual Error G4 g,7236 &§,72361 00,1363
Pure Error Gd g,7236 §,72361 00,1363
Total 79 22,4230

Figura 5.11 — Andlise de variancia

Fonte: MiniTab 14.[

O peso dos efeitos desses fatores pode ser visualizado no graRecetie para
os efeitos padronizados, mostrado na Figura 5.12. Neste grafico, verifica-se que o fator
A (Tamanho da populagéo) tem uma importancia relativa bem maior que a dos outros
fatores principais, para um grau de 95% de confiamgdl].

Um destaque especial para a interacéo ente os fatores CD (Taxa de cruzamento *
Taxa de mutacdo). Esta interacdo de segunda ordem aparece em segundo lugar ern

importancia relativa.
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Pareto Chart of the Standardized Effects
(response is Y, Alpha = ,05)
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Figura 5.12 — Gréfico de Pareto para os efeitos padronizados

Fonte: MiniTab 14.[

5.3.7.4 Fmcao representada pela Equacéo 5.4

A analise dos efeitos principais de cada fator, apresentada na Figura 5.13, mostra
que o fator Tamanho da populacédo possui forte efeito positivo sobre a resposta final,
ou seja, o valor minimo da funcé&o. Isso significa que a alteracdo do nivel (-) para o
nivel (+) melhora o resultado final. J& os fatores NUumero de geracbes e Taxa de

cruzamento, Taxa de mutagcdo nao possuem efeitos significativos sobre o resultado

final.
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Main Effects Plot (data means) for Y
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Figura 5.13 — Gréafico dos efeitos principais

Fonte: MiniTab 14.1

A analise de variancia pode ser vista na Figura 5.14. Nota-se que somente 0s

efeitos principais sdo consideradas significativos para um p-gtal0gd5.

Analysis of Variance for ¥ (coded units)
Jource oF Geqg 33 &dy E3 Adjy M3 F F
Main Effects 4 G6436095 geds36095  2leds0z4 11,55 0,000
Z-Tay Interactions & Z4051575 24051575 4008596 Z,15 0,080
3-Way Interactions 4 5542317 8542317 2210579 1,18 0,326
4-Tlay Interactions 1 3632929 3632929 3632929 1,95 0,168
Residual Error 64 119415165 119415165 1565909

Pure Error 64 119415165 119415165 1865909
Total 79 242351083

Figura 5.14 — Andlise de variancia

Fonte: MiniTab 14.1

O peso dos efeitos desses fatores pode ser visualizado no graReoetie para
os efeitos padronizados, mostrado na Figura 5.15. Neste grafico, verifica-se que o fator
A (Tamanho da populagéo) tem uma importancia relativa bem maior que a dos outros
fatores principais, para um grau de 95% de confiamgdly.

Um destaque especial para a interacdo ente os fatores AD (Tamanho da
populacdo * Taxa de mutacao). Esta interacédo de segunda ordem aparece em segundc
lugar em importancia relativa.



Capitulo 5 — Analise dos Parametros do Algoritmo Genético

Pareto Chart of the Standardized Effects
(response is Y, Alpha = ,05)
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Figura 5.15 — Gréfico de Pareto para os efeitos padronizados

Fonte: MiniTab 14.0

5.3.7.5 Fmcéo representada pela Equacéo 5.5

A analise dos efeitos principais de cada fator, apresentada na Figura 5.16, mostra
que os fatores Tamanho da populacéo e Taxa de mutacdo possuem forte efeito positivo
sobre a resposta final, ou seja, o valor maximo da funcéo. Isso significa que a alteracao
do nivel (-) para o nivel (+) melhora o resultado final. Ja os fatores Numero de

geracOes e Taxa de cruzamento ndo possuem efeitos significativos sobre o resultado

final.

107



Capitulo 5 — Analise dos Parametros do Algoritmo Genético 108

Main Effects Plot (data means) for Y
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Figura 5.16 — Grafico dos efeitos principais
Fonte: MiniTab 14.00

A analise de variancia pode ser vista na Figura 5.17. Nota-se que somente 0s

efeitos principais sao consideradas significativas para um p-value de 0,05.

Analvyeiz of Wariance for ¥ [coded units)

Source DF  Seqg 3% adj 33 Adj M3 F P
Main Effects 4 0,043793 0,0437933 0,0108483 &,86 0,000
2-Way Interactions 6 0,021451 0,0214508 0,0035751 2,83 0,017
3-Way Interactions 4 0,008685 0O,0086851 0,0021713 1,72 0,157
4-Way Interactions 1 0,000101 0,0001014 0,00010L4 0,08 0,778

Regidual Error 64 0,080956 0,0809564 0,0012649
Pure Error 64 0,080956 0,0809564 0,0012649
Total 79 0,1549587

Figura 5.17 — Andlise de variancia

Fonte: MiniTab 14.[

O peso dos efeitos desses fatores pode ser visualizado no graRecetie para
os efeitos padronizados, mostrado na Figura 5.18. Neste gréfico, verifica-se que o0s
fatores A (Tamanho da populacéo), juntamente com o fator D (Taxa de mutagcao) tém
uma importancia relativa bem maior que a dos outros fatores principais, para um grau
de 95% de confianca (- 1).

Um destaque especial para a interacdo ente os fatores AD (Tamanho da
populacdo * Taxa de mutacdo). Esta interacdo de segunda ordem aparece em terceiro

lugar em importancia relativa.
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Pareto Chart of the Standardized Effects
(response is Y, Alpha = ,05)
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Figura 5.18 — Gréfico de Pareto para os efeitos padronizados

Fonte: MiniTab 14.[

5.3.8 nclusbes e recomendacdes

Pdde-se observar algumas caracteristicas sobre o comportamento dos parametros

do algoritmo genético nos cinco projetos de experimentos executados. Essas

caracteristicas séo listadas a seguir:

1. O parametro Tamanho da populacédo foi significativo em todos os projetos. Além

disso, pelo grafico d®areto, este parametro mostrou quase sempre uma maior

importancia relativa;

2. Ao contrario, o parametro Numero de geracfes nao foi significativo em nenhum

dos projetos analisados. Uma pergunta pode ser B#ta: que 50 geracdes €

suficiente para bons resultados?;

3. Da mesma forma, o parametro Taxa de cruzamento n&o foi significativo em

nenhum dos projetos analisados. Muito de publica sobre melhorias na taxa de

109

cruzamento em operadores genéticos. Outra pergunta pode sesdeitajue a

preocupacao com esse parametro € necessaria?;

4. Ao contrério da taxa de cruzamento, a Taxa de mutacéo foi significativa em alguns



Capitulo 5 — Analise dos Parametros do Algoritmo Genético 110

projetos;

5. O efeito das interacfes de segunda ordem mostrou-se significativo em quatro dos
cinco projetos analisados. Isto reforca a importancia de se compreender os efeitos
causados por essas interacoes;

6. Ocorreu um efeito significativo de quarta ordem. Isto reforca a importancia no

cuidado na escolha dos parametros do algoritmo genético.

5.4 CONSIDERACOES FINAIS

Este capitulo apresentou uma analise do comportamento dos parametros dos
algoritmos genéticos no tempo de convergéncia e na qualidade da resposta destes
algoritmos.

A analise no tempo de convergéncia se deu através de um levantamento
bibliografico, enquanto que a analise na qualidade da resposta dos algoritmos
genéticos se desenvolveu através de projeto de experimentos, aplicado através de uma
metodologia proposta por Montgomery (2005). Cabe ressaltar que esta aplicacéo sé foi
possivel gracas a utilizacdo de uma ferramenta computacional desenvolvida.

Destaca-se, neste capitulo, a ocorréncia de uma proporcao de importancia maior
do parametro tamanho da populacdo tanto no tempo de convergéncia como na
qualidade da resposta dos algoritmos genéticos.

Com isso, é possivel finalizar a fase de conceitualizacdo de Mitraff (1974),
destacada na Figura 5.1. Nesta fase, definiu-se as variaveis relevantes para o problema
de otimizacdo de modelos simulacdo a eventos discretos, ou seja, qual parametro do
algoritmo genético mais influencia o tempo de convergéncia e a qualidade da resposta

destes algoritmos.



Capitulo 6 — Desenvolvimento do Método de Otimizacao 111

CAPITULO 6 — DESENVOLVIMENTO DO METODO DE OTIMIZACAO

6.1 CONSIDERACOES INICIAIS

O objetivo deste capitulo é apresentar o0 método de otimizacdo proposto para
modelos de simulacdo a eventos discretos. Para tal, inicialmente serdo mostradas as
adaptacdes na estrutura dos algoritmos genéticos em relacdo aos parametros deste:
algoritmos. Na sequéncia, serd mostrado o método proposto para a otimizacdo de
modelos de simulagcdo a eventos discretos através dos algoritmos genéticos.
Finalmente, serd apresentado a ferramenta computacional desenvolvida capaz de
executar o método de otimizac&o proposto.

Cabe ressaltar que este capitulo refere-se, em relacédo ao modelo deelatoff
(1974), a fase de modelagem, pois segundo Bertrand e Fransoo (2002) nesta fase
constroi-se um modelo quantitativo que define as relacdes causais entre as variaveis
selecionadas na fase de conceitualizagdo. A Figura 6.1 destaca a fase do modelo de

Mitroff et al. (1974) pertinente a este capitulo.

- -

- -

\ Modelo RN
v | Conceitual ~

~
Conceitualizacdo Modelagem S

S \
Problema . . 1\:10(1,6} 0 N
Cientifico \
-~ - /}I

Implementacdo Modelode = ====7

solucdo

Solugido

Figura 6.1 — Fase de modelagem
Fonte: Adaptado de Mitrofét al. (1974)
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6.2 ADAPTACOES NA ESTRUTURA DO ALGORITMO GENETICO

Mostrou-se, no capitulo anterior, que dos quatro parametros existentes para os
algoritmos genéticos, o parametro tamanho da populacdo é o maior responsavel pela
velocidade de convergéncia desses algoritmos. Também se mostrou, através do projeto
de experimentos, realizado no capitulo anterior, que o parametro tamanho da
populacao foi significativo, em relacéo a qualidade da resposta, em todos 0s projetos
analisados, além de quase sempre possuir uma maior importancia relativa.

Paralelamente, o0 escopo desta tese restringe-se a modelos de simulacéo
computacional a eventos discretos, cujas variaveis de entrada sdo do tipo discretas,
deterministicas e inteiras.

Desta forma, serdo realizadas adaptacdes na estrutura do algoritmo genético,
considerando as analises comentadas anteriormente, com o intuito de melhorar a
eficiéncia na otimizacdo de modelos de simulagcéo a eventos discretos, além de manter
sua eficacia, quando comparado a uma ferramenta de otimizacdo comercial.

A Figura 6.2 mostra como foram direcionadas as adaptacfes na estrutura do

Algoritmo Genético.

Projeto de Experimentos Reviséo da Literatura Escopo da Tese

Analise da influéncia
dos parametros do AG

(em relagéo a
qualidade de resposta)

Andlise da influéncia
dos parametros do AG

(em relagéo a tempo
de convergéncia)

Simulag&o aplicada
a manufatura

Sele¢do do parametro
mais significativo

Sele¢do do parametro
mais significativo

Definigao das
condigdes de
contorno

¥

Adaptacgdes na

estrutura do AG

Y

Eficiéncia na otimizacéo de
modelos de simulagéo

Figura 6.2 — Adaptacfes na estrutura do Algoritmo Genético
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Para a realizacdo das adaptacdes na estrutura do algoritmo genético, proposto
nesta tese de doutorado, levou-se em consideracao, principalmente, a influéncia que o
tamanho da populacdo exerce na qualidade da resposta e no tempo de convergéncias
destes algoritmos, aliado ao escopo desta tese. Utilizou-se apenas do parametro
tamanho da populacéo, pois os parametros numero de geracdes e taxa de cruzamentc
nao foram significativos em nenhum dos projetos de experimentos analisados no
capitulo anterior, enquanto que a taxa de mutacéo foi significativa somente em alguns
projetos.

Estas adaptacOes tém a intencdo de melhorar a velocidade de convergéncia do
algoritmo genético e, simultaneamente manter a qualidade de resposta destes
algoritmos.

Cabe ressaltar que, conforme visto na revisdo bibliografica sobre algoritmos
geneéticos, as técnicas de adaptacdo nos parametros destes algoritmos tém sido
utilizadas por diversos autores na intencdo de melhorar seu desempenho (LINDEN,
2006).

6.3 ADAPTACOES NO PARAMETRO TAMANHO DA POPULACAO

O tamanho da populacéo € representado por um conjunto de individuos. Por sua
vez, um individuo da populacao é a representacdo, no caso desta tese de doutorado, de
uma possivel solucédo na forma binéria {0,1}.

Considerando-se uma variavel discreta, deterministica e inteira, com uma
variacdo entre [1, 10] e uma precisdo de 1, € possivel calcular a quantidaitte de
necessarios para o individuo, ou seja, o tamanho do individuo, utilizando-se a Equacao
6.1 (MITCHELL, 1996), apresentada na revisdo bibliografica sobre algoritmos

geneéticos.

sup —inf,

Pecisdo= (6.1)
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Sendo:
k — nimero de bits do cromossomo (tamanho do individuo);

[inf;, sup] — limites inferior e superior da faixa de operacéo (variacao).

Substitundo-se os valores, tem-se:
_10-1

2k

1

= k=332=> k=4 (6.2)

Desta forma, para as condicdes estabelecidas, serdo necesddtopata o
tamanho do individuo. Percebe-se, entdo, que o tamanho do individuo para atender as
condi¢cBes de contorno propostas por esta tese de doutorado serd sempre menor do qu
se fosse um valor ndo inteiro. A Tabela 6.1 comprova tal afirmacdo. Nota-se que
mesmo com uma maior variagdo entre os limites inferior e superior o tamanho do

individuo, considerando-se variaveis inteiras, ainda sera pequeno.

Tabela 6.1 — Tamanho do individuo em relacéo a variacéo entre os limites inferior e superior

Variagao entre os limites Quantidade de bits necessarios
inferior e superior (tamanho do individuo)
5
10
20
30
40
50

oOoO|0gI|wWlWw

Cabe ressaltar que o numero llts necessarios para o tamanho do individuo
também serd pequeno para aos problemas de otimizacdo de modelos de simulacdo &
eventos discretos com mais de uma variavel de entrada. Mesmo este numieso de
tendo que contemplar, para cada uma destas variaveis, as necessidades relacionadas
variacao entre seus limites inferiores e superiores e a precisao desejada.

Desta forma, uma vez que se tem uma reducéo no tamanho do individuo, espera-
se que o tamanho da populacdo necesséario para garantir a robusteza dos algoritmos
geneéticos também seja menor. Entretanto, tem-se a seguinte qgaeatémtamanho

da populacédo ideal para manipular estes individuos?
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Uma possivel resposta a esta questdo estd em Goldberg (1989), que estabelece
uma relacdo entre tamanho da populacdo e tamanho do individuo. Esta relacéao,
apresentada na revisdo bibliografica sobre algoritmos genéticos, € mostrada na

Equacéo 6.3.

Tamanhalapopulacie 16502 %™ (6.3)

Sendo:

k — nimero de bits do cromossomo (tamanho do individuo);

Através da Equacdo 6.3 verifica-se que o tamanho da populacdo cresce
exponencialmente em relacdo ao crescimento do tamanho do individuo. A Tabela 6.2

mostra este crescimento.

Tabela 6.2 — Relacéo entre tamanho do individuo e tamanho da populagéao

Tamanho do individuo Tamanho da populagao

5 4

10 8

15 15

20 31

30 130

40 558

50 2390

60 10244

Nota-se que para um tamanho de individuo pequeno o tamanho da populacéo,
necessario para a manipulacdo do algoritmo genético proposto, também sera
relativamente pequeno.

Mesmo utilizando-se a expressao de Goldberg (1989), mostrada anteriormente na
Equacdo 6.3, para a manipulacdo do parametro tamanho da populacdo, optou-se,
também, em inserir uma taxa de crescimento neste parametro. Cabe ressaltar que, de
fato, este incremento no tamanho da populacédo, a cada geracao, € que torna o propostc
algoritmo genético adaptativo. Pode-se justificar esta adaptacdo através do

levantamento bibliogréafico apresentado a seguir.
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Gonget al. (2007) utilizam técnicas adaptativas para o tamanho de populacéo.
Segundo os autores, a cada geracdo do algoritmo genético, um tamanho de populacao
diferente é utilizado. A intencéo é reduzir o tempo processamento em busca da solucéo
Otima e a0 mesmo tempo evitar a convergéncia prematura do algoritmo.

Ja Ma e Zhang (2008) apresentam uma técnica adaptativa para o tamanho da
populacdo que ndo descarta alguns dos cromossomos utilizados na operacdo de
cruzamento. Como consequéncia desta adaptacdo, a cada geracdo tem-se um numer
maior para o tamanho da populacdo, que pode aumentar de 1 a 100% do seu tamanhc
original.

De forma semelhante, Kaveh e Shahrouzi (2007) propdem um método para
ajustar o tamanho da populacao. Inicia-se o algoritmo genético com um tamanho de
populacdo pré-definido e a cada geracédo este valor € aumentado com base em uma
taxa. Os autores definem que o valor maximo desta taxa devera ser de 50%. O
resultado encontrado pelos autores mostrou uma melhora significativa no tempo de
convergéncia do algoritmo genético.

Nesta tese, optou-se em utilizar uma taxa de crescimento no parametro tamanho
da populacao igual a 50%. Justifica-se a escolha deste valor, uma vez que o método
proposto sempre iniciara com um valor para o tamanho da populacdo pequeno, quando
comparado aos valores encontrados na revisdo bibliografica. O aumento de 50% no
tamanho da populacédo a cada geracédo permitira ao metodo proposto buscar o tamanha
da populacéo ideal de Lobo e Goldberg (2004), apresentado na Figura 5.2 do capitulo
anterior. Desta forma, garante-se a reducdo no tempo de convergéncia do algoritmo
genético, além de garantir a qualidade na resposta deste algoritmo.

O fluxograma apresentado na Figura 6.3, mostra os procedimentos adotados na
adaptacao do parametro tamanho da populacéo para o proposto metodo de otimizacao
de modelos de simulacéo a eventos discretos.

Inicialmente, calcula-se a quantidadebiks necessarios para cada individuo da
populacdo através da Equacédo 6.1 (MITCHELL, 1996). Na sequéncia, estima-se o
tamanho da populacdo inicial através da Equacdo 6.3 (GOLDBERG, 1989). O
algoritmo genético é entdo executado e os resultados desta primeira geracao Sao

avaliados.
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Inicio

Calcular mamero de hits
necessarios

(MITCHELL, 1995)

L 4

Calcular o tamanho da
populacio inicial

(GOLDBERG, 193%)

Y

Executar o Algoritino
Genético

E necessario
executar outra
geraciio?

S Niio

¥

Anmmentar o tamanho da
populacio em S0%

L

Apresentar os
(KAVEH e SHAHROUZI, 2007) resultados

(MA e ZHANG, 2008)

¥

Acrescental 05 novos X
individuos na populaciio Fim

Figura 6.3 — Adaptagéo proposta para o pardmetro tamanho da populagéo

Caso ndo seja necessario executar uma nova geracao para o algoritmo genético,
os resultados séo apresentados e encerra-se a adaptacdo. Caso contrario, ou seja, se f
necessario executar uma nova geracao, aumenta-se o tamanho da populacdo em 50%
(KAVEH e SHAHROUZI, 2007; MA e ZHANG, 2008). Estes novos individuos serdo
gerados aleatoriamente e inseridos na populacdo atual do problema. O algoritmo

genético serd executado até ndo ser mais necessario avaliar outra geracao.
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6.4 CONSIDERACOES SOBRE O PARAMETRO NUMERO DE GERACOES

Segundo Mitchell (1996), o numero de geracdes esta associado com o critério de
parada do algoritmo genético. Em outras palavras, algum critério deve ser adotado
para o término do processamento do algoritmo. Existem diferentes tipos de critério de
parada, por exemplo, tém-se o critério do nimero maximo de geracdes ou tempo limite
de processamento para encerramento do processo.

Diferentemente do algoritmo genético utilizado no capitulo 5, onde o total de
namero de geracdes era fornecido no inicio do processo, sera adotado para o algoritmo
proposto neste capitulo, que este encerre no momento que se percebe que ndo a h:
mais melhorias de uma geracéo para outra. Isto faz com que o0 nhumero de geracoes seje
conhecido somente quando o critério de parada for satisfeito. De fato, este critério de
parada para o numero de geracdes é citado por diversos autores (GOLDBERG, 1989;
TANOMARU, 1995; BARBOSA, 2005; AL-AOMAR e AL-OKAILY, 2006;
LINDEN, 2006).

Cabe ressaltar que esta modificacdo no critério de parada para o algoritmo
proposto, ndo pode ser considerada como uma adaptacdo, uma vez que este critério
nao € mutavel ao longo das geracoes.

Optou-se por este critério uma vez que o parametro niumero de geracdes nao foi
significativo no estudo realizado no capitulo 5. Desta forma, mesmo nao considerando
esta mudanca como uma adaptacdo, espera-se que esta contribua para melhorar c

desempenho do algoritmo proposto.

6.5 CONSIDERACOES SOBRE OS PARAMETROS TAXA DE CRUZAMENTO E
TAXA DE MUTACAO

Segundo Mitchell (1996), a taxa de cruzamento € a probabilidade de se efetuar o
cruzamento entre dois individuos da populacdo. De forma semelhante, a taxa de

mutacao determina se os genes dos individuos sofrerdo mutacéo ou néo.
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Optou-se em nao realizar nenhuma adaptacéo nesses parametros, principalmente
pelas seguintes razoes:

Primeiro, tem-se o fato do parametro taxa de cruzamento nao ter se mostrado
significativo em nenhum dos projetos estudados no capitulo 5.

Segundo, apesar do parametro taxa de mutacao ter sido significativo em alguns
dos projetos estudados no capitulo 5, também se optou em nao efetuar adaptacdes
neste parametro. Uma vez que o tamanho da populacao foi reduzido, espera-se que a
convergéncia do algoritmo genético seja feita de forma mais rapida. Desta forma,
acredita-se que as mudancas que poderiam ser feitas neste parametro nao
contribuiriam com a reducéo do tempo de convergéncia do método de otimizacao.

O operador de cruzamento utilizado no desenvolvimento do método de
otimizagcdo proposto foi o de Cruzamento de um Ponto. Ja o operador de mutacao
utilizado foi o de Mutac&o Binaria Simples. Os valores definidos para as taxas de
cruzamento e a taxa de mutacdo que serdo utilizados na otimizacdo dos modelos de
simulac&o no préximo capitulo sado respectivamente 80% e 10%. Estas escolhas foram
feitas com base no projeto de experimentos realizado no capitulo 5, sendo esses

valores atribuidos ao nivel (+) do projeto fatorial completo.

6.6 METODO PARA OTIMIZACAO DE MODELOS DE SIMULACAO

O meétodo proposto para a otimizacdo de modelos de simulacdo a eventos
discretos, que atende as condi¢cdes de contorno estabelecidas, pode ser dividido em
duas fases.

A primeira fase, mostrada na Figura 6.4, consiste na verificacdo da possibilidade

de aplicacdo do método para o problema proposto.
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Figura 6.4 — Fluxograma da primeira fase do método de otimizac&o proposto

Inicialmente, tem-se a verificagcdo das variaveis de decisdo para o modelo de
simulacdo que se pretende otimizar. Cabe ressaltar que este método so foi validado
para as condi¢cbes de contorno estabelecidas no capitulo 1 desta tese de doutorado, ot
seja, as variaveis de decisdo precisam ser do tipo discretas, deterministicas e inteiras.
Se estas condi¢des forem atendidas, o método esta apto a iniciar a fase de otimizacao
do modelo de simulacdo. Caso contrario, ndo é possivel iniciar a fase de otimizacgao.

A segunda fase do método proposto consiste no processo de otimizacdo,
propriamente dito, de modelos de simulacdo a eventos discretos. O fluxograma
apresentado na Figura 6.5 mostra este processo de otimizacdo, além das adaptacoe:

feitas no algoritmo genético.
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Figura 6.5 — Fluxograma da segunda fase do método de otimizagédo proposto

Ao iniciar-se uma nova geracao, verifica-se se esta € a primeira geracdo. Se a
resposta a esta questéo for afirmativa, faz-se o calculo do nambits decessarios
para cada individuo da populacdo do algoritmo genético, através da Equacéo 6.1

(MITCHELL, 1996). Na sequéncia, calcula-se o tamanho da populagado inicial,
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considerando-se a Equacdo 6.3 (GOLDBERG, 1989). Gera-se entdo a populacéo
inicial do algoritmo genético. Cabe ressaltar que estes dois passos s6 acontecerdo na
primeira vez que se executar a fase 2.

Se ja existir uma populacéo, ou seja, se ndo for a primeira geracdo, aumenta-se o
parametro tamanho da populacdo em 50% (KAVEH e SHAHROUZI, 2007; MA e
ZHANG, 2008). Estes novos individuos serdo gerados aleatoriamente e inseridos na
populacao atual do problema.

A avaliacdo de cada individuo € realizada através do simulador a eventos
discretos. Para tal, 0o método envia, separadamente, cada individuo da populacao para o
simulador, e este retorna a resposta do modelo de simulacéo para tais individuos com
base na funcdo objetivo definida. O item 6.7, a seguir, mostra com mais detalhes o
funcionamento desta avaliacdo através da ferramenta computacional desenvolvida.

ApoOs a avaliacdo de todos os individuos da populagcédo, verifica-se se ha
melhorias na resposta da geracdo atual em relacdo a geracdo anterior. Se ndo ocorre
melhorias significativas, ou seja, inferior a precisdo da funcdo objetivo, considera-se
gue a condicdo de parada do método foi satisfeita. Apresenta-se, entdo os resultados de
otimizagdo do modelo de simulacéo e encerra-se o método.

Caso a condicao de parada nao seja satisfatoria, selecionam-se os individuos para
reproducdo, através do método da roleta, apresentado no capitulo 3. Na sequéncia,
aplicam-se os operadores de cruzamento e mutacdo nos individuos selecionados
anteriormente. Utilizaram-se as taxas de 80% e 10% para as taxas de cruzamento e
mutacao respectivamente.

Apés a aplicacdo destes operadores nos individuos selecionados, uma nova

geracdo pode ser formada, iniciando-se todo 0 processo novamente.

6.7 FERRAMENTA COMPUTACIONAL DESENVOLVIDA

Para o desenvolvimento do método proposto, preocupou-se em elaborar uma
ferramenta computacional, com base nos algoritmos genéticos, capaz de permitir a

manipulacdo de seus parametros, além de permitir a comunicacdo entre esta
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ferramenta computacional e o simulador a eventos discretos. Esta comunicagdo se da
através de um objeto chamaBeoActiveX fornecido pelo fabricante do simulador,

conforme mostra a Figura 6.7.

Figura 6.7 - Comunicacéo entre a ferramenta desenvolvida e o simulador

Paa executar a otimizacdo, a ferramenta computacional envia para o objeto
ProActiveX, os individuos da populacdo. Esses individuos representam as variaveis de
entrada do modelo de simulacéo, tais como: quantidade de operadores, quantidade de
maquinas, etc. O objeto entéo insere esses valores no simulador, aguarda a execucac
da simulacao e recupera os resultados do modelo simulado. Esses resultados podem
ser. a produtividade, a taxa de producdo, a eficiéncia do sistema produtivo, ou
gualgquer indicador de desempenho desejado. Esses resultados serdo utilizados na

avaliacdo de cada individuo existente do algoritmo genético.

6.8 CONSIDERACOES FINAIS

Este capitulo apresentou o método de otimizagdo desenvolvido para modelos de
simulacdo a eventos discretos. O meétodo consiste na estimativa do tamanho da
populacdo inicial e na adaptacdo no parametro tamanho da populacdo no

funcionamento do algoritmo genético.
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Cabe ressaltar que o método proposto € valido para as condigcbes de contorno
estabelecidas por esta tese de doutorado, que consiste na manipulagédo de variaveis de
deciséo do tipo discretas, deterministicas e inteiras.

Foi apresentada, também, a ferramenta computacional desenvolvida capaz de
permitir a aplicacdo do método proposto em modelos de simulacédo, além de permitir a
manipulacdo dos parametros do algoritmo genético e a comunicagcdo com o simulador
a eventos discretos.

Com isso, € possivel finalizar a fase de modelagem de Mataodil. (1974),
destacada na Figura 6.1. Nesta fase, construiu-se um modelo quantitativo para

otimizacdo de modelos simulagcao a eventos discretos.
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CAPITULO 7 — APLICACAO DO METODO DE OTIMIZACAO PROPOSTO

7.1 CONSIDERACOES INICIAIS

O objetivo deste capitulo é efetuar a comparacdo do método de otimizacao
desenvolvido com uma ferramenta disponivel comercialmente. Para tal, inicialmente,
se fara as justificativas da escolha da ferramenta comercial, seguida da metodologia
utilizada para a comparacao entre estes métodos de otimizacao.

Na sequéncia, serdo apresentados 0s quatro objetos de estudo utilizados.
Finalmente, sera efetuada a otimizacdo destes objetos de estudo, através dos dois
métodos de otimizacdo, sendo apresentada uma comparacao entre esses resultados.

Cabe ressaltar que este capitulo refere-se, em relacédo ao modelo deelatoff
(1974), a fase de modelo de solucdo. Bertrand e Fransoo (2002) afirmam que nesta
fase, utiliza-se um modelo de resolucdo através de regras matematicas, ou seja,
aplicar-se-a o método de otimizacdo proposto na fase de modelagem com a intengao
de avaliar as solugdes encontradas. A Figura 7.1 destaca a fase do modelo de Mitroff

et al. (1974) pertinente a este capitulo.
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Modelagem
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- e - e \
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e /
/
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/ ~
. solucdo P
! . N P
! Solucio e
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\ - -
~ -
e -

e = - -

Figura 7.1 — Fase de modelo de solucao
Fonte: Adaptado de Mitrofét al. (1974)
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7.2 JUSTIFICATIVA DO USO DO PROMODEL® / SIMRUNNER®

Para Delinchanet al. (2007), os softwares para otimizacdo de modelos de
simulacdo compreendem um novo paradigma de implementacdo no estudo de
simulacdo. Oferecem uma nova oportunidade de rapidamente conectar o modelo
computacional desenvolvido a um algoritmo de otimizacdo através de uma interface
padronizada.

Segundo Appelqgvist e Lehtonen (2005), muitos pacotes de simulacéo, tais como
AtoMod®, eMPower®, ProModel® e Quest®, oferecem ferramentas de otimizacao,
gue segundo os autores, tem o0 objetivo de encontrar a combinacédo dos valores das
variaveis de entrada que possibilitam o melhor resultado na variavel de saida.

Para a realizacdo dos modelos computacionais apresentados nesta tese, foi
utilizado o software Promodel® da Promodel Corporation, um dos softwares de
simulag&do mais utilizados no mercado (DOLOI e JAFARI, 2003).

Este pacote de simulagdo incorpora trés programas principais: Promodel® (para
simulacdo a eventos discretos), SimRunner® (para otimizacdo de modelos de
simulacao) e Stat::Fit® (para estudo de distribuicbes de probabilidade).

Segundo Harrel, Ghosh e Bowden (2000), o SimRunner® é relativamente
simples de se usar. Segundo estes autores é possivel utilizar o SimRunner® apenas
com um conhecimento basico sobre heuristicas de busca de problemas de otimizacgao.

Verma, Gibbs e Gilgan (2000) afirmam que o SimRunner® pode facilmente ser
incorporado como uma ferramenta de tomada de deciséo e fazer parte do dia a dia das
decisbes dos gestores. Isto é possivel gracas sua facilidade de uso.

Adicionalmente, conforme mostrado na revisao bibliografica sobre simulacéo, o
SimRunner® se utiliza dos algoritmos genéticos para a otimizagcdo dos modelos de
simulagéo.

Desta forma, o método de otimizacdo de modelos de simulagcdo a eventos
discreto, proposto por esta tese, serd comparado ao otimizador do Promodel®, ou seja,
ao SimRunner®. Utilizou-se nesta tese a versao 4.22 do Promodel®, que incorpora a

versao 2.8d do SimRunner®.
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7.3 METODOLOGIA UTILIZADA NESTE CAPITULO

Conforme ja apresentado na revisdo bibliografica, geralmente as metodologias de
otimizacdo em simulac&o partem de um modelo ja existente e validado. A metodologia
para otimizacdo de modelos de simulacédo utilizada neste capitulo sera a proposta por
Harrel, Ghosh e Bowden (2000). Esta metodologia ja foi descrita na revisao
bibliografica sobre simulacdo. A Figura 7.2 apresenta um fluxograma com esta

metodologia sintetizada.

1. Definicio das variaveis de
decisdo

Y
2. Definicdo do tipo de
vandvel e limites infenores e
SUPETiDrES

3. Definicdo da funcio
ohietivo

h

4. Definicdo dos pardmetros
da simulagdo

5. Andlise da solucdo

Figura 7.2 — metodologia para otimiza¢do de modelos de simulacao
Fonte: Harrel, Ghosh e Bowden (2000)

Cabe ressaltar que mesmo seguindo uma metodologia para a execucdo da
otimizacdo em simulagao, alguns fatores afetam diretamente o desempenho de busca,
entre eles: precisdo do modelo, nimero de variaveis, complexidade da funcéo objetivo,
valores iniciais das variaveis e seus limites.

Desta forma, a comparacdo entre o método de otimizacdo proposto e o
SimRunne® serd realizada mantendo-se 0os mesmos valores para estes atributos e

através da mesma metodologia proposta por Harrel, Ghosh e Bowden (2000).
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Vale a pena destacar que o método de otimizagédo, desenvolvido nesta tese, atua
entre 0 quarto e quinto passos da metodologia de otimizagcdo proposta por esses

autores, assim comoSImRunne®.

7.4 OBJETOS DE ESTUDO

Quatro objetos de estudo foram selecionados. O primeiro e o0 segundo objetos de
estudo referem-se a empresas do setor automobilistico. J& o terceiro e o quarto objeto
de estudo referem-se a uma empresa de alta tecnologia. A seguir apresenta-se uma
descricdo de cada objeto de estudo, juntamente com o modelo computacional
desenvolvido para cada um destes objetos.

Cabe ressaltar que os modelos conceituais e computacionais de cada um dos
objetos de estudo, utilizados nesta tese, foram verificados e validados em trabalhos
anteriores ao qual o pesquisador foi co-autor. Estas etapas de validacéo e verificacéo
foram apresentadas em artigos de congressos e serao referenciadas, a seguir, para cac

um destes objetos de estudo.

7.4.1 Primeiro objeto de estudo

O primeiro objeto de estudo refere-se a uma linha de producdo de uma empresa
do setor automobilistico produtora de componentes eletrénicos. Tal linha de producéo
é responsavel pela fabricacao de 900 pecas diarias divididas em quatro familias.

A verificacdo e a validacdo do modelo conceitual e computacional encontram-se
em Montevechet al. (2007). A Figura 7.3 ilustra 0 ambiente de constru¢cdo do modelo

computacional no ProModel®.
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Figura 7.3 — Ambiente de construcdo do modelo computacional no ProModel® para o primeiro objeto de estudo
7.4.2 Sgundo objeto de estudo

O segundo objeto de estudo refere-se a uma célula de manufatura de uma
empresa do setor de autopecas. O produto final desta célula € o anel para pistéo,

utilizado em motores de automoveis.
A verificacdo e a validacdo do modelo conceitual e computacional encontram-se

em Montevechiet al. (2008a). A Figura 7.4 ilustra o ambiente de construcdo do

modelo computacional no ProModel®.
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Figura 7.4 — Ambiente de construcdo do modelo computacional no ProModel® para o segundo objeto de estudo

7.4.3 Teceiro objeto de estudo

O terceiro objeto de estudo refere-se a uma empresa brasileira de alta tecnologia,
focada na fabricacdo e desenvolvimento de equipamentos para a comunicacao optica.
A area de manufatura da empresa € composta por seis células de producédo, sendo cad
célula responsavel por montar um grupo de equipamentos. A modelagem foi
desenvolvida na célula deansponders. O produto analisado neste objeto de estudo &

o transponder de 2,5 Gb.

A verificacao e a validagdo do modelo conceitual e computacional encontram-se

em Montevechiet al. (2008b). A Figura 7.5 ilustra o ambiente de construcdo do

modelo computacional no ProModel®.
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Figura 7.5 — Ambiente de construcdo do modelo computacional do ProModel® para o terceiro objeto de estudo

7.4.4 Quato objeto de estudo

O quarto objeto de estudo refere-se a mesma célula de manufatura do objeto de
estudo anterior. Entretanto o produto aqui analisado € o transponder de 10Gb.

A verificacdo e a validacdo do modelo conceitual e computacional encontram-se
em Montevechiet al. (2008b). A Figura 7.6 ilustra o ambiente de construgdo do

modelo computacional no ProModel®.
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Figura 7.6 — Ambiente de construcao do modelo computacional do ProModel® para o quarto objeto de estudo

7.5 OTIMIZACAO DOS OBJETOS DE ESTUDO

Apresenta-se, a seguir, a otimizacdo dos quatro objetos de estudo citados
anteriormente. Serdo comparados o0s resultados obtidos atrag@mRionne® e do
método de otimizacao proposto.

O computador utilizado para a comparacdo entre os métodos de otimizacao
possui as seguintes especificacdes técnicas:

* Processador: AMD ATHLON XP 2000+ de 1,67 GHz;
* Memodria RAM: 1 Gb;

» Placa de video: ATI RADEON 256 Mb;

* Placa Mae: PC CHIPS 300 GHz;

« Sistema operacional: Windows XP (Service Pack 2).
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7.5.1 Primeiro objeto de estudo

A seguir apresenta-se 0s 5 passos necessarios para a execucao da metodologia d
otimizacdo proposta por Harrel, Ghosh e Bowden (2000) para modelos de simulagéo

computacional.

7.5.1.1 Definicdo das variaveis de decisao (passo 1)

As variaveis de decisdo deste problema de otimizacdo foram definidas como
sendo as quantidades kiEnbans necessarios para as pecas aqui denominadas de P1 e
P2.

7.5.1.2 Definicéo do tipo de variavel e limites superiores e inferiores (passo 2)

No presente problema, as variaveis representam as gquantidadesbdas,
assim elas devem ser do tipo deterministicas, discretas e inteiras. Na definicdo dos
limites das variaveis, foi tomada a quantidade atual de cartdes como limite maximo
(12 cartbes), uma vez que nao se deseja utilizar quantidades maiores que estas, e um

Unica unidade como limite minimo.

7.5.1.3 Definicdo da funcao objetivo (passo 3)

O objetivo desta otimizacao sera encontrar a quantidade minima de kanbans, para
cada uma das pecas analisadas, necessarios para garantir a demanda semanal d
empresa e manter o minimo de estoque intermediario entre os estagios produtivos.
Para tal, elaborou-se uma funcdo objetivo considerando-se a producdo semanal,
namero de cartbes utilizados e o estoque em processamento. Cabe ressaltar que

funcéo objetivo utilizada neste objeto de estudo ¢€ linear.
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7.5.1.4 Definicdo dos parametros da simulacéo (passo 4)

O SimRunne®, apresenta trés perfis de otimizagdo: cauteloso, moderado e
agressivo. Desta forma, serdo analisados os tempos de processamento para cada un
destes perfis, juntamente com a qualidade da solucdo encontrada pelo simulador. Para
cada um dos experimentos realizados serdo adotadas trés replicagcdes.

Adicionalmente, cSimRunner® néo permite, em suas configuragdes, definicbes
sobre os parametros dos algoritmo genético utilizado por este. Em contra partida, o
método de otimizacdo proposto por esta tese permite a configuracbes destes
parametros. Selecionaram-se, entdo, as seguintes opc¢des: taxa de cruzamento: 80%
taxa de mutacéo: 20%; numero de replicagdes: 3.

Nota-se que as definicbes para o numero de replicacbes foram as mesmas que
adotadas para 8imRunner®, uma vez que a intencdo deste capitulo € comparar os
dois procedimentos de otimizacdo. As definicbes dos valores para a taxa de
cruzamento e para a taxa de mutacdo ja foram discutidas no capitulo anterior, assim

como o numero de geracdes e as adaptacdes desenvolvidas no tamanho da populacao.

7.5.1.5 Analise da solucéo (passo 5)

Nas tabelas apresentadas a seguir tém-se os resultados da funcéo objetivo e dos
tempos de processamento necessarios para atingir os resultados da otimizacéo,
considerando uma e duas variaveis de decisdo respectivamente.

A Tabela 7.1 apresenta os resultados encontrados para o perfil agressivo do
SimRunne®.

Tabela 7.1 — Resultados da otimizacao do primeiro objeto de estudo no perfil agre ShivBulme®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objeivo (segundos)

9511 99

Uma variavel de decisao

1 - Quantidade kanbans P1
Duas variaveis de decisao
1 - Quantidade kanbans P1 9513 237
2 - Quantidade kanbans P2
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A Tabela 7.2 apresenta os resultados encontrados para o perfil moderado do

SimRunne®.

Tabela 7.2 — Resultados da otimizacdo do primeiro objeto de estudo no perfil modesia Wme®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objetivo (segundos)
Uma varidvel de decisdo
1 - Quantidade kanbans P1 9514 132
Duas variaveis de decisao
1 - Quantidade kanbans P1 9517 696
2 - Quantidade kanbans P2

A Tabela 7.3 apresenta os resultados encontrados para o perfil cauteloso do

SimRunne®.

Tabela 7.3 — Resultados da otimizacao do primeiro objeto de estudo no perfil caut&iosB ine®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objetivo (segundos)
Uma variavel de decisao
1 - Quantidade kanbans P1 9514 L7
Duas variaveis de decisao
1 - Quantidade kanbans P1 9517 738
2 - Quantidade kanbans P2

A Tabela 7.4 apresenta os resultados encontrados para o método de otimizagao

proposto.

Tabela 7.4 — Resultados da otimizacdo do primeiro objeto de estudo pelo método de otimizacao proposto

Numero de variaveis de deciséo Valor da Fungdo Tempo
objetivo (segundos)
Uma variavel de decisao
1 - Quantidade kanbans P1 9514 288
Duas variaveis de decisao
1 - Quantidade kanbans P1 9517 429
2 - Quantidade kanbans P2

A Figura 7.7 sintetiza graficamente a comparacdo entre a média de trés

replicacGes para os resultados encontrados da funcéo objetivo, ou seja, a qualidade da
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resposta. Estes resultados sdo apresentados para cada um dos perfis existentes n
SimRunner® e para o método de otimizagdo proposto, considerando uma e duas

variaveis de deciséo respectivamente.

Comparacgao entre a qualidade de resposta

9518
9517
9516
9515
9514 +
9513 -~
9512 +

9511 +——
9510 ——
9509 I
9508

Quantidade de variaveis de decisao

B Agressivo
Moderado

m Cauteloso

Valor da funcdo objetivo

B Método Proposto

1 2

Figura 7.7 — Gréfico com a comparacao da qualidade da resposta encontrada na otimizacdo

Em relacdo adsimRunner®, nota-se pelo grafico da Figura 7.7, que para uma
variavel de deciséo, a qualidade na resposta foi melhorada com a alteracédo do perfil
agressivo para o perfil moderado, e ndo ocorreram alteragcdes na qualidade da resposta
no perfil cauteloso. A mesma analise pode ser feita para duas variaveis de decisao.

Ja em relacdo ao método de otimizacdo proposto, a qualidade na resposta foi a
mesma que a encontrada no perfil moderado e cauteloSardRunner®, tanto para
uma como duas variaveis de decisao.

Entretanto, os valores mostrados no grafico da Figura 7.7 séo valores médios da
funcdo objetivo calculados peffimRunne® e pelo método de otimizac&do proposto.
Portanto, a correta afirmacédo que a qualidade da resposta do método de otimizacao
proposto foi mantida em relacdo &mRunner® s6 € possivel mediante a analise
estatistica, mostrada a seguir.

Cabe ressaltar que 8imRunne® nédo apresenta os valores das amostras e
também ndo apresenta o desvio padréo para a solu¢do encontrada. Em contra partida, ¢

possivel obter estes resultados pelo método de otimizacdo proposto. Desta forma, sera
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utilizado, para verificar a qualidade da reposta, um teste de hipotese sobre uma média
populacional com desvio padrao desconhecido (TRIOLA, 2005).

O valor médio da funcéo objetivo e seu respectivo desvio padrdo obtidos pelo
método de otimizacdo proposto, para uma e duas variaveis de decisdo, sao

apresentados na Tabela 7.5.

Tabela 7.5 — Média e desvio padrdo da fung&o objetivo encontrada pelo método de otimizag&o proposto

Quantidade de variaveis de decisfo Média Desvio padréo
1 9514,67 5,03
2 9517,67 3,05

A hipétese H serda que as médias encontrada pelo método de otimizacéo
proposto para uma e duas variaveis de decisdo, respectivamente, sdo iguais as medias
encontradas pelSimRunner® para o perfil cauteloso. Cabe ressaltar que optou-se em
testar a qualidade da resposta apenas para o perfil cautelSgoRionner® uma vez
que, segundo Harrel, Ghosh e Bowden (2000), este € o perfil que apresenta a melhor
qualidade de resposta.

Ja a hipotese alternativa, lHerd que a média da qualidade encontrada pelo
método de otimizacdo proposto seja inferior a média da qualidade encontrada pelo
perfil cauteloso d@imRunner®.

Para a realizacdo deste teste de hipotese selecionou-se a disttibungaosez
que ndo se conhece o desvio padrdo da amostra que se quer avaliar e os dados
amostrais provém de uma populagdo que € normalmente distribuida. A estatistica de
teste utilizada para avaliapld apresentada na Equacédo 7.1 (TRIOLA, 2005).

_XTHy
S (7.1)

Jn

t

Sendo:
« x:média da qualidade da resposta obtida pelo método de otimizag&o proposto;
e Ux: média da qualidade da resposta obtida BaltRunne®;
* s: desvio padrdo da qualidade da resposta obtida pelo método de otimizagao

Proposto;
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* n: tamanho da amostra (numero de replicagdes).

Para uma variavel de decisdo, a estatistica de teste sera:

X ~H; _ 951467 951400 _ .,
s 503 ’ (7.2)

T NE

t=

Utilizando-se a tabela estatistica para distribuigdd TRIOLA, 2005),
considerando-se um nivel de significancia igual a 0,05 e um grau de liberdade igual a
n-1=2, tem-se o valor critico dagual a 2,920t(ico = 2,920). Como a estatistica de
testet = 0,23 néo se encontra na regido critica, ndo é possivel rejgitaedta forma,
podese afirmar que o método de otimizacdo proposto possui a mesma qualidade de
resposta que o SimRunner® para uma variavel de deciséo no perfil cauteloso.

Para duas variaveis de decisao, a estatistica de teste sera:

X—H. _ 951767 951700 _
s as 8 (7.3)
Jn 3

t=

Da mesma forma que anteriormente a estatistica de ttest®,38 ndo se
encontra na regido critica, portanto ndo € possivel rejegalPéttanto, pode-se
afirmar que o método de otimizagdo proposto possui a mesma qualidade de resposta
gue o SimRunn@rpara duas variaveis de deciséo no perfil cauteloso.

A Figura 7.8 sintetiza graficamente a comparacdo entre os tempos de
processamento necessario para se atingir os resultados da otimizac&o para cada um do.
perfis existentes n&imRunner® e o método de otimizagdo proposto, considerando
uma e duas variaveis de deciséo respectivamente.

Nota-se, em relacdo ao tempo de processamento, que o método de otimizacao
proposto para uma variavel de decisdo mostrou-se inferior, ou seja, mais lento, quando

comparado a todos os perfis do SImRu®ner
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Comparagéo entre os tempos de processamento
800
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A
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300 — = N\ oderado
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100
0
1 2

Quantidade de variaveis de decisao

Figura 7.8 — Grafico com a comparacao entre os tempos de processamento da otimizacao

Japara duas variaveis de decisdo, 0 método de otimizacado proposto mostrou-se
superior, ou seja, mais rapido, quando comparado aos perfis moderado e cauteloso do
SimRunne®. A excecao ocorre para o perfil agressivo. Entretanto, mesmo sendo mais
lento que o perfil agressivo, a média dos resultados da funcdo objetivo, ou seja, a

gualidade da resposta, foi melhor, conforme mostrado na Figura 7.7.

7.5.2 Segundo objeto de estudo

A seguir apresenta-se 0s 5 passos necessarios para a execuc¢ao da metodologia d
otimizacdo proposta por Harrel, Ghosh e Bowden (2000) para modelos de simulagao

computacional.

7.5.2.1 Definicao das variaveis de deciséo (passo 1)

As variaveis de decisdo para este objeto de estudo sdo as quantidades de
colaboradores para uma das operacdes existentes na ceélula: operacao A, operacéo B
operacdo C. A quantidade de colaboradores para cada operacao afeta diretamente &

variavel de resposta: total de pecas produzidas.
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7.5.2.2 Definicéo do tipo de variavel e limites superiores e inferiores (passo 2)

No presente objeto de estudo, as variaveis de decisdo representam as quantidades
de colaboradores, desta forma, estas variaveis devem ser do tipo inteiro, com limite

inferior igual a 1 e limite superior igual a 10.

7.5.2.3 Definicdo da funcao objetivo (passo 3)

O objetivo desta otimizacdo sera encontrar a quantidade minima de
colaboradores para cada uma das operacdes A, B e C, que maximizam o total de pecas
produzidas em uma semana de producdo. Para tal, elaborou-se uma funcéo objetivo
para a margem de contribuicdo considerando-se a receita gerada pela producao
semanal e o custo de cada um dos colaboradores utilizados. Cabe ressaltar que a

funcéo objetivo utilizada neste objeto de estudo ¢€ linear.

7.5.2.4 Definicdo dos parametros da simulacao (passo 4)

A definicdo dos parametros da simulacéo, para este objeto de estudo, tanto para o
SimRunne® quanto para o método de otimizacdo proposto, sd0 as mesmas que

apresentadas para o primeiro objeto de estudo, no item 7.5.1.4.

7.5.2.5 Analise da solucéo (passo 5)

Nas tabelas apresentadas a seguir tém-se os resultados da funcéo objetivo e dos
tempos de processamento necessarios para atingir os resultados da otimizacéo,
considerando uma, duas e trés variaveis de decisdo respectivamente.

A Tabela 7.6 apresenta os resultados encontrados para o perfil agressivo do
SimRunne®.
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Tabela 7.6 — Resultados da otimizacdo do segundo objeto de estudo no perfil agreSsnRuime®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objeivo (segundos)

421 45

Uma varidvel de decisdo
1 - Quant. Colaboradores Operacao A
Duas variaveis de decisao
1 - Quant. Colaboradores Operacao A 433 159
2 - Quant. Colaboradores Operacéo B
Trés variaveis de decisao
1 - Quant. Colaboradores Operacao A
2 - Quant. Colaboradores Operacéo B

~

3 - Quant. Colaboradores Operacéo C

421 372

A Tabela 7.7 apresenta os resultados encontrados para o perfil moderado do
SimRunne®.

Tabela 7.7 — Resultados da otimizacdo do segundo objeto de estudo no perfil mod&madudoe®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objetivo (segundos)

Uma variavel de decisao 421 48

1 - Quant. Colaboradores Operacao A

Duas variaveis de decisao

1 - Quant. Colaboradores Operacao A 433 378
2 - Quant. Colaboradores Operacao B

Trés variaveis de decisao

1 - Quant. Colaboradores Operacao A 442 552
2 - Quant. Colaboradores Operacao B

3 - Quant. Colaboradores Operacéo C

A Tabela 7.8 apresenta os resultados encontrados para o perfil cauteloso do
SimRunne®.
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Tabela 7.8 — Resultados da otimizacdo do segundo objeto de estudo no perfil cautGlngudoe®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objetivo (segundos)

Uma variavel de decisao 421 57

1 - Quant. Colaboradores Operagao A

Duas variaveis de decisao

1 - Quant. Colaboradores Operacao A 433 399

2 - Quant. Colaboradores Operacao B

Trés variaveis de decisao

1 - Quant. Colaboradores Operacao 4 453 864

\
2 - Quant. Colaboradores Operacao B
3 - Quant. Colaboradores Operacéo C
A Tabela 7.9 apresenta os resultados encontrados para o método de otimizagao

proposto.

Tabela 7.9 — Resultados da otimizacdo do segundo objeto de estudo pelo método de otimizag&o proposto

Numero de variaveis de deciséo Valor da Fungdo Tempo
objetivo (segundos)

Uma variavel de decisao
1 - Quant. Colaboradores Operacao A 421 336
Duas variaveis de decisao
1 - Quant. Colaboradores Operacao A 433 375
2 - Quant. Colaboradores Operacao B
Trés variaveis de decisao
1 - Quant. Colaboradores Operacao A 453 420
2 - Quant. Colaboradores Operacao B
3 - Quant. Colaboradores Operacéo C

A Figura 7.9 sintetiza graficamente a comparagdo entre a média de trés
replicacdes para os resultados encontrados da funcao objetivo, ou seja, a qualidade da
resposta. Estes resultados sdo apresentados para cada um dos perfis existentes n
SimRunne® e para o método de otimizacdo proposto, considerando uma, duas e trés
variaveis de deciséo respectivamente.

Em relacdo a&imRunner®, nota-se pelo grafico da Figura 7.9, que para uma e
duas variaveis de decisdo, a qualidade da resposta permaneceu sempre a mesma cor

as alteracOes entre os perfis agressivo, moderado e cauteloso. Entretanto, para trés
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variaveis de deciséo, a qualidade da resposta foi melhorada com as alteracdes entre o«

perfis agressivo, moderado e cauteloso.

Comparacgao entre a qualidade de resposta
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Figura 7.9 — Gréfico com a comparacao da qualidade da resposta encontrada na otimizacdo

Jaem relacdo ao método de otimizagdo proposto, tanto para uma como para
duas variaveis de decisdo a qualidade na resposta foi a mesma que a encontrada nos
perfis agressivo, moderado e cautelos&ooRunner®. Entretanto, para trés variaveis
de decisado, a qualidade da resposta foi a mesma que a do perfil cauteloso e superior
aos perfis agressivo e moderado.

Assim como no primeiro objeto de estudo, os valores mostrados no grafico da
Figura 7.9 sdo valores médios da fungéo objetivo calculadosSpeRunner® e pelo
método de otimizacdo proposto. Portanto, a correta afirmacdo que a qualidade da
resposta do método de otimizagao proposto foi mantida em relaGmBanne® so
€ possivel mediante a uma andlise estatistica. Desta forma, serdo adotados os mesmo
procedimentos do primeiro objeto de estudo para a comparacao entre as qualidades de
resposta.

O valor médio da funcéo objetivo e seu respectivo desvio padrao obtidos pelo
método de otimizagcdo proposto, para uma, duas e trés variaveis de decisdo, sao

apresentados na Tabela 7.10.
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Tabela 7.10 — Média e desvio padrao da funcdo objetivo encontrada pelo método de otimizagdo proposto

Quant. de variaveis de decisdo Média Desvio padréo
1 419,67 3,51
2 432,67 7,50
3 452,67 2,52

A hipotese H sera que as meédias encontrada pelo método de otimizacéo
proposto para uma, duas e trés variaveis de decisédo, respectivamente, sao iguais as
médias encontradas pedimRunne® para o perfil cauteloso. J4 a hipdtese alternativa
H, serd que a média da qualidade encontrada pelo método de otimizacao proposto seja
inferior a média da qualidade encontrada pelo perfil cauteloSom@®unner®.

Para uma variavel de deciséo, a estatistica de teste utilizada para avsdiar: H

_X—H; _ 41967 42100 _
t=——>= 31 = - 066 (7.2)

/n NE

Utilizando-se a tabela estatistica para distribuigdd TRIOLA, 2005),
considerando-se um nivel de significancia igual a 0,05 e um grau de liberdade igual a
n-1=2, tem-se o valor critico degual a -2,920t{ico = -2,920). Como a estatistica de
teste t = -0,66 ndo se encontra na regiao critica, ndo é possivel rejeDeskh forma,
podese afirmar que o método de otimizacdo proposto possui a mesma qualidade de
resposta que o SimRunner® para uma variavel de deciséo no perfil cauteloso.

Para duas variaveis de decisdo, a estatistica de teste utilizada para gvaliar H

saa:
_X—ls _ 43267- 43300 _
Y~ B (7.5)
Jn J3

Da mesma forma que anteriormente a estatistica dettest®,076 ndo se
encontra na regido critica, portanto ndo é possivel rejejtéEnthio, pode-se afirmar
gue o0 método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para duas variaveis de deciséao no perfil cauteloso.

Para trés variaveis de decisdo, a estatistica de teste utilizada para ayvaliar H

saa;
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_ X~ _ 45267- 45300 _
t= gy = 027 (7.6)

Jn V3

Da mesma forma que anteriormente a estatistica de ttestd,227 ndo se
encontra na regido critica, portanto ndo é possivel rejejtdentio, pode-se afirmar
que o0 método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para trés variaveis de decisao no perfil cauteloso.

A Figura 7.10 sintetiza graficamente a comparacdo entre 0s tempos de
processamento necessario para se atingir os resultados da otimizacdo para cada um do
perfis existentes n&imRunner® e o método de otimizagdo proposto, considerando

uma, duas e trés variaveis de deciséo respectivamente.

Comparacgdo entre os tempos de processamento
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Figura 7.10 — Grafico com a comparagao entre os tempos de processamento da otimizagao

Nota-se, em relacdo ao tempo de processamento, que o método de otimizacao
proposto para uma variavel de decisdo mostrou-se inferior, ou seja, mais lento, quando
comparado a todos os perfis do SImRu®ner

Para duas variaveis de decisdo, o método de otimizacao proposto apresentou um
tempo de otimizacdo semelhante quando comparado aos perfis moderado e cauteloso

do SimRunner® e mais lento quando comparado ao perfil agressivo.
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Ja para trés variaveis de decisdo, o método de otimizacdo proposto mostrou-se
superior, ou seja, mais rapido, quando comparado aos perfis moderado e cauteloso do
SimRunne®. A excecao ocorre para o perfil agressivo. Entretanto, mesmo sendo mais
lento que o perfil agressivo, a qualidade da resposta foi melhor, conforme mostrado na
Figura 7.9.

7.5.3 Terceiro objeto de estudo

A seguir apresenta-se 0s 5 passos necessarios para a execucao da metodologia d
otimizacdo proposta por Harrel, Ghosh e Bowden (2000) para modelos de simulagao

computacional.

7.5.3.1 Definicdo das variaveis de decisao (passo 1)

As variaveis de decisédo (variaveis de entrada) para o modelo analisado sé&o:
guantidade de operadores na célula, nimero de bancadasetop) nimero de
bancadas sersetup e se ha ou ndo organizacdo de material feita pela producéo. O
resultado de cada uma dessas variaveis afeta diretamente a variavel de resposta: tota

de pecas produzidas.
7.5.3.2 Definicdo do tipo de variavel e limites superiores e inferiores (passo 2)

As trés primeiras variaveis de decisdo selecionadas sdo do tipo discretas e
inteiras, com limite inferior igual a 1 e limite superior igual a 10. A quarta variavel de
deciséo (se ha ou ndo organizacdo de material) € do tipo discreta e binaria, com limite
inferior igual a 0 (n&o ha) e limite superior igual a 1 (ha).

7.5.3.3 Definicdo da funcao objetivo (passo 3)

O objetivo desta otimizacdo sera encontrar a quantidade minima de operadores e

de bancadas com e sesmtups, além é claro de verificar se vale ou ndo a pena
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organizar os materiais na producédo. Para tal, elaborou-se uma funcéo para a margem
de contribuicdo considerando-se a receita gerada pela producdo semanal e o custo de

cada um das decisfes obtidas pelas variaveis de entrada.

7.5.3.4 Definicdo dos parametros da simulacao (passo 4)

A definicdo dos parametros da simulagao, para este objeto de estudo, tanto para o
SimRunne® quanto para o método de otimizacdo proposto, sdo0 as mesmas que

apresentadas para o primeiro objeto de estudo, no item 7.5.1.4.

7.5.3.5 Analise da solucéo (passo 5)

Nas tabelas apresentadas a seguir tém-se os resultados da funcéo objetivo e dos
tempos de processamento necessarios para atingir os resultados da otimizacéo,
considerando uma, duas, trés e quatro variaveis de decisao respectivamente.

A Tabela 7.11 apresenta os resultados encontrados para o perfil agressivo do
SimRunne®.

Tabela 7.11 — Resultados da otimizacao do terceiro objeto de estudo no perfil agreSsnRwWme®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objeivo (segundos)

Uma variavel de decisao 436 72

1 - Quantidade de operadores na célula '

Duas variaveis de decisao

1 - Quantidade de operadores na célula 60,3 126

2 - Namero de bancadas com setup

Trés variaveis de decisao

1 - Quantidade de operadores na celula 52.6 246

2 - Namero de bancadas com setup
3 - Namero de bancadas sem setup
Quatro variaveis de decisao

1 - Quantidade de operadores na célula
2 - Namero de bancadas com setup 290 414
3 - Numero de bancadas sem setup
4 - Ha ou ndo organizacao de material
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A Tabela 7.12 apresenta os resultados encontrados para o perfil moderado do
SimRunne®.

Tabela 7.12 — Resultados da otimizacao do terceiro objeto de estudo no perfil mod&atRutme®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objetivo (segundos)

Uma variavel de decisao

1 - Quantidade de operadores na celula 50,5 93
Duas variaveis de decisao

1 - Quantidade de operadores na célula 80,2 411
2 - Namero de bancadas com setup

Trés variaveis de decisao

1 - Quantidade de operadores na ceélula 268.7 519

2 - Namero de bancadas com setup
3 - Numero de bancadas sem setup
Quatro variaveis de deciséo

1 - Quantidade de operadores na célula
2 - Namero de bancadas com setup 290,1 711
3 - Nimero de bancadas sem setup
4 - H& ou ndo organizacdo de materia

A Tabela 7.13 apresenta os resultados encontrados para o perfil cauteloso do
SimRunne®.

Tabela 7.13 — Resultados da otimizacao do terceiro objeto de estudo no perfil cautSlosuwime®

Numero de variaveis de deciséo Valor da Fungdo Tempo
objeivo (segundos)

50,5 105

Uma variavel de decisao
1 - Quantidade de operadores na célu
Duas variaveis de decisao
1 - Quantidade de operadores na célu
2 - Namero de bancadas com setup
Trés variaveis de decisao

1 - Quantidade de operadores na célu
2 - Namero de bancadas com setup
3 - Nimero de bancadas sem setup
Quatro variaveis de decisao

1 - Quantidade de operadores na ceélula
2 - Namero de bancadas com setup 290,1 1317
3 - Numero de bancadas sem setup
4 - Ha ou ndo organizacao de material

a

a 82,5 504

4 2001 867
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A Tabela 7.14 apresenta os resultados encontrados para o0 método de otimizacao

proposto.

Tabela 7.14 — Resultados da otimizagdo do terceiro objeto de estudo pelo método de otimizagéo proposto

Numero de variaveis de deciséo Valor da Fungdo Tempo
objetivo (segundos)

50,5 450

Uma varidvel de decisdo
1 - Quantidade de operadores na celu
Duas variaveis de decisao
1 - Quantidade de operadores na celu
2 - Namero de bancadas com setup
Trés variaveis de decisao

1 - Quantidade de operadores na celu
2 - Namero de bancadas com setup
3 - Numero de bancadas sem setup
Quatro variaveis de deciséo

1 - Quantidade de operadores na célula
2 - Namero de bancadas com setup 290,1 544
3 - Nimero de bancadas sem setup
4 - H& ou ndo organizacdo de materia

a

a 82,5 485

a

290,1 521

A Figura 7.11 sintetiza graficamente a comparagcdo entre a média de trés
replicacGes para os resultados encontrados da funcéo objetivo, ou seja, a qualidade da
resposta. Estes resultados sdo apresentados para cada um dos perfis existentes n
SimRunne® e para o método de otimizacdo proposto, considerando uma, duas, trés e
quatro variaveis de decisao respectivamente.

Em relacdo a&imRunner®, nota-se pelo grafico da Figura 7.11, que para uma
variavel de deciséo, a qualidade da resposta permaneceu a mesma com as alteracte
entre os perfis agressivo, moderado e cauteloso. Entretanto, para duas, trés e quatro
variaveis de deciséo, a qualidade da resposta foi melhorada com a alteracéo entre o
perfil agressivo e moderado, permanecendo a mesma qualidade na alteracdo para o
perfil cauteloso.

Ja em relacdo ao método de otimizacdo proposto, para uma, duas, trés e quatro
variaveis de decisdo a qualidade da resposta foi a mesma que a do perfil cauteloso e

superior aos perfis agressivo e moderado.
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Figura 7.11 — Grafico com a comparagédo da qualidade da resposta encontrada na otimizagao

Assim como no primeiro objeto de estudo, os valores mostrados no grafico da

Figura 7.11 sdo valores médios da funcéo objetivo calculadoSpeRunner® e pelo

método de otimizacdo proposto. Portanto, a correta afirmacdo que a qualidade da

resposta do método de otimizagao proposto foi mantida em relaGmBanne® so

€ possivel mediante a uma analise estatistica. Desta forma, serdo adotados os mesmo

procedimentos do primeiro e do segundo objeto de estudo para a comparacgéo entre as

qualidades de resposta.

O valor médio da funcéo objetivo e seu respectivo desvio padrdo obtidos pelo

método de otimizac&o proposto, para uma, duas, trés e quatro variaveis de decisdo, sac

apresentados na Tabela 7.15.

Tabela 7.15 — Média e desvio padrao da funcdo objetivo encontrada pelo método de otimizag&o proposto

Quant. de variaveis de decisdo Média Desvio pad
1 50,33 2,51
2 82,33 4,04
3 289,67 4,50
4 290,67 3,05

rao

A hipotese H sera que as meédias encontrada pelo método de otimizacéo

proposto para uma, duas, trés e quatro variaveis de decisdo, respectivamente, sao



Capitulo 7 — Aplicacao do Método de Otimizacao Proposto 151

iguais as médias encontradas p8imRunner® para o perfil cauteloso. Ja a hipdtese
alternativa H serd que a média da qualidade encontrada pelo método de otimizacao
proposto seja inferior a média da qualidade encontrada pelo perfil cauteloso do
SimRunne®.

Para uma variavel de deciséo, a estatistica de teste utilizada para avedia: H

_ X—H; _ 5033-5050 _
t= s 251 == OlLv (7.7)

N

Utilizando-se a tabela estatistica para distribuigdd TRIOLA, 2005),
considerando-se um nivel de significancia igual a 0,05 e um grau de liberdade igual a
n-1=2, tem-se o valor critico deégual a -2,920t{,ico = -2,920). Como a estatistica de
testet = -0,117 ndo se encontra na regido critica, ndo € possivel rejgitBesta
forma, pode-se afirmar que o método de otimizacdo proposto possui a mesma
qualidade de resposta queSimRunner® para uma variavel de decisdo no perfil
cauteloso.

Para duas variaveis de decisdo, a estatistica de teste utilizada para gvaliar H

sSaa
_i—u; _ 8233-8250 _
t= s 404 T 0073 (7.8)
Jn J3

Da mesma forma que anteriormente a estatistica dettest®,073 ndo se
encontra na regido critica, portanto ndo é possivel rejejtéEnthio, pode-se afirmar
gue o método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para duas variaveis de decisdo no perfil cauteloso.

Para trés variaveis de decisdo, a estatistica de teste utilizada para ayvaliar H

_ Xy _ 28967 29010 _
e = R 0165 (7.9

n V3
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Da mesma forma que anteriormente a estatistica dettestd®,165 ndo se
encontra na regido critica, portanto ndo é possivel rejejtéEnthio, pode-se afirmar
gue o método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para trés variaveis de decisao no perfil cauteloso.

Para quatro variaveis de deciséo, a estatistica de teste utilizada para gvaliar H

sda
_X—W, _ 29067- 29010 _
TR (7.10)
Jn V3

Da mesma forma que anteriormente a estatistica de ttest8,324 ndo se
encontra na regido critica, portanto ndo é possivel rejejtéEnthio, pode-se afirmar
gue o método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para quatro variaveis de decisdo no perfil cauteloso.

A Figura 7.12 sintetiza graficamente a comparacdo entre o0s tempos de
processamento necessario para se atingir os resultados da otimizac&o para cada um do.
perfis existentes n&imRunner® e o método de otimizacdo proposto, considerando

uma, duas, trés e quatro variaveis de decisao respectivamente.

Comparacgdo entre os tempos de processamento
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Figura 7.12 — Grafico com a comparacao entre os tempos de processamento da otimizacao
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Nota-se, em relacdo ao tempo de processamento, que 0 método de otimizacao
proposto para uma variavel de decisdo mostrou-se inferior, ou seja, mais lento, quando
comparado a todos os perfis do SImRu®ner

Para duas variaveis de decisdo, o método de otimizacao proposto apresentou um
tempo de otimizacdo semelhante quando comparado aos perfis moderado e cauteloso
do SimRunner® e mais lento quando comparado ao perfil agressivo.

J& para trés e quatro variaveis de decisdo, o método de otimizagdo proposto
mostrou-se superior, ou seja, mais rapido, quando comparado aos perfis moderado e
cauteloso doSimRunner®. A excecdo ocorre para o perfil agressivo. Entretanto,
mesmo sendo mais lento que o perfil agressivo, a qualidade da resposta foi melhor,

conforme mostrado na Figura 7.11.

7.5.4 Quarto objeto de estudo

A seguir apresenta-se 0s 5 passos necessarios para a execucao da metodologia d
otimizacdo proposta por Harrel, Ghosh e Bowden (2000) para modelos de simulagao

computacional.

7.5.4.1 Definicdo das variaveis de decisao (passo 1)

As variaveis de decisdo (variaveis de entrada) para o modelo analisado sé&o:
namero de bancadas com equipamentos, nimero de bancadas sem equipamentos
qguantidade de operadores na célula, se ha ou ndo organizacdo de material feita pela
producéo e se ha ou nado a atividade atualizar projeto. O resultado de cada uma dessas

variaveis afeta diretamente a variavel de resposta: total de pecas produzidas.

7.5.4.2 Definicéo do tipo de variavel e limites superiores e inferiores (passo 2)

As trés primeiras variaveis de decisdo selecionadas sdo do tipo discretas e

inteiras, com limite inferior igual a 1 e limite superior igual a 10. A quarta variavel de

deciséo (se ha ou ndo organizacdo de material) € do tipo discreta e binaria, com limite
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inferior igual a 0 (ndo h&) e limite superior igual a 1 (hd). A quinta variavel de deciséo
(se ha ou ndo a atividade atualizar projeto) também é do tipo discreta e binaria, com

limite inferior igual a 0 (ndo h4) e limite superior igual a 1 (hd).

7.5.4.3 Definicdo da funcao objetivo (passo 3)

O objetivo desta otimizacdo sera encontrar a quantidade minima de operadores e
de bancadas com e sem equipamentos, além é claro de verificar se vale ou néo a pene
organizar os materiais na producdo e efetuar a atualizacdo de projetos. Para tal,
elaborou-se uma funcdo para a margem de contribuicdo considerando-se a receita
gerada pela producdo semanal e o custo de cada um das decisbes obtidas pelas

variaveis de entrada.

7.5.4.4 Definicdo dos parametros da simulacao (passo 4)

A definicdo dos parametros da simulagao, para este objeto de estudo, tanto para o
SimRunne® quanto para o método de otimizacdo proposto, sd0 as mesmas que

apresentadas para o primeiro objeto de estudo, no item 7.4.1.4.

7.5.4.5 Analise da solucao (passo 5)

Nas tabelas apresentadas a seguir tém-se os resultados da funcéo objetivo e dos
tempos de processamento necessarios para atingir os resultados da otimizacéo,
considerando uma, duas, trés, quatro e cinco variaveis de decisao respectivamente.

A Tabela 7.16 apresenta os resultados encontrados para o perfil agressivo do
SimRunne®.
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Tabela 7.16 — Resultados da otimizag&o do quarto objeto de estudo no perfil agreSgivButne®

Numero de variaveis de deciséo Valor da Funcdo, Tempo
objetivo (segundos)

169 39

Uma variavel de decisdo
1 - Numero de bancadas com equipamentos
Duas variaveis de decisao
1 - Numero de bancadas com equipamentos 170 159
2 - Numero de bancadas sem equipamerntos
Trés variaveis de decisao
1 - Numero de bancadas com equipamentos
2 - Numero de bancadas sem equipamerntos
3 - Quantidade de operadores na célula
Quatro variaveis de decisdo

1 - Numero de bancadas com equipamerntos
2 - Numero de bancadas sem equipamentos 730 417
3 - Quantidade de operadores na célula
4 - Ha ou nao organizacao de material
Cinco variaveis de decisédo

1 - Numero de bancadas com equipamerntos
2 - Numero de bancadas sem equipamentos
3 - Quantidade de operadores na célula
4 - Ha ou nao organizacao de material
5 - Ha ou ndo a atividade atualizar projetc

720 246

730 501

O

A Tabela 7.17 apresenta os resultados encontrados para o perfil moderado do
SimRunne®.
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Tabela 7.17 — Resultados da otimizacao do quarto objeto de estudo no perfil mod&SmilR wme®

Numero de variaveis de decisdo Valor da Fun¢ao Tempo
objeivo (segundos)

169 54

Uma varidvel de decisdo
1 - Numero de bancadas com equipamentos
Duas variaveis de decisao
1 - Numero de bancadas com equipamentos 172 423
2 - Namero de bancadas sem equipamentos
Trés variaveis de decisao
1 - Numero de bancadas com equipamentos
2 - Namero de bancadas sem equipamentos
3 - Quantidade de operadores na célula
Quatro variaveis de decisao

1 - Numero de bancadas com equipamentos
2 - Namero de bancadas sem equipamentos 740 677
3 - Quantidade de operadores na célula
4 - Ha ou nao organizacao de material
Cinco variaveis de decisédo

1 - Numero de bancadas com equipamentos
2 - Namero de bancadas sem equipamentos
3 - Quantidade de operadores na célula
4 - Ha ou néo organizacao de material
5 - Ha ou ndo a atividade atualizar projeto

730 495

740 1386

A Tabela 7.18 apresenta os resultados encontrados para o perfil cauteloso do
SimRunne®.
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Tabela 7.18 — Resultados da otimizag&o do quarto objeto de estudo no perfil cautSiosRutne®

Numero de variaveis de decisdo Valor da Fungao Tempo
objeivo (segundos)

169 72

Uma variavel de decisdo
1 - Numero de bancadas com equipamentos
Duas variaveis de decisao
1 - Numero de bancadas com equipamentos 172 462
2 - Numero de bancadas sem equipamerntos
Trés variaveis de decisao
1 - Numero de bancadas com equipamentos
2 - Numero de bancadas sem equipamerntos
3 - Quantidade de operadores na célula
Quatro variaveis de decisdo

1 - Numero de bancadas com equipamerntos
2 - Numero de bancadas sem equipamentos 740 1344
3 - Quantidade de operadores na célula
4 - Ha ou nao organizacao de material
Cinco variaveis de decisédo

1 - Numero de bancadas com equipamerntos
2 - Numero de bancadas sem equipamentos
3 - Quantidade de operadores na célula
4 - Ha ou nao organizacao de material
5 - Ha ou ndo a atividade atualizar projetc

740 897

740 3615

O

A Tabela 7.19 apresenta os resultados encontrados para o método de otimizacao

proposto.
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Tabela 7.19 — Resultados da otimizagdo do quarto objeto de estudo pelo método de otimizagédo proposto

Numero de variaveis de decisao Valor da Fungao Tempo
objeivo (segundos)

169 303

Uma variavel de decisdo
1 - Numero de bancadas com equipamentos
Duas variaveis de decisao
1 - Numero de bancadas com equipamentos 172 453
2 - Numero de bancadas sem equipamerntos
Trés variaveis de decisao
1 - Numero de bancadas com equipamentos
2 - Numero de bancadas sem equipamerntos
3 - Quantidade de operadores na célula
Quatro variaveis de decisdo

1 - Numero de bancadas com equipamerntos
2 - Numero de bancadas sem equipamentos 740 576
3 - Quantidade de operadores na célula
4 - Ha ou nao organizacao de material
Cinco variaveis de decisédo

1 - Numero de bancadas com equipamerntos
2 - Numero de bancadas sem equipamentos
3 - Quantidade de operadores na célula
4 - Ha ou nao organizacao de material
5 - Ha ou ndo a atividade atualizar projetc

740 507

740 696

O

A Figura 7.13 sintetiza graficamente a comparagcdo entre a média de trés
replicacdes para os resultados encontrados da funcao objetivo, ou seja, a qualidade da
resposta. Estes resultados sdo apresentados para cada um dos perfis existentes n
SimRunne® e para o método de otimizacdo proposto, considerando uma, duas, trés,
quatro e cinco variaveis de deciséo respectivamente.

Em relacdo a&imRunner®, nota-se pelo grafico da Figura 7.13, que para uma
e duas variaveis de decisdo, a qualidade da resposta permaneceu a mesma com a
alteracOes entre os perfis agressivo, moderado e cauteloso. Entretanto, para trés, quatrc
e cinco variaveis de decisdo, a qualidade da resposta foi melhorada com a alteracéo
entre o perfil agressivo e moderado. E melhorada ainda mais com a alteracéo para o
perfil cauteloso.

Ja em relacdo ao método de otimizacédo proposto, para uma, duas, trés, quatro e
cinco variaveis de decisdo a qualidade da resposta foi a mesma que a do perfil

cauteloso e superior aos perfis agressivo e moderado.
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Figura 7.13 — Grafico com a comparagédo da qualidade da resposta encontrada na otimizagao

Assim como no primeiro objeto de estudo, os valores mostrados no grafico da

Figura 7.13 sao valores médios da funcéo objetivo calculadoSpeRunner® e pelo

método de otimizacdo proposto. Portanto, a correta afirmacdo que a qualidade da

resposta do método de otimizagao proposto foi mantida em relaGmBanne® so

€ possivel mediante a uma analise estatistica. Desta forma, serdo adotados os mesmo

procedimentos do primeiro, segundo e terceiro objeto de estudo para a comparacao

entre as qualidades da resposta.

O valor médio da funcéo objetivo e seu respectivo desvio padrdo obtidos pelo

método de otimizacdo proposto, para uma, duas, trés, quatro e cinco variaveis de

deciséo, sdo apresentados na Tabela 7.20 seguir.

Tabela 7.20 — Média e desvio padrao da funcdo objetivo encontrada pelo método de otimizagdo proposto

Quant. de variaveis de decisdo Média Desvio padréo
1 169,33 7,02
2 172,66 6,51
3 740,33 4,04
4 740,67 2,51
5 740,33 7,50
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A hipétese H serda que as médias encontrada pelo método de otimizacéo
proposto para uma, duas, trés, quatro e cinco variaveis de decisdo, respectivamente,
sdo iguais as médias encontradas @lRunner® para o perfil cauteloso. Ja a
hipotese alternativa Hsera que a média da qualidade encontrada pelo método de
otimizacdo proposto seja inferior a média da qualidade encontrada pelo perfil
cauteloso do SimRunner®.

Para uma variavel de deciséo, a estatistica de teste utilizada para avsdidr H

_X—W 1693316900 _
t=—5 = 702 = 0p81 (7.11)

Jn NE

Utilizando-se a tabela estatistica para distribuigdd TRIOLA, 2005),
considerando-se um nivel de significancia igual a 0,05 e um grau de liberdade igual a
n-1=2, tem-se o valor critico dagual a 2,920t(co = 2,920). Como a estatistica de
testet = 0,081 ndo se encontra na regido critica, ndo € possivel rejgitBresta
forma, pode-se afirmar que o meétodo de otimizacdo proposto possui a mesma
qgualidade de resposta queSimRunner® para uma variavel de decisdo no perfil
cauteloso.

Para duas variaveis de decisdo, a estatistica de teste utilizada para gvaliar H

_ XMy 17266-17200 _
s T 651 oL7e (7.12)

i e

Da mesma forma que anteriormente a estatistica de ttest®,176 ndo se
encontra na regido critica, portanto ndo é possivel rejejtéEnthio, pode-se afirmar
gue 0 método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para duas variaveis de deciséao no perfil cauteloso.

Para trés variaveis de decisdo, a estatistica de teste utilizada para ayvaliar H
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_X—Hs 74033 74000 _
t=—5 = 404 = 0142 (7.13)

Vn NG

Da mesma forma que anteriormente a estatistica de ttest@,142 ndo se
encontra na regido critica, portanto ndo é possivel rejejtentio, pode-se afirmar
gue o método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para trés variaveis de decisao no perfil cauteloso.

Para quatro variaveis de decisdo, a estatistica de teste utilizada para gvaliar H

sga:
_X-H, _ 74067 74000 _
s T (7.19
Jn V3

Da mesma forma que anteriormente a estatistica de ttest@,462 ndo se
encontra na regido critica, portanto ndo é possivel rejejtdentio, pode-se afirmar
gue o método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para quatro variaveis de decisao no perfil cauteloso.

Para cinco variaveis de decisdo, a estatistica de teste utilizada para avaliar H

sSaa
_X—HWo 74033 74000 _
t= T 750 = 0076 7.15)
Jn J3

Da mesma forma que anteriormente a estatistica de ttest®,076 ndo se
encontra na regido critica, portanto ndo é possivel rejejtdentio, pode-se afirmar
gue o método de otimizacdo proposto possui a mesma qualidade de resposta que o
SimRunne® para cinco variaveis de decisédo no perfil cauteloso.

A Figura 7.14 sintetiza graficamente a comparacdo entre os tempos de
processamento necessario para se atingir os resultados da otimizac&o para cada um do.
perfis existentes n&imRunner® e o método de otimizagdo proposto, considerando

uma, duas, trés, quatro e cinco variaveis de decisao respectivamente.
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Figura 7.14 — Grafico com a comparacao entre os tempos de processamento da otimizacao

Nota-se, em relacdo ao tempo de processamento, que o método de otimizacao
proposto para uma variavel de decisdo mostrou-se inferior, ou seja, mais lento, quando
comparado a todos os perfis do SImRu®ner

Para duas variaveis de decisdo, o método de otimizacao proposto apresentou um
tempo de otimizacdo semelhante quando comparado aos perfis moderado e cauteloso
do SimRunner® e mais lento quando comparado ao perfil agressivo.

Ja para trés, quatro e cinco variaveis de decisdo, 0 método de otimizagao
proposto mostrou-se superior, ou seja, mais rapido, quando comparado aos perfis
moderado e cauteloso d@imRunne®. A excecdo ocorre para o perfil agressivo.
Entretanto, mesmo sendo mais lento que o perfil agressivo, a qualidade da resposta foi

melhor, conforme mostrado na Figura 7.13.

7.6 ANALISE DOS RESULTADOS

A Figura 7.15 mostra uma comparagdao entre 0s tempos de processamento

necessarios, considerando uma variavel de decisdo, para a otimizacdo de cada um dos

objetos de estudo analisados.
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Comparacgao dos tempos de processamento
para uma variavel de decisao
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Figura 7.15 — Grafico com os tempos de processamento da otimizacdo para uma variavel de decisao

Nota-se que, para uma variavel de decisdo, o método de otimizac&o proposto foi
sempre 0 mais lento, quando comparado aos perfis de otimizacgionBanner®.

Desta forma, pode-se afirmar que o método de otimizacdo proposto ndo é adequado
para a manipulacdo de apenas uma variavel de decisao.

A Figura 7.16 mostra uma comparacao entre 0s tempos de processamento
necessarios, considerando duas variaveis de decisao, para a otimizacdo de cada um do
objetos de estudo analisados.

Nota-se que, para duas variaveis de decisdo, o0 método de otimiza¢do proposto
foi mais rapido ou semelhante aos tempos de processamento dos perfis moderado e
cauteloso d&imRunner®. Desta forma, pode-se afirmar que o método de otimizacéo
proposto ja se mostra adequado para a manipulacdo de duas variaveis de decisao
simultaneamente. O método proposto foi mais lento que o perfil agressivo do
SimRunne®, entretanto conforme discutido anteriormente, a qualidade da resposta do

perfil agressivo é inferior aos outros perfis.
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Comparag¢ao dos tempos de processamento
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Figura 7.16 — Grafico com a comparagao entre os tempos de processamento da otimizagao

A Figura 7.17 mostra uma comparacdo entre os tempos de processamento
necessarios, considerando trés variaveis de decisdo, para a otimizacdo do segundo,

terceiro e quarto objetos de estudo analisados.

Comparag¢ao dos tempos de processamento
para trés variaveis de decisao
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T2 300 S [ | [
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E- 200 — - | -
2 100 +— — L . mMétodo Proposto

o | e e == .
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Figura 7.17 — Grafico com a comparacao entre os tempos de processamento da otimizacao
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Nota-se que, para trés variaveis de decisdo, o0 método de otimizacdo proposto
foi mais rapido ou semelhante aos tempos de processamento dos perfis moderado e
cauteloso d&imRunner®. Desta forma, pode-se afirmar que o método de otimizacéo
proposto é adequado para a manipulacao de trés variaveis de decisdo simultaneamente
O método proposto foi mais lento que o perfil agressiv&idtRunner®, entretanto
conforme discutido anteriormente, a qualidade da resposta do perfil agressivo é
inferior aos outros perfis.

A Figura 7.18 mostra uma comparagcao entre 0s tempos de processamento
necessarios, considerando quatro variaveis de decisdo, para a otimizagdo do terceiro e

guarto objetos de estudo analisados.

Comparag¢ao dos tempos de processamento
para quatro variaveis de decisao
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Figura 7.18 — Grafico com a comparacao entre os tempos de processamento da otimizagao

Nota-se que, para quatro variaveis de decisdo, 0 método de otimizacdo proposto
foi mais rapido que os tempos de processamento dos perfis moderado e cauteloso do
SimRunne®. Desta forma, pode-se afirmar que o método de otimizacdo proposto é
adequado para a manipulacdo de quatro variaveis de decisdo simultaneamente. O

método proposto foi mais lento que o perfil agressivoSadoRunner®, entretanto
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conforme discutido anteriormente, a qualidade da resposta do perfil agressivo é
inferior aos outros perfis.

A Figura 7.19 mostra uma comparagcdo entre os tempos de processamento
necessarios, considerando cinco variaveis de decisdo, para a otimizacdo do quarto

objeto de estudo analisado.

Comparag¢ao dos tempos de processamento
para cinco variaveis de decisao
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Figura 7.19 — Grafico com a comparacao entre os tempos de processamento da otimizacao

Nota-se que, para cinco variaveis de decisdo, o método de otimizagéo proposto
foi mais rapido que os tempos de processamento dos perfis moderado e cauteloso do
SimRunne®. Desta forma, pode-se afirmar que o método de otimizacdo proposto é
adequado para a manipulacdo de cinco variaveis de decisdo simultaneamente. O
método proposto foi mais lento que o perfil agressivoSadoRunner®, entretanto
conforme discutido anteriormente, a qualidade da resposta do perfil agressivo é

inferior aos outros perfis.
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7.7 CONSIDERACOES FINAIS

Este capitulo mostrou a comparacdo do método de otimizacdo desenvolvido
com uma ferramenta disponivel comercialmente, conhecida c®m&unner®,
através da metodologia de otimizacdo para modelos de simulacdo a eventos discretos
proposta por Harrel, Ghosh e Bowden (2000). Esta metodologia foi aplicada em quatro
objetos de estudo distintos.

Nota-se que o método de otimizagdo proposto ndo oferece ganho no tempo de
processamento ao considerar uma variavel de decisdo. Ja ao manipular duas variaveis
de decisdo, o método mostrou-se mais rapido em alguns objetos de estudo e com
tempo de processamento semelhante em outros objetos de estudo, quando comparadc
aos perfis moderado e cauteloso SimRunner®. De fato, o método de otimizacéo
proposto € sempre mais eficiente a partir de trés variaveis de decisdo analisadas
simultaneamente.

Em relacdo a qualidade dos resultados, o método de otimizagcdo proposto
mostrou-se tao eficaz quanto o SimRu@ner

Com isso, € possivel finalizar a fase de modelo de solu¢do de Mitraff
(1974), destacada na Figura 7.1. Nesta fase, aplicou-se o0 método de otimizacéo
proposto em quatro objetos de estudo com a intengcdo de avaliar as solucbes
encontradas.
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CAPITULO 8 — CONCLUSOES

8.1 CONSIDERACOES INICIAIS

Inicialmente, neste capitulo, serdo apresentadas as conclusbées e contribuicdes
geradas por esta pesquisa. Na sequéncia, apresentam-se as consideracdes finais des
tese de doutorado seguida das sugestdes para trabalhos futuros.

Cabe ressaltar que este capitulo refere-se, em relacdo ao modelo deelroff
(1974), a fase de implementacdo. Bertrand e Fransoo (2002) afirmam que nesta fase,
os resultados do modelo sdo implementados, ou seja, 0 novo método de otimizagcao
passa a ser utilizado. A Figura 8.1 destaca a fase do modelo de Blitabff(1974)

pertinente a este capitulo.
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Figura 8.1 — Fase de implementacao
Fonte: Adaptado de Mitrofét al. (1974)
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8.2 CONCLUSOES E CONTRIBUICOES DA PESQUISA

A contribuicdo desta pesquisa foi desenvolver um método de otimizacdo para
modelos de simulacdo a eventos discretos aplicados a sistemas de manufatura, capaz
de atingir os resultados de forma mais rapida e com a mesma qualidade, quando
comparado a um software de otimizagcdo comercial.

O método de otimizacdo proposto consiste, primeiramente, na estimativa do
tamanho da populagéo inicial, com base no tamanho do individuo necessario para a
manipulacdo das variaveis de decisdo do modelo de simulacdo. Na sequéncia, realiza-
se a adaptacdo no parametro tamanho da populacdo, aumentando-o em 50% a cadz
nova geracao. A intencdo € buscar um tamanho de populacéo ideal capaz de garantir a
qualidade dos resultados com um menor tempo de convergéncia.

Quatro objetos de estudo foram utilizados na aplicacdo do método de
otimizacdo proposto. Os resultados encontrados foram comparados com uma
ferramenta de otimizac&o disponivel comercialmente, conhecida SoniRunner®,
através da metodologia de otimizacdo para modelos de simulacdo a eventos discretos
proposta por Harrel, Ghosh e Bowden (2000). Em relacdo a qualidade dos resultados,
0 meétodo de otimizac&do proposto mostrou-se tao eficaz quanto o SimRunner®.

Para uma variavel de decisdo, o método de otimizacdo proposto mostrou-se
menos eficiente. Ja para duas variaveis de decisdo analisadas simultaneamente, o
método apresentou melhor ou igual eficiéncia. Entretanto, para trés ou mais variaveis
de decisdo analisadas simultaneamente, o método de otimizacdo proposto € sempre
mais eficiente.

Quando comparado ao perfil cauteloso 8mRunne®, o método de
otimizacdo proposto para 0 primeiro objeto de estudo, considerando-se duas variaveis
de decisao, foi cerca de 46% mais rapido. Em relacdo ao segundo objeto de estudo,
considerando-se trés variaveis de decisdo, o método foi cerca de 51% mais rapido. Ja
para o terceiro objeto de estudo, considerando-se quatro variaveis de decisédo, o
método foi cerca de 59% mais rapido. Finalmente, para o quarto objeto de estudo,

considerando-se cinco variaveis de decisdo, o método foi cerca de 80% mais rapido.
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De mesma forma que anteriormente, quando comparado ao perfil moderado do
SimRunne®, o método de otimizacdo proposto para o primeiro objeto de estudo,
considerando-se duas variaveis de decisao, foi cerca de 38% mais rapido. Em relacéo
ao segundo objeto de estudo, considerando-se trés variaveis de decisdo, o método foi
cerca de 24% mais rapido. Ja para o terceiro objeto de estudo, considerando-se quatro
variaveis de decisdo, o método foi cerca de 23% mais rapido. Finalmente, para o
quarto objeto de estudo, considerando-se cinco variaveis de decisdo, o método foi
cerca de 50% mais rapido.

Cabe ressaltar que o método proposto € valido para as condicdes de contorno
estabelecidas por esta tese, que consiste na manipulacdo de variaveis de decisdo dc

tipo discretas, deterministicas e inteiras.

Os objetivos especificos desta pesquisa foram:

1. Analisar a influéncia dos parametros dos algoritmos genéticos no tempo de

convergéncia desses algoritmos;

Através do levantamento bibliografico realizado, constatou-se que o parametro
tamanho da populacdo exerce forte influéncia na velocidade de convergéncia dos
algoritmos genéticos. Aléem disso, este parametro afeta diretamente o desempenho

global e a eficiéncia do algoritmo genético.

2. Analisar a influéncia dos parametros dos algoritmos genéticos na qualidade da

variavel de reposta desses algoritmos;

A influéncia dos parametros dos algoritmos genético na qualidade da variavel de
reposta desses algoritmos foi analisada através da aplicacdo da técnica de projeto de
experimentos nesses parametros. Esta andlise ocorreu na otimizag&o de cinco fungdes
matematicas conhecidas.

Chegou-se a algumas constatagOes interessantes tais como a importancia do

parametro tamanho da populacdo e a ndo expressividade dos parametros niumero de
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geracOes e taxa de cruzamento. Outra constatacdo interessante € que os efeitos da
interacées quase sempre estdo presentes na obtencdo das variaveis de resposta, alé
do fato de ter ocorrido um efeito significativo de quarta ordem, reforgcando a

importancia no cuidado na escolha dos parametros do algoritmo genético.

3. Desenvolver uma ferramenta computacional capaz de operacionalizar o método de

otimizacdo proposto no objetivo principal desta tese de doutorado;

Foi apresentada uma ferramenta computacional capaz de permitir a aplicacao do
método de otimizacdo proposto em modelos de simulagdo computacional, além de
permitir a manipulacdo dos parametros do algoritmo genético e a comunicagdo com o

simulador a eventos discretos.

8.3 CONSIDERACOES FINAIS

Constatou-se que o método de otimizagdo proposto, ao manipular mais de duas
variaveis de decisdo simultaneamente, € mais eficiente, ou seja, mais rapido, quando
comparado a uma ferramenta de otimizacao disponivel comercialmente. Cabe destacar
que o método também apresentou a mesma eficacia, ou seja, a mesma qualidade na:
respostas da otimizagao.

Sugere-se, entdo, que o0 método de otimizacdo proposto passe a ser adotado,
desde que as condicbes de contorno desta pesquisa sejam atendidas. Com isso, ¢
possivel finalizar a fase de implementacdo de Mitatffal. (1974), destacada na
Figura 8.1.

Conforme citado no capitulo 1 desta tese de doutorado, a metodologia de
pesquisa utilizada foi &mpirica Normativa, onde preocupou-se em melhorar uma
situacdo atual, ou seja, o desempenho do processo de otimizagdo em modelos de

simulacéo a eventos discretos, e todo o ciclo de Mitroff et al. (1974) foi considerado.
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8.4 SUGESTOES PARA TRABALHOS FUTUROS

A pesquisa abordada nesta tese de doutorado ainda permite novos avancos.

Alguns desdobramentos podem ser citados:

 Efetuar uma comparacdo do método de otimizacdo proposto com outras
ferramentas de otimizagcdo comerciais;

e Avaliar o desempenho do método de otimizacdo proposto com modelos de
simulacdo a eventos discretos que possuem fungdes objetivas néo lineares;

« Desenvolver um método de otimizacéo que trabalhe com variaveis néo inteiras.

Além disso, o item relativo a conclusfes e recomendac¢des do capitulo 5, Anélise
dos parametros dos algoritmos genéticos, em relacdo a qualidade da resposta, levantou
algumas questdes sobre tais parametros. Responder a tais questdes também pode se

considerado uma sugestao para trabalhos futuros.
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