A
AVAVAY

unesp ™

UNIVERSIDADE ESTADUAL PAULISTA

"JULIO DE MESQUITA FILHO"
Campus Bauru

Gustavo Henrique de Rosa

Analise de Aprendizado Adversarial baseado em

Similaridade na Geracao de Texto

Bauru
2022



Gustavo Henrique de Rosa

Analise de Aprendizado Adversarial baseado em

Similaridade na Geracao de Texto

Tese apresentada como parte dos requisitos
para obtenc3o do titulo de Doutor em Ciéncia
da Computacdo, junto ao Programa de
Pés-Graduacao em Ciéncia da Computacao
da Universidade Estadual Paulista “Jilio de
Mesquita Filho".

Financiadora: FAPESP - Proc. 2019/02205-5

Orientador: Prof. Dr. Jodo Paulo Papa

Bauru
2022



de Rosa, Gustavo Henrique.
Analise de Aprendizado Adversarial baseado em Similaridade na Geracdo de
Texto / Gustavo Henrique de Rosa. — Bauru, 2022
140 f. : il., tabs.

Orientador: Prof. Dr. Jodo Paulo Papa

Tese (doutorado) - Universidade Estadual Paulista “Jdlio de Mesquita Filho",
Faculdade de Ciéncias

1. Aprendizado de Maquina. 2. Aprendizado Adversarial. 3. Processamento
de Linguagem Natural. 4. Geracdo de Texto. 5. Redes Siamesas. 6. Otimizacdo Meta-
Heuristica.

I. Papa, Jodo Paulo. Il. Universidade Estadual Paulista “Jialio de Mesquita Filho",
Faculdade de Ciéncias. Ill. Titulo.

CDU - 518.72:76

Ficha catalografica elaborada pela biblioteca da FC
UNESP - Cadmpus de Bauru




o UNIVERSIDADE ESTADUAL PAULISTA

unesp - 4

Céampus de Bauru

\\

Faculdade de Ciéncias

ATA DA DEFESA PUBLICA DA TESE DE DOUTORADO DE GUSTAVO HENRIQUE DE ROSA,
DISCENTE DO PROGRAMA DE POS-GRADUAGCAO EM CIENCIA DA COMPUTAGAO, DA
FACULDADE DE CIENCIAS - CAMPUS DE BAURU.

Aos 22 dias do més de novembro do ano de 2022, as 00:00 horas, por meio de Videoconferéncia,
realizou-se a defesa de TESE DE DOUTORADO de GUSTAVO HENRIQUE DE ROSA, intitulada
Geracao de Linguagem Natural Utilizando Aprendizado Adversarial Baseado em Similaridade. A
Comissao Examinadora foi constituida pelos seguintes membros: Prof. Dr. JOAO PAULO PAPA
(Orientador(a) - Participagao Virtual) do(a) FC / UNESPBauru SP, Profa. Dra. HELENA DE
MEDEIROS CASELI (Participacao Virtual) do(a) Departamento de Computacédo / Universidade
Federal de Séo Carlos, Prof. Dr. DIEGO FURTADO SILVA (Participacao Virtual) do(a) Departamento
de Computacédo / Universidade Federal de Séo Carlos, Prof. Dr. APARECIDO NILCEU MARANA
(Participacéao Virtual) do(a) Departamento de Computacédo / UNESP/Campus de Bauru , Prof. Dr.
KELTON AUGUSTO PONTARA DA COSTA (Participagao Virtual) do(a) FC / UNESP/Bauru (SP).
Apds a exposicado pelo doutorando e arguicdo pelos membros da Comissdo Examinadora que
participaram do ato, de forma presencial e/ou virtual, o discente recebeu o conceito final:_ _ _ _ _ _ _

Aprovado . Nada mais havendo, foi lavrada a presente ata, que apos lida e aprovada, foi assinada

pelo(a) Presidente(a) da Comissdo Examinadora.

2665 (ard. goﬁ

Profo Dr. JOAO PAUL

Faculdade de Ciéncias - Campus de Bauru -
Eng. Luiz Edmundo Carrijo Coube, 14-01, 17033360, Bauru - Sdo Paulo
http://www.ibilce.unesp.br/#!/pos-graduacao/programas-de-pos-graduacao/ciencia-da-computacao/CNPJ: 48.031.918/0028-44.


João Papa
Aprovado


Gustavo Henrique de Rosa

Analise de Aprendizado Adversarial baseado em
Similaridade na Geracao de Texto

Tese apresentada como parte dos requisitos
para obtenc3o do titulo de Doutor em Ciéncia
da Computacdo, junto ao Programa de
Poés-Graduacdo em Ciéncia da Computacao
da Universidade Estadual Paulista “Jilio de
Mesquita Filho".

Financiadora: FAPESP - Proc. 2019/02205-5

Comissdao Examinadora

Prof. Dr. Joao Paulo Papa
Orientador
Universidade Estadual Paulista “Jidlio de Mesquita Filho"

Profa. Dra. Helena de Medeiros Caseli
Universidade Federal de S3o Carlos

Prof. Dr. Diego Furtado Silva
Universidade de S3o Paulo

Prof. Dr. Aparecido Nilceu Marana
Universidade Estadual Paulista “Jualio de Mesquita Filho"

Prof. Dr. Kelton Augusto Pontara da Costa
Universidade Estadual Paulista “Jalio de Mesquita Filho"

Bauru
5 de dezembro de 2022



Em tempos de trevas, que o conhecimento seja fonte de luz.



Agradecimentos

Em primeiro lugar, gostaria de agradecer a fé, que independente da religido e doutrina,

deve sempre existir e prevalecer.

Agradeco aos meus pais, Ana Valéria e Fernando, por sempre estarem presentes em

minha vida, me auxiliando e fortalecendo.

Agradeco a minha parceira, Bruna, a qual eu sempre amarei mais que tudo. Sem dividas
todo o tempo que passamos juntos e que iremos passar me faz ser uma pessoa melhor e me

motivar mais para, juntos, melhorarmos o mundo e crescermos.

Agradeco a minha prima Barbara, aos meus primos Bento e Mateo, aos meus tios
Fabricio e Helena, Luciene e Marcos, Helen, Daiane e Jo3o, aos meus sogros Simone e Ricardo,
ao meu canino Prince, por todas as nossas conversas e ensinamentos, contribuindo a minha
formacdo. Agradeco em especial aos meus avds, José e Thereza, Lurdinha e principalmente ao

meu falecido avd Mauro.

Agradeco ao meu orientador, Jodo Paulo Papa, o qual sempre foi uma fonte de inspiracdo

para mim e com certeza um dos meus maiores orgulhos.

Agradeco a Fundacdo de Amparo a Pesquisa do Estado de Sdo Paulo (FAPESP) pelo
concebimento de uma bolsa de Doutorado (Processo #2019/02205-5), a qual possibilitou o

desenvolvimento desta tese.

Agradeco a todos os meus amigos de faculdade e de Brasilia. Sempre que nos reencon-

tramos acaba sendo o mesmo amor e amizade.

Agradeco a UNESP Bauru, a qual é o meu maior orgulho de poder fazer parte e ser

considerado um Unespiano.



“Oh, it's a disgrace

To see the human race
In a rat race, yeah”
(Rat Race, Bob Marley)



Resumo

Algoritmos de Aprendizado de Maquina tém sido amplamente fomentados nos Gltimos anos,
principalmente devido as suas capacidades discriminativas em problemas de Visdo Computacional
e Processamento de Linguagem Natural. Ademais, suas capacidades generativas permitiram
aplicacBes em tarefas de natureza discreta (sequéncias de caracteres e palavras), isto é, geracdo
de texto. Uma arquitetura em especifico, denotada por Redes Adversariais Generativas, utiliza
uma estrutura composta por discriminador e gerador, os quais procuram obter um equilibrio
entre gerar dados artificiais e classifica-los como dados verdadeiros. Recentemente, varios
trabalhos propuseram solucdes baseadas em Redes Adversariais Generativas para a geracao
de texto, porém apenas alguns deles conseguiram gerar textos sem palavras repetidas e com
algum significado semantico. Um problema decorrente das Redes Adversariais Generativas
consiste na dificuldade em estabelecer um equilibrio no treinamento e, consequentemente, gerar
textos artificiais que assemelham-se aos textos reais. Desta forma, a presente tese aprimora o
desenvolvimento de modelos adversariais textuais através de funcoes de similaridade aprendidas
por Redes Siamesas, as quais fornecem recompensas capazes de melhor distinguir entre textos
artificiais e reais. Adicionalmente, tais modelos s3o aperfeicoados com o uso da otimizacao
meta-heuristica, a qual fornece conjuntos de hiperparametros especificos para as tarefas em
questdo. Os resultados experimentais obtidos demonstram a capacidade da arquitetura proposta,
denotada por Rede Adversarial Generativa por Similaridade Textual, do inglés Text-Similarity
Generative Adversarial Network (TS-GAN), em quatro base de dados da literatura. As TS-
GANs atingiram resultados superiores as arquiteturas adversariais estado-da-arte e, em suas
versdes pds-otimizacdo, foram capazes de aprimorar as métricas de suas versdes iniciais (sem

otimizacdo) em duas de quatro bases de dados.

Palavras-chave: Aprendizado de Maquina. Aprendizado Adversarial. Processamento de Lin-

guagem Natural. Geracdo de Texto. Redes Siamesas. Otimizacdo Meta-Heuristica.



Abstract

Machine Learning algorithms have been paramount in the latest years, mainly due to their
discriminative capacity in Computer Vision and Natural Language Processing tasks. Furthermore,
their generative potentials allowed usage in discrete-based (sequences of characters and words)
tasks, such as text generation. A specific architecture denoted as Generative Adversarial Networks
uses an structure composed of discriminators and generators to establish an equilibrium between
artificial data generation and their classification as real data. Several works proposed adversarial-
based models to generate text; however, only a few could generate non-repeated text with
little semantic significance. Furthermore, a recurring issue regarding Generative Adversarial
Networks consists of the difficulty of establishing a training equilibrium and, consequently,
generating artificial text that resembles the original ones. Therefore, this thesis enhances the
development of text-based adversarial models through similarity functions learned from Siamese
Networks, which provides rewards capable of better distinguishing between artificial and original
texts. Such models are improved through meta-heuristic optimization, which furnishes specific
hyperparameters to the accounted tasks. The experimental results indicate the capacity of the
proposed architecture, denoted by Text-Similarity Generative Adversarial Network (TS-GAN),
amongst four literature datasets. The TS-GANs obtained state-of-the-art results and, in their
post-optimization versions, were able to improve their standard versions (without optimization)

in two out of four datasets.

Keywords: Machine Learning. Adversarial Learning. Natural Language Processing. Text Gener-

ation. Siamese Networks. Meta-Heuristic Optimization.
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1 Introducao

Recentes avancos em técnicas inteligentes possibilitaram a resolucao de problemas
com um minimo de esforco humano. A capacidade computacional, responsavel por realizar
bilhdes de calculos por segundo, facilitou a realizacao de tarefas antes executadas apenas por
seres humanos. A area da Inteligéncia Artificial (IA) objetiva estudar tais operacdes dentro do
contexto bioldgico, tentando simular o funcionamento do cérebro humano. Em outras palavras,
a pesquisa nesta area é responsavel por modelar intrinsecamente o cérebro humano, dado que
o poder de compreensao do nosso cérebro auxilia e orienta a criacdo de algoritmos capazes de

assimilar informacdes ao seu redor e aprender com suas préprias acdes (ULLMAN, 2019).

Entretanto, o conceito de IA é muito abrangente devido as iniUmeras possibilidades
de tarefas a serem desempenhadas. A medida que o estudo nesta area evoluiu, técnicas de
Reconhecimento de Padroes e da Teoria do Aprendizado Computacional combinaram-se em
uma nova subarea responsavel por criar algoritmos capazes de aprender com seus erros e realizar
predicBes, intitulada Aprendizado de Maquina, do inglés Machine Learning (ML) (SARKER,
2021). Esta area fornece importantes ferramentas para a resolucdo de problemas de outras
subareas da Inteligéncia Artificial, tais como a Visao Computacional e o Processamento de

Linguagem Natural.

A Visdo Computacional, do inglés Computer Vision (CV), procura compreender como
os seres humanos interpretam informacdes através de sua visdo (LECUN et al., 2010). E de
conhecimento biolégico que o sistema visual humano enxerga através de feixes de luz captados
pela retina, a qual é responsavel por decodificar estas informacdes, transforma-las em impulsos
nervosos, carrega-los pelos neurdnios e interpreta-los no cérebro. Uma das caracteristicas mais
interessantes de nossa visdo é o aprendizado hierarquico de informacdes, onde a medida que
enxergamos determinado objeto, procuramos decompo-lo em pequenos blocos de caracteristicas
para facilitar o entendimento do mesmo. Tal analogia é empregada em um algoritmo de

CV conhecido por Redes Neurais Convolucionais, do inglés Convolutional Neural Networks
(CNN) (LECUN et al., 1998).

Por outro lado, a finalidade do Processamento de Linguagem Natural, do inglés Natural
Language Processing (NLP), é entender e aprender como seres humanos comunicam-se entre
si, sendo boa parte desta comunicac3o realizada através de texto ou voz (EISENSTEIN, 2019).
A criacao de algoritmos capazes de interpretar a linguagem humana possibilita uma melhor
interacdo entre maquinas e seres humanos, tornando-as mais aptas a nos entender e realizar

tarefas de acordo com a nossa necessidade.
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Inicialmente, as Redes Neurais Recorrentes, do inglés Recurrent Neural Networks
(RNN) (ELMAN, 1990), tornaram-se as primeiras redes neurais a serem empregadas em tarefas
de NLP. Entretanto, foram rapidamente substituidas pelas Redes de Meméria de Longo Prazo,
do inglés Long Short-Term Memory (LSTM) (HOCHREITER; SCHMIDHUBER, 1997), devido
a sua maior resiliéncia ao problema da dissipacao e estouro do gradiente, do inglés vanishing
and exploding gradient problem. Outra técnica que também demonstrou-se resiliente a este
problema foi a Unidade Recorrente de Porta, do inglés Gated Recurrent Unit (GRU) (CHO et al.,
2014), a qual utiliza um mecanismo de portdes similar as LSTMs para decidir quais informacdes
devem ser consideradas. Uma evolucdo da LSTM, chamada de LSTM Bi-direcional (GRAVES
et al., 2013), foi proposta a fim de abordar contexto em ambas direcdes (esquerda e direita).
Adicionalmente, as CNNs também comecaram a serem utilizadas no contexto de NLP (SONG
et al., 2019; GIMENEZ et al., 2020), dado que sdo facilmente paralelizaveis e capazes de
extrair relacbes semanticas em sequéncias. Recentemente, é possivel encontrar abordagens
hibridas (ZHENG; ZHENG, 2019; JAIN et al., 2021), em que a combina¢cdo de CNNs e LSTMs

incrementam a robustez do modelo.

Embora a midia e a comunidade salientem que muitos problemas da Al estejam
resolvidos, os modelos de ML, sejam eles utilizados em CV ou NLP, ainda s3do bastante
vulnerdveis a manipulacdo adversarial (MORRIS et al., 2020), ou seja, sdo vulneréveis as
pequenas modificacdes em dados n3o utilizados no aprendizado, resultando em classificacGes e
previsoes incorretas. Esta vulnerabilidade representa potenciais ameacas de seguranca e é capaz
de comprometer aplicacdes reais de ML, sendo assim, um interessante campo de pesquisa a

ser fomentado.

O propésito do Aprendizado Adversarial, do inglés Adversarial Learning (AL), é introduzir
exemplos artificialmente criados, distintos dos dados originais e capazes de dificultar o processo
de aprendizado da rede. A cada iteracdo do treinamento, novos exemplos adversariais s3o
gerados e introduzidos na rede, alavancando a performance e a robustez dos modelos de ML,
tornando-os mais eficazes quando utilizados em aplicacdes do mundo real. Adicionalmente, tal
metodologia é uma opcdo viavel para a geracdo de dados artificiais que assemelham-se aos

dados reais (geracdo de texto).

1.1 Problema

A tarefa de geracdo de texto objetiva entender a estrutura do texto e criar um modelo
linguistico a partir do aprendizado de regras gramaticais, sintaticas e semanticas. De um ponto
de vista computacional, esta tarefa almeja predizer um estado ¢ 4+ 1 dado ¢ estados anteriores,
onde cada estado pode ser composto por caracteres, palavras e até mesmo sentencas. Portanto,
um modelo linguistico robusto é capaz de reproduzir a estrutura do texto treinado a partir da

predicdo de novos dados baseados em informacdes passadas, ou seja, gerar texto artificialmente.
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Por exemplo, imagine uma linguagem ficticia composta por trés tokens (informacdes), a qual
segue a determinada estrutura: <sujeito> <verbo> <substantivo>. O objetivo do modelo
linguistico é aprender tal estrutura, sendo capaz de predizer um token de <verbo> baseado na
entrada de um token de <sujeito>, bem como predizer um token de <substantivo> baseado

em tokens de <sujeito> e <verbo>.

A geracao de texto difere de tarefas tradicionais de Aprendizado de Maquina pois
utiliza uma nova dependéncia sequencial. Em outras palavras, tokens (caracteres, palavras
ou sentencas) sdo interpretados como informacdes continuas, onde cada peca representa
um estado na sequéncia. Adicionalmente, sequéncias prévias precisam ser compreendidas no
futuro, dado que um modelo linguistico aprende novas informacdes baseadas em informacdes
passadas (LI et al., 2018). Tradicionalmente, a tarefa de geracdo de texto é solucionada através
de modelos recorrentes, tais como Redes Neurais Recorrentes, as quais s3o capazes de re-utilizar
informacdes aprendidas para aprender novas informacdes. Ndo obstante, tais arquiteturas sdo
suscetiveis a manipulacdo adversarial (BIGGIO; ROLI, 2018), isto é, tais modelos n3o atingem
performances adequadas quando confrontados com dados distintos do processo de aprendizado,

ou seja, dados levemente modificados.

Recentemente, as Redes Adversariais Generativas, do inglés Generative Adversarial
Networks (GAN) (GOODFELLOW et al., 2014), tornaram-se uma importante base para a
manipulacdo adversarial. A ideia é treinar simultaneamente duas redes distintas, uma com poder
generativo, capaz de aprender a distribuicao dos dados e gerar dados artificiais, e outra com
poder discriminativo, capaz de estimar a probabilidade de uma amostra pertencer aos dados
reais ao invés dos dados artificiais. Contudo, o treinamento simultaneo de duas arquiteturas
é instavel e ocasionalmente ndo atinge um equilibrio de convergéncia. Ademais, tais redes
precisam de um ajuste matematico quando utilizadas em tarefas de geracao de texto, isto é,
uma funcdo de saida diferenciavel' para que possam propagar seus gradientes e garantir a

convergéncia do treinamento.

Uma estratégia para reduzir a instabilidade do treinamento é aprimorar o processo de
identificacao entre dados reais e falsos, por exemplo, a partir de uma funcdo de similaridade.
Neste contexto, as Redes Siamesas (ROY et al., 2019) sdo modeladas com o intuito de aprender
a discernir se um par de dados é similar ou n3o. Elas também sdo indiferentes as arquiteturas,
ou seja, quaisquer modelos podem ser utilizados como bases, tais como RNNs e CNNs, e
consequentemente, utilizados como parte de uma arquitetura adversarial. Entretanto, tais
arquiteturas requerem um alto ndmero de hiperparametros de entrada, tais como, taxa de
aprendizado, nimero de neur6nios de vetorizacdo, nlimero de neurdnios escondidos, temperatura,
dentre outros. Estes hiperparametros sao de extrema importancia e precisam ser bem definidos,
pois atuam como diretrizes e regularizadores do processo de treinamento, e auxiliam o processo

de convergéncia e equilibrio da rede neural. Recentemente, técnicas de otimizac3do inspiradas

1 Comumente, redes recorrentes utilizam uma func3do de saida n3o-diferencidvel denotada por Softmax.
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na natureza, denotadas por meta-heuristicas (YANG, 2011), vém sendo utilizadas para a
otimizacdo de hiperparametros, dado que sao capazes de realizar buscas extensas e intensas,
encontrando solucdes plausiveis sem recorrer aos algoritmos tradicionais de otimizacao, por

exemplo, algoritmos baseados em derivadas e gradientes.

1.2 Proposta

Atualmente, a literatura apresenta diversos modelos adversariais textuais capazes de
gerar dados sintéticos, contudo, apenas alguns deles conseguiram gerar textos sem palavras
repetidas e com algum significado semantico. A dificuldade em estabelecer um equilibrio de
convergéncia, bem como a grande quantidade de hiperparametros sdo fatores que dificultam o
aprendizado destes modelos e, consequentemente, a geracao de textos lexicalmente corretos,

sintaticamente adequados e semanticamente plausiveis.

Esta tese pretende aperfeicoar a geracdo de texto de modelos adversariais textuais
através do aprimoramento da estabilidade do seu processo de aprendizado, onde um conjunto
adicional de funcGes oriundas das Redes Siamesas, denotado por funcdes de similaridade, serdo
empregados para melhor discernir entre dados reais e falsos e, consequentemente, fortalecer a
geracdo de textos artificiais. Adicionalmente, pretende-se utilizar técnicas de otimizacao meta-
heuristica para selecionar conjuntos mais aptos de hiperparametros dos modelos supracitados.

Portanto, a presente tese pode ser resumida em duas frentes de pesquisa:

a) Frente I: geracdo de texto utilizando modelos adversariais textuais;

b) Frente II: selecdo de hiperpardmetros via otimizacdo meta-heuristica para modelos

adversariais textuais.

Ademais, tais frentes de pesquisa serdo validadas nas mesmas bases de dados utilizadas
pelos modelos adversariais textuais estado da arte. Tal proposicao tem o intuito de estabelecer

uma analise comparativa e verificar tanto a efetividade e eficacia da metodologia proposta.

1.3  Objetivos

1.3.1 Objetivo Geral

Propor a utilizacdo de funcdes de similaridade aprendidas por Redes Siameses para
estabilizar o treinamento de modelos adversariais textuais. Adicionalmente, aliar o uso da
otimizacdo meta-heuristica ao problema de selecdo de hiperparametros de modelos adversariais

textuais, visando aperfeicoar a robustez e a geracdo de texto dos mesmos.
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1.3.2 Objetivos Especificos

Esta tese objetiva validar o problema da geracdo de texto baseado em modelos ad-
versariais textuais utilizando-se duas frentes: utilizacdo de funcdes de similaridade aprendidas
por Redes Siameses para estabilizacdo do treinamento de modelos adversariais textuais, e
otimizacdo meta-heuristica para selecao de hiperparametros de modelos adversariais textuais.

Os passos necessarios a sua obtencdo estido descritos a seguir:
a) Apontar os principais problemas e limitacdes dos modelos adversariais estado da
arte aplicados a geracdo de texto;

b) Modelar a abordagem de geracdo de texto por meio de um modelo adversarial

textual baseado em funcoes de similaridade;

c) Apontar a aplicabilidade de técnicas de otimizagdo meta-heuristica para a otimizagdo

do modelo adversarial textual proposto;

d) Modelar a otimizacdo meta-heuristica de hiperpardmetros do modelo adversarial

proposto aplicado a geracao de texto;

e) Validar as metodologias propostas nas mesmas bases de dados utilizadas pelos

modelos estado da arte, visando estabelecer bases comparativas;

1.4 Contribuicoes

Além de atingir os objetivos propostos, esta tese pretende contribuir os seguintes pontos
a comunidade cientifica:
) Criacdo de modelos adversariais textuais baseados em func¢des de similaridade;
) Otimizac3o de hiperpardmetros dos modelos adversariais textuais propostos;
c) Aprimoramento da tarefa de geracdo de texto através das estratégias supracitadas;
)

Implementacao de uma biblioteca de Aprendizado Adversarial aplicado ao Processa-

mento de Linguagem Natural, denominada Natural Adversarial Language Processing
(NALP);

e) Implementacdo de uma biblioteca de Redes Siamesas, denominada Dual-based

Neural Learning (Dualing);

f) Implementacdo de uma biblioteca de otimizacdo meta-heuristica, denominada

Opytimizer;

g) Publicacdo de resultados e inovacdes em conferéncias e periddicos correlatos.
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1.5 Estrutura da Tese

Esta tese de doutorado estd organizada da seguinte forma: o Capitulo 2 apresenta
conceitos e definicdes sobre a tarefa de geracao de texto, enquanto o Capitulo 3 apresenta
conceitos e definicoes sobre Redes Neurais Recorrentes, Redes Adversariais Generativas e
Redes Siamesas. O Capitulo 4 introduz a fundamentac3o tedrica referente a Otimizacdo Meta-
Heuristica. O Capitulo 5 apresenta os trabalhos correlatos e que servem de base comparativa
para a presente tese. O Capitulo 6 introduz as bases formais e definicoes tedricas sobre o modelo
adversarial textual proposto, denotado por Rede Adversarial Generativa por Similaridade Textual.
O Capitulo 7 apresenta a metodologia para a conducdo dos experimentos propostos, enquanto
o Capitulo 8 apresenta os resultados experimentais, bem como uma anélise critica sobre os
mesmos. O Capitulo 9 apresenta as conclusdes e trabalhos futuros desta tese, bem como as
publicacGes realizadas durante o periodo da mesma. Finalmente, o Apéndice A exemplifica

textos gerados pelos modelos experimentados.



2 Geracao de Texto

Quaisquer formas de comunicacado, escritas ou verbais, carregam vastas quantias de
informac3o, as quais podem ser utilizadas para prever o comportamento humano. Entretanto,
tais informacoes nao sdo triviais de serem analisadas, pois cada ser humano possui caracteristicas
inerentes a sua forma de comunicacdo, tais como, tom, selecdo de palavras, vocabulario, sotaque,
dentre outras. A Figura 1 ilustra um processo de comunicacdo simplificado entre dois seres

humanos.

Figura 1 — Processo de comunicacdo simplificado entre dois seres humanos.
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Fonte: Elaborado pelo autor.

A modelagem e compreensao da interacdo entre humanos e computadores é estruturada
através de uma linguagem natural, e objetiva aprender estruturas inerentes a linguagem humana,
tais como, morfologia, sintaxe e semantica. Desta forma, é possivel definir a geracdo de texto
como o processo generativo de construcdo de texto a partir de uma linguagem natural. Contudo,
tal tarefa é complicada pois as linguagens humanas requerem um discernimento tanto de
caracteres como de palavras e, ademais, como ambos estao conectados. Enquanto humanos
sao capazes de aprender e masterizar uma linguagem facilmente, as maquinas ainda esbarram

em suas caracteristicas ambiguas e imprecisas, tornando o processo extremamente moroso.

Inicialmente, os sistemas de geracao de texto eram estruturados através de sistemas
baseados em regras (MCDONALD, 2010), onde vastas quantidades de regras eram “tra-
duzidas" em formatos pré-definidos de linguagem. Tal abordagem pode ser exemplificada
pelos sistemas preenchedores de lacunas, os quais geralmente eram organizados em estruturas
constantes e apenas produziam saidas definidas por planos de acdes® (FRANK, 1980). Na
década de 90, sistemas de geracdo de texto foram aplicados em produtos comerciais de carater

simples, principalmente para mapeamento de dados de entrada em textos pré-definidos. Por

2 Os planos de acdes eram gramaéticas baseadas em teorias de linguagens formais e estruturadas através da

linguagem de programacao LISP.
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exemplo, o primeiro sistema comercial focado em mapeamento de dados para texto foi o
Forecast Generator (FoG) (Goldberg et al., 1994), o qual gerava textos de previsio do tempo

em Francés e Inglés a partir dos dados de temperatura.

Nos anos 2000, a pesquisa em algoritmos de Aprendizado de Maquina possibilitou a
aplicacdo de sistemas de geracdo de linguagem em tarefas de sumarizacdo de informacdes, espe-
cialmente nas areas de diagndstico clinico (HARRIS, 2008; PORTET et al., 2009) e jornalismo
“automatico" (SAUPER; BARZILAY, 2009). Recentemente, o Aprendizado em Profundidade,
do inglés Deep Learning (DL), tornou-se um marco para a geracdo de texto (GATT; KRAH-
MER, 2018) e introduziu técnicas capazes de melhor representar e descrever as caracteristicas
intrinsecas das linguagens naturais (DENG; LIU, 2018; OTTER et al., 2020; GALASSI et al.,
2020).

No entanto, apesar de toda tarefa de geracdo de texto ser caracterizada pelo mapea-
mento de informacdes de entrada em textos de saida, Reiter e Dale (2002) constataram que a
decomposicdo do processo de geracao de texto facilita a sua compreensdo e, consequentemente,
dividiram-na nos seguintes estagios: determinacao de conteldo, estruturacao de documentos,

agregacao, escolha léxica, geracdo de expressoes de referéncia e realizacao.

2.1 Estagios da Geracao

Para facilitar a compreens3o de cada estagio, seja “Previsao do Tempo do Brasil" um
exemplo de modelo de geracdo de texto. Este modelo recebe 5 nimeros de entrada, os quais
sao predicoes de temperatura para cada regido do Brasil. A partir destes nimeros, o sistema é

responsavel por gerar um sumario textual contendo estas mesmas informacdes.

A determinacao de contelido é o processo de decisao sobre qual informacdo deve ser
utilizada no texto e geralmente esta estruturada em entidades, conceitos e relacdes. No modelo
de exemplo, é possivel definir uma relacdo de previsdo de temperatura por regido, contendo
as entidades temperatura e regido. Logo, a determinacdo de contelido é responsavel por
explicitamente informar a temperatura em determinada regido, por exemplo, 30 °C na regido
Norte. A estruturacao de documentos é o processo de organizacdo das informacdes, isto é,
imposicao da ordem e estrutura nas quais as informacdGes definidas pelo estagio anterior devem
ser apresentadas. No exemplo citado, tal estagio corresponde a organizacao de como as regides
serao citadas, ou seja, se serao citadas de acordo com a ordem crescente de temperatura ou

por proximidade de regiao.

Posteriormente, o estagio de agregacdo combina diferentes relacdes (ou amostras de
uma mesma relacdo) em sentencas Unicas a fim de aprimorar a legibilidade e naturalidade do
texto gerado. Por exemplo, as previsdes de temperatura para cada regiao podem ser agregadas
da seguinte forma: Ambas regides Norte e Sudeste fardo 30 °C ou mais no préoximo final de

semana. A escolha léxica é responsavel por estruturar palavras e frases em conceitos, isto &,
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decidir quais palavras e frases devem ser escolhidas para expressar corretamente o dominio das
entidades e relaces definidas. Por exemplo, as palavras “quente" e “frio" podem ser utilizadas
para indicar uma referéncia de temperatura entre as regides, onde regides com niveis inferiores

de temperaturas serdao mais frias em relacao aquelas com niveis superiores.

A geracdo de expressoes de referéncia é o estagio de selecdo de palavras ou frases para
a identificacdo das entidades pertencentes ao dominio. Tal estagio esta préximo do processo de
escolha Iéxica, pois ambos sdo focados em produzir formas linguisticas capazes de identificar
os elementos pertencentes ao dominio em questdo. Por exemplo, a definicao de lugares mais
especificos dentro de uma determinada regido (cidades ao leste da regido Norte) ou localizacdes
entre regides (fronteira das regides Norte e Nordeste) facilitam a compreensdo da previsdo
gerada, dado que irdo fornecer uma melhor descricao de onde realmente estao os niveis de
temperatura indicados. Finalmente, o estagio de realizacao é a utilizacdo correta de todas as
regras sintaticas, morfoldgicas e gramaticais para a criacdo do texto. Este estagio é responsavel
por utilizar tempos verbais, conectivos, pronomes, plurais, pontuacdoes, dentre outras regras

que a linguagem possa exigir.

Alternativamente, abordagens recentes visam construir modelos linguisticos comple-
tos (DU§EK et al., 2020), ou seja, modelos que ndo necessitam de estagios intermedirios como
os citados anteriormente. Estes modelos sdo treinados usando algoritmos de ML em grandes
bases de dados e predizem informacdes com base nos exemplos aprendidos, aprendendo as
regras gramaticais, sintaticas e semanticas oriundas dos exemplos utilizados no préprio processo
de treinamento. Adicionalmente, também é possivel verificar um novo paradigma sendo criado,

onde modelos de geracdo neural vem substituindo tradicionais modelos de geracdo estatistica.

2.2 Modelos Linguisticos

Os modelos linguisticos sdo utilizados como representacdes digitais de linguagens
e de suas regras, isto é, eles compreendem estruturas gramaticais, sintaticas e semanticas
pertencentes as linguagens. A maior parte dos modelos linguisticos sdo baseados em conceitos
estatisticos e representados por distribuicoes probabilisticas, onde, por exemplo, dada uma
sequéncia de tamanho m, o modelo linguistico assinala probabilidades P(t1,ts,...,t,) para
cada token t da sequéncia (MULDER et al., 2015). Em outras palavras, um modelo linguistico
estima a probabilidade de ocorréncia de tokens baseado em exemplos, onde modelos simples
trabalham ao nivel de caracteres ou palavras, enquanto modelos complexos utilizam sentencas
ou paragrafos. Todavia, tal tarefa é complicada dado que os modelos precisam aprender
caracteristicas intrinsecas as linguagens naturais, tais como, gramatica, sintaxe e semantica.
Adicionalmente, o processo de treinamento é baseado em um conjunto de exemplos, nao sendo
pratico para estimar dados ndo-existentes, por exemplo, tokens ndo encontrados no conjunto de

dados. A Figura 2 ilustra um exemplo simplificado do processo de geracdo de texto utilizando
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um modelo linguistico.

Figura 2 — Processo de geracao de texto a partir de um modelo linguistico.

Janela de sequéncias

Predicdo
Etapa 1: Eu tenho um
Etapa 2: Eu tenho um gato
Etapa 3: Eu tenho um gato e
Etapa 4: Eu tenho um gato e um

Fonte: Elaborado pelo autor.

Comumente, os modelos linguisticos sao utilizados como arquiteturas-base em tarefas
complexas de Processamento de Linguagem Natural, tais como, reconhecimento de voz,
reconhecimento ético de caracteres, traducao automatica, correcao gramatical, dentre outras.
Por outro lado, um modelo linguistico pré-treinado pode ser utilizado para a geracdo de texto
de acordo com as estruturas que foram aprendidas. Atualmente, os tipos mais comuns de

modelos linguisticos sdo: unigrama, n-grama, exponencial e neural (NASEEM et al., 2021).

Modelo Linguistico Unigrama

Os modelos linguisticos baseados em unigramas utilizam apenas as probabilidades de
ocorréncia de cada palavra para definir suas probabilidades, ou seja, este modelo pode ser
interpretado por diversos autématos finitos de estados tnicos. Por exemplo, seja 1, t5 e t3 os
tokens presentes em uma determinada sequéncia, enquanto P(-) é a probabilidade de ocorréncia

de cada token. A Equacdo 1 descreve a formulacdo matematica deste modelo:

P(titsts) = P(t)P(ts | t)P(ts | tits) = P(t1)P(ts) P(ts). (1)
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Modelo Linguistico n-Gramas

Os modelos baseados em m-gramas s3o estruturados através da Suposicdo de Mar-
kov (FOSLER-LUSSIER, 1998), ou seja, a probabilidade de um token i dado i — 1 tokens
anteriores pode ser estimada através da observacdo de um contexto histérico de n — 1 tokens.
Matematicamente falando, é possivel reescrever a probabilidade de observacdo de uma sequéncia

de m tokens, dada por P(-), através das Equacdes 2 e 3:

Pty ta, o tm) = [T Pt [ sy, -+ i) (2)

c(tin-1),- - ti—1, ;) (3)
C(tif(nfl)a s 7ti71) ’

onde ¢(-) é uma func3o de contagem de ocorréncia de tokens.

Pt | ticgn—1ys - - - tic1) =

Modelo Linguistico Exponencial

Os modelos linguisticos exponenciais utilizam a entropia maxima para codificar a

relacao entre uma determinada palavra e seu histérico de n-gramas, os quais s3o descritos pela

Equacao 4:
Pltm |11, ) = et et @
e Z(t1, . tme1) ’
onde Z(t1,...,tm_1) é a funcdo de particdo, a é o vetor de pardmetros a serem aprendidos e
f(t1,...,tm) é a funcdo de caracteristicas, usualmente representada pela prépria ocorréncia

dos n-gramas.

Modelo Linguistico Neural

Os modelos linguisticos neurais sao fomentados pelo desenvolvimento de redes neurais
e sdo tidos como os atuais estado da arte devido a sua capacidade de generalizacdo (BENGIO
et al.,, 2003). Ademais, é comum encontrar em tais modelos a utilizacdo de camadas de
vetorizacao, isto é, camadas que codificam vetores altamente dimensionais de valores reais de

tokens (caracteres ou palavras) em espacos vetoriais projetados.

Recentemente, Redes Neurais Recorrentes comecaram a serem utilizadas para a mode-
lagem de modelos linguisticos neurais, dado que elas s3o capazes de estruturar dependéncias
temporais e re-utilizar seus estados ocultos. Um modelo linguistico baseado em RNNs prové

alta generalizacdo, pois seus neurdnios sao alimentados por conexdes recorrentes, criando uma

3 Tal abordagem é utilizada para atacar o problema da dimensionalidade, causado pela utilizacio de vocabu-

larios grandes e responsavel por produzir representacGes esparsas.
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espécie de “memoria". Por exemplo, uma rede neural tradicional ndo é o melhor modelo para
modelar uma distribuicdo probabilistica capaz de saber que <verbo> deve vir antes de um
<substantivo>, pois ela utiliza apenas informacdes “futuras". Por outro lado, Redes Neurais
Recorrentes sdo capazes de utilizar suas “memorias" e decidir as préximas saidas baseadas em

saidas anteriores.

Esses modelos sdo estruturados como classificadores probabilisticos, os quais objetivam
estimar a distribuicdo probabilistica P(¢; | k), onde t; representa os i tokens a serem estimados
dado um contexto k. Tipicamente, estes modelos sdo treinados em uma janela fixa de contexto
através de algoritmos tradicionais de Aprendizado de Maquina, tais como, gradiente estocastico

e retropropagacao. A Equacdo 5 descreve a formulacdo matemética destes modelos:

Pt | K) = P(t; | tig,- . ti), (5)

onde k representa a quantidade de tokens anteriores a serem considerados. A partir do calculo
da distribuicao probabilistica, é possivel utilizar uma estratégia de amostragem para selecionar
um token. Tal abordagem objetiva aumentar a generalizacdo do modelo linguistico, bem como
introduzir um fator de aleatoriedade capaz de promover a diversidade da geracao artificial de

texto.

2.3 Amostragem de Distribuicoes Probabilisticas

Os modelos linguisticos, independentes de serem unigrama, n-gramas, neurais, dentre
outros, necessitam de uma estratégia de amostragem de distribuicao probabilistica para
selecionar o token a ser gerado. Como mencionado anteriormente, tal metodologia possibilita
a introducao de diversidade no processo de geracdo de texto e objetiva mitigar a geracao de

textos repetitivos.

Busca Gulosa

A técnica de amostragem mais comum é a chamada Busca Gulosa, a qual seleciona
um token que possua a maior probabilidade dentro da distribuicdo probabilistica, conforme

definido pela Equacao 6:

t; = max P(t; | k), (6)

onde P(-) representa a distribuicdo probabilistica de todos os possiveis tokens a serem gerados.
Entretanto, tal técnica é responsavel por gerar textos repetitivos dado que sempre seleciona a
maior probabilidade, e também"ignora" palavras com menores probabilidades mas que sejam

mais adequadas considerando-se o contexto.
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Amostragem por Temperatura

Alternativamente, a Amostragem por Temperatura consiste em amostrar aleatoriamente
um token de acordo com a sua distribuicdo probabilistica. Tal fator de aleatoriedade é controlado
por um parametro de temperatura, o qual possibilita ajustar a distribuicao probabilistica e
controlar a geracdo tanto de palavras fortes (alta probabilidade) como de palavras fracas (baixa

probabilidade). Esta técnica é descrita pela Equacio 7, como segue:

tz‘ ~ P(tl ’ /ﬂ)7 (7)

onde P(-) representa a distribuicdo probabilistica de todos os possiveis tokens a serem gerados
e normalizada por uma temperatura 7. A medida que 7 — 0, a Amostragem por Temperatura

assemelha-se a Busca Gulosa e passa a sofrer de seus mesmos problemas.

Amostragem de k- Tokens

Fan et al. (2018) introduziram um simples conceito, denotado por Amostragem de
k- Tokens, onde a cada etapa de geracdo, os k tokens mais provaveis sao filtrados e a sua

distribuicao probabilistica é re-calculada. Tal processo é descrito pela Equacdo 8, como segue:

ti ~ P(tz | K) ’ te Vtop—ky (8)

onde Vi,,—i representa o conjunto dos k tokens mais provaveis e P(-) é a distribuicdo

probabilistica re-calculada para estes mesmos k tokens.

Amostragem Nuclear

A (ltima técnica consiste na Amostragem Nuclear (HOLTZMAN et al., 2020), a qual
amostra um token a partir do menor conjunto possivel de tokens que possuam sua probabilidade
cumulativa inferior a p. Por exemplo, seja uma distribuicdo probabilistica P(t) representada por
[0,7; 0,15; 0,1; 0,05] e t representado pelo seguinte conjunto de tokens: bonito, cachorro,

carro, pessoa.

A Amostragem Nuclear calcula a probabilidade cumulativa C' da distribuicao probabilis-

tica P(t), a qual é descrita pela Equacdo 9:

C =S P(t), (9)
resultando em [0,7; 0,85; 0,95; 1,0] para o exemplo supracitado. Posteriormente, dada uma

probabilidade p, por exemplo, p = 0,93, o menor conjunto de tokens é selecionado, isto é, os

dois primeiros tokens serdo selecionados (bonito e cachorro) e representardo o conjunto V.
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Finalmente, € possivel re-calcular a distribuicao probabilistica dos tokens pertencentes

a Vyop—p € realizar a amostragem final, descrita pela Equagdo 10:
ti ~ .P(tZ | /{) | t e Vtop—p' (10)

2.4 Métricas de Avaliacao

As métricas de avaliacdo permitem uma analise quantitativa da geracdo de texto e
compara-la perante as linguagens criadas pelos seres humanos. Desta forma, o surgimento de
algoritmos focados em métricas de avaliacdo possibilitaram a estimacdo do quao “boas" as
informacdes geradas sdo, bem como viabilizaram formas de mensurar a sua qualidade em

relacdo aos outros algoritmos geradores de linguagem.

Bilingual Evaluation Understudy

A Bilingual Evaluation Understudy (BLEU) (PAPINENI et al., 2002) é uma métrica
de qualidade de texto gerado por maquinas e é estruturada a partir da correspondéncia entre
um texto fonte (escrito por um humano) e um texto artificial (gerado por uma méaquina).
Seu célculo é realizado a partir da co-ocorréncia de n-gramas entre a sentenca de referéncia
e as sentencas candidatas, computando assim, um tipo de precisdo entre as sentencas. Seja
® = {¢1, 2, ..., b} a sentenca de referéncia com r tokens, enquanto ® = {¢y, o, ..., Py}

é a sequéncia candidata com w tokens. A Equacdo 11 descreve a sua férmula:

> di(9)

onde dj(+) é a quantidade de ocorréncias de um n-grama e k é o nimero maximo de n-gramas

possiveis. No entanto, tal formulacdo infla o valor da métrica para sentencas curtas e necessita

de um fator de penalizacdo de acordo com a Equacdo 12:

1 se w > K
b={ . (12)
el=v sew<k

Portanto, a pontuacdo final BLEU é calculada a partir de uma média geométrica
ponderada entre a precisdao dos n-gramas individuais. Ademais, o valor da métrica estd sempre
contido no intervalo [0, 1], onde valores préximos a 1 indicam uma maior similaridade entre os

textos. A Equacdo 13 descreve tal formulacao:

By = b-exp((Y wy log(P,)). (13)

n=1
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onden=1,2,3,..., N e w, € uma constante para todos os valores de n.

Comumente, ndo existe a necessidade de atingir valores iguais a 1 para a métrica BLEU,
dado que tal valor representaria uma correspondéncia exata entre as sentencas avaliadas e nem
sempre isto é atingindo por seres humanos. Gatt e Krahmer (2018) constataram que existe
uma correlacdo significativa (por volta de 0,3 a 0,87) entre avaliagdes humanas e métricas
automaticas, tais como BLEU e METEOR. Os mesmos autores constataram que tal correlacdo

esta mais préxima de um contexto gramatical do que semantico.

No entanto, mesmo sendo uma das métricas mais utilizadas para avaliacao de qualidade
de texto, a BLEU esta limitada a uma analise de palavras, ou seja, a correspondéncia entre os
n-gramas. Desta forma, ela é apenas adequada para comparacdes a nivel de corpus (colecdo de
textos), ndo sendo tdo efetiva quando avaliada em sentencas individuais. Ademais, ela é incapaz
de considerar a semantica da sentenca. Este problema refere-se a utilizacao em linguagens
morfologicamente ricas, dado que morfemas podem alterar a semantica das sentencas e mesmo

assim produzir altas correspondéncias de palavras, inflando o valor da métrica.

Metric for Evaluation of Translation with Explicit Ordering

A Metric for Evaluation of Translation with Explicit Ordering (METEOR) (BANERJEE;
LAVIE, 2005) também avalia a qualidade de um algoritmo de traducdo de maquina ou geracdo
de texto, porém é baseada na média harmdnica dos uni-gramas de precisdo e sensitividade. Sua
grande vantagem em relacdo a BLEU esté na utilizacdo do processo de stemming (reducdo de
palavras flexionadas a raiz) e na correspondéncia de sindnimos, os quais permitem um melhor

discernimento entre textos semanticamente coerentes e incoerentes.

A METEOR é calculada a partir do alinhamento entre uni-gramas presentes na sentenca
candidata e na sentenca de referéncia. Este alinhamento é computado a partir da minimizac3do
de pedacos ch de tokens contiguos e igualmente ordenados no par de sentencas. Desta forma, o
alinhamento é baseado na correspondéncia exata de tokens e é seguido de uma correspondéncia
de sinbnimos e stemming dos tokens. Dado um conjunto M de alinhamentos, é possivel calcular

a precisdo P, e a sensitividade R);, formuladas pelas Equacdes 14 e 15, respectivamente:

Xk di (o)
_ M

onde ¢ é a sentenca candidata, ¢ é a sentenca de referéncia, d(-) é a quantidade de ocorréncias

de um n-grama e k£ é o nilmero maximo de n-gramas possiveis.
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Posteriormente, é calculada a média harmonica entre a precisao e sensitividade de

acordo com a Equacdo 16:

Py - Ry
F= ,
OéPM + (1 — O()R]V[

onde o = 0,9 é um parametro ajustavel que define a proporcdo entre a precisdo e a sensitividade.

(16)

Finalmente, é possivel calcular o fator de penalizacido e a pontuacdo final de acordo

com as Equacdes 17 e 18, respectivamente:

A =5 a7)
M = (1—A)F, (18)

onde v = 0,5 e § = 3 sdo parametros ajustaveis utilizados para emular o “julgamento" humano.
Note que esta métrica também estd contida no intervalo [0, 1], onde valores préximos a 1

indicam uma maior similaridade entre as sentencas avaliadas.

Negative Log-Likelihood

A Negative Log-Likelihood (NLL) (ZHANG et al., 2020) é geralmente utilizada como
funcao de perda no processo de aprendizado, objetivando maximizar a probabilidade de uma
classificacao correta. Em outras palavras, durante o processo de treinamento de um modelo
linguistico, o NLL é utilizado para verificar se a rede estd aprendendo a gerar tokens no estado

t + 1 dado os t estados anteriores.

Seja K o nimero de classes a serem classificadas, isto é, o niimero de possiveis tokens

a serem gerados. A funcdo de perda é definida através da Equacao 19:

K
NLL:—l ST ke, (19)

X k=1
onde n é o niimero de amostras no conjunto de treinamento X, x é o dado de entrada, y é o
rétulo verdadeiro no formato one-hot encoding e a é a saida da rede que esta sendo treinada.
A métrica NLL é utilizada principalmente para avaliar a qualidade do aprendizado da rede e
esta restrita a um intervalo positivo, isto é, [0, +oc|. Adicionalmente, a medida que o NLL
tende a 0, a rede estd sendo capaz de aprender as informacdes do conjunto de treinamento, ou

seja, a rede estd inferindo corretamente os rétulos das amostras de treino.
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Recall-Oriented Understudy for Gisting Evaluation

A métrica Recall-Oriented Understudy for Gisting Evaluation (ROUGE) (LIN, 2004)
foi originalmente desenvolvida para a avaliacao de algoritmos de sumarizacdo de texto. Es-
sencialmente, esta métrica é computada de uma forma similar ao BLEU, s6 que orientada a
sensitividade, pois verifica a ocorréncia de n-gramas entre uma sentenca candidata e sentencas
de referéncia. Adicionalmente, anadloga a BLEU, a métrica ROUGE esté contida no intervalo
[0, 1], onde valores préximos a 1 indicam uma maior similaridade entre as sentencas avaliadas.

Deste modo, a Equacdo 20 descreve a sua formulac3o:

_ X min(di(¢), max d(¢))
>k di(9) ’

onde ¢ é a sentenca candidata, ¢ é a sentenca de referéncia, d(-) é a quantidade de ocorréncias

R, (20)

de um n-grama e k£ é o nilmero maximo de n-gramas possiveis.



3 Redes Neurais

Um dos grandes avancos da area de Aprendizado de Maquina foi o desenvolvimento das
Redes Neurais, as quais simulam o funcionamento intrinseco do cérebro humano e aprendem
padroes a partir de conjuntos de dados. Usualmente, uma Rede Neural é constituida por
neurdnios divididos em camadas de entrada, ocultas e de saida. Os neurénios, de forma analoga
ao cérebro, sdo conectados através de sinapses (pesos) que propagam ou inibem a quantidade
de informacao que possuem. Tradicionalmente, as Redes Neurais sdo estruturadas através
de conexdes uni-direcionais, onde neurbnios de uma camada L comunicam-se apenas com
neuronios de uma camada L + 1, e s3o treinadas através de um algoritmo de Retropropagacao,

o qual estima gradientes de atualizacio de pesos através de derivadas de funcdes de perda*.

A area de Processamento de Linguagem Natural utiliza dados sequenciais (temporais),
necessitando de uma arquitetura que seja capaz de considerar tais informacdes. Desta forma,
as Redes Neurais Recorrentes tornaram-se marcos para a resolucdo de problemas de NLP, pois
sao capazes de re-utilizar informacdes passadas para aprender novas informacdes. Entretanto,
tais modelos sdo suscetiveis a adversarialidade, a qual insere dados artificiais no processo
de treinamento e prejudica o desempenho do mesmo. Logo, o surgimento de uma gama de
arquiteturas denotadas por Redes Adversariais Generativas permitiram um maior controle da
manipulacdo adversarial. Estas redes sao modeladas a partir de duas arquiteturas distintas,
isto é, um gerador capaz de aprender a distribuicdo dos dados e gerar dados artificiais, e um
discriminador, capaz de estimar a probabilidade de um dado pertencer ao conjunto real ao

invés do conjunto artificial.

Nao obstante, o treinamento simultdneo de duas arquiteturas sofre com problemas de
instabilidade e convergéncia, principalmente por conta da geracdo de gradientes “fortes" (va-
nishing gradients) quando o discriminador ndo é bem treinado, ocasionando em uma dissipacdo
do aprendizado do gerador. Portanto, o objetivo da presente tese é reduzir tal instabilidade
através de uma funcdo de similaridade aprendida por Redes Siamesas. Estas redes sdo modeladas
com o intuito de aprender a discernir se um par de dados é similar ou nao, aprimorando o
processo de identificacdo entre dados reais e artificiais. As préximas subsecoes introduzem a
fundamentacao tedrica sobre os trés tipos de Redes Neurais utilizadas na presente tese, isto é,

Redes Neurais Recorrentes, Redes Adversariais Generativas e Redes Siamesas.

4 A funcdo de perda é responsével por definir o objetivo do aprendizado, por exemplo, uma classificacdo de

informacdes.
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3.1 Redes Neurais Recorrentes

Os modelos linguisticos neurais sdo estruturados através de dependéncias temporais,
isto é, sdo baseados em predicdes de estados ¢ + 1 dado ¢ estados anteriores. Tal dependéncia
configura um comportamento sequencial, o qual é modelado através de estruturas que consi-
deram o fator tempo. As Redes Neurais Recorrentes conseguem solucionar esta dependéncia
através da forma de conexao de seus neurdnios, os quais formam grafos direcionados ao longo
de sequéncias. Por exemplo, Sutskever et al. (2011) propuseram a utilizacdo de RNNs para
a criacao de um modelo linguistico baseado em caracteres aplicado a tarefa de compressao
de informacdo. Os autores, além de atingirem resultados estado da arte, observaram que tais
modelos também foram capazes de gerar linguagem natural, entender o vocabulario da lingua
inglesa e aprender a balancear o uso de parénteses e aspas em sequéncias com por volta 30

caracteres.

Entretanto, a utilizacdo do fator tempo durante o treinamento pode acarretar no
problema da dissipacdo do gradiente. Tal problema ocorre quando o gradiente torna-se extre-
mamente pequeno ao longo das iteracdes, prevenindo as atualizacdes de pesos e, em seu pior
caso, inibindo a rede de ser treinada. Ademais, existe o problema do estouro do gradiente, o
qual ocorre quando o gradiente torna-se demasiado grande ao longo das iteracdes, explodindo

as atualizacoes de pesos durante o treinamento.

A criacdo de mecanismos de portdes, utilizados nas arquiteturas das Redes de Meméria
de Longo Prazo e das Unidades Recorrentes de Porta, aliviaram o problema de dissipacao do
gradiente, pois eles possibilitam controlar a quantidade de informacao aprendida a ser utilizada no
futuro. Tais mecanismos funcionam como reguladores de informacao e permitem com que a rede
estruture suas camadas ocultas em formato de células de memdria. Recentemente, Wen e Young
(2020) apresentaram um gerador de linguagem natural baseado em LSTMs e demonstraram a
sua capacidade em gerar didlogos com poucas repeticGes e erros semanticos, os quais eram
problemas recorrentes no processo de geracdo de RNNs tradicionais. Adicionalmente, os autores
demonstraram a capacidade do modelo proposto em adaptar-se a diferentes dominios de

informac3o, predizendo informacdes ndo vistas em seu treinamento.

Alternativamente, um mecanismo moderno, denotado por atencdo, vem obtendo re-
sultados estado da arte em tarefas de geracao de texto, sobretudo em arquiteturas baseadas
em Transformadores (VASWANI et al., 2017). Este mecanismo é estruturado por um conjunto
de projecoes lineares ativadas por funcdes nao-lineares, capazes de processar quais s3o os
estados intermediarios mais importantes da rede, ou seja, tal mecanismo permite com que a
rede “atente-se" aos estados mais relevantes e produza vetores de contexto mais informativos.
Desta forma, Santoro et al. (2018) combinaram conceitos de meméria relacional, LSTMs e
mecanismos de atencdo para propor uma arquitetura denotada por Rede de Meméria Relacional,
do inglés Relational Memory Core (RMC). Esta arquitetura atingiu resultados estado da arte

em tarefas de geracdo de texto, aprimorando os resultados obtidos pelas tradicionais RNNs e
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LSTMs.

As quatro arquiteturas recorrentes supracitadas, isto ¢, RNNs, LSTMs, GRUs e RMCs,
sao tidas como arquiteturas tradicionais no Processamento de Linguagem Natural, e mais
especificamente, na tarefa de geracdo de texto. Portanto, as préximas subsecGes encarregam-se
de descrever com maiores detalhes a formulacdo matematica e algoritmos de treinamento

destas arquiteturas.

3.1.1 Rede Neural Recorrente de Elman

O exemplo mais simples de arquitetura recorrente é a Rede Neural Recorrente de
Elman (ELMAN, 1990), a qual é ilustrada pela Figura 3. Esta rede possui nés de uma
determinada camada L conectados diretamente aos nés da camada L + 1 (camada posterior).
Adicionalmente, cada n6 possui uma funcdo de ativacdo condicionada a um tempo (estado) ¢

e conexoes com pesos de valores reais.

Figura 3 — Arquitetura basica de uma Rede Neural Recorrente.

Fonte: Elaborado pelo autor.

A ativacdo da camada oculta deste modelo de rede neural é descrito pela Equacdo 21:

ht = p(th + Wh’t—l + b), (21)

em que &, € R" é a entrada da RNN, h; € R* é o estado oculto da RNN que funciona
como a meméria do tempo atual t, U € R™* e W & R*** correspondem aos pesos a serem
aprendidos e b € R* corresponde ao vetor de viés da rede. A funcio logistica p(z) é a mais

comum para a ativacdo da camada oculta®.

Adicionalmente, a camada de saida é descrita pela Equacdo 22:

Yy = Vht7 (22)

5 Qutras funcées de ativacdo também podem ser utilizadas, como a Unidade Linear Retificada, do inglés
Rectified Linear Unit (ReLU) (GLOROT et al., 2011), por exemplo.
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onde V € RP*¥ & um parametro a ser aprendido pela rede e y;, € R? é o vetor de saida da
RNN. Note que n é nimero de neurdnios de entrada, & o nimero de neurdnios ocultos e p o
nimero de neurdnios de saida. O Algoritmo 1 descreve o pseudo-cédigo de treinamento da

Rede Neural Recorrente de Elman.

ALGORITMO 1: Pseudo-cédigo de treinamento da Rede Neural Recorrente de
Elman.

Entrada: Conjunto de treinamento X = {(x1, 1), (X2, 92), - -, (Xm, Um)}, funcio de
perda loss(-), nimero de épocas F, niimero de estados T e taxa de
treinamento 7).

Salida: Parametros otimizados da RNN (6*).

1 e+ 1;

2 0+ (U, V,Wb);

3 mientras (¢ <= FE) hacer

4 parat de 1 até t hacer

5 h;+ p(Uxi+Why_1+0b);
6 L y; < Vhy;

7 R <+ Vy loss(y,9);

8 0 < 0 —n-Adam(6, R);

9 e+ e+ 1;

10 0* <0

A linha 1 define o inicio da época, enquanto a linha 2 define os pardmetros a serem
otimizados. As linhas 3-9 definem uma época de treinamento, onde cada estado oculto e saida
da rede sdo atualizados pelas linhas 5 e 6, respectivamente, os gradientes s3o calculados pela
linha 7, os parametros sao atualizados pela linha 8, e a linha 9 incrementa o contador de épocas.
Por fim, a linha 10 atribui os pardmetros pds-treinamento como os parametros otimizados da

rede.

3.1.2 Rede de Memoria de Longo Prazo

As Redes de Memdria de Longo Prazo propostas por Hochreiter e Schmidhuber (1997)
sao um tipo especial de RNNs, explicitamente projetadas para aprenderem informacoes por
longos periodos de tempo. Assim como as tradicionais RNNs, elas possuem uma arquitetura
que se repete ao longo de um periodo de tempo . Contudo, sua principal diferenca esta na
camada oculta, a qual possui uma célula (unidade) com quatro entidades que interagem entre

si. Esta célula é ilustrada pela Figura 4.

Uma célula de LSTM é representada pelas seguintes variveis: estado da célula C, € R¥,
neurdnio de entrada x; € R", camada escondida h; € R* e neurbnio de saida y, € R”. O
estado da célula C; funciona como uma esteira, percorrendo toda a correia e sofrendo apenas
alteracdes lineares. A célula de LSTM tem a capacidade de adicionar ou remover informacoes

contidas no estado da célula, cuidadosamente reguladas por estruturas chamadas de portdes.
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Figura 4 — Arquitetura de uma célula de uma Rede de Meméria de Longo Prazo.
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Fonte: Elaborado pelo autor.

Os portoes sdo descritos como meios que permitem a passagem ou ndo de informacdes.
Eles sdo compostos por camadas neurais com func3o de ativacdo sigmoide o(-) e uma operacdo
de multiplicacao pontual. A saida da funcdo sigmoide é um nimero real entre 0 e 1, descrevendo
o quanto de cada componente deve ser levado em consideracao. O valor 0 corresponde a
nenhuma informacao enquanto o valor 1 corresponde a informacdo transmitida de maneira
integral. Uma célula tradicional de LSTM possui trés portdes, denominados de entrada, saida e

esquecimento.

O primeiro passo de uma LSTM é determinar o quanto de informac3o sera inutilizada
no estado da célula. Esta decisdo é efetuada pelo portdo de esquecimento, formulado pela
Equacao 23:

Ji=0(Wy-[h 1, 2] + by). (23)

O préximo passo é decidir a quantidade de novas informacdes que devem ser armazenadas
no estado da célula, a qual é efetuada em duas partes. Primeiramente, o portdo de entrada
decide quais valores serdo atualizados utilizando a Equacao 24. Posteriormente, a camada com
funcdo de ativac3o tangente hiperbdlica tanh(-) cria um vetor com os novos valores candidatos

C,, de acordo com a Equacio 25:
’l:t = O'(W/Z . [htfl, Jit] + bl) (24)

C, = tanh(We - [hy—1, @] + bo). (25)

Apés o célculo de C, é necessério atualizar o estado antigo da célula C;_4, o qual

gera um novo estado denotado por C;. Tal operacdo é descrita pela Equacdo 26:
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Ci=f0C 1+1,06C, (26)
onde ® representa o produto de Hadamard.

O peniltimo passo é a decisdo sobre a saida da célula. O portdo de saida é responsavel
por filtrar o estado da célula utilizando a Equacdo 27 e a camada oculta é atualizada de acordo

com a Equacao 28:

01 = (W, - [hu_1, 2] + b,) (27)

ht =0;©® tcmh(Ct) (28)

Note que as varidveis W € RFE W, € RF*k W € RF**F ¢ W, € RF** denotam
as matrizes de pesos, e as varidveis by € R, b; € R*, bo € R* e b, € R* s30 os vetores de

viés para cada um dos portdes.

Finalmente, a camada de saida pode ser calculada através da Equacao 29:

Yy = Vhy, (29)

onde V € RP*k é a matriz de pesos da saida e y, € R? é o vetor de saida da LSTM. Note
que n é numero de neurdnios de entrada, £ o nimero de neur6nios ocultos e p o nliimero
de neurdnios de saida. O Algoritmo 2 descreve o pseudo-cédigo de treinamento da Rede de

Memoéria de Longo Prazo.

A linha 1 define o inicio da época, enquanto a linha 2 define os pardmetros a serem
otimizados. As linhas 3-14 definem uma época de treinamento, onde os portoes da rede sao
atualizados pelas linhas 5-9, seu estado oculto e saida s3o atualizados pelas linhas 10 e 11,
respectivamente, os gradientes sdo calculados pela linha 12, os parametros sao atualizados
pela linha 13, e a linha 14 incrementa o contador de épocas. Por fim, a linha 15 atribui os

parametros poés-treinamento como os parametros otimizados da rede.

3.1.3 Unidade Recorrente de Porta

As Unidades Recorrentes de Porta introduzidas por Cho et al. (2014) também procuram
solucionar o problema da dissipacao ou estouro do gradiente e sio vistas como variacoes das
LSTMs, dado que suas arquiteturas sdo extremamente similares e, em alguns casos, produzem

resultados igualmente robustos.

A fim de solucionar o problema de dissipacdo ou estouro do gradiente, a GRU® utiliza uma

estrutura composta por dois portoes, denotados por atualizacdo e reinicializacdo. Basicamente,

6  Novamente, ; € R™ é o neurdnio de entrada, h; € R¥ é a camada oculta, y; € RP é o neurdnio de saida,

W € RF¥F & a matriz de pesos e b € R* é o vetor de viés.
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ALGORITMO 2: Pseudo-cédigo de treinamento da Rede de Memdria de Longo
Prazo.
Entrada: Conjunto de treinamento X = {(x1, 31), (€2, 92), - -, (Xm, Um)}, funcio de
perda loss(-), nimero de épocas F, niimero de estados T e taxa de
treinamento 7).

Salida: Parametros otimizados da LSTM (6*).

1 e+ 1;

2 0« Wf,VVi,Wc,Wo,bf,bi,bc,bo,V;
3 mientras (¢ <= E) hacer

4 parat de 1 até T hacer

5 fi O'(Wf . [ht_l,mt] + bf);

6 iy < o(W; - [hy_1, ] + by);

7 C, — tanh(We - [hy—1, @] + be);
8 Ci+ fi0Ci+1,06C

9 o, < o(W, - [hi_1, 2] + b,);

10 h; < o, ® tanh(Cy);

11 y; < Vhy;

12 L+ Vg loss(y,9);

13 0 < 0 —n-Adam(0, L);

14 e+ e+ 1;

15 0* < Wf,m,W(j,WO,bf,bi,bc,bo,V;

sao dois vetores que decidem quais informacGes devem ser passadas para a saida da rede.
Sua principal func3o, analoga as LSTMs, é reter informac3o de longos periodos ou remover
informacdes irrelevantes sem que ocorram perdas significativas através do avanco do tempo. A

Figura 5 ilustra uma Unidade Recorrente de Porta.

Figura 5 — Arquitetura de uma Unidade Recorrente de Porta.

=
™

Fonte: Elaborado pelo autor.

O primeiro passo nesta estrutura é calcular o portdo de atualizacdo z; para o estado ¢,

a partir da Equacdo 30:
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zi=0(W, [h_1,2] +b,). (30)

Essencialmente, o portdo de atualizacdo determina a quantidade de informacdes passadas
(t estados anteriores) que serdo utilizadas nos estados seguintes, através de uma funcdo de
ativacdo sigmoide o(-). Este portdo é extremamente (til ao modelo, pois pode copiar ou
ndo toda a informacdo “armazenada". Posteriormente, o portdo de reinicializacao é utilizado
para decidir o quanto de informacao do passado deve ser esquecido, sendo calculado pela

Equacdo 31:

Ty = O'(WT . [ht—h wt] + br) (31)

Com os dois portdes atualizados, é possivel calcular uma nova meméria para o tempo

atual, representada por h; e calculada de acordo com a Equacao 32:

iLt = tCLTLh(Wh . [’l"t ® ht—l; wt] + bh) (32)

O valor atual da célula h;, o qual é o vetor das informacdes atuais da unidade, é

calculado pela Equacido 33:

ht = (1 — Zt) ® ht—l + 2z ©® iLt. (33)

Note que as varidveis W, € R**k W, € RF** ¢ W), € R¥** denotam as matrizes de
pesos, e as variaveis b, € R* b, € R* e b, € R* sdo os vetores de viés para cada um dos

portoes.

Finalmente, a camada de saida pode ser calculada através da Equacao 44:

Yy = Vhy, (34)

onde V' € RP*¥ & a matriz de pesos da saida e y; € R? é o vetor de saida da GRU. Note que n
é niimero de neurdnios de entrada, £ o nimero de neurdnios ocultos e p o nimero de neurdnios
de saida. O Algoritmo 3 descreve o pseudo-cddigo de treinamento da Unidade Recorrente de
Porta.

A linha 1 define o inicio da época, enquanto a linha 2 define os pardmetros a serem
otimizados. As linhas 3-12 definem uma época de treinamento, onde os portoes da rede s3ao
atualizados pelas linhas 5 e 6, seu estado oculto e saida sdo atualizados pelas linhas 7-8 e 9,
respectivamente, os gradientes sdo calculados pela linha 10, os parametros sao atualizados
pela linha 11, e a linha 12 incrementa o contador de épocas. Por fim, a linha 15 atribui os

parametros pds-treinamento como os parametros otimizados da rede.
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ALGORITMO 3: Pseudo-cédigo de treinamento da Unidade Recorrente de Porta.
Entrada: Conjunto de treinamento X = {(x1, 1), (@2, 92), .. ., (Tm, Um)}, funcdo de
perda loss(-), nimero de épocas F, nimero de estados T e taxa de
treinamento 7).
Salida: Pardmetros otimizados da GRU (6*).
e+ 1;
0« W, W, W, b.,,b.,b,, V;
mientras (e <= E) hacer
para t de 1 até T hacer
Zy = O'(WZ . [htfl, mt] + bz>;
Ty = O'(WT . [h/t—la a:t] + br);
h, = tanh(Wy, - [ry © hy_1, 4] + by);
hi=(1-2z)0hi1+2z0 hy;
Yy < Vhy,

© 0O N o b W NN =

10 G <+ Vy loss(y,9);
1 0 < 0 —n-Adam(0, G);
12 e+ e+ 1;

13 0"« W, W,, Wi, b..b,. by, V;

3.1.4 Rede de Memoéria Relacional

A Rede de Meméria Relacional introduzida por Santoro et al. (2018) baseia-se em
conceitos de raciocinio relacional” adaptados ao espaco temporal para realizar o aprendizado
de informacdes. Por exemplo, a capacidade de comparacao e contraposicao de informacdes
vistas em diferentes estados é um raciocinio relacional temporal, podendo ser modelado através
de mecanismos de atencdo (BAHDANAU et al., 2014). A célula proposta foi construida a
partir da combinacdo de diferentes arquiteturas, tais como, LSTMs, Redes Neurais de Memoria
Ampliada (GRAVES et al., 2014) e Transformadores (VASWANI et al., 2017). Adicionalmente,
ela utiliza um ndmero fixo de compartimento de memérias e permite a interacao entre as

mesmas durante cada estado t. Esta célula é ilustrada pela Figura 6.

Seja M, € R* o estado da célula (memérias) e x; € R* o neurdnio de entrada no tempo
t. Inicialmente, o mecanismo de auto-atencao calcula trés projecdes lineares com tamanho de

saida igual a [, descritas pelas Equacoes 35, 36 e 37:

q - Wthv (35)

k=W, M,z (36)

e

7 Raciocinio relacional é o processo de compreens3o do relacionamento entre entidades.
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Figura 6 — Arquitetura de uma célula de uma Rede de Meméria Relacional.
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Fonte: Elaborado pelo autor.

v=W,- [M,x], (37)

onde g € R é o vetor de consultas e W, € R¥*! seus pesos, k € R' é o vetor de chaves e

W,, € R**! seus pesos, e v € R" é o vetor de valores e W, € R¥*! seus pesos.

A atualizacdo do estado da célula, denotada por M, é calculada pelo mecanismo de

auto-atencdo, ilustrado pela Figura 7, através da Equacdo 38:

- qkT
M, = softmax(w)v. (38)

Apos o calculo de M, é possivel atualizar os portdes de esquecimento, entrada e saida

de acordo com as Equacdes 39, 40 e 41, respectivamente:

Ji =Wy [h1, 2] + by), (39)

’l:t = O'(m . [htfl, :ct] + bz) (40)
e

o =0(W, - [h_1,2] + b,), (41)

onde W; € RF*k W, € RF** ¢ W, € R*** denotam as matrizes de pesos, e as varidveis

b; € R*, b, € R* e b, € R* sdo os vetores de viés para cada um dos portdes.

Posteriormente, o estado atual da célula M, e a camada oculta h; € R” s3o atualizados

de acordo com as Equacdes 42 e 43, respectivamente:
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Figura 7 — Mecanismo de auto-atencao.
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Fonte: Elaborado pelo autor.

M, = f,® M, 1 + i, ® g(M,) (42)

ht = Oy ® tanh(Mt), (43)

onde ® representa o produto de Hadamard e ¢(-) é uma func3o oriunda de uma rede Perceptron

Multicamadas com normalizacao por camada.

Finalmente, a camada de saida pode ser calculada através da Equacao 44:

Yy = Vh’ta (44)

onde V € RP** é a matriz de pesos da saida e y, € R? é o vetor de saida da RMC. Note
que n é nimero de neurdnios de entrada, £ o nimero de neurdnios ocultos e p o nimero
de neurénios de saida. O Algoritmo 4 descreve o pseudo-cédigo de treinamento da Rede de

Meméria Relacional.

A linha 1 define o inicio da época, enquanto a linha 2 define os parametros a serem
otimizados. As linhas 3-17 definem uma época de treinamento, onde o mecanismo de atencao
é calculado pelas linhas 5-7, a memoria do estado é calculada pela linha 8, os portdes da rede
sao atualizados pelas linhas 9-11, a memdria é atualizada pela linha 12, o estado oculto e

a saida s3o atualizados pelas linhas 13 e 14, respectivamente, os gradientes sdo calculados
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ALGORITMO 4: Pseudo-cédigo de treinamento da Rede de Meméria Relacional.
Entrada: Conjunto de treinamento X = {(x1, 1), (@2, 92), .. ., (Tm, Um)}, funcdo de
perda loss(-), nimero de épocas E, nimero de estados 7" e taxa de

treinamento 7).
Salida: Pardmetros otimizados da RMC (6*).

1 e+ 1;

2 0« Wq, Wk, WU, Wf, VVi, WO, bf, bi, bo, \ %
3 mientras (¢ <= F) hacer

4 para t de 1 até T hacer

5 q <+~ W,M;;

6 k + W, - [M;, z];

7 v W, - [My;, x,;

8 M, softmax(%)v;

9 ft — U(Wf . [htfl,wt] + bf);

10 iy« o(W; - [hy_1, ] + by);

11 o, < (W, - [hy_1,2] + b,);

12 MthtQMtfl—i‘it@g(Mt);
13 h, + o, ® tanh(M,);

14 y; < Vhy;

15 R+ Vg loss(y,9);

16 0 < 0 —n-Adam(6, R);

17 e+ e+ 1;

18 0% Wq7 Wka an Wf7 u/ia Wo7 bf7 bia boa V;

pela linha 15, os parametros sdo atualizados pela linha 16, e a linha 17 incrementa o contador
de épocas. Por fim, a linha 18 atribui os parametros pds-treinamento como os parametros

otimizados da rede.

3.2 Redes Adversariais Generativas

Recentemente, Goodfellow et al. (2014) propuseram as Redes Adversariais Generativas,
as quais sao implementadas por um sistema de duas redes neurais contestando-se em uma
abordagem de soma zero®. A ideia por tras desta arquitetura é utilizar uma rede discriminativa
em conjunto com uma rede generativa, onde a parte generativa é responsavel por gerar dados
artificiais a partir de ruidos e a rede discriminativa estimar a probabilidade das amostras (reais

e artificiais) pertencerem aos dados reais.

Conforme mencionado, uma Rede Adversarial Generativa é composta por duas ar-
quiteturas: gerador e discriminador. Inicialmente, seja a funcdo diferenciavel da arquitetura
do gerador definida por GG e seus parametros definidos por 6. Para aprender a distribuicado

probabilistica do gerador sobre um conjunto de dados @ € X, é preciso definir um vetor

8 Representacdo matematica (oriunda da 4rea de Teoria de Jogos) de uma situacio em que ganhos ou perdas

de um candidato sdo exatamente balanceados pelos ganhos ou perdas de outros candidatos.
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de ruido (perturbacdo) z e representar um mapeamento do espaco de caracteristicas para o
espaco de dados, tal como G(z;6). Adicionalmente, seja D a arquitetura representada pelo
discriminador e seus pardmetros definidos por 0, onde D(x;0p) é a funcdo que representa a
saida desta rede e que fornece um valor escalar. Note que D(x) representa a probabilidade
de um dado x pertencer ao espaco de dados X’ ao invés de pertencer ao espaco de dados

artificiais. Uma sucinta ilustracao desta arquitetura é representada pela Figura 8.

Figura 8 — Arquitetura padrao de uma Rede Adversarial Generativa.
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Fonte: Elaborado pelo autor.

O discriminador da Rede Adversarial Generativa, D, é treinado para maximizar a
probabilidade de classificacao de dados pertencentes ao conjunto real, isto é, inferir corretamente
os rétulos dos dados de treinamento e dos artificiais. Simultaneamente, GG é treinado para
minimizar log(1 — D(G(z)). Em outras palavras, o sistema de duas redes neurais contestam-se

utilizando uma abordagem de zero-soma, representada pela Equacao 45:

m&n max C(D,G) = E.[logD(x)] + E,[log(1 — D(G(2))], (45)

onde C(D,G) é a funcdo de custo a ser minimizada, D(x) é a probabilidade estimada pelo
discriminador de uma amostra real x ser real, [E, é a esperanca matematica sobre todas as
instancias do conjunto de dados real X', G(z) é a saida do gerador dado o vetor de perturbacdo
z, D(G(z)) é a probabilidade estimada pelo discriminador de uma amostra falsa ser real, e
E, é a esperanca matematica sobre todas as entradas aleatérias no gerador, isto é, o valor
esperado sobre todas as amostras falsas geradas por G(z). A Figura 9 ilustra a estabilizacdo
do treinamento de uma Rede Adversarial Generativa, onde o discriminador (linha pontilhada
vermelha) classifica a distribuicdo dos dados reais (linha pontilhada preta) e dos dados gerados
(linha azul). Adicionalmente, z é o vetor de ruido, & é o vetor de dado real e as setas indicam

o mapeamento de G(z) = x.

Entretanto, um problema oriundo da Equacdo 45 é que a GAN pode ficar presa aos
6timos locais quando a tarefa do discriminador é muito facil. Em outras palavras, no inicio
do treinamento, quando GG ainda n3o obteve uma parametrizacdo adequada, D pode rejeitar
as amostras geradas com alta confiabilidade, dado que elas sao extremamente diferentes do

conjunto de dados reais® Portanto, uma alternativa a este problema é treinar GG para maximizar
9

Este problema satura a fun¢do log(1 — D(G(z)).
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Figura 9 — Estabilizacdo do treinamento de uma Rede Adversarial Generativa: (a) distribuicdo

de dados gerados ¢ diferente da distribuicdo de dados reais e o discriminador ainda
ndo foi treinado, (b) discriminador estd sendo treinado para estabilizar o gerador,
(c) gradiente do discriminador guiou o gerador a uma regido mais propensa a
mapear os dados reais e (d) ao fim do treinamento, se o gerador e o discriminador
estabilizarem, chegarao a um ponto onde o discriminador ndo conseguira diferenciar
as distribuicdes.

Fonte: Elaborado pelo autor.

a funcdo log(D(G(z)), a qual prové gradientes mais robustos durante o inicio do treinamento.

O Algoritmo 5 descreve o pseudo-cédigo de treinamento da Rede Adversarial Generativa.

ALGORITMO 5: Pseudo-cédigo de treinamento da Rede Adversarial Generativa.

N o g~ 0N =

8
9
10
11

12
13

Entrada: Conjunto de treinamento X' = {x, s, ..., x,,}, discriminador D(x;0p),
gerador G(z;0¢), nimero de épocas E4, nimero de passos E4,, tamanho
do lote [ e taxa de treinamento 7.
Salida: Pardmetros otimizados do discriminador (67%,) e gerador (67;).
e+ 1;
mientras (e <= E,) hacer
para ¢ de 1 até /4, hacer
Amostrar {G(z1), G(22),...,G(z}) da distribuicdo artificial;
Amostrar {x1, x,, ..., x;} da distribuicdo real,
D < Vo, 7 Zjmallog D(x;) + log(1 — D(G(2;)))l;
9D — QD —-n- Adam(@D, D),
Amostrar {G(z1),G(2z2),...,G(z}) da distribuicdo artificial;
G ¢ Va1 Xy [log(1 — D(G(2)))];
QG — QG —1n- Adam(Hg, G),
e+ e+ 1;

Q*D < ‘9D;
98 — 9(;;

A linha 1 define o inicio da época, enquanto as linhas 2-11 definem uma época de

treinamento, onde os dados falsos e reais sdo amostrados pelas linhas 4 e 5, respectivamente, e

os gradientes do discriminador sao calculados e usados para atualizar os parametros do mesmo



50

pelas linhas 6 e 7. A linha 8 amostra novamente dados falsos, os quais serao utilizados para
calcular os gradientes do gerador (linha 9) e atualizar os seus parametros (linha 10). Por fim, a
linha 11 incrementa o contador de épocas, enquanto as linhas 12 e 13 atribuem os parametros

pos-treinamento como os parametros otimizados do discriminador e gerador, respectivamente.

3.2.1 Aprendizado por Reforco

Para realizar o treinamento de uma Rede Adversarial Generativa, o discriminador e o
gerador necessitam de funcoes de perda diferenciaveis. Entretanto, quando RNNs s3o utilizadas
como geradoras das GANs, é impossivel diferenciar suas saidas, dado que sao usualmente

obtidas através da amostragem de valores categdricos de uma distribuicdo Softmax.

Uma solucao para tal problema consiste na criacdo de um agente de Aprendizado por
Reforco, do inglés Reinforcement Learning (RL), para o gerador. Essencialmente, um algoritmo
de RL é definido por uma funcdo diretriz 7(a | s,6,) parametrizada por 6, a qual define uma
distribuicdo probabilistica sobre todas as acGes a de um agente, dado seu estado atual s. Note
que s é o estado do agente (texto gerado) e a sdo suas acdes (textos a serem gerados). Em
outras palavras, um agente gera linguagem natural baseado em uma diretriz m, onde suas
acdes sdo amostradas de acordo com a distribuicao definida pela mesma diretriz. Portanto, é

possivel otimizar 0, através de um método de gradiente de diretriz, por exemplo, o algoritmo
REINFORCE (WILLIAMS, 1992).

3.2.2 Diferenciacao por Gumbel-Softmax

Como mencionado anteriormente, um problema das Redes Adversariais Generativas
é a necessidade de uma func3o de perda diferenciavel para realizar o seu treinamento. Uma
alternativa ao Aprendizado por Reforco consiste na solucdo proposta por Jang et al. (2016), a
qual utiliza valores de saida amostrados de um funcdo Gumbel-Softmax. Esta funcdo utiliza
conjuntamente as distribuicoes Softmax e Gumbel, bem como um pardmetro de temperatura
para criar uma distribuicao continua e que assemelha-se a uma distribuicao categoérica. A

Equacdo 46 descreve esta operacao:

g

+g
€

T 46
(] oo (46)

onde ¢ sao as saidas diferenciaveis, w é um vetor de probabilidades logaritmicas nao-

1

>

normalizadas, g é um vetor amostrado da distribuicao Gumbel e A é o parametro de temperatura.
A medida que A — 0, § aproxima-se de uma distribuic3o categdrica, enquanto 4 aproxima-se

de uma distribuicdo uniforme a medida que A — oo.
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3.3 Redes Siamesas

As primeiras Redes Siamesas, do inglés Siamese Neural Networks (SNN), foram intro-
duzidas por Bromley et al. (1993) para detectar conjuntos de assinaturas forjadas, embora
também tenham sido apresentadas por Baldi e Chauvin (1993). A principal caracteristica de
uma Rede Siamesa é a utilizacdo de duas arquiteturas “base" idénticas!®, as quais dividem
seus parametros (pesos e vieses) e sdo treinadas conjuntamente de acordo com um objetivo de
similaridade. A diferenca entre as arquiteturas base reside em suas entradas de dados, onde
cada sub-rede ird processar um dado especifico e calcular a projecdo deste dado em um espaco
latente!!. Por fim, a arquitetura siamesa utiliza uma medida de similaridade para definir se
ambas projecdes sao diferentes ou similares. A Figura 10 ilustra um exemplo de arquitetura

siamesa.

Figura 10 — Exemplo de arquitetura de uma Rede Siamesa.

Base
f P;;;;\\\\\\\\\‘ Fuhgéo de >
v compartilhados similaridade

Base

Fonte: Elaborado pelo autor.

Seja S o conjunto de duas arquiteturas neurais base de uma Rede Siamesa, enquanto
f(+) corresponda a saida desta respectiva rede. Adicionalmente, seja X o conjunto de dados
a ser utilizado no treinamento de tal arquitetura. A Rede Siamesa calcula uma funcdo de

similaridade a partir de um par de dados (x, &) e de acordo com a Equacdo 47:

. f(@)e f(2) |
JI@) e f(@)\/f(#)e f(2)

dado que x € X, & € X e x # &. Adicionalmente, v é a similaridade de cosseno e ® é o

(47)

operador de produto escalar.

O modelo original utiliza a similaridade de cosseno para mapear a similaridade entre o
par de dados (x, &), a qual fornece valores no intervalo [—1, 1]. Portanto, parte do intervalo
corresponde a um rétulo negativo, isto é, pares sdo dissimilares quando 7y estd entre —1 e 0, e
a outra parte corresponde a um rétulo positivo, isto é, pares sao similares quando 7y esta entre

0 e 1. O Algoritmo 6 descreve o pseudo-cédigo de treinamento da Rede Siamesa.

10 Quaisquer arquiteturas neurais podem ser utilizadas como bases da Rede Siamesa, tais como, RNNs e
CNNs.
11" Tal processo assemelha-se 3 uma extrac3o de caracteristicas.
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ALGORITMO 6: Pseudo-cédigo de treinamento da Rede Siamesa.
Entrada: Conjunto de treinamento
X ={(x1, &1, 1), (X2, £2,92), - - ., (Tsn, Bn, Ym) }, cONjunto de arquiteturas
siamesas S, nimero de épocas E e taxa de treinamento 7.
Salida: Pardmetros otimizados da Rede Siamesa (0%).

1 e+ 1;

2 mientras (e <= F) hacer
3 T < {x1, T2, ... T}
4 .’%(—{fﬁl,ﬁ%...@m};
5 y<—{y17y27"‘»ym};
6 f1 < S(m),

7| fae S(@);

8 v fiefo

Vfrefin/faefa'

0 | S V(v —y)*

10 95<—95—17-Adam(93,5);
11 e+ e+1;

12 0% < bg;

A linha 1 define o inicio da época, enquanto as linhas 2-11 definem uma época de
treinamento. O par de dados é selecionado pelas linhas 3 e 4, enquanto seu rétulo é seleciado
pela linha 5. As saidas das redes sdo calculadas pelas linhas 6 e 7, a funcdo de perda é calculada
pela linha 8, os gradientes da rede sao calculadoos pela linha 9 e os parametros s3o atualizados
pela linha 10. Por fim, a linha 11 incrementa o contador de épocas, enquanto a linha 12 atribui

0s parametros pos-treinamento como os parametros otimizados da rede.

3.3.1 Funcoes de Perda por Similaridade

A tradicional Rede Siamesa utiliza a similaridade de cosseno para mapear a similaridade
entre o par de dados e a funcdo de perda de Erro Médio Quadratico, do inglés Mean Squared
Error (MSE), para treinar a rede. Entretanto, Hadsell et al. (2006) constataram que a utilizagdo
de métricas de similaridade baseadas em distancia, tais como distancias de Manhattan e
Euclidiana, consideram o peso e magnitude dos vetores de entrada e, consequentemente,
sao capazes de melhor representar a distancia verdadeira entre os vetores. Por outro lado, a
similaridade de cosseno calcula o angulo entre os vetores de entrada e é usualmente utilizada
quando a magnitude dos vetores ndo importa. Desta forma, trés funcoes de perda baseadas

em distancia foram propostas com o intuito de aprimorar o treinamento destas redes.

Entropia Cruzada Binéria

A Entropia Cruzada Bindria, do inglés Binary Cross-Entropy (BCE), é tradicionalmente
utilizada para o treinamento de arquiteturas neurais na tarefa de classificacao binaria. Dado

que as Redes Siamesas realizam uma classificacao binaria, ou seja, classificam pares de dados
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em similares e dissimilares, tal funcdo de perda é uma escolha padrao. Usualmente, as funcoes
de similaridade utilizadas em conjunto da Entropia Cruzada Binaria sdo a concatenacdo dos
vetores de saida (f; e f2), bem como a diferenca absoluta entre tais vetores. A Equacdo 48

descreve a sua formulacdo, como segue:

Lp=1y-log(9)+ (1—y)- (log(l - 7)), (48)

onde y é o rétulo verdadeiro do par de dados e § = o(|f1 — f2|), ou seja, a saida da funcdo de

ativacdo da Rede Siamesa'?.

Perda Contrastiva

Hadsell et al. (2006) propuseram a func3o de Perda Contrastiva, do inglés Contrastive
Loss (CL), a qual almeja construir um espaco Euclidiano onde pares positivos (amostras
similares) estdo préximos entre si e distantes de pares negativos (amostras dissimilares). A
vantagem desta funcdo é utilizar um espaco de distancia que melhor penaliza dados nao
similares entre si, bem como considerar dois distintos objetivos em uma mesma funcao, isto é,
minimizar valores de representacdes similares e maximizar valores de representacdoes dissimilares.

Tal func3o é descrita pela Equacao 49:

Lo = (1—y)-d* 4y max(0,my, — d)*, (49)

onde y é o rétulo verdadeiro do par de dados, d ¢ a distancia Euclidiana entre f; e f, e m, é

a margem que define o raio de similaridade.

Perda Tripla

A func3o de Perda Tripla, do inglés Triplet Loss (TL) e proposta por Schroff et al.
(2015), aprimora a Perda Contrastiva através da utilizacdo de trios de dados, os quais sdo
compostos por dados ancoras, dados positivos (similares aos dados dncoras) e dados negativos
(dissimilares aos dados ancoras). O objetivo desta funcdo é minimizar a distancia entre dados
positivos e dados ancoras e, simultaneamente, maximizar a distancia entre dados negativos e

dados ancoras. A Equacdo 50 descreve a funcdo de Perda Tripla, como segue:

Ly =max(0,my, +d, — d,,), (50)

onde d, é a distancia Euclidiana entre a projecdo da imagem ancora'® e f1, d,, é a distancia
Euclidiana entre a projecdo da imagem ancora e f5, e m, € a margem que define o raio de

similaridade.

12 Tradicionalmente, tarefas de classificacdo binaria utilizam a funcdo sigmoide o(-) como funcdo de ativacio.
13 A projecdo de uma imagem ancora & é dada por S(&).
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Adicionalmente, cada trio de dados recebe uma categorizacao de acordo com o seu
posicionamento no espaco de projecSes. Os trios faceis contribuem com uma funcao de perda
igual a zero e n3o sdo muito Uteis para o aprendizado, pois estao posicionados de acordo com
a seguinte férmula: dj, +my < d,,. Por outro lado, os trios dificeis possuem os dados negativos
mais préximos dos dados ancora, ou seja, d,, < d,,, enquanto os trios semi-dificeis possuem a

parte negativa mais distante da ancora do que a parte positiva, isto é, d, < d,, < d, + m,.



4 Otimizacao Meta-Heuristica

A palavra matematica, do latim mathematica, refere-se ao conhecimento e é consi-
derada uma base formal de representacdo para os fenémenos existentes. Diversas areas do
conhecimento utilizam-na para a resolucdo de seus problemas, tais como, Economia (DIXIT,
1990), Geofisica (WILKINSON et al., 2012), Engenharia Elétrica (CHENG et al., 2010), En-
genharia Mecénica (RAO et al., 2011), Engenharia Civil (GOLDBERG; KUO, 1987), dentre
outras. Entretanto, alguns problemas n3o s3o triviais e necessitam de um conjunto adicional de
ferramentas para serem solucionados. Este conjunto de ferramentas, conhecido por otimizacado
ou programacdo matematica, visa encontrar as informacdes (pardmetros) mais adequadas para

soluciona-los.

Um exemplo classico de otimizacdo é o problema do Caixeiro Viajante (PAPADIMI-
TRIOU, 1977), que consiste em visitar m localidades, passando uma tnica vez por cada uma
delas e retornando a localidade inicial. O objetivo deste problema é encontrar a rota que possua
o custo minimo, ou seja, o melhor trajeto possivel que percorra as m localidades. Analogamente
ao problema mencionado, é possivel deparar-se com outros problemas de otimizacdao em nosso
cotidiano; por exemplo, uma empresa de logistica a qual necessita encontrar uma rota de custo
minimo para transportar sua carga. Ademais, diversas areas do conhecimento beneficiam-se
da otimizagdo, tais como, modelagem de componentes industriais (RAO, 2009), pesquisa
operacional (RARDIN, 1998), modelos econémicos de mercado (KONNO; YAMAZAKI, 1991),
modelagem molecular (BARONE et al., 1998), dentre outros.

Um processo de otimizacdo consiste em minimizar uma funcao matematica, denominada
de funcao objetivo, a partir da escolha sistematica de um conjunto de valores permitidos. A

Equacdo 51 descreve o modelo genérico de minimizacdo!* sem restricSes.

erneign f(x), (51)

onde f(x) é a func3o objetivo, dado que & € R™. A otimizacdo desta funcdo objetivo visa

encontrar o conjunto mais adequado de valores para x, denominado por *, onde f(x*) < f(x).

Contudo, a medida que as funcdes objetivo tornam-se mais complexas, é possivel
encontrar diversos pontos de minimo, chamados de minimos locais!®. Portanto, a solucdo tima
do problema é dada pelo ponto de minimo global, isto é, o menor ponto de minimo local. A
Figura 11 mostra a superficie de uma funcdo objetivo que possui diversos pontos de minimo e

maximo locais.

14 | embre-se que max(f(x)) = min(—(f(x)).
15 Note que também é possivel encontrar pontos de méximo, denominados por maximos locais.
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Figura 11 — Exemplo da funcdo f(x,y) = sen(x)-sqrt(z) -sen(y) - sqrt(y) com diversos pontos
de minimo e maximo locais.

Fonte: Elaborado pelo autor.

Tradicionalmente, métodos iterativos de otimizacdo sdo utilizados para a resolucdo de
problemas de otimizac3o, tais como, método de Newton, método Quasi-Newton, gradiente
descendente, métodos de interpolacdo, dentre outros (BERTSEKAS, 1999). Estes métodos
utilizam a avaliacdo de Hessianos, gradientes ou o préprio valor da funcido objetivo para
encontrar as solucdes 6timas, facilitando o processo de convergéncia embora aumentando a

complexidade computacional do problema.

Recentemente, uma abordagem nao-dependente da avaliacdo de derivadas, denominada
por meta-heuristica (YANG, 2011), vem sendo utilizada para a solugcdo de problemas de
otimizacdo. A meta-heuristica consiste em um procedimento de alto nivel projetado para buscar,
gerar ou selecionar uma heuristica, provendo uma solucao suficientemente boa para o problema
de otimizacdo. Em outras palavras, a meta-heuristica é um processo generativo que combina
conceitos de diversificacdo (exploration), o qual realiza buscas em grandes porcdes do espaco
de busca, e intensificacdo (exploitation), o qual refina uma solucdo promissora a partir de uma

busca em sua vizinhanca.

As meta-heuristicas possuem uma complexidade menor quando comparadas aos mé-
todos iterativos, pois sdo técnicas constituidas por simples buscas locais e procedimentos
de aprendizado inspirados em comportamentos biolégicos. Ademais, as meta-heuristicas nao
possuem dominios especificos, podendo ser aplicadas em quaisquer problemas, e possuem

mecanismos que evitam o aprisionamento em regioes de minimo ou maximo locais.
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A literatura fornece um ndmero vasto de algoritmos de otimizacdo meta-heuristica,
os quais podem ser classificados em diferentes taxonomias (JR. et al., 2013), tais como,
algoritmos de enxame, algoritmos bioinspirados, algoritmos evolucionistas e algoritmos baseados
em conceitos fisicos e quimicos. Para a realizacdao da presente tese, optamos por escolher
quatro algoritmos estados da arte e baseados em enxame. O primeiro algoritmo, introduzido
por Kennedy et al. (2001) é a tradicional Otimizacdo por Enxame de Particulas, amplamente
utilizada e tida como referéncia na area da computacao bioinspirada. Os trés algoritmos restantes,
isto é, Algoritmo do Morcego (YANG, 2010b), Algoritmo do Vagalume (YANG, 2010a) e Busca
do Cuckoo (YANG; DEB, 2010), foram introduzidos por Yang (2011) e demonstraram-se tdo
eficazes quanto a Otimizacdo por Enxame de Particulas, atingindo resultados equiparaveis
e até melhores em determinadas tarefas. Adicionalmente, também optamos por incluir um
algoritmo evolucionista conhecido por Programacdo Genética, introduzido por Koza (1994),
dado que o mesmo é capaz de melhor explorar o espaco de busca a partir da sintetizacao
de expressbes matematicas, as quais sdo combinadas a partir de operadores basicos (soma,
subtrac3o, divisdo, multiplicacdo, dentre outros). A Tabela 1 descreve as siglas e nomenclaturas

de todos os algoritmos meta-heuristicos utilizados.

Sigla Nomenclatura (Portugués) Nomenclatura (Inglés)
BA Algoritmo do Morcego Bat Algorithm
CS Busca do Cuckoo Cuckoo Search
FA Algoritmo do Vagalume Firefly Algorithm
GP Programacdo Genética Genetic Programming
PSO Otimizacdo por Enxame de Particulas Particle Swarm Optimization

Tabela 1 — Sigla e nomenclaturas das meta-heuristicas utilizadas.

4.1 Algoritmo do Morcego

Uma das caracteristicas mais perceptiveis dos morcegos € a ecolocalizacao, um tipo
de sonar utilizado a fim de detectar presas, localizar pontos de descanso e evitar obstaculos.
Os morcegos emitem um pulso sonoro de alta frequéncia e “escutam" o eco que ressalta dos
objetos ao seu redor. A frequéncia de cada pulso é constante'®, porém, sua duracio é de
apenas milissegundos (8 a 10ms). Adicionalmente, tal mecanismo de ecolocalizagdo é capaz de

detectar a distancia, orientacdo e velocidade do alvo.

16O intervalo de variacdo da frequéncia é de 25kHz & 150kHz.
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Matematicamente falando, a ecolocalizacdo pode ser associada a uma funcao objetivo,
possibilitando a formulacdo de um algoritmo de otimizacao. O Algoritmo do Morcego, do inglés

Bat Algorithm (BA), utiliza trés principios basicos:

a) Todos os morcegos utilizam a ecolocalizacdo como uma percepcdo de distancia,

diferenciando entre predadores, presas e obstaculos;

b) Morcegos voam randomicamente com velocidade z pelo espaco de busca, ocupando
uma posicdo w, possuindo uma frequéncia inicial fixa f;, e variando o ruido
A em busca das melhores presas. Adicionalmente, os morcegos podem ajustar
suas frequéncias de pulso f, bem como sua taxa de emissdo de pulsos r € [0, 1],

dependendo da proximidade do alvo;

c) O ruido é assumido como um valor fixo ou uma reducido linear de um valor A para

um valor minimo A,i,.

Seja B = (b1, by, ...,by) um bando de morcegos, tal que b; = (w;, 2;), onde w; € RV
e z; € RY sdo as posicdes e velocidades do morcego i, respectivamente. Para cada morcego 1,
ondei = (1,2,..., M), sdo associados valores de frequéncia f; € [fumin, fmax], ruido A; e taxa
de emissdo de pulsos 7;. A cada iterac3o, ajusta-se o novo valor de frequéncia para cada morcego,

bem como sua velocidade e posicdo, dadas pelas Equacdes 52, 53 e 54, respectivamente:

f;+1 = fmin + (fmax - fmin)07 (52)
2 =zt + (wp — @) fi, (53)
wi™ = w! + 2! (54)

onde 6 é um vetor randdémico obtido através de uma distribuicdo uniforme!” e @ é a melhor

posicdo global (solucdo), encontrada apds a comparacdo entre todos os morcegos do bando.

Posteriormente, se a taxa de emissdo de pulsos de um morcego ¢ for menor que uma
probabilidade p amostrada (r; < p), uma nova solucdo é gerada em torno da melhor solucdo

atual. A Equacdo 55 formula tal procedimento:

with = b + €A, (55)

onde € é um nimero randémico do intervalo [—1,1], e A é o ruido médio de todos os
morcegos no bando. Note que o Algoritmo 7 é responsavel por descrever o pseudo-cédigo do

funcionamento do Algoritmo do Morcego.

17 Neste trabalho, I foi adotado como o simbolo da distribuicio uniforme.
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ALGORITMO 7: Pseudo-cédigo do Algoritmo do Morcego.

1
2

Entrada: Ndmero de morcegos M, nimero de variadveis de decisdao N, nimero
maximo de iteracoes T, frequéncia minima fy.;,, frequéncia maxima f.x,
ruido A e taxa de emissdo de pulsos r.

Salida: Vetor g de variaveis de decisdo contendo os valores mais plausiveis para a

funcao objetivo.

Funcdo objetivo f(w), w = (wy,...,wx);

Inicializar bando de morcegos b; | Vi = (1,2,..., M), bem como suas posicdes w; e

velocidades z;;

3 Definir a frequéncia f; para cada b;;

4 t+1;

5 mientras (t <=T) hacer

6 para ¢ de 1 até M hacer

7 Gerar nova solucdo w; a partir do ajuste de frequéncia e atualizacdo de

velocidade e posicdo, de acordo com as Equacdes 52, 53 e 54,
8 p <« U(0,1);
si (r; < p) entonces
10 Selecionar a solucao global w;
11 Gerar uma solucdo local w; ao redor da solucdo global utilizando a
Equacado 55;

12 si(p<A & f(w;) < f(w)) entonces

13 L Aceitar nova solucdo w;;

14 Ordenar os morcegos e encontrar a solucdo global atual w;

15 t+—t+1;
16 g < W;

4.2 Algoritmo do Vagalume

Os vagalumes produzem luzes cintilantes através de um processo bioluminescente, o

qual é frequentemente (nico para cada espécie. Tais sinais luminosos sdo responsaveis por atrair

parceiros (comunicacdo), atrair possiveis presas e servir como mecanismo de alerta (YANG,
2010a).

Matematicamente falando, podemos associar os sinais luminosos a uma funcado objetivo,

formulando um algoritmo de otimizacdo. A intensidade de luz I decresce a medida que uma

distancia d aumenta, sendo I o< 1/d?. Aliado a absorc3o de luz pelo ar, os vagalumes podem

ser vistos em distancias limitadas, permitindo sua comunicacdo. Adicionalmente, o Algoritmo

do Vagalume, do inglés Firefly Algorithm (FA), utiliza trés principios idealizados:

a) Todos os vagalumes sdo unissexo, sendo atraidos a qualquer outro vagalume

independente do sexo;

b) Atratividade é proporcional a luminosidade, decrescendo a medida que a distancia

aumenta. Se ndo existe nenhum vagalume mais brilhante que outro, ele mover-se-a

aleatoriamente;
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c) A luminosidade de cada vagalume é afetada ou determinada pela superficie da
funcao objetivo. Para um problema de minimizacao, a luminosidade é inversamente

proporcional ao valor da funcdo objetivo.

Seja V = (v1, vy, ...,vp) um enxame de vagalumes, tal que v; = x;, onde z; € RV
é a posicdo do vagalume i, onde i = (1,2,..., M). Adicionalmente, a luminosidade de cada
vagalume ¢ é determinada pelo valor da funcdo objetivo em sua posicdo, isto é, f(x;). A
atratividade de um vagalume x; em relacdo a outro vagalume x;, 5(x;, x;), varia conforme
uma distancia d;; (distancia Euclidiana) entre o vagalume i e o vagalume j, sendo formulada

pela Equacao 56:

—~ A2
B(xi, x;) = Boe ", (56)
onde f3, é a atratividade inicial e v é o coeficiente de absorcdo de luz.

Cada vagalume na posicdo x; e iteracdo t é atraido em direcdo a outro vagalume mais

brilhante na posicdo x; pela Equagdo 57 se, e somente se f(x;) > f(x;):

1
it = ! + B!, x’)(z) — x}) + o (02> , (57)
onde « é um fator de aleatoriedade que controla a magnitude da perturbacao estocastica de
x! e 0 € U(0,1). Apbs todos os vagalumes na iteracdo ¢ terem sido atualizados, o melhor

vagalume & caminhara aleatoriamente sobre o espaco de busca, descrito pela Equacao 58:

1
i-::i:+a<02), (58)

onde o € U(0, 1). O Algoritmo 8 é responsavel por descrever o pseudo-cédigo do funcionamento
do Algoritmo do Vagalume.

4.3 Busca do Cuckoo

Os cuckoos sdo passaros estonteantes devido aos sons que produzem e, principalmente,
devido a sua estratégia agressiva de reproducdo (YANG; DEB, 2010), a qual é realizada através
do depdsito de ovos em ninhos de outras aves (PAYNE, 2005). Ao utilizar uma reprodugdo
parasita, é possivel gerar um extenso nimero de filhotes sem preocupacdes préprias, dado
que os filhotes de cuckoo nascem mais rapidos que os de outras espécies e eliminam seus

pseudo-irm3os, tomando conta do ninho hospedeiro.

Estudos recentes demonstraram que a busca de comida pelos cuckoos ocorre de uma
maneira quase randomica, assemelhando-se as caracteristicas dos voos de Lévy, do inglés Lévy
Flights (BROWN et al., 2007; PAVLYUKEVICH, 2007). A Busca do Cuckoo, do inglés Cuckoo
Search (CS), obedece a trés regras idealizadas:
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ALGORITMO 8: Pseudo-cédigo do Algoritmo do Vagalume.
Entrada: Ndmero de vagalumes M, nimero de variaveis de decisao N, niimero
maximo de iteracoes T, coeficiente de absorcio de luz v, atratividade inicial
[o e fator de aleatoriedade «.
Salida: Vetor g de variaveis de decisdo contendo os valores mais plausiveis para a
funcao objetivo.

1 Funcdo objetivo f(x), € = (z1,...,2nN);

2 Inicializar a populacdo de vagalumes v; | Vi = (1,2,..., M);

3 mientras (t <=T) hacer

4 para ¢ de 1 até M hacer

5 para j de 1 até M hacer

6 d;; < distancia euclidiana entre vagalumes ¢ e j;

7 si (f(z;) > f(z;)) entonces

8 Gerar atratividade [ de acordo com a Equacdo 56;

9 Mover o vagalume 7 em direcao ao vagalume j de acordo com a

Equacdo 57;

10 Avaliar enxame em busca do melhor vagalume;
11 & < Melhor vagalume;
12 Melhor vagalume & anda aleatoriamente sobre o espaco a partir da Equacao 58;
13 t+—1t+1;

14 g < @

a) Cada cuckoo deposita um ovo por vez em um ninho aleatério;
b) Os melhores ninhos, os quais possuem os melhores ovos (solugdes), sdo carregados
para as proximas geracoes;

c) O ndmero de ninhos hospedeiros é fixo, sendo que o hospedeiro pode descobrir o
ovo intruso com probabilidade p, € [0, 1]. Neste caso, o passaro hospedeiro pode

jogar fora o ovo ou abandonar o ninho, construindo um novo ninho em uma nova

localizacao.
Seja C = (¢1, ¢, ...,cp) um conjunto de ninhos hospedeiros, tal que ¢; = s;, onde
s; € RN ¢ a posicdo do cuckoo i e i = (1,2,..., M). A cada iteracdo, uma nova solucdo s; é

gerada para um cuckoo 7 por meio de um voo de Lévy, dada pela Equacao 59:

st = sl + ax Levy()), (59)

onde o > 0 é o tamanho do passo e * é o operador de produto interno. Os vbos de Lévy
efetuam uma busca randémica com valores obtidos através de uma distribuicao de Lévy, dada

pela Equacdo 60:

Levy v u =t (1 <\ <3), (60)

a qual possui média e variancia infinitas.
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Caso esta nova solucdo seja melhor que a anterior, ela é substituida. Note que podemos
trocar a probabilidade p, por uma fracdo dos M ninhos a serem substituidos, abandonando-os
e gerando novos ninhos em novas localizacGes por meio dos voos de Lévy. O Algoritmo 9 é

responsavel por descrever o pseudo-cédigo da Busca do Cuckoo.

ALGORITMO 9: Pseudo-cédigo da Busca do Cuckoo.

Entrada: Ndmero de ninhos hospedeiros M, nimero de variaveis de decisao N,
nimero maximo de iteracdes T', probabilidade de substituicdo dos piores
ninhos p,, tamanho do passo « e variavel 5 para computar a distribuicdo de
Lévy.

Salida: Vetor g de variaveis de decisao contendo os valores mais plausiveis para a

funcdo objetivo.

1 Func3o objetivo f(s), s = (s1,...,8n);

2 Inicializar a populacdo de ninhos hospedeiros s; | Vi = (1,2,..., M),

3¢+ 1;

4 mientras (t <=T) hacer

5 Escolher um ninho 7 aleatério;

6 Gerar uma nova solucdo s; a partir de um voo randémico de Lévy usando a
Equacao 59;

7 Escolher um ninho j aleatoério;

si (f(si) < f(s;)) entonces

9 L Substituir o ninho j pela nova solucdo obtida anteriormente;

10 Ordenar os ninhos e encontrar o atual melhor §;

11 Abandonar uma fracdo p, dos piores ninhos e substituir suas solu¢cdes por novas
posicoes via voos de Lévy, utilizando a Equacao 60;

12 Ordenar novamente os ninhos e encontrar o atual melhor s;

13 t+—t+1;

14 g < §;

4.4 Otimizacao por Enxame de Particulas

A Otimizacdo por Enxame de Particulas, do inglés Particle Swarm Optimization (PSO),
é um algoritmo de inteligéncia coletiva inspirado pela dindmica do comportamento social (KEN-
NEDY et al., 2001). A ideia é modelar a aprendizagem do comportamento social em um
algoritmo de otimiza¢3o, o qual permite que cada particula (solu¢do) voe dentro de uma espaco
de busca (enxame) a procura de outras particulas com melhores caracteristicas. Este processo
simula a interacdo social entre um bando de aves a procura de comida ou até mesmo entre
seres humanos tentando alcancar um objetivo em comum. Este mecanismo sécio-recognitivo
pode ser resumido em trés grandes principios (KENNEDY et al., 2001): (i) avaliac3o, (ii)
comparacdo e (iii) imitacdo, onde cada particula avalia outras dentro de sua vizinhanca através
da func3o objetivo, comparando-as com seu préprio valor e, finalmente, decidindo se é uma

boa escolha imita-las ou n3o.
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Seja D = (dy,ds, . ..,dy) um conjunto de particulas que compdem o enxame, d; =
(14, pi), onde 1p; € RY e p; € RV sdo as posicdes e velocidades da particula 4, respectivamente.
Além disso, para cada particula i, onde i = (1,2,..., M), também é conhecida sua melhor
soluc3o (posicio no enxame) local 4;, bem como a melhor solugio (global) g de todo o enxame.
Cada particula ¢ inicializada com valores aleatérios de velocidade e posicdo. Posteriormente,
cada individuo é avaliado de acordo com uma funcdo objetivo, atualizando o seu minimo local.
No final de cada iteracdo, o valor minimo global é atualizado com a particula que obteve a
melhor posicdo no enxame. Este processo é repetido até que algum critério de convergéncia
seja satisfeito. As Equacdes 61 e 62 s3o responsaveis por modelar a atualizacao da velocidade

e posicdo da particula ¢ na iteracao ¢, respectivamente:

p§+1 = Mpf + 617’1(1&1 — 1&:) + C2T2(g - 1/Jf> (61)

Y=t (62)

onde 1 é a forca de inércia que controla o poder de interacdo entre as particulas, e 1,75 € [0, 1]
sdo variaveis aleatérias que d3o tracos de estocasticidade ao PSO. As constantes social ¢; e
cognitiva ¢y sdo utilizadas para guiar as particulas dentro do espaco de busca. O Algoritmo 10

descreve o pseudo-cédigo do PSO.

ALGORITMO 10: Pseudo-cédigo da Otimizacao por Enxame de Particulas.
Entrada: Ndmero de particulas M, nimero de variaveis de decisdo N, niimero
maximo de iteracOes T', constantes c; e cg, € peso de inércia f.
Salida: Vetor g de variaveis de decisdo contendo os valores mais plausiveis para a
funcao objetivo.

1 Funcdo objetivo f(v), ¥ = (¢1,...,¥N);

2 Inicializar a populac3o de particulas d; | Vi = (1,2,..., M);

3t 1;

4 mientras (t <= T) hacer

5 para i de 1 até M hacer

6 Atualizar a velocidade da particula 7 de acordo com a Equacao 61;
7 L Atualizar a posicao da particula ¢ de acordo com a Equacao 62;

8 Avaliar enxame em busca da melhor particula;

9 ’l/AJ < Melhor particula;

10 t+—t+1;

11 g(—’g&,
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4.5 Programacao Genética

A Programacdo Genética, do inglés Genetic Programming (GP) (KOZA, 1994), é um
algoritmo evolucionista de otimizac3do, o qual utiliza principios da Teoria da Evolucao de Darwin
e operadores bioinspirados para criar solucdes promissoras e atingir um objetivo. Ao passo
que o GP assemelha-se ao tradicional Algoritmo Genético, do inglés Genetic Algorithm (GA),
existem diferencas fundamentais. Uma solucdo tipica do GP utiliza uma estrutura de arvore
composta por nés terminais e nés de funcdo, a qual é ilustrada pela Figura 12. Necessariamente,
os nos terminais representam constantes ou varidveis de decisao, enquanto os nés de funcao
sao operadores matematicos aplicados aos nds terminais para realizar a avaliacdo das arvores.
Durante o processo de evolucado, diversos procedimentos sdo realizados sobre a populacao
com o intuito de produzir individuos mais aptos, tais como, selecao, reproducdo, mutacao e

crossover.

Figura 12 — Exemplo de uma solucdo do GP representando a expressdo 1,7 log(z) — 3, 9cos(y).

Fonte: Elaborado pelo autor.

Durante o processo de convergéncia (iteracdes ou geracdes), as operacdes mencionadas
acima sao empregues na populacdo. Inicialmente, os melhores individuos da geracdo atual
sdo selecionados e reproduzidos, gerando um individuo possivelmente mais apto e garantindo
melhores individuos nas futuras geracdes. Posteriormente, operacoes de mutacdo e crossover
sdo aplicadas para fornecer um fator de variabilidade na populacdo. Em outras palavras, a
mutacdo modifica aleatoriamente um alelo (né ou galho) de uma arvore em especifico, enquanto
o crossover troca noés ou galhos entre duas arvores. Finalmente, apds satisfazer o critério de

parada, o melhor individuo (solucdo) é “colhido" da arvore e utilizado como solucdo final.

Seja T = (t1,1a,...,dy) um conjunto de arvores que compdem a populacdo, t; = h(e;),
onde h: E — RV é a funcdo que avalia a expressdo matematica e; no espaco das expressdes
E e retorna um vetor de N posicdes contendo o valor das varidveis de decisao do individuo ¢,
onde i = (1,2,..., M). Adicionalmente, e; é uma expressdo matematica obtida apds percorrer
a arvore ¢ em um percurso de pés-ordem. Durante o processo de evolucao, até que um critério
de parada seja satisfeito, a populacdo é avaliada e ordenada de forma ascendente, ou seja, os
melhores individuos s3o aqueles que possuem o menor valor de aptidao, isto é, avaliacdo da

funcdo objetivo. O primeiro operador seleciona individuos da populacio atual com probabilidade
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pr € reproduz-os (mantém-os) para a préxima geracdo. Posteriormente, com probabilidade
Pm, as arvores s3o mutacionadas e, com probabilidade p., as arvores sofrem uma operacao de
crossover. Ao término do uso dos operadores genéticos, a populacao é novamente avaliada e
ordenada. A Figura 13 ilustra o fluxograma da evolucdo de uma populacdo da Programacao

Genética, enquanto o Algoritmo 11 descreve o pseudo-cédigo da Programacao Genética.

Figura 13 — Fluxograma da evolucdo de uma populacao da Programacao Genética.

Reproducio

Populagio ngo

Mutagao Variaveis de

decisdo

®» ®-®
(@)

Crossover

Fonte: Elaborado pelo autor.

ALGORITMO 11: Pseudo-cédigo da Programacdo Genética.

Entrada: Nimero de arvores M, niimero de variaveis de decisdo N, nimero maximo
de iteracdes 7', probabilidade de reproducdo p,, probabilidade de mutacao
Pm € probabilidade de crossover p..

Salida: Vetor g de variaveis de decisao contendo os valores mais plausiveis para a

funcao objetivo.

Func3o avaliacdo de expressdes h : £ — RV;

Funcdo objetivo f(h(e)), h(e) = (z1,...,2N);

Inicializar populacdo de arvores ¢; | Vi = (1,2,..., M);

t<+1;

M, = Mpr;

M,, = Mpyy,;

M, = M.,

mientras (t <=T) hacer

Selecionar M, arvores dentre a populacao e armazena-las para a préxima geracao;

10 Selecionar M,, arvores e mutacionar seus galhos;

11 Selecionar M, pares de arvores e trocar os seus galhos;

12 para ¢ de 1 até M hacer

13 L Avaliar a expressao matematica e; gerada pela arvore ;

O 00 N O O B WN =

14 Ordenar as arvores de forma ascendente em busca da expressdo da melhor arvore;
15 ¢ < Expressao da melhor arvore;
16 t+—t+1;

17 gi<— h(é);




5 Trabalhos Relacionados

Inicialmente, uma busca extensiva com duas palavras-chaves, e.g., generative adversarial
network e text generation, foi conduzida em bases de dados renomadas, tais como Science
Direct, IEEEXplore, Springer, Association for Computing Machinery (ACM) e arXiv, para
encontrar os trabalhos mais relevantes dentro do contexto proposto por esta tese. O resultado
da busca (mais de 100 ocorréncias) necessitou ser afunilado para trabalhos que tenham sido
citados a0 menos uma vez e que tenham de fato empregue GANs para geracdo de texto. Com
a restricdo da busca, constatou-se que existem 35 trabalhos datados entre os anos 2016 e 2020,

os quais estdo melhores descritos pela coletdnea proposta por Rosa e Papa (2021).

Fora do periodo analisado pela coletdnea (a partir de 2021), Yuan et al. (2021)
propuseram as Redes Adversariais Generativas Esparsas, as quais codificam representacdes
esparsas a partir da combinacao linear de alguns tokens da matriz de vetorizacdo, aproximando
o espaco de caracteristicas entre o gerador e o discriminador. Wu et al. (2021) propuseram
a utilizacdo do aprendizado por imitacao para as Redes Adversariais Generativas, onde uma
politica de otimizacdo baseada em proximidade em conjunto de um discriminador contrastivo
provem recompensas mais plausiveis e estabilizam a variancia dos gradientes. Por fim, Yan et al.
(2021) propuseram as Redes Adversariais Generativas com discriminadores condicionais capazes
de fornecer recompensas baseadas em sequéncias ao invés de tokens individuais. Adicionalmente,
os autores também introduzem geradores amplificados por discriminadores, projetados para

prevenir o pré-treino.

A grande quantidade de modelos adversariais textuais propostos torna inviavel a
aplicacdo e avaliacdo comparativa de todos os mesmos. Portanto, a partir de uma nova selecao,
foi possivel constatar que existem 4 modelos principais!® chamados de “estados da arte", isto
é, modelos que propuseram inovacdes significativas e atingiram resultados que servem como
referéncias de comparacdo. Yu et al. (2016) introduziram o primeiro modelo generativo para
geracao de sequéncias utilizando dados discretos, denotado por Rede Adversarial Generativa
Sequencial. Esta arquitetura modela a parte generativa como uma diretriz estocastica baseada
em Aprendizado por Reforco, contornando o problema da diferenciacao da funcdo objetivo
com uma atualizacdo automatica de pesos. Paralelamente, Kusner e Herndndez-Lobato (2016)
propuseram a Rede Adversarial Generativa Gumbel-Softmax, a qual utiliza uma distribuicdo de

Gumbel-Softmax para tornar possivel a diferenciacdo da funcdo objetivo.

Posteriormente, Che et al. (2017) introduziram a Rede Adversarial Generativa Ampliada
por Maxima-Verosimilhanca, a qual utiliza uma nova funcdo objetivo de treinamento baseada

em maxima-verosimilhanca para auxiliar a estabilidade do mecanismo de recompensa do

18 Estes modelos correspondem aos trabalhos com maiores niimeros de citacdes e comparacdes em trabalhos
correlatos.
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discriminador. Finalmente, Nie et al. (2019) introduziram um modelo generativo adversarial
denominado Rede Adversarial Generativa Relacional, o qual é composto por trés principais
componentes: parte generativa baseada em memoria relacional, funcao objetivo Gumbel-
Softmax e miultiplas caracteristicas provenientes de modelos de vetorizacdo, os quais auxiliam

na atualizacao dos gradientes da parte generativa.

5.1 Rede Adversarial Generativa Sequencial

Yu et al. (2016) introduziram as Redes Adversariais Generativas Sequenciais, do inglés
Sequence Generative Adversarial Networks (SeqGAN), para a geracdo de sequéncias (geracdo
de dados discretos). Os autores consideraram a geracdo de sequéncias como um processo de
tomada de decisOes sequenciais, onde o modelo generativo é estruturado como um agente
de Aprendizado por Reforco e atualizado através de um método de gradiente de diretriz. O
algoritmo escolhido para tal propédsito é o REINFORCE em conjunto das arvores de Monte Carlo
(MC) (SILVER et al., 2016), pois a utilizagdo de ambos prové um sinal de recompensa a cada
etapa de geracdo (tempo t). Ademais, o sinal de recompensa é fornecido pelo discriminador, o
qual auxilia a GAN a gerar informacdes que assemelham-se ao conjunto real de dados. Esta

arquitetura é ilustrada pela Figura 14.

Figura 14 — Arquitetura de uma Rede Adversarial Generativa Sequencial.
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Fonte: Elaborado pelo autor.

O problema de geracdo de sequéncias é representado pela geracao de uma sequéncia
Yy = (y1,Y2,-..,yr) | y € Y, onde Y é o vocabulério de tokens candidatos e T' é o nimero
de tokens a serem gerados. Este problema é modelado utilizando o Aprendizado por Reforco,
onde o modelo generativo G parametrizado por 6 gera um estado s a cada tempo ¢, o qual
corresponde a um token y; gerado. Ademais, sua préxima acdo, denotada por a, é o préximo
token y;,1 a ser escolhido. Portanto, a diretriz G(y; | y1.4—1; 6¢) é estocastica, tal que o estado
de transicdo é deterministico depois da escolha de uma acdo, isto ¢, d5; = 1 para o préximo

estado § = y;., se o estado atual s = y;4_1 € a acdo a = y;.
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Adicionalmente, o modelo discriminativo D parametrizado por 6 guia o gerador através
de uma probabilidade D(y) que indica se a sequéncia y pertence aos dados reais ou n3o. Este
modelo discriminativo é treinado a partir da utilizacdo de exemplos positivos (dados reais) e
exemplos negativos (dados artificiais), fornecendo um sinal de recompensa para a atualizagdo

do modelo generativo. A Equacao 63 descreve o processo de obtencdo do sinal de recompensa:

1 \~N
~Yme DY) | y" € MC(y14; N) parat <T
Q(as) = { ¥ == P i) , (63)
D(y) parat =T
onde Q% (a;s) é a funcio de acdo-valor de uma sequéncia, isto é, o sinal de recompensa
acumulado do estado s dado uma acdo a e N o niimero de amostragens via Monte Carlo.
O Algoritmo 12 descreve o pseudo-cédigo do treinamento da Rede Adversarial Generativa

Sequencial.

ALGORITMO 12: Pseudo-cédigo de treinamento da Rede Adversarial Generativa
Sequencial.

Entrada: Conjunto de treinamento X' = {x1, s, ..., x,,}, discriminador D, gerador
GG, nimero de épocas F 4, tamanho maximo da sequéncia T', nimero de
épocas do gerador /4, nimero de épocas do discriminador 4, tamanho
do lote [, taxa de treinamento do gerador 7g e taxa de treinamento do
discriminador 7p.

Salida: Parametros otimizados do discriminador (67},) e gerador (6;).

1 Pré-treinar gerador GG por Estimacdo da Verosimilhanca Méaxima em exemplos de X’;

2 {T1,29,..., 2} €X — G(UX;

3 Pré-treinar discriminador D por Entropia Cruzada Binaria em exemplos de X;

4 e+ 1;

5 mientras (e <= E4) hacer

6 para ¢ de 1 até /4, hacer

7 Gerar sequéncia y = (y1, Y2, ..., yr) a partir de G(+);

8 para t de 1 até T hacer

9 | R+ Qusyrr);

10 B O < O + ng - V@RR;

11 para i de 1 até E 4, hacer

12 {z1,22,..., 2} €EX — G(-)UX;

13 D « 7 ¥ [log D(;) + log(1 — D(G()))];
14 L QD%QD—T]D‘VQDD;

15 | e<e+ 1:

16 07, < Op;

17 05 < O¢;

A linha 2 corresponde a uniao do conjunto de amostras artificias e reais, o qual é
utilizado para o pré-treinamento do discriminador. A linha 4 inicializa o contador de épocas,

enquanto as linhas 5-15 definem uma época de treinamento. A linha 7 gera uma amostra
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falsa, a qual é utilizada no célculo dos gradientes (linha 9) e atualizagdo dos pardmetros do
gerador (linha 10). A linha 12 une novamente amostras reais e artificiais, as quais sdo utilizadas
para gerar os gradientes do discriminador (linha 13) e atualizar os seus pardmetros (linha 14).
Por fim, a linha 15 incrementa o contador de épocas, enquanto as linhas 16 e 17 atribuem
os parametros pds-treinamento como os parametros otimizados do discriminador e gerador,

respectivamente.

Yu et al. avaliaram o modelo proposto em duas partes experimentais: sintética e real.
Considerando a parte sintética, os autores propuseram uma base de dados sintética denotada
por Oraculo, a qual é composta por 10.000 sequéncias de tamanho maximo de 20 caracteres
e amostradas por uma LSTM aleatoriamente inicializada e pré-treinada via Estimac3do da
Verosimilhanca Méaxima, do inglés Maximum Likelihood Estimation (MLE). Posteriormente, os
autores utilizaram estes mesmos dados e compararam um conjunto de arquiteturas'® através da
métrica NLL. Os resultados experimentais comprovaram a eficacia da SeqGAN, a qual obteve
um desempenho de 2, 4% melhor que a Politica de Gradiente com BLEU e 15, 3% melhor que

a LSTM com inicializacdo aleatéria.

O segundo experimento foi avaliado em trés bases de dados publicas: Poemas Chineses,
Discursos Politicos do Obama e Musicas de Nottingham. Adicionalmente, os autores preferiram
utilizar a métrica BLEU ao invés do NLL para avaliar as arquiteturas nestas bases, dado que
os dados sao separados entre conjuntos de treinamento e teste. Nesta parte experimental, a
SeqGAN foi comparada apenas com uma LSTM pré-treinada via MLE, embora obteve um
aumento de desempenho considerando as trés bases de dados: 10, 7% nos Poemas Chineses,

2,64% nos Discursos Politicos do Obama e 2, 13% nas Musicas de Nottingham.

Finalmente, os autores atestaram que a SeqGAN estabeleceu um marco para os modelos
adversariais textuais, dado que foi o primeiro modelo capaz de modelar e solucionar o problema
da diferenciabilidade em GANs via Aprendizado por Reforco. Embora tenha atingido resultados
satisfatérios e melhores do que uma LSTM pré-treinada, os autores ndo puderam comparar
com modelos adversariais textuais mais recentes e nem com um padrdo de bases de dados
estabelecidos pela comunidade. Tal fato dificulta a real comparacdo do quéo robusta a SeqGAN

é perante as outras arquiteturas correlatas.

5.2 Rede Adversarial Generativa Gumbel-Softmax

As Redes Adversariais Generativas Gumbel-Softmax, do inglés Gumbel-Softmax Ge-
nerative Adversarial Network (GSGAN), foram propostas por Kusner e Hernandez-Lobato
(2016) e solucionaram o problema da diferenciabilidade do gerador através da utilizacdo de

uma distribuicdo Gumbel-Softmax. Essencialmente, a distribuicio Gumbel-Softmax é continua

19 As arquiteturas selecionadas foram SeqGAN, LSTM com inicializacdo aleatéria, LSTM pré-treinada via
MLE, Amostragem Calculada e Politica de Gradiente com BLEU.
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e diferenciavel, permitindo que os gradientes do gerador sejam propagados e a mesma seja
treinada. Ademais, a arquitetura deste modelo remete a tradicional Rede Adversarial Generativa,
apenas com uma modificacdo na funcdo de perda, a qual é obtida através da divergéncia
de Kullback-Leibler. Esta arquitetura é ilustrada pela Figura 15 e o Algoritmo 13 descreve o

pseudo-codigo do treinamento da Rede Adversarial Generativa Gumbel-Softmax.

Figura 15 — Arquitetura de uma Rede Adversarial Generativa Gumbel-Softmax.
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Fonte: Elaborado pelo autor.

ALGORITMO 13: Pseudo-cédigo de treinamento da Rede Adversarial Generativa
Gumbel-Softmax.

Entrada: Conjunto de treinamento X' = {xy, s, ..., x,,}, discriminador D, gerador
GG, nimero de épocas F 4, tamanho do lote [, taxa de treinamento do
discriminador 7p e taxa de treinamento do gerador 7.

Salida: Pardmetros otimizados do discriminador (67},) e gerador (6;).

1 Pré-treinar gerador GG por Estimacdo da Verosimilhanca Maxima em exemplos de X’;
2 e+ 1;

3 mientras (e <= E,) hacer

a | Amostrar {G(z1),G(22),...,G(z}) da distribuic3o artificial;

5 Amostrar {@1, xs, ..., x;} da distribuico real;
6 | D« Vi Xi_i[—log D(z;) —log(1 — D(G(2)))];
7 9D<—9D—77D-Adam(9D,D);
D(G Zj .
8 G« V@G% ézl[log #é(z)])))]

9 Oc < 0g — ng - Adam(0g, G);
10 e+ e+ 1;

11 0}, < Op;
12 0F + Og;

A linha 2 inicializa o contador de épocas, enquanto as linhas 3-10 definem uma época
de treinamento. A linha 6 utiliza uma amostra artificial (linha 4) e uma amostra real (linha
5) para calcular os gradientes (linha 6) e atualizar os pardmetros do discriminador (linha 7).

A linha 8 calcula os gradientes do gerador e linha 9 atualiza os seus parametros. Por fim, a
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linha 10 incrementa o contador de épocas, enquanto as linhas 11 e 12 atribuem os parametros

pos-treinamento como os parametros otimizados do discriminador e gerador, respectivamente.

Kusner e Hernandez-Lobato utilizaram uma gramatica livre de contexto (GLC) com
5.000 amostras de no maximo 12 caracteres como base de dados para a parte experimental.
Adicionalmente, os autores forneceram informacdes especificas para o treinamento, isto é, ambos
discriminador e gerador foram treinados por 20.000 épocas com um otimizador Adam (KINGMA;
BA, 2017), taxa de treinamento igual a 0,001 e lotes de 200 amostras. Os autores também
optaram por um decaimento do parametro de temperatura da distribuicao Gumbel-Softmax,
o qual decai linearmente de 5 a 1. Finalmente, os resultados experimentais foram avaliados
através de uma comparacdo visual entre os dados gerados pela GSGAN e por uma LSTM

pré-treinada via MLE.

Os autores constataram que a GSGAN foi a primeira arquitetura a utilizar a distribuicdo
Gumbel-Softmax para solucionar o problema da diferenciacao de uma distribuicdo discreta,
porém, a partir de uma analise critica dos experimentos conduzidos, é possivel perceber que
ela n3o foi devidamente avaliada em bases de dados da tarefa de geracdo de texto e nem
comparada as outras arquiteturas adversariais textuais. Adicionalmente, a presente tese acredita
que um Unico artificio matematico (distribuicdo Gumbel-Softmax) ndo é capaz de solucionar o
problema da estabilidade do treinamento e, se devidamente comparado, devera atingir resultados
inferiores ao Aprendizado por Reforco. Por outro lado, a tese acredita que o caminho mais
efetivo é realizar mudancas na arquitetura do discriminador, o qual é ativamente responsavel

por influenciar os valores de gradientes utilizados no gerador.

5.3 Rede Adversarial Generativa Ampliada Por Maxima-Verosimilhanca

As Redes Adversariais Generativas Ampliadas por Maxima-Verosimilhanca, do inglés
Maximum-Likelihood Augmented Generative Adversarial Network (MaliGAN), foram propostas
por Che et al. (2017) e introduzem uma nova funcdo objetivo de treinamento baseada
em maxima-verosimilhanca, a qual auxilia na estabilidade do mecanismo de recompensa do
discriminador. Tradicionalmente, modelos baseados em Aprendizado por Reforco sofrem com
estabilidade nas épocas iniciais, dado que o gerador ainda n3o é capaz de gerar sequéncias
boas e, consequentemente, nao consegue receber sinais de recompensa adequados. Embora um
pré-treinamento dedicado e mecanismos de reducao de variancia tenham sido utilizados por Yu
et al. (2016), o algoritmo de RL ainda é bastante instavel e n3o escalavel para bases de dados

grandes.

A Rede Adversarial Generativa Ampliada Por Maxima-Verosimilhanca, ilustrada pela
Figura 16 e descrita pelo Algoritmo 14, utiliza um objetivo baseado em méaximo-verosimilhanca
e informacdes do discriminador como fontes adicionais de sinais de recompensa. Este objetivo é

otimizado através de técnicas de amostragem de importancia e reducao de variancia, permitindo
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ao modelo ndo somente otimizar a maxima-verosimilhanca de comportamentos bons, mas
também minimizar a verosimilhanca de comportamentos ruins. Em outras palavras, o modelo
é capaz de focar no aprendizado de informacdes importantes e ignorar comportamentos nado
relevantes, auxiliando na estabilidade do treinamento. A Equacdo 64 descreve o sinal de

recompensa proposto:

D(z)

Rzl—iD(m)'

(64)

Figura 16 — Arquitetura de uma Rede Adversarial Generativa Ampliada Por Méxima-
Verosimilhanca.
Gerador Discriminador

Amostragem de
Importancia

Dados reais
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Recompensa
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Estados Recompensa

—
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negativos

Recompensa
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Discriminador
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Fonte: Elaborado pelo autor.

A linha 2 corresponde a unido do conjunto de amostras artificias e reais, o qual é
utilizado para o pré-treinamento do discriminador (linha 3). A linha 4 inicializa o contador
de épocas, enquanto as linhas 5-12 definem uma época de treinamento. A linha 7 gera uma
amostra falsa, a qual é utilizada no calculo dos gradientes (linha 8) e atualizacdo dos parametros
do discriminador (linha 9). A linha 10 calcula os gradientes do gerador e a linha 11 atualiza os
seus parametros. Por fim, a linha 12 incrementa o contador de épocas, enquanto as linhas 13 e
14 atribuem os parametros pds-treinamento como os parametros otimizados do discriminador e

gerador, respectivamente.

A parte experimental da MaliGAN foi realizada em duas tarefas distintas: geracdo de
imagens e geracao de texto. Considerando a tarefa de geracdo de texto, os autores utilizaram as
bases de dados de Poemas Chineses e Penn Treebank. A primeira base de dados foi particionada
em dois subconjuntos, contendo um ndmero fixo de caracteres (5 e 7), e avaliado através
das métricas BLEU e PPL. A MaliGAN obteve taxas melhores de BLEU e PPL perante as
arquiteturas comparadas, isto é, atingiu desempenho superior a 10% quando comparada a
LSTM pré-treinada e 3,2% em relacdo a SeqGAN. A base de dados Penn Treebank é focada
em geracdo de texto baseada em sentencas, onde apenas sentencas com menos de 35 palavras
foram consideradas pelo experimento em questao. Neste experimento, a MaliGAN foi comparada
apenas com uma LSTM pré-treinada via MLE e obteve um desempenho de 10,4% a mais na
métrica PPL.
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ALGORITMO 14: Pseudo-cédigo de treinamento da Rede Adversarial Generativa
Ampliada Por Maxima-Verosimilhanca.

Entrada: Conjunto de treinamento X' = {xy, s, ..., x,,}, discriminador D, gerador
G, nimero de épocas E 4, numero de épocas do discriminador Ey,,
tamanho do lote [, taxa de treinamento do discriminador 7 e taxa de
treinamento do gerador 7.

Salida: Pardmetros otimizados do discriminador (#7,) e gerador (6¢.).

1 Pré-treinar gerador GG por Estimacdo da Verosimilhanca Maxima em exemplos de X’;

2 {x),®g,..., T} €X + G(UAX;

3 Pré-treinar discriminador D por Entropia Cruzada Binaria em exemplos de X:

4 e+ 1;

5 mientras (e <= E,) hacer

6 para i de 1 até E 4, hacer

7 {ml,mg,...,mm}efeG(-)UX;

8 D + 1 X _4[log D(;) + log(1 — D(G(-)))]:

9 Op < 0p —np -V, D;

10 R« Zé‘:l[l?z()m(;)j)];

11 O < 0 +n¢ - Vo, R;

12 e+ e+ 1;

13 0}, < Op;
14 98 — QG;

O ponto positivo da arquitetura da MaliGAN é a proposicdo de uma nova funcdo
objetiva baseada na divergéncia de Kullback-Leibler, a qual n3o necessita da distribuicao
Gumbel-Softmax nem do Aprendizado por Reforco. A ideia é tentar mitigar os problemas
de instabilidade causado por estas abordagens citadas, bem como aprimorar as atualizacdes
de gradiente com uma funcao objetivo que visa calcular a diferenca entre duas distribuicdes
de probabilidade. No entanto, a funcdo objetiva proposta nao é totalmente independente do
Aprendizado por Reforco e utiliza uma estratégia baseada em Monte Carlo para calcular os

sinais de recompensa.

5.4 Rede Adversarial Generativa Relacional

Nie et al. (2019) propuseram as Redes Adversariais Generativas Relacionais, do inglés
Relational Generative Adversarial Network (RelGAN), as quais utilizam um gerador composto
por uma Rede de Meméria Relacional, bem como uma diferenciacao por Gumbel-Softmax e
multiplas representacdes vetoriais. Tais técnicas sao capazes de melhor discriminar os dados e
prover sinais mais informativos para a atualizacdo de pardmetros. O processo de aprendizado
é o mesmo proposto pela Rede Adversarial Generativa Gumbel-Softmax, exceto por duas
pequenas diferencas: (i) funcdo de perda relativistica (JOLICOEUR-MARTINEAU, 2018) e

(ii) decréscimo exponencial do pardmetro de temperatura da distribuicdo Gumbel-Softmax.
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Esta arquitetura € ilustrada pela Figura 17 e o Algoritmo 15 descreve o pseudo-cédigo do

treinamento da Rede Adversarial Generativa Relacional.

Figura 17 — Arquitetura de uma Rede Adversarial Generativa Relacional.
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Fonte: Elaborado pelo autor.

ALGORITMO 15: Pseudo-cédigo de treinamento da Rede Adversarial Generativa
Relacional.

Entrada: Conjunto de treinamento X' = {xy, s, ..., x,,}, discriminador D, gerador
GG, nimero de épocas F 4, tamanho do lote [/, taxa de treinamento do
discriminador 7p, taxa de treinamento do gerador 1, temperatura maxima
Anax € funcdo sigmoide o.

Salida: Pardmetros otimizados do discriminador (6%,) e gerador (67;).

1 Pré-treinar gerador GG por Estimacdo da Verosimilhanca Maxima em exemplos de X’;
2 e+ 1;

3 mientras (¢ <= E4) hacer

4 Amostrar {G(z1),G(22),...,G(z}) da distribuicdo artificial;

Amostrar {1, x,, ..., x;} da distribuicdo real,

D Vg, 1 S5 [loga(D(x;) — D(G(2))))];

91) < (9D —np - Adam(GD, D),

G <+ —D;

QG — QG —Nag - Adam(eg, G),

10 | A« AYE.

max’

11 e+ e+1;

© o N o O»

12 0}, < Op;
13 05 + O

A linha 2 inicializa o contador de épocas, enquanto as linhas 3-11 definem uma época
de treinamento. A linha 6 utiliza uma amostra artificial (linha 4) e uma amostra real (linha 5)
para calcular os gradientes (linha 6) e atualizar os pardmetros do discriminador (linha 7). A
linha 8 atribui o oposto dos gradientes do discriminador e os utiliza para atualizar os parametros

do gerador (linha 9), enquanto a linha 10 atualiza o pardmetro de temperatura. Por fim, a
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linha 11 incrementa o contador de épocas, enquanto as linhas 12 e 13 atribuem os parametros

pos-treinamento como os parametros otimizados do discriminador e gerador, respectivamente.

Nie et al. propuseram a parte experimental em duas categorias de dados: sintéticos
e reais. Os dados sintéticos sdo amostrados pelo mesmo Oraculo proposto pela SeqGAN,
enquanto os dados reais advém das bases de dados COCO Image Captions e EMNLP2017
WMT News. Considerando os dados sintéticos, os autores utilizaram 10.000 amostras com
tamanhos maximos de sequéncia iguais a 20 e 40, e constataram que a RelGAN atinge
desempenho superior de NLL quando comparada com outras arquiteturas, tais como SeqGAN
(23, 5% superior), RankGAN (19, 0% superior), LeakGAN (5, 1% superior) e LSTM pré-treinada
via MLE (26, 1% superior).

Em relacdo aos experimentos reais, os autores utilizaram conjuntos de treinamento e
teste da base de dados COCO Image Captions com 10.000 amostras cada. Nesta base, os autores
constataram que a RelGAN conseguiu atingir melhores taxas de BLEU quando comparada com
todas as outras arquiteturas avaliadas (em média 14, 7% superior). Considerando a base de
dados EMNLP2017 WMT News, os autores utilizaram um conjunto de treinamento de 270.000
sequéncias e um conjunto de teste com 10.000 sequéncias. Também foi possivel constatar que

a RelGAN atingiu desempenho superior considerando a métrica BLEU (em média 14,4%).

O desempenho superior da RelGAN esta diretamente relacionado a sua arquitetura
recorrente com memodria relacional, a qual é mais poderosa do que as tradicionais LSTM e
GRU. A RMC utiliza mecanismos de auto-atencdo e uma memodria relacional para melhor captar
dependéncias temporais €, consequentemente, aprimorar a geracao de texto. Ndo obstante, o
custo de treinamento desta arquitetura é elevado, dado que a recorréncia é obtida através da
utilizacdo de varias camadas de auto-atencdo. Por outro lado, outro ponto nao tao positivo da
RelGAN ¢é a utilizacdo da distribuicdo Gumbel-Softmax ao invés do Aprendizado por Reforco,
podendo inibir o real potencial de tal arquitetura dado que os gradientes serdo atualizados

apenas com respostas do discriminador e nio com mecanismos de recompensa®.

20 Os mecanismos de recompensa geralmente usam abordagens baseadas em Monte Carlo para explorar vérias
possibilidades de dados gerados e, consequentemente, podem fornecer recompensas mais robustas.



6 Rede Adversarial Generativa por Similari-

dade Textual

A instabilidade do treinamento de modelos adversariais é bastante comum em tarefas
de geracdo de texto, dado que o discriminador precisa diferenciar textos reais de artificiais.
Usualmente, esta diferenciacdo é realizada a partir da extracdo de caracteristicas do texto, seja
por uma arquitetura recorrente ou convolucional, seguida de um mapeamento linear para um

rétulo positivo ou negativo.

N3o obstante, tal estratégia é extremamente dependente de um pré-treinamento ade-
quado do discriminador, o qual n3o é realizado em todos os modelos adversariais textuais
relacionados. Outro problema decorrente desta estratégia é a utilizacdo de apenas uma informa-
cao textual no discriminador, isto é, o discriminador decide a veracidade de apenas um texto
por vez. Logo, é possivel perceber que o discriminador estd sempre dependente de um Unico
contexto e nao se beneficia de possiveis informacdes de similaridade que possam existir entre

os textos discriminados.

Desta forma, a presente tese propée um modelo adversarial textual baseado em
similaridade com o objetivo de melhorar a discriminacdo entre dados artificiais e reais, bem
como atacar o problema da instabilidade de convergéncia do treinamento. A Rede Adversarial
Generativa por Similaridade Textual, do inglés Text-Similarity Generative Adversarial Network
(TS-GAN) é estruturada a partir de um discriminador com fun¢des de perda baseadas em
similaridade, tais como Perda Contrastiva e Perda Tripla. A Figura 18 ilustra a arquitetura

proposta para a TS-GAN.

Figura 18 — Arquitetura de uma Rede Adversarial Generativa por Similaridade Textual.
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Fonte: Elaborado pelo autor.

Adicionalmente, a TS-GAN utiliza o Aprendizado por Reforco para solucionar o problema
da diferenciabilidade de informacdes textuais. Portanto, o discriminador é responsavel por
analisar a similaridade de pares de textos e transforma-la em sinais de recompensa utilizados

na estimacdo dos gradientes de atualizacao.
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6.1 Discriminador por Similaridade

Os modelos adversariais textuais utilizam discriminadores baseados em Redes Neurais
Convolucionais e Redes Neurais Recorrentes focados em extracdes de caracteristicas textuais.
As Redes Neurais Convolucionais utilizam camadas de convolugdo e amostragem (pooling)
para criar vetores de caracteristicas, enquanto as Redes Neurais Recorrentes analisam re-
correntemente etapas individuais da sequéncia e constroem o vetor de caracteristicas (KIM,
2014). Contudo, tais abordagens avaliam exclusivamente uma sequéncia por vez, ou seja,
apenas uma informac3o textual (real ou artificial) é passada pelo discriminador e transformada
em recompensa. Alternativamente, a presente tese utiliza um discriminador composto por
Redes Siamesas, as quais sdo capazes de processar pares ou trios de sequéncias, bem como
projeta-las em espacos latentes e classifica-las de acordo com uma funcdo de perda baseada em
similaridade. Desta forma, a Rede Siamesa é treinada com o objetivo de minimizar a diferenca

entre conjuntos similares e maximizar a diferenca entre conjuntos dissimilares.

Seja D o discriminador da TS-GAN composto por uma Rede Siamesa?!

, enquanto seja
X o conjunto de dados composto por pares ou trios de dados. Note que X é composto através
da criacdo de pares ou trios de amostras aleatérias do conjunto real de dados e sequéncias
amostradas pelo gerador. O primeiro passo é pré-treinar a Rede Siamesa de acordo com uma
funcdo de perda baseada em similaridade no conjunto de dados X. Posteriormente, durante
cada época E4 do aprendizado adversarial, D é treinado por £4,, iteragdes em conjuntos
X reamostrados®. Finalmente, D gera um mecanismo de recompensa de acordo com as

EquacGes 65 e 66 para as funcoes de Perda Contrastiva e Perda Tripla, respectivamente:

D(x, &)
R = ma (65)
 D(z,2,%)
=3z D(z, &%) (66)

onde x é um dado real, & e & sdo dados amostrados pelo gerador, (x, &) constitui um par de

dados e (x, &, &) constitui um trio de dados.

6.2 Estratégia de Geracao

A TS-GAN utiliza o Aprendizado por Reforco para solucionar o problema da diferenci-
abilidade de informacGes textuais e, portanto, torna-se indiferente a arquitetura do gerador.
Desta forma, a presente tese utiliza geradores baseados em LSTMs, embora também propdem

um experimento adicional que compara diferentes arquiteturas de geradores.

2l Esta tese utiliza LSTMs como arquiteturas base, porém, quaisquer modelos podem ser utilizados.
22 A reamostragem permite com que, ao passar das épocas, os exemplos amostrados pelo gerador sejam
melhores e, consequentemente, diminuam a recompensa do discriminador.
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6.3 Algoritmo de Treinamento

O algoritmo de treinamento da TS-GAN assemelha-se ao da MaliGAN, exceto por
trés diferencas. A TS-GAN utiliza um mecanismo de recompensa préprio (Equacdes 65 e 66),
necessita de um pré-treinamento do discriminador através de uma func3do de perda baseada
em similaridade e requer uma quantidade diferente de dados de entrada para o discriminador,
isto é, pares de dados para a Perda Contrastiva e trios de dados para a Perda Tripla. O
Algoritmo 16 descreve o pseudo-cédigo de treinamento da TS-GAN com funcdo de Perda
Contrastiva (TS-GAN-C), enquanto o Algoritmo 17 descreve o pseudo-cédigo de treinamento
da TS-GAN com funcdo de Perda Tripla (TS-GAN-T). Ambas arquiteturas utilizam geradores

e discriminadores baseados em LSTMs e distancia Euclidiana para o célculo da similaridade.

ALGORITMO 16: Pseudo-cédigo do treinamento da Rede Adversarial Generativa
por Similaridade Textual com Perda Contrastiva.

Entrada: Conjunto de treinamento X = {(x1, &1), (2, &2), ..., (Tm, &)}, Perda
Contrastiva L, discriminador D, gerador GG, nimero de épocas F 4, nimero
de épocas do discriminador £/4,,, tamanho do lote [/, taxa de treinamento do
discriminador 7p e taxa de treinamento do gerador 7.

Salida: Pardmetros otimizados do discriminador (6%,) e gerador (67;).

1 Pré-treinar gerador GG por Estimacdo da Verosimilhanca Maxima em exemplos de X’;
2 {(x1, &1), (X2, &2), ..., (Tn, &)} € X +— G(-) U X,
3 Pré-treinar discriminador D via Perda Contrastiva em exemplos de X';
4 e+ 1;

5 mientras (e <= EF,) hacer
6

7

8

9

para i de 1 até E 4, hacer
{(:1:1, @1), ($2, @2), e (ZBm, i‘m)} € X G() U X;
D ;3 [Lo(zy, 2)));
91) — 91) —NMp - VQDD;
D {Ej,(ﬁ]' .
0 | R %22:1[1_5(%@1)]'
11 Oc < O +n¢ - Vo, R;
12 e+ e+ 1;

13 0}, < Op;
14 98 — QG;

A linha 2 corresponde a unido do conjunto de pares/trios de amostras artificias e reais,
o qual é utilizado para o pré-treinamento do discriminador (linha 3). A linha 4 inicializa o
contador de épocas, enquanto as linhas 5-12 definem uma época de treinamento. A linha 7
gera um par/trio de amostras falsa, o qual é utilizado no calculo dos gradientes (linha 8) e
atualizacdo dos pardmetros do discriminador (linha 9). A linha 10 calcula os gradientes do
gerador e a linha 11 atualiza os seus parametros. Por fim, a linha 12 incrementa o contador
de épocas, enquanto as linhas 13 e 14 atribuem os parametros pds-treinamento como os

parametros otimizados do discriminador e gerador, respectivamente.
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ALGORITMO 17: Pseudo-cédigo do treinamento da Rede Adversarial Generativa
por Similaridade Textual com Perda Tripla.

Entrada: Conjunto de treinamento
X ={(x1,&1,&1), (x2, Lo, &2), . .., (T, L, )}, Perda Tripla L,
discriminador D, gerador (G, niimero de épocas E4, nimero de épocas do
discriminador E4,,, tamanho do lote [, taxa de treinamento do discriminador
1p € taxa de treinamento do gerador 7.

Salida: Parametros otimizados do discriminador (67},) e gerador (6;).

1 Pré-treinar gerador GG por Estimacdo da Verosimilhanca Méaxima em exemplos de X’;

2 {(331, 3?31, ii’l), (332, @27 5}'2), RN (wm, Sﬁm, jm)} - X G() U X;

3 Pré-treinar discriminador D via Perda Tripla em exemplos de X;

4 e 1;

5 mientras (e <= E4) hacer

6 para ¢ de 1 até /4, hacer

7 {(x1, &1, %1), (X2, B2, &2), ..., (T, Tny Tn) } € X — G() U X,

8 D« ;3 [Ly(x;, &5, &;)];

9 QD(—QD—’I'}D'VQDD;

o | Ryl R

11 0c < O0c +n¢ - Vo, R;

12 e+ e+1;

13 0}, < Op;
14 05 < Og;




7 Metodologia

Conforme descrito no Capitulo 1, a presente tese objetiva aprimorar a estabilidade do
treinamento de modelos adversariais textuais e contribuir cientificamente com a comunidade a

partir de duas frentes de pesquisa inéditas:

a) Frente |: proposicdo de uma arquitetura denotada por Rede Adversarial Generativa
por Similaridade Textual, a qual possui um discriminador baseado em funcées de

perda de similaridade aprendidas por Redes Siamesas;

b) Frente Il: otimizacdo meta-heuristica dos hiperpardmetros da Rede Adversarial

Generativa por Similaridade Textual.

O primeiro passo para conduzir a metodologia é a avaliacdo dos modelos propostos
na Frente | nas mesmas bases de dados utilizadas pelas arquiteturas estado da arte, a fim
de estabelecer uma analise comparativa coerente. Posteriormente, na Frente Il, os modelos
propostos sao otimizados e novamente avaliados nestas mesmas bases de dados. A Figura 19
ilustra o fluxograma da metodologia em questdo, enquanto as préximas secdes descrevem com

maiores detalhes as bases de dados, modelagens das frentes e configuracoes experimentais.

Figura 19 — Fluxograma da metodologia proposta.

RNNs e GANs Referéncias

_> — —> —
Base de Arquitetura
dados pré-treinada Métricas

Treinamento Avaliagédo
J— >
TS-GANs Amostragens
L — O —
Otimizagao

Fonte: Elaborado pelo autor.
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7.1 Bases de Dados

Esta secao descreve as bases de dados utilizadas para a validacdo dos experimentos

propostos por esta tese.

Avaliacdao de Consumidores da Amazon

A base de dados Avaliaciao de Consumidores da Amazon, do inglés Amazon Custo-
mer Reviews* (NI et al., 2019) e conhecida por Product Reviews, é composta por mais
de 233.000.000 avaliacbes de usuarios que expressaram suas opinides e descreveram suas
experiéncias em produtos comprados no site da Amazon. Adicionalmente, a base de dados
fornece um conjunto de meta-dados, tais como nota de avaliacdo, identificadores de produtos
e usudrios, informacdes relacionadas aos produtos comprados, data de compra, dentre outros.
A presente tese estd interessada na criacdo de um modelo generativo de linguagem e portanto,
utiliza apenas a parte textual da base de dados (avaliacdes). Entretanto, devido a uma grande
quantidade de avaliacdes, é utilizado um conjunto de dados com 20.000 amostras da categoria
de produtos Movies and TV, vocabulario de 3.989 tokens, tamanho maximo de sequéncia igual
a 25 e tamanho do lote igual a 64. Finalmente, a Tabela 2 descreve alguns exemplos da base

de dados em questao.

Avaliacao

"one of my favorite shows to watch . i could watch this again and again . i will miss this
series when it ends ."

"i loved this movie when i was a kid and still love it 20 years later ."

"it 's a must see for any fans of the book series as well as mark harmon fans !"

“this was an upgrade to hd dvd . it was what i requested and came in a timely manner ."

Tabela 2 — Exemplos de avaliacdes da base de dados Avaliacdo de Consumidores da Amazon.

2 <https://nijianmo.github.io/amazon /index.html>
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Avaliacdes do Yelp

A base de dados Avaliacdes do Yelp, do inglés Yelp Reviews** (ASGHAR, 2016), é
composta por 8.635.403 avaliaces no idioma inglés de estabelecimentos de 8 areas metro-
politanas dos Estados Unidos e Canada. Ademais, nesta tese, sdo utilizadas apenas 5.000
avaliacOes aleatdrias com vocabuléario de 12.635 tokens, tamanho maximo de sequéncia igual a
40 e tamanho do lote igual a 64. A Tabela 3 apresenta alguns exemplos da base de dados em

questao.

Avaliacoes

"5 stars for the location, it's absolutely wonderful. | ordered the shamrock bubble tea, which
was one of the best |'ve ever had. | am subtracting a star for service however. It was the
barista that was so put out by waiting on us and then the 10-15 minutes it took to make
the bubble tea... That's a bit long for a drink."

"A cafe sister restaurant to the ever popular Chambar Restaurant, the owners are so smart.
This place had a line waiting in front just for a table when we got there at noon, but luckily
we only waited for about 10 minutes to get seated. | soon saw why as there's really only a
few tables in the long narrow space.."

"This is only a review for the auto shop, not the gas. This is the only place I've been for an
inspection sticker. They seem to know what they are doing as | have never had a problem
with any inspection sticker. They are honest and all business. | even once drove from Boston
because | know | can trust them."

Tabela 3 — Exemplos de avaliacdes da base de dados Avaliacdes do Yelp.

Legendas de Imagens COCO

A Legendas de Imagens COCO, do inglés COCO Image Captions® (CHEN et al.,
2015), foi desenvolvida através da coleta de legendas para imagens pertencentes a base de
dados Microsoft Common Objects in Context (MS COCO). Em 2014, humanos criaram
aproximadamente 1.026.459 legendas a partir dos mesmos conjuntos de dados utilizados pela
MS COCO e constantemente vem adicionando novas anotacdes. Entretanto, a presente tese
utiliza um sub-conjunto de apenas 1.000 legendas, com vocabulario de 1.347 tokens, tamanho
maximo de sequéncia igual a 10 e tamanho do lote igual a 32, pois pretende validar a abordagem
proposta em bases de diferentes tamanhos. Finalmente, a Tabela 4 detalha alguns exemplos da

base de dados em questao.

24 <https://www.yelp.com/dataset >
25 <https://cocodataset.org>
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Legendas

"a large yellow bus parked in some grass"

"a school bus sitting in some overgrown grass"

"three traffic signs sit on on a corner in front of a brick wall"

"a garage door leading out to a fancy car."

Tabela 4 — Exemplos de amostras da base de dados Legendas de Imagens COCO.

Noticias do WMT EMNLP2017

A base de dados Noticias do WMT EMNLP2017, do inglées EMNLP2017 WMT
News?° (ONDREJ et al., 2017), foi desenvolvida para fomentar a tarefa de traducdo de
maquina e é composta por pares de documentos, isto é, conjuntos de sentencas em duas
linguagens distintas. Entretanto, é possivel adapta-la para a tarefa de geracdo de texto e
utilizar apenas frases correspondentes ao idioma desejado. Nesta tese é utilizado o conjunto
de documentos de noticias, as quais foram obtidas através de diversas fontes, tais como ABC
News, BBC, Daily Mail, New York Times, Reuters, dentre outras. Ademais, tal conjunto é
composto por 27.858 sentencas em inglés, vocabulario de 5.216 tokens, tamanho maximo de
sequéncia igual a 25 e tamanho do lote igual a 64. A Tabela 5 descreve alguns exemplos da

base de dados em questao.

Sentencas

"My sources have suggested that so far the company sees no reason to change its tax
structures , which are perfectly legal ."

"The striker was the centre of headlines the last time these two sides met in the season and
he proved so again today ."

"The broadcaster has a fine track record in covering major sporting events ."

Tabela 5 — Exemplos de sentencas da base de dados Noticias do WMT EMNLP2017.

2 <http://statmt.org/wmt17 /results.html|>
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7.2 Frente |

O objetivo da Frente | consiste no treinamento dos modelos recorrentes e adversariais
propostos, bem como a avaliacdo de suas capacidades de geracdo de texto, isto é, a validacao
do processo de aprendizado e geracdo através das métricas de avaliacdo propostas. A Figura 20
ilustra o fluxograma proposto pela Frente |.

Figura 20 — Fluxograma proposto para a Frente |.

Conjunto de Conjunto de
treinamento teste Referéncias

Métricas
>
Arquitetura

Arquitetura pré-treinada Amostragens

1, _,<>_

Fonte: Elaborado pelo autor.

Seja A uma arquitetura (recorrente ou adversarial), enquanto seja X o conjunto
de dados. Primeiramente, o conjunto de dados é pré-processado com os seguintes passos:
transformacao para caracteres mindsculos, remocao de caracteres invalidos e pontuacdes, e
tokenizacdo em tokens de palavras. Posteriormente, o conjunto de dados pré-processado é
separado em conjuntos de treinamento e teste, denotados por X}, e X, respectivamente. O
processo de aprendizado dos modelos recorrentes consiste no treinamento da arquitetura A no
conjunto de dados A}, durante uma quantidade de épocas pré-estabelecida. Ademais, o processo
de aprendizado dos modelos adversariais consiste no pré-treinamento do gerador e discriminador
da arquitetura A no conjunto de dados X},., seguido do treinamento adversarial. Note que cada
modelo adversarial possui um treinamento especifico e descrito pelo seu respectivo algoritmo
(Capitulos 5 e 6).

Apés o treinamento da arquitetura A, os dados do conjunto de teste X, sao utilizados
como sementes?’ de 3 tokens para iniciar o processo de geracio de texto. Cada semente do
conjunto X;, é amostrada através da Busca Gulosa, Amostragem por Temperatura (7 = 0, 5)
e Amostragem por k- Tokens (k = 50) em conjunto da Amostragem Nuclear (p = 0,95). Apds
a amostragem de todas as sementes presentes no conjunto de teste, as sequéncias amostradas
s3o utilizadas em conjunto das préprias sequéncias de teste (referéncias) para o célculo das
métricas BLEU (BLEU-1, BLEU-2 e BLEU3), METEOR e ROUGE (ROUGE-1, ROUGE-2 e

ROUGE-L). Finalmente, o valor de cada métrica é calculado a partir da média aritmética entre

27O conceito de semente refere-se 3 utilizacdo de parte da sequéncia como entrada no processo de geracdo de
texto.
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os valores obtidos por cada uma das amostragens. Por exemplo, a métrica final BLEU-1 é a
média aritmética entre BLEU-1 com Busca Gulosa, BLEU-1 com Amostragem por Temperatura

e BLEU-1 com Amostragem por k- Tokens /Nuclear.

7.2.1 Experimentos Propostos

Os experimentos propostos pela Frente | estdo divididos em quatro etapas: convergéncia
do treinamento, qualidade da geracido de texto, influéncia da arquitetura dos geradores e
discriminadores, e comparacao entre funcdes de perda. A primeira e a segunda etapas estdo
estritamente relacionadas e constituem um mesmo experimento, o qual é realizado a partir do
treinamento e avaliacdo das arquiteturas RNN, LSTM, GRU, RMC, SeqGAN, MaliGAN, GSGAN,
RelGAN, TS-GAN-C e TS-GAN-T nos conjuntos de treinamento e teste, respectivamente. A
convergéncia do treinamento refere-se a analise da evolugdo da funcdo de perda (NLL) ao longo
das épocas de treinamento, enquanto a qualidade da geracdo de texto esta relacionada ao
calculo das métricas de avaliacao de texto, tais como, BLEU-1, BLEU-2, BLEU-3, METEOR,
ROUGE-1, ROUGE-2 e ROUGE-L.

A terceira etapa constitui o segundo experimento, o qual avalia a influéncia de diferentes
geradores e discriminadores em arquiteturas baseadas em TS-GAN. Em suma, a TS-GAN com
Perda Contrastiva (TS-GAN-C) e TS-GAN com Perda Tripla (TS-GAN-T) s&o novamente
treinadas e avaliadas com diferentes geradores (RNN, LSTM, GRU e RMC) e diferentes
discriminadores (RNN, LSTM e GRU). Entretanto, este experimento avalia apenas a qualidade

do texto gerado através das trés métricas mais descritivas, isto é, BLEU-3, METEOR e
ROUGE-L.

Finalmente, a quarta etapa constitui o terceiro e Gltimo experimento, o qual compara o
desempenho da melhor TS-GAN obtida no segundo experimento quando treinada e avaliada
com diferentes funcdes de perda e funcdes de distancia. Em outras palavras, a melhor TS-GAN,
isto €, com o melhor gerador e discriminador encontrado no experimento anterior, é treinada e
avaliada com quatro funcdes de perda distintas (Entropia Cruzada, Perda Contrastiva, Perda
Tripla com trios dificeis, e Perda Tripla com trios semi-dificeis) e duas funcdes de distancia para
a Entropia Cruzada (concatenacdo e diferenca), e trés funcdes de distancia para as restantes
(Manhattan, Euclidiana e Angular).

7.2.2 Configuracao Experimental

A configuracdo experimental da Frente | esta dividida em duas tabelas e é vélida para
todos os experimentos propostos por esta mesma frente. A Tabela 6 descreve o dicionario dos
hiperparametros utilizados, ou seja, descricao e simbolos matematicos dos hiperparametros de
modelos recorrentes e adversariais. Entretanto, note que os hiperparametros comuns a todos os

modelos foram omitidos, isto é, porcentagens dos conjuntos de treinamento, validacdo e teste
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(80%/10%/10%), otimizador Adam, tokens baseados em palavras, frequéncia minimas de
tokens presentes nos dados?® e temperatura (A = 5). Adicionalmente, os hiperparimetros ja
citados nas bases de dados, tais como, nimero de amostras, tamanho do vocabulario, tamanho

maximo de sequéncia e tamanho do lote, permanecem os mesmos para todas as arquiteturas.

Hiperparametro Simbolo
Epocas E
Epocas do pré-treinamento do gerador Ep,
Epocas do pré-treinamento do discriminador Ep,
Epocas adversariais Ea
Epocas adversariais do discriminador Ea,
Taxa de aprendizado n
Taxa de aprendizado do gerador e
Taxa de aprendizado do discriminador nD
Taxa de pré-aprendizado np
Taxa de pré-aprendizado do gerador NPy
Taxa de pré-aprendizado do discriminador npp,
Unidades de vetorizacao Ne
Unidades ocultas ny,
Unidades de memoria T

Unidades de aten¢do (tamanho)

S
S

-
\_/.

Blocos de atenc3o (camadas)

Filtro de convolucdo i (tamanho) F; (1)
Dropout P
Quantidade de pares ny

Tabela 6 — Dicionério (nome e simbolo) dos hiperparametros utilizados na Frente .

Adicionalmente, a Tabela 7 descreve a configuracdo experimental dos hiperparametros
de cada arquitetura para cada base de dados. Esta tabela é primordial para os experimentos
em questdo, pois detalha a parametrizacao utilizada nos experimentos propostos, bem como

estabelece um padrdo de configuracao para a avaliacdo e comparacao das arquiteturas.

28 Todos os tokens foram considerados.
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Arquitetura Hiperparametro Amazon  Yelp COCO EMNLP
E 100 100 50 100
n 0,0001  0,0001  0,0001  0,0001
RNN, LSTM, GRU
Ne 512 784 256 512
nh 1.024 1.536 512 1.024
E 100 100 50 100
n 0,0001  0,0001  0,0001  0,0001
Ne 512 784 256 512
RMC
Ny 1 1 1 1
Ng 4 (256) 4(384) 4 (128) 4 (256)
B 1(5) 1(5) 1(3) 1(5)
Ep, 100 100 50 100
Ep, 25 25 25 25
E4 10 10 10 10
Eap 5 5 5 5
np 0,01 0,01 0,01 0,01
e 0,00001 0,00001 0,00001 0,00001
SeqGAN, MaliGAN D 0,001 0,001 0,001 0,001
D 0,25 0,25 0,25 0,25
Ne 512 784 256 512
np 1.024 1.536 512 1.024
Fy 3(128) 5(128) 3 (64) 3 (128)
F 5(256) 7(256) 5 (128) 5 (256)
Fy 7(512) 9 (512) T (256) 7 (512)
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Arquitetura Hiperparametro Amazon  Yelp COCO EMNLP
Ep, 100 100 50 100
Ey4 10 10 10 10
np 0,01 0,01 0,01 0,01
GSGAN na 0,00001 0,00001 0,00001 0,00001
np 0,001 0,001 0,001 0,001
Ne 512 784 256 512
nh 1.024 1.536 512 1.024
Ep, 100 100 50 100
Ey4 10 10 10 10
np 0,01 0,01 0,01 0,01
na 0,00001 0,00001 0,00001 0,00001
np 0,001 0,001 0,001 0,001
Ne 512 784 256 512
RelGAN
. 1 1 1 1
Na 4 (256) 4 (384) 4 (128) 4 (256)
B 1(5) 1(5) 1(3) 1(5)
F 3(128)  5(128) 3(64) 3 (128)
F 5(256)  7(256) 5(128) 5 (256)
Fy 7(512)  9(512) 7 (256) 7 (512)
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Arquitetura Hiperparametro Amazon  Yelp COCO EMNLP
Ep, 100 100 50 100
Ep, 25 25 25 25
E4 10 10 10 10
Ey4, 5 5 5 5
> 0,01 0,01 0,01 0,01
TS-GAN-C, TS-GAN-T
nep 0,01 0,01 0,01 0,01
e 0,00001 0,00001 0,00001 0,00001
D 0,001 0,001 0,001 0,001
Ne 512 784 256 512
np 1.024 1.536 512 1.024
Ny 256 256 128 256

Tabela 7 — Configuracido experimental das arquiteturas e de

seus hiperparametros para cada base de dados.

Finalmente, todas as arquiteturas foram avaliadas 10 vezes para cada base de dados, ou

seja, as bases de dados foram particionadas utilizando um procedimento de validacdo cruzada

hold-out de 10 iteraces, dividindo-as em 10 conjuntos de treinamento, validac3o (utilizada

apenas na otimizacdo) e teste, com porcentagens iguais a 80%, 10% e 10%, respectivamente.

Também foi aplicado o teste de sinais de Wilcoxon (5% de significancia) nos resultados do

conjunto de teste a fim de estabelecer uma analise estatistica robusta. Em relacdo ao cédigo-

fonte, foram utilizadas as bibliotecas Dualing?® e NALP3°, as quais estdo disponiveis para

livre acesso na plataforma GitHub. Todas as implementacdes e scripts dos experimentos estdo

disponiveis na mesma plataforma3!.

1

2 <https://github.com/gugarosa/dualing>
30 <https://github.com/gugarosa/nalp>
31 <https://github.com/gugarosa/tsgan_nlg>
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https://github.com/gugarosa/nalp
https://github.com/gugarosa/tsgan_nlg
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7.3 Frente |l

O objetivo da Frente Il consiste na andlise do processo de otimizacdo dos hiperpa-
rametros da TS-GAN. A ideia por tras de tal metodologia é verificar se existem conjuntos
de hiperparametros mais aptos para cada base de dados em questdao, bem como investigar
possiveis aperfeicoamentos para a rede adversarial proposta. A Figura 21 ilustra o fluxograma

proposto pela Frente Il.
Figura 21 — Fluxograma proposto para a Frente |I.

Conjunto de Conjunto de
treinamento teste Referéncias

Métricas
L
Conjunto de Arquitetura

Arquitetura validagéo otimizada Amostragens
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Fonte: Elaborado pelo autor.

Seja A uma arquitetura da TS-GAN, enquanto seja X o conjunto de dados. Para
o procedimento de otimizacdo, € necessario separar o conjunto de dados em conjuntos de
treinamento, validac3o e teste, dados por X},., X, € &}, respectivamente. Adicionalmente, seja
v o vetor de varidveis de decisdo (hiperparametros), dado que v = (v, vs,...,v,) |V € R" e
seja n o nlimero de hiperparametros a serem otimizados. O objetivo da otimizacdo é encontrar
o conjunto mais apto de hiperpardmetros, denotado por v*, onde L(v*) < L(v), tal que L(+)
seja a métrica 1 — BLEU-3 obtida através da avaliacdo de 7" no conjunto de validacdo. Desta

forma, é possivel descrever o processo de otimizacao de acordo com a Equacdo 67:

Jnin L(v), (67)

Apéds o processo de otimizacdo, uma nova arquitetura A é treinada com o conjunto de

hiperparametros v* e avaliada da mesma forma proposta pela Frente I.

7.3.1 Experimento Proposto

O experimento proposto (quarto experimento) pela Frente Il estd dividido em trés
etapas: convergéncia da otimizacdo, influéncia dos hiperparametros otimizados e anélise do
custo computacional. Todas as trés etapas estdo estritamente relacionadas e constituem o

mesmo experimento, o qual é realizado a partir da otimizacdo da melhor arquitetura de TS-GAN,



91

isto é, a arquitetura que obteve as melhores métricas no terceiro experimento. Tal proposicao
objetiva reduzir os custos computacionais ao apenas otimizar a melhor arquitetura possivel,
dado que o terceiro experimento encontra a melhor funcao de perda e funcdo de distancia
de uma TS-GAN que ja possui o melhor gerador e discriminador encontrados pelo segundo

experimento. Ademais, tal arquitetura sera otimizada com as meta-heuristicas BA, CS, FA, GP

e PSO.

Sua convergéncia de otimizacao refere-se a analise da evolucdo da minimizacio da
funcdo objetivo (1 — BLEU-3) ao longo das iteracdes da otimizac3o, enquanto a influéncia dos
hiperparametros otimizados esta relacionada a avaliacdo do conjunto de teste e ao célculo das
métricas de avaliacdo, tais como, BLEU-1, BLEU-2, BLEU-3, METEOR, ROUGE-1, ROUGE-2
e ROUGE-L. Finalmente, a anélise do custo computacional consiste na comparacdo entre os
tempos de treinamento das arquitetura sem otimizacdo e das arquiteturas otimizadas (tempo

de otimizacdo + tempo de treinamento com pardmetros otimizados).

7.3.2 Configuracao Experimental

A configuracao experimental da Frente |l estd dividida em duas tabelas a fim de
facilitar a estruturacao e clareza do experimento proposto. A Tabela 8 descreve a configuracao
experimental referente aos algoritmos de otimizacdo meta-heuristica, enquanto a Tabela 9
apresenta o intervalo de busca dos hiperparametros a serem otimizados. Note que o dicionario de
hiperparametros e os conjuntos de hiperparametros para cada arquitetura foram omitidos pois
sdo os mesmos descritos pelas Tabelas 6 e 7, respectivamente. Adicionalmente, as quantidades
de agentes utilizados (5) e iteracdes de otimizacdo (10) também foram omitidas pois sdo as

mesmas para todos os algoritmos utilizados.

Meta-heuristica Parametros
BA foin =0, fomax =2, A=0,5, r=0,5
CS a=0,3 A=1,5 p,=0,2
FA a=0,5, 6p=0,2, v=1,0
GP pr=0,25 p,=0,1, p. =0,2
PSO w=0,7 c=17 ¢c =17

Tabela 8 — Configuracdo experimental das meta-heuristicas.
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Hiperparametro Amazon Yelp coco EMNLP
e [0,00001, 0,1] [0,00001, 0,1] [0,00001, 0,1] [0,00001, 0,1]
D (0,001, 0,1] [0,001, 0,1] [0,001, 0,1] (0,001, 0,1]
Ne [128, 1.024] [128, 1.536] [128, 512] [128, 1.024]
np [128, 2.048] [128, 3.072] [128, 1.024] [128, 2.048]
A [1, 9] 1, 9] 1, 9] [1, 9]

Tabela 9 — Configuracdo experimental do intervalo de busca dos hiperparametros para cada
base de dados.

A otimizac3o foi realizada uma Unica vez com as meta-heuristicas e hiperparametros
mencionados nas Tabelas 8 e 9. Apds o processo de busca, todas as arquiteturas foram
novamente avaliadas com os hiperparametros otimizados, seguindo os mesmos protocolos
estabelecidos pela Frente I132. Em relac3o ao cédigo-fonte, foram utilizadas as mesmas implemen-
tacdes propostas pela Frente | em conjunto da biblioteca de otimizacdo Opytimizer*® (ROSA
et al., 2019), a qual esta disponivel para livre acesso na plataforma GitHub. Novamente, todos
as implementacGes e executaveis dos experimentos estdo disponiveis no mesmo repositério

descrito pela Frente I.

32 Os protocolos definidos s3o as 10 rodadas de experimentos, mesma particdes das bases de dados e a
aplicacdo do teste de sinais de Wilcoxon com significincia de 5%.
33 <https://github.com/gugarosa/opytimizer>
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8 Experimentos e Resultados

O presente capitulo descreve os resultados experimentais obtidos através da conducdo
do Capitulo 7. Ademais, ele estd organizado de acordo com as definicdes do capitulo anterior:

Frente | (arquitetura proposta) e Frente Il (otimizac3o).

8.1 Frente |

A Frente | propbe o treinamento da arquitetura Rede Adversarial Generativa por
Similaridade Textual em bases de dados e sua comparacdo com arquiteturas estado da arte.
Os experimentos estdo divididos em quatro andlises: convergéncia do treinamento (anélise
da funcdo de perda), qualidade da geracdo de texto (andlise de métricas), influéncia das

arquiteturas dos geradores e discriminadores, e comparacao entre funcoes de perda.

8.1.1 Convergéncia do Treinamento

O treinamento de uma arquitetura neural para a geracdo de texto envolve a otimizacdo
de sua funcao de perda em conjunto dos dados de treinamento. Ao analisarmos a convergéncia
desta funcdo, é possivel observar a estabilidade e extensibilidade do treinamento. Usualmente,
as funcdes de perda seguem uma taxa de convergéncia mais acelerada nos periodos iniciais e

atingem patamares mais estaveis ao passar das iteracoes.

A Figura 22 ilustra a convergéncia da funcdo de perda de treinamento na base de dados
Avaliacdo dos Consumidores da Amazon. O item (a) da figura demonstra o comportamento
das redes recorrentes, onde é possivel observar que as RNNs e GRUs obtiveram uma melhor
convergéncia (em comparacdo as LSTMs e RMCs) considerando um mesmo periodo de tempo.
Tal comportamento reforca a rapida convergéncia da RNNs e GRUs nas épocas iniciais de
treinamento, enquanto as LSTMs e RMCs (derivadas das LSTMs) sdo mais efetivas em
treinamento mais longos3*. Ademais, a Figura 22 ilustra que ainda ha espaco de convergéncia
para as LSTMs e RMCs, e possivelmente, equiparacdo de suas curvas quando treinadas por

mais iteracoes.

Os itens (b) e (c) da Figura 22 ilustram o comportamento do treinamento dos dis-
criminadores e geradores das redes adversariais, respectivamente. O comportamento dos
discriminadores das TS-GAN-C e GSGAN aparentaram uma maior instabilidade, enquanto os
discriminadores da SeqGAN, MaliGAN, RelGAN e TS-GAN-T n3o sofreram modificacdes ao

longo do treinamento. Por outro lado, os geradores da RelGAN e GSGAN sofreram oscilacdes ao

34 Os mecanismos de portdes das LSTMs e o mecanismo de atencdo das RMCs induzem uma robustez maior,
e consequentemente, necessitam de mais dados para a convergéncia.
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longo de seus treinamentos, possivelmente para acomodar as atualizacdes introduzidas por seus
discriminadores. Embora o discriminador da TS-GAN-C tenha apresentado um comportamento
instavel, o seu gerador continuou estavel ao longo do treinamento, indicando o sucesso da

discriminacao para o contexto apresentado.

Figura 22 — Convergéncia da funcao de perda de treinamento na base de dados Avaliacdo
dos Consumidores da Amazon: (a) recorrente, (b) discriminador adversarial e (c)
gerador adversarial.
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Fonte: Elaborado pelo autor.

A Figura 23 ilustra a convergéncia da funcdo de perda de treinamento na base de dados
Avaliagdes do Yelp: (a) recorrente, (b) discriminador adversarial e (c) gerador adversarial. O
mesmo comportamento da Figura 22 é ilustrado pela Figura 23, isto é, o discriminador da
TS-GAN apresenta maiores instabilidades, enquanto o gerador da RelGAN possui as maiores
oscilacGes. Tal comportamento é explicado devido as similaridades entre os hiperparametros
das duas bases de dados (tamanho de vocabulério, tamanho de sequéncia e quantidade de

amostras).
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Figura 23 — Convergéncia da funcdo de perda de treinamento na base de dados Avaliacdes do
Yelp: (a) recorrente, (b) discriminador adversarial e (c) gerador adversarial.
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Fonte: Elaborado pelo autor.

A Figura 24 ilustra a convergéncia da funcdo de perda de treinamento na base de
dados Legendas de Imagens COCO: (a) recorrente, (b) discriminador adversarial e (c) gerador
adversarial. Nesta figura, é possivel observar um comportamento diferente das figuras anteriores.
i possui apenas 1.000 amostras, tamanho de sequéncia igual a 10, 1.347 tokens e é treinada
com a metade de amostras por lote (32). O item (a) ilustra que as arquiteturas recorrentes
estdo em processo de convergéncia, enquanto os itens (b) e (c) demonstram que a GSGAN
obteve um discriminador com oscilacoes, e os geradores da GSGAN, MaliGAN e SeqGAN

sofreram pequenas variacdes ao longo do treinamento.
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Figura 24 — Convergéncia da funcdo de perda de treinamento na base de dados Legendas
de Imagens COCO: (a) recorrente, (b) discriminador adversarial e (c) gerador
adversarial.
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Fonte: Elaborado pelo autor.

Finalmente, a Figura 25 apresenta a convergéncia da funcdo de perda de treinamento na
base de dados Noticias do WMT EMNLP2017: (a) recorrente, (b) discriminador adversarial e (c)
gerador adversarial. Nesta figura, as RNNs e GRUs obtiveram convergéncias mais acentuadas,
a TS-GAN-C e GSGAN sofreram com instabilidade em seus discriminadores, e os geradores da
RelGAN e GSGAN oscilaram. Novamente, tal comportamento é explicado pela similaridade
desta base de dados em relacdo as bases de dados Avaliacoes de Consumidores da Amazon e

Avaliacdes do Yelp.

Uma anélise comparativa das funcdes de perda de treinamento em diferentes arquiteturas
de redes neurais para geracao de texto mostra que as RNNs e GRUs tém uma convergéncia
mais rapida nas épocas iniciais, enquanto as LSTMs e RMCs s3o mais efetivas em treinamentos
mais longos. O comportamento dos discriminadores das TS-GAN-C e GSGAN é mais instavel,
enquanto os geradores da RelGAN e GSGAN sofrem oscilacbes ao longo do treinamento.
No entanto, os resultados dos testes de Wilcoxon mostram que as TS-GAN-C e TS-GAN-T
tém desempenho estatisticamente igual as outras arquiteturas, mas apresentam efetividades

superiores em nlmeros absolutos.



97

Figura 25 — Convergéncia da funcdo de perda de treinamento na base de dados Noticias do
WMT EMNLP2017: (a) recorrente, (b) discriminador adversarial e (c) gerador

adversarial.
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Fonte: Elaborado pelo autor.

8.1.2 Qualidade da Geracao de Texto

A qualidade da geracdo de texto é analisada por métricas aplicadas no conjunto de
teste do processo de geracao de texto. Cada semente é amostrada através da Busca Gulosa,
Amostragem por Temperatura (7 = 0,5) e Amostragem por k- Tokens (k = 50) em conjunto
da Amostragem Nuclear (p = 0,95), e a saida gerada é usada para calcular as métricas BLEU
(BLEU-1, BLEU-2 e BLEU3), METEOR e ROUGE (ROUGE-1, ROUGE-2 e ROUGE-L)*.

A Tabela 10 descreve as métricas dos modelos avaliados no conjunto de teste da base
de dados Avaliacdo de Consumidores da Amazon. Nesta tabela, é possivel observar que o
treinamento acentuado das RNNs e GRUs auxiliaram a sua capacidade de geracdo de texto e
obtiveram os melhores resultados de acordo com o teste de Wilcoxon para todas as métricas
analisadas (BLEU-1, BLEU-2, BLEU-3, METEOR, ROUGE-1 e ROUGE-L). Por outro lado,

dentre os modelos adversariais, a TS-GAN-C obteve quase todos os melhores resultados (exceto

35 As métricas finais s3o as médias aritméticas entre os valores obtidos pelas amostragens.



98

pelas métricas baseadas em ROUGE), indicando que a rede favoreceu a precisdo ao invés da

sensitividade, isto é, gerou textos menos diversos porém mais similares as referéncias.

Tipo Modelo BLEU-1 BLEU-2 BLEU-3 METEOR ROUGE-1 ROUGE-2 ROUGE-L
RNN 35,16£0,36  24,38+0,37 18,87+0,39 2935+0,36 35224036 16,93+0,35 31,92+0,36

Recorrente LSTM 24,34 41,11 16,39 + 0,81 11,85 + 0,65 23,48 + 0,47 33,72+ 0,50 15,07 40,45 31,41 40,31
GRU 34,25+0,32 23,32+0,39 17,75+0,42 28 47+0,33  34,49+0,29 1599+0,38  31,27+0,29

RMC 22,58 412,03 14,83 +7,70 10,77 45,44 22,87 +4,37 33,16 + 2,28 14,90 £ 0,54 30,88+ 1,09

SeqGAN 26,06 4 0, 64 17,16 £ 0,40 12,46 £ 0, 30 21,98 40,45 26,68 + 0,71 11,58 + 0,30 23,95 + 0,59

MaliGAN 26,09 + 0, 58 17,19 £ 0,42 12,47 40,37 21,96 + 0,47 26,74 + 0, 50 11,62 40,29 24,00 + 0,39

N " GSGAN 26,00 =+ 2,61 16,55 + 1,61 11,66 £ 1,16 21,68 41,72 28,11 42,29 11,39 + 0,89 25,48 £ 1,61
e RelGAN 24,52 40,39 16,13 +£0,31 11,52 40,29 21,26 + 0,39 29,68 + 0,26 13,05+ 0,37 27,06 + 0, 32
TS-GAN-C 28,36 40,89 18,59 40,59 13,47 £0,47 23,52+ 0,71 29,28 4+ 1,13 12,59 + 0,51 26,19+ 1,05

TS-GAN-T 26,24 40,21 17,24 40,13 12,49 + 0,09 22,06 40, 16 26,87 + 0,25 11,61 40,08 24,09 + 0,24

Tabela 10 — Métricas dos modelos avaliados no conjunto de teste da base de dados Avaliacao
de Consumidores da Amazon.

Outro ponto a ser ponderado é o baixo desvio padrao dos modelos adversariais,
especialmente a TS-GAN-T. O discriminador com funco de perda baseado em triplas (&ncora,
positivo e negativo) produz uma concentracdo mais dindmica de informacdes, ou seja, consegue
explorar a “falta"de dados ao criar mais amostras através da combinacao de triplas. Tal
mecanismo aumenta a estabilidade do processo de treinamento (visto nas curvas de seu
discriminador e gerador) e previne a variabilidade dos resultados quando treinada por repetidas

vezes3©,

As arquiteturas que utilizam o mecanismo de atencdo (RMC e RelGAN) apresentaram
as piores médias de métricas, enquanto a RMC obteve o pior desvio padrdo, fato explicavel
pela falta de informacdo (poucas amostras), tamanho de arquitetura e tempo de treinamento.
E importante lembrar que o mecanismo de atencdo introduz uma grande capacidade ao modelo
neural, entretanto, tal capacidade precisa ser explorada para que o mecanismo seja efetivo

(maiores quantidades de dados, treinamentos mais longos e arquiteturas maiores).

A Tabela 11 descreve as métricas dos modelos avaliados no conjunto de teste da
base de dados Avaliacdes do Yelp. Nesta tabela, é possivel verificar o mesmo comportamento
apresentado no inicio da andlise, ou seja, as RNNs e GRUs com efetividades maiores as LSTMs
e RMCs. Adicionalmente, a SeqGAN, TS-GAN-C e TS-GAN-T também obtiveram os melhores
resultados de acordo com o teste de Wilcoxon.

36 Instrucdes aleatérias fixas por uma semente de aleatoriedade.
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Tipo Modelo BLEU-1 BLEU-2 BLEU-3 METEOR ROUGE-1 ROUGE-2 ROUGE-L
RNN 31,33+£0,66 21,27+0,74 17,34+0,79  2534+0,63 32,53+0,64 14 85+0,73  27,86+0,63

Recorrente LSTM 17,51 +2,53 9,48 £ 1,20 6,09+ 0,69 15,97 40, 54 26,17 + 0,41 7,69 0,27 22,55 40,44
GRU 35,15+1,02 25414117 21,58+1,23 2900+1,09 3555+1,00 1853+1,18 30,99 +0,99

RMC 22,90 + 6,45 12,25 + 3,32 8,01 42,12 18,32 +1,93 28,13+ 1,38 8,23+ 0,49 23,83 4+ 0,49
SeqGAN 39,07+£7,98 31,04+£858 27,76+879 3404+768 3991+710 2511+7,94 36,07+7,19

MaliGAN 32,55+7,96  24,13+8 32 20,70 + 8,46 27,717,499  33,92+7,26 18,60+ 7,62 29,97 £ 7,24

N " GSGAN 25,82 + 4,70 16,59 + 4,88 12,87 + 4,96 21,23 + 4,29 28,78 + 3,92 11,80 +4,18 24,46 + 3,88
e RelGAN 25,82 =+ 4, 70 16,59 + 4,88 12,87 + 4,96 21,23 44,29 28,78 + 3,92 11,89 +4,18 24,46 + 3,88
TS-GAN-C ~ 33,85+8,21 2536+877 21,91+8097 2891+7,88 3535+713 19, 77+808  31,38+7,22
TS-GAN-T 32, 77+6,18 23,90+6,86 20,34+708 2755+6,13 34,15+567 18 11+6,51  30,05+5 85

Tabela 11 — Métricas dos modelos avaliados no conjunto de teste da base de dados Avaliacoes
do Yelp.

Esta base de dados utiliza um tamanho de sequéncia maior (60% maior), o qual
introduz um dinamismo ao treinamento dos modelos, deixando-os mais instaveis. Tal aumento
de sequéncia dificulta o aprendizado dos modelos pois adiciona um conjunto de informacoes
a serem analisadas. Também ¢é interessante salientar, que apesar da dificuldade da tarefa
da Avaliacoes do Yelp, as redes adversariais obtiveram os melhores resultados, mostrando a
sua versatilidade em relacdo aos modelos recorrentes. Por outro lado, a alta variabilidade é
algo que precisa ser aprimorado pois indica uma instabilidade do processo de treinamento.
Note que as TS-GAN-C e TS-GAN-T diferem da MaliGAN apenas em seus discriminadores
(mesmo algoritmo de treinamento) e obtiveram resultados superiores dentre as trés. Apesar dos
resultados serem estatisticamente iguais pelo teste de Wilcoxon, as TS-GAN-C e TS-GAN-T

atingiram efetividades 4% e 0,67% superiores em niimeros absolutos, respectivamente.

A Tabela 12 descreve as métricas dos modelos avaliados no conjunto de teste da base
de dados Legendas de Imagens COCO. Nesta base de dados (tarefa mais facil dentre as quatro),
as redes adversariais, exceto pela RelGAN, obtiveram os melhores resultados de acordo com
o teste de Wilcoxon. A MaliGAN obteve o melhor resultado absoluto em todas as métricas,
seguida da TS-GAN-T e TS-GAN-C. Todos os modelos adversariais, acrescentados da RNN e

GRU, obtiveram desvios padrdes superior a 1,47.
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Tipo Modelo BLEU-1 BLEU-2 BLEU-3 METEOR ROUGE-1 ROUGE-2 ROUGE-L
RNN 32,90 + 5,01 25,85 + 3,10 19,43 +2,03 25,98 + 4, 50 33,35+ 5,28 20,59 + 1,96 33,17 +5,18

Recorrente LSTM 40,47+ 0,75 29,82 40,73 21,86 + 0,58 32,80+ 1,11 45,54 40,58 24,44 40,81 45,25 40,55
GRU 30,81 +1,75 24,47 0,95 18,51 40,61 23,53 + 1,42 30,84+ 1,74 19,46 40,43 30,58 1,66

RMC 39,29 4 0,89 29,48 £ 0, 69 21,88 + 0,62 29,08 & 1,42 41,51 41,72 23,33 41,07 40,92+ 1,77
SeqGAN 58,64+3 55 49,13+3,89  42,74+4,20 51,51+406 59 01+340 41,23+390 58 30+3 33
MaliGAN 59,65+1,47 50,12+1,75  43,784+1,93 52,52+1,90 59, 87+1,44 4209+1,91 59,18+1,49
N " GSGAN 58,64+1,94 48,99+2 10 42,58+2 17 51,28+246 5903+1,92 41,02+208 5826+1,84
e RelGAN 43,69 41,53 33,674 1,54 26,48 & 1,54 36,31 +2,01 46,85 + 1,60 27,59 41,53 46,41 + 1,64
TS-GAN-C 58,78 +2,88  49,17+3,17 42,69+341  51,62+3,29 59 16+2,58 41,19+3,09 58,43 +2 45
TS-GAN-T  59,24+1,77 49,78 +2,20 43,44+2 37 51,99+226 5949+1,76 41,80+244 58 70+1, 84

Tabela 12 — Métricas dos modelos avaliados no conjunto de teste da base de dados Legendas
de Imagens COCO.

Embora a RelGAN obteve o pior resultado dentre os modelos adversariais, todos os
modelos adversariais foram capazes de aprimorar o processo de treinamento dos modelos
recorrentes. A LSTM foi o Gnico modelo recorrente a passar da marca de 40 pontos para a
métrica BLEU-1, enquanto todos os modelos adversariais atingiram mais de 43, 69 pontos. A
efetividade dos modelos adversariais ¢ significativa em todas as métricas, inclusive atingindo
picos de 136% de aumento (BLEU-3 da MaliGAN comparado ao BLEU-3 da GRU).

Finalmente, a Tabela 13 apresenta o mesmo comportamento descrito pela Tabela 10,
novamente explicado pela similaridade dos hiperparametros utilizados para as bases de dados
Noticias do WMT EMNLP2017 e Avaliacdo de Consumidores de Amazon. As RNNs e GRUs
atingiram as melhores métricas de acordo com o teste de Wilcoxon, superando a performance
de todos os outros modelos analisados. Entretanto, é importante salientar que a TS-GAN-T foi
o primeiro modelo inferior as RNNs e GRUs, atingindo resultados superiores a 4,25% no pior
caso (BLEU-1 da LSTM) e 15,47% no melhor caso (BLEU-1 da RMC). Esta superioridade
demonstra a capacidade do discriminador contrastivo quando comparado aos discriminadores

de outras arquiteturas adversariais.

As Tabelas 10 e 11 mostram que o treinamento aprimorado de RNNs e GRUs ajudou a
melhorar sua capacidade de geracdo de texto e obteve os melhores resultados de acordo com o
teste de Wilcoxon para todas as métricas avaliadas (BLEU-1, BLEU-2, BLEU-3, METEOR,
ROUGE-1 e ROUGE-L). Dentre os modelos adversariais, a TS-GAN-C obteve quase todos
os melhores resultados (exceto pelas métricas baseadas em ROUGE), indicando que a rede
favoreceu a precisao em vez da diversidade, ou seja, gerou textos menos diversos, mas mais
similares as referéncias. Outro ponto a ser observado é o baixo desvio padrdo dos modelos
adversariais, especialmente a TS-GAN-T. O discriminador com funcdo de perda baseada em
triplas (4ncora, positivo e negativo) produz uma distribuicdo de informacdes mais dindmica,

ou seja, é capaz de explorar a "falta"de dados ao criar mais amostras através da combinacao
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Tipo Modelo BLEU-1 BLEU-2 BLEU-3 METEOR ROUGE-1 ROUGE-2 ROUGE-L
RNN 34,054+0,17 25644021 21,06+0,23 29,87+0,19 34124+0,17 19,35+0,22  32,09+0,18

Recorrente LSTM 23,98 40,88 16,26 + 0,57 11,83+ 0,45 22,26 = 0,40 30,57 0,30 13,92 + 0,47 28,81 0,37
GRU 33,924+0,61 25474075 20,88+0,83 29,70+0,68 34,10+0,57 19,22+0,77  32,11+0,59

RMC 21,65 + 7,05 14,59 + 4,46 10,54 4 3,11 21,52 + 2,20 30,54 40,87 14,07+ 1,20 28,93 + 0,64

SeqGAN 22,48 £ 0,31 15,73+ 0,24 11,82+0,22 19,33 + 0,26 23,01+ 0,35 11,27 +0,23 21,47 £ 0,32

MaliGAN 22,53+ 0,33 15,74+ 0,29 11,82+ 0,26 19,35 + 0,34 23,01+ 0,34 11,23 40,25 21,44 4+ 0,33

N . GSGAN 25,28 £2,28 17,10 + 1,48 12,53+ 1,14 21,53+ 1,63 26,84+ 1,88 12,31 40,85 24,84+ 1,41
e RelGAN 22,19 + 0,45 15,60 & 0,49 11,59 40,48 20,38 £ 0,52 27,31 40,45 13,67 + 0,60 25,89 0,51
TS-GAN-C  25,00+0,79 17,35+ 0,55 13,07+ 0,44 21,43 40,71 25,90 + 0,91 12,49 + 0,45 24,05 =+ 0,86

TS-GAN-T 22,26 +0,83 15,57 + 0,69 11,70 £ 0,61 19,19 40,79 22,7240,95 11,12+0,63 21,18 + 0,95

Tabela 13 — Métricas dos modelos avaliados no conjunto de teste da base de dados Noticias
do WMT EMNLP2017.

de triplas. Esse mecanismo aumenta a estabilidade do processo de treinamento (como visto
nas curvas do discriminador e do gerador) e evita a variabilidade dos resultados quando o

treinamento é repetido com instrucdes aleatérias fixas por uma semente de aleatoriedade.

8.1.3 Influéncia da Arquitetura dos Geradores e Discriminadores

A influéncia das arquiteturas dos geradores e discriminadores é um experimento adicional
para verificar possiveis configuracdes para as Redes Adversariais Generativas por Similaridade
Textual. As TS-GAN-C e TS-GAN-T n3o possuem geradores ou discriminadores padrdes, apenas
introduzem a nocao de similaridade ao processo de discriminacdo do treinamento adversarial.
Portanto, isso possibilita a comparacdo entre diferentes geradores e discriminadores, auxiliando
o entendimento do modelo proposto e verificando lacunas de aprimoramento. E importante
ressaltar que as TS-GAN-C e TS-GAN-T apresentadas nas tabelas anteriores foram treinadas

com geradores e discriminadores baseados em LSTM (definicdo empirica).

A Tabela 14 introduz as métricas da TS-GAN-C e TS-GAN-T com diferentes geradores
e discriminadores avaliadas no conjunto de teste da base de dados Avaliacao de Consumidores
da Amazon. Nesta tabela, os melhores resultados de acordo com o teste de Wilcoxon s3o
advindos do gerador baseado em LSTMs. Dentre as trés possiveis opcoes de discriminador
(RNN, LSTM e GRU), o discriminador baseado em RNNs obteve os maiores niimeros absolutos
para 5 de 6 métricas (exceto por METEOR obtido pelo discriminador GRU). Note que ndo ha
discriminador baseado em RMC devido ao alto custo de treinamento do mecanismo de atencdo,

fato que impossibilita a analise experimental com os recursos disponiveis.
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TS-GAN-C TS-GAN-T

Gerador  Discriminador BLEU-3 METEOR ROUGE-L BLEU-3 METEOR ROUGE-L
RNN 11,02 + 0,54 20,09 + 0, 79 24,98 4+ 1,96 9,52+ 0,94 17,844+ 2,13 21,95+ 4,54

RNN LSTM 10,46 + 0, 54 19,45 + 0,96 24,39 + 2,20 9,884 0,70 18,68 + 1,52 23,70 + 3,55
GRU 10,82 40, 58 19,88 40,71 25,24 4+ 0,98 9,99 40,74 18,90 + 1,59 24,27 + 3,27
RNN 13,53 +0,43  23,764+0,67  26,63+0,77 12,65+0,43  22,054+0,55  24,22+0,69
LST™M LSTM 13,05+0,27  22,934+0,27 25,56 £ 0,40 12,41+0,19  21,974+0,31  23,93+0,36
GRU 13,38+0,38  23,484+0,65  26,20+0,87 12,53+0,25 22,084+0,35 24,19+0,36

RNN 7,68 £ 0,46 12,40+ 1,45 13,454 1,26 7,4140,14 12,1240, 83 12,76 4 0,55

GRU LSTM 7,64 40,33 12,50+ 1,16 13,554 1,06 7,46 £0,16 12,38 40,81 12,874 0,63
GRU 7,69 +0,25 12,64 41,00 13,55 £ 0,90 7,58 £0,13 12,76 + 0,60 13,344 0,50

RNN 11,72 40,90 20,57+ 1,63 24,23 +2,50 9,134 0,52 15,56 & 0, 81 17,104 1,16

RMC LSTM 11,014+ 1,41 19,05 + 2, 36 21,84 + 3,52 9,304+ 0,45 15,77+ 0,67 17,41 40,87
GRU 11,25+ 1,07 19,65+ 1,94 22,92 42,97 9,16 £ 0,35 15,59 £ 0,63 17,224 0,80

Tabela 14 — Métricas da TS-GAN-C e TS-GAN-T com diferentes geradores e discriminadores

avaliadas no conjunto de teste da base de dados Avaliacdo de Consumidores da
Amazon.

A Tabela 15 descreve as métricas da TS-GAN-C e TS-GAN-T com diferentes geradores

e discriminadores avaliadas no conjunto de teste da base de dados Avaliacoes do Yelp. Nesta

tabela, existem semelhancas a tabela anterior, onde o gerador LSTM, obteve as melhores

métricas de acordo com o teste de Wilcoxon. Dentre os discriminadores usados em conjunto
do gerador LSTM, a RNN obteve as melhores métricas para a TS-GAN-C enquanto a LSTM

da TS-GAN-T obteve os melhores resultados. A secdo anterior salientou que a base de dados

Avaliacdes da Yelp introduziu bastante desvio padrao para os modelos adversariais, repetindo

este comportamento para as TS-GANs com geradores baseados em LSTMs. Os outros geradores

obtiveram resultados em torno de 6, 00, indicando uma aleatoriedade do treinamento.
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TS-GAN-C TS-GAN-T

Gerador  Discriminador BLEU-3 METEOR ROUGE-L BLEU-3 METEOR ROUGE-L
RNN 6,35+0,36 13,41 +1,37 15,17 +1,73 6,02 +0,53 12,33+ 1,68 14,20 + 2,39

RNN LSTM 6,344 0,36 13,98 40,78 16,474+ 1,09 5,884 0,30 12,38 40,74 13,33+ 1,37
GRU 6,08+ 0,36 12,64 40,76 13,824 0,85 6,20 + 0,45 12,84 +0,98 14,41 £ 2,32
RNN 24,75+ 8,78 31,41 +7,72  33,48+7,48 24,07+6,17 30,73+5,44  32,95+5 14
LST™M LSTM 23,20+10,82  29,83+9.84  31,97+9,52 25,37+ 9,88 31,66+9,22  33,90+8, 38
GRU 24,04+ 9,88 30,84+8,46 33,19+ 7,87 21,28 +£10,00 28,31+8,76 30,58 +8,45

RNN 6,48 +1,90 12,78 43,06 14,21 4 3,60 6,10+ 1,03 12,46 + 2,27 13,59 4+ 2,71

GRU LSTM 6,10+ 0,66 12,434+1,79 14,21 4 2,42 6,04+1,14 11,88 4 2,62 12,62+ 2,71
GRU 5,80 4 0,68 11,79+ 2,36 12,94 42,40 5,824 0,77 11,38 4+1,85 12,28 +1,90

RNN 6,63+ 0,41 14,60 & 0,95 17,954+ 1,75 6,45+ 0,33 13,87 40,60 16,59 & 0,70

RMC LSTM 6,65+ 0,32 14,84 40, 74 18,55+ 1,81 6,56 + 0,26 14,28 + 0, 53 16,83 + 0,83
GRU 6,49 £ 0,59 14,05+ 1,30 16,87 4 1,60 6,51 40,35 14,03 £ 0,70 16,85 £ 0,90

Tabela 15 — Métricas da TS-GAN-C e TS-GAN-T com diferentes geradores e discriminadores
avaliadas no conjunto de teste da base de dados Avaliaces do Yelp.

A Tabela 16 apresenta as métricas da TS-GAN-C e TS-GAN-T com diferentes geradores

e discriminadores avaliadas no conjunto de teste da base de dados Legendas de Imagens COCO.

Embora as redes com geradores baseados em RNN, GRU e RMC tenha conseguido inicializar

corretamente o treinamento e atingir resultados satisfatérios, todas as redes com gerador

baseado em LSTM obtiveram os melhores resultados (valores em énfase) de acordo com o teste

de Wilcoxon. Nesta base de dados, os valores absolutos sao maiores comparados as tabelas

anteriores devido a facilidade da tarefa da Legendas de Imagens COCO. O valor absoluto
obtido pela métrica BLEU-3 da melhor arquitetura TS-GAN-C (gerador LSTM e discriminador
RNN) é 12,96% superior ao da apresentada na Tabela 11, enquanto o da TS-GAN-T (gerador
LSTM e discriminador LSTM) é 24, 73% superior. Além da BLEU-3, todas as outras métricas
apresentam valores absolutos maiores quando comparadas com a Tabela 11.
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TS-GAN-C TS-GAN-T

Gerador  Discriminador BLEU-3 METEOR ROUGE-L BLEU-3 METEOR ROUGE-L
RNN 33,04 4 5,95 42,82 4 5,22 51,30 + 4,15 33,59 4+ 5,52 43,34+ 5,53 51,67 + 3,74

RNN LSTM 31,02 + 8,31 39,45+ 11,02 46,84+ 11,30 34,81 +5,19 44,53 + 4,72 52,01 + 3,83
GRU 36,26 + 3,88 45,54 + 4,02 53,43 + 2,74 33,04 + 5,84 42,44 + 5,89 50,76 + 4,60
RNN 41,984+4,67 50,63+4,31 57,92+ 3,63 43,344+2,05 52,36+2,13 58,86+ 1,67
LSTM LSTM 40,544+5,03  49,46+4,45 56,55+ 3,82 43,60+2,30 52,03+2,25 5882+1,73
GRU 43,16+1,89 51,70+1,94 58,64+1,70 44 05+1,73  52,46+2,11  59,354+1,50

RNN 26,27 + 2,24 34,77+ 2,99 42,22 42,79 26,10 + 2,36 34,62 + 3,03 42,28 + 3,08

GRU LSTM 26,21 1,00 34,45+ 1,55 41,94+ 1,76 26,10 + 2,23 34,71 42,95 42,23 +2,51
GRU 24,94 + 1,48 33,34+ 1,90 41,00 £ 2,10 26,01 + 1,89 34,23 +2,57 41,49 + 2,38

RNN 28,35+ 1,67 38,87 2,13 48,42 + 1,60 29,18 +2,05 38,99 + 2,54 47,86 + 2,04

RMC LSTM 28,98 + 1,76 39,03+ 1,78 48,33 4+ 1,56 28,56 + 2, 69 38,36 + 2,82 48,07+ 1,78
GRU 28,50 + 2, 30 38,42 4+ 2,62 48,15 42,06 29,30 & 2,10 39,15 4+ 2,55 48,81 4+ 1,43

Tabela 16 — Métricas da TS-GAN-C e TS-GAN-T com diferentes geradores e discriminadores
avaliadas no conjunto de teste da base de dados Legendas de Imagens COCO.

Finalmente, a Tabela 17 descreve as métricas da TS-GAN-C e TS-GAN-T com diferentes
geradores e discriminadores avaliadas no conjunto de teste da base de dados Noticias do WMT
EMNLP2017. Note que esta base de dados segue o mesmo comportamento apresentado pela
Tabela 14, onde as redes com geradores baseados em LSTM atingiram as melhores métricas,
exceto pela ROUGE-L com a TS-GAN-T. O gerador RNN obteve os melhores resultados de
acordo com o teste de Wilcoxon para as métricas ROUGE-L (ambas TS-GAN-C e TS-GAN-T).
Entretanto, apesar do gerador baseado em RNN ter as melhores ROUGE-L, todas as outras
métricas (BLEU-3 e METEOR) foram consideravelmente inferiores (por volta de 25%) ao
gerador baseado em LSTM. Tal fendmeno pode ser observado diretamente na qualidade
dos textos gerados por ambas arquiteturas, onde o texto gerado pela RNN é mais diverso
(menos repeticdes) porém um pouco menos compreensivel do que o texto gerado pela LSTM
(Apéndice A).



105

TS-GAN-C TS-GAN-T

Gerador  Discriminador BLEU-3 METEOR ROUGE-L BLEU-3 METEOR ROUGE-L
RNN 10,51 £ 0,55 19,12 40,38 24,75+ 0,84 9,87 40,23 18,69 & 0,30 24,71+ 0,92
RNN LSTM 10,35 4+ 0, 96 18,71+ 1,52 23.92+2,75 9,8740,27 18,56 + 0, 64 24,34+ 1,40
GRU 10,53 & 0, 81 18,73+ 1,54 23,63 + 3,08 9,58 4+ 0,59 17,924 1,70 23,27 + 3,37

RNN 13,02+ 0,57 21,48 4+0,79  24,24+1,07 11,724+0,28 19,21 +0,32 21,32+ 0,36

LST™M LSTM 12,88+0,68 21,114+1,02 23,65+1,29 11,75+0,26 19,28+ 0,40 21,38 4+ 0,47
GRU 13,30+0,53  21,774+0,75  24,57+1,02 11,82+0,25 19,32+0,36 21,48 + 0,29

RNN 7,384£0,14 11,374 0,42 12,10 4 0,46 7,38 40,07 11,53 40,29 12,20 4 0,26

GRU LSTM 7,39+0,14 11,49 40, 51 12,21 40,45 7,46 £0,16 11,85+ 0,55 12,524 0,53
GRU 7,37+0,18 11,28 40,80 12,08 £ 0,51 7,44 40,09 11,774 0,34 12,41 40,32

RNN 9,724+ 1,68 15,76 + 3,26 18,28 +4,29 8,41 40,36 13,24 40,55 14,48 40,79

RMC LSTM 8,98+ 1,30 14,34 + 2,50 16,25 4 3,09 8,18 40,26 12,97 40,33 14,13 + 0, 56
GRU 9,99 +1,16 16,41 £2,19 19,03 + 3,27 8,21 +0,22 12,98 + 0,37 14,16 £ 0,48

Tabela 17 — Métricas da TS-GAN-C e TS-GAN-T com diferentes geradores e discriminadores
avaliadas no conjunto de teste da base de dados Noticias do WMT EMNLP2017.

O experimento adicional sobre a influéncia das arquiteturas dos geradores e discrimina-
dores em Redes Adversariais Generativas por Similaridade Textual (TS-GANs) permite comparar
diferentes geradores e discriminadores e entender melhor o modelo proposto, identificando
possiveis pontos de melhoria. E importante notar que as TS-GANs apresentadas nas tabelas
anteriores foram treinadas com geradores e discriminadores baseados em LSTM (definicdo

empirica).

As Tabelas 14, 15 e 16 mostram que os melhores resultados de acordo com o teste
de Wilcoxon s3o obtidos pelos geradores baseados em LSTM. Entre os discriminadores (RNN,
LSTM e GRU), o discriminador baseado em RNNs obteve os maiores valores absolutos para cinco
das seis métricas avaliadas (exceto METEOR obtido pelo discriminador GRU). E importante
lembrar que ndo ha discriminador baseado em RMC devido ao alto custo de treinamento do
mecanismo de atencdo. As Tabelas 14 e 15 também mostram que o desvio padrdao dos modelos
adversariais é mais alto na base de dados Avaliacdes do Yelp, repetindo esse comportamento
nas TS-GANs com geradores baseados em LSTM. Os outros geradores obtiveram resultados em
torno de 6,0, indicando aleatoriedade no treinamento. A Tabela 16 mostra que, embora as redes
com geradores baseados em RNN, GRU e RMC tenham conseguido inicializar corretamente o
treinamento e atingir resultados satisfatérios, todas as redes com gerador baseado em LSTM
obtiveram os melhores resultados de acordo com o teste de Wilcoxon. Nesta base de dados,
os valores absolutos s3o maiores em comparacao com as tabelas anteriores, indicando que as

TS-GANs podem aprender de forma mais eficiente com maiores quantidades de dados.
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8.1.4 Comparacao entre Funcoes de Perda

Esta secdo analisa o desempenho da TS-GAN utilizando diferentes funcdes de perda
e suas respectivas medidas de distancia. Tal comparacdo é efetuada na tarefa de geracao de

texto a partir das trés métricas de avaliacdo mais consistentes, isto ¢, BLEU-3, METEOR e
ROUGE-L.

A Tabela 18 descreve as métricas da TS-GAN (gerador LSTM e discriminador RNN) com
diferentes funcdes de perda e distancia avaliadas no conjunto de teste da base de dados Avaliacdo
de Consumidores da Amazon. A func3o de perda Contrastiva (TS-GAN-C) em conjunto da
func3do de distancia Euclidiana obteve os melhores resultados dentre as comparacdes realizadas
e reforca os resultados obtidos na Tabela 10. Por outro lado, quaisquer redes com funcdes de
perda Tripla (dificil e semi-dificil) ndo atingiram a efetividade da func3o de perda Contrastiva,
especialmente considerando a distancia Euclidiana (8, 7% inferior que a tripla dificil e 10,96%

inferior que a tripla semi-dificil).

Funcio de Perda Funcao de Distancia BLEU-3 METEOR ROUGE-L

Concatenac3o 12,44 + 0,32 21,98 40,35 24,10+ 0,35
Entropia Cruzada

Diferenca 12,56 + 0, 27 22,174 0,42 24,34 + 0,40
Manhattan 8,13+ 2,30 11,74+ 5,42 13,86 + 5,53
Contrastiva Euclidiana 13,74+0,33  24,094+0,46  27.04+0,54
Angular 12,63 + 0,23 22,18 40,23 24,43 + 0,29
Manhattan 12,53 40,21 21,794 0,25 23,76 + 0,35
Tripla (Dificil) Euclidiana 12,45 + 0,14 21,76 + 0,22 23,74 40,23
Angular 12,65 + 0,27 22,16 4+ 0,43 24,22 40,47
Manhattan 12,50 =+ 0, 20 21,77+ 0,25 23,82 =+ 0,29
Tripla (Semi-Dificil) Euclidiana 12,354 0,35 21,71 40,40 23,57+ 0,53
Angular 12,65 + 0, 37 22,09+ 0,59 24,08 + 0,63

Tabela 18 — Métricas da TS-GAN (gerador LSTM e discriminador RNN) com diferentes funcdes
de perda e distancias avaliadas no conjunto de teste da base de dados Avaliacao
de Consumidores da Amazon.

A incapacidade da distancia de Manhattan em obter métricas plausiveis com a funcdo
de perda Contrastiva é justificada pela simplicidade matematica do célculo entre as amostras

positivas e negativas®’. Todavia, a distncia de Manhattan com funcdes de perda Tripla obteve

37 O espaco da distancia de Manhattan é simples comparado ao espaco euclidiano e incapaz de representar
distribuicées mais complexas
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resultados superiores em relacao a perda Contrastiva devido a utilizacdo de triplas, as quais

aumentam o espaco de valores que a funcao de perda consegue codificar.

A Tabela 19 apresenta as métricas da TS-GAN (gerador LSTM e discriminador RNN)
com diferentes funcdes de perda e distancias avaliadas no conjunto de teste da base de dados
Avaliacdes do Yelp. A funcdo de perda Contrastiva (exceto pela distdncia Angular na métrica
BLEU-3) e Entropia Cruzada obtiveram os melhores resultados de acordo com o teste de
Wilcoxon. Esta dltima funcdo é a mesma responsavel pelo pré-treinamento dos geradores nos

modelos adversariais e beneficia-se em tarefas nas quais a convergéncia é estavel e prolongada.

Funcao de Perda Funcao de Distancia BLEU-3 METEOR ROUGE-L
Concatenacdo 24,26 +9,71 30,97 + 8,40 33,22+ 7,87
Entropia Cruzada

Diferenca 22,64 +9,37 29,53 + 8,26 31,78 £7,82
Manhattan 21,50 +10,06  27,77+10,27 29,70 + 10,38

Contrastiva Euclidiana 27,38 £ 6,87 33,72+ 6,03 35,70 £ 5,70
Angular 19,19 + 8,78 26,65 + 7,57 28,97 + 7,08

Manhattan 13,56 & 5,48 21,40 + 4,98 23,95 + 4, 83

Tripla (Dificil) Euclidiana 11,24 + 3,19 19, 66 + 2,92 22,35 + 2,91

Angular 16,10 & 7,30 23,73 + 6,50 26,08 + 6,23

Manhattan 17,17 £ 7,87 24,88 + 6, 82 27,21 + 6,52

Tripla (Semi-Dificil) Euclidiana 11,40 + 3,27 19, 36 =+ 3,60 21,82 + 4,09

Angular 14,05 + 7,07 22,16 + 5,99 24,71 + 5,83

Tabela 19 — Métricas da TS-GAN (gerador LSTM e discriminador RNN) com diferentes fungdes
de perda e distancias avaliadas no conjunto de teste da base de dados AvaliacGes
do Yelp.

Lembrando da Figura 23 (a), o gerador LSTM esta em processo de convergéncia com
um valor adequado de perda (por volta de 2,60 NLL) e com indicios de manter o aprendizado.
Portanto, a Entropia Cruzada é capaz de atingir bons valores de métricas poés-treinamento
adversarial. Note que ao compararmos as Tabelas 19 e 11, o experimento de anélise de funcdo
de perda manteve o acréscimo obtido no experimento anterior (descoberta de gerador LSTM e
discriminador RNN) e obteve 24, 97% mais BLEU-3 que o experimento inicial (Tabela 11) para
a TS-GAN-C e 18,46% menos BLEU-3 para a TS-GAN-T.

A Tabela 20 apresenta as métricas da TS-GAN (gerador LSTM e discriminador GRU)
com diferentes funcGes de perda e distancia avaliadas no conjunto de teste da base de dados

Legendas de Imagens COCO. Nesta tabela, a funcdo de perda Contrastiva obteve os melhores
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resultados de acordo com o teste de Wilcoxon, exceto pela distancia Angular. Por outro lado,
quase todas as funcdes de perda Tripla conseguiram usufruir de uma tarefa mais facil e fazer
parte dos resultados estatisticamente iguais por Wilcoxon. Embora a Tripla dificil com distancia
de Manhattan e a Tripla semi-dificil com distancia Euclidiana nao tenham obtido os melhores
resultados, elas obtiveram resultados proporcionalmente melhores em relacido a base de dados

anterior.

Funcio de Perda Funcao de Distancia BLEU-3 METEOR ROUGE-L

Concatenac3o 42,15+1,48 50,98 + 1,48 57,90 + 1,10
Entropia Cruzada

Diferenca 40,03+ 1,16 48,71 +0,81 56,27 + 0,93
Manhattan 43,65+2,39 52,06+2,46 58 73+1,89
Contrastiva Euclidiana 43,32+2,43  52,09+2.58 58 86+1,98
Angular 41,34 + 3,54 50,42 + 3,27 57,41 + 2,80
Manhattan 38,09 + 0,00 47,51 40,00 54,48 + 0,00
Tripla (Dificil) Euclidiana 43,56 +2,19 52,15+229 58 87+1,62
Angular 42,92+2,91 51,80+3,00 5853+2 24
Manhattan 42,92+2,91  51,80+3,00 58 53+2 24
Tripla (Semi-Dificil) Euclidiana 40,97 + 4,65 49,86 + 4,30 56,64 + 3,98
Angular 43,49+2,43  52,30+2,30 58,78+1,93

Tabela 20 — Métricas da TS-GAN (gerador LSTM e discriminador GRU) com diferentes funcdes
de perda e distancias avaliadas no conjunto de teste da base de dados Legendas
de Imagens COCO.

A Tabela 21 descreve as métricas da TS-GAN (gerador LSTM e discriminador GRU) com
diferentes funcdes de perda e distancia avaliadas no conjunto de teste da base de dados Noticias
do WMT EMNLP2017. Novamente, a funcao de perda Contrastiva com distancia Euclidiana
obteve os melhores resultados de acordo com o teste de Wilcoxon. Similar a Tabela 18, as
funcdes de perda Contrastiva e Tripla obtiveram resultados préximos com desvios padrdes
baixos quando comparadas a Tabela 19. As métricas finais das bases de dados AvaliacGes de
Consumidores da Amazon e Noticias do WMT EMNLP2017 (problemas de nivel médio) foram
inferiores as da Avaliacdes do Yelp (problema dificil), demonstrando que tarefas de nivel médio
beneficiar-se-do de arquiteturas mais robustas (maior quantidade de neurbnios de vetorizacdo e

ocultos).
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Funcao de Perda Funcao de Distancia BLEU-3 METEOR ROUGE-L
Concatenacdo 8,81+ 2,23 13,28 £ 4,76 15,18 + 4,97
Entropia Cruzada

Diferenca 8,42 + 2,19 12,37 £4,57 14,23 £4,75

Manhattan 11,79 + 0,24 19,38 £ 0, 32 21,48 + 0, 35
Contrastiva Euclidiana 12,96 +£0,89  21,29+1,28  23.94+ 1,60
Angular 11,94 + 0,20 19,55 + 0, 24 21,71+ 0,21

Manhattan 11,34 40,20 18,63 £ 0,22 20,54 + 0,24

Tripla (Dificil) Euclidiana 11,38 £0, 14 18,67 +0,17 20,60 + 0,15
Angular 11,77 +£0, 36 19,19 £ 0,55 21,19 + 0, 66

Manhattan 11,30 £ 0,23 18,54 + 0,31 20,48 + 0, 35

Tripla (Semi-Dificil) Euclidiana 11,40 £ 0,28 18,69 + 0,35 20,60 + 0, 43
Angular 11,43 +0,21 18,71 +0,27 20,63 + 0, 38

Tabela 21 — Métricas da TS-GAN (gerador LSTM e discriminador GRU) com diferentes fungdes
de perda e distancias avaliadas no conjunto de teste da base de dados Noticias do
WMT EMNLP2017.

Por fim, ao compararmos todos os resultados obtidos na Frente |, as metodologias de
busca propostas (busca de gerador e discriminador, busca de funcdo de perda e funcdo de
distancia) aprimoraram os experimentos iniciais descritos nas Tabelas 10 e 12, e atingiram
resultados comparaveis ao da Tabela 13. Note que no experimento de andlise de diferentes
funcoes de perda, todas as TS-GAN-Ts foram inferiores as TS-GAN-Cs e, por isso, n3o estao

totalmente presentes (pontos verdes) nas figuras a seguir.

De acordo com os resultados, a funcao de perda Contrastiva em conjunto com a
distancia Euclidiana obteve os melhores resultados no conjunto de teste da base de dados
Avaliacao de Consumidores da Amazon. Além disso, a funcdo de perda Contrastiva e Entropia
Cruzada obtiveram os melhores resultados no conjunto de teste da base de dados Avaliacoes
do Yelp. No geral, a funcdo de perda Contrastiva foi capaz de obter resultados superiores as

fungbes de perda Tripla (dificil e semi-dificil).

De maneira geral, a distancia Euclidiana se mostrou mais eficiente que a distancia de
Manhattan no caso da funcao de perda Contrastiva. Isso pode ser justificado pela simplicidade
matematica da distancia de Manhattan em comparacdo a distancia Euclidiana, o que a torna
inadequada para representar distribuicoes mais complexas. Entretanto, a distancia de Manhattan
se mostrou superior a distancia Euclidiana quando utilizada com funcées de perda Tripla, pois

essas funcoes permitem codificar um espaco de valores mais amplo.

Em resumo, os resultados mostram que a funcao de perda Contrastiva em conjunto
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com a distancia Euclidiana é a opcdo mais eficiente para o modelo TS-GAN quando utilizado
na tarefa de geracdo de de texto. Além disso, a funcdo de perda Contrastiva e a distancia
Euclidiana foram capazes de aumentar o desempenho em relacio a outras funcdes de perda e
medidas de distancia.

A Figura 26 ilustra a comparacdo da efetividade do processo de busca e modelagem
da Rede Adversarial Generativa por Similaridade Textual na base de dados Avaliacdo dos
Consumidores da Amazon. Nesta figura, as TS-GANs com os melhores geradores/discriminadores
e com as melhores funcdes de perda/funcdes de distdncia superaram em torno de 10% as
arquiteturas utilizadas nos dois primeiros experimentos. Por outro lado, na Figura 27, a

efetividade das melhores arquiteturas apenas superaram os experimentos anteriores por 2%.

Figura 26 — Anélise comparativa da efetividade do processo de busca e modelagem da Rede
Adversarial Generativa por Similaridade Textual na base de dados Avaliacdo dos
Consumidores da Amazon.

Comparagao das melhores arquiteturas Avaliacao de Consumidores da Amazon

@ LSTM/RNN + Contrastiva + Euclidiana
- LSTM/LSTM
= LSTM/RNN

valor absoluto

METEOR ROUGE-L METEOR ROUGE-L.
TS-GAN-C TS-GAN-T

Fonte: Elaborado pelo autor.

Figura 27 — Analise comparativa da efetividade do processo de busca e modelagem da Rede

Adversarial Generativa por Similaridade Textual na base de dados Avaliacdes do
Yelp.

Comparagao das melhores arquiteturas Avaliacoes do Yelp

@ LSTM/RNN + Contrastiva + Euclidiana
. STMASTM
= LSTM/RNN

valor absoluto

METEOR ROUGE-L METEOR ROUGE-L.
TS-GAN-C TS-GAN-T

Fonte: Elaborado pelo autor.
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A Figura 28 apresenta a comparacdo da efetividade do processo de busca e modelagem
da Rede Adversarial Generativa por Similaridade Textual na base de dados Legendas de Imagens
COCO. Nesta base de dados, similar a anterior, as melhores arquiteturas foram capazes de
incrementar a efetividade das arquiteturas anteriores (em torno de 3%).

Figura 28 — Anélise comparativa da efetividade do processo de busca e modelagem da Rede

Adversarial Generativa por Similaridade Textual na base de dados Legendas de
Imagens COCO.

Comparacao das melhores arquiteturas

Legendas de Imagens COCO

® LSTM/GRU + Contrastiva + Manhattan
. LSTM/LSTM
m== |STM/GRU

valor absoluto

METEOR ROUGE-L METEOR ROUGE-L
TS-GAN-C TS-GAN-T

Fonte: Elaborado pelo autor.

Finalmente, a Figura 29 ilustra a comparacdo da efetividade do processo de busca e
modelagem da Rede Adversarial Generativa por Similaridade Textual na base de dados Noticias
do WMT EMNLP2017. Nesta base de dados, apenas o experimento de busca de geradores

e discriminadores foi capaz de aumentar a efetividade da arquitetura inicial nas métricas
analisadas.

Figura 29 — Anélise comparativa da efetividade do processo de busca e modelagem da Rede

Adversarial Generativa por Similaridade Textual na base de dados Noticias do
WMT EMNLP2017.

Comparacao das melhores arquiteturas Noticias do WMT EMNLP2017

® LSTM/GRU + Contrastiva + Euclidiana
BN LSTM/LSTM
=== [STM/GRU

valor absolute

METEOR ROUGE-L METEOR ROUGE-L
TS-GAN-C TS-GAN-T

Fonte: Elaborado pelo autor.
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8.2 Frente ll

A Frente Il prop&e a otimizacao otimizacao meta-heuristica dos hiperparametros da
Rede Adversarial Generativa por Similaridade Textual. Os experimentos estao divididos em trés
analises: convergéncia da otimizacdo (anélise da funcdo objetivo), influéncia dos hiperparametros
otimizados (anélise de métricas) e anélise do custo computacional (tempo de otimizacdo +

tempo de treinamento).

8.2.1 Convergéncia da Otimizacdo

O processo de otimizacdo objetiva encontrar o conjunto mais apto de hiperparametros

e o menor valor possivel para a funcio objetivo®.

A Figura 30 ilustra a convergéncia da funcdo objetivo na base de dados Avaliacao dos
Consumidores da Amazon. Esta figura demonstra que todas as meta-heuristicas analisadas,
exceto pela FA, atingiram valores de funcao objetivo menores que 0,675. Ademais, é possivel
observar que apenas BA e CS convergiram ao longo das iteracdes de otimizacdo, enquanto GP e
PSO melhoraram uma dnica vez o valor da funcdo objetivo pds-inicializacdo. Considerando este
altimo caso (GP e PSO), as meta-heuristicas obtiveram um valor adequado pés-inicializagdo
e nao foram capazes de encontrar valores mais aptos durante o seu processo de busca.
Adicionalmente, suas configuracdes de parametros incentivam a exploracao do espaco de busca

(encontrar valores iniciais) ao invés da intensificacdo (melhorar valores aptos ja encontrados).

Figura 30 — Convergéncia da funcdo objetivo de otimizacdo na base de dados Avaliacdes de
Consumidores da Amazon.
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Fonte: Elaborado pelo autor.

38 Esta tese considera a otimizacio como um problema de minimizac3o e a func3o objetivo como a métrica
1 — BLEU-3 obtida a partir do conjunto de validacao.



113

A Figura 31 ilustra a convergéncia da func3do objetivo na base de dados Avaliacdes do
Yelp. Nesta base de dados, é possivel verificar um comportamento semelhante a base de dados
anterior, onde a meta-heuristica FA n3o obteve convergéncia durante o processo de otimizacao,
enquanto todas as outras técnicas convergiram para um ponto em comum (abaixo de 0, 65).
N3o obstante, as técnicas GP e PSO obtiveram as melhores inicializacoes aleatérias, enquanto
BA e CS conquistaram os maiores decaimentos da funcdo objetivo durante as 10 iteracdes da

otimizacao.

Figura 31 — Convergéncia da funcdo objetivo de otimizacao na base de dados Avaliacées do
Yelp.

Convergéncia da otimizacao Avaliacses do Yelp

0.95 A

0.90 4+

0.85 4

CS.

objetivo
o
[e ]
o
!
=

0.75 1 —— PSO

0.70

0.65 -

0 2 4 6 8
iteragao

Fonte: Elaborado pelo autor.

A base de dados Legendas de Imagens COCO constitui o problema mais facil dentre
os quatro analisados e, consequentemente, é menos dependente de uma configuracdo de
hiperparametros especifica. Desta forma, o espaco de busca é simples e provavel de ser bem
explorado pelas meta-heuristicas. A Figura 32 ilustra a convergéncia da funcdo objetivo na
base de dados Legendas de Imagens COCO. Nesta figura, podemos observar o comportamento
mencionado no paragrafo anterior, onde todas as meta-heuristicas, exceto pela GP, foram
capazes de convergir ao longo das iteracoes de otimizacdo. Surpreendentemente, considerando
o espaco de busca simples, a FA obteve um bom processo de convergéncia e atingiu um

resultado final tdo bom quanto a PSO, apenas superados pela CS.
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Figura 32 — Convergéncia da funcdo objetivo de otimizacdo na base de dados Legendas de
Imagens COCO.
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Fonte: Elaborado pelo autor.

Finalmente, a Figura 33 ilustra a convergéncia da funcao objetivo na base de dados
Noticias do WMT EMNLP2017. Nesta figura, é possivel observar um comportamento semelhante
as duas primeiras bases de dados, onde GP e PSO tiveram as melhores inicializacGes e mantiver-
se-am estaveis ao longo da otimizacao, localizados nos melhores pontos de minimo quando
comparadas as outras técnicas avaliadas. Ademais, a meta-heuristica CS obteve a melhor
convergéncia dentre todas as meta-heuristicas, principalmente devido a sua capacidade de
exploracdo, onde a cada iteracao, uma parcela de agentes sao descartados e inicializados

aleatoriamente, o qual proporciona um carater de diversidade a busca.

Figura 33 — Convergéncia da func3do objetivo de otimizacao na base de dados Noticias do
WMT EMNLP2017.
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A andlise comparativa mostra que as meta-heuristicas BA e CS foram as que melhor
convergiram para o menor valor possivel da funcao objetivo em todas as bases de dados
analisadas. As meta-heuristicas GP e PSO apresentaram um bom desempenho inicial, mas
ndo foram capazes de encontrar valores mais aptos durante o processo de otimizacdo. A
meta-heuristica FA ndo atingiu convergéncia em nenhuma das bases de dados. Isso sugere que
BA e CS s3o as melhores op¢Ses para o processo de otimizacdo em busca do conjunto mais

apto de hiperparametros.

8.2.2 Influéncia dos Hiperparametros Otimizados

A andlise da influéncia dos hiperparametros otimizados objetiva quantificar o processo
de otimizac3do através das métricas utilizadas na Frente |. Neste experimento, as TS-GANs
foram treinadas utilizado o protocolo definido pela Frente |, exceto pelos hiperpardametros (7,

Np, Ne, N, € A) que foram selecionados de acordo com o experimento anterior.

A Tabela 22 descreve os hiperparametros encontrados durante a otimizacdo da TS-
GAN (gerador LSTM, discriminador RNN, funcdo de perda Contrastiva e funcdo de distancia
Euclidiana) na base de dados Avaliacdes de Consumidores da Amazon. Note que a péssima
convergéncia da meta-heuristica FA esta diretamente relacionada a escolha dos hiperparametros,
os quais sdo o intervalo inferior da Tabela 9. Por outro lado, a capacidade das técnicas BA,
CS, GP e PSO em encontrar melhores valores para o niimero de neurdnios de vetorizac3do e
escondidos auxiliaram a convergéncia da rede e, consequentemente, atingiram menores valores

para a func3o objetivo (1 - BLEU-3 avaliada no conjunto de validacdo).

Adicionalmente, as taxas de aprendizado para o gerador mantiver-se-am em 0, 00001
para todas as meta-heuristicas, denotando que este valor é plausivel para o problema em
questdo. As melhores convergéncias (GP e PSO) estdo correlacionadas as técnicas que ndo
encontraram valores muito distintos para a quantidade de neurdnios (vetorizacgo e escondidos),
reforcando a ideia de que nao é aconselhavel efetuar mapeamentos que alterem fortemente o

tamanho do espaco dimensional (possibilidade de perda de informacZo).

A Tabela 23 descreve as métricas pds-otimizacdo da TS-GAN (gerador LSTM, dis-
criminador RNN, funco de perda Contrastiva e funcdo de distancia Euclidiana) avaliada no
conjunto de teste da base de dados Avaliacdo de Consumidores da Amazon. Ao compararmos
as Tabelas 18 e 23, e considerarmos a meta-heuristica CS, é possivel observar que o processo
de otimizacdo trouxe mais instabilidade as métricas (maior desvio padrdo), embora tenha
aprimorado o valor absoluto para a métrica METEOR (27,32 x 24,09). Adicionalmente, GP
atingiu o maior valor absoluto para a métrica BLEU-3, o que era esperado devido a melhor
convergéncia no conjunto de validacdo (Figura 30). Este resultado, embora seja menor em
termos absolutos a TS-GAN sem otimizagdo (13,13 x 13,74), é estatisticamente semelhante
de acordo com o teste de Wilcoxon e demonstra que o processo de otimizac3do foi capaz de

gerar um novo conjunto de hiperparametros tao bom quantos os iniciais.



Modelo Otimizador e D TN np, A
BA 0,00001  0,00100  1.023 381 8

cS 0,00001  0,01701 244 966 7

TS-GAN FA 0,00001  0,00100 128 128 1
GP 0,00001  0,10000  1.024 775 9

PSO 0,00001  0,00100 452 596 3
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Tabela 22 — Hiperpardmetros encontrados durante a otimizacdo da TS-GAN (gerador LSTM,
discriminador RNN, func3o de perda Contrastiva e funcdo de distancia Euclidiana)
na base de dados Avaliacdes de Consumidores da Amazon.

Modelo  Otimizador BLEU-1 BLEU-2 BLEU-3 METEOR ROUGE-1 ROUGE-2 ROUGE-L
BA 23,76 +8,28 16,24+4,58 11,87+3,20 23,90+941 24,89+903 11,67+2,62 22,80+7,65
cs 27,13+5,39  17,99+298  13,03+2,08 27,32+6,08 2834+580 12,49+1,69  2554+4 87

TS-GAN FA 26,07+5,69 17,32+3,02 12,40+1,98 30,90+7.55 29,05+6,03 12,90+1,85 26,57 +5,21
GP 26,95+5,32 17,97+295 13,13+2.09  26,82+5.87  2827+577 12,59+1,70  25,51+4,86
PSO 25,39+7,15 16,99+3,89 12,33+£2,69 2526+7,92 2654+773 11,93+2,16 24,03+ 6,48

Tabela 23 — Métricas pés-otimizacdo da TS-GAN (gerador LSTM, discriminador RNN, func&o
de perda Contrastiva e funcdo de distancia Euclidiana) avaliada no conjunto de
teste da base de dados Avaliacdo de Consumidores da Amazon.

A Tabela 24 apresenta os hiperpardmetros encontrados durante a otimizacdo da TS-
GAN (gerador LSTM, discriminador RNN, funcdo de perda Contrastiva e funcdo de distancia
Euclidiana) na base de dados Avaliages do Yelp. Novamente, dentre todas as meta-heuristicas
analisadas, apenas a FA n3o convergiu, enquanto todas as outras técnicas atingiram valores
préximos de func3o objetivo (reforcados pela similaridades dos conjuntos de hiperparametros

descritos na tabela).

A Tabela 25 descreve as métricas pés-otimizacdo da TS-GAN (gerador LSTM, discrimi-
nador RNN, funcdo de perda Contrastiva e funcdo de distancia Euclidiana) avaliada no conjunto
de teste da base de dados AvaliacGes do Yelp. Note que em termos absolutos, o processo de
otimizac3o foi incapaz de aprimorar os resultados das arquiteturas sem otimizacdo (Tabela 19).
A meta-heuristica PSO (melhores resultados absolutos) atingiu resultados 9, 73%, 6,54% e
5,19% inferiores para as métricas BLEU-3, METEOR e ROUGE-L, respectivamente, embora
todos os valores sejam estatisticamente iguais de acordo com o teste de Wilcoxon. Ademais,
é importante ressaltar que as técnicas que obtiveram o melhor equilibrio entre nimeros de
neurdnios de vetorizacdo e escondidos na Tabela 24 (CS, GP e PSO), foram as técnicas mais
proximas dos resultados da Tabela 19 em termos absolutos e atingiram os melhores resultados

(de acordo com o teste de Wilcoxon) na Tabela 25.
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Modelo Otimizador e D TN ny, A
BA 0,00001  0,00100  1.535 516 8

CS 0,00001  0,01394 1510  1.471 4

TS-GAN FA 0,00001  0,00100 128 128 1
GP 0,00001  0,10000  1.536  1.131 9

PSO 0,00001  0,00100  1.018  1.201 6

Tabela 24 — Hiperpardmetros encontrados durante a otimizacdo da TS-GAN (gerador LSTM,
discriminador RNN, func3o de perda Contrastiva e funcdo de distancia Euclidiana)
na base de dados Avaliacdes do Yelp.

Modelo  Otimizador BLEU-1 BLEU-2 BLEU-3 METEOR ROUGE-1 ROUGE-2 ROUGE-L
BA 28,74+ 9,54 20,52 + 9,97 17,16 + 10, 14 24,58 + 8, 88 31,754 8,02 16,09 + 8,83 28,01 + 8,02
cs 36,14+9,66  27,85+10,33  24,48+10,55 31,13+9,28  37,30+£8,60 22, 15+9.47 33,40+ 8,67

TS-GAN FA 17,61+ 0,80 9,57+0,35 6,20 + 0,23 14,86 £ 0, 30 22,70 4+ 0,36 6,93+0,17 19,26 + 0, 20
GP 35,51+9,26 27,12+10,12  23,70+10,42 30,52+9,02 36,88+8,15 21,524+9,40 32,95+8,35
PSO 36,77+ 8,81 28,36 + 9,68 24,95+ 9,96 31,65+8,65 37,94+7,97 2250+£9,00 33,94+8 14

Tabela 25 — Métricas péds-otimizacdo da TS-GAN (gerador LSTM, discriminador RNN, func&o
de perda Contrastiva e funcdo de distancia Euclidiana) avaliada no conjunto de
teste da base de dados Avaliacdes do Yelp.

A Tabela 26 informa os hiperparametros encontrados durante a otimizacao da TS-
GAN (gerador LSTM, discriminador GRU, funcdo de perda Contrastiva e fun¢do de distancia
Manhattan) na base de dados Legendas de Imagens COCO. Ao analisarmos os hiperpardmetros
encontrados, é possivel observar que embora a técnica FA tenha convergido na Figura 32, ela
foi incapaz de encontrar parametros diferentes do intervalo inferior estabelecido pela Tabela 8.
A convergéncia, neste caso, deve-se a simplicidade do problema em questdo, onde um nimero

menor de neurdnios é capaz de atingir resultados satisfatérios e comparaveis as outras técnicas.

A Tabela 27 apresenta as métricas pds-otimizacdo da TS-GAN (gerador LSTM, dis-
criminador GRU, func3o de perda Contrastiva e funcdo de distdncia Manhattan) avaliada no
conjunto de teste da base de dados Legendas de Imagens COCO. Ao compararmos as Tabelas 20
e 27, apenas a meta-heuristica PSO foi capaz de aprimorar os resultados sem otimizacdo em
termos absolutos (METEOR e ROUGE-L), enquanto todas as outras meta-heuristicas atingiram
resultados pouco inferiores (CS e FA) e muito inferiores (BA e GP). A péssima efetividade das
técnicas BA e GP é explicada pelos valores de taxa de aprendizado de gerador encontradas (3
ordens de grandeza maiores que as de CS, FA e PSO), os quais foram responsaveis por atribuir
passos largos ao otimizador e dificultar a procura de étimos locais/globais. Ao observamos a

Figura 32, as meta-heuristicas BA e GP nao convergiram t3o efetivamente quanto as outras
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Modelo Otimizador N 1D TN np, A
BA 0,02647  0,05401 419 563 7

CS 0,00001  0,04735 327 429 5

TS-GAN FA 0,00001  0,00100 128 128 1
GP 0,01850  0,02565 359 768 7

PSO 0,00001  0,05955 320 471 7

Tabela 26 — Hiperpardmetros encontrados durante a otimizacdo da TS-GAN (gerador LSTM,
discriminador GRU, func3o de perda Contrastiva e funcdo de distdncia Manhattan)
na base de dados Legendas de Imagens COCO.

meta-heuristicas e reforcam a incapacidade de treinamento quando utilizadas com uma taxa de

aprendizado alta.

Modelo  Otimizador BLEU-1 BLEU-2 BLEU-3 METEOR ROUGE-1 ROUGE-2 ROUGE-L
BA 25,34 + 0,09 21,47 40,04 16,64 + 0,02 19,04 + 0,65 25,37 40,10 18,20 0,03 25,36 + 0,09
cs 58,20+ 3,44 48 54+3 60 42,10+3,84 51,20+3,72 5864+323 40,55+352 57,87+3 14

TS-GAN FA 57,652,010 48,04+2 13  41,69+222 50,71+234 5891+165 40,52+202 5813+1 63
GP 25,52 + 0,25 21,56 0,12 16,70 = 0,08 19,23 40,72 25,54 + 0,25 18,22 40,04 25,53 + 0,25
PSO 59 54+1,52 49,78+1,92 43 36+206 52,29+191 59 84+157 4161+213 58 97+1 68

Tabela 27 — Métricas pés-otimizacdo da TS-GAN (gerador LSTM, discriminador GRU, func&o
de perda Contrastiva e func3o de distancia Manhattan) avaliada no conjunto de
teste da base de dados Legendas de Imagens COCO.

A Tabela 28 descreve os hiperparametros encontrados durante a otimizacdo da TS-
GAN (gerador LSTM, discriminador GRU, funcdo de perda Contrastiva e fun¢do de distancia
Euclidiana) na base de dados Noticias do WMT EMNLP2017. Novamente, a meta-heuristica
FA foi incapaz de selecionar valores diferentes do intervalo inferior, enquanto todas as outras
técnicas encontraram valores plausiveis durante o processo de otimizacao, fato que é reforcado

pelas curvas de convergéncia ilustradas pela Figura 33.

A Tabela 29 apresenta as métricas pds-otimizacdo da TS-GAN (gerador LSTM, dis-
criminador GRU, funcdo de perda Contrastiva e funcdo de distancia Euclidiana) avaliada no
conjunto de teste da base de dados Noticias do WMT EMNLP2017. Ao compararmos as
Tabelas 21 e 29, apenas as meta-heuristicas CS e PSO atingiram baixos desvios padroes e
resultados comparaveis a3 TS-GAN-C3° sem otimizac3o. Ademais, PSO foi capaz de aprimorar
todas as métricas analisadas (BLEU-3, METEOR e ROUGE-L) quando comparada com a

arquitetura sem otimizacdo. Este acréscimo de efetividade foi capaz de alavancar a posicdo da

39 A sigla TS-GAN-C é utilizada pois estamos considerando a funcio de perda Contrastiva neste experimento.



Modelo Otimizador e D TN np, A
BA 0,00001  0,00100  1.023 381 8

CS 0,00001  0,07720 288 785 1

TS-GAN FA 0,00001  0,00100 128 128 1
GP 0,00001  0,10000  1.024 775 9

PSO 0,00001  0,00100 519 817 5
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Tabela 28 — Hiperpardmetros encontrados durante a otimizacdo da TS-GAN (gerador LSTM,
discriminador GRU, funcdo de perda Contrastiva e funcdo de distancia Euclidiana)
na base de dados Noticias do WMT EMNLP2017.

TS-GAN-C dentre as arquiteturas adversariais, atingindo o melhor resultado quando comparada

com os resultados estado da arte (anteriormente, apenas a GSGAN tinha obtido resultados
melhores que a TS-GAN-C).

Modelo  Otimizador BLEU-1 BLEU-2 BLEU-3 METEOR ROUGE-1 ROUGE-2 ROUGE-L
BA 24,07+4,32 16,90+£2,56 12,65+1,90 2526+530 2520+4,71 12,40+1,60 23,63+4,19
cs 25,23+1,08 17,34+0,890 12,88+0,78 2549+238 2599+128 12,28+0,82 24,10+1,28

TS-GAN FA 18,01 £ 5,65 12,39 £ 2,65 8,88+ 1,67 14,08 + 4,90 18,26 £ 5,95 8,77+1,33 16,87 + 4,89
GP 22 71+5,80 16,14+3,45 12,20+2,61  23,64+7,10 2384+6,37 12,06+2,20 2242+5,66
PSO 2521+1,10 17,58 +0,78 13,25+0,63  26,21+1,95 26,23+1,37 12,76+0,67 24,45+1,28

Tabela 29 — Métricas pés-otimizacdo da TS-GAN (gerador LSTM, discriminador GRU, func&o
de perda Contrastiva e funcdo de distancia Euclidiana) avaliada no conjunto de
teste da base de dados Noticias do WMT EMNLP2017.

8.2.3 Analise do Custo Computacional

O (ltimo experimento visa comparar o custo computacional (tempo em horas) entre as

arquiteturas analisadas (recorrentes, adversariais e otimizadas). As Tabelas 30, 31, 32 e 33

apresentam os tempos médios de treinamento e otimizacao, em horas, dos modelos recorrentes

e adversariais nas bases de dados Avaliacido do Consumidores da Amazon, AvaliacGes do Yelp,
Legendas de Imagens COCO e Noticias do WMT EMNLP2017, respectivamente.
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Tipo Modelo Treino BA CS FA GP PSO
RNN 0,71+0,07 - - - — _
Recorrente LSTM 1,08 £0,10 - — - — —
GRU 1,04 +£0,11 — — — — _
RMC 5,07£0,15 - — — — _
SeqGAN 36,18 £9,92 - - - _ _
MaliGAN 5,57+1,19 - - - _ _
Adversarial GSGAN 1,3540,14 - - - _ _
RelGAN 5,75+0,29 - — - — _
TS-GAN 14,67 £ 2,53 135,05 £ 6, 18 192,90 + 8,31 65,00 £ 0,43 70,45+ 4,12 67,70 £ 5,38

Tabela 30 — Tempo médio de treinamento e otimizacao, em horas, dos modelos recorrentes e

adversariais na base de dados Avaliacdo do Consumidores da Amazon.

Tipo Modelo Treino BA CS FA GP PSO
RNN 0,79+ 0,01 - - _ _ _
Recorrente LSTM 1,16 £ 0,01 — - — — _
GRU 1,05 £0,01 - - - _ _
RMC 4,40 £ 0,01 — — — — _
SeqGAN 17,72£0,49 — — — — —
MaliGAN 3,13+£0,07 - - — — _
Adversarial GSGAN 1,96 & 0,02 - - — _ _
RelGAN 7,09+ 0,04 — - — — _
TS-GAN 7,21 £0,09 105,58 49,47 161,75 £ 8,23 42,57+ 0,75 56,22 + 3,73 53,45+ 4,01

Tabela 31 — Tempo médio de treinamento e otimizacao, em horas, dos modelos recorrentes e

adversariais na base de dados Avaliacoes do Yelp.
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Tipo Modelo Treino BA CS FA GP PSO
RNN 0,20 £ 0,32 - - - _ _
Recormente LSTM 0,37+0,56 - - _ _ _
GRU 0,19+ 0,36 - - — — _
RMC 0,52+0,95 - - - _ _
SeqGAN 3,51+3,34 — — — — _
MaliGAN 2,10 £ 2,68 - — — — _
Adversarial GSGAN 0,72+ 1,11 - - _ _ _
RelGAN 0,46 + 0,27 - - - _ _
TS-GAN 1,26+0,55  36,67+13,12  51,82+7,47  10,84+0,25  21,87+4,66 18,40 + 5,40

Tabela 32 — Tempo médio de treinamento e otimizacdo, em horas, dos modelos recorrentes e

adversariais na base de dados

Legendas de Imagens COCO.

Tipo Modelo Treino BA CS FA GP PSO
RNN 0,98 + 0,00 - - — - _
Recorrente LSTM 1,44+ 0,01 - - — — _
GRU 1,38+ 0,01 - - — — —_
RMC 6,73+ 0,01 - _ _ _ _
SeqGAN 33,37+0,55 - - — — —
MaliGAN 6,00+ 0,04 - — — — —
Adversarial GSGAN 1,754 0,00 - - - _ _
RelGAN 7,45 40,01 - - _ _ _
TS-GAN  14,97+0,10  189,10+£11,05  278,65+8,11  92,15+0,17  100,50+£4,51  97,45+6,07

Tabela 33 — Tempo médio de treinamento e otimizacdo, em horas, dos modelos recorrentes e
adversariais na base de dados Noticias do WMT EMNLP2017.
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Note que para todos as bases de dados, exceto pela Legendas de Imagens COCO, as
RNNs obtiveram o menor tempo de treinamento de acordo com o teste de Wilcoxon. A excecao
(Legendas de Imagens COCO) deve-se a simplicidade da base de dados e ao pequeno tamanho
de sequéncia utilizado, o qual é estatisticamente indiferente quando comparados as outras

arquiteturas recorrentes.

Ao compararmos as arquiteturas adversariais, é possivel observar que as SeqGANs
obtiveram os piores tempos de treinamento devido a utilizacdo das cadeias de Monte Carlo
(operacdes de alta complexidade) para a geracdo de recompensas utilizadas nos gradientes
do gerador. Em contrapartida, as TS-GAN demonstraram alta eficiéncia quando utilizadas
em tamanhos de sequéncia pequenos (Legendas de Imagens COCO), superando os tempos
de treinamento da MaliGAN. Entretanto, em bases de dados com tamanhos de sequéncia
maiores, a MaliGAN obteve um tempo médio de treinamento menor que a TS-GAN*°. Por
fim, as meta-heuristicas atingiram os piores tempos de treinamento devido a intrinsidade do

processo de otimizacdo, o qual avalia n vezes a funcio objetivo*.

40 Ambas arquiteturas utilizam o mesmo algoritmo de treinamento, porém, a TS-GAN necessita de mais tempo
para treinar o discriminador baseado em similaridade com tamanhos de sequéncia grandes

41 Funcdes objetivos mais demoradas, por exemplo, treinamento e validac3o de arquiteturas, ocasionam em
um maior tempo de otimizacao.



O Conclusoes e Trabalhos Futuros

O Processamento de Linguagem Natural tornou-se uma ferramenta amplamente utilizada
em nosso cotidiano. A possibilidade de compreender e reproduzir automaticamente a capacidade
linguistica do ser humano fomenta e desenvolve esta area. Entretanto, os problemas desta area
ndo sao triviais, necessitando de conhecimentos mais robustos para a solucao dos mesmos. Na
dltima década, boa parte da comunidade de Inteligéncia Artificial direcionou seus recursos para
a resolucdo de problemas de Processamento de Linguagem Natural, atingindo resultados estado
da arte nas mais diversas tarefas, tais como, classificacdo de textos, analise de sentimentos,

reconhecimento de entidades nomeadas, dentre outras.

Uma tarefa que desperta grande interesse é a geracao de texto, pois serve como base de
aprendizado de como uma linguagem ¢ estruturada e utilizada. Em outras palavras, a geracao
de texto permite com que a maquina entenda a estrutura de nossa forma de comunicacao,
bem como a utilize para realizar tarefas mais complexas e que necessitem de uma base de
compreensdo. Entretanto, tal tarefa é de dificil execucdo, dado que o texto gerado precisa ser
lexicalmente correto, sintaticamente adequado e semanticamente plausivel. Adicionalmente,
sequéncias de textos sao estruturas discretas, ndo sendo perfeitamente adequaveis para a
metodologia das Redes Neurais Recorrentes ou Redes Adversariais Generativas. Outro problema
do Aprendizado de Maquina em geral é a vasta utilizacdo de hiperparametros, os quais sdo
extremamente sensiveis ao contexto de aplicacdo. Recentemente, técnicas inspiradas pela
natureza, denominadas de meta-heuristicas, vem sendo utilizadas para modelar tal problema
em um processo de otimizacdo, onde seus agentes guiam uma func3o objetivo em busca dos

valores mais aptos a minimiza-la.

Esta tese aborda duas frentes a fim de solucionar os problemas supracitados, isto é,
geracdo artificial de texto e selecdo de hiperparametros de modelos de Processamento de
Linguagem Natural. A primeira frente é estruturada através da proposicao da Rede Adversarial
Generativa por Similaridade Textual, a qual é composta por um discriminador com funcdes
de perda baseadas em similaridade. Ademais, esta arquitetura utiliza a similaridade com o
objetivo de melhorar a discriminacdo entre dados artificiais e reais, bem como atacar o problema
da instabilidade de convergéncia do treinamento de modelos adversariais. Os experimentos
conduzidos na Frente | demonstram a capacidade da arquitetura proposta, atingindo resultados
comparativos as arquiteturas estado da arte e aprimorando o estado da arte em duas de quatro
bases de dados. Ademais, o experimento de busca pela arquitetura ideal (tipo de gerador,
discriminador, funcdo de perda e funcdo de distancia) foi capaz de aprimorar os resultados

obtidos pelas versoes iniciais da TS-GAN.

A segunda frente foi estruturada através da utilizacdo de meta-heuristicas, tais como,
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Algoritmo do Morcego, Algoritmo do Vagalume, Busca do Cuckoo, Otimizacao por Enxame de
Particulas e Programacao Genética, para selecionar os hiperparametros dos modelos aplicados
na primeira frente. O intuito é verificar a existéncia de conjuntos de hiperpardmetros melhores,
bem como, possiveis aperfeicoamentos para as arquiteturas utilizadas na Frente |. Os resultados
experimentais obtidos na Frente || demonstraram a capacidade do processo de otimizacdo em
encontrar conjuntos de hiperparametros capazes de aprimorar as métricas analisadas, embora

ocasionaram um aumento no tempo total do procedimento (treinamento + otimizac3o).

Além das metodologias e experimentos propostos para solucionar os dois problemas
mencionados, a presente tese contribuiu para a comunidade cientifica através da implementacdo
de bibliotecas de Adversarial aplicadas ao Processamento de Linguagem Natural, Redes Siamesas
e otimizacao meta-heuristica, e através da publicacdo de resultados e inovacGes em conferéncias

e periddicos correlatos.

Finalmente, conforme demonstrado nos experimentos propostos, a utilizacdo de técni-
cas meta-heuristicas e, virtualmente, quaisquer processos de pés-otimizacdo, demonstram-se
bastante Gteis. Entretanto, o alto custo computacional inviabiliza sua aplicacao em problemas
cotidianos, inclusive em aplicacbes on-the-fly, isto é, processamento e saida de dados em
tempo real. Desta forma, uma interessante area que esta recebendo atencdo da comunidade
de pesquisa é a utilizacdo de métodos de aproximacao durante o processo de otimizacao, ou
seja, a utilizacdo de funcdes objetivos mais eficientes e com menores custos computacionais,
e que proporcionam mesma efetividade aos objetivos tradicionais (treinamento completo).
Portanto, a pesquisa em funcGes objetivos mais eficientes através da exploracdo de técnicas de
aproximacao, por exemplo, ranqueamento de arquiteturas, é uma dos principais ideias a serem

exploradas em trabalhos futuros.
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Apéndices



APENDICE A — Exemplos de Textos Gerados

Este apéndice apresenta exemplos de textos gerados a partir de sementes do conjunto
de teste para todas as arquiteturas e bases de dados utilizadas. A motivacao por tras destes
exemplos é concretizar as diferencas semanticas proporcionadas pelas TS-GANs em comparacdo
as arquiteturas estado da arte*?. Ademais, os exemplos também ilustram ocorréncias de
processos de pés-otimizacdo falhos (incapacidade de convergéncia) e a sua influéncia na

geracao de textos.

A.1 Avaliacio de Consumidores da Amazon
Referéncia: although i have found that i must double check that the app is
on before i let my children play i find this app to

RNN: although i am not fond of netflix this is a good application to use for it
netflix is an odd concept for me and i

LSTM: although i love that you can play this game for hours

GRU: although i am not fond of netflix this is a good application to use for it
netflix is an odd concept for me and

RMC: although i was nt able to
SeqGAN: although i am really good at silly time not worth paying for hidden items

MaliGAN: although i did not realize there was really going though it did not work on

kindle fire hd he does not have a camera when they,
GSGAN: although i can move your parts making i mean i m on the song and it works
RelGAN: although i have always loved on my laptop

TS-GAN-C: although i love mystery hidden object games and i think th is one of the
better matching game i

TS-GAN-T: although i am not fond of netflix this is asking if i want to waste
my time downloading

BA: althoughi000000000000000000000000

CS: although i hate it was not to easy and takes you back to play maybe you do nt get

42 Os exemplos mais préximos as referéncias foram destacados.



bored
FA: although i am so tiny but it s not letting me play the game on my kindle fire
GP: although i am not fond of netflix i have to delete it then re install

PSO: although i am an avid google calendar after each move i had to pay bills money

out of the house fun i like the graphics are,



A.2 Avaliactes do Yelp

Referéncia: this bar louie location is always the worst experience the service
is just always disappointing clearly no interest in establishing an interaction with
customers very robotic and hardly ever come back to the table bringing food out

wrong and not

RNN: this bar is a cool spot for drinking beers with your buddies and looking over the
river at boston but its definitely not a place to go for a good meal or for cocktails we thought

the food was not

LSTM: this bar is a bit of the best in the area i was in the area and i am so glad we
did not a

GRU: this bar food is a great spot to stop for a vanilla chai latte i always wouldnt want

to sell me a month so i decided to try it out i love this place my husband and i both left a,

RMC: this bar is a convenient place to go the place to get my food to go the food is

really good and the service is so good the food is okay efficient but

SeqGAN: this bar is a unique place for breakfast the breakfast portion is large and
pricey the food is not my taste probably i am from the us the food at this place like mix with

frenchmoroccan overall this place is packed,

MaliGAN: this bar place is a hidden gem literally hidden as you have to walk through a
chinese restaurant to get there the place is small cozy and charming inside and the food is

better than what you might find in

GSGAN: this bar staff is attentive and i always seem to find a seat for lunch or dinner
the chicken satay is decent but looks like polynesian warfare and try staying away from the

mushroom appetizer reminiscent of a wolfgang pucks concoction,

RelGAN: this bar is one of the best spots i have ever eaten at the food has always been

good and the service is spot on maybe it is because it is attached to the hotel it has a very

TS-GAN-C: this bar as we saw orcas and the hump was the best pizza i have to agree
with steve seeing as how i was a pretty cool little place my husband and i went to the closet

inspection location to where,

TS-GAN-T: this bar from the drinks down to the atmosphere every time ive gone here
the staff has always been super friendly and willing to talk through each cocktail the cocktail
isnt arent cheap but they are worth

BA: this bar got a great chicken tikka masala dont have to go all the way to cambridge
anymore also try their chicken tikka pizza its got tikka masala instead of regular sauce chicken

onions and peppers really good also i

CS: this bar the cocktail i came in for happy hour joints the peopleawesome for that its



SO many years so
FA: this bar spot me and i eat

GP: this bar is in a brilliant location it offers a convenient spot not only for its patrons
but also passersby who walk around the mall and in fact some walk by the opposing balcony

by the escalator where there is

PSO: this bar is not a huge the restaurant that has been great ive been here a handful
of times and i have never had a bad meal its the closest thing you can get to north end quality

italian without having,



A.3 Legendas de Imagens COCO

Referéncia: a man is playing a fiddle in his kitchen
RNN: a man replica with a clock as the receiver helping ready,
LSTM: a man toilet with a toilet

GRU: a man stove stove with multiple multiple computers or just just,
RMC: a man is a toilet with a toilet with a toilet

SeqGAN: a man is playing violin in his kitchen
MaliGAN: a man in a wheelchair and another sitting on a
GSGAN: a man just sits next to his horse in an alley,

RelGAN: a man sitting on a street bench by a bike in,
TS-GAN-C: a man is playing violin in his kitchen
TS-GAN-T: a man sits on a street bench by a bike

BA: a man umbrella umbrella umbrella umbrella umbrella umbrella umbrella umbrella

umbrella,
CS: a man is sitting on a bench next to a
FA: a man is playing violin in his kitchen
GP: a man riders riders ascending break gravel rain gravel rain gravel,

PSO: a man is sitting on a bench next to a



A.4 Noticias do WMT EMNLP2017

Referéncia: after a tough year in 2014 when i was come back from back

surgery i think i m now established again at the top of

RNN: after a couple of hours we were told it was safe to come out and we were put

back on a plane home within hours
LSTM: after a computer finish the world s most powerful nation is just making it

GRU: after a certain amount of time i knew i was in big trouble white told good morning

america in an exclusive interview
RMC: after a viewed in the oval up to the city

SeqGAN: after a few days later just after dark soldiers at risk on many black security
and environmental protection where he calls for the obama administration has,

MaliGAN: after a couple of hours we were told other countries with high smartphone

ownership where by the government has since been their president wrote
GSGAN: after a couple but now i know if you i m happy

RelGAN: after a lot of this to bring year anything and we are a big impact more in

going terms

TS-GAN-C: after a certain amount of time i can play and i want to go out there and

raising everything from the wonder it s

TS-GAN-T: after a couple of hours after being taken by looking for about 30 years

myself as ever for australia and there was a foreign office

BA: after a few days ago more time to a new series characters from the star wars

franchise america needs to include tax on the table

CS: after a few minutes of trading at the age of 11 times said of the previous year

clinton
FA: aftera000000000000000000000000,

GP: after a certain amount of time in iowa is going to be the best measure of the rest
of the world so i like kind of,

PSO: after a local young children league more than 48 hour industrial action starting

on 26 january and will gather near the stage to the two days,
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