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Resumo 

O tambaqui (Colossoma macropomum) é o peixe neotropical mais produzido em água 

doce na aquicultura sul-americana, sendo uma espécie alvo para os programas de 

seleção genética. Apesar de pesquisas que contribuíram com o avanço de produção da 

espécie nos últimos anos, não há informações sobre parâmetros genéticos voltados a 

características de coloração e/ou padrão de manchas ventrais, e suas implicações no 

desempenho produtivo/genético da espécie. Como também não há estudos ligados a 

inteligência artificial que possam integrar características de coloração nos programas de 

seleção genética utilizando sistemas automatizados de visão computacional (CVS). O 

objetivo desse estudo foi analisar se o padrão de manchas ventrais pode ser inserido 

como critério de seleção em programas de melhoramento genético voltados ao 

tambaqui e desenvolver um CVS para automatização da predição dessa característica, 

utilizando uma máscara R-CNN com 18 camadas, a fim de reduzir custos 

computacionais e facilitar a incorporação da mesma em programas de seleção. Foram 

utilizadas duas populações de tambaquis pertencentes ao CAUNESP, uma para análise 

dos parâmetros genéticos (herdabilidade e correlações genéticas e fenotípicas) das 

manchas ventrais com características de crescimento e rendimento e a outra para 

desenvolvimento do CVS. As análises genéticas demonstraram que a área de mancha 

ventral da espécie é uma característica com herdabilidade moderada (0.16 ± 0.10), com 

correlações genéticas que variaram entre moderadas e altas, mas em sua maioria altas, 

sendo as maiores e menores correlações significativas entre a área de mancha e 

rendimento de costela (0.99 ± 0.06) e rendimento de lombo (0.46 ± 0.03), 

respectivamente. Todas as correlações fenotípicas variaram de baixas a moderadas, 

com valores negativos. A análise de correlação de Pearson das medições manuais e 

preditas, apresentou-se alta e positiva (0.92%), demostrando que o CVS desenvolvido 

pode ser utilizado para fenotipagem em larga escala da característica. Os resultados 

indicaram que a área de manchas ventrais pode ser considerada como critério para os 

programas de seleção, e a abordagem deep learning validada pode ser utilizada para 

fenotipagem em larga escala da característica. 

Palavras-chave: tambaqui, coloração, deep learning, seleção. 
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Abstract 

The tambaqui (Colossoma macropomum) is the most produced neotropical fish 

in freshwater in South American aquaculture, being a target species for genetic 

selection programs. Despite research that has contributed to the advancement of 

production of the species in recent years, there is no information on genetic 

parameters focused on color characteristics and/or pattern of ventral spots, and 

their implications on the productive/genetic performance of the species. Also, 

there are no studies related to artificial intelligence that can integrate color traits 

into genetic selection programs using automated computer vision systems (CVS). 

The objective of this study was to analyze whether the pattern of ventral spots 

can be inserted as a selection criterion in genetic improvement programs aimed 

at tambaqui and to develop a CVS to automate the prediction of this 

characteristic, using an R-CNN mask with 18 layers, in order to to reduce 

computational costs and facilitate its incorporation into selection programs. Two 

populations of tambaqui belonging to CAUNESP were used, one for the analysis 

of genetic parameters (heritability and genetic and phenotypic correlations) of 

ventral spots with growth and yield characteristics and the other for CVS 

development. The genetic analyzes demonstrated that the ventral spot area of 

the species is a trait with moderate heritability (0.16 ± 0.10), with genetic 

correlations that varied between moderate and high, but mostly high, with the 

highest and lowest significant correlations between the area of spot and rib yield 

(0.99 ± 0.06) and loin yield (0.46 ± 0.03), respectively. All phenotypic correlations 

ranged from low to moderate, with negative values. Pearson's correlation 

analysis of manual and predicted measurements was high and positive (0.92%), 

demonstrating that the developed CVS can be used for large-scale phenotyping 

of the trait. The results indicated that the area of ventral spots can be considered 

as a criterion for selection programs, and the validated deep learning approach 

can be used for large-scale phenotyping of the trait. 

Keywords: tambaqui, coloring, deep learning, selection. 
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1. Introdução Geral

1.1. Aquicultura 4.0 

No decorrer dos anos, ocorreram várias revoluções tecnológicas que vem 

facilitando a vida das pessoas, separando trabalho humano do que é realizado 

por máquinas. Os avanços tecnológicos iniciaram-se com o desenvolvimento do 

motor a vapor no século 18, que proporcionou o surgimento das primeiras 

indústrias que substituíram o trabalho artesanal, surgindo a revolução industrial 

(BLOEM et al., 2014). Com a segunda revolução industrial ocorreu o 

desenvolvimento de indústrias químicas, elétricas, de aço e petróleo, como 

também avanços na comunicação e nos meios de transporte (FANTE et al., 

2021). Entre 1950 e 2010, com o marco da substituição gradual da mecânica 

análoga pela digital, uso de microcomputadores e a criação da internet, houve a 

terceira revolução (SCHWAB, 2017). Mais recentemente, a partir de 2011, 

iniciou-se a quarta revolução industrial ou “revolução 4.0”, que é centralizada no 

uso de tecnologias modernas, como a internet das coisas (IoT), nanotecnologia 

e inteligência artificial (IA), que unem conhecimentos digitais, biológicos e físicos 

oferecendo soluções customizadas (KOCH et al., 2014) e criando sistemas 

inteligentes, que quando aplicados aos sistemas de produção, tem capacidade 

de resolução de problemas de forma autossuficiente. 

A aquicultura, por também se tratar de um processo produtivo, segue a 

mesma nomenclatura, dando origem a “Aquicultura 4.0”, onde os dados são 

obtidos por equipamentos de monitoramento, armazenados em bancos de dados 

compartilhados, podendo ser acessados por computadores ou smartphones 

(BARTZ, 2021). Algo que viabiliza as aplicações tecnológicas na aquicultura é 

que os sistemas de produção de organismos aquáticos ocorrem principalmente 

em sistemas controlados ou semicontrolados, tornando as ferramentas 

tecnológicas muito importantes para planejar, manejar e controlar com eficiência 

os mesmos (MOREIRA e MOREIRA, 2017). 

Apesar do aumento das contribuições da aquicultura para a produção 

global de organismos aquáticos, que desde o ano 2000 vem apresentando 

crescimento de 5,3% ao ano (FAO, 2020), ainda é necessário que soluções 

inovadoras sejam adotadas para solucionar problemas como: poluição da água, 

surtos de doenças, qualidade de alevinos e reprodutores, dentre outros 
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(FEARGHAL, 2019; MICHAEL, 2019). Essas inovações também podem 

contribuir com os desafios que são enfrentados por todos os setores de produção 

de alimentos, dentre eles, as mudanças climáticas, crescimento populacional e 

a concorrência crescente por recursos naturais (SIQUEIRA, 2018). 

Mesmo a aquicultura 4.0 sendo uma realidade no cenário mundial, é 

notório que no Brasil ainda são limitados os estudos e tecnologias voltadas a 

esta área (FONSECA et al., 2022). Sendo necessário que as empresas 

emergentes da aquicultura se concentrem no desenvolvimento de tecnologias 

que permitam impulsionar o setor, proporcionando diminuição nos custos de mão 

de obra, aumentando a produção e qualidade dos produtos ofertados, redução 

dos ciclos de produção, melhor desempenho dos animais e como consequência 

uma maior lucratividade dos sistemas e competitividade no mercado interno e 

externo (MARMENTINI et al., 2022). 

Para tanto, deve ser levado em consideração a velocidade com que a 

tecnologia vem se desenvolvendo e os avanços já disponíveis que vão desde o 

uso da Tecnologia da Informação (TI) nas áreas de Internet das Coisas (IoT), 

computação em nuvem (Cloud Computing) até a Inteligência Artificial (IA), e suas 

subcategorias: a Machine Learning (aprendizado de máquina), que utiliza 

algoritmos para fazer com que computadores realizem tarefas, aprendam com 

elas e sejam capazes de gerar soluções; e a Deep Learning (aprendizagem 

profunda), que faz uso de algoritmos mais complexos, baseando-se nas redes 

neurais, imitando o cérebro humano com maior fidelidade, possibilitando 

análises mais complexas e profundas. Tais tecnologias vêm fornecendo serviços 

de fácil acesso para uma ampla variedade de atividades, permitindo o 

desenvolvimento de dispositivos inteligentes habilitados em coletar e 

compartilhar informações, acelerando tarefas e automatizando atividades 

rotineiras (MATTERN e FLOERKEMEIER, 2010; ROUSE, 2020). 
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6.6 Conclusão 

Os resultados deste estudo indicam que a área de manchas ventrais do 

tambaqui é uma característica importante, podendo ser implementada como 

critério de seleção nos programas de melhoramento genético. Diante 

disso, apresentou-se um modelo de aprendizado profundo rápido 

para desenvolvimento do primeiro CVS para predição da característica, a 

fim de facilitar a incorporação da mesma de forma automatizada em 

programas de seleção. 
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