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TAKAHASHI, L. Abordagens de Sistemas Inteligentes para a Solugdo do
Problema de Despacho Econémico de Geraguru, 2004. 143p. Dissertacao
(Mestrado em Engenharia Industrial) — Faculdade de Engenharigyu€ae

Bauru, Universidade Estadual Paulista “Julio de Mesquita Filho”.

RESUMO

O presente trabalho desenvolve duas abordagens baseadas em sistemas
inteligentes, redes neurais artificiais e algoritmos gev&ti para resolver
problemas de Despacho Econdmico (DE) com a incorporacéo das ristiaate

ndo lineares e pontos de vélvula na funcdo custo das unidades geradoras e
sistemas de geracéo. Os algoritmos de otimizagdo convencianaptésentado
problemas para resolver o DE nos casos em que as fun¢des envolvidestapre
caracteristicas de ndo convexidade e/ou nao diferenciabilidadebokdagens
neurais, mais especificamente a rede de Hopfield, mostram-sefemamentas
adequadas no estudo do DE quando fun¢des objetivo ndo convexas sao estudadas.
Na Rede de Hopfield Modificada (RHM) aqui analisada, alguns praislem
rotineiramente encontrados em outras abordagens neurais, tais cag@esol
infactiveis e a ndo convergéncia aos pontos de equilibrio (Que represemia
solucédo para o sistema), sdo tratados de forma eficiente eacoAURHM tem

tido ainda um bom desempenho no que diz respeito a velocidade de conaergénci
se comparada com outras abordagens neurais, que em geral apresentam um
namero excessivo de iteragbes com um consequiente aumento do esforco
computacional. Ja os Algoritmos Genéticos (AG) tém a facilidedee adaptar a
problemas com caracteristicas ndao-lineares eliminando as dhfiad
apresentadas pela aplicacdo de métodos classicos relaciordeta®@tinuidade

da derivada da funcdo custo e a existéncia de vérios pontos de lntoaiss

Assim sendo, a abordagem de Algoritmo Genético proposta nestehdrabal
consegue tratar de forma eficiente modelos de DE mais preagssguais a
funcdo custo das unidades geradoras leva em consideracdo chcaderis
altamente ndo-lineares, tais como pontos de valvula (que tornamc@ofnao
diferenciavel). Resultados da simulacdo e uma analise commpadss duas
abordagens para a solugédo do DE sdo apresentados utilizando sistema® t

IEEE.

Palavras-chave: Despacho Econbmico, Redes Neurais Artifiédgsritmos

Genéticos, Pontos de Valvula.



TAKAHASHI, L. Intelligence Systems Based Approaches from Solving the
Economic Dispatch Problem®&auru, 2004. 143p. Dissertagdo (Mestrado em
Engenharia Industrial) — Faculdade de Engenharia, Campus de Bauru,

Universidade Estadual Paulista “Julio de Mesquita Filho”.

ABSTRACT

The present work develops two intelligent system approachescialrtneural
networks and genetic algorithms to solving economic dispatch (DE) prolsems
which the valve point loading is introduced in the cost function analysis.
Conventional optimization algorithms have presented some drawbacks when
solving certain DE problems presenting non-convexity or non-differeliyabi
issues. The neural approaches, specially the Hopfield network, havenpgts
efficiency as good tools for solving the DE when such problemepteson-
convex objective functions. In the Modified Hopfield network (RHM)dgtd in

this work some problems being highlighted in the literature, siscinfeasible
solutions or bad convergence rates to the equilibrium points, have beeivalifec
handled. The RHM has also presented a good convergence rate wipamezbito
other neural approaches, which, in general, take thousands of iteragachame
solution. The Genetic Algorithms (GA) have proven to be suitablesdbring
optimization problems presenting non-linear and non-differentiable cost functions.
Thus, the genetic algorithm approach presented in this work iscabtdve more
accurate DE problems. The valve point introduces non-differentiability
characteristics in the objective function. Simulation results amdnaparative
analysis of the intelligent approaches studied in this work areipied in the
final sections.

Keywords: Economic Dispatch, Neural Networks, Genetics Algorithviadve
Point Loading.
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CAPITULO 1

Introducéao

O capitulo 1 apresenta uma breve introducdo do trabalho, os objetivos e

as informacdes gerais desta dissertacéo.
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1.1. Introducéo

O problema de Despacho Econémico (DE) tem como obijetivo principal o
calculo dos niveis de geracdo de cada unidade geradora, de modo a suprir
inteiramente a demanda da maneira mais econdmica possivepeitardo
determinadas restricbes fisicas e operacionais preesidbsle(SURVEY;
CARPENTIER, 1962) e (HAPP, 1977).

Alguns modelos de DE sdo propostos e estudados neste trabalho. A
diferenciacdo entre os modelos esta basicamente relacionaesabd@mmento da
representacdo dos sistemas de geracdo e transmissdo. No modglo ma
simplificado (STEINBERG; SMITH, 1934) e (HAPP, 1977), conhecido na
literatura como Despacho Econdmico Cléassico (DEC), adota-se aamgéof
objetivo os custos de geracdo das unidades térmicas, sendo consi@sradas
restricbes canalizadas nas geracfes (limites de gerabfie§)EC o sistema de
transmissdo € representado de forma muito simplificada, cujecées de
igualdade estabelece que o somatorio de toda a geracdo dewe éggdamanda
total do sistema.

O segundo modelo aqui estudado também adota os custos de geracao das
unidades térmicas como funcéo objetivo. Este modelo e os subsequented alé
considerar as restricdes canalizadas nas geragoes, incorpqasemeacao do
sistema de transmisséo por meio de equacdes de fluxo de inaayael limites
nos fluxos de poténcia ativa nas linhas.

Apos a inclusdo do sistema de transmissdo na representacao mwa,siste
um novo termo € incorporado na fungéo objetivo do terceiro modelo estudado de
maneira a otimizar as perdas relacionadas ao sistemandenigado. A funcao
objetivo total € separavel em duas func¢des: uma representandodas per
sistema de transmissdo e outra associada as perdas deo geidrgailica
(SOARESet al, 1997) ou aos custos de geragdo térmica. Logo, trata-se de um
problema de otimizacdo multi-objetivo.

Por fim, estuda-se o problema de Despacho Hidrotérmico. A funcéo

7

objetivo € constituida pela funcdo que representa os custos de geracdo da
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unidades térmicas e pela funcdo associada as perdas de gedagélichi No
conjunto de restricdes sao consideradas também as faixas deawavida quais
as unidades de geracgédo hidraulica ndo podem operar.

Problemas de Despacho Econdmico tém sido resolvidos por uma
variedade de técnicas de otimizacgao, tais como: fluxo em ret@ €t al, 1984),
programacao quadratica (REHD al, 1973), método dos pontos interiores (YAN
et al, 1997), dentre outros.

A metodologia utilizada nesta dissertagéo para a solucao dosnpashde
Despacho Econdmico € baseada em técnicas de sistemas irgsligAnt
Inteligéncia Computacional surgiu a partir das técnicas capaeereproduzir
sistemas computacionais inspirados na natureza. A analogia edispasitivos
naturais e artificiais despertou o interesse humano pelo desersalginde
processos de imitacdo da natureza. Redes neurais artifistemasfuzzy
agentes autbnomos e técnicas baseadas em computacdo evolutivamtais c
Algoritmos Genéticos estao dentro do contexto da Inteligéncia Computacional.

A Rede de Hopfield Modificada (RHM), como demonstrado em (SILVA
et al.,, 2001) apresenta grandes vantagens em relacdo a grande maioria das
abordagens neurais. A RHM, por meio da técnica de projecdo no subespaco
valido, separa os termos de confinamento, relacionadas ao conjuntel feoti
problema, e de otimizacao, relacionada a funcdo objetivo, em duas fulezbes
energia, de modo que ndo sdo mais necessarios que constantes decfgmndera
sejam estimadas. Este procedimento tem contornado os problemas de
convergéncia e infactibilidade das redes de Hopfield Convencionasstr&stlho
propde um aprimoramento da RHM por meio da proposi¢ao e desenvolvimento de
um controlador l6gico nebuloso para acelerar a convergéncia ao ponto de
equilibrio da rede.

Embora eficiente em muitos aspectos numéricos, a RHM tambéna é u
técnica baseada em calcul@afculus-based Técnicas baseadas em calculo
buscam pelo 6timo local por meio da resolucdo de um conjunto de equacgdes
normalmente néo-lineares. Esta técnica apresenta algumeigraefis quando é

aplicada para resolver um problema de Despacho Econbmico magerepatieo,
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como discutido a segquir.

Dependendo da formulacdo do problema de DE adotada funcdes objetivos
e/ou restricbes operacionais complexas podem apresentar ristiaate de nao
convexidade e nao diferenciabilidade (CHOWDHU®&Yal, 1990). Este é o caso
em que o carregamento do ponto de valvula é considerado nos problemas de DE
para as unidades de geracado térmica. Outra importante defiai@scagoritmos
de otimizacdo tradicionais é a incapacidade para explorar o eglmgd de
otimizacdo. A maioria destes métodos fornece um o6timo local ao uwés
explorar todo o espaco de busca. Tais questdes sdo as motivactes [ o

uso dos Algoritmos Genéticos (AG) para resolver o problema de DE.

1.2. Objetivos

Este trabalho tem como objetivo principal apresentar comparacdes
numeéricas, conceituais e computacionais entre duas abordagendabassa
sistemas inteligentes para a solug¢do dos problemas de despacho ecoqbais
sejam: a rede de Hopfield Modificada, descrita em (SllatAal. 2001), e uma
abordagem baseada em Algoritmos Genéticos, descrita neste trabalho.

Com o intuito de adequar o problema de Despacho Econémico mais
representativo com a realidade, foram estudadas novas tendéstsaarea, tais
como sistemas baseados em regras nebulosas e a incorporac@@actasisticas
nao lineares e nao diferenciaveis na funcdo custo das unidadesragerano
sistemas de geragdo térmica. Da forma como o problema foi eqadgj os
Algoritmos Genéticos sdo um importante instrumento para aperfecaaucao
de problemas de Despacho Econdmico.

Como obijetivos especificos tém-se:

a) Aplicacdo da Rede de Hopfield Modificada para resolver osemnalsl de
Despacho Econbémico. Além disso, € desenvolvido um controlador logico
nebuloso para acelerar a taxa de convergéncia da rede. A vantagem des
abordagem esta relacionada a convergéncia eficiente em daeggmontos de

equilibrio factiveis.
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b) Aplicacdo de Algoritmos Genéticos (considerado como técnica sobush

vez que trabalham com um universo mais abrangente de problemas) nm @alcul
despacho de geracdo, dado que quando sdo aplicados métodos matematicos
tradicionais de busca, a incorporacdo das caracteristicanneare$ e pontos de
valvula na funcdo custo apresenta dificuldades (descontinuidade dadededa

funcdo custo e existéncia de varios pontos de o6timos locais) (WQNING,

1996) e (SHEBLE’; WALTERS, 1993).

1.3. Estrutura da Dissertacao

Além deste capitulo introdutério, o presente trabalho se encontra
estruturado em sete capitulos e trés apéndices, conforme resumido abaixo.

O capitulo 2 tem como objetivos estabelecer principios teoricas gar
desenvolvimento do modelo matematico que se pretende realizar, apresent
conceitos basicos e definicbes da teoria geral dos problemas gacbes
Econdmico.

No capitulo 3 é apresentada uma introducéo tedrica e um historicasobre
redes neurais artificiais, mais especificamente a re¢étogield modificada, bem
como seus tipos, arquiteturas e algoritmos de treinamento.

O capitulo 4 apresenta uma introducdo tedrica e um historico dos
Algoritmos Genéticos.

No capitulo 5 sé@o realizadas as aplicacbes da Rede de Hopfield
Modificada e de um controlador I6gico nebuloso nos problemas de Despacho
Econdmico.

O capitulo 6 apresenta o algoritmo geral dos modelos de Despacho
Econbmico propostos no capitulo 2, utilizando os Algoritmos Genéticos.

O capitulo 7 apresenta os principais resultados da aplicacdo do®snodel
considerando os aspectos abordados nos capitulos anteriores.

Por dltimo, no capitulo 8, sdo apresentadas as principais conclusdes

obtidas e sugerem-se temas para a continuidade da pesquisa em futuros trabalhos.
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Os apéndices A, B e C apresentam, respectivamente, as ipb@sna os
diagramas dos sistemas teste IEEE de 14, 30 e 118 barras utilizaslos

simulacdes.

1.4. Divulgacéao Cientifica

A seguir € apresentada uma relacdo de publicacdes dos estudos
relacionados a divulgacao desta dissertacao:

1. TAKAHASHI, L.; NEPOMUCENO, L.; SILVA, I. N. Modelo de

Despacho Econdémico Resolvido por Redes Neurais Atrtificiais e &0gic

Nebulosa. In: VI SBAI - SIMPOSIO BRASILEIRO DE AUTOMACAO

INTELIGENTE, Bauru — SP, 2008itp://www.visbai.feb.unesp.br

2. TAKAHASHI, L., NEPOMUCENO, L.; SILVA, I. N. Duas
Abordagens de Sistemas Inteligentes para a Solucdo do Problema de
Despacho Econdémico. In: XXXV SBPO - SIMPOSIO BRASILEIRO DE
PESQUISA OPERACIONAL, Natal — RN, 2003.

3. TAKAHASHI, L.; NEPOMUCENQO, L.; SILVA, I. N. Problemas de
Despacho Econdmico Multi-Area com Restricbes da Capacidade de
Transmissdo Resolvido através de uma Rede de Hopfield Modificado. In:
XXXV SBPO - SIMPOSIO BRASILEIRO DE PESQUISA
OPERACIONAL, Natal — RN, 2003.

4. TAKAHASHI, L.; NEPOMUCENO, L.; SILVA, I. N. Uma Abordagem
Baseada em Redes Neurais Artificiais e Logica Nebulosa a&olucéo

de Problemas de Despacho Econdmico. In: XXXV SBPO — SIMPOSIO
BRASILEIRO DE PESQUISA OPERACIONAL, Natal — RN, 2003
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5. TAKAHASHI, L.; NEPOMUCENO, L.; SILVA, |. N. Economic
Dispatch Problem with Valve-Point Loading Based on Genetic Algorithm
Approach. In: 5TH LATIN-AMERICAN CONGRESS: ELECTRICITY
GENERATION AND TRANSMISSION, Séo Pedro — SP, 2003.
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CAPITULO 2

O Problema de Despacho EconOmico

Este capitulo apresenta os conceitos basicos e definicdes relacionadas aos

problemas de Despacho Econdémico.
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2.1. Introducéo

A funcdo basica dos sistemas elétricos de poténcia é suprir 0s
consumidores com energia elétrica da forma mais econémicaiévebpiossivel.
Sistemas economicamente adaptados permitem o equilibrio enterta ®fa
demanda da eletricidade, procurando o custo minimo e mantendo adpidéda
suprimento (ELGERD, 1970).

Devido as complexidades inerentes, o planejamento operacional dos
sistemas de geracdo de energia elétrica €, em geral, detompo$orizontes de
longo, médio e curto prazos.

O planejamento da operacao de longo prazo considera, em geral, uma
discretizagdo mensal que abrange o horizonte de até alguns arevdea ©
objetivo € obter uma politica de geracao para o periodo, levando emecac&al
as restricOes operativas do sistema e a estocasticidadezies, e estabelecer
custos para o médio prazo.

O planejamento de médio prazo determina as metas semanais démpera
de cada usina, de forma que o custo operacional do sistema ao longo clatdoriz
seja minimo, respeitando as restricdes operacionais e 0s msjdigisistema e
seja compativel com o planejamento de longo prazo.

O planejamento da operacdo de curto prazo em sistemas deaenergi
elétrica € um problema que determina as geracdes das unidadesadée
hidraulicas para o dia seguinte com um horizonte de tempo semanal e
discretizagdo horaria. Em seguida deve-se compatibilizar okbadkss do curto
prazo com a operacdo em tempo real.

A operacdo em tempo reabnline requer respostas rapidas para que
possam ser tomadas as devidas acdes de controle no sistemaagdopEn
tempo real é feita utilizando-se uma série de ferramentasiieadas de fungdes
avancadas, tais como o estimador de estado, fluxo de carga do operadate flux
poténcia 6timo, analise de seguranca, etc.

Na medida em que se aproxima a operacao em tempo real, ageodel

elétrica do sistema deve ser mais detalhada, representafmondemais precisa
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o sistema de transmisséo e as unidades geradoras.

2.2. Despacho Econbémico

De forma bastante geral, matematicamente, o problema do Despach

Econdmico consiste em se otimizar uma funcdo escalar de custatéoio ce

custo, da forma:

C=C,u,p) (2.1)
sendo que devem ser satisfeitas certas condicfes de igualdesigualdade do
tipo:

h (x,u,p) =0 (2.2)

g (x,u,p) <0 (2.3)

O problema exposto acima é dependente das varigvai® p que sao,
respectivamente, as variaveis de estado, controle e perturbacastetioasem
questdo. As variaveis de controle, também denominadas variaveisriddafes,
podem ser escolhidas dentro de certos limites praticos pelo opétasimrescolha
determinara as variaveis dependentes ou de estado. Esse estealtegizaalo
por uma certa frequéncia, um certo perfil de tensédo e umauestde fluxo de
carga. As variaveis ndo controladas ou de perturbacéo, estdo faruéacia
dos operadores do sistema.

O numero de restricdes, ou seja, as dimensdes dos vhat@aes nao
necessitam ser relacionadas com o0 numero de variaveis de estadmmtrole.
Este problema sera linear se as equagdes (2.1) e (2.2) e a ine(fuagdorem
lineares quanto as suas variaveis, porém algumas destas sajacdienente sao
nao-lineares.

Muitos problemas de Despacho Econémico foram propostos na literatura
apresentando diferentes niveis de representacdo para os sideetrensmissao e
geracdo. Uma revisdo dos avancos desta area € discutida edV@HHIRY et
al., 1990).

Problemas de DE tém sido resolvidos por uma variedade de tédeicas

otimizacéo, tais como: fluxo em rede (LWDal, 1984), programacgéo quadratica
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(REID et al, 1973), método de pontos interiores (YANal,1997), etc.

Algumas aplicacdes efetivas de redes neurais artifiermigproblemas de
Despacho Econémico (DE) tém sido apresentadas na literatura.

Uma abordagem buscando unificar o problemaudi commitmente
funcdes de despacho de geracdo € descrita em (WAILSH., 1997). Nesta
abordagem é proposta uma rede de Hopfield hibrida, uma vez que a diencao
energia desta rede é capaz de lidar com termos discretos e continuos.

Uma rede neural de Hopfield (PARK al, 1993) é proposta para resolver
um problema de DEC com fungbes de custo nado-convexas. O esforco
computacional para resolver o problema € alto devido ao grande numero de
iteracOes para obter a precisdo desejada.

Em (SU et al., 1997a) é proposto um método analitico de Hopfield
reduzindo consideravelmente este esforco computacional. Entretantdpdomé
nao é aplicavel a funcbes de custo ndo-convexas. Um modelo de Hopfield para
problemas de DE considerando zonas proibidas é desenvolvido ert @)
1997b).

A maioria das aplicagcbes neurais descritas apresenta probl@éenas
convergéncia para os pontos de equilibrio que representam solucaessfactia
o problema de despacho. Uma andlise cuidadosa dos resultados agoesemta
alguns destes artigos revela que solugdes infactiveis samasgrezes, obtidas
(SILVA et al, 2001). Na abordagem de Hopfield modificada proposta em
(SILVA et al, 2001) para resolver o problema de Despacho Econémico Classico,
a funcgéo custo e as restricbes envolvidas no mapeamento do problema sao tratadas
em diferentes estagios. A abordagem de Hopfield modificada demmilhores
resultados na convergéncia da rede para solucdes otimas fa&ii:d4 (et al,

2000). Os problemas associados com velocidade de convergéncia, destritos e
(WALSH et al., 1997) e em (PARkKet al, 1993), sdo também satisfatoriamente
tratados em (SILVAet al, 2001). Como demonstrado em (SIL\éAal.,2000), a

rede de Hopfield modificada é também aplicavel se funcdes de odst
convexas sao utilizadas no problema de despacho.

As abordagens baseadas em Algoritmos Genéticos lidamrda simples
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com todos os tipos de problemas que geralmente representam obgtacalas
pesquisa operacional: variaveis inteiras, funcbes nao-convexas, Sunéde
diferenciaveis, multiplos 6timos locais, multiplos objetivos, et¢RIMNDA et

al., 1998). Também, a habilidade dos Algoritmos Genéticos no tratamento de
quaisquer tipos de restricdes na forma de funcdes de penalidade ou pdriosa
esquemas de codificacdo dos cromossomos de um problema esp€Etitid et

al., 1995) facilita sua utilizacao.

Atualmente, no setor elétrico, os Algoritmos Genéticos vém sendo
aplicados no planejamento 6timo de redes de distribuicdo (MIRANDAI,
1998), planejamento de sistemas de transmissdo (RUDNICK, 1995), sducéo
problema de pré-despacho e despacho econémico de geracdo (BAKIRBLIS
1994), (BAKIRTZISet al, 1996) e (WONGCet al, 1996), despacho envolvendo
pontos de valvula (BAKIRTZISt al, 1994) e (SHEBLE'et al, 1993), unit
commitmen{KAZARLIS et al, 1996), operacdo em zonas proibidas (ORERO
al., 1996), planejamento hidrotérmico (M# al, 1996), planejamento de sistema
de distribuicdo (LEVITINet al, 1995), etc.

Em (LAI et al., 1997), o problema de Fluxo de Poténcia Otimo (FPO) é
resolvido utilizando um Algoritmo Genético Simples. As variaveis de@entao
as poténcias ativas de geracado e as tensfes. Fluxos nos rang@ geativa e
restricdes das magnitudes das tensdes sdo tratados como deadciicos de
penalidade na funcao de aptidao do Algoritmo Genético.

Um Algoritmo Genético Melhorado para solucionar o FPO é apresentado
em (Ll et al.,1997) com variaveis de controle discretas e continuas. As variavei
de controle continuas incluem as poténcias e ativas tensdes das aunidade
geradoras, enquanto as variaveis de controle discretas sao muasepelo
conjunto detaps de transformadores e dispositivos de chaveamento. Varias
restricdes operacionais funcionais, tais como limites de fluxaamss, limites
de magnitude de tensdo das barras de carga e capacidages deatjerador sao
incluidos como penalidade na funcéo de aptiddo do Algoritmo Genético.

A formulacdo dos modelos de DE adotados é apresentada em ordem de

complexidade, comecando com o problema mais simples até os mais
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representativos.

O primeiro estudo considera o problema de Despacho Econdmico Classico
(DEC). O DEC se preocupa com a minimizagdo dos custos operadiotaass
enquanto supre integralmente a demanda do sistema e imp0&e limitégeamsle
geracdo. Modelos de DEC séo limitados para problemas de otimpagéoente
ativos, levando em consideracdo as perdas, mas desprezando todos os aspect
relacionados a representacdo da rede de transmissdo. Nos adigdgéentes, o
problema de Despacho Econémico é formulado como um problema de Fluxo de
Poténcia Otimo DC, onde o sistema de transmissdo é represpotagguacdes
de fluxo de carga lineares e limites nos fluxos de poténacia. & seguir sao
introduzidas as perdas na transmissdo e finalmente estuda-sespathde de

geracgao para sistemas hidrotérmicos.

2.3. Problema de Despacho Econémico Classico
Nesta categoria, a primeira formulagcdo adotada refer@sBeapacho

Econbmico Classico (DEC). O problema de DEC é formulado da seguinte forma:

0 . n
oMin -~ Ct = 3 C;i(Pgi ) (a)
H i=1
pec B> (2.4)
E P& < Pgj < P& (b) '
D n
] _Elpei =Pp + P (c)
|:

onde:

Pgi: poténcia ativa gerada pela unidade geraigora

Cq: € o custo total de producéo;

n: € o numero de unidades geradoras;

Ci (Pgj): é a fungao custo total de geracao da unidade i;
PI"™: é a minima geracdo de saida do gergdor

P é a maxima geracgdo de saida do gergdor

Pp: é a demanda total do sistema;
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P.: é a perda total do sistema.

A equacao (2.4b) representa os limites de geracdo do geradsr
restricbes de igualdade representadas pela equacéo (2.4c) sao abpiuates do
balanco estatico de poténcia total do sistema.

A fungéo custo Ci(PGi)do problema pode assumir varias formas,

dependendo do tipo do gerador e do nivel de representatividade que se deseja

adotar. Para geradores térmicos, o custo de geracdo de cada unitsdeté
como uma fung&o do i@l =C,(Py)=a +bP, +GP3 +|e ser(f, (0" - P, )} :

onde:a;, b e g sdo constantes de custo para a unidad® e fi sdo as constantes
relativas aos pontos de valvula.

Na pratica, a funcéo custo de cada unidade de geracdo térmicaa obti
através dos estudos de exigéncias de calor e poténcia etigrioajinados testes
de calor (NOYOLAet al, 1990). Quando se estuda, detalhadamente as curvas de
custo obtidas através dos testes de calor, € possivel verificarsoefeitos de
operacdo da valvula de admissdo de vapor das turbinas produzem ondulagfes
sobre a curva de custo de cada unidade de geracgdo. Estesséafeiesominados
pontos de valvula e sdo considerados a partir do valor absoluto de uma funca
senoidal (conforme equac&il). Como a funcad& 1 apresenta caracteristicas de
ndo diferenciabilidade, em muitas abordagens o que se faz é sraples

desprezar o ponto de valvula através da expressdo de custo
Cc2=C/(P)=a +hP +cP?. As fungdes de custo€1 e C2, para uma das

unidades térmicas da secédo de resultados, sdo mostradas na Figura 2.1 a seguir.
A consideracdo das caracteristicas nao-lineares e pontos vddaval

apresentam dificuldades tais como as descontinuidades da delvadacao

custo e varios pontos de 6timos locais. Neste caso, o0 problema pode ser

solucionado utilizando Programacgé&o Dinamica (PD), que trabalha diretapue

enumeracao de todas as possiveis solucdes e avalia o problemagaos ¢gue

correspondem as estratégias de operacdo), escolhendo o estado goEmo (

corresponde ao despacho com custo minimo) de forma recursiva. Asdése
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deste problema podem se tornar extremamente grandes e cadapsiagexigir
avaliacbes excessivas das relacdes recursivas (SHOWLTE, 1986). Os
algoritmos genéticos ndo apresentam dificuldades em lidar a@mfuncoes.
Assim, a motivagdo basica para a aplicacdo de AG para a solucdo de praglemas
DE reside basicamente no comportamento da funcéo objetivo descFhiguna
2.1. Os AG tém facilidade de se adaptar a problemas comearétcas nao-

lineares e que ndo precisam que a derivada da funcéo objetivtsiégenente

continua no espaca” considerado. Outro ponto que também motiva a aplicacao
de AG para a solucdo do problema esta relacionado a um melhommeapeao
espaco de otimizagéo.

O problema de DEC é descrito para um sistema de energia
predominantemente térmico. O Brasil tem grande parte da sua sragrgética
constituida de geracédo hidraulica, o que torna o sistema hidrelétesieiro

bastante diferente dos sistemas americano e europeu.

FIGURA 2.1 - Func®es tipicas de custo de geracdo para unidades de geracdo
térmica.

Para as unidades hidraulicas a funcdo que melhor tem repdesenta
problema de despacho € a funcéo de perdas na geragéo proposta erB$8OAR
al., 1997). Esta funcao € calculada de forma a representar as persistema de

geracao relacionadas com: o rendimento da maquina, a altura de gyesante
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e as perdas nas tubula¢gdes. Estdo mostradas no grafico da Eiguvarias
situacOes de perdas para uma usina, a qual pode operar com 1, 2, 3 ou 4 unidade
de geragdo. Por simplicidade, as quatro situacbes de perdasos@iadas ao

mesmo tempo no grafico. As faixas de cavitacdo também sdo mostradas.

Perdas (MW)

200 4

180
160 1 4 nnidades

140 3 unidades
120 1 Faixa de caviiagiio
100

80+

60 2 unidades

40+ 1 unidade

20

300 340 400 450 3500 550 600 650

Poténcia gerada (MW)

FIGURA 2.2 - Funcdes tipicas de custo de perdas para unidades de geracao
hidraulicas.

2.3.1. Resolvendo o DEC para um Sistema com Duas Barras

Com o objetivo de explicar didaticamente as caracteristicas gy DEC
e explorar os conceitos fundamentais a ele relacionados, o problema € solucionado
a seguir, para um sistema com apenas duas barras sem cormsdgoatos de
valvula.

Escolhemos trabalhar inicialmente com apenas duas barras pelo fato de sua
interpretacdo geométrica ser de simples compreenséao (Figura 2 .8qbEncia,
o estudo de um sistemaéarras sera compreendido com maior facilidade.

Como existem apenas duas barras? e desprezando as perdas, as
equacoles (2.4a) e (2.4c) resumem-se a:

c, =C,(P,,)+C,(P,,) (2.5)
h(P,,,P,,) =P, +P,, —-P, =0 (2.6)
Considerando:
C,=a, +bP,+cP3 (2.7)

CZ = a'2 + bZPGZ + CZPGZZ (28)
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Pp1 Pp2

Pa1 Pa2
Po = Fp1 + Fp2

V4

FIGURA 2.3 - Sistema com duas barras

O custo minimo de geragdo seralgn= Ps,= 0. Esta, porém, é a solugéo
trivial que ndo nos interessa, pois 0 sistema ndo pode funcionarpoggd. O
sistema deve satisfazer a equacéo de restricdo (2.6) quentpressuperficie de
restricdo” (neste caso, um plano). Procura-se o ponto de minimo dessa funcao, que
estard na interseccdo entre a curva e o plano que é defingdorestricbes do

problema. Esse ponto € chamadardrimo restrito

Cr ($/h)

Superficie de Custo

Superficie de Restricdes

PGl (MW)

Minimo Restrito
PGZ (MW)
FIGURA 2.4 - Representacao gréfica do problema.

O problema, neste momento, esta limitado a encontrar este pontcominim
restrito. A Figura 2.5, extraida do livro de ELGERD (1970), nos mastenova
visdo da figura anterior, onde a superficie da Figura 2.4 é cortadanpplano
horizontal. As interseccfes obtidas sdo os contoegdscustos ao longo dos

guais o cust&ré constante.
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» Pc2

Equacéo de
Restricdo: =Py

Ponto Minimo

4 Contornos Equi-custos
Pc1

FIGURA 2.5 - Curva de nivel da fungéo custo

Observando a figura, nota-se um importante dado: a linha de restricao

tangencia o ponto que se esta procurando. Esta informacdo seré utilaiada

adiante.
Inicialmente, a inclinagdo do contorno de custo € encontrada pela

diferenciacdo da propria funcdo custo, que seréa:

oC; aC,
dC, =22 dP, + T dP,, =0 2.9
C'I' aPG:L Gl aPGZ G2 ( )

A equacdao anterior é igual a zero por estar sendo diferencfadadC+

em uma de suas curvas de nivel.

Para a inclinacédo, tem-se:

oC;
dr,, _0F,
—= == 2.10
dp, ~ oC, (210)
0P,
A diferenciacdo da restricdo de igualdade, definida em (2.@eder
também:
oh
dRe, =- Oy (2.112)
dr,, oh
0P,

Utilizando-se da observacdo grafica que foi feita no inicio deste

eguacionamento, que nos prova a exigéncia de tangéncia, resulta:
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oC; oh
P, _ 0P, _
ac, =0 - tan@) (2.12)
0P, 0P
A equacéo anterior pode ser escrita na forma:
oC, 0C;
al:)G2 — aI:)Gl — o
35h - ah =const= A (2.13)
0P;, 0P

A constantel € chamada deaultiplicador de Lagrange
As equacotes (2.13) podem ser separadas em duas, de modo que:

9C, -A oh _ 0 (2.14)
0P, 0P,
oC, -A oh =0 (2.15)
0P, oP;,
Se for definida uma funcédo de custo restrito do tipo:
C; icT_/‘h:Cl+C2_A(PGl+PGZ_PD) (2.16)
Entdo, pode-se concluir que o minimo restrito é caracterizado por:
oC, =0 (2.17)
0P,
oC, =0 (2.18)
0P,

Com as definicbes acima, pode-se dizer que o problema do despacho esta
resolvido matematicamente. Para que o problema se torne aplé&éeslessario
qgue algumas consideracg0es fisicas sejam ponderadas neste moméwotcarties

de trabalhar com as equacdes (2.10) e (2.11), encontra-se as deraradas de
(2.5) e (2.6):

oh _ oh _
P, 0P,
aC, _ aC,

0P, R,
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0C, _0C,
0P, OF,,
Substituindo, entdo, estes dados obtidos nas equagdes (2.10) e (2.11):
oC, =a&=/\ (2.19)
0P, 0P,

Este ultimo resultado mostra como o sistema deve funcionar adim
satisfazer as condigcbes de despacho Otimo. Estas duas equacoesiagém e
oC; _
0/

Isto porque estamos trabalhando com o chamaddto incremental (ICde

0 sé&o suficientes para a determinacgéo das trés incodpita®;, e 1.

geracgdo, que é definido como:

ic =9t (2.20)
P,

Desta forma, a equacao (2.19) diz que os custos incrementais de cada
unidade geradora deverdo ser os mesmos em todo o sistema. Com isso, O
problema do despacho econbmico, sem serem consideradas as redwicOes

desigualdade, esté resolvido.

2.3.2. DEC Considerando-se as Restricoes de Desigualdade

Quando se definiu o problema do DEC, foi observado que a geracéo 6tima
de cada unidade deve permanecer dentro dos limites operaciotigggarsto €,
as restricdes de desigualdade devem ser observadas. Caso wsngdesderes
excedesse esse valor, 0os outros deveriam ser equacionados de supdio a
carga deficiente desse gerador em questao.

No caso de existirem apenas dois geradores, fica evidente que um dos
geradores gera o restante da poténcia ativa de modo a suprir toderadae
eliminando maiores problemas no equacionamento. Esta conclusédo natibcara
Obvia quando forem consideradasinidades geradoras, que é 0 caso que sera

visto a sequir.
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2.3.3. DEC para um Sistema com Barras
De maneira totalmente analoga se desenvolve o equacionamentetpara e
novo sistema de barras. O Unico inconveniente, neste caso, € que nao existe mais
uma interpretacao gréfica para o problema como um todo.
Neste caso existirdoequacdes, ao inves de duas, a serem satisfeitas:
oc; _
oF;;

0,i=1,2,..n (2.21)

Define-se, agora, como equac¢ao de custo restrito:
o ﬁC1+C2+...+Cn—/\§iPGi—PDE (2.22)
=
A fim de se obter uma estratégia 6tima de despacho para o caso de
barras, substitui-se a equacao (2.22) em (2.21), resultando:
(‘;Tiii =(ic), =X (2.23)
Nota-se que para asequacdes definidas em (2.23), em conjunto com a
equacédo do balango estéatico do sistema, sdo suficientes patersende asn+1
variaveis do sistema (poténcias ativas 6timas e o multiplicador de Lagrange
A Figura 2.6 apresenta uma interpretacdo geomeétrica bastressante
do problema em questdo. O valdr representa o ponto 6timo do sistema. Os
pontos onde esta linha intercepta as linhas verticais de cada ugeladiera
indicam o valor de geracdo de cada unidade quando em configuracéo &tema. E
figura nos faz imaginar o que aconteceria caso a linha horizextatesse o
valor maximo de um gerador. Fisicamente, isto representariagptérecia 6tima
para esta unidade geradora em questdo estaria acima da sua gappdidade

maxima de geracao.
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O multiplicador de Lagrange é igual para todas as unidades quando
operam dentro de seus limites de geracdo. As restrices dealidsite ou de

geracado das unidades sao consideradas da seguinte forma:

aCi min max
aTGi =A;paraR" <P, <P (@)
% ) ; paraP, =PI (b) (2.24)
0P
oC. ,
——2A; parak; = PFg" C
aPGi p Gi Gi ( )

2.4. Problema de Despacho Econémico com Representacdo do Sisterma d
Transmisséo

O problema de DEC despreza todos o0s aspectos relacionados a
representacdo da rede de transmissdo. Com o intuito de obter uma melhor
representacdo do sistema, e consequentemente encontrar uma solucdo para
problema do DE que seja mais fiel a realidade, apresentaesgiia $ma nova
modelagem. Nesta modelagem o sistema de transmisséo € regegentmeio
de equacdes de fluxo de carga linear, bem como restricbes nosduposencia

ativa nas linhas.
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2.4.1. Equacionamento e Dados Iniciais do Problema

Para o problema da representacdo do sistema, novas equacgbes serao
incluidas na modelagem matemética, as chamadas Equac¢fes deld-l0roga
Linear. Aléem destas, considera-se também as restricodaxdeein cada linha.

Este equacionamento € apresentado neste trabalho pelas equacgdes (2.25a)-(2.25d):

0 . n
DMln C, = Z C, (PGi ) (a)

DE_ST %S-a-: P=B.6 (b) (2.25)
0 F)Grinin = PGi = F)Grinax (C)
2 FE™<F@)<E™  (d)

Analisando estas equacles, pode-se notar que as equacgles (2.25a) e
(2.25c) sao as mesmas anteriormente definidas em (2.4a) e (2.4b)a $andao
custo uma equagdo quadratica. Como dito anteriormente, duas novas equacdes
surgem no problema 2.25. As equagdes em (2.25b), que representam um conjunto
de equacdes chamadas equacOes de fluxo de carga linear, fazesmqo loi
poténcia ativa em cada barra. O vdRa¥ o vetor das injecdes de poténcia em cada
barra;B é uma matriz quadrada das susceptancias de lith& e vetor dos
angulos de tensdo. As novas restricdes de desigualdade, mostradag25et)) (
representam os limites de transmissdo em cada linha e s@idatetla seguinte

forma:
Fo)=—— (2.26)
sendo qué; € o fluxo na linhd conectando as barr&kse m, 0, € o angulo de

tensdo na barrk e x,,,é a reatancia do ramoconectando as barrkse m. A

equacao 2.26 representa os fluxos nas linhas também de forma linearizada.

2.5. Despacho Econémico Multi-Objetivo

Apos a inclusdo do sistema de transmissdo na representacao mwa,siste
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um novo termo é incorporado nesta sec¢ao a funcao custo de manemnaar @ts
perdas relacionadas ao sistema de transmisséo.

O problema proposto nesta se¢cédo busca uma formulagéo para o DE que
representa uma relagédo de compromisso entre os custos de geragérdas na
transmisséao.

Uma vez que se deseja ponderar a influéncia das perdas na geracdo e
transmissao de energia elétrica, o problema sera reformulado. Um novo termo sera
introduzido na fungédo objetivo de modo a quantificar as perdas inerentes a
determinada configuracdo do sistema. Este novo termo dado inicialerante
MW, devera ser convertido em valores monetarios com a utilizacdemde
parametrop, conforme mostra a fun¢do custo (2.27a). Tal procedimento tem o
intuito de estimar o custo de se gerar as perdas. A idéid ohécraodelagem aqui
comentada foi proposta em (OLIVEIR#& al, 2003), onde as técnicas de fluxo de
redes e pontos interiores sdo combinadas de modo a resolver o problema.

Desde que a funcéo de custo total de geragdo, como podera ser i8sto ma
adiante, é separavel em duas parcelas, trata-se agora dérmipacdo conhecida

comomulti-objetiva

2.5.1. Equacionamento do Problema

O modelo matemético para o problema, chamado na literatura de
Despacho de Geracdo Ativa (DGA), € formulado conforme (2.27) arsegui
(OLIVEIRA et al, 2003):

[(Minimizar C = a¢ (F)+ Bog (P) ()

Esujeitoa:

DGA O P=B0O (b) (2.27)
E PGTin <P <P (c)
H F™ <F(0)<F™ (d)

Analisando estas equacdes, pode-se notar que as equacdes (2.27b), (2.27¢c)

e (2.27d) sdo as mesmas anteriormente definidas em (2.25b), (2.25c) e (2.25d),
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sendo que:

Q (F) € uma funcdo quadrética representando as perdas no sistema de

transmissao.

@, (P) é uma funcéo quadratica associada as perdas de gerac&o hidraulica

(SOARESet al, 1997) ou aos custos de geracao térmica.

As funcdes, definidas em (2.27a), séo escritas da seguinte forma:

a (F)=%FTRF (2.28)
@y (P)=%PTQP+CI,P (2.29)

ondeR é uma matriz diagonal de resisténcia® o vetor de fluxos de poténcia
ativa no sistemaQ) é a matriz diagonal dos coeficientes associados aos termos
quadraticos ec, € o vetor de coeficientes associado aos termos lineares. A
obtencéo da matri@Q e dec, para unidades hidraulicas € discutida em (SOARES,
1997). A obtengéo d@ e c, para unidades térmicas é feita conforme descrito na
secéo 2.3 (vet?2).

O Despacho Econdmico Multi-Objetivo calcula o despacho ponderando os
custos na geracao e as perdas na transmissao respeitarslog@esede poténcia
ativa em (2.27h), os limites de geracao definidos em (2.27c) e tsslida fluxo
nas linhas descritos em (2.27d). Sua solucdo visard a minimizacdaade

funcbes objetivo multiplicadas por constantese S, que ponderam a influéncia

de cada termo na solucéo final do problema.

2.6. Despacho para Sistemas Hidrotérmicos
O sistema elétrico brasileiro € formado basicamente elgiarhidrelétrica
e termoelétrica. Nesta se¢éo descreve-se o0 modelo hidrotérmico.
As hidrelétricas s@o construidas onde ha condi¢cdes adequadas @e vaza

desnivel e utilizam um combustivel que, embora renovavel, tem sua ofer
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dependente de onde, quando e quanto chove. Dentre as varias restricGasexiste

na producédo de energia hidrelétrica, este problema trata o fendbmeno de@avitaca
O fenébmeno de cavitacdo ocorre em instalacdes hidraulicas quando bolhas

de vapor se formam em regifes de baixa pressao. Este fenbmenomertaal

produz resultados agressivos, tais como diminuicdo da eficiénciarlieas

hidraulicas com queda de poténcia, vibracdes, ruidos excessivoss&ito, As

faixas de cavitacdo séo faixas nas quais unidades de geracgéo hidraytioderéo

operar.

O problema de Despacho Hidrotérmico € formulado conforme (2.30) a

seqguir:
Min. C, =5CT.(PT,)+3CH, (PH,) (a)
sa.: B P= B.é_l (b)
PT™" < PT, < PT™ (©)
PHO" < PH, < PH™ (d) (2.30)
F™ < F (0) < F™ (e
PH,, <Cav™ (f)
PH, >Cav™ (9)
onde

Cq: € o custo total de producéo;

CT; (PTgj): é o custo total de geragao térmica da unidade
NT: € o numero de unidades geradoras térmicas;

PTei: poténcia ativa gerada pela unidade geradora téimica
CH; (PHgj): é o custo total de geragéo hidraulica da unigtade
NH: € o numero de unidades geradoras hidraulicas;

PHg;: poténcia ativa gerada pela unidade geradora hidrgulica

PTG”i"”: € a minima geracdo de saida da unidade geradora té&rmica
PTZ®: é a maxima gerag&o de saida da unidade geradora térmica
PH{;"ji” : € a minima geracao de saida da unidade geradora hidjaulica

PngaX: é a maxima geracéo de saida da unidade geradora hidjaulica
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Fi: € o fluxo na linhd conectando as barrase m que representam os limites de

transmissao em cada linha e s&o definidos da seguinte forma:
F (o) =k @3Y)
krr
0, : € o angulo de tenséo na bdga
X,m. € a reatancia do rameonectando as barrke m;
F™: é o limite minimo de transmiss&o na linha
F,™: é o limite maximo de transmissao na lihha
CaVy™: € o limite minimo da faixa de cavitagdo da unidade geradora hidrulica
Cav™: € o limite maximo da faixa de cavitagao da unidade geradora hidrjaulica
A funcéo custoCT; (PTg;) de cada unidade térmica é descrita como uma
funcao do tipo:

C1=CT (PTg;) = ar +briPTg; +cri PTG + ‘q ser(fi (PTG”i“” - PTg; )} (2.32)
onde:ar;, bri e ¢cri sdo constantes de custo para a unidade térmieae f; sdo as
constantes relativas aos pontos de valvula.

No préximo capitulo sera apresentada a técnica de otimizagéadbasm

redes neurais artificiais para tratar os modelos de DespacdmdiBico adotados

neste trabalho.
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CAPITULO 3

Redes Neurais Artificiais

Este capitulo apresenta uma introducéo tedrica e um historico sobre as
redes neurais artificiais, incluindo seus tipos basicos, arquiteturas e ity

de treinamento.
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3.1. Introducéo

Redes Neurais Atrtificiais (RNA) sdo modelos computacionais rachkps
no cérebro humano com a capacidade de aprender a partir da expegiénci
generalizar o conhecimento. Em outras palavras, RNA podem seddsfaamo
um conjunto de unidades de processamento (neurdnios) que sao intepigadas
um grande numero de interconexodes.

Os elementos computacionais ou unidades processadoras correspondem
aos nos da rede e sdo modelos simplificados dos neurbnios biologiass. Est
modelos foram obtidos a partir da analise da geracdo e propagaigAputins
elétricos pela membrana celular dos neurénios (HODGH&iNal, 1952). Os
neurdnios utilizados nos modelos de redes neurais artificiais sadineares,
tipicamente analogicos, e realizam funcdes simples, como rcaistasinais
existentes em suas entradas, agrega-los de acordo com sua furaid@gio
(saida) inerente. O modelo de neurbnio mais simples e que englpbaapais
caracteristicas de uma rede neural bioldgica, paralelisatta eonectividade, foi
proposto por McCulloch e Pitts (McCULLOG# al, 1943).

Sistemas baseados em RNA possuem elevadas taxas de compotacao
utilizarem um namero massivo de elementos processadores simplast@daxa
de conectividade entre si.

As Redes Neurais Artificiais podem ser utilizadas em umia \@asse de
problemas encontrados em varias areas de aplicacao: clggsifiedentificacao,
diagnéstico, analise de sinais e de imagens, otimizag&o, controle, etc.

Desde alguns anos atrds, com as novas descobertas na area, as redes
neurais tém se mostrado de facil implementacéo, robustas noemabate dados
com ruido, e eficientes, especialmente nos problemas em que nao temos
formulacdo analitica ou ndo temos um conhecimento explicito aelesai
utiizacdo de uma rede neural em um determinado problema dependera da
adaptabilidade dessa rede ao problema em estudo, visando semprentoada
eficiéncia.

A primeira abordagem baseada em sistemas inteligentes destodate

trabalho esta intrinsecamente relacionada com a aplicacdo AenRMrea de
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otimizacdo e identificacdo de sistemas. Mais especificapnemt@ Rede de
Hopfield Modificada € desenvolvida com a finalidade de resolver o prabdiem

Despacho Econémico.

3.2. Historico

As RNA foram inicialmente desenvolvidas no decorrer da décadd de
por Warren McCulloch, um neurofisiologista do MIT, e por WaltdtsPium
matematico da universidade de lllinois. Eles simularam uma ped meio de
potencidometros (resistores variaveis) e amplificadores mmeslo as conexdes
sinapticas de um neurdnio. Sua origem também ¢é atribuida ao psi©@ogt
Hebb, em seu livrdOrganization of Behavigrde 1949, onde descreveu pela
primeira vez o funcionamento sinaptico e o processo de treinamento das
capacidades humanas. Segundo Hebb, se um neurbnio A €& repetidamente
estimulado por um neurdnio B, ele ficara mais sensivel aos estimelB e a
conexdo de B para A sera mais eficiente.

Em 1956 foi realizada a 1% Conferéncia Internacional de Inteimén
Artificial. Na oportunidade, o pesquisador Nathaniel Rochester, da IBM,
apresentou um modelo de rede neural artificial. Seu sistemati@dsicentenas
de neurbnios interconectados a fim de verificar como a rede res@o@aayi
estimulos ambientais.

Em 1959, Rosemblatt reunindo as idéias de Hebb, McCulloch e Pitts,
descreveu o primeiro modelo de rede neural, o Perceptron. Arranjando 0s
neurbnios em uma topologia particular e modificando as conexdes antre
sinapses, o Perceptron poderia aprender fun¢des logicas.

Em 1962, Widrow e Hoff desenvolveram uma rede neural que utiliza um
algoritmo supervisionado para minimizar o erro entre as entradas saidas,
denominados ADALINE (Adaptive Linear Element).

Mas foi em 1969 que uma publicacdo realmente freou os estudos em
RNA’s. Mavin Minsky e Seymour Papert, dois cientistas renomada&pdea,
publicaram o livro homoénimo (MINSKY; PAPERT, 1969) ao de Rosemblatt no

gual criticavam veementemente as pesquisas em redes newrga)dal que
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utilizavam métodos empiricos e contradiziam algumas operacoes rasléa
impacto desta publicacéo foi devastadora. Grandes partes dos investimentos foram
retraidas, encerrando a primeira onda de estudos em RNA.

O periodo de estagnagdo, conhecido como segunda onda, iniciou-se em
1969 e perdurou até 1982 quando John Hopfield, fisico e bidlogo do instituto de
Tecnologia da Califérnia, contestou (com sucesso) as crititas &an 69 por
Minsky e Papert. Com isso, ressurgiu 0 interesse nessa a@aemtaram 0S
investimentos em projetos (inicio da terceira onda). Seus estudos paopuse
modelo onde a memodria do sistema era armazenada nas intercoseixéess
unidades neurais (HOPFIELD, 1982) ApOs a publicacdo de Hopfield, uma
avalanche de trabalhos desenvolvidos na segunda onda foram apresemgados pa
comunidade cientifica. Neste mesmo ano, foi realizado em Kiot@qYap 12
Conferéncia Conjunta Estados Unidos — Japao sobre redes neurais artificiais.

Ja em 1986, o professor de psicologia de Standford University, David E.
Rumelhart, e seu colega, James L. McClelland, professor de pscalag
Carnegie-Mellon University, publicaram o famoso livRarallel Distributed
Processing: Explorations in the Microstructure of Cogniti(RUMELHART;
MCCLLELLAND, 1986). Nele, é apresentado pela primeira vez um modelo
matematico e computacional que propicia o treinamento supervisionado dos
neurénios artificiais, o algoritmback-propagationo qual € um algoritmo de
otimizacao global sem restricbes. Seu descobrimento foi deegvaatid para os

avancos em RNA.

3.3. Neurdnio Bioldgico

O processamento de informacdes no cérebro € altamente complexo, nao
linear e paralelo.

A célula nervosa, ou simplesmente neurdnio, representada pela Fihura
(TAFNER et al, 1995), é a principal componente do sistema nervoso. Existem
diversos tipos de neurbnios, mas basicamente eles constituem-seesloesm

componentes basicos:
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e corpo do neurdniotambém chamado dg®ma constituido de nucleo e
pericario, que da suporte metabdlico a toda célula;

e axodnio: conhecido também confibra nervosa é um prolongamento
inico e extenso que aparece no soma. E o responséavel pela condug&o
do impulso nervoso para o proximo neurbnio, podendo ser ou nao
revestida por mielina (bainha axonial);

» dendritos:sdo prolongamentos na forma de ramificacbes encontrados
no soma e no final do axdénio, sendo responsaveis pela maioria das
comunicacdes entre neurbnios através de sinapses. Basicamente cada

neurdnio possui uma regido receptiva e outra efetora.

FIGURA 3.1 - Esquema de um neurdnio natural

3.4. Neuronio Artificial

O neuronio artificial € a menor unidade de uma rede neural. Natuitar
mundial também €& chamado de unidade de processamento, elemento de
processamento ou, simplesmente, nodo. O nome foi dado justamente por ter a
intencdo de simular o trabalho de um neurdnio bioldgico.

Uma rede neural constitui-se Naunidades de processamento (Figura 3.2),

cujo funcionamento é simples.
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FIGURA 3.2 - Esquema da unidade de processamento

Segundo a proposicéo feita na década de 40, por McCullouch e Pitts, uma

unidade de processamento de uma rede se comporta da seguinte maneira:

Sinais &, Xo, ..., Xn) S&0 apresentados na entrada. Cada unidade de
processamento trabalha sobre as entradas xf, ..., Xn), que
substituem os dendritos. As entradas de um neurdnio artificial sdo os
estimulos que este neurdnio recebe. Esses estimulos sédo fparaos
neurbnio simultaneamente. Isto significa dizer que o processamento do
neurénio é do tipo paralelo, sendo também possivel a simulacdo de um
ambiente paralelo por meio de processamentos seqlenciais
(computadores convencionais).

Cada sinal é multiplicado por um numem,(W., ..., W), que indica

sua influéncia na saida. Ou seja, as ligacbes das entradas cqoo 0 co
celular artificial séo realizados através de elementos awsr@esos
sinapticos 1, W, ..., Wy), Simulando as sinapses naturais. Pesos
sinapticos sao vistos matematicamente como um vetor de valgres (
Wo, ..., W). Estes vetores possuem valores que variam entre 0 e 1,
inclusive, que indicam a importancia daquela entrada na resposta de
saida. Um valor 0 indica total exclusdo e 1, completa pertinéncia.
Havendo mais de um neurbnio, podemos ter uma colecdo de vetores,
constituindo uma matriz de pesos, onde cada vetor corresponde a um

neurénio.
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Os estimulos captados pelas entradas sdo processados pela fungéo
soma que realiza as somas ponderadas dos sinais, produzindo assim
um nivel de atividade. As funcdes de ativagfd(HAYKIN, 1994) e

de transferénciéfazem parte da composi¢do do neurénio artificial. A
funcéo de ativagdo, que antecede a de transferéncia, imp&e um nivel de
ativacado dentro do proprio neurdnio. Ou seja, € uma funcao interna que
tem por objetivo decidir se o valor resultatdedo somatério das
entradas ponderadas é suficiente para ativar a paaeurdonio. Em

termos mateméticos, tem-se:
N
U=3 wx -6 ey=g) (3.1)

onded é o limiar de ativacéo.

Em muitos casos, essa fungdo € a propria funcdo de soma ddasntra
ponderadas. Ja a fungéo de transferéngimiar |6gico outhreshold
trabalha para que ocorra a sinapse, isto €, a transferéncia deagéorm

de um neurbnio a outro. Em alguns modelos de redes, o nivel de saida
produzido por esta funcdo é igual ao nivel de ativacdo. Muitas vezes
essa funcdo possui caracteristicas sigmas ou bipolaresa(B@)c
Assim, o neurbnio pode nao produzir efeito no neurdnio seguinte se o
valor de ativacdo estiver abaixo de um valor minimo para que ocorra
esta ativagdo. As funcbes rampa e degrau possuem decisdes,rispidas
principalmente para valores extremos. Essas funcdes reflesaida
dentro de uma faixa. Isto quer dizer que, ultrapassando certo, lamite
funcdo dispara o valor 0, 1 ou —1. As funcdes sigmas sao utilizadas
normalmente para decisbes onde as saidas limites sdo disparadas
guando existe uma saturagdo muito mais alta que o valor de ativacao.
Isto significa dizer que para obtermos um 0 de saida em umabfunca
sigma do tipoy = 1/(1+€*) precisariamos de um valor passado da
funcdo de ativacdo muito alto e negativo. Seguindo o0 mesmo
raciocinio, para obtermos um valor de saida 1, o valor passado da

funcdo de ativacdo deveria ser muito alto e positivo. Esta funcéo
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realiza a transicdo entre os extremos de maneira suavemitidosa

informac&o ou nao, este resultado apresentado na saida do neurénio é

muito significativo a rede como um todo. A légica neural expde que a

intensidade dos sinais de entrada dispara, ou nao, o sinal do neurénio,

fazendo com que este estimule o neurbnio seguinte.

Funcao Degrau Funcdo Rampa
(Bipolar)
X
A X
1 1]--
’ >
>y ‘ 1 y
—_11-
0, se x<0
[+1 se x<O0 0
y=0 y=[X se 0<x<l1
0l se x=0
BL se x>1
Funcao Sigmoide Funcao Sigmoide
(sigma) (tangente-sigma)
X X
1 1
>y N y
7| 1
D1—L, se x=20
yo, L y= % 1+ x)
(1+e_x) 4t , se x<O0
B @-%

FIGURA 3.3 - Funcdes de transferéncia mais usadas

Uma rede neural qualquer

pode possuir quantas unidades

processamento forem necessarias. Geralmente elas sdo orgaeizadamadas

(Figura 3.4), que sao classificadas em 3 grupos:

» Camada de Entradande os padrdes sao apresentados a rede.

de
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» Camadas Intermediarias ou Escondidamde é feita a maioria dos
processamentos, através de conexdes ponderadas.

» Camada de saidande o resultado final é apresentado.

FIGURA 3.4 - Organizacéo da rede em camadas

Uma rede neural é definida pela funcdo do neurdnio presente, por sua

topologia e pelo algoritmo de aprendizagem utilizado.
* Quanto a funcao do neurénio
Uma rede pode ser:
o Homogénea:todos os neurbnios tém o mesmo comportamento.

0 Heterogénea:os neurbnios tém comportamentos diferentes.

* Quanto a topologia da rede
A rede pode ser dividida em duas topologias principais:

0 Feed-Forward (Alimentacdo para Frente): os neurbnios séo
organizados em camadas, e a informacdo desloca-se em um

anico sentido, entre camadas adjacentes.

0 Recorrente ou Dindmica: ndo existe direcéo privilegiada para

a propagacao da informacao, podendo haver retro-alimentacéao.
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* Quanto ao algoritmo de aprendizagem

O algoritmo deve especificar as condi¢des iniciais da rede e a
metodologia de ajuste de seus parametros internos para se obter o

desempenho desejado.

O treinamento ou processo de aprendizado de uma RNA consiste
em ajustar os pesos sinapticos (matriz de pegosle forma que a
aplicacdo de um conjunto de entradas produza um conjunto de saidas

desejadas.

O treinamento da RNA pode ser classificado em dois tipos

principais:

0 Supervisionado: a rede é treinada para fornecer a saida
desejada em relagdo a um estimulo de entrada especifico.

o Nao Supervisionado:ndo ha uma saida especifica em relacéo
aos estimulos de entradas. A rede se auto-organiza em r@lacéo
um subconjunto de entradas cujos elementos possuem

caracteristicas similares.

3.5. A Rede de Hopfield

Neste trabalho, faz-se uso da rede conhecida como HopfieldgRduc
E uma rede denominada recorrente, pois trabalha com retrovagéie e a
informac@o ndo percorre um caminho idéntico em todos os casoserRana
rede recorrente e, portanto um sistema dinamico, sua estrutura spode
representada por um conjunto de equacdes diferenciais, possibilitando @ uso da
técnicas classicas de analise de sistemas dinAmicosudo efst convergéncia e
estabilidade desta rede.

Como sendo um dos melhores exemplos de redes recorrentes, a rede de
Hopfield se apresenta normalmente com uma Unica camada de neurdnios
totalmente conectados. Define-se, para esta rede, a equacapanadah modelo

continuo no tempo composto Neneurénios:
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=-nu, (t ZT i (3.2)

vi(t)=g,(u(t) (3.3)
onde: ui(t) € o estado corrente d@simo neurdnio.
vi(t) € a saida dbésimo neurbnio.
Tjj € 0 peso conectandd-@simo neurdnio apésimo neuronio.
i é a entrada deésimo neurénioiiput biag.

n.;(t) € um termo de decaimento passivo.

FIGURA 3.5 - A rede Hopfield convencional

A Equacdo (3.3) € uma funcéo de ativagdo, monotona crescente, onde cada
neurdnio tem sua saida limitada a um intervalo pré-definido. Estadseca uma
daquelas apresentadas na Figura 3.3. Uma versao discreta daopduidd He
obtida quanda) = 0 eT;; = T;. Neste caso, os pontos de equilibrio da rede
correspondem aos valores\® que minimizam uma funcdo de energia da rede.

Se os neurbnios forem alterados de forma assincrona, a funcdo dm energ

associada a rede de Hopfield é definida por:
E(t) = —%v(t)TTv(t)— v(t)"i® (3.4)

Os problemas de otimizacéo utilizando rede de Hopfield consisteae em
determinar a matriz de pesds que é simétrica, e o vetor de entradfas

associados a funcdo de energia da rede. Esta funcao devera, poniotesestar
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associada a funcao objetivo e as restricbes descritivas do problemasalsatae
Este fato € o que dificulta 0 mapeamento de problemas de otfimjaama vez
que caso uma das restricdes seja violada, a solugdo da redsorssickerada
invalida (GEE et al., 1991).

Nos primeiros estudos da rede (SILVA, 1995), notava-se que, quando
existiam multiplicidades de termos de restricdes, os resgitabtidos eram
consideravelmente afetados, gerando solugdes infactiveis. ApOs slgnélses
dos auto-vetores da rede durante sua convergéncia, pode-se veoificsE® e
os termos de restricbes podem ser efetivamente separadosdiestibespacos
diferentes, contornando o problema acima. Neste caso, a funcdo dea energi

definida como sendo:

E(t)= E*(t) + ¢, E=" (3.5)
onde o termE*" satisfaz todas as restricbes impostas inicialmente ao prablem
de otimizacdo. Desta forma, definem-se os termos da equacéao (3.5) como:

1

E°(t) = —Ev(t)TT‘“v(t)— v(t)"i® (3.6)

£ (1) = =2 v T v(e) - vt i (3.7)
Devido & necessidade d&°" ser dominante, deve-se atribuir um valor
elevado para a constarte Esta obrigatoriedade implica em um grande dispéndio
de tempo para o confinamento da solugdo no subespac¢o valido, tornando a
simulagéo da rede ineficiente. No intuito de contornarmos mgespesblema,
propde-se, na proxima sec¢do, uma Rede de Hopfield Modificada (RHM), que

dispensa a utilizacdo da constante de ponderacéo

3.6. A Rede de Hopfield Modificada
Para descrever o funcionamento da Rede de Hopfield Modificada,
inicialmente faz-se um comentario a respeito da abordagem do subespaco valido.
Pode-se notar que, para uma vasta variedade de problemas stugSee

se enquadram no modelo de Hopfield convencional, suas solu¢cées se encontram
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sempre num mesmo subespaco comum (AlYERal, 1990). Este subespaco

comum, denominado subespaco valido de solucdes, possui equacao definida por:

onde:

v(t+1) =T () +s (3.8)

TY@ & uma matriz projecad (*T*® = T¥@) que projeta o vetor dentro

do subespaco valida'® = TV, componente de projetada sobre o
subespaco valido);

S é um vetor que esta relacionado com as restricdes do problema a se

resolvido. Este vetor é ortogonal ao subespaco valdts € 0).

Podemos definir, a partir da abordagem do subespaco valido, a operacao

da Rede de Hopfield em:

(i)

(ii)

(iii)

A rede é inicializada em um estado aleatorio tal\gseja limitado
pela funcdo de ativacdo dos neurénios;

E" por intermédio da projecdo de no

A minimizacdo de
subespaco valido, moweem direcdo a um dos pontos de equilibrio
da rede que satisfaz todas as restricdes impostas pelo problema,;
A minimizacdo de E® garante que no ponto de equilibrio
encontrado no passo (ii) corresponde a solucdo de custo 6timo para

o problema.

Portanto, a grande vantagem de primeiramente projetar o vetar

subespaco vélido é garantirmos que, caso este vetor seja o ponioirde da

funcdo E(t), ela ja tera satisfeito todas as restricbes do problencane,isso,

correspondera a solucao final encontrada pela rede.

Da mesma forma que para a Hopfield convencional, definem-se, agora,

passos principais da RHM (SILVA, 1995), que é ilustrada pela Figura 3.6:

Passo |) Minimizacdo deE®™ corresponde & projecdo desobre o

subespaco valido gerado por todas as restricbes impostas pelo problema

(Equacdo (3.8)). Dado qud&“® é uma matriz projecdo, qualquer

componente de que seja ortogonal &%V é desprezada. Esta operacéao

realiza uma minimizacao indireta HE"™
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Passo Il)Aplicacdo de uma funcgéo do tipo ‘rampa-simétrica’, restringindo

v dentro de um hipercubo inicial:

Bvimin, se vimin >V,

g{ (v, )=1 v,, se Vimin 3% Svimax (3.9)
[l
H,imax' se v, >Vimax

ondey, opvMn , yMax.

Passo |

> v=T"?y +s
Passo Il :>
git(v) —

V

Passo Il

- ot -0t
V=V+ AV Av=At (T v +1i7) < v

FIGURA 3.6 - Rede de Hopfield Modificada (RHM)

Passo lll) Minimizacdo deE®: consiste na alteracdo deem direcéo a

uma solucdo e custo 6timo (definida pot e i®) correspondendo aos
pontos de equilibrio da rede, que sdo as solucdes para o problema de
otimizacao considerado.

A minimizacdo da funca&®, descrita no passo anterior, consiste na
alteracdo de na direcdo oposta ao gradiente dessa funcdo em relacdo ao proprio

v. Este procedimento é descrito pela seguinte equacao:
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Av = ATV +i%) (3.10)
A grande vantagem de usarmos a RHM é a sua capacidadsaieer
varios tipos de problemas diferentes, utilizando uma arquiteturaddeireca e
uma mesma metodologia de mapeamento. Podemos definir esta metodigogia
uma maneira objetiva, da seguinte forma:
0] A funcao objetivo do problema deve ser escrita na forma mostrada
em (3.11):

£ (t) = —%v(t)TT‘“v(t) —v(t)i® (3.11)

(i)  As restricoes devem ser expressas por intermédio da eqdaca
subespaco valido definida em (3.8).

(i) O dominio de variacdo de cada variavel do problema dewe se
definido através dos limites da funcdo de ativacdo ‘rampa

simétrica’, definida em (3.9).

3.7. Rede Neural de Hopfield Modificada Fuzzy (RHMF)

A rede de Hopfield convencional tem um tempo de processamento
elevado devido a necessidade de um esforco computacional adicional gara for
o confinamento de& no subespaco-valido. Ja, tanto a rede neural de Hopfield
Modificada quanto a Convencional afetam o desempenho da rede devido ao passo
de iteracao ser fixo. Para contornar estes problemas propde-se a imgdém eliat
rede de Hopfield Modificada Fuzzy com taxa de convergéncia (pastraigio)
calculada por um controlador l6gico nebuloso.

Uma funcéo de energia modifica@(t) é usada neste processo. Esta

funcéo é definida como segue:
E™(t) = E°"{(t) + E°(t) (3.12)

onde E°"(t) é um termo de confinamento que agrupa as restricbes dadas por
(2.27b), (2.27¢) e (2.27d); E’(t) € um termo de otimizacdo que conduz a saida

da rede aos pontos de equilibrio. Este método é contrastante com ia ohsor
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abordagens neurais usadas em problemas de DE, o que as tornaemiasfpelo
fato de tratarem estes termos em uma Unica funcao de energia.
A Figura 3.6 mostra a rede de Hopfield Modificada sem a impleg@nt

de um controlador I6gico nebuloso ( Rede de Hopfield Modificada - RHM).

Passo |

> | v=T"v+s
Passo Il \Y} >
t @

Y]
Passo Il
Passo IV At—CL
AV = At (T%v+ %
V=V +Av ( ) At, v

FIGURA 3.7 - Rede de Hopfield Modificada Fuzzy (RHMF)

A operacdo da rede de Hopfield Modificada consiste de trés passos
enquanto a rede de Hopfield Modificada Fuzzy consiste de quatro passos
principais, conforme mostra a Figura 3.7. Estes passos podem seadopli
como segue:

Passo 1) Minimizacdo deE®" correspondendo & projecdo &eno

subespaco-valido definido por:

v=T"v+s (3.13)
onde: T é uma matriz projecdo. Assim, qualquer componente de v que
seja ortogonal aT'® ¢é desprezada. Esta operacdo realiza uma

minimizac&o indireta de®"
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Passo Il) Aplicacdo de uma funcédo de ativacdo do tipo rampa simétrica

nao-linear restringinde em um hipercubo:

Bvimin, se vimin >V,

gir(vi ):% Vi, se Vimin <V, Svimax (3.14)
[l
H,imax' se v, >Vimax

Ol’ldevi D[vimin , Vlmax]

Passo (Ill): Determinacdo da taxa de convergénsigtamanho do passo

de iteracdo) da rede através do controlador l6gico nebuloso.

Passo (IV): Minimizacdo deE®, o que envolve a atualizacdo de v na
direcdo da solucdo 6tima (definida g8t ei®) correspondendo aos pontos

de equilibrio da rede. Estes pontos sdo também as solugcbes para o
problema do despacho econdmico, desde que o gradiente em relacdo ao
termo de energi&® seja aplicado. Utilizando a funcdo de ativacdo rampa-

simétrica e dado que=0, a equacéo (3.3) torna-se (ldt al, 1989):
v(t) =g/ (u(t)) =u()
e comparando (3.2) e (3.11)

) - ECW
a
Av = —AtOE(v) = At(TV +i%) (3.15)

Desta forma, a minimizacdo do terni' consiste em atualizar na
direcdo oposta ao gradiente B2 em relacéo &. Estes resultados também s&o
validos quando uma funcao de ativacao do tipo tangente hiperbdlica fordatiliza
(ABE, 1993).

As principais diferencas existentes entre a rede de Hopfieldfivbmth

Fuzzy, desenvolvida neste projeto, e a rede de Hopfield convencional séo:
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» A taxa de convergéncia da rede de Hopfield Modificada, calculada po
um controlador logico nebuloso, reduz o tempo de convergéncia da
rede.

e A inexisténcia das constantes de ponderacdo, escolhidas
arbitrariamente, faz com que os pontos de equilibrio da rede (solucao
final) sejam menos sensiveis a escolha do estado inicial.

« O termo de energi&” ndo interfere, durante o processamento, na
minimizac&o do termo de enerdi&""

* Nenhum parametro de inicializacéo (controle) da rede é requeriao pa
a execucgao da simulacao.

Como visto na Figura 3.7, cada iteracdo possui 2 estagios diferentes.
Primeiro, como descrito no Passo (IV) atualizado usando o gradiente do termo
E° separadamente. Em seguida, apds cada atualiaaéddiretamente projetado
no subespacgo-valido. Este é um processo iterativo, novgaaprimeiramente
projetado ortogonalmente no subespaco-valido definido em (3.13). Em seguida, os

seus elementos sao limitados pela funcdo de ativacdo rampaesin{8t14)

dentro do intervalos; O[v™ , v"™].

3.8. Controlador Légico Nebuloso

Em sistemas baseados em conhecimento, a utilizacdo maiscaiyrafida
teoria dos conjuntos nebulosos sdo os controladores I6gicos nebulosos.

Sistemas l6gicos nebulosos, introduzidos por (ZADEH, 1979), permitem a
manipulacdo de informacgbes incertas. Em ldgica nebulosa, um sigtede
representar conceitos imprecisos, nao apenas por intermédio de isariave
linglisticas (tais como rapido, lento e pequeno), mas também através de principios
matematicos bem estabelecidos; além disso, pode-se utilizarcesiceitos para
realizar dedugdes sobre um sistema (COX, 1992).

Em um controlador baseado em regras, as variaveis de ers#ada
normalizadas e convertidas em representacdes nebulosas. As besgpasisdo
executadas em paralelo, produzindo conseqientemente uma regido nebalosa par

cada varidvel. Em seguida, as regibes sdo convertidas enesvalisp (néo-
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nebulosos) com o objetivo de determinar uma acao de controle (ndo neguésa)
melhor represente a decisao nebulosa.

Na teoria classica dos conjuntos, 0s conjuntos saoatitgs de tal forma
gue um dado elemento do universo de discurso (dominio) pertence ou nao
pertence ao referido conjunto. Na teoria dos conjuntos nebulosos, considera-s
inicialmente um universo de discurkh onde U’ € um elemento genérico. Um
conjunto nebuloso F, definido neste universo, é caracterizado por uma fungéo de

pertinénciay, (.) sobre o intervalo [0,1]. O grau de pertinéncia do elemeh&n’
conjuntoF é dado pelo valornu, (u) .

Considerando dois conjuntos nebulosos A e Blénas trés operacdes
basicas (unido, interseccdo e complemento) podem ser definidass ateasuas

funcdes de pertinéncigu(, e () por:

Unido: u,,s = max{, (u), i (W)} (3.16)

Interseccao: U,z = min{uA(u),,uB(u)} (3.17)

Complemento: p_ =1- u,(u) (3.18)
A

Um sistema de decisédo nebuloso ou controlador nebuloso é entdo formado
por um conjunto de regras de controle, as quais se associam imglicacoe
nebulosas utilizando as operagdes precedentes. Uma regra ndpiudas&e (x é

A ey éB) entdo(z € C)” é implementada com uma implicagéo (relagéo)

nebulosaR , cuja fungao de pertinéncyaR pode ser definida por:

HR; = H(aj eBj - ci)(U,V,W) =[a ) €HBjv)] - Hcjw) (3.19)
onde A e B é um conjunto nebulosd, x BemUxR; R =(A e€B)-C)é
uma relacdo nebulosa elixVxW; e o operador {) indica a funcdo de
implicacdo nebulosa.

Utilizando a regra de inferéncia composicional de (Zadeh, 1973),adada
relacéoR, deU aV, e um conjunto nebuloso d¢ denotado poA’; o conjunto
nebulosoB’ deV, inferido a partir d&\’, tem funcéo de pertinéncia definida pelo

procedimento max-min por:
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U (v) = max{min(u o (u), tg (UV))};u0U,vOV (3.20)

Um controlador logico nebuloso é associado a rede de Hopfield
Modificada com o objetivo de manter o compromisso entre a efiai@éacrede e
a precisao dos valores do ponto de equilibrio da rede. As variavéisstiogs de
entrada do controlador sdo o erro quadratico médio (EQM) da saidadeistre
instantes consecutivos e a variacdo de energia do t&f{8.6), os quais sdo

dados pelas equagoes (3.21) e (3.22):
R
EQM—ZZ[vi(t) Vi (t = D) (3.21)

AE° (t) =

E*(t) - E* (t-1)| (3.22)

A saida do controlador l6gico nebuloso € dada pela variavel lirogiisti
gue determina o passo de iteracao da rede.

A medida que a rede aproxima da solugéo 6tima, o passo de itdeagho
diminuir. Assim, qguanto menor o erro quadratico médio, mais proximo da solugéo
otima. E, quanto menor for a variagdo de energia do termo de otimiza¢cdo, menor o
custo obtido. Desta forma, a medida que a rede aproxima para asiducasto
minimo, o passo de iteracao também deve diminuir para que a cedsaagpe da
regido de menor custo.

O universo de discurso associado a cada variavel linguisticatidela
tem valores no seguinte conjunto de termos: muito pequeno (MP), pequeno (PE),
médio (ME), grande (GR) e muito grande (MG). Para a variavehitiaAt, os
valores séo: pequeno (PE), médio (ME) e grande (GR). Os valorAs sf®
obtidos pela aplicacdo de regra de inferéncia composicional digh £8n regras
do tipo “Se (EQM é grande) g4E é pequeno) enta@at é médio)”, como

apresenta a Tabela 3.1.
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Tabela 3.1 — Conjunto de Regras Nebulosas

0
MP | PE | ME| GR| MG

EQM(®)
MP PE PE ME ME ME
PE PE PE ME ME GR

ME ME ME ME GR GR
GR ME ME GR GR GR
MG ME GR GR GR GR

Para cada regra, dada na Tabela 3.1, o grau de ativagao da egatvale
é calculado de acordo com o resultado da combinagdo de seus antscedente
consequentes. Todas as regras, com elementos tendo valores veodad®s)a
sdo ativadas. As funcdes de pertinéncia para as variaveisstiogsi do
controlador séo dadas na Figura 3.8. Os paramé&g®e EQ,, diferentes em
cada tipo de problema a ser resolvido pela rede, sdo obtidos apomeisapri
iteracOes executadas pela rede. Apos a aplicacdo do procedimenferéleia, a
acao de controle final consiste da agregacao (unido) de todasmtabuicoes
proporcionadas por cada regra ativada (LEE, 1990). O vagy (ndo nebuloso)

deAt é calculado pelo método do centro de area (CDA), dado por:

n

g/«ls' V)V,
cpA= & (3.23)

ZI/JB- (V)

onden € o nimero de niveis de quantizacdo da saida, ou seja, o numero de

segmentos gerados pela discretizagcdo dos universos de discursos
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My

_EQM
EQu/6 EQu/3 EQu22EQu/35EQu/6 EQo

Ha

AE®

I
L

AEy/6 AE/3 AE)22AEg/35AE(6  AEy

La

At = 10°

x=-4 x=-3 x=-2 x=-1 x=0

FIGURA 3.8 - Funcdes de pertinéncia do controlador nebuloso

O Capitulo 4 apresenta, de uma forma geral, 0s principais aspectos de um

algoritmo genético.
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CAPITULO 4

Algoritmos Genéticos

Este capitulo apresenta uma introducéo tedrica e um historico sobre os

algoritmos genéticos.
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4.1 Introducao

Algoritmos Genéticos (AGs) sdo algoritmos de busca baseados nos
mecanismos de selecdo e genética natural. Os AGs combinamvigébcia dos
mais aptos” com uma troca de informacbes, a0 mesmo tempo, estrudurada
aleatéria. Uma populacédo de&ings (individuos), representando solugdes de um
problema especifico, € mantida pelo algoritmo genético. O algogémético cria
iterativamente novas populacdes, a partir da populacdo iniciatioselado
stringse cruzando as mais aptas para gerar nsiags que, espera-se, estejam
mais proximas da solucdo 6tima do problema dado. Em cada geraganser
novasstrings a partir de bits e pedacos skeings anteriores, adicionando novos
dados para evitar a estagnacdo da populacdo. Apos uma sériagdesgigpode-
se encontrar a solugéo étima (ou individuo 6timo).

Apesar de usar oportunamente a idéia de aleatoriedade parareealiz
uma pesquisa, € preciso ficar bem claro que os AGs néo sao saigplesnos
aleatérios de pesquisa. Algoritmos aleatérios de pesquisa podem ser
inerentemente ineficientes devido a falta de direcionamento haterauas
pesquisas. Os AGs ndo sao desprovidos de direcdo de pesquisa. Eten otiliz
conhecimento adquirido de gera¢cfes anteriorestrofgspara construir uma nova
geracao que ira se aproximar da solucdo 6tima. Em outras paklesasisam o
conhecimento passado para direcionar sua pesquisa.

Algoritmos Genéticos sdo muito eficientes para busca de solagies,
ou aproximadamente Otimas, em nivel global em uma grande variedade de
problemas, pois ndo imp6em muitas das limitacdes encontradas rmasndé
busca tradicionais, tais como a necessidade de diferenciabilidadevexidade
das func¢des que descrevem o problema de otimizacao.

Normalmente, os AGs visam resolver problemas de otimizacéo, embora
guantidade de problemas aos quais 0s AGs se aplicam seja babtantgente.
Assim, o Algoritmo Genético € uma ferramenta potencialmentieefe para

resolver o problema de Despacho Econémico.



Capitulo 4: Algoritmos Genéticod4

4.2 Um Breve Historico

Até meados do século XIX, os naturalistas acreditavam que spdaie
havia sido criada separadamente por um ser supremo ou atraveésacko ger
espontanea. Em 1735, o trabalho do naturalista Carolus LinnSgagema
Naturae sobre a classificacdo biologica de organismos despertou o iatpedas
similaridade entre certas espécies, levando a acreditaisténeia de uma certa
relacdo entre elas. Outros trabalhos influenciaram os natwatistadirecdo a
teoria da selecéo natural, tais como os de Jean BaptisteK, ajuarpublicou o
livro Zoological Philosophyem 1809 e que sugeriu uma teoria evolucionaria no
"uso e desuso" de oOrgaos; e de Thomas Robert Malthus, 1798, comEssdya
on the Principle of Populatiomque propds que fatores ambientais tais como
doencas e caréncia de alimentos, limitavam o crescimento de uma populagéo.

Depois de mais de 20 anos de observacbes e experimentos, Charles
Darwin apresentou em 1858 sua teoria de evolucédo por meio de selegag na
simultaneamente com outro naturalista inglés Alfred Russdlaéa No ano
seguinte, Darwin public®n the Origin of Species by Means of Natural Selection
com a sua teoria completa, sustentada por muitas evidéncias cdlindate suas
viagens a bordo dBeagle Esta publicacdo contém duas teses separadas: que
todos os organismos com modificagdes descendem de ancestrais Gouns,
principal agente de modificacdo é a acdo da selecdo nablral & variagdo
individual.

Este trabalho influenciou muito o futuro ndo apenas da Biologiani®at
e Zoologia, mas também teve grande influéncia sobre o pensamigtisoe
filosofico, politico e econbémico da época. Darwin estendeu o conceitonde
universo em constante mudanca aos seres vivos, bem como introduziu o conceito
de mutabilidade ao acaso, sem nenhum proposito divino ou filoséfico que o
norteasse. Desta maneira, ndo sé 0s objetos inanimados, mas tambéstaiwalo
sujeito as leis fisicas, que Newton, Descartes, entre outrosmhaekneado.
Desta forma, os antigos paradigmas de existir um proposito (divim&o) para
tudo, foram substituidos por uma visdo mais simples e mecanicist@riA da

evolucdo e a computacdo nasceram praticamente na mesma épodas Char
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Babbage, um dos fundadores da computacdo moderna e amigo pessoal de Darwin,
desenvolveu sua maquina analitica em 1833. Ambos provavelmente estariam
surpresos e orgulhosos com a ligagédo entre estas duas areas.

Por volta de 1900, o trabalho de Gregor Mené@sheriments in Plant
Hybridization, desenvolvido em 1865 sobre os principios basicos de heranca
genética, foi redescoberto pelos cientistas e teve grandenigilu8obre os
futuros trabalhos relacionados a evolugdo. A moderna teoria da evohmbma
a genética e as idéias de Darwin e Wallace sobre aAsetegural, criando o
principio basico de Genética Populacional: a variabilidade entreidnds em
uma populacdo de organismos que se reproduzem sexualmente € prodazida pe
mutacao e pela recombinacéo genética.

Este principio foi desenvolvido durante os anos 30 e 40, por bidlogos e
matematicos de importantes centros de pesquisa. Nos anos 50 e @3 muit
bidlogos comecaram a desenvolver simulagcbes computacionais deasistem
genéticos. Entretanto, foi John Holland quem comecou, seriamente haalese
as primeiras pesquisas no tema. Holland foi gradualmentenéfirsuas idéias e
em 1975 publicou o seu liviAdaptation in Natural and Artificial Systentspje
considerado a base de Algoritmos Genéticos. Desde entdo, estésak)vém
sendo aplicados com sucesso nos mais diversos problemas de otingzacdo
aprendizado de maquina. Os objetivos fundamentais de sua pesquisa eram:

« Explicar os processos adaptativos dos sistemas naturais;

- Desenvolver programas de computadores de sistemas artificiais que
reproduzissem o importante mecanismo de solucédo de problemas
empregados pelos sistemas naturais.

Os algoritmos genéticos fornecem robustez, eficiéncia e flexibilidade
guando pesquisam espacos de problemas em busca da solucéo otima.

A partir da publicagdo do trabalho de (HOLLAND, 1975), a area de
Algoritmos Genéticos tem evoluido constantemente e, atualmente-sasam
algoritmos genéticos na solucdo de uma diversidade enorme de @®hiem
engenharia. Notam-se, também, esforcos continuos visando aprofundar os

aspectos tedricos relativos a estes algoritmos.
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4.3. Espaco de Busca

Toda tarefa de busca e otimizag&o possui varios componentes, entee ele
espaco de busca. O espaco de busca é o espaco de todas as solucsppossive
um problema de otimizacdo. Cada ponto no espago de busca é uma solucao
possivel. Cada solucdo possivel pode ser associada a um valor deazalegua
problema. Estamos procurando nossa solucédo que € um ponto (ou mais$ entre a
solugdes possiveis. A procura por uma solucéo € equivalente a ppmruagum
ponto extremo (minimo ou maximo) no espago de busca. Este pode ser todo
conhecido conforme o desenvolvimento da solu¢do do problema, mas geralmente
conhecemos apenas alguns pontos e geramos 0S OutroS COmMO um pProcesso
continuo para encontrarmos a solucao.

Matematicamente, o espaco de busca é representado por um conjunto de
equacodes e inequacdes que restringem o dominio de solu¢cdes de umauable
otimizacdo, que em geral é escrito da forma:

Minimizar f(x) (&)
sujeitoa: g(x)=0 (b)
h(x)<0 (c)

xOX  (d)

(4.1)

O problema de otimizacdo acima busca encontrar um pontque
pertenca ao espaco de busca descrito pelas equacdes (hatglisgcdes (4.1c),
além de (4.1d) e que minimize um determinado objetivo representadfupeio
objetivo (4.1a).

Resumidamente, as técnicas de busca séo classificadas em:

» Técnicas Baseadas em Calculausam um conjunto de condi¢des

necessarias e suficientes que devem ser satisfeitas pkleSes de
um problema de otimizacdo (GOLDBERG, 1989):

0 Meétodos Indiretos: procuram por um extremo local por meio
da resolucdo de um conjunto de equacdes, normalmente nao-
lineares, que resultam quando se iguala o gradiente da funcéo
objetivo a zero. E uma extensdo do célculo elementar para

funcdes irrestritas para o espaco n-dimensional.
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0 Meétodos Diretos: utilizam informacdes da funcdo como

derivadas de primeira e/ou segunda ordem. Ou seja, estes
métodos procuram pelo 6timo local por trabalhar sobre a
funcdo e mover na direcdo do gradiente local. Esta é
simplesmente a noc¢éao d#hll Climbing. Pontos sucessivos séo
gerados baseados somente nos resultados anteriores. Ha varias
desvantagens no métoddill Climbing. Primeiramente, ele
assume que o espago de busca que estd sendo pesquisado é
continuo. Em outras palavras, as derivadas da funcdo que
representam o espaco de busca existem. Isto ndo € verdadeiro
para muitos problemas do mundo real em que o0 espago de
busca possui ruidos e descontinuidades. Uma outra grande
desvantagem do algoritmo € que ele encontra somente a
solugcéo otima local a vizinhanga do ponto corrente. Ele ndo
tem condi¢Oes de analisar todo o espaco de busca. Entretanto,
métodos Hill Climbing paralelos podem ser usados para
pesquisarem multiplos pontos no espaco de busca. Ainda assim
ndo ha garantia de se encontrar o valor 6timo, especialmente
em espagos com muitos ruidos onde ha um grande numero de

picos.

Técnicas Enumerativas
A base da técnica enumerativa é simples. Busca-se encontrar o
valor 6timo (solucdo) em um espaco de um problema de otimizacdo

pesquisando sequencialmente cada ponto do espaco de busca (finito e

7

discreto). Este método € extremamente ineficiente. Para prablema
com espacos de pesquisas muito grandes, a tarefa computacional &

muitas vezes inviavel.

Técnicas Dirigidas por Pesquisa Aleatoria.baseadas em técnicas

enumerativas, mas usam informagdes adicionais para dirigir a.busc
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Mas estes ndo realizam "andancas" aleatOrias simplesmEsta
técnica ndo é desprovida de direcdo para desenvolver a busca como os
algoritmos de pesquisa aleatoria. Elas utilizam na busca os
conhecimentos obtidos de resultados anteriores combinando-os. O
resultado conseguido é uma poderosa técnica de pesquisa que pode
tratar ruidos, espacos de pesquisas multimodais com relativa eficiéncia
Os dois tipos de algoritmos de pesquisa aleat6ria mais populares séo:

o Simulated Annealing: técnica baseada no processo de
evolucado termodinamica para dirigir a busca para o estado de
minima energia.

o Algoritmos Evolutivos: baseados nos principios de selecéo
natural:

= Algoritmos Genéticos
» Estratégias Evolutivas
= Programacéo Evolutiva

Os Algoritmos Evolutivos sdo as formas de implementacdo dos
modelos computacionais de processos evolutivos na éarea de
computacédo evolutiva.

Estes trés algoritmos sdo representados por uma populagdo de
individuos que sofrem uma série de transformacfes aleatdrias para
atualizar a busca e depois, por um processo de selecédo que favorece os
melhores individuos. Apesar disso, as técnicas de codificacdo, a
maneira pela qual os cromossomos sao selecionados para reproducéo e
os tipos de alteragcbes usados para criar novas solucdes podem variar.

Em 1975, John Holland publicou nos Estados Unidos o primeiro
trabalho sobre Algoritmos Genéticos. Algoritmo Genético € uma
técnica de busca baseada na teoria de evolucdo de Darwin, edfatiza
0s modelos de operadores genéticos.

As Estratégias Evolutivas foram introduzidas na Alemanha
inicialmente por (RECHEMBERG, 1973), nos anos 60 e, mais tarde,
desenvolvidas por (SCHWEFEL, 1995) com a finalidade de solucionar
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problemas de otimizacdo. As estratégias evolutivas priorizam as
transformacdes realizadas pela mutacgéo.
J4, a Programacao Evolutiva foi desenvolvida por (FOGE&4!.,
1966) e consistia na evolucdo de popula¢cdes com maquinas de estados
finitos. A programacéo evolutiva foi aplicada a varios problemas de
otimizacdo de forma anéloga as estratégias evolutivas (BACK, 1996).
Algoritmos genéticos e estratégias evolucionarias sao méjoeos
simulam, através de algoritmos, os processos da evolugdo natural
(bioldgica) visando, principalmente, resolver problemas de otimizacgéao.
Nesta dissertacdo, a aplicacdo de Algoritmos Genéticos na
resolucdo do problema de Despacho Econdmico estéd relacionada a
uma maior capacidade de exploragdo do espaco de otimizagdo e por
tratar problemas que envolvem fungdes custos e/ou restricbes nédo

diferenciaveis.

4.4. Algoritmos Genéticos e Métodos Tradicionais de Busca e Otimizagao
Os Algoritmos Genéticos diferem dos métodos tradicionais deabeisc
otimizacao, principalmente em quatro aspectos (GOLDBERG, 1989):
1. AGs trabalham com uma codificacdo do conjunto de parametros e néo
com 0s proprios parametros.
2. AGs trabalham com uma populagéo e ndo com um unico ponto. Isto da
aos AGs a capacidade de pesquisar em espacos ruidosos com varios pontos
otimos locais. Os AGs observam diferentes areas do espaco do problema
de uma so vez e usam todas estas informacdes para se guiarem.
3. AGs utilizam informacdes de custo (funcdo objetivo), e ndo diasva
ou outro conhecimento auxiliar. Muitas outras técnicas necessitamale
grande variedade de informacgdes para guiarem-se. O ntétbdanbing
requer derivadas, por exemplo. A Unica informacao utilizada peloseAGs
uma medida de adaptabilidade de cada ponto no espaco (as vezes

conhecida como valor da funcéo objetivo). Uma vez conhecido este valor
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sobre um ponto, os AGs podem usa-lo para continuar a pesquisa pelo valor
otimo.
4. AGs utilizam regras de transicdo probabilisticas e naontetisticas.

Isto é resultado direto das técnicas randdmicas usadas pelos AGs.

4.5. Conceitos Béasicos da Genética

Os algoritmos genéticos emprestaram termos da Biologia gama
concepcao. Alguns destes termos serdo descritos a se@ano@poe o projeto
de um organismo, ou seja, 0 conjunto de instru¢des recebidas dos fesidtigb
€ a manifestacdo, numa série de etapas de desenvolvimento, d@intirasas
instrucbes com fatores fisicos e quimicos.

Devem-se ressaltar dois dos principios da hereditariedade: o de que o fluxo
de informacédo do gendtipo para o fenotipo € unidirecional, e o de guédades
hereditarias transmissiveis mantém sua identidade, de gerac@eragdo. O
estudo da evolucéo, portanto, sempre esteve ligado, desde o seu inidiodao es
da transmissdo de caracteristicas de um individuo a outro: heeelditke
(FUTUYAMA, 1992).

Todos os seres vivos conhecidos sao formados a partir de um conjunto de
instrucbes que estdo contidas no nucleo de todas as suas célelstsuisas que
armazenam estas informacgfes, de como serd o individuo, recebem o nome de
cromossomasA quantidade, o tamanho e o formato destes cromossomos mudam
de espécie para espécie. Ao conjunto de cromossomos, da-se o rgemerda.

O cromossomo, por sua vez, € constituido por uma cadeia de acido
desoxirribonucléico (ADN ou DNA), em forma de dupla hélice, que aledm
seu interior. Essa molécula helicoidal que se encontra em tmmizmua por toda
extensdo do cromossomo, por sua vez, é formada por uma série de [®s. de
Cada par de bases (aucleotided é constituido por uma purina (adenina (A) ou
guanina (G)), acoplada a uma primidina especifica (timina (Tgitogina (C)),
pareando-se A com T e C com G. Percebe-se, desta maneira, Spreosivos
sdo descritos por um alfabeto de quatro letras: G, C, A e & I[galbrar que

embora estes nucleotideos sejam os mesmos, em todos os amiaatse sua
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sequéncia no cromossomo ndo é, em geral, a mesma para todos os individuos
(DAWKINS, 1979).

O cromossomo pode ser dividido, para efeito de estudos, em segmentos
longitudinais chamados genes. Genes funcionam como unidade genética. Par
efeitos praticos, sado considerados como a unidade basica do cromogsotos, e
carregam todas as caracteristicas que o organismo pode ter.

Os cromossomos, em geral, ficam agrupados em pares. Sdo denominados
cromossomos homoélogos membros de cada par que compartilham os mesmos
tipos de genes.

Define-se comddcusou loco o lugar ocupado por um gene dentro de um
cromossomo. O mesmo loco pode estar ocupado em diferentes cromossomos
homologos, por formas génicas diferentes.

Sao chamados ddelosa essas variantes de um mesmo gene. Todos estao,
naturalmente, relacionados a mesma fungao geral, mas podemiatusamente.
Assim, por exemplo, no caso humano, num determinado Iécus do cromossomo X
existe um alelo que condiciona visdo normal das cores e, no mesnsodo
cromossomo homologo, podera haver um alelo que impossibilite o seu portador
de distinguir o vermelho do verde.

A correspondéncia entre terminologia natural e artificial stiméda na
Tabela 4.1.

Tabela 4.1 — Comparacédo da Terminologia Natural e do AG

NATURAL ALGORITMO GENETICO
Cromossomo String Individuo
Gene Caracteristica, Caracter ou detector.
Alelo Valor Caracteristico
Locus Posicao datring
Gendtipo Estrutura

Conjunto de Parametros, Solucéo Alternativa,

Fenotipo Estrutura Decodificada.
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4.6. Esquemas
4.6.1. Esquemas: blocos de construcdo dos Algoritmos Genéticos

O que sera visto agora é apenas uma simples introducéo aos fotatame
da matemaética envolvida no conceito de AGs. Uma visdo mais detalbde ser
encontrada nos livros (HOLLAND, 1992) e (GOLDBERG, 1989).

A fim de fornecer o fundamento tedrico dos algoritmos genéticosjaa idé
de blocos de construgéo precisa ser introduzida. A idéia principal aoss ke
construcdo € que individuos com um grau de adaptacdo elevado em uma
populacdo passem para seus filhos a nocdo de alta execucdo. Eé&s nog
possuem a forma dmubstrings Isto se deve ao fato de gsigings com um alto
valor de adaptacdo devem congrbstringsque sdo a causa principal para
apresentarem tais valores de adaptacdo. Assim, mesmo que aexpeatac
crossover dividirem as strings em duas partes, havera boas chances de se
transmitir substringsadaptadas para os filhos gerados. Estastringsaltamente
adaptadas séo conhecidas como blocos de construgéo.

Esquemas sao padroessiengsque descrevem semelhangas de conjuntos
de strings Em um esquema, além do alfabeto binario, adiciona-se um simbolo
especial * ao alfabeto. Assim, o alfabeto {0,1,*} pode ser usado pamsespar

qgualquer padrdo daubstringbinaria que se desejar. Por exemplo:

Tabela 4.2 — Exemplo de Esquema

Esquema Stringsque Atendem ao Esquema
01111
11111
101010
001010
101000
001000
00100

*1111

*010*0

**1*0
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E extremamente valido observar como o conjunto de operacdes basicas do
Algoritmo Genético afeta o processamento do esquema. Na reprodeféibo @

Obvio. As melhorestrings tém maiores chances de serem selecionadas para o
grupo dasstrings reprodutoras do que asrings fracas e, portanto, melhores
esquemas tém maiores chances de serem envolvidos na criagdo de nova
populacdes do que 0s piores esquemas.

A operacdo decrossover possui um forte impacto nos blocos de
construcdo dos AGs. A cada ocorréncia dectmssoverha a possibilidade de um
esquema ser destruido. Esta é uma das principais razfes pea&msabvemao
deve ser executado 100% do tempo. Observe estes dois esquemas abaixo. Definiu-
se o tamanho do esquema como sendo a distancia entre a primdittinea a

posicéo especificada s#&ing.

Tabela 4.3 — Tamanho do Esquema

Esquema Tamanho
**O*** 0
1**1** 2
*0*1*1 3

Lembre-se do modo de atuagdo da operagd@ssover Percebe-se
intuitivamente que esquemas cujos tamanhos sdo grandes sdo miaisidase
romperem do que esquemas menores.

Define-se ordem de um esquema como sendo o numero de posi¢des fixas
em um esquema.

Tabela 4.4 — Ordem de um Esquema

Esquema Tamanho
**0** 1
10*0** 3

111*0 4
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Quanto maior for a ordem de um esquema mais especifico elmagat
Obviamente, 100*1 € bem mais especifico do que **0**. Novamente, com a
operacdo derossover é Obvio que esquemas com pequenas ordens tém menos
chances de serem rompidos do que esquemas com altas ordens.

O efeito da mutacédo nos esquemas néo é dificil de se deternmmaalta
taxa de mutacéo ir4 destruir o esquema, esta € a razdo pekcaouselha-se
baixas taxas de mutacéo para a maioria dos AGs.

Desta forma, tem-se duas conclusdes importantes a se resealt@a a
teoria de construcéo de blo&tringscom esquemas altamente adaptativos e com
pequenos tamanhos terdo uma alta probabilidade de serem seleciomadas pa
proxima populacdo e, portanto, passar 0 esquema pasdriags da nova
populacdo. Esquemas que atendem a estes requisitos aumentam ade form
exponencial de uma geragao para a proxima. Estes esquemasrfoatescAGs 0

poder de pesquisar pelo espaco de um problema eficientemente.

4.7. Algoritmo Genético Simples

O algoritmo proposto por Holland, € conhecido na literatura ceimple
Genetic Algorithmou Standard Genetic Algorithrou simplesmente pela sigla
SGA Pode-se descrever o algoritmo, sucintamente em seis passodS(DAV
1991):

(1) Inicie uma populacdo de tamanih com cromossomos gerados
aleatoriamente;

(2) Aplique a funcéo de adequagéo em cada cromossomo desta populagao;

(3) Crie novos cromossomos através de cruzamentos de cromossomos
selecionados desta populacédo. Aplique selec@ssovere mutacao
nestes cromossomos.

(4) Elimine membros da antiga populagdo, de modo a ter espago para
inserir estes novos cromossomos, mantendo a populagdo com o mesmo
nameroN de cromossomos;

(5) Aplique a funcdo de adequacdo nestes cromossomos e ins@a-0s n

populacao;
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(6) Se a solucéo ideal for encontrada ou, se o tempo (ou numero de
geracbes) se esgotou, apresente o cromossomo com a melhor

adequacao. Caso contrério, volte ao passo (3).

Esta simulacdo do processo evolutivo ird produzir, a medida que as
geracdes forem se sucedendo, cromossomos cada vez mais bem adapiaglos
com melhor valor da fungcdo de adequacdo, de maneira que, no final, ebtém-s
uma solugéo (cromossomo) com alto grau de adequacéo ao problema proposto.

Observa-se que cada iteracdo de um SGA é composta por operacdes
basicas, tais como Reproducddrossovere Mutacdo. Tais operacdes basicas
serao detalhadas a sequir:

« INICIALIZACAO

Inicialmente, uma populacdo dkindividuos é gerada aleatoriamente.

Cada um dos individuos da populagéo representa uma possivel solucao

para o problema, ou seja, um ponto no espaco de solucdes. A técnica de

codificar solu¢des pode variar de problema para problema e deratgorit
genético para algoritmo genético. No trabalho original de (HD,

1975), a codificacdo € feita usando cadeias de bits. Segundo

(GOLDBERG, 1989) esta é a técnica que funciona melhor, pois a base

binaria apresenta maior nimero de esquemas por bit de informacéo.

Entretanto, outras técnicas podem ser usadas como, por exemplo, a

utilizacéo direta de numeros reais (BASKA&Ral, 2002; DAMOUSISet

al., 2003).

Segundo (GOLDBERG, 1989), o melhor método para trabalhar com o

Algoritmo Genético é codificar os parametros de uma possite}do do

problema em cadeia de bits de 0's e 1's. Isto permite umipuiagao

facil e eficiente dos operadores genéticos sobre estes cromossomos.

+ CALCULO DA FUNCAO DE ADEQUACAO
A funcédo de adequacédo tem o papel de ligar o algoritmo geragtico

problema a ser resolvido. Ela é usada para avaliar o cromossoano par
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posterior uso pelos operadores de reproducdo. A funcdo de adequacao
possui como entrada uma cadeia de bits e como saida um valor real que
representa a possivel solucao do problema.

Geralmente a funcéo de adequacgéo do individuo é determinada através
do calculo da funcao objetivo, que depende das especificacbes de. projet
Neste trabalho, cada individuo € uma entrada para uma ferranenta d
analise de desempenho, cuja saida fornece medidas que permitem ao
algoritmo genético o célculo da funcdo de adequacédo do individuo. Ainda

nesta fase os individuos séo ordenados conforme a sua aptidao.

« REPRODUCAO

Reproducdo é um processo em gtrengsindividuais sdo copiadas de
acordo com o0s seus valores da funcédo de adeqfigb&ogos chamam
esta fungao de funcdiness. Intuitivamente, podemos pensar na funt;ao
como alguma medida de lucro, utilidade ou qualidade que desejamos
otimizar. Neste trabalho, a funcéé uma medida de custo de geracdo que
desejamos minimizar.

A reproducdo permite qustrings sejam copiadas para as proximas
geracOes. A possibilidade de ursting ser copiada é baseada em seu
valor de adaptacag calculado através da funcdo de adequafii@gs.

Para cada geragao, a operacdo de reproducédo seleciona afyingss
que serdo utilizadas para realizarem cruzamentos.

Ha muitas formas de implementar o operador reproducédo. O processo
de selecéo proposto por (HOLLAND, 1989), em seu SGA, é conhecido
como omeétodo da selecdo por roletaRoulette Wheglonde cadatring
corrente na populacao tem uma proporcéo na roleta em relagao acevalor d

aptidao.

* Roulette Wheel - "Roleta Giradora"
O meétodo da selecéo por roleRgulette Wheekimplesmente escolhe

umastring de acordo com a porgéo ocupada por esta em uma roleta, isto €,



Capitulo 4: Algoritmos Genético$7

de acordo com um valor de adaptacdo relativo a esta roleta (em
porcentagem).
Este algoritmo pode ser descrito da seguinte maneira:
1. [Soma]Calcular a soma dos valores de adaptacéo de todos os
Cromossomos - sonta
2. [Selecao]Gerar um numero aleatorio dentro do intervalo
[0,S].
3. [Loop] Comecar a somar o0s valores de adaptacdo dos
cromossomos até atingir ou ultrapassar o veldRetornar o
ultimo cromossomo utilizado na soma.
Este processo é semelhante a uma roda de roleta, na qual os setores vao
se sucedendo, sob um pino marcador, até que a roda pare com o pino sobre
um setor qualquer. E claro que quanto maior a largura do setor, maior a

probabilidade deste setor se encontrar sob o pino marcador.

* CROSSOVER
Apés a reproducgédo, que definiu o conjunto dasgs reprodutoras,
um simplesrossovempode ser implementado em dois passos.

Em termos biolégicos;rossoversignifica misturar o0s cromossomos
dos individuos progenitores para gerar um novo cromossomo do individuo
filho. A mesma idéia aplica-se amssoverdos algoritmos genéticos.

No primeiro passo, o AG seleciona dusiengs aleatoriamente do
grupo das progenitoras. Asrings selecionadas podem ser diferentes ou
idénticas. O AG calcula se deve aplicatrossoverusando um parametro
chamado probabilidade deossover (p. Este é simplesmente um valor de
probabilidade definido pelo usuario. Um valor sugerigig=6,95, embora
este valor possa ser dependente do dominio. Se o AG decide n&ar realiz
crossovey as duastrings selecionadas sao simplesmente copiadas para a
nova populacéo (elas ndo sao retiradas do grupo das reprodutoras. Elas
podem ser usadas varias vezes durante o processmsi®mvey. Se 0

crossover € aplicado, uma posicao inteita pertencente astring €
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selecionada uniformemente de forma aleatéria entre 1 e 0 comfwinee
string menos um [1;1]. Duas novastringsséo criadas trocando-se todos
0s caracteres entre as posigkes el inclusive. Por exemplo, considere as
stringsA; e A, pertencentes a populacao inicial:
A;=0110]|1
A,=1100]|0
Supondo que na escolha de um namero aleatorio entre 1 e 4, obtivemos
um k = 4 (como indicado pelo simbolo de separacdo | ). Realiza-se o
crossoverentre astringsA; e Ay, gerando duas novatrings A;’ e Ay”:
A’=01100
A)’=11001
O crossovere realizado até que a nova populacédo seja criada. E entdo o
ciclo inicia-se novamente com a selecdo. Este processo continua
iterativamente até que algum critério especifico seja atendpor
exemplo, geracdo de 100 populagbes, ou até que uma string possua um

valor de adaptag&o superior a um limite pré-estabelecido).
« MUTACAO

Dependendo da escolha da populagéo inicial, pode n&o haver uma
variedade destrings suficientes para assegurar que os AGs verifiquem o
espaco do problema inteiramente. Ou os AGs podem convergir para
solugbes que ndo sdo proximas da otima devido a uma ma escolha da
populacao inicial.

Alguns destes problemas sdo minimizados pela introducéo da operacéo
de mutacdo. Os AGs possuem uprababilidade de mutacap., que
determina a frequéncia de ocorréncia da mutacdo. Por outro lado, as
mutacdes podem ocorrer durante a selecdo@ossoverno crossovere
mais freqiente). Para cada elemento dentro de staidg do grupo das
strings reprodutoras o AG verifica se ha a necessidade de se realizar
mutacdo. Se a mutacdo for necessaria, ele aleatoriameraeoali@or do

elemento em analise. Estrings binérias,1s sdo mudados pafs e 0s



Capitulo 4: Algoritmos Genético$9

parals. Por exemplo, o AG decide alterar o valor do bit da posi¢cdo 2 na
string 11000:
11000-> 10000

O resultado é atring 10000 com o segundo elemento alterado. A
probabilidade de mutacdo deve ser mantida baixa (aproximadamente 1%)
Uma taxa de mutacao alta ir4 destruistsigs mais adaptadas e tornar o
AG desprovido de direcdo em sua pesquisa pelo espago do problema. As
mutacbes ajudam a prevenir a estagnacado das populacdes, injetando
"sangue novo". Lembre-se de que grande parte da capacidade dos AGs
provém do fato de existir um conjunto steings muito diverso. Mutacdes

ajudam a preservar esta diversidade através das iteracoes.

No proximo capitulo sera aplicada a Rede de Hopfield Modificadagar

solucéo dos modelos de Despacho Econdmico estudados neste trabalho.
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CAPITULO 5

Aplicacao da Rede de Hopfield
Modificada

Este capitulo descreve a aplicacdo da rede de Hopfield Modificada

Proposta para a solucéo do problema de Despacho Econémico.
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5.1. Introducéo

A resolucdo de um problema de otimizacdo normalmente preasarpa
por duas fases: a primeira consiste em transformar o problanuanemodelo e,
posteriormente, um algoritmo deve ser implementado para resolver o modelo.

Uma vez que foram definidas todas as consideracdes relacioaadas
modelo de Despacho Econémico (DE) no capitulo 2, passaremos agora a
recuperar as equagOes obtidas anteriormente que serdo utilizadaso pa
mapeamento do problema.

O mapeamento do problema de Despacho Econémico usando uma rede de
Hopfield consiste em se determinar a matriz de p&se® vetor de entraday
descritos na sec¢do 3.6, para obter os pontos de equilibrio da funcdo da energi
associada ao problema.

O modelo tratado a seguir € o Despacho Econémico com Representaca

do Sistema de Transmissao descrito na se¢éo 2.4.

5.2. Mapeamento do Problema de DE pela Rede de Hopfield Modificada

Como observado na secdo 2.3, o DE consiste em minimizar uma funcao
custo na presenca de restricoes lineares de igualdade efguattesie. Uma vez
que restricoes de igualdade podem ser facilmente convertidassémdes de
desigualdade assume-se, por simplicidade, apenas restricoessigaaltlade.

Considere o seguinte problema de otimizacao restrita:

D ) NG
Min - C; = Z C.(Ps) (a)

DE Fsa.: P=BO (b) (5.1)
0 PGTin < Py £ Pg™ (c)

0w

IN

F(0) < K™ (d)
onde:

Cr: é o0 custo total de combustivel.

NG: é o numero de geradores disponiveis.

G(Pgi) =a +biPgi + ¢ P%: € o custo total de geragdo da unidade
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Pgi: € a poténcia ativa de saida da unidade

a,,b e c : sdo os coeficientes de custo para

P : € o vetor das injecOes de poténcia ativa.
B: € a matriz de susceptancias da rede.

0: é o vetor dos angulos de tensao.

P : é a minima gerac&o de saida da unidade

PI®:é a maxima geragdo de saida da unidade

F(0)=(0« —0) / x«: é o fluxo de poténcia ativa no ramo (linha ou transformador)
conectando as barrdse l.

0« € 0 angulo de tenséo na bdara

i € a reatancia no rameonectando as barrke .
ondeBO O™t x lp g pmn  pmax bl pmin pmaxmy Ot nh corresponde

ao numero de barrasre corresponde ao niumero de ramos. As condicdes em
(5.1b), (5.1c) e (5.1d) definem as fronteiras de um poliedro convexo. désste

os vetores? e F(0), que correspondem as variavBtg e Fi(0), no problema de

DE devem permanecer dentro deste poliedro caso 0s mesmos nepnesea
solucéo vélida para o problema de otimizacdo definido em (5.1a).solmgéo

desse problema pode ser obtida através de uma rede de Hopfieldawladifia

qual a técnica do subespaco-véalido garante que as condi¢des (5.1b), (5.1c) e (5.1d)
sejam satisfeitas. Além disso, o hipercubo inicial representadorgeticdo em

(5.1c) € mapeado diretamente pela funcéo rampa-simétrica (8d3 casmo uma
funcdo de ativacao da rede.

Os termosT " g jconf

séo calculados pela transformacao das desigualdades
em (5.1c) e (5.1d) em igualdades, introduzindo-se variaveis de folga ",
(BAZARAA; SHETTY, 1979), conforme a seguir.
P, —-PM™+w=0 (5.2)
-P,+PM™+w=0 (5.3)
q

F.(@)-F™+% o,w; =0 (5.4)

=1
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. q
-F(0)-F™ + 215” w, =0 (5.5)
]:

sendo qued; é definido pela fungéo impulso de Kronecker:

1,sei=|
5 =0 J

= 5.6
" 0O0,sei#j (5.6)

Apos esta transformacéo, o problema definido em (5.1a), (5.1b), (5.1c) e

(5.1d) pode ser rescrito como:

M G =SCR) (@

sa: P=B0 (b)

P, —P™ 4w =0 (©)
-P,+P™+w=0 (d) (5.7

F(0)- F™ + idjwj =0 (9

q
“RO+F™ 5w =0 (1)
]:

As equacdes (5.7b) a (5.7f) podem ser resolvidas em um sistenpo do ti
Ax =D.
A solucgédo para a restricdo de igualdade de (5.7b) sera dada por:
x=AA'A) b (5.8)

e a expressdo do subespaco-vélido em (3.8) deve levar em consideEstcao

solugéo, i.e.:
i< = A(A"A) b (5.9)
A partir de (3.8) e (5.9) parameff§°" é deduzido como segue:
x = Ty + jeonf (5.10)
x = T xx + A(ATA) b (5.11)
Inserindo o valor de (5.7b) e (5.11), a expressdoParsé dada por:
T =) _pATAYTAT (5.12)

ondel é a matriz identidade.
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Os parametro$® ei® neste caso s&o tais que o veterb é atualizado na
direcdo oposta ao gradiente da funcéo de enEfgi&ma vez que as condicbes
dadas no problema por (5.7b), (5.7c) e (5.7d), (5.7e) e (5.7f) definem um poliedro
convexo fechado, entdo a funcéo objetivo (5.7a) possui um Unico minimo global
(JT°=0]). Assim, usando (3.4) e (3.8), os pontos de equilibrio da rede podem ser

calculados assumindo-se os seguintes valoresTpbea™:

oo PAP) AP AP
O0Fs:  Fs FPone 0

T=0 (5.14)

(5.13)

5.3. Exemplo de Aplicacdo da Rede de Hopfield Modificada

A fim de demonstrar a aplicabilidade da Rede de Hopfield Modifioada
problema de Despacho Econdmico com Representacdo do Sistema de
Transmissédo, o sistema teste padrdo IEEE de 14 barras foadanNeste
sistema, uma demanda de 259 MW deve ser atendida através do @eraimoo

geradores. A tabela 5.1 apresenta os parametros iniciais rektiuvagdo custo,
ondea;, b e ¢ sdo os coeficientes da funcdo custg™® e P™*s&0 os limites

minimos e maximos de geracao.

Tabela 5.1 — Parametros Iniciais

Unidade 2 b, G R™ R™
($/h) ($/IMW)  ($/MW) (MW) (MW)

1 550 8,10 0,00028 0 680

2 126 8,60 0,00284 0 120

3 240 7,74 0,00324 0 180

4 309 8,10 0,00056 0 360

5 240 7,74 0,00324 0 20

A evolucado da funcdo custo para este caso € apresentada nebHigéra
rede neural atingiu a solucdo em aproximadamente 50 iterac@es pade de
Hopfield Modificada.
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FIGURA 5.1 - Evolucéo da funcéo custo da RHM

Quanto ao surgimento de uma espécie de vale na Figura 5.1 demoastra qu
a rede encontrou solugfes mais econémicas que a solucao fina§arfasaapaz
de interromper sua evolugcdo neste momento. Isto ocorre devidoliageaade
da funcdo objetivo que obriga um controle preciso e simultdneo do passo de
convergéncia da rede. Uma vez que esta abordagem neural utilizmssm
constante (Gnico parametro definido inicialmente pelo usuério), a catia aor
escapar destas regides de custo menor. Desta forma, com ogslgetiornar o
passo de iteracdo independente do problema, acelerar a velocidade de
convergéncia da rede e garantir a precisdo foi desenvolvido um cdotrdigico
nebuloso, o qual é discutido a seguir. O mesmo problema sera resolvido utilizando
o controlador logico nebuloso na sec¢éo 7.4.

A aplicacédo do Algoritmo Genético proposto para a solucdo dos modelos

de Despacho Econdmico aqui estudada sera apresentada no capéglora s
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CAPITULO 6

Aplicacédo do Algoritmo Genético

Com este capitulo é apresentada a abordagem proposta baseada em
Algoritmos Genéticos empregada na solucdo dos problemas de Despacho

Econémico.
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6.1. Introducéo

Uma vez que foram definidos os modelos que descrevem o problema de
DE no capitulo 2, passaremos agora a recuperar as equacoes obtidas anteriorment
e discutir os algoritmos de AG especificamente propostos pasalugdo dos

modelos ja descritos.

6.2. Solucdo do Problema de Despacho Econdmico Classico

Para a solucédo do problema de Despacho Econdmico Classico (DEC),
definida na secdo 2.2.1, cadting esta representada conforme mostrado na
Figura 6.1, onde as geracd&g dasn unidades geradoras sao mostradas.

O AG proposto relaciona-se com o problema do despacho a ser
solucionado, principalmente através da codificacdo do problema e da fimca
adequacao (expressa pela equacao (2.4a), que avalia o custo do ivefbast
estrutura de codificagdo permite representar solugbes do peoliimracao das
unidades) como cromossomos e a fungcdo de adequacdo tem o papat de lig
algoritmo genético ao problema a ser resolvido. Ela € usadaapatiar o
cromossomo ou solucdo (custo total do combustivel) para posterior uso pelos
operadores de reproducdo. Geralmente a funcdo de adequacdo do individuo é
determinada através do célculo da funcdo objetivo, que depende das
especificacdes de projeto. Neste trabalho, a codificacdo utiladhinaria e a
funcdo de adequacéo possui como entrada uma cadeia de bits e camnarsai
valor real. Cada individuo é uma entrada para uma ferramenta dee aohél
desempenho, cuja saida fornece medidas que permitem ao algoritrtioogené
calculo da funcdo de adequacéo do individuo. Ainda nesta fase os individuos séo

ordenados conforme a sua aptidao.

PGl PGZ PG3 s PGn

FIGURA 6.1 - Estrutura geral de urstting P utilizada no AG.

Cada uma daPg; geracdes mostradas na Figura 6.2 esta codificada em
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binario. Muitas sdo as formas de codificar solu¢des, variando de propsma

problema e de um algoritmo genético para outro. Os algoritmos de

codificacdo/decodificacdo (binario - decimal e vice-versa) atlhs neste
trabalho estdo descritos em (GOLDBERG, 1989). Dada a estrutudadgsra

stringsutilizadas, a descricdo do AG proposto € ilustrada pelos seguintes passos:

1. Inicio: Geracdo aleatoria de uma populagcdostiengs conforme a
Figura 6.1. Cada uma dasl geracbes de caddring € aleatoriamente
gerada dentro dos limites minimos e maximos de geracdo. Assim a
restricbes correspondentes a (2.4b) sdo automaticamente tratadas.
ésima unidade geradora é conhecida em analise de fluxo de pot#noia c
barra referéncia. Assim, a gerac®s do gerador de referéncia é
restringida pela equacéo 6.1 do balanco de poténcia do problema de DEC,

conforme a segquir:

P

ref

n-1
=D- Z P, +Loss (6.1)

ondeD é a demanda total do sistemd.@sssdo as perdas do sistema.
Deste modo, a equacéo (2.4c) do problema fica também satisfeita.

2. Calculo da AptidaoAvaliacdo do grau de adaptadd@®) de cada string

P de uma populacgéo.

3. Nova PopulacdoCriacdo de uma nova populagéo através da repeticao
dos passos a seguir até que a populacao esteja formada.

3.1. Selecao:Selecionar dois cromossomos pais da populacao de acordo
com seus valores de adaptacdo (os mais adaptados tém maior chance
de serem selecionados).

3.2. Crossover: Com a probabilidade decrossover cruzar os
cromossomos selecionados no item anterior para formar as novas
strings filhas. Se nenhumrassoverfoi executado, astrings filhas
serdo copias exatas das progenitoras.

3.3. Mutacdo:Com a probabilidade de mutacéo, realizar mutagbes em
cada locus (posicdo em um cromossomo) das retkiagsproduzidas.

3.4.Inserir as novastringsna nova populacao.
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4. Substituicdo: Substituicdo da antiga populacdo pela nova populagao
gerada.

5. Condicao de ParadaVerificar se as condicbes de parada sao
satisfeitas:

Se sim, parar a execucao e apresentar a melhor solugcéo da poatuatao
(despacho de geracdo com custo total minimo do combustivel).

Se nao, voltar ao Passo 2.

6.3. Solucdo do Problema de Despacho Econémico com Representacdo d
Sistema de Transmissao

O AG proposto nesta secdo também se relaciona com o problema de
despacho a ser solucionado, principalmente por meio da codificacdo do problem
e da funcdo de adequacédo (expressa pela equacédo (2.25a), que avstilado c
combustivel).

Para cada individuasiting) asn-1 geracdes séo calculadas pelo AGre a
ésimaunidade geradora refere-se a barra referéncia. Os véjasée calculadas
por meio do procedimento do fluxo de carga solucionando as equacfes (2.25b).
As restricbes funcionais (2.25d), representando os limites do fluymtdacia
ativa no sistema de transmissdo sao introduzidas por meio de fudedes
penalidade na abordagem proposta. Esta abordagem consiste em intnaduzir
funcdo objetivo de cada individuo infactivel um termo quadratico de petwlida
gue adiciona um custo elevado aos individuos que violarem o limite do #uxo d
poténcia ativa. A abordagem de penalidade é discutida em detalhe em
(GOLDBERG, 1989). A funcdo de penalidade aqui adotada € apresentada a

seqguir:
Pen =, (F (0) - F'")* 6.2)

onde w, é um parametro de penalidade'@ é o limite minimo ou méaximo

P
violado no rama.
Dada a estrutura geral dsssings utilizadas, a descricdo do AG proposto

para este problema segue os passos semelhantes ao do DEC:



1.
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Inicio: Geracao aleatéria dasl geracdesPs como mostradas na
Figura 6.1 codificadas em binéario. Asl geracdes de cada string sdo
geradas de forma aleatoria dentro dos limites minimos e mé&ém
geracéao.
Procedimento de Fluxo de CargaDadas as geracdes, um
procedimento de fluxo de poténcia DC é desenvolvido para cada
string. Como resultado de tal procedimento, os valores dos angulos de
tensdo e também os fluxos de poténcia ativa sdo obtidos para cada
string. A geracao da barra de referéncia de cadag € obtida pela
equacao (6.3):

P

) =D - nZ_l P, +Loss (6.3)
ondeD é a demanda total do sistembaosssao as perdas do sistema.
Célculo da AptidaoAvaliagédo do grau de adaptacao de caidag da
populacdo. Isto é realizado por avaliar o valor da funcdo objetivo de
cadastring. O termo de penalidade, apresentado pela equacéo (6.2), é
também adicionado a funcdo objetivo de catiang que apresentar

violac&o no limite do fluxo de poténcia ativa.

4. Nova PopulacaoCriacdo de uma nova populacéo steings Os

passos seguintes séo repetidos até a populacao esteja formada:

4.1. SelecadoSelecionar dois cromossomos pais da populacédo de acordo
com seus valores de adaptacdo (os mais adaptados tém maior chance
de serem selecionados).

4.2. Crossover: Com a probabilidade decrossover, cruzar os
cromossomos selecionados no item anterior para formar as novas
strings filhas. Se nenhuncrossoverfoi executado, astrings filhas
serdo copias exatas das progenitoras.

4.3. Mutacao:Com a probabilidade de mutacéo, realizar mutacdes em
cada locus (posicdo em um cromossomo) das retkiagsproduzidas.

4.4.Inserir as novastringsna nova populacgéao.
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5. Substituicdo:Substituicdo da antiga populacdo pela nova populagéo
gerada.
6. Condicdo de ParadalVerificar se as condicbes de parada sao
satisfeitas:
6.1. Se sim, parar a execucao e apresentar a melhor solucdo da
populacdo atual (geracdo das unidades com custo total minimo do
combustivel).

6.2.Se nao, voltar ao Passo 2.

6.4. Solucéo do Problema de Despacho Multi-Objetivo

Para a solucdo do problema de Despacho Multi-Objetivo, definida na
secdo 2.5, cadsring esta representada conforme mostrado na Figura 6.1.

O AG utilizado neste problema é semelhante ao da secéo 6.3. Nbgame
para cada individuo que violar o limite de fluxo de poténcia ativa, é introduzido na
funcdo objetivo um termo quadratico de penalidade que adiciona um custo

elevado.

6.5. Solucéo do Problema de Despacho Econémico Hidrotérmico

Para a solucédo do problema de despacho hidrotérmico, definida na secéo
2.6, cadastring esta representada conforme mostrado na Figura 6.2, composta por
nT geragdesPTs das unidades térmicas, a#l geracdesPHg; das unidades

hidraulicas.

PTo1| PTe2| o | PTont| PHer |PHe2 | o | PHonm

FIGURA 6.2 - Estrutura geral de urating utilizada no AG proposto.

Os valores dos angulos de tensao sdo calculados através dorpentedi
do fluxo de carga. As equacgOes funcionais (2.28e) e (2.28f), repreterda
limites do fluxo de poténcia ativa no sistema de transmissdcatdidadas pelas
funcdes de penalidade descrita em (6.2).

As restricdes (2.289) e (2.28h) do problema que representam tes ltai
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faixa de cavitacdo adicionam um custo elevado aos individuos (geracao
hidraulica) que resultar em valores de poténcia ativa pertencentasfaiess

Os resultados obtidos com as aplicagbes das metodologias desesvolvida
para a solucdo dos problemas de despacho econdémico adotados neste trabalho

serdo apresentados no préximo capitulo.
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CAPITULO 7

Resultados da Simulacao

Neste capitulo, resultados de simulagBes e uma analise de sensibilidade
envolvendo sistemas testes sdo apresentados a fim de comparar e gustrar

eficiéncia das abordagens propostas.



Capitulo 7: Resultados84

7.1. Introducao

Este capitulo apresenta a analise dos resultados obtidos coceagdaptia
Rede de Hopfield Modificada e dos Algoritmos Genéticos propostos para a
solucdo dos modelos de Despacho Econémico (DE) apresentados no capitulo 2. O
primeiro estudo considera o problema de Despacho Econbémico Classico. O
segundo estudo trata-se do problema de Despacho Econdmico com re@esentac
do sistema de transmissao. O estudo seguinte considera o problBraspdeho
Econbmico incluindo as perdas na transmisséo. Por fim, estuda-se onaraolde
Despacho Hidrotérmico.

A implementacdo computacional da Rede de Hopfield Modificada e do
Algoritmo Genético, propostos para resolver os problemas de DE, foram
realizadas utilizando o Matlab verséo 6.5 e fabricadoMataWorks

Em todos os exemplos, as execucdes dos meétodos foram realizadas

utilizando um PC com processador Intel 1000 MHz, Pentium III.

7.2. Problema de Despacho Econ6émico Classico (DEC)

Nesta secdo, resultados de simulacdo e analises comparsfivas
apresentados a fim de avaliar os métodos desenvolvidos. As abordagensagropost
sao aplicadas a solucédo do problema de DEC ja descrito. Em alguessess
pontos de valvula sdo também considerados.

Foram desenvolvidas quatro abordagens para resolver o problema de DEC
como descritas a seguir:

i) (RHM) A abordagem de Hopfield Modificada foi aplicada para uma

formulacdo de DEC conforme descrito anteriormente. A abordagem
RHM nao é aplicavel para resolver um problema de DEC queshava
consideracao os pontos de valvula de unidades térmicas.

i) (Multiplicadores de Lagrange) Com o objetivo de explicar

didaticamente as caracteristicas gerais do custo das unidaadsrger
o problema de DEC é solucionado sem considerar os pontos de valvula

como descrito na secdo 2.3.1. Desta forma, o custo de producgéo é
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determinado por meio da otimizagao irrestrita da funcdo Lagraagea
gue incorpora as restricbes de igualdade pré-multiplicadas pelos
multiplicadores de Lagrange.

i) (AG) Para efeito de validagdo e comparacao com os itensii)) e (
Algoritmo Genético proposto no item 6.2 também é aplicado no
problema de DEC, ignorando os pontos de valvula.

iv) (AGV) O Algoritmo Genético proposto no item 6.2 é aplicado ao

problema de DEC considerando o efeito de pontos de valvula.

Em todos os testes realizados para este sistema, na exdoug&iodo

utilizando o Algoritmo Genético, foram consideradas as seguintes informacdes:

Numero de geracdes: 100

Numero de individuos por geracao: 30

Quantidade de bits de representacéo por unidade: 11
Percentagem de ocorréncia de crossover: 0,95

Percentagem de ocorréncia de mutacéo: 0,01

7.2.1. Exemplo 1
O sistema teste assumido neste exemplo € composto por trés unidades
geradoras que alimentam uma demanda total de 850 MW. Os paramleilioes

a funcao custo sdo apresentados na Tabela 7.1.

Tabela 7.1 — Parametros Iniciais da Funcdo Custo — Sistema de 3 Barras

Unidade a b C g f, RMN(MW)  RMX(MW)
1 561 7,92 0,001562 900 0,0315 100 600
2 310 7,85 0,001940 600 0,0420 100 400
3 78 7,97 0,004820 450 0,0630 50 250

A Tabela 7.2 apresenta os resultados obtidos pela execucéo da rede de
Hopfield Modificada (RHM), do método dos Multiplicadores de Lagrange e
Algoritmo Genético proposto. Na tabela sdo mostrados os despachesadéo
P;, P, e B, dados em MW e o custo dado em unidades monetéarias ($). Os

coeficientesa, by e ¢ dafuncéo custo sao dados, respectivamente, por $/h, $/MW
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e $IMW,

Para a abordagem AG mostrada na tabela, assim como pariMa R
considerou-se a funcdo de custo aproximada: sem a representac@ntdesdp
valvula. Para isso foram adotadps Oefi= 0. Para AGV o problema de DEC foi
formulado considerando os pontos de valvula com valores def dados na
Tabela 7.1.

A Figura 7.1. mostra a evolucado da funcdo custo das abordagens RHM,
AG e AGV, respectivamente. A coluna “Custo Real” apresentada tmaaul
coluna da Tabela 7.2 refere-se ao custo obtido pelos métodos se os dedpachos
geracado calculados sao diretamente substituidos na funcdo cubtd&deapela

equacao em gue os pontos de valvula séo considerados.

Tabela 7.2 — Resultados da Simulag&o — Sistema de 3 Barras

Método P1 P2 P3 Custo Custo Real
(MW) (MW) (MW) $) $)
RHM 389,27 337,23 123,50 8194,40 9227,72
Lagrange 393,17 334,60 122,22 8194,40 9057,50
AG 393,06 334,70 122,24 8194,40 9063,00
AGV 403,60 287,39 159,00 8776,60 8776,60

O custo total obtido pelo método da RHM, Lagrange e AG é de $ 8194,40.
De fato, o problema de DEC estudado é convexo. Neste caso, a subtigi@o
pelo método é o 6timo global para o problema. Pode -se verificaragtee &

RHM quanto o Algoritmo Genético sdo capazes de lidar com funcbesstiz
nao-lineares, encontrando para estes casos sempre uma solugéb fadtHM
encontrou a solucdo em aproximadamente 50 iteracdes.

Ao tratarmos os pontos de valvula utilizando o algoritmo genético
proposto, o custo total obtido foi de $ 8776,60. Neste sentido, observou-se,
inicialmente, um aumento do custo do sistema de geracdo que congdetas
de valvula em relacdo ao problema anterior que ndo os considerané. lEste
resultado esperado, ja que o custo real (considerando os pontos de valvula nas
unidades térmicas) € sempre superior ao custo aproximado (conforme mostrado na
Figura 2.1).
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FIGURA 7.1 - Evolucéo da funcéo custo (RHM, AG e AGV) — Exemplo 1



Capitulo 7: Resultados88

O método que utiliza Algoritmos Genéticos converge para solugessot
ou aproximadamente Otimas em niveis globais, encontrando a solucdo em

aproximadamente 12 segundos.

7.2.2. Exemplo 2

O sistema teste assumido neste exemplo € composto por cinco unidades
geradoras que suportam uma demanda total de 860 MW. Os paramatiessrel
a funcao custo sdo apresentados na Tabela 7.3.

A Figura 7.2. mostra a evolucdo da funcdo custo das abordagens RHM,

AG e AGV, respectivamente.

Tabela 7.3 — Parametros Iniciais — Sistema de 14 Barras

Unidade & b G g f, RMN(MW)  RMX(MW)
1 550 8,10 0,00028 870 0,02094 0 680
2 126 8,60 0,00284 30 0,06283 0 120
3 240 7,74 0,00324 120 0,05712 0 180
4 309 8,10 0,00056 390 0,03927 0 360
5 240 7,74 0,00324 120 0,05236 0 180

A descricéo da Tabela 7.4 € analoga a da Tabela 7.2 anterior.

Tabela 7.4 — Resultados da Simulagéo — Sistema de 14 Barras.

Método P; P, P P, Ps Custo  Custo Real
(MW) (MW) (MW) (MW) (MW) $) (%)
RHM 287,02 37,83 180,00 175,10 180,00 8574,16 9138,14
Lagrange 430,00 1,00 96,85 236,23 96,39 8505,33 9119,11
AG 450,87 0 94,00 225,22 89,91 8504,94 8948,12
AGV 200,00 80,24 125,28 360,00 94,49 8691,45 8691,45
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FIGURA 7.2 - Evolugéo da funcéo custo (RHM, AG e AGV) — Exemplo 2
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A RHM atingiu a solugdo de custo minimo em aproximadamente 35
iteracbes. A maioria das redes neurais pode levar milhareserdedies para
atingir os pontos de equilibrio (PAR& al, 1993). Na RHM aqui estudada tais
problemas relacionados a velocidade de convergéncia sao efetivamente
contornados. Entretanto, percebe-se que a RHM apresenta valores @sibotim
escapando do ponto de otimalidade do problema. Este € um problema frequente
encontrado na literatura e que carece de melhor tratamento fdpsamodelos
baseados em redes neurais. Uma alternativa para a solucaprdbttena é a
utilizacdo de um mecanismo de controle do passo de otimizacdo, conforme
descrito na secéo 3.7.

O método AG proposto € mais robusto e consegue aproximadamente o
mesmo despacho de geracao calculado por Lagrange. O AG obteve a solucao de

custo minimo em aproximadamente 15 segundos.

7.2.3. Conclusoes

Esta secéo aplicou duas abordagens de sistemas inteligentesspéarer
problemas de DEC.

Na Rede de Hopfield Modificada avaliada, os pontos de equilibrio sédo
obtidos eficientemente e a viabilidade da solucdo do DEC é garpatad&ecnica
de subespaco valido adotada. Entretanto, verifica-se que a RHM dscppato
6timo do problema apresentando valores subétimos.

Os resultados focalizam as discrepancias entre o modelo MeeR%G. A
RHM ¢é eficiente nos casos em que fungcées ndo convexas sao utilizadas, entretanto
nao podem resolver problemas de DEC envolvendo funcdes objetivo néo
diferenciaveis. Por outro lado os AGs obtiveram solugbes para todipp®sie
DEC estudados.

Se a politica de despacho calculada pela RHM e por Lagrangsédda
para calcular o custo “real” (considerando os pontos de valvula), a @aonom
fornecida pela solu¢do proposta de AGV esta na faixa de 4 a S%ustos da

geracéao.
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7.3. Definicdo de Parametros dos Algoritmos Genéticos

Além da forma como atring é codificada, existem varios parametros do
Algoritmo Genético que podem ser escolhidos para melhorar o semmksho,
adaptando-o as caracteristicas particulares de determinasessalie problemas.
Dentre eles, os mais importantes sdo: o tamanho da populacéo, a jgadtaliée
crossover e a probabilidade de mutacdo. Nesta secdo, estudaremos estes

parametros na solucéao do problema de DEC.

7.3.1. Variagdo do Tamanho da Populacéo
Utilizando o sistema teste descrito na se¢ao 7.2.2, foram coulsideaa

seguintes informacdes:

Numero de geracdes: 100
Quantidade de bits de representacéo por unidade: 11
Percentagem de ocorréncia de crossover: 0,95

Percentagem de ocorréncia de mutacao: 0,01

O tamanho da populacéo € um fator muito importante no desempenho dos
Algoritmos Genéticos. Uma populacéo inicial muito pequena pode ocasionar
ciclos e, por outro lado, populacées muito grandes irdo exigir u@r mamero
de avaliagbes, comprometendo a eficiéncia do método.

Dependendo da escolha da populagéo inicial, pode n&o haver uma
variedade dstringssuficiente para assegurar que os AGs verifiquem o espaco do
problema inteiramente; ou os AGs podem convergir para solugdes queonao sa
proximas da 6tima devido a uma mé escolha da populacéo inicial.

A Tabela 7.5 apresenta os resultados obtidos pela execu¢do do Adgoritm
Genético proposto. Na tabela sdo mostrados os despachos de geracdo, o cust
minimo e o tempo de execucdo obtido ao variar 0 numero de individuos da

populacao.
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Tabela 7.5 — Resultados — Variagdo do Tamanho da Populagéo

Tan;znho P; P, Ps P, Ps Custo Tempo
Populacio MW)  (MW)  (MW)  (MW)  (MW)  (®)  (9)
4 414,65 15,36 101,65 227,04 101,30 8510,021
5 452,66 7,50 88,55 218,60 92,68 8507,04 1
10 449,35 0 89,96 225,64 95,06 8504,94 3
20 447,47 0 94,44 224,00 94,09 8504,87 6
30 446,62 0 94,18 225,11 94,09 8504,87 15
50 448,21 0 94,27 223,35 94,18 8504,87 40

Analisando a Tabela 7.5 verifica-se que populacdes grandes frarane
o desempenho do AG, isto é, ndo melhoram a velocidade de determinacdo de uma
solucéo. Por meio de estudos exaustivos para este problema espetdgou-se
a concluséo de que um bom tamanho para uma populacéo inicial €éalde0

a 30 individuos.

7.3.2. Variacao das Probabilidades d€rossover

Utilizando o sistema teste descrito na sec¢do 7.2.2, foram coulsideaa
seguintes informacgdes:

Numero de geracdes: 100

Quantidade de bits de representacéo por unidade: 11

Numero de individuos por geracao: 30

A Tabela 7.6 apresenta os resultados obtidos pela execug¢do do Adgoritm
Genético proposto. Na tabela sdo mostrados os despachos de gevag@stce
minimo obtido ao variar a probabilidadeatessover pe fixando a probabilidade
de mutacagmnem 0,01.

Quanto maior for a taxa dzossover mais rapidamente novas estruturas
seréo introduzidas na populacdo. Mas, se esta taxa for muitesaftauras com
boas aptidoes poderdo ser retiradas mais rapido, ou seja, a maerdaar
populacao sera substituida. Com um valor baixo, o algoritmo pode tornar-se muito
lento.

A taxa decrossoverdeve ser alta, aproximadamente 80% a 95% para que

haja diversidade da populacéo.
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Tabela 7.6 — Variacao das Probabilidade€dessover

Pe Pn PL(MW) P,(MW) Py(MW) P,(MW) Ps(MW) Custo($)
0,30 0,01 441,24 7,09 93,56 22511 93,00  8506,80
0,40 001 500,53 0 89,60 179,91 89,96  8506,64
050 0,01 456,83 89,78 22353 89,87  8505,02
0,60 0,01 446,36 94,27 22511 9427  8504,87
0,70 0,01 446,80 94,00 22353 9567  8504,87
0,80 0,01 446,80 94,18 22335 9567  8504,87
0,90 0,01 448,12 94,18 22370 94,00  8504,87

O OO oo

7.3.3. Variagdo das Probabilidades de Mutacgéo

Nesta secao, as informacdes do sistema teste utilizado feraresanas da
secao 7.3.2.

A Tabela 7.7 apresenta os despachos de geracdo e o custo minimo obtid
ao variar as probabilidades de mutapgoe mantendo fixa a probabilidade de
crossover pem 0,90.

Tabela 7.7 — Variacdo das Probabilidades de Mutacéo

Pc Prm P.(MW) P, (MW) P3;(MW) P,(MW) Ps(MW) Custo($)

0,90 0,008 447,68 0 94,27 224,06 94,00 8504,87
0,90 0,01 448,12 0 94,18 223,70 94,00 8504,87
0,90 0,02 445,39 0 91,45 227,92 95,23 8504,91
0,90 0,03 467,41 0 89,52 214,00 89,08 8505,19
0,90 0,04 448,79 8,73 86,26 224,76 91,45 8507,50
0,90 0,05 453,89 8,91 89,96 227,57 79,67 8508,09

0,90 0,10 470,37 7,74 126,27 171,12 84,50 8512,30
0,90 0,80 380,00 11,14 137,70 223,00 108,16 8516,03

Dentre os custos obtidos, o pior ocorreu quangd®,80, pois uma taxa de
mutacdo alta destréi asrings mais adaptadas e torna a busca essencialmente
aleatoria. Assim, a taxa de mutacdo deve ser baixa paranprque uma dada
posicdo fique estagnada em um valor, além de possibilitar qubeggie em

qualquer ponto do espaco de busca.

7.4. Problema de Despacho Econ6mico com Representacdo do Sisterma d
Transmisséo
Nos procedimentos de DEC, a representacédo do sistema de traogmissa

totalmente desprezada. Desta forma, o intuito desta secdo é @uatanelhor
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representacdo do sistema de transmissdo, utilizando os métododobasen

sistemas inteligentes propostos neste trabalho.

Para validar a proposta e demonstrar a eficiéncia das abwsdage

aplicadas a solucdo do problema de Despacho Econdmico com represdotaca

sistema de transmisséo (DE_ST), descrito na secéo 2.4, sdadaakmulacoes

utilizando o sistema teste do IEEE de 14 barras. A descricacstéma teste

utilizado € dada no apéndice A.

7.4.1. Sistema Teste IEEE de 14 Barras

Foram desenvolvidas quatro abordagens para resolver o problema de

DE_ST como descrito a sequir:

)

i)

ii)

(RHM) A abordagem de Hopfield Modificada foi aplicada para uma
formulacdo de DE_ST onde os pontos de valvula s&o ignorados.
(RHMF) Com a finalidade de acelerar a taxa de convergéncia da rede
e evitar escape nos pontos de 6timo, um controlador l6gico nebuloso &
introduzido na RHM conforme descrito na secéo 3.7.

(AG) Para efeito de validagcdo e comparagdo com os itens (i) e (ii)
Algoritmo Genético proposto na secdo 6.3 também é aplicado no
problema de DE_ST, ignorando os pontos de valvula. O tratamento das
restricbes funcionais, representando os limites do fluxo de poténcia
ativa no sistema de transmissdo, € implementado por fungbes de
penalidade na abordagem proposta conforme descrito na secéo 6.3.
(AGV) O Algoritmo Genético Proposto na secdo 6.3 € aplicado ao
problema de DE_ST considerando os pontos de valvula. O tratamento

das restricbes funcionais também é realizado por funcdes de

penalidade.

Em todos os testes realizados para este sistema, na exelcug@&todo

utilizando o Algoritmo Genético, foram consideradas as seguintes informacodes:

Numero de geragfes: 100

Numero de individuos por geracao: 14
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Quantidade de bits de representacdo por unidade: 11
Percentagem de ocorréncia de crossover: 0,95

Percentagem de ocorréncia de mutacéo: 0,01

Esta secdo mostra alguns resultados de simulagcdo envolvendona siste
teste de 14 barras do IEEE, no qual cinco unidades geradoras afinteda a
demanda, que é de 259 MW. De posse dos dados fornecidos pela Tabela 7.8,
alguns casos sdo analisados a fim de avaliar a sensibilidadabdedagens
propostas com relacdo a algumas caracteristicas de modekgpruificas

(restricdes, funcéo objetivo, etc.).

Tabela 7.8 — Parametros Iniciais da Funcéo Custo

Unidade a b G e f, RMN (MW)  RMX(MW)

1 550 8,10 0,00028 870 0,0157 0 680

2 126 8,60 0,00284 30 0,0449 0 120

3 240 7,74 0,00324 120 0,0314 0 180

6 309 8,10 0,00056 390 0,0262 0 360

8 240 7,74 0,00324 120 0,0349 0 180
7.4.2. Caso |

Este caso representa uma situacdo basica do problema narmjuahae
restricdo estd ativa na solucdo 6tima (caso relaxado). §paates de geracao
computados, respectivamente, pela rede de Hopfield Modificada (RiEd&),de
Hopfield Modificada Fuzzy (RHMF), AG e AGV sao apresentados na Tabela 7.9.

Tabela 7.9 — Resultados da Simulagéo (Caso 1)
P, P, P Ps Ps Custo  Custo Real
MwW) MW) (MW) (MW) (MW) (%) $)
RHM 21,60 26,60 32,43 103,52 74,86 3567,28 4210,60
RHMF 2159 26,59 3242 10351 74,84 3566,86 4210,10
AG 79,25 0 64,34 53,65 61,76  3546,60 4963,40
AGV 5,19 33,37 99,39 36,49 84,56 4016,60 4016,60

Método

A Figura 7.3 mostra, respectivamente, a evolucdo da funcdo custo das
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redes de Hopfield Modificada (RHM) e de Hopfield Modificada FURMNIF).
J4, a Figura 7.4 apresenta, respectivamente, a evolucao da fusttAda@ AG e

do AGV proposto.

FIGURA 7.3 - Evolucéo da funcéo custo (RHM e RHMF) — Caso |

A rede atingiu a solucdo de custo minimo em aproximadamente 30
iteracbes para RHM e 10 iteracbes para RHMF. Desta fornwhlepras
relacionados ao passo de iteragdo sdo contornados na RHMF, orideidage
de convergéncia foi acelerada.

Entretanto, conforme se percebe pelos valores de custo finaisdoeste
Tabela 7.9 para RHM e RHMF, mesmo com a introducdo do controladco 16g
nebuloso a solugdo permanece com um certo grau de subotimalidade, se

comparada a solucdo obtida pelo Algoritmo Genético. Os despachokdas
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pelas abordagens neurais também se mostram bastante difdesnteles
calculados pelo Algoritmo Genético.
O AG obteve a solucdo de custo minimo em aproximadamente 25

segundos.

FIGURA 7.4 - Evolucéo da funcéo custo (AG e AGV) — Caso |

7.4.3. Caso |l

No Caso I, o limite maximo de geracdo para a unidade 8 foi madiific
para 20 MW de modo a verificar o0 comportamento da rede nos casqaeem
limites na geracado devam ser forcados. Os despachos calcpidssmodelos

propostos sdo mostrados na Tabela 7.10. Como pode ser visto nesta tabela, a
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geracdo de saida para a unidade 8 foi convenientemente fixadauemlae

maximo (20MW).
Tabela 7.10 — Restringindo a Geracao (Caso II)

Método P; P, P Ps P Custo Custo Real
Mw) (MW) (MW) (MW) (MW) (%) (%)
RHM 30,03 34,31 120,72 53,87 20,00 3582,50 4542 .50
RHMF 34,55 32,80 57,71 113,94 20,00 3574,10 4308,30
AG 110,07 0 64,93 64,00 20,00 3553,00 4984,30
AGV 3,09 38,60 79,09 118,25 19,97 3820,10 3820,10

A evolucdo da funcéo custo para este caso € apresentada rea Figur

para a RHM e a RHMF e na Figura 7.6 para o AG e o0 AGV.

FIGURA 7.5 - Evolucéo da funcéo custo (RHM e RHMF) — Caso Il
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FIGURA 7.6 - Evolucéo da funcéo custo (AG e AGV) — Caso I

A rede neural atingiu a solugdo em aproximadamente 40 iterpafes
rede de Hopfield sem a implementagdo de um controlador l6gico nebNloso
grafico obtido com a execucdo desta rede, observa-se o surgimentmade
espécie de vale. Isso demonstra que a rede encontrou solucoesanadisicas
gue a solucao final, mas nao foi capaz de interromper sua evoluc&o nest
momento devido a utilizacdo de um passo de otimizacdo de tamanhmionsta
J4, com a implementagcédo de um controlador I6gico nebuloso, a redeatiegial

a solucéo em aproximadamente 7 iteracoes.
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As abordagens baseadas no Algoritmo Genético proposto mostraram-se
robustas e eficientes para encontrarem a solucdo em aproxinmaelage
segundos. Como ambas as solugbes obtidas pelo algoritmo genético sao
estritamente factiveis, verifica-se que o tratamento ddc@stde geracdo ativa

foi convenientemente respeitado.

7.4.4. Caso lll

Para o Caso lll analisa-se o comportamento da rede de Hopfieldoqua
limites no fluxo de poténcia ativa séo forcados. Neste casomidssiem duas
linhas do sistema (conectando as barras 1-5 e 7-9), selecionsatasiainente,
sao fixados em zero, simulando uma contingéncia de linhas dupla. O novo
despacho calculado pela rede é totalmente rearranjado de modo aasuprir
demanda do sistema. O novo despacho calculado pelos métodos propostos para

este caso é apresentado na Tabela 7.11.

Tabela 7.11 — Contingéncia Dupla de Linha (Caso llI)

P: P, Ps Ps Pg Custo  Custo Real
MW) MW) MW) (MW) (MW) $ $

RHM 20,13 30,20 35,42 153,54 19,63 3578,74 4362,11
RHMF 20,49 29,35 3543 153,69 19,96 3578,12 4367,96

AG 84,42 0 59,00 54,00 61,58 3546,68 4991,51
AGV 0 47,37 36,49 89,58 85,56 4014,00 4014,00

Método

As Figuras 7.7 e 7.8 mostram a evolucao da funcao custo para este caso.

Pela Figura 7.7 pode ser notado que o numero de iteracdes foi realment
pequeno (foram necessarias 10 iteracdes para RHM e 6 iteracdes parp RHMF

A Figura 7.8 apresenta evolucdo da funcdo custo para as abordagens
baseadas no Algoritmo Genético proposto que obtiveram a solucdo de custo
minimo em aproximadamente 27 segundos. O tratamento de restricflesamm
do problema de DE foi bastante satisfatorio. A Tabela 7.12 apresenta os fluxos nas

linhas ao encontrar a solu¢édo 6tima do problema.
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Tabela 7.12 — Fluxos nas Linhas

Linha RHM RHMF AG AGV
1-5 0,0008 0,0014 0 0
7-9 0,0337 0,0321 0 0

FIGURA 7.7 - Evolucéo da funcéo custo (RHM e RHMF) — Caso llI
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FIGURA 7.8 - Evolucéo da funcéo custo (AG e AGV) — Caso lll

7.4.5. Conclusdes

Esta secado aplicou-se as abordagens de sistemas inteligaatesgolver
problemas de DE com representacéo do sistema de transmisséo.

O desempenho da rede neural de Hopfield sem a implementacdo do
controlador l6gico nebuloso (RHM) é afetado pelo uso de um passeragia
(At) fixo. Em geral, para um At pequeno, a convergéncia para 0s pontos de
equilibrio é lenta, enquanto que para Atngrande, a precisdo destes pontos de
equilibrio pode ser prejudicada. Com a finalidade de contornar @stgemas,
um controlador logico nebuloso foi implementado.

Em todos os casos a velocidade de convergéncia da rede foi maior no
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método em que o controlador l6gico nebuloso foi implementado. Esseefato
confirmar que a abordagem proposta € robusta e possui boas tsdreasede
convergéncia quando aplicada no tratamento do despacho de poténcia. Entretanto,
alguns problemas de subotimalidade acontecem mesmo com a imjplefoeto
controlador l6gico nebuloso.

Por outro lado os Algoritmos Genéticos obtiveram solucdes para todos os
tipos de DE estudados.

A representacdo do sistema de transmissdo pode ser implementada c
sucesso nas abordagens inteligentes propostas. Todos 0s procedsogzagio
analisados obtiveram solucdes factiveis, mesmo quando restricGaadéstes,
como aquelas em que os fluxos em duas linhas foram anulados, foram

introduzidas.

7.5. Problema de Despacho Multi-Objetivo

O Problema de Despacho Multi-Objetivo ou Problema de Despacho
Geracao Ativa (DGA) consiste em ponderar a influéncia das peedgeracéo e
transmissdo de energia elétrica. A solucédo deste problemateasigninimizar
duas funcdes objetivo ponderadas por constantes, como descrito na secao 2.5.

A fim de demonstrar a aplicabilidade das abordagens em problemas de
DGA, algumas simula¢ées envolvendo o sistema teste padrao |IEEE lieras
sao desenvolvidas. Neste sistema, uma demanda de 700 MW deve ser atendida
por meio do arranjo de cinco geradores.

O principal objetivo desta secéo é explorar a estrutura de prabtaaia-
objetivo e analisar a eficiéncia e robustez do método proposto palacacs
destes tipos de problemas. S&o apresentados quatro estudos:

Caso 1- Somente as perdas no sistema de transmissao sédo considerada
para o calculo do despache-( e f=0).

Caso 2— Somente os custos de geracdo sao considereados {=1).

Caso 3— Uma combinagao de custos de geracao e perdas no sistema de
transmissao é adotada=(),6 ¢ =0,4).

Caso 4— Caso 3 é reestudado, limitando os fluxos de poténcia ativa de

duas linhas especificas do sistema em zero (simulando dupla coningéanc
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linha).

Foram desenvolvidas trés abordagens para resolver o problema de DGA,

como descritas a seguir:

i) (RHM) Uma abordagem de Hopfield Modificada foi aplicada para
uma formulagédo de DGA onde os pontos de valvula s&o ignorados.

i) (AG) Para efeito de validacdo e comparacdo com o item (i), o
Algoritmo Genético Proposto na secdo 6.3 também é aplicado no
problema de DGA, ignorando os pontos de valvula.

iii) (AGV) O Algoritmo Genético Proposto na secdo 6.3 € aplicado ao

problema de DGA considerando os pontos de valvula.
A partir deste problema, daremos um enfogue maior a abordagem baseada
no Algoritmo Genético proposto devido aos problemas de subotimalidade

ocorridos na rede de Hopfield Modificada.

Tabela 7.13 — Parametros Iniciais

Unidade & b G e f; R™ (MW) RM&(MW)
1 550 8,10 0,00028300 0,03142 0 680
2 126 8,60 0,00284 30 0,31416 0 120
3 240 7,74 0,00324120 0,07854 0 180
4 309 8,10 0,00056190 0,05236 0 360
5 240 7,74 0,00324120 0,07854 0 180

Em todos os testes realizados para este sistema, na exdoug&iodo

utilizando o Algoritmo Genético, foram consideradas as seguintes informacdes:

Numero de geracdes: 100

Numero de individuos por geracao: 14

Quantidade de bits de representacéo por unidade: 11
Percentagem de ocorréncia de crossover: 0,95

Percentagem de ocorréncia de mutacédo: 0,01

7.5.1. Caso 1
Em uma primeira simulacdo, as constantes de ponderacao s fe@

a=1 e f=0. Isto implica em anular a influéncia do custo de geracdo na solugéo do
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problema, de modo que apenas as perdas no sistema de transmissdo sera
consideradas para o calculo do despacho.

Os resultados encontrados pela rede neural de Hopfield Modificada
(RHM) e pelo Algoritmo Genético proposto sdo mostrados na Tabela 7.44. Na

tabelas seguintes as perdas de transmiqqs@%)) sao apresentadas em MW e os

custos de geracdo em unidade monetéria ($). dx0pos custos de geracdes
ndo sdo considerados neste problema de otimizagdo, entdo o custo total é

exatamente o custo de gerar as perdas de transmissao.

Tabela 7.14 — Resultados da Simulagcéo — Caso 1.

P: P, Ps Pe Pg aF) a (P) custo Custo Real
MW)  (MW) (MW) (MW) (MW) (MW) %) (MW) %)

RHM 440,32 21,32 94,89 31,13 111,27 46,91 7196,19 46,91 7870,07

Método

AG 440,21 24,52 89,91 47,00 098,36 46,17 7194,22 46,17 7832,80

AGV 442,15 25,81 94,13 48,00 89,91 46,76 7818,00 46,76 7818,00

A rede de Hopfield Modificada (RHM) converge para o ponto de
equilibrio em aproximadamente 1400 iteragdes. Muitos minimos loca#é-e
linearidades tornam a evolugdo da RHM complicada. Devido a tas na
linearidades a abordagem neural leva um grande numero de itepacéedingir
o equilibrio. O custo total obtido pelas abordagens RHM e AG é, respectivamente,
$ 46,91 e $ 46,17. Quando o ponto de véalvula é considerado no algoritmo
genético (AGV), o custo obtido foi de $ 46,76.

O algoritmo AG proposto mostrou-se robusto e eficiente para encantrar
solucéo, e as solucbes AG foram obtidas em aproximadamente 30 segundos. A
Figura 7.9 apresenta, respectivamente, a evolucdo da funcédo cuatmdiagens
AG e AGV.
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FIGURA 7.9 - Evolucéo da funcédo custo (Abordagens AG e AGV — Caso 1)

7.5.2. Caso 2

Neste estudo, somente 0s custos de geracdo séo consider&do<1).
A Tabela 7.15 é andloga a Tabela 7.11. A evolucdo da funcdo dasto
abordagens AG e AGV, respectivamente, sdo apresentadas naFigurbleste

caso, o custo total € expresso em unidades monetarias ($).
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Tabela 7.15 — Resultados da Simulagdo — Caso 2.

Método P: P, P; Pe Pg a(F) & (P) custo Custo Real
MW)  (MW) (MW) (MW) (MW) (MW) %) (%) $)

RHM 191,92 37,83 180,00 110,16 180,00 922,88 7254,7P54,71 7682,30

AG 349,22 0 85,69 175,00 90,09 604,27 7173,1073,10 7659,50

AGV 199,82 30,03 151,85 239,65 78,65 1936,80297,25 7297,25 7297,25

FIGURA 7.10 - Evolucéo da funcéo custo (Abordagens AG e AGV — Caso 2)

A comparacdo entre as Tabelas 7.14 e 7.15 revela como as pokticas d

despacho calculadas sdo absolutamente diferentes. E visivel qeedas do

sistema aumentaram consideravelmente neste caso, desde que nmd@is é
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considerada na fungéo objetivo. Por outro lado, os custos da geragao ida®duz
agora na funcéo objetivo diminuiram consistentemente.
Se a politica de despacho calculada pela RHM for usada patgacal

custo “real” (considerando o carregamento do ponto de valvula), te@mp\;:

Custo Real = $ 7682,30. A economia obtida pela solugédo proposta de AGV é de
aproximadamente $ 385,05 (que corresponde a uma reducdo de 5,28%). As
abordagens baseadas em Algoritmos Genéticos obtiveram a sdkeigéasto

minimo em aproximadamente 26 segundos.

7.5.3. Caso 3
Neste estudo é adotada uma combinagéo de custos de geragéasalper
transmissao de poténcia=0.6 e p=0,4), respectivamente. Perdas de poténcia

ativa ¢ (F) s&o expressas em MW e os custos de geraqj)élé) S30 expressos

em unidades monetarias ($). Para tal razdo foi adotada umagatrgtie
converte perdas na transmissdo (MW) em unidades monetariad3eachos
calculados pelas abordagens sdo apresentados na Tabela 7.16. A ab&ida&ge
encontrou a solucédo 6tima em aproximadamente 350 iteracdes erdagahe
baseadas nos Algoritmos Genéticos Propostos obtiveram a solugdotae cus
minimo em aproximadamente 26 segundos. A evolucdo das fungbes custo de AG

e AGV sao mostradas na Figura 7.11.

Tabela 7.16 — Resultados da Simulagéo — Caso 3.

P1 P, Ps Pe Ps qq(F) @y (P) Custo Custo Real

Método (MW)  (MW)  (MW)  (MW)  (MW)  (MW)  ($) ($) (%)

RHM 432,03 14,62 96,00 42,35 115,00 91,19 7192Z@B1,90 7788,10
AG 445,74 12,00 89,91 51,00 101,35 47,91 71892904,39 7794,00
AGV 399,70 4856 120,35 64,00 67,39 109,4®65,71 3011,98 7365,71

Se o despacho calculado pela abordagem baseada na RHM for usado pa
calcular os custos de geracgfes “reais”, ou seja, considerando osdeownébsula,

0 custo de geracao corresponderiarag?l(P) = $ 7788,10. Assim, a solucao
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fornecida pelo AGV proposto proporcionaria uma economia de $ 422,39 (5,73 %

de economia nos custos de geracao).

FIGURA 7.11 - Evolucéo da funcéo custo (Abordagens AG e AGV — Caso 3)

7.5.4. Caso 4
Neste estudo é mantida a mesma configuracdo descrita na ¢dimula
anterior (Caso 3) com excec¢do dos limites em fluxos de potétinéa Beste

caso, os limites em duas linhas do sistema (conectando as bd&ras7-9),
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escolhidas aleatoriamente, s&o fixados em zero, simulando uma dupla
contingéncia na linha. Este procedimento representa a inclusdo desingio
fisica muito procurada nos problemas reais e busca demonstrar géa®dao m
proposto é bastante robusto para tratar as restricoes de fluxos de poténcia ativa.
Em todos os resultados os fluxos de poténcia ativa em tais lintaas for
convenientemente zerados e o despacho de poténcia ativa foi coraptetam
rearranjado para atender a demanda total requerida, como mdstoala 7.17. A
abordagem baseada na RHM convergiu para o ponto de equilibrio em
aproximadamente 200 iteracbes e as abordagens baseadas em Adgoritmo
Genéticos obtiveram a solucdo de custo minimo em aproximadamente 29
segundos. A evolucdo da funcdo custo das abordagens baseadas em AG e AGV

respectivamente, € mostrada na Figura 7.12.

Tabela 7.17 — Resultados da Simulagéo — Caso 4.

Méto

P. P, Ps Ps Ps (/4(F) @y (P) Custo Custo Real

© Mw) W)  Mw) (W) (Mw) MW) () ®) ®)

RHM 441,69 54,15 47,35 70,05 87,77 57,67 7219,£914,70 7768,10

AG

432,18 24,00 88,68 64,00 91,14 56,03 7190,2909,53 7681,10

AGV 399,82 49,62 40,82 60,00 149,74 177,81 7322,8028,89 7322,10

Novamente, se o despacho calculado pela abordagem baseada na RHM for
usado para calcular os custos de geracOes “reais” e 0s resultados
comparados ao AGV, a reducdo nos custos de geracao seria de $ 446,00 (6,09 %

de economia nos custos de geracao).



Capitulo 7: Resultado$11

FIGURA 7.12 - Evolucéo da funcéo custo (Abordagens AG e AGV — Caso 4)

7.5.5. Conclusoes

Um novo problema de Despacho Econdmico foi analisado nesta secdo. A
finalidade béasica de tal problema é calcular uma politicadespacho que
destaque a relacdo de compromisso entre as perdas na tram&rosséustos de
geracdo. A formulacdo desse problema de Despacho Econdémico envolve a
representacao do sistema de transmisséo por meio de equacdes do fluxa ee carg
limites em fluxos de poténcia ativa. O Algoritmo Genético prapémtneceu a
reducdo de custo substancial da geragdo quando comparado a aproxienagéo

RHM. A economia fornecida pela abordagem baseada em AlgoritenétiGos
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esta na faixa de 5 a 6 % dos custos da geragdo nos testesdaecOtaAG
proposto pode também resolver eficientemente todos os problemas do DE
testados. Testes adicionais com as abordagens propostas foraadosapara
analisar o esforco computacional necessario para resolverasstienmaior porte,

0S quais serao descritos a seguir.

7.6. Problema de Despacho de Geracao para Sistemas Hidrotérmicos
7.6.1. Sistema Teste IEEE de 30 Barras

Esta secdo o resultado de simulacdo envolvendo o sistema te3te de
barras IEEE. A descricdo do sistema teste utilizado € dada no apéndice B.

A Tabela 7.18 apresenta os parametros relativos a funcao cusstei@a
assumido suporta uma demanda de 1500 MW e é composto por seis unidades
geradoras (duas térmicas e quatro hidraulicas). Para a simuldifizam-se
coeficientes comuns para todas as unidades térmicas e outros, garatsdas
as unidades hidraulicas. Além disso, todos os geradores possueridadpa
méaxima fixa em 300 MW. A Tabela 7.18 apresenta ainda 0s paramsaingos
aos pontos de valvula das unidades geradoras térmicas e os dimfi@iza de
cavitacao considerados para as unidades geradoras hidraulicas. Degsbtase
informagdes, simulamos o problema de despacho hidrotérmico utilizando o

Algoritmo Genético.

Tabela 7.18 — Parametros Iniciais

. . pmln Pmax Cawun Cavlmax
Unidade  Tipo a b G € f; (I\}IW) (I\l/IW) (MW)  (MW)
1 Térmica 720 24,3 0,00972 300 0,03142 0 300
2 Térmica 72024,3 0,00972 30 0,31416 0 300
3 Hidraulica 240 8,10 0,00324 --- 0 300 220 240
4 Hidraulica 240 8,10 0,00324 --- 0 300 220 240
5 Hidraulica 240 8,10 0,00324 --- 0 300 220 240
6 Hidraulica 240 8,10 0,00324 --- 0 300 220 240

Na execucdo do método utilizando o Algoritmo Genético, foram

consideradas as seguintes informacoes:
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Numero de geragfes: 100

Numero de individuos por geracao: 30

Quantidade de bits de representacdo por unidade: 11
Percentagem de ocorréncia de crossover: 0,95

Percentagem de ocorréncia de mutacédo: 0,01

7.6.2. Resultados da Simulacao

Os resultados computados pelo Algoritmo Genético ignorando o ponto de
valvula (AG) e considerando o ponto de valvula (AGV) sdo apresentados na
Tabela 7.19. A Figura 7.13 apresenta, respectivamente, a evolucdo da funcéo
custo das abordagens AG e AGV. No modelo em que os pontos de valvula nédo
sao considerados os despachos calculados para os geradores 3, 4, & e 6 sa
aproximadamente iguais (ja que o0s custos sdo iguais e as erdas
desprezadas no sistema). A bailack que neste caso corresponde ao gerador 1,
gera o restante da poténcia ativa a fim de fechar o balanco de poténcia do sistema

As solugdes foram obtidas em aproximadamente 1minuto e 30 segundos.

Tabela 7.19 — Resultados da Simulacéo

P. P, P P, Ps Ps Custo  Custo Real

Método (MW)  (MW)  (MW)  (MW)  (MW) (MW) (%) %)

AG 154,84 145,16 300,00 300,00 300,00 300,2@017,73 21341,00
AGV 199,51 113,78 287,00 300,00 300,00 299,21178,67 21178,67
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FIGURA 7.13 - Evolugéo da funcéo custo (AG e AGV)

7.6.3. Sistema Teste IEEE de 118 Barras
Esta secdo tem como objetivo o estudo do problema de Despacho

Econbmico Hidrotérmico com representacdo do sistema de transnpasa
sistemas de maiores dimensdes. O problema é resolvido utilizarmbrdagem
baseada nos Algoritmos Genéticos propostos. Busca-se avaliar otangma
aumento nas dimensfes do problema nas abordagens baseadas em slgoritmo
geneéticos, e sdo propostas alteragfes futuras no modelo de solfigi@e
diminuir estes impactos. Para as simulagdes, sao fixadossososi€oeficientes

a, b e ¢ da fungdo custo para todas as unidades geradoras térmicas. Os

coeficientes da funcédo custo de todas as unidades geradoras hidtauaticésn
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séo fixados com valores iguais. Todos 0s geradores possuem capatiada
fixa em 300 MW. As 53 unidades geradoras (13 térmicas e 40 hidgduljca
compdem o sistema alimentam uma demanda total de 12000 MW. Os limite
minimos e maximos de faixa de cavitagdo para todas as unidadgsracéo
hidraulica e as informacdes referentes aos pontos de valvulandies de
geracao térmica também séo apresentados na Tabela 7.20. O didgraistema

teste IEEE de 118 barras utilizado é dado no apéndice C.

Tabela 7.20 — Parametros Iniciais

pmin pmax Ca\ﬁ"” Cavimax
I i

MW)  (MW)  (MW) (MW)
Térmicas 2408,10 0,00324 120 0,05236 0 300 ---

Hidraulicas 240 8,10 0,00324 --- 0 300 220 240

Unidades a b G € f;

Na execucdo do método utilizando o Algoritmo Genético, foram
consideradas as seguintes informacdes:

Numero de geracdes: 300

Numero de individuos por geracao: 80

Quantidade de bits de representacdo por unidade: 11

Percentagem de ocorréncia de crossover: 0,95

Percentagem de ocorréncia de mutacéo: 0,01

Os resultados computados pelo Algoritmo Genético com e sem a
representacdo dos pontos de valvula, respectivamente, AG e AGV, séo
apresentados na Tabela 7.21. A Figura 7.14 apresenta a evolucdo da digtado c
das abordagens AG e AGV.

As solugdes foram obtidas em aproximadamente 40 minutos.
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Tabela 7.21 — Resultados da Simulagcdo em MW.

Método AG AGV
P, 231,55 161,23
P, 271,57 270,54
P 207,08 235,00
P, 273,47 231,85
Ps 268,05 210,00
Ps 258,67 289,45
P, 276,70 202,10
Pg 287,98 229,07
Py 288,72 136,44
P10 204,59 231,27
P11 266,00 125,16
P 171,76 291,35
Pis 250,90 258,96
P14 244,02 218,37
Pis 298,10 257,50
Pis 211,77 282,27
P.7 296,92 245,77
Pis 250,32 287,69
P 116,66 186,27
Pao 187,01 276,99
Py 259,84 174,69
P2y 156,08 186,00
Pas 251,78 138,64
P4 147,00 141,28
P.s 281,83 276,84
P 105,96 158,28
P, 247,83 170,44
P.s 290,47 277,43
P 144,80 290,91
Pso 213,97 131,46
P31 299,27 217,64
Ps 299,71 181,44
P33 112,99 198,58
P34 251,05 299,85
Pss 263,21 287,10
Pss 276,70 196,97
Ps; 280,36 282,56
Pss 131,46 181,44
Psg 296,92 281,83
Pao 292,53 258,38
Pa1 97,02 191,84
P4 261,46 200,93
P43 175,00 262,04
Paa 247,83 279,92
Pss 192,87 161,21
Pass 214,12 268,49
P47 213,97 270,98
Pas 195,65 270,25
Pag 216,61 124,13
Pso 298,68 264,00
Ps, 134,25 248,27
Ps, 91,45 245,04
Pss 195,51 253,83

Custo ($) 119.357,32 120.177,12

Custo Real ($) 120.349,22 120.177,12
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FIGURA 7.14 - Evolucéo da funcéo custo (AG e AGV)

Nota-se que o tempo computacional foi bastante superior aquele obtido
nos casos em que o0s sistemas de menor porte foram utilizadose déve ao
aumento do “tamanho” dos individuos que representam possiveis solucoes, e
também ao aumento do numero de individuos por geracéo. Além disso, para cada
individuo da geracao, aplica-se um procedimento de fluxo de carga {ileC
(descrito na se¢do 6.3) para obter os valores dos angulos de tens@aeodake
poténcia ativa.

Desta forma, sdo apresentadas a seguir algumas propostas fguras

sentido de reduzir este tempo computacional.
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CAPITULO 8

Conclusoes e Propostas Futuras

Este capitulo apresenta as conclusdes gerais e as propostas de trabalhos

futuros.
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8.1. Conclusdes

Este trabalho tem como objetivos basicos o desenvolvimento e avaliagédo
de abordagens baseadas em sistemas inteligentes para a dolygablema de
despacho econdémico. Abordagens convencionais de solugcédo para tais problemas
tém apresentado deficiéncias, tais como: i) Dificuldade parenénar a solucao
nos casos em que a funcao objetivo e/ou as restricbes possuentisticastee
ndo-linearidade ou ndo convexidade; ii) Dificuldade de explorar véeiogrios
dentro do espaco de busca; iii) Incapacidade para o tratamento de funcies obje
nao diferenciaveis; iv) Em alguns métodos, solucdes infactiveisng@mtradas,
apesar do tratamento das restricdes estar implementado.

Tais deficiéncias motivaram o estudo de técnicas de intelménci
computacional para a solugdo do DE. Devido aos resultados preliminares
relatados na literatura, optou-se neste trabalho pela investighgaduas
abordagens inteligentes potencialmente promissoras: as redass retificiais e
os algoritmos genéticos.

As redes neurais tém facilidade para lidar com problemaspgasemtam
nao linearidades ou ndo convexidades. Dos modelos propostos na literatiga a r
de Hopfield tem se destacado para a solucdo de problemas de [REarioiros
modelos descritos comumente apresentam solucdes infactiveis peshlema.
Buscando contornar esta deficiéncia o presente trabalho propdecaca@plda
Rede de Hopfield Modificada, que utiliza o conceito de subespaco \@Ei@do
tratar de modo mais robusto o conjunto factivel do problema de otimiZdesta
rede a funcéo objetivo e as restricdes sao tratadas separadporetit@s redes
gue se interagem para a obtencdo da solucdo o6tima. A Rede deldHopfie
Modificada proposta é bastante robusta e obteve em todos os tefiexios
sempre solugdes factiveis. Entretanto, constatou-se alguns probi¢swasados
a subotimalidade de algumas solugfes obtidas pela RHM e vestcque tal
subotimalidade estava diretamente relacionada ao tamanho do passo de
otimizacdo, que era mantido fixo na RHM. A fim de contornar tal pmudpléoi

proposto um controle mais eficaz do tamanho do passo de otimizacao paamei
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introducdo de um controlador l6gico nebuloso. A introducdo do controlador
melhorou consideravelmente o desempenho da rede, além de acelerasegoroc
de convergéncia para os pontos de equilibrio, entretanto, em algunsicasos
persistia a subotimalidade da solu¢do. Além disso, a RHM e a RifldFséo
capazes de lidar com a funcao objetivo nao diferenciavel enfocadanabsiho,
dadas as suas caracteristicas intrinsecas (necessidémtendedo da matriz de
sensibilidade). Outra deficiéncia das abordagens neurais datiomada a
dificuldade para explorar de modo eficiente o espaco de busca do problema.

Os Algoritmos Genéticos lidam de forma bastante natural com os
problemas relacionados a nao-linearidades e/ou ndo convexidades & taonié
a nao diferenciabilidade das fun¢fes relacionadas aos problemasidagaéto, ja
que utilizam em sua dire¢ao de busca apenas informacdes da fiengdequacdo
do problema. Além disso, os algoritmos genéticos exploram de modo mais
conveniente o espaco de busca do problema, ja que operam sobre uma populagéo
de individuos e ndo apenas sobre um ponto.

Em todas as simulagbes envolvendo os AGs as solugbes obtidas foram
sempre consistentes com a regiao factivel do problema, mesmaodiosam
introduzidas restricbes bastante fortes, como aquelas em que @s dimxduas
linhas foram anulados. Nos casos mais simples, em que os A@s for
comparados ao método exato (Lagrange), ndo se constatou também gsaldem
subotimalidade na solucéo dos AGs.

Por todas as caracteristicas citadas neste trabalho, @sé@ostraram
uma ferramenta bastante promissora para a solu¢do do DE. Eotretaque se
aperfeicoar o modelo de solucdo de AG proposto de modo que as solugbes possam
ser obtidas com um menor esforco computacional, jA que se constatou que o
tempo computacional pode ser grande nos casos em que sistemas déedimens
reais sdo estudados. Sao discutidas a seguir algumas proptstas ho sentido

de que este tempo computacional possa ser reduzido.

8.2. Propostas Futuras

Uma série de contribuicdes tem sido observada na literaturateece
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tocante as aplicacdes de Algoritmos Genéticos aos problenwsnieacdo em
sistemas de poténcia, no sentido de diminuir o tempo computacional dos
Algoritmos Genéticos e das redes neurais artificiais. Dentreletaacam-se:

o Utilizacdo de modelos hibridos, em que algoritmos de busca
convencionais séo utilizados para acelerar a busca dos AGs (LEITE,
2003).

* Representacao real, ao invés da codificagdo binéria, dos individuos, o
gue diminui os tempos relacionados a codificacdo/decodificacdo de
cada individuo (DAMOUSI&t al, 2003).

* Proposicdo de outros operadores genéticos que se adaptem as
caracteristicas especificas do problema estudado, melhorando a busca
dos AGs (LEITE, 2003).

* Uma implementacéo de fluxo de carga desacoplado rapido.

* Avaliar de forma mais detalhada a robustez dos Algoritmos Gesétic
frente a diferentes situacdes € importante estudar e incorporar um
conjunto de restricdes ao problema de Fluxo de Poténcia Otimo AC.

e Com o objetivo de aprimorar o modelo proposto, recomenda-se,
também, incorporar um modelo de pré-despachamiucommitment
gue representa uma etapa fundamental na programacédo da operacao
das unidades geradoras. Isto consiste basicamente em selecionar
conjunto de unidades geradoras, entre aquelas disponiveis, para operar
num intervalo de tempo garantindo a demanda prevista, cumprindo as
restricbes existentes e minimizando os custos totais de producéo.

» Implementacdo de Redes Neurais Artificiais e AlgoritmoséBeos
em computadores massivamente paralelos para sistemas de grande
porte.

» Para dar um sentido pratico e atual ao modelo, sugere-se estudar
problemas de despacho econdmico e mercado de energia.

Estas questbes ndo foram abordadas no presente trabalho e devem ser

avaliadas de modo mais detalhado em estudos futuros com o modelo de

Algoritmo Genético proposto.
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APENDICE A

Sistema 14 Barras

O apéndice A apresenta os dados das barras, os dados das linhas e o

diagrama do sistema IEEE de 14 barras.



Dados de Barras enp.u.

Apéndice Al29

Barra Tipo de Barra Poténcia de Carga

1 2 0

2 0 0,2170
3 0 0,9420
4 1 0,4780
5 1 0,0760
6 0 0,1120
7 1 0

8 0 0

9 1 0,2950
10 1 0,0900
11 1 0,0350
12 1 0,0610
13 1 0,1350
14 1 0,1490

Tipo de Barra = 0— Barra PV
Tipo de Barra = 1— Barra de Carga
Tipo de Barra = 2— Barra de Referéncia Slack)

Dados de Linhas enp.u.

Linha Origem Destino Resisténcia R Reatancia X
1 1 2 0,01938 0,05917
2 1 5 0,05403 0,22304
3 2 3 0,04699 0,19797
4 2 4 0,05811 0,17632
5 2 5 0,05695 0,17388
6 3 4 0,06701 0,17103
7 5 4 0,01335 0,04211
8 4 7 0 0,20912
9 4 9 0 0,55618

10 5 6 0 0,25202

11 6 11 0,09498 0,19890
12 6 12 0,12291 0,25581
13 6 13 0,06615 0,13027
14 7 8 0 0,17615

15 7 9 0 0,11001

16 9 10 0,03181 0,08450
17 9 14 0,12711 0,27038
18 10 11 0,08205 0,19207
19 12 13 0,22092 0,19988
20 13 14 0,17093 0,34802
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Diagrama do Sistema Teste IEEE de 14 Barras
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Apéndice B131

APENDICE B

Sistema 30 Barras

O apéndice B apresenta os dados das barras, os dados das linhas e o

diagrama do sistema IEEE de 30 barras.



Dados de Barras enp.u.

Apéndice B132

Barra Tipo de Barra Poténcia de Carga

1 2 0

2 1 0,2170
3 0 0,0240
4 0 0,0760
5 1 0,9420
6 0 0

7 0 0,2280
8 1 0,3000
9 0 0

10 0 0,0580
11 1 0

12 0 0,1120
13 1 0

14 0 0,0620
15 0 0,0820
16 0 0,0350
17 0 0,0900
18 0 0,0320
19 0 0,0950
20 0 0,0220
21 0 0,1750
22 0 0

23 0 0,0320
24 0 0,0870
25 0 0

26 0 0,0350
27 0 0

28 0 0

29 0 0,0240
30 0 0,1060

Tipo de Barra = 0— Barra PV
Tipo de Barra = 1 — Barra de Carga
Tipo de Barra = 2— Barra de Referéncia Slack)



Dados de Linhas enp.u.

Apéndice B33

Linha Origem Destino Resisténcia R Reatancia X
1 1 2 0,0192 0,0575
2 1 3 0,0452 0,1852
3 2 4 0,0570 0,1737
4 3 4 0,0132 0,0379
5 2 5 0,0472 0,1983
6 2 6 0,0581 0,1763
7 4 6 0,0119 0,0414
8 5 7 0,0460 0,1160
9 6 7 0,0267 0,0820

10 6 8 0,0120 0,0420
11 6 9 0,0 0,2080
12 6 10 0,0 0,5560
13 9 11 0,0 0,2080
14 9 10 0,0 0,1100
15 4 12 0,0 0,2560
16 12 13 0,0 0,1400
17 12 14 0,1231 0,2559
18 12 15 0,0662 0,1304
19 12 16 0,0945 0,1987
20 14 15 0,2210 0,1997
21 16 17 0,0524 0,1923
22 15 18 0,1073 0,2185
23 18 19 0,0639 0,1292
24 19 20 0,0340 0,0680
25 10 20 0,0936 0,2090
26 10 17 0,0324 0,0845
27 10 21 0,0348 0,0749
28 10 22 0,0727 0,1499
29 21 22 0,0116 0,0236
30 15 23 0,1000 0,2020
31 22 24 0,1150 0,1790
32 23 24 0,1320 0,2700
33 24 25 0,1885 0,3292
34 25 26 0,2544 0,3800

35 25 27 0,1093 0,2087
36 28 27 0,0 0,3960
37 27 29 0,2198 0,4153
38 27 30 0,3202 0,6027
39 29 30 0,2399 0,4533
40 8 28 0,0636 0,2000
41 6 8 0,0169 0,0599
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Diagrama do Sistema Teste IEEE de 30 Barras
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Apéndice C135

APENDICE C

Sistema 118 Barras

O apéndice C apresenta os dados das barras, os dados das linhas e o

diagrama do sistema IEEE de 118 barras.



Dados de Barras enp.u.

Apéndice C136

Barra Tipo da Barra Poténcia de Carga
1 1 0,51
2 0 0,20
3 0 0,39
4 1 0,39
5 0 0
6 1 0,52
7 0 0,19
8 1 0,28
9 0 0
10 1 0
11 0 0,70
12 1 0,47
13 0 0,34
14 0 0,14
15 1 0,90
16 0 0,25
17 0 0,11
18 1 0,60
19 1 0,45
20 0 0,18
21 0 0,14
22 0 0,10
23 0 0,07
24 1 0,13
25 1 0
26 1 0
27 1 0,71
28 0 0,17
29 0 0,24
30 0 0
31 1 0,43
32 1 0,59
33 0 0,23
34 1 0,59
35 0 0,33
36 1 0,31
37 0 0
38 0 0
39 0 0,27
40 1 0,66
41 0 0,37
42 1 0,96
43 0 0,18
44 0 0,16
45 0 0,53
46 1 0,28
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Continuacéo

Barra Tipo da Barra Poténcia de Carga
47 0 0,34
48 0 0,20
49 1 0,87
50 0 0,17
51 0 0,17
52 0 0,18
53 0 0,23
54 1 1,13
55 1 0,63
56 1 0,84
57 0 0,12
58 0 0,12
59 1 2,77
60 0 0,78
61 1 0
62 1 0,77
63 0 0
64 0 0
65 1 0
66 1 0,39
67 0 0,28
68 0 0
69 2 0
70 1 0,66
71 0 0
72 1 0,12
73 1 0,06
74 1 0,68
75 0 0,47
76 1 0,68
77 1 0,61
78 0 0,71
79 0 0,39
80 0 1,30
81 0 0
82 0 0,54
83 0 0,20
84 0 0,11
85 1 0,24
86 0 0,21
87 1 0
88 0 0,48
89 1 0
90 1 1,63
91 1 0,10
92 1 0,65
93 0 0,12
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Continuacéo

Barra Tipo da Barra Poténcia de Carga
94 0 0,30
95 0 0,42
96 0 0,38
97 0 0,15
98 0 0,34
99 1 0,42
100 1 0,37
101 0 0,22
102 0 0,05
103 1 0,23
104 1 0,38
105 1 0,31
106 0 0,43
107 1 0,50
108 0 0,02
109 0 0,08
110 1 0,39
111 1 0
112 1 0,68
113 1 0,06
114 0 0,08
115 0 0,22
116 1 1,84
117 0 0,20
118 0 0,33

Tipo de Barra = 0— Barra PV
Tipo de Barra = 1 — Barra de Carga
Tipo de Barra = 2— Barra de Referéncia Slack)
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Dados de Linhas enp.u.

Linha Origem Destino Resisténcia R  Reaténcia X

1 1 2 0,03030 0,0999
2 1 3 0,01290 0,0424
3 2 12 0,00176 0,0660
4 3 5 0,02410 0,1080
5 3 12 0,04840 0,1600
6 4 5 0,00176 0,0080
7 4 11 0,02090 0,0688
8 5 6 0,01190 0,0540
9 8 5 0,00000 0,0267
10 5 11 0,02030 0,0682
11 6 7 0,00459 0,0208
12 7 12 0,00862 0,0340
13 8 9 0,00244 0,0305
14 8 30 0,00431 0,0504
15 9 10 0,02580 0,0322
16 11 12 0,00595 0,0196
17 11 13 0,02225 0,0731
18 12 14 0,02150 0,0707
19 12 16 0,02120 0,0834
20 12 117 0,03290 0,1400
21 13 15 0,07440 0,2444
22 14 15 0,05950 0,1950
23 15 17 0,01320 0,0437
24 15 19 0,01200 0,0394
25 15 33 0,03800 0,1244
26 16 17 0,04540 0,1801
27 17 18 0,01230 0,5050
28 30 17 0,00000 0,3880
29 17 31 0,04740 0,1563
30 17 113 0,00913 0,0301
31 18 19 0,01119 0,0493
32 19 20 0,02520 0,1170
33 19 34 0,07520 0,2470
34 20 21 0,01830 0,0849
35 21 22 0,02090 0,0970
36 22 23 0,03420 0,1590
37 23 24 0,01350 0,0492
38 23 25 0,01560 0,0800
39 23 32 0,03170 0,1153
40 24 70 0,00221 0,4115
41 24 72 0,04880 0,1960
42 26 25 0,00000 0,0382
43 25 27 0,03180 0,1630
44 26 30 0,00799 0,0860
45 27 28 0,01913 0,0855

46 27 32 0,02290 0,0755
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Continuacao

Linha Origem Destino Resisténcia R  Reatancia X

47 27 115 0,01640 0,0999
48 28 29 0,02370 0,0424
49 29 31 0,01080 0,0660
50 30 38 0,04640 0,1080
51 31 32 0,02980 0,1600
52 32 113 0,06150 0,0080
53 33 37 0,04150 0,0688
54 34 36 0,00871 0,0540
55 34 37 0,00256 0,0267
56 34 43 0,04130 0,0682
57 35 36 0,00224 0,0208
58 35 37 0,01100 0,0340
59 38 37 0,00000 0,0305
60 37 39 0,03210 0,0504
61 37 40 0,05930 0,0322
62 38 65 0,00901 0,0196
63 39 40 0,01840 0,0731
64 40 41 0,01450 0,0707
65 40 42 0,05550 0,0834
66 41 42 0,04100 0,1400
67 42 49 0,07150 0,2444
68 43 44 0,06080 0,1950
69 44 45 0,02240 0,0437
70 45 46 0,04000 0,0394
71 45 49 0,06840 0,1244
72 46 47 0,03800 0,1801
73 46 48 0,06010 0,5050
74 a7 49 0,01910 0,3880
75 47 69 0,08440 0,1563
76 48 49 0,01790 0,0301
77 49 50 0,02670 0,0493
78 49 51 0,04860 0,1170
79 49 54 0,07300 0,2470
80 49 66 0,01800 0,0849
81 49 69 0,09850 0,0970
82 50 57 0,04740 0,1590
83 51 52 0,02030 0,0492
84 51 58 0,02550 0,0800
85 52 53 0,04050 0,1153
86 53 54 0,02630 0,4115
87 54 55 0,01690 0,1960
88 54 56 0,00275 0,0382
89 54 59 0,05030 0,1630
90 55 56 0,00488 0,0860
91 55 59 0,04739 0,0855
92 56 57 0,03430 0,0755

93 56 59 0,08250 0,1200
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Continuacao

Linha Origem Destino Resisténcia R  Reatancia X

94 59 60 0,03170 0,1450
95 59 61 0,03280 0,1500
96 63 59 0,00000 0,0386
97 60 61 0,00264 0,0135
98 60 62 0,01230 0,0561
99 61 62 0,00824 0,0376
100 64 61 0,00000 0,0268
101 62 66 0,04820 0,2180
102 62 67 0,02580 0,1170
103 63 64 0,00172 0,0200
104 64 65 0,00269 0,0302
105 65 66 0,00000 0,0370
106 65 68 0,00138 0,0160
107 66 67 0,02240 0,1015
108 68 69 0,00000 0,0370
109 68 81 0,00175 0,0202
110 68 116 0,00034 0,0040
111 69 70 0,03000 0,1270
112 69 75 0,04050 0,1220
113 69 77 0,03090 0,1010
114 70 71 0,00882 0,0355
115 70 74 0,04010 0,1323
116 70 75 0,04280 0,1410
117 71 72 0,04460 0,1800
118 71 73 0,00866 0,0454
119 74 75 0,01230 0,0406
120 75 77 0,06010 0,1999
121 75 118 0,01450 0,0481
122 76 77 0,04440 0,1480
123 76 118 0,01640 0,0544
124 77 78 0,01240 0,0124
125 77 80 0,01700 0,0331
126 77 82 0,02980 0,0853
127 78 79 0,00546 0,0244
128 79 80 0,01560 0,0704
129 81 80 0,00000 0,0370
130 80 96 0,02690 0,1820
131 80 97 0,01830 0,0934
132 80 98 0,02380 0,1080
133 82 83 0,01120 0,0366
134 82 96 0,01620 0,0530
135 83 84 0,06250 0,1320
136 83 85 0,04300 0,1480
137 84 85 0,03020 0,0641
138 85 86 0,03500 0,1230
139 85 88 0,02000 0,1020

140 85 89 0,02390 0,1730
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Continuacao

Linha Origem Destino Resisténcia R  Reatancia X

141 86 87 0,02828 0,2074
142 88 89 0,01390 0,0712
143 89 90 0,05180 0,0652
144 89 92 0,00990 0,0380
145 90 91 0,02540 0,0836
146 91 92 0,03870 0,1272
147 92 93 0,02580 0,0848
148 92 94 0,04810 0,1580
149 92 100 0,06480 0,2950
150 92 102 0,01230 0,0559
151 93 94 0,02230 0,0732
152 94 95 0,01320 0,0434
153 94 96 0,02690 0,0869
154 94 100 0,01780 0,0580
155 95 96 0,01710 0,0547
156 96 97 0,01730 0,0885
157 98 100 0,03970 0,1790
158 99 100 0,01800 0,0813
159 100 101 0,02770 0,1262
160 100 103 0,01600 0,0525
161 100 104 0,04510 0,2040
162 100 106 0,06050 0,2290
163 101 102 0,02460 0,1120
164 103 104 0,04660 0,1584
165 103 105 0,05350 0,1625
166 103 110 0,03906 0,1813
167 104 105 0,00994 0,0378
168 105 106 0,01400 0,0547
169 105 107 0,05300 0,1830
170 105 108 0,02610 0,0703
171 106 107 0,05300 0,1830
172 108 109 0,01050 0,0288
173 109 110 0,02780 0,0762
174 110 111 0,02200 0,0755
175 110 112 0,02470 0,0640

176 114 115 0,00230 0,0104
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Diagrama do Sistema Teste IEEE de 118 Barras
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