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RESUMO

Esta pesquisa de doutorado tem por objetivo o desenvolvimento de um sistema previsor de
carga de sistemas de energia elétrica baseado no uso de redes neurais artificiais. A previsdo de
carga tem sido um assunto abordado h& muito tempo. Neste sentido, por certo, pode-se
afirmar que a literatura técnica atingiu um alto grau de evolucéo nesta area do conhecimento.
Contudo, observa-se que ha, ainda, um longo caminho para explord-la tendo vista as
necessidades de atendimento a um setor que evolui constantemente, em especial, aos atuais e
aos futuros sistemas elétricos chamados smart grids. Para a realizacdo do planejamento e da
operacdo destes sistemas, varias acOes devem ser realizadas: a insercdo de modernas
tecnologias, uso intenso de dispositivos e de equipamentos eletronicos, processamento de
sinais, inteligéncia computacional, sistemas de comunicacdo eficientes, analise e
monitoramento das grandezas elétricas, entre outras fungdes especializadas. Estas agdes
fazem-se necessarias para tornar exequivel o conhecimento do estado do sistema, em regime
permanente e, principalmente, em razdo da existéncia de distirbios elétricos que ndo sdo
controlaveis (manobras acidentais de equipamentos elétricos, acidentes, descargas
atmosféricas etc.). Para realizar estas acbes, & impreterivel o desenvolvimento de
metodologias em carater antecipatério. O principal e indispensavel agente antecipatorio
refere-se a estimacdo (previsdo) de carga futura. A partir do conhecimento de carga futura,
pode ser desenvolvida uma série de estudos elétricos (apuracdo das informacGes sobre a
quantidade de geracdo necesséaria para atender a demanda, considerando-se um horizonte
predefinido, fluxo de poténcia, analise de estabilidade, entre outros estudos). Considerando-se
que, também, observa-se, na atualidade, um grande desenvolvimento de técnicas para sintese
e para a andlise de sistemas, em termos de eficiéncia, precisdo e rapidez na obtencdo de
respostas, é plausivel imaginar que o tempo correspondente a execucdo destas rotinas, ainda
em carater antecipatério, pode se aproximar bastante do tempo real. Assim sendo, nesta
pesquisa, dedicar-se-d0 0s esforgos visando contribuir em trés agdes principais: (1) melhor
conhecimento e interpretacdo das informacdes contidas na base de dados historicos; (2)
explorar a méxima capacidade de realizacdo da rede neural e (3) combinar estes dois objetivos
com vistas a proporcionar uma previsao considerando-se um tempo mais proximo do tempo
real. Neste sentido, deve-se ressaltar que o tempo futuro, com a méxima aproximacdo do
tempo presente, é bastante crucial, pois a medida que se aproxima do tempo real, perde-se
cada vez mais a influéncia das informacGes sobre os dados historicos. Neste caso, devem-se
contemplar, primordialmente, as medidas advindas do sistema de aquisicdo de dados. Para a
realizacdo deste sistema previsor, usar-se-a uma rede neural da familia ART (Adaptive
Resonance Theory), mais especificamente a arquitetura supervisionada ARTMAP-Fuzzy.
Estas redes neurais tém-se mostrado bastante eficientes, rapidas e versateis a inclusdo de
inovacOes em decorréncia de serem arquiteturas estaveis e plasticas, as quais sdo propriedades
diferenciais em relacdo a outras arquiteturas neurais disponiveis na literatura. A plasticidade
constitui-se numa propriedade que possibilita a inclusdo das medidas fornecidas pelo sistema
de aquisicdo de dados, cuja idealizacdo pode ser implantada por meio da proposi¢do de uma
rotina de treinamento continuado. Visando testar a metodologia proposta, apresenta-se uma
aplicacdo tomando-se como exemplo, uma base de dados disponibilizada por uma empresa
internacional do setor elétrico.

Palavras-chave: Sistemas elétricos de poténcia. Previsdo de carga global. Redes Neurais
Artificiais. Teoria da Ressonancia Adaptativa. Treinamento continuado.



ABSTRACT

This research aims to develop a system for load forecasting of electrical power systems based
on the use of artificial neural networks. Load forecasting has been a subject studied for a long
time. In this sense, of course, it can be said that technical literature has reached a high degree
of evolution in this area of knowledge. However, it is observed that there is still a long way to
explore it in view of the needs of serving a sector that is constantly evolving, especially to
current and future electrical systems called smart grids. To carry out the planning and
operation of these systems, several actions must be carried out: the insertion of modern
technologies, intense use of electronic devices and equipment, signal processing,
computational intelligence, efficient communication systems, analysis and monitoring of
electrical quantities, among other specialized functions. These actions are necessary to make
the knowledge of the state of the system feasible, in a permanent regime and, mainly, due to
the existence of electrical disturbances that are not controllable (accidental maneuvers of
electrical equipment, accidents, lightning, etc.). In order to carry out these actions, it is
essential to develop methodologies in anticipation. The main and indispensable anticipatory
agent refers to the estimation (forecast) of the future load. From the knowledge of the future
load, a series of electrical studies can be developed (verification of the information on the
amount of generation needed to meet the demand, considering a predefined horizon, power
flow, stability analysis, among other studies). Considering that, also, that a great development
of techniques for synthesis and systems analysis is observed, in terms of efficiency, precision
and speed in obtaining answers, it is plausible to imagine that the time corresponding to the
execution of these routines, still in anticipation, can be very close to real time. Therefore, in
this research, efforts will be dedicated to contribute to three main actions: (1) better
knowledge and interpretation of the information contained in the historical database; (2)
explore the maximum realization capacity of the neural network and (3) combine these two
objectives in order to provide a forecast considering a time closer to real time. In this sense, it
must be emphasized that the future time, with the maximum approximation of the present
time, is quite crucial, because as it approaches real time, the influence of information on
historical data is increasingly lost. In this case, the measures arising from the data acquisition
system must be considered. For the realization of this predictive system, a neural network of
the ART family (Adaptive Resonance Theory) will be used, more specifically the supervised
architecture Fuzzy-ARTMAP. These neural networks have been shown to be quite efficient,
fast and versatile for the inclusion of innovations due to being stable and plastic architectures,
which are differential properties in relation to other neural architectures available in the
literature. Plasticity is a property that makes it possible to include the measures provided by
the data acquisition system, whose idealization can be implemented through the proposal of a
continuous training routine. In order to test the proposed methodology, an application is
presented taking, for example, a database made available by an international company of the
electricity sector.

Keywords: Electric power systems. Global load forecasting. Artificial neural networks,
Adaptive Resonance Theory. Continuous learning.



NOTACAO, LISTA DE ABREVIATURAS E SIMBOLOS

NOTACAO

Variaveis e pardmetros séo representados no estilo italico. Se forem matrizes, ou
vetores, 0 estilo escolhido é o itdlico e negrito. Os vetores sdo apresentados por linhas e ndo
por colunas, como frequentemente usado na notacdo matematica. Esta notacdo atende a
sugestdo dos Autores das redes neurais da familia ART (Adaptive Resonance Theory)
(CARPENTER & GROSSBERG, 1992; GROSSBERG, 2013). Constitui-se numa
representacdo que foi proposta visando tornar os célculos mais faceis de compreensdo no
contexto da rede neural ARTMAP-Fuzzy, a qual serd o instrumento basico para o

desenvolvimento do sistema previsor de carga, que € o objeto desta pesquisa de doutorado.

LISTA DE ABREVIATURAS E SIMBOLOS

a . parametro de escolha das redes neurais ART-Fuzzy e ARTMAP-Fuzzy;
yij . taxa de treinamento das redes neurais ART-Fuzzy e ARTMAP-Fuzzy;
o) . parametro de vigilancia das redes neurais ART-Fuzzy e ARTMAP-Fuzzy;
Praseline . par@metro de vigilancia inicial da rede neural ARTa-Fuzzy;
£ . um ndmero positivo e pequeno;
M . dimensao do vetor de entrada da rede neural ARTMAP-Fuzzy;
N . dimensdo do vetor de saida da rede neural ARTMAP-Fuzzy;
L . guantidade de vetores de entrada das redes neurais ART-Fuzzy e ARTMAP-
Fuzzy;
11|, . norma-1 vetorial;
a . vetor de entrada da rede neural ARTMAP-Fuzzy;
= [LTE];
b . vetor de saida da rede neural ARTMAP-Fuzzy;
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vetor de entrada da rede neural ARTMAP-Fuzzy normalizado e apresentado na
codificagdo complementar;

vetor de saida da rede neural ARTMAP-Fuzzy normalizado e apresentado na

codificacdo complementar;

vetor que compde os indices dos neurénios ativados da rede neural ARTa-Fuzzy;

vetor x normalizado aplicando-se a norma-1;

funcdo de escolha do &-ésimo neurdnio da rede neural ARTa-Fuzzy, ou da rede
neural ARTb-Fuzzy;

indice do neurdnio vencedor da rede neural ARTa-Fuzzy;
indice do neurdnio vencedor da rede neural ARTb-Fuzzy;
duracdo do dia com luz solar (nimero de horas);

matriz de pesos do modulo ARTa-Fuzzy (entrada) da rede neural ARTMAP-
Fuzzy;

J-ésimo vetor da matriz W?;

matriz de pesos do médulo ARTb (saida) da rede neural ARTMAP-Fuzzy;

K-ésimo vetor da matriz Wb;

matriz de pesos do modulo inter-ART da rede neural ARTMAP-Fuzzy;

J-K elemento da matriz W4?;

refere-se ao vetor atualizado;

refere-se ao vetor inicial (anterior a atualizacao);

Mean Absolute Percent Error;

tempo na forma discreta (e.g., 1, 5, 10, 15 etc. minutos);

namero de horas (ou fragdes de hora) da amostragem da série de tempo;

valor de referéncia (para fins de comparacdo) relativo ao instante discreto h;
valor previsto pela rede neural ARTMAP-Fuzzy referente ao instante discreto h.
indice de similaridade;

indice de Jaccard;
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= [[Ull;

temperatura horaria (°C);

temperatura (°C) méaxima do dia;

temperatura (°C) minima do dia;

parametro de ajuste para a estimacdo da temperatura horéria;

vetor cujos componentes sdo os valores de cargas correspondentes a hora

corrente (h) que compdem a janela de entrada da rede neural ARTMAP-gyy;

valor de carga correspondente ao tempo discreto h do mesmo dia da semana

anterior;
vetor de temperatura (°C);

vetor contendo as informacdes exdgenas (dia da semana, estacdo do ano, dia

nublado, dia festivo etc.);

carga correspondente ao horario (h+1) correspondente a uma hora a frente: H e

RV (N = 1);

subvetor referente ao dia da semana na forma binaria com 3 bits que sdo

suficientes para a representacao semanal de domingo a sabado;

subvetor relativo ao més do ano com 4 bits, sendo suficientes para representar 0s

12 meses do ano;
subvetor visando abrigar as informacdes sobre a situacdo atmosférica do dia;

subvetor destinado a receber, na forma da codificacdo binéria, outras
informacdes relevantes, cujo nimero de bits sera definido em fun¢do do nimero

de informacdes de interesse do USUArio;
numero de horas (ou fragdo de hora) da amostragem da série de tempo;
deteccdo de novidade;

parametro de vigilancia limitante para fins de descarte de padrbes referentes a

fase de treinamento continuado;

vetor da base de dados advindo do sistema de aquisicao;
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@ . ndmero de ouro (aureo);
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CAPITULO 1 - INTRODUCAO

1.1. INTRODUCAO E JUSTIFICATIVA

Para que um sistema elétrico de poténcia possa atender plenamente a demanda
(carga) de energia elétrica aos seus consumidores, com continuidade e qualidade (tensoes,
frequéncia e forma de ondas adequadas), deve-se realizar, permanentemente, uma série de
estudos, andlises e a adocdo de acles antecipatdrias contra perturbacdes, as quais Sao
consideradas de ocorréncia endémica (estardo presentes, independentemente das acdes
humanas). Para que isto aconteca, devera ser prevista, com a maxima precisdo possivel, a
carga elétrica demandada. A previsdo de carga pode, de forma simplista, ser agrupada em
duas categorias: global e multinodal. Esta classificacdo atende utilidades diferenciadas. A
previsdo global (GROSS; GALIANA, 1987; O'DONOVAN, 1983) compreende o0 somatdrio
de todo o consumo atrelado no sistema elétrico. O conhecimento da previsdo global se faz
necessario com vistas a fornecer informacdo aos agentes (planejamento e operacdo) do
sistema para proporcionar 0s estudos e o planejamento para cumprir o atendimento da
demanda presente e futura baseada nos recursos proprios de geracdo e/ou compra de energia
nos mercados pertinentes. Com relacdo a previsao de carga multinodal, ha a necessidade de
saber o consumo em todas as barras do sistema, sine qua non, nao se pode realizar as analises
pretendidas (despacho da geracdo, calculo do fluxo de poténcia, andlise de contingéncias
estatica e dindmica entre outras rotinas importantes). Para que estas previsdes sejam
exequiveis, necessita-se que a sua execuc¢do produza resultados com precisao compativel com
as exigéncias do setor elétrico e com a maxima rapidez de processamento. Em Altran (2010),
Nose-Filho et al. (2011), Abreu et al. (2018) e Amorim et al. (2020) foram propostas
metodologias para a realizacdo da previsdo multinodal a partir da previséo global. Trata-se de
concepgdes visando a reparti¢do de carga global nos varios barramentos do sistema. Uma vez
finalizada a previsédo global, sdo previstas as curvas de carga contemplando as diversas barras

de interesse.

Assim sendo, nesta pesquisa de doutorado, pretende-se desenvolver um sistema
previsor de carga global com dois objetivos principais: (1) disponibilizar um sistema previsor

eficiente em termos de precisdo, rapidez e confiabilidade e (2) ser compativel visando a
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realizacdo da previsdo multinodal (ndo abordada nesta pesquisa). Procurar-se-a explorar
varios pontos ndo devidamente tratados na previsdo de carga, tais como: estudo da base de
dados histéricos, melhor definicdo da composi¢cdo dos dados de entrada, tamanho e intervalo
de tempo a ser considerado para fins da realizacdo da fase de treinamento a partir da base de
dados, método para a realizacdo da previsdo, pertinéncia do uso do treinamento de forma
incremental, entre outros elementos que possam influenciar na qualidade da previsdo de

carga.

A previsdo de carga global tem sido realizada, ha bastante tempo, baseada no uso
de métodos classicos (O'DONOVAN, 1983), como o algoritmo ARIMA de Box-Jenkins
(BOX & JENKINS, 1976), séries temporais (NGUYEN; HANSEN, 2017), filtro de Kalman,
regressao linear maltipla ou simples, alisamento exponencial, estimacdo de estado, métodos
probabilisticos (HAUPT et al., 2019) entre outros. Porém, mais recentemente, as redes neurais
artificiais (HAYKIN, 2008) (denominada nesta pesquisa, por simplicidade de notacéo, apenas
como “redes neurais”), ou algumas estruturas hibridas que envolvem redes neurais, légica
fuzzy (ZADEH, 1965) algoritmos genéticos (GOLDBERG, 1989), métodos heuristicos de
programacdo matematica etc. tém tido seu uso intensificado para a resolucdo de problemas da

previsdo de cargas, em especial quando se trata de carga global.

Nesta pesquisa, propde-se o desenvolvimento de uma metodologia para a previsao
global baseada em uma rede neural da familia ART (Adaptive Resonance Theory)
(CARPENTER; GROSSBERG, 1992), mais especificamente, uma rede neural ARTMAP-
Fuzzy. O emprego da teoria dos conjuntos fuzzy (ZADEH, 1965) confere, as redes neurais da
familia ART, a capacidade de processarem informacgdes analdgicas, binarias e, também,
combinagbes dessas informacgfes (analogicas e binarias). Considerando a facilidade de
trabalhar com estes tipos de informacgdes, podem-se empregar, também, outros tipos de
informacdes mais genéricas com o propdsito de aperfeicoar o desempenho da rede neural, por
exemplo, a insergdo do conceito da fusdo de dados (BARNETT, 2008). Esta rede neural foi
proposta, em 1992, por Carpenter e Grossberg (1992) e tem sido intensamente empregada
para a resolucdo de um grande numero de problemas em diversas areas do conhecimento
humano. E uma rede neural moderna, cuja grande atratividade advém, como consequéncia, da
versatilidade e da habilidade destacadas em razdo dos atributos plenos de estabilidade e de
plasticidade. A estabilidade refere-se & propriedade de garantir sempre a obtengdo de uma
solucdo e a plasticidade confere a rede neural a capacidade de agregar novos conhecimentos

sem destruir o conhecimento previamente armazenado nas matrizes de pesos (treinamento
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incremental). Com estas caracteristicas, podem-se propor solugdes confiaveis e de alta
velocidade de processamento. Deste modo, o sistema neural proposto nesta pesquisa (previséo
de carga global) pode ser implementado, de forma segura, com tempo de processamento da
fase de treinamento bastante rapido, além de prover confiabilidade. A preciséo,
evidentemente, serd uma consequéncia. As redes neurais da familia ART sdo bastante
competitivas em comparagdo ao uso de outras redes neurais disponiveis na literatura, e.g.,
rede neural feedforward com treinamento via técnica retropropagacao (backprogation)
(WERBOQOS, 1974), ou Levenberg-Marquardt (MARQUARDT, 1963; SAINI; SONI, 2002),
entre outras redes neurais que, via de regra, ndo sdo incrementais e apresentam problemas de

convergéncia (a convergéncia ndo € garantida).

1.2 ORGANIZACAO DO TEXTO

Este texto esta assim organizado. No Capitulo 1 sdo enfocados os principais conceitos,
particularidades, breve histérico e a justificativa desta pesquisa no ambito da previsdo de
carga em sistemas de energia elétrica. Compreende-se de um predmbulo envolvendo dois
principais elementos tratados nesta pesquisa de doutorado que sdo: (1) o problema da previsao
de carga e (2) o sistema previsor proposto. No Capitulo 2, tratar-se-a da analise sobre as
principais perspectivas no trato sobre a previsdo de carga em sistemas elétricos de poténcia.
Apresentam-se 0 problema da previsdo de carga no Capitulo 3 e a formulagdo da previsao de
carga por redes neurais dando destaque a justificativa da rede neural empregada (ARTMAP-
Fuzzy). No Capitulo 4, abordam-se as redes neurais da familia ART (Adaptive Resonance
Theory), mais especificamente os algoritmos das redes neurais ART-Fuzzy e ARTMAP-
Fuzzy. Sdo apresentadas, também, algumas sugestbes importantes visando a melhoria do
desempenho da rede neural ARTMAP-Fuzzy. No Capitulo 5, apresenta-se a previsao de carga
global, formulada via a rede neural ARTMAP-Fuzzy, com o principal enfoque ao projeto das
entradas e das saidas para fins da realizacdo das fases de treinamento, validacdo e do
diagnostico (previsao), bem como a proposicédo sobre a execugdo do treinamento continuado.
Inclui-se, ainda, a forma tal como sera avaliada a precisdo dos resultados. No Capitulo 6, séo
apresentados os resultados da aplicacdo da previsdo de carga considerando-se uma base de
dados conhecida na literatura especializada. Nos Capitulos 7 e 8 sdo apresentadas a conclusédo

e as sugestdes para futuras pesquisas, assim como a relacdo de referéncias cientificas de



balizamento desta pesquisa de doutorado, respectivamente.
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CAPITULO 2 - PESQUISAS CORRELATAS

A previsdo de carga em sistemas elétricos de poténcia compreende uma vasta
oferta de propostas na literatura especializada. Diante desta realidade, obviamente, ha muita
dificuldade de se estabelecer a anélise critica. Menor, ainda, se for pensado em algo como o
estado da arte. Em vez disto, nesta secdo, serdo discutidas as principais formulagdes em
termos de metodologias empregadas. Neste ambiente, observa-se, em grande parte, até 30
anos passados, a tendéncia recaia no uso de metodologias classicas muito bem exploradas no
contexto de Box e Jenkins (BOX & JENKINS, 1976). A partir daquela data, comecaram a ser
investigadas as aplicacdes baseadas nas técnicas de inteligéncia artificial (BENDER, 1996),
em especial, as redes neurais como as redes de Hopfield (HOPFIELD,1982; BIANCHI et al.,
2017), Kohonen (KOHONEN, 2000; MARTIN-MERINO; ROMAN, 2006), feedforward com
treinamento realizado via uso do algoritmo retropropagacdo (backpropagation) de Werbos
(WERBOS, 1974). A grande maioria das metodologias para a previsdo de carga segue uma
forte tendéncia do uso do algoritmo retropropagacéo para o seu treinamento. Ha tantas outras
formulacBes similares a técnica de treinamento retropropagacdo. Elas sdo formulagdes
alternativas que usam concepcOes semelhantes, também, baseadas no uso do calculo de
derivada, e.g., 0 método de Levenberg e Marquardt (MARQUARDT, 1963; SAINI & SONI,
2002). Essas redes neurais, frequentemente, tém se caracterizado como técnicas que
apresentam dificuldades de convergéncia que podem consumir muito tempo de
processamento, inclusive ndo convergindo por causa do fenbmeno de paralisia e a
convergéncia com predilecdo para pontos minimos locais. Este fendmeno pode ocorrer em
especial quando se trabalha com bases de dados extensas e, também, quando a dimenséo da
entrada € expressiva. Toda esta modalidade de metodologias, igualmente, ndo é dotada de
capacidade de realizacdo do treinamento de forma incremental o que, desta forma, oferece
recursos limitados para a obtencdo de solugdes para uma boa quantidade de problemas do
conhecimento humano. Redes neurais incrementais, grosso modo, emulam a capacidade de

aprender continuamente como é observado na intelectualidade humana.

Visando aumentar o desempenho destas propostas, foi sugerido o
desenvolvimento de metodologias hibridas usando-se, por exemplo, as redes neurais

combinadas com métodos baseados na logica fuzzy (ZADEH, 1965), soft computing (KHAN;
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ABRAHAN, 2004), transformada wavelet (DAUBECHIES, 1992), algoritmos genéticos
(GOLDBERG,1989), métodos de otimizagdo, como enxame de particulas (particle swarm)
(EBERHART; KENNEDY, 1995), sistemas imunologicos artificiais (DASGUPTA, 1992),
entre outras técnicas. Mais recentemente, surgiram novas metodologias como o deep learning
(GOODFELLOW et al.,, 2016; HE, 2017), entre outras formulagdes que prometem
revolucionar no contexto das aplicagBes, principalmente na area de processamento de sinais,

de imagens etc.

Outras categorias de redes neurais compreendem a capacidade de aprender de
modo incremental. Nesta categoria, podem-se destacar as redes neurais da familia ART (ou
ART descendente) (CARPERNTER; GROSSBERG, 1992) que — aliada a capacidade de
receber inovagdes importantes — possibilitam a realizacdo de processos complexos como é o
caso da previsdo de carga (objeto desta pesquisa de doutorado). Algumas formulagdes foram
abordadas para a previsdo de carga global (LOPES, 2005; LOPES, et al., 2005), assim como
para a previsdo de carga multinodal (ALTRAN 2010; NOSE-FILHO et al., 2011, ABREU et
al., 2018; AMORIM et al., 2020). Diferentemente, nesta pesquisa, usar-se-a uma rede neural
ARTMAP-Fuzzy com pretensdes de oferecer melhorias, novos resultados, novas
interpretacdes sobre a possibilidade de novas realizacGes e sugerir inovagfes, como serdo

apresentados nos capitulos subsequentes.
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CAPITULO 3 - PREVISAO DE CARGA ELETRICA

3.1. INTRODUCAO

Os sistemas elétricos de poténcia podem ser considerados como um dos maiores e
mais complexos sistemas concebidos pela humanidade. Esses sistemas contemplam
interligacGes entre unidades geradoras, sistemas de transmissdo e os sistemas de distribuicdo
envolvendo paises (caso do sistema europeu), grandes paises como o Brasil. Fazer funcionar
esses sistemas, constitui-se um grande desafio em razdo da existéncia de alto grau de ndo
linearidades nos modelos dos seus componentes, principalmente em relacdo as unidades
geradoras sincronas. Os modelos matematicos que descrevem o comportamento dindmico
desses sistemas sdo representados por conjuntos de milhares de equacdes algébricas e
diferenciais ndo lineares altamente interligadas entre si. A dificuldade é aumentada tendo em
vista as incertezas decorrentes de cargas elétricas. Os consumidores, que estdo conectados ao
sistema elétrico, consomem energia elétrica de forma autbnoma. Caberd - aos
administradores e operadores do sistema — buscar 0 adequado planejamento e a operagdo
visando acolher qualquer que seja 0 montante do consumo. Para operar 0 sistema elétrico
adequadamente, devem-se realizar complexos estudos com o propésito de garantir o
funcionamento frente a um grande nimero de falhas que estao sujeitas a ocorrer em funcéo de
manobras, mau funcionamento de equipamentos elétricos, acGes intempéries (vendavais,

descargas atmosféricas etc.) entre outros agentes.

Para enfrentar todas essas adversidades, os sistemas elétricos de poténcia tém
recebido constantes modernizacdes chegando a atual conjuntura com a implantacdo dos
sistemas chamados smart grids (BUCHHOLZ; TYCZYNSKI, 2020). E uma inovag&o em que
sdo combinadas varias tecnologias como o uso de dispositivos elétricos e eletrdnicos de alta
velocidade, aquisicdo e processamento de sinais, medi¢des, inteligéncia artificial, bem como

outras tecnologias de ponta.

Deste modo, percebe-se que conhecer o consumo de energia que o sistema
necessita atender € uma tarefa essencial, viz., 0 consumo de energia elétrica € causa e ndo

consequéncia. Sem o seu conhecimento, ndo ha a possibilidade de planejar e operar o sistema.
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Conhecer o consumo deve ser entendido como uma agéo de previsdo. Este fato decorre em
razdo de ser necessaria a realizagdo de uma série de estudos (fluxo de poténcia, estabilidade
estatica, transitoria e dinamica etc.) com vistas a superar as possiveis contingéncias que sdo de
natureza involuntaria quase impossivel de evita-las. O que se pode fazer é contrapor, ou, pelo
menos, mitigar os seus efeitos. Para o funcionamento do sistema elétrico, tais estudos devem
ser realizados de modo antecipatorio. A analise em tempo real ndo se constitui em uma acéo
eficiente, pois ao conclui-la os possiveis eventos ja produziram as suas consequéncias. O
efeito de um blecaute somente podera ser eliminado, ou minorado se medidas forem
implementadas com antecipacdo (ROSEN, 1985). A partir do momento que se constata um
problema importante de instabilidade do sistema podendo evoluir para um blecaute, nada se
pode fazer para a sua restauracdao antes de serem consumados o0s seus efeitos. Desta forma, a
palavra-chave, neste contexto, é o fator antecipatério. A antecipacdo &€ um fator crucial
altamente dependente do conhecimento da demanda elétrica, o qual é nominado na literatura
especializada como previséo de carga (load forecasting, no idioma inglés) (O’DONOVAN,
1983).

Em se tratando da previsdo de carga, pode-se dividi-la em dois conceitos basicos:
(1) a previsédo global (O’ DONOVAN, 1983); e (2) a previsdo multinodal (2). A previsao
global pode ser classificada por horizontes de previsdo: curtos, médios, ou longos prazos. Os
horizontes de curto ou de curtissimo prazo estdo associados ao ambiente da operacao,
enquanto que a previsdo de médio prazo e de longo prazo estd voltada as necessidades
oriundas a conjuntura do planejamento elétrico. A previsdo global corresponde as
informacgdes que envolvem os estudos referentes a provisdao de geracdo visando suprir a
demanda total do sistema. Deve-se considerar a capacidade instalada da empresa geradora,
assim como de outros fornecedores por meio da compra de energia. No caso da previsdo
multinodal (ALTRAN, 2010), o foco é a previsdo (estimativa) de carga em cada barra do
sistema, que é fundamental para a determinacdo do estado do sistema e todas as demais
conjuncbes associadas. A obtencdo do estado do sistema constitui-se nas condicOes
imprescindiveis para o estudo da operacdo do sistema, e.g., a analise de contingéncias sendo
0S requisitos bdsicos para garantir minimamente o funcionamento do sistema com
continuidade e qualidade (grandezas elétricas sendo atendidas de acordo com os padrdes
exigidos pelo setor elétrico). Por conseguinte, estes dois enfoques sdo de natureza e de
aplicacbes distintas. Contudo, de acordo com alguns resultados apurados recentemente
(ABREU et al., 2018; AMORIM et al. 2020), a formulacdo da previsdo multinodal pode ser
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obtida a partir do conhecimento final da previsdo global. Para se conseguir uma previséo
multinodal adequada, faz-se necessario primar, também, na obtencéo da previsdo global.

Neste sentido, esta pesquisa tem como objeto o desenvolvimento de um sistema
previsor global, que servird como um aporte para o planejamento de médio prazo, de longo
prazo e a operagéo, assim como para a obtencdo de um plano de previsdo multinodal. Busca-
se, nesta pesquisa, propor uma metodologia répida, confidvel e precisa que atenda o0s
requisitos exigidos pelo setor elétrico. Essa metodologia sera desenvolvida mediante o uso
das redes neurais, em consonancia com a exposi¢do apresentada no Capitulo 3, e baseada na
realizacdo de varias experiéncias — considerando uma base de dados histéricos do consumo —
que deverdo ser realizadas com vistas a obtencdo do maximo desempenho, em especial, a

precisao.

3.2. FORMULACAO DA PREVISAO DE CARGA POR REDES NEURAIS

As redes neurais artificiais (rotuladas, nesta pesquisa, por simplicidade de
notagdo, por apenas “rede neurais”) tém sido usadas intensivamente nos ultimos 30 anos para
a resolucdo de um grande nimero de problemas em variadas areas do conhecimento humano
(medicina, engenharias, sistemas agricolas, biologia, economia, entre outras). Assim sendo,
deliberadamente, dispensa-se, nesta pesquisa, a apresentacdo de definigdes etc. da teoria sobre
redes neurais. Havendo a necessidade, serdo descritas e justificadas as particularidades néo
usuais na literatura. Esta opgdo esta sendo tomada em razdo de tornar o texto mais “enxuto”,
no entender da autora, ndo produzindo perdas importantes na inteligibilidade desta proposta

de pesquisa.

As metodologias para a realizacdo da previsdo de carga global s&o classificadas,
essencialmente, como classicas e baseadas na inteligéncia artificial. Na classificacdo classica
h& um grande conjunto de técnicas empregadas, em destaque, as séries temporais (ULLAH,
2014), ARIMA (BOX; JENKINS, 1976), alisamento exponencial entre outras. Mais
recentemente tem sido explorada a aplicagdo de técnicas inteligentes, e.g., sistemas
imunoldgicos (DASGUPTA, 1997), Redes Neurais Artificiais (RNA) (Haykin, 2008), légicas
fuzzy (ZADEH, 1965), rough sets (PAWLAK, 1982), sendo usadas individualmente ou
composicdes destas técnicas. Isto tem sido feito com o propdsito de obter a maxima eficiéncia

(reducéo do tempo de processamento, precisdo e confiabilidade das respostas).
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Nesta pesquisa, sera proposta uma metodologia baseada nas RNA. As aplicacdes
iniciais, para a previsdo de carga via uso de RNA, tem sido intensificada usando-se a
arquitetura feedforward com treinamento realizado via algoritmo retropropagacao
(backpropagation) (WERBOS, 1974) e alternativas similares baseadas no célculo de
derivadas, como, por exemplo, o algoritmo Levenberg-Marquardt (MARQUARDT, 1963;
SAINI & SONI, 2002). Sabe-se que, na literatura especializada, os algoritmos que empregam
0 célculo de derivadas apresentam grande dificuldade de convergéncia por causa de
problemas como paralisia e convergéncia, frequentemente, na direcdo de pontos minimos
locais necessitando, habitualmente, de um elevado tempo de processamento (convergéncia
lenta ou inexisténcia de convergéncia) e baixa confiabilidade. Estes problemas,

frequentemente, tem tornado a aplicacdo destes algoritmos bastante limitada.

Visando buscar novas configuracdes e recursos surgiram algumas metodologias
alternativas de RNA com propostas de serem mais competitivas no contexto da previsao de
carga. Neste cenério, ha varias metodologias para se testar a eficiéncia usando-se as RNA em
problemas de previsdo de carga de sistemas elétricos de poténcia ainda ndo suficientemente
explorados. Por exemplo, a computacdo em reservatorio (reservoir computing) (MAASS, et
al., 2002), e RNA da familia ART (Adaptive Resonance Theory) (CARPENTER,;
GROSSBERG, 1992). Nesta familia de RNA ha a disposi¢do de um conjunto de alternativas
para a resolucdo de diversos tipos de problemas existentes em vérias areas do conhecimento
humano (medicina, engenharias, economia etc.). Dentre essas areas de conhecimento, destaca-
se a previsdo de carga (O’DONOVAN, 1983).

A previséo de carga pode ser idealizada via a extragdo do conhecimento de bases
de dados histéricos. As informacgdes passadas podem ser usadas visando conhecer (estimar) o
comportamento de carga no futuro. O futuro, nesta pesquisa, entende-se como o tempo
transcorrido, em média, nas 24 horas a frente da curva de carga. Este periodo pode ser
discriminado em intervalos de 5, 10, 30 minutos ou 1 hora, dependendo do tipo de problema a

ser abordado na operacao do sistema, ou no planejamento da expansao.

Para realizar a extracdo do conhecimento, adota-se uma parte da base de dados
destinada a fase de treinamento e a outra parte para testar a qualidade da previsdo de carga
tratada, aqui, como previsdo, andlise, ou diagnostico. A qualidade do treinamento &
dependente de varios fatores que serdo discutidos a frente. Porém, os principais parametros

sd0 a quantidade de informacOes reservadas a fase de treinamento: dados exdgenos,
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composigdo da janela entre outros fatores. A janela corresponde a um conjunto de dados
passados de carga, incluindo o valor de carga do tempo corrente que é a entrada do sistema
previsor. A carga no instante posterior representa a saida do referido sistema previsor. Assim,
a extracdo do conhecimento da base de dados historicos é realizada baseada nos estimulos de
entrada versus saida procedendo-se o deslocamento sequencial da janela desde o tempo inicial
até o tempo final da base de dados. Uma vez realizada esta etapa, na sequéncia, pode-se testar
a qualidade das respostas mediante o uso de uma meétrica de inferéncia, por exemplo, 0 MAPE
(Mean Absolute Percentage Error) (PARK et al., 1991). Esta métrica serd apresentada e
discutida adiante. Se 0 MAPE atender os requisitos exigidos pelo setor elétrico (e.g., igual ou
inferir a 5% de acordo com a legislacdo brasileira), entende-se que o sistema previsor estara

apto a realizar a previsdo em um horizonte adequado, por exemplo, 24 horas a frente.

A qualidade deste sistema previsor é dependente de uma boa escolha dos
componentes da janela e, também, da rede neural usada. Assim sendo, nesta pesquisa dar-se-a
especial atencdo ao problema associado a escolha da composicdo da janela, do tamanho da
base de dados historicos mais adequados para se atingir os objetivos de cada tipo de aplicacdo
nos sistemas elétricos de poténcia e, ndo menos importante em relacdo a escolha e definicéo
da arquitetura da rede neural usada. Também, para se maximizar o desempenho do sistema
previsdo, devera haver a preocupacao de propor formas eficientes para a preparacdo da base
de dados (pré-processamento) e o pds-processamento da previsdo bruta gerada pelo sistema
previsor. O pré-processamento constitui-se de um procedimento de inferéncia sobre a
qualidade das informacdes disponibilizadas. Pode haver a falta de informacdes, as quais
devem ser repostas de alguma forma e, ainda, podem ocorrem informacgdes imprecisas que
necessitam ser corrigidas. O pds-processamento constitui-se no uso de um algoritmo

inteligente visando melhorar a previséo.
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CAPITULO 4 - REDES NEURAIS DA FAMILIA ART

4.1. INTRODUCAO

As redes neurais artificiais, nos ultimos 30 anos, ttm sido um instrumento e
alternativas importantes para a resolucdo de um grande nimero de problemas encontrados em
varias areas do conhecimento humano (engenharias, sistemas agricolas, saude, economia,
robdtica etc.). Vérias propostas de métodos tém sido apresentadas na literatura, em destaque,
as redes neurais de Hopfield (HOPFIELD, 1982), feedforward com treinamento realizado via
uso do algoritmo retropropagacdo (WERBOS, 1974), rede de Kohonen (KOHONEN, 2000),
redes neurais da familia ART (CARPENTER; GROSSBERG, 1992). Ha outras propostas,

porém, com menos intensidade de uso.

Neste contexto, varias aplicacdes praticadas no Laboratério SINTEL, vinculado
ao Departamento de Engenharia Elétrica da UNESP do Campus de llha Solteira, foram
implementadas baseadas na arquitetura ART descendente (ART-Fuzzy, ARTMAP-Fuzzy,
ARTMAP-Euclidiana) (CARPENTER; GROSSBERG, 1992) em razéo do alto desempenho

gue tem sido observado, tais como:

(1) Trata-se de concepcdes diferenciais, em relacdo a literatura, que sdo dotadas da
plasticidade. O conhecimento € extraido de forma incremental, ndo havendo a
necessidade de ser reinicializado o treinamento toda a vez que novos padroes
(informacbes) sdo disponibilizados. Esta propriedade sera bastante Gtil no
desenvolvimento de um sistema previsor, nesta pesquisa, naturalmente incremental, cujo
resultado esperado sera a obtencdo de previsdes, a principio, que serdo melhoradas a
medida que se avancard no tempo. Guardadas as devidas proporcdes, € algo que se

aproxima da natureza humana: aprender com o passar do tempo;

(2) Em razéo de ser uma concepcdo de extragdo do conhecimento incremental, ndo se
constitui num processo iterativo que, associado a formas simples de ajuste dos pesos
sinapticos, a fase de treinamento é executada com extrema rapidez, sendo, portanto,

compativel para as aplicagdes em tempo real;

(3) Como consequéncia destas propriedades, as redes ART-descendentes sdo rigorosamente
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estaveis, viz., é garantida a obtencdo de uma solucéo;

(4) Por se tratar de uma familia de redes neurais, cada componente dessa familia possui
caracteristicas particulares para resolver problemas especificos. Também ha a
possibilidade de agregar inovacdes com largo espectro de alternativas visando maximizar
0 desempenho para cada tipo de aplicagdo. No caso que se pretende abordar nesta
pesquisa de doutorado, i.e., a previsdo de carga, objetiva-se implementar inovagoes

adequadas e pertinentes neste sentido.

As redes neurais ART-Descendente, evidentemente, apresentam limitagdo. A
limitacdo principal observada é relativa a sua operacionalidade ser baseada no conceito de
geracdo de classes que podem comprometer a precisdo dos resultados. Contudo, pode-se
superar este impasse; langa-se a possibilidade de agregar as inovacGes como argumentado

anteriormente.

Assim sendo, nesta pesquisa, usar-se-a a arquitetura ARTMAP-Fuzzy
(CARPENTER-GROSSBERG, 1992). A designacgdo confere a rede neural ART (exclusiva
para a resolucdo de problemas no modo ndo supervisionado, cujo treinamento é realizado
mediante estimulos apenas de entrada a rede neural) a capacidade de resolu¢do na forma
supervisionada (estimulos de entrada e de saida). O sufixo “MAP” de (mapping, do idioma
inglés) significa mapeamento. E um recurso baseado na formagao de classes visando gerar o
mapeamento entre a entrada e a saida. Esta é a concepcdo do problema da previsao de carga,
i.e., considerando-se um conjunto de informacdes passadas e corrente, pode-se estimar o valor
de carga a frente de forma recursiva. Fazendo-se o tempo discreto variar de um ponto inicial
até um ponto final, gera-se uma curva de demanda, por exemplo, 24 horas a frente. A
qualidade desta curva depende de escolhas “otimizadas” dos componentes da janela
(informacdo sobre a carga, condicGes climaticas, informacfes do tempo, bem como outras
informacBes relevantes). A inclusdo dos conceitos de conjuntos fuzzy (ZADEH, 1965)
objetiva-se a possibilidade de se trabalhar com informacdes binarias e analdgicas juntamente.
Isto €, em regra, outro diferencial em relacdo a literatura que, frequentemente, é observada a
dificuldade de manipular dados binarios e analdgicos simultaneamente. O fato de combinar
dados binéarios e analdgicos representa um grande avango para a abordagem de problemas
complexos envolvendo, por exemplo, a linguagem, imagens, bem como outros tipos de dados
permitindo o desenvolvimento de sistemas de solucdo no contexto da teoria da fusdo de dados
(BARNETT, 2008).
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Na sequéncia serd apresentado o algoritmo conceitual bésico da rede neural
ARTMAP-Fuzzy, a qual mais adiante serd discutida as possiveis inovacfes que podem ser

agregadas no sistema previsor.

4.2. REDE NEURAL ARTMAP-FUZZY

A rede neural ARTMAP-Fuzzy, a partir da concepcdo ARTMAP, foi
desenvolvida agregando-se os recursos da teoria de conjuntos fuzzy. Substituindo a &lgebra
referente a teoria de conjuntos pela teoria de conjuntos fuzzy de Zadeh (ZADEH, 1965)
resultou a rede neural ARTMAP-Fuzzy. Com esta estrutura pode-se trabalhar com problemas
qgue envolvem dados binarios e analégicos de modo supervisionado. Isto, evidentemente,
aumenta drasticamente a capacidade de realizacdo de problemas complexos, que é o caso da
previsdo de carga (objeto de estudos nesta pesquisa).

Esta rede neural é composta por trés modulos principais: dois médulos ART-
Fuzzy (por simplicidade de notacdo é designado apenas por ARTa, ARTb e um modulo inter-
ART). ART é uma rede neural ndo supervisionada, cujos estimulos recebidos sdo procedentes
apenas de entrada. Na rede neural ARTMAP-Fuzzy os modulos ARTa-Fuzzy e ARTb-Fuzzy
sdo empregados para receberem estimulos de entrada e de saida, respectivamente. Com isto,
confere a rede neural ARTMAP a capacidade de realizacdo de fungbes complexas, ou
mapeamento entre a entrada e a saida. O médulo Inter-ART ¢ usado visando a realizacdo do
“casamento” entre a entrada e a saida compondo um processo matematico similar a y = f(x),
sendo X ey dois vetores correspondentes a entrada e a saida. A similaridade advém em razéo
deste processo ser realizado de modo discreto via formacdo de classes. A funcdo vetorial f
desconhecida pode ser linear, ndo linear, ou outro tipo de comportamento, a qual € realizada
pela rede neural ARTMAP-Fuzzy, via processo de treinamento, correspondente a extracéo do
conhecimento baseado em estimulo entrada-saida. No caso da previsdo de carga, a extracdo
do conhecimento € determinada a partir de uma base de dados historicos, cuja funcdo é
oferecer exemplos. Busca-se, a partir de exemplos de como ocorreu 0 consumo passado,
projetar um possivel comportamento de carga no futuro. Evidentemente, este processo
necessita ser cuidadosamente projetado e estudado para que os resultados esperados sejam 0s

mais precisos possiveis. Este sera o objeto de atuacdo nesta pesquisa de doutorado.
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As informagbes a serem manipuladas na rede ARTMAP-Fuzzy devem ser
convertidas resultando um espectro compreendido entre 0 e 1. Portanto, inicialmente, ha a
necessidade de realizar uma operacdo de normalizacdo dos dados de entrada e de saida da
rede neural, cuja resposta (analise) final devera ser convertida para as informacdes reais do

problema que esta sendo abordado.

Na arquitetura ARTMAP-Fuzzy, como toda rede neural, a extracdo do
conhecimento ¢é realizada baseada na adaptacdo (ajuste) sistematica de pesos. Assim sendo, a
rede neural ARTMAP-Fuzzy possui trés matrizes de pesos nominados Wa, Wb e Wab, para
receberem a adaptacdo referentes aos médulos ARTa, ARTD e Inter-ART, respectivamente,
como serd ilustrado no algoritmo (Secéo 4.4).

Para compreensdo plena, consideram-se dois vetores a e b nominados,
respectivamente, vetores de entrada e de saida da rede neural ARTMAP-Fuzzy. O vetor de
entrada a corresponde as informacdes (as quais serdo abordadas e discutidas mais a frente) é
correspondente a um conjunto de dados referentes as cargas passadas, temperatura, estacées
do ano, dias da semana, dados horarios, assim como toda a informacéo que pode contribuir a
obtencdo de uma solucdo com a maxima precisdo possivel. O vetor b, via de regra,
corresponde ao valor de carga normalizada no tempo discreto ligeiramente a frente do tempo
corrente. O tempo discreto pode ser tratado como intervalo de 5, 10, 15, 30 minutos ou ate 1
hora. Isto dependera do grau de exigéncia do interessado. Percorrendo todo o intervalo dos
dados historicos estabelecidos (compreendendo a fase de treinamento), ao final pode-se gerar

a curva de carga, por exemplo, correspondente a 24 horas a frente.

O funcionamento da rede neural ARTMAP-Fuzzy, fundamentalmente, consiste nas
seguintes fases: (1) fase de treinamento e (2) fase de andlise. Estas duas fases ocorrem de
modo off-line (treinamento) e on-line (fase de anélise). O treinamento € realizado de modo
off-line, porém, o tempo transcorrido para a sua realizacdo €, efetivamente, reduzidissimo, se
comparado as principais medodologias da literatura em raz&o de serem realizadas operacoes
simples de atualizacdo de pesos sem a necessidade de processo repetitivo. Os processos
repetitivos (recursivos), além de elevar drasticamente o tempo de processamento, podem

incorrer em situacBes de ndo convergéncia.
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4.3. ALGORITMO PARA A EMULACAO DA REDE NEURAL ART-FUZZY

Conforme descrito na Secdo 4.2, a rede neural ARTMAP-Fuzzy € constituida por
duas redes neurais ART-Fuzzy (redes ndo supervisionadas) interconectadas por um maddulo
inter-ART que possui a funcdo de realizar o “casamento” entre a entrada e a saida
correspondendo a uma idealizagdo de uma rede neural supervisionada. Por conseguinte, na
sequéncia, sera apresentado o algoritmo conceitual da rede neural ART-Fuzzy. Esse algoritmo
sera usado com o propésito de, finalmente, apresentar a concepc¢éo da rede neural ARTMAP-

Fuzzy (Secdo 4.4).

A seguir, apresenta-se o algoritmo basico a ser empregado nesta pesquisa. Mais a
frente serdo discutidas e implementadas algumas melhorias (inovacdes) com vistas a

maximizacao do seu desempenho.

Nota-se que, quando se trabalha com redes neurais da familia ART é conveniente,
por sugestdo dos autores Carpenter & Grossberg (1992), representar um vetor por linha e ndo
por coluna como habitualmente adotado na literatura, que sera a convencdo adotada
doravante. O algoritmo apresentado adiante é uma versdo do apresentado na publicacdo
Carpenter & Grossberg (1992), assim como de outras publicagdes importantes sobre as redes
neurais da familia ART (GROSSBERG, 2013).

Passo 1. Leitura dos parametros da rede neural ART-Fuzzy:
1. a> 0 (parametro de escolha);
2. B € [0,1] (taxa de treinamento);
3. p e[0,1] (parametro de vigilancia);
4. M (dimensdo do vetor de entrada);

5. L (quantidade de vetores de entrada).

Passo 2. Leitura do vetor de entrada a (estimulo de entrada)

a=[ajay...ay]. 1)



Passo 3.

Passo 4.
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Inicializacio da Matriz de Pesos da Rede Neural ART-Fuzzy:

Tendo em vista que no Passo 5, para a realizacdo da rede neural ART-Fuzzy sera
necessaria a duplicacdo da dimensdo do vetor a, a matriz de pesos da rede neural

ART-Fuzzy seré assim definida:
W(L x2m), CUjos componentes iniciais sdo postos iguais a 1:
wj; =1, paraqualqueri=1,2,..,Lej=1,2,.,2M.

Isto indica que ndo ha nenhuma categoria ativa previamente.

Processo de Normalizagao

Tendo em vista que os componentes do vetor de entrada devem estar compreendido
entre 0 e 1, via processo de normalizacdo, deve-se processar 0 vetor de entrada a

obtendo-se o vetor de entrada auxiliar @ da seguinte forma:

a=a/llal, 2
sendo:
a . vetor de entrada normalizado;

llall; : norma.; do vetor a;

- M

i=1 ;|- 3)

O uso da norma.; representa o delineamento geométrico da formacéo de classes por
hiper-retangulos. Se for usada a norma., refere-se a distancia euclidiana, cuja rede
neural ART é designada, na literatura, como sendo a rede neural Euclidiana. Na
literatura, ha, também, o emprego de outras geometrias, inclusive fracionarias
(DAGHER, 2006). Todas essas formulagcdes sdo propostas com o objetivo de
contemplar melhorias do desempenho para aplicacbes especificas. No caso do
problema da previsdo de carga, 0 uso da norma.; tem proporcionado resultados
satisfatorios (atendimento de normas tecnicas especificas, e.g., erro absoluto néo
superior a 5%). Ressalta-se que se os componentes do vetor a, inicialmente,

satisfazem a restricdo a;  [0,1], ndo h& necessidade de realizar a operacdo de



Passo 5.

Passo 6.
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normalizag&o, como proposta no Passo 4.

Processo Designado Como Codificacdo Complementar

Esta operacdo visa tornar todos os vetores entre os L exemplares da fase de

treinamento do mesmo tamanho. Portanto, tem-se o vetor | assim definido:

I=[a a] )
sendo:

a = [aas. .. as )
a = 1-a (6)

Deste modo a norma_; do vetor | corresponde a:

I, = 0@ +(@Q-a;)l (7)

M (todos os vetores terdo 0 mesmo comprimento M).

Escolha da Categoria

Considerando-se o vetor de entrada | na rede neural ART-Fuzzy, para cada no j a

funcéo de escolha Tj é determinada por:

Ty = [[EAWjlls 7 (e || W) (8)
sendo:
T . funcdo de escolha ou indice de similaridade entre os vetores | e Wj;
A . operador AND nebuloso definido por:
(IAW) oo min(li, W), i=1,2,...,L; 9)
a . parametro de escolha (« > 0);

A categoria e escolhida como sendo o0 no v; ativo:

Vi

zarg{maxT;},j=1,2,...,2M. (10)

Considerando-se a equacéo (10), a categoria escolhida sera aquela que possuir menor

indice.



Passo 7.
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Ressonancia ou Reset

A ressonéncia ocorrerd se o critério de vigilancia (equacgéo (11)) for satisfeito:

[ EAW|[2 /1> p (11)

Caso o critério, definido pela equacdo (11), ndo for satisfeito, o dispositivo reset
devera ser acionado. No reset, 0 no v; e excluido do processo de busca (conforme
estabelecido na equacdo (10)), arbitrando-se T,; = 0. Entéo, escolhe-se uma nova
categoria usando-se a equacao (10) no processo de ressonancia. Este procedimento

devera ser repetido até que se encontre uma categoria que satisfaca a equacao (11).
Atualizacéo dos Pesos (Treinamento)

Uma vez satisfeito o critério de vigilancia (11), o indice do neurbnio vencedor sera
designado J. A atualizacdo dos pesos da rede neural ART-Fuzzy é realizada da

seguinte forma:

W}lovo — ﬁ[ I A W}Jelho] + [1 _ ﬁ] W}zelho (12)

sendo:
J . indice referente a categoria ativa;

Wjoe : vetor peso atualizado;

wethe: vetor peso referente a atualizagdo anterior.

Observa-se que se f = 1, tem-se o treinamento nominado rapido e simples (naive).
Para um valor de < 1 o treinamento, tambem, sera rapido, contudo o significado

fica por conta de uma realizagdo mais sofisticada.
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4.4. ALGORITMO PARA A EMULACAO DA REDE NEURAL ARTMAP-FUZZY

De acordo com informacGes anteriores, a rede neural ARTMAP-Fuzzy
(CARPENTER & GROSSBERG, 1992) é uma estrutura baseada no treinamento
supervisionado. Assim sendo, devem-se empregar os estimulos de entrada-saida. A entrada e
a saida correspondem entradas das redes neurais ARTa-Fuzzy e ARTb-Fuzzy,
respectivamente. Porgquanto, para a realizacdo do treinamento, a partir da base de dados da
fase de treinamento, tem-se L padrfes, sendo que cada padréo ¢é definido como sendo o par (a,
b). Por medida de simplicidade de notacdo, deliberadamente, suprime-se a designacao
“Fuzzy”, passando-se apenas o registro como ARTa e ARTD, respectivamente Os vetores a e
b sdo usados como entradas, respectivamente, das redes neurais ARTa e ARTb. Assim, tem-

Se.

dim(@@= M

dim(b) = N.

As redes neurais ARTa e ARTDb sdo treinadas, usando-se como entradas,
respectivamente, os vetores a e b empregando-se igualmente o algoritmo ilustrado na Secéo
4.3. O treinamento supervisionado da rede neural ARTMAP-Fuzzy é realizado via supervisao
do médulo inter-ART. Para esta idealizagéo, tem-se trés matrizes de pesos (W2 x 2wy, WO x 2n)
e Wab(L x L), s quais estdo associadas aos modulos ARTa, ARTb e inter-ART. Estas matrizes

sdo inicializadas da seguinte forma:

Wi, = 1,parap=1,2,...,L;9=1,2,...,2M

Wp, = Lparap=1,2,...,L;9=1,2,...,2N

we = 1 parap=1,2,...,L;94=1,2,...,L

Isto significa que, inicialmente, todos 0s neurdnios estdo inativos. Estes neur6nios

serdo ativados a medida que forem indicados os neurdnios vencedores das redes neurais
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ARTa (neurdnio J) e ARTb (neurbnio K) ajustando-se as matrizes de pesos W? e WP,
Consequentemente, deve-se ajustar a matriz W® tomando os indicativos dos neurdnios

vencedores J e K, como instruidos na sequéncia.

A atualizacdo de pesos da rede neural ARTb é realizada de forma independente,
ndo h& necessidade da verificacdo do neurdnio vencedor J da rede neural ARTa. Assim sendo,
procede-se da seguinte forma. No treinamento da rede neural ARTMAP-Fuzzy, o neur6nio
vencedor associado a rede neural ARTa é estabelecido, se, e somente se, 0 neurénio candidato

atender dois critérios de vigilancia simultaneamente:

|18 AWF L7111l > pa e (13)

ly& AW [/ ]| vkl > pab (14)
sendo:
pab e [0,1] : parametro de vigilancia do modulo inter-ART;
y2 . vetor que compde os indices dos neurdnios ativados da rede neural ARTD;
= [000...010...000...0].

Havendo o cumprimento das restricfes estabelecidas pelos critérios de vigilancia

(13) e (14), deve-se proceder a atualizacdo dos pesos como segue:

1) Rede Neural ARTa:

Wa;lOUO — ﬂ[ Ia A Wa};elho] + [1 _ ﬁ] Wa;;elho (15)
2) Rede Neural ARTh:

WP = BIP AW 4 [1- WP (16)
3) Modulo inter-ART:

WabJKnOVO = 1 (17)

W, = 0 parai=Jej=K. (18)

Os valores W e W?; sdo componentes da matriz W,
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4.5. MELHORIAS DO DESEMPENHO DA REDE NEURAL ARTMAP-FUZZY

A seguir, destacam-se as principais melhorias considerando-se a rede neural
ARTMAP-Fuzzy:

(1) Uma das possiveis melhorias que podem ser implementadas na rede neural ARTMAP-
Fuzzy consiste no emprego de inferéncia da maximizacao da fungéo de escolha, tanto da
rede neural ARTa, assim como da ARTb. Por exemplo, pode-se usar o indice de Jaccard
(TANIMOTO, 1958), ajustado ao trato com conjuntos fuzzy, considerando-se os vetores
UeV:

Jac(U V) = |lUAV|L/ UV V|2 (19)
sendo:
Jac: indice de Jaccard.

Ha& outros indices de similaridade na literatura que podem ser testados (GOODALL,

1966). Propde-se, nesta pesquisa, 0 uso do seguinte indice de similaridade:

sim(U, V) = A/ (A+|[U - V1) (20)
sendo:
sim : indice de similaridade;

A U]

Por exemplo: considerando-se os vetores:

C
I

[0,50 0,40 0,70 0,50 0,60 0,30] e

<
I

[0,10 0,75 0,60 0,90 0,25 0,40]; |[Ull:=1V]l1=3.

As equacdes (8), (19) e (20) representam meétricas de inferéncia de similaridade entre



(@)

3)
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dois vetores. Assim sendo, aplicando-se os indices de similaridade, usando-se as
equacOes sobreditas ((8), (19) e (20)), obtém-se os valores correspondentes a 0,7167;
0,5584 e 0,6383, respectivamente. As equacOes destes indices podem ser
experimentadas com vistas a determinacdo do desempenho de cada indice e apurar o
melhor resultado obtido e, assim, sugerir-se um bom candidato para o indice de medida
de similaridade.

Estes indices, como qualquer outro, a ser usado como métrica possuem uma extensao
entre 0 e 1. Um valor igual a 0 ou 1, representam a auséncia ou a completude da
similaridade entre dois vetores, respectivamente. Os valores intermediarios indicam o

grau de similaridade.

As referidas funcgdes de similaridade podem, também, ser ajustadas para uso no teste de

vigilancia, em razdo de ser, igualmente, uma inferéncia de similaridade;

Também, é viavel modificar a forma de atualizacdo dos pesos das matrizes W? e W".
Neste caso, ha um forte indicio que se pode melhorar bastante a precisdo via um “ajuste
6timo” do parametro £ < 1, buscando-se realizar um treinamento sofisticado. Deve-se

ressaltar que quase na totalidade das aplicagdes ilustradas na literatura é adotado 5= 1.
Alternativamente a melhoria, consiste a adocdo do parametro de vigilancia inicial
(designado pnaseline) do modulo ARTa igual a:
PA —> Phaseline

= e+ |I°A W]“||1/ 114])1 (21)
para os vetores I° e W,
sendo:
£ Um nUmero pequeno e positivo.

Se forem atendidas as relagbes (13) e (14) simultaneamente, procede-se a atualizacédo
dos pesos dos modulos ARTa, ARTb e de inter-ART usando-se as equacdes (15)-(18).
Os indices temporarios vj e v passam a ser considerados neurdnios vencedores de
ARTa e de ARTDb, assumindo como indices J e K, respectivamente. Se (13) for satisfeita
e (14) ndo, o parametro pa deve ser ajustado usando a equagdo (21). Na sequéncia,

busca-se um novo neuronio candidato usando-se a métrica da funcéo de escolha T;
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(retorno ao Passo 6, equacéo (8)) e fazendo-se T,; = O, sendo v; o indice referente ao
neurénio candidato temporario da rede neural ARTa.

Esta opcdo é introduzida entre a execucdo das equacdes (13) e (14) (execucdo de testes).
O parametro de vigilancia pa ndo serd um valor fixo, mas sim varidvel para cada
categoria estabelecida pela rede neural ARTMAP-Fuzzy. Este detalhe tem sido um
ponto importante, pois o tamanho de pa € [0, 1] € ajustado de forma autdbnoma, via
implementacdo da estrutura computacional da rede neural ARTMAP-Fuzzy, mais
especificamente, via atuacdo combinada entre os modulos ARTa e Inter-ART. Evita-se,
desta forma, fixar arbitrariamente, por exemplo, um valor pa = 0,7 0 que implica que a
semelhanca entre os padrdes que fazem parte de determinada classe possui medida igual
ou superior a 0,7. Isto implica que, objetos com certo grau de semelhanca poderdo ser
confundidos num processo de reconhecimento. No caso da determinacdo autbnoma de
a4, esta possibilidade de ocorréncia, por certo, serd atenuada. Deve-se ressaltar que nos
primeiros anos apos a proposicdo da rede neural ARTMAP-Fuzzy, o parametro de
vigilancia pa era fixado como um valor constante, razdo pela qual, frequentemente,
havia muitas criticas sobre o desempenho desta rede neural. A qualidade dos resultados
era fortemente afetada pelo valor arbitrado de pa, levando, por vezes, a uma
interpretacdo desfavoravel desta arquitetura neural (GEORGIOPOULOS, et al., 1996).
Considerando-se os varios aperfeicoamentos praticados nos Ultimos anos, esta rede
neural, em termos de precisao, passou a ser bastante competitiva. Associada a outras
propriedades (rapidez de processamento, estabilidade e plasticidade), pode-se afirmar
que se trata de uma excelente alternativa de redes neurais recomendada para varias

aplicacdes em um grande ndmero de areas do conhecimento humano.

Uma arbitragem interessante — pelo menos se recomenda para ser testada — € usar 0
valor do parametro de vigilancia na rede neural ARTa fixo e igual a proporcéo aurea da
distancia entre 0 e 1, i.e., paseline X @ = 1, sendo, portanto, opaseline = 0,61803399
(61,8%), tal que @ = 1,61803399 € o numero de ouro, ou aureo (nimero de Fibonacci)
(VOROB’EV, 1961). Um valor préximo (caracterizado como “detector proprio”) de
0,61803399 tem sido usado em aplicagdes dos algoritmos baseados nos sistemas
imunolégicos artificiais (SIA’s) (DASGUPTA, 1997) proporcionando 6timos
resultados. Dasgupta (DASGUPTA, 1997) tem demonstrado a equivaléncia (estudo

comparativo) entre 0s SIA’s e as redes neurais ART-descendentes. Funcionou nos
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SIA’s. Por essa razdo, ha bastante indicio que funcionard, também, com relacéo a rede
neural ARTMAP-Fuzzy, contudo, ha a necessidade de se propor um indice de
similaridade devidamente ajustado para este designio. A proporcdo aurea tem sido
observada em inUmeros casos na natureza, funcionando deste modo, como um
importante instrumento para a sua construgdo, inclusive servindo como uma inferéncia
de beleza estética de rostos humanos, observando-se as relacdes entre certas areas e as
distancias relativas a face. Deve-se destacar que uma classe ndo estd associada
exclusivamente a um determinado valor do pardmetro de vigilancia, mas sim dos
valores de similaridade combinados com o pardmetro de vigilancia (Figura 1). Dai
justifica-se a pertinéncia desta sugestio (pa =@7), ainda que seja um valor
relativamente pequeno, se comparado ao uso convencional. Como mencionado
previamente, esta concepc¢do, a principio, devera ser combinada com um reparo (ajuste)
adequado da funcdo para a mensuracdo da similaridade. Entende-se que esta “nova
fungdo” de similaridade pode ser gerada por meio, também, de redes neurais simples
usando-se, por exemplo, a rede neural feedforward com o treinamento realizado via uso

do algoritmo retropropagacédo (WERBQOS, 1974).

Figura 1. llustragdo sobre a formagéo de classes.

0 1
| Parametro de Vigilancia J ]

— T

Classe ¢ Classe o . . .| Classe 4

Fonte: Elaborada pela Autora.
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Desenvolver sistemas hibridos combinando-se as rede neural ARTMAP-Fuzzy e outras
técnicas da inteligéncia artificial (BENDER, 1996), como a teoria de evidéncia de
Dempster-Shafer (SHAFER, 1976, ZHU et al., 2017) etc. ou métodos classicos como a
lei de Benford (BENFORD, 1938; GUNNEL & TODTTER, 2009; MORZY et al.,
2016). Compreende o desenvolvimento de uma rede neural, nesta pesquisa, a arquitetura
ARTMAP-Fuzzy, combinada, por exemplo, com a teoria de evidéncia de Dempster-
Shafer como forma de incluir inovacdo no contexto da previsdo de carga. Também,
pode-se sugerir 0 uso de teoria sobre a Lei Benford (BENFORD, 1938; GUNNEL;
TODTER, 2009; CZARNECKI, 2015) para a analise das bases de dados. Isto representa

a busca da melhoria na previséo de carga.

Outro procedimento que se pode melhorar o diagnostico (andlise, previsdo etc.)
corresponde a implantacdo do critério de votacdo (CARPENTER; GROSSBERG,
1992). E um processo em que se usa o treinamento pluralizado de modo aleatorio, ou
pseudoaleatorio (diferentes ordenacBes a partir de diferentes sementes) dos pares de
vetores de dados (entrada, saida) a serem apresentados a rede neural, ao invés de uma
unica vez, por exemplo, cinco vezes. Uma vez realizada a execucdo das redes neurais
(das cinco vezes), o diagnostico “correto” € atribuido considerando-se a maior
frequéncia de classes apuradas. Este procedimento é bastante interessante nos casos da
maioria das aplicagfes conhecidas. Entretanto, no caso da previsdo de carga, em razao
da janela usada ser deslocada sequencialmente (do inicio ao fim da base de dados
histéricos), ha a necessidade de uma melhor investigacdo sobre o uso deste
procedimento. Da mesma forma, a maior frequéncia como critério para a melhor
escolha da solucdo pode ser substituida pela média aritmética entre as referidas solugdes
obtidas nas diversas ordenacdes aleatorias, tendo em vista que as saidas, na formulacéo
apresentada nesta pesquisa, sdo valores analdgicos. Esta média pode produzir resultados

melhores, se comparada ao procedimento usual considerando-se apenas uma ordenagao.
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CAPITULO 5 - PREVISAO DE CARGA GLOBAL

5.1. INTRODUCAO

A previsdo de carga total do sistema é formulada, como mencionado
anteriormente, via emprego da rede neural ARTMAP-Fuzzy. Assim, tem-se uma rede neural
supervisionada, em que sdo considerados os estimulos vetoriais de entrada (a eR") e de saida
(b eRM). O funcionamento de uma rede neural é desdobrado em duas partes principais: (1)
treinamento e (2) o diagndstico. Pode-se, ainda, incluir uma fase intermediaria correspondente
a validacdo ou inferéncia sobre a qualidade das solucBes, baseando-se numa métrica
adequada. Ela é composta por trés mddulos principais: ARTa, ARTb e inter-ART. Os dois
modulos ART séo redes neurais usadas para processarem os dados de entrada e de saida,
respectivamente. Durante a fase de treinamento, o modulo Inter-ART € responsavel pelo
“enlace/casamento” entre a entrada ¢ a saida, i.e., garantir a construgdo de um mapeamento
(formacédo de classes funcionais). Esta ideia é compativel com o problema a ser abordado
nesta pesquisa. A fase de treinamento é realizada procedendo-se o treinamento de modo igual
nos modulos ARTa e ARTD e finalizado o armazenamento do conhecimento, para cada par de

vetores padrdes (a, b), mediante a confirmacao via teste realizado pelo mddulo inter-ART.

5.2. COMPOSICAO DOS VETORES DE ENTRADA E DE SAIDA DA REDE-NEURAL
ARTMAP-FUZZY

Apbs o uso de toda a base de dados destinada a fase de treinamento, encerra-se o
processo de aprendizado da rede neural. A forma adotada neste trabalho, em relagcdo aos
vetores padrdes (a, b), segue a proposta referente ao deslocamento de janela (PARK et al.,
1991). Cada janela ¢ assim definida (ABREU et al., 2018):

(a(h), b(h)) (22)
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a(h) = [LTE] (vetor de entrada) (23)
b(h) = [H] (vetor de saida) (24)
sendo:

h : indicador do tempo na forma discreta.

O treinamento consiste na apresentacdo de todos os pares de vetores padroes (bem
como os devidos ajustes das matrizes de pesos caracterizando a extragdo do conhecimento)
desde o inicio até o término da base de dados referente a fase de treinamento. Este processo é
realizado de modo direto (sem interacbes). Em razdo disto, € que a fase de treinamento da
rede neural ARTMAP-Fuzzy é efetivamente rapida e ndo oferece problemas de convergéncia

(propriedade de estabilidade). Os subvetores L T E H s&o assim definidos:

L : vetor cujos componentes sdo os valores de cargas correspondentes a hora corrente (h) e
demais valores consonantes a 7 horas em atraso, cujo atraso € sob a livre escolha do
usuario. Neste vetor podem ser incluidos valores, por exemplo, correspondentes ao
mesmo horario da semana, més anterior etc. como forma de aprimorar a capacidade da

extragcdo do conhecimento contido na base de dados da fase de treinamento;
T : vetor de temperatura;

E : vetor contendo as informacgdes exdgenas (dia da semana, estacdo do ano, dia nublado,

dia festivo etc.);

H : carga correspondente & carga (h+1), ou seja, uma hora & frente. Observe que H € R" (N
=1).

A discretizacdo depende do tipo de amostragem disponivel na base de dados. As
fases de treinamento, teste e de analise (previsdo) sdo realizadas de acordo com algoritmo
apresentado nas Secdes 4.3 e 4.4. Observa-se que se trata de um funcionamento bastante
simples. E um processo direto (ndo iterativo), estavel, e rapido (demandando apenas uma
época). Exemplo: se o tempo discreto for considerado 10 minutos e a contagem h a partir da
24 horas, tem-se a seguinte sequéncia de tempo: h = 0 (0 minuto), h = 1 (10 minutos); h = 2
(20 minutos); h = 3 (30 minutos) e assim por diante até completar o horizonte alvo (por

exemplo, 24 horas a frente).
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Um importante procedimento que se pode empregar no vetor de entrada a, refere-
se ao uso de algum método visando identificar a correlagdo (de Pearson, Kendall, Spearman
etc.) (CHEN & POPOVICH, 2002) entre os seus componentes. Porém, considerando-se que a
dimensdo do vetor a é bastante reduzida (na maioria dos casos é inferior a 20), o estudo sobre
a correlagéo pode ser dispensado. A reducdo de componentes pode ser adotada baseada na
experiéncia com o trato com a previsdo de carga. Por exemplo, a temperatura horaria pode ser
dispensada em razdo do uso da informacdo horaria que, grosso modo, estdo frequentemente
correlacionadas. Destaca-se que as redes neurais ndo necessitam de uma analise prévia de
correlagdo dos componentes do vetor de entrada, ou da modelagem de carga. Se houver
correlacdo, a rede neural € capacitada para se ajustar no caso de ocorréncia deste detalhe.
Também néo ha a necessidade de definir o conjunto de componentes de entradas que sdo mais
ou menos importantes. Na rede neural, por exemplo, uma feedforward com treinamento
realizado via algoritmo retropropagacdao (WERBOS, 1974), apds a conclusdo da fase de
treinamento, pode-se obter os coeficientes de sensibilidade de cada elemento (LOTUFO et al.,
2007) em relacdo ao resultado final (resposta de saida da rede neural). Estes coeficientes sdo
gerados a partir das matrizes de pesos da rede neural. Por conseguinte, podem-se excluir os
componentes com baixos valores (em maédulo) dos referidos coeficientes. Isto representa um

diferencial em relagdo as metodologias cléassicas de previsao.

Muitas vezes, nas bases de dados disponiveis, ndo constam os dados de
temperatura. Quando constam, comumente, sdo disponiveis os dados de temperaturas maxima
(Tmax) € minima (Tmin). Havendo estes valores, pode-se, perfeitamente, introduzi-los no vetor
T. Também, se conhecidos 0s valores de Tmax € Tmin, @ temperatura correspondente ao instante
t, na forma discreta, pode ser estimada, por exemplo, usando-se as seguintes expressoes
(LINVILL, 1990):

T(t) = (Tmax — Tmin) x sen[(zt)/(DL +»)] + Tmin (25)
sendo:
DL : duracéo do dia com luz solar (nimero de horas);
t :tempo apos o nascer do sol;

y . parametro constante que deve ser ajustado em funcdo da localizacdo. Na referéncia

Linvill (1990) este parametro é fixado igual a 4 unidades.
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A duracdo do dia (DL), no estado de S&o Paulo, no ano de 2019, variou entre
10h40min (més de Junho) e 13h35min (Dezembro). A DL diaria pode bem ser armazenada

em tabela para ser usada a qualquer hora.

Usando-se 0s parametros Tmax € Tmin, @ previsdo tem sido satisfatéria. Contudo,
havendo a necessidade do conhecimento da temperatura horaria, a sugestao € usar a expressdo
(25) para estiméa-la. Ressalta-se que h4, na literatura técnico-cientifica, outras propostas para a
estimacdo da temperatura horaria, caso o usuario assim desejar. Se for usada a temperatura
horéria, pode-se dispensar a consideracdo dos parametros Tmax € Tmin. IStO representa uma
economia do nimero de componentes do vetor de entrada a, mais especificamente, no vetor
T.

O vetor L deve ser cuidadosamente elaborado (composicédo da janela). Diferentes
janelas podem produzir resultados com maior, ou menor precisdo. Inicialmente, pode-se

compor este vetor considerando-se a seguinte estratégia:

L =[La(h) L(h-3) L(h-2) L(h-1) L(h)] (26)
sendo:
h : indicador do tempo na forma discreta;
L(h) : valor de carga correspondente ao tempo discreto h;
(h-£): horério discreto anterior a h, para 2=1, 2, 3, ...;

La(h): valor de carga correspondente ao tempo discreto h do mesmo dia da semana anterior.

Com relacdo as informacdes que compdem o vetor E, podem-se sofisticar tais
informacdes, considerando-se 0s mais variados casos visando melhor representar as condigdes
do dia (dia da semana, més do ano, caracterizacdo das condi¢des do tempo (chuvoso, nublado
etc.)), assim como outras informagfes que o usuério entender como relevantes. Como estas
informacdes sdo representacfes binarizadas, deve-se usar o tamanho do subvetor de acordo

com a necessidade, por exemplo:
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E =[dmtem ad] (27)
sendo:

d : subvetor referente ao dia da semana na forma binaria com 3 bits que séo suficientes para

a representacdo semanal de domingo a sabado;

m : subvetor relativo ao més do ano com 4 bits, sendo suficientes para representar os 12
meses do ano. Esta informacdo pode ser substituida pela representacdo por estacbes do

ano, sendo necessarios apenas 3 bits;

tem : subvetor visando abrigar as informacdes sobre a situacdo atmosférica do dia, sendo

suficiente apenas 2 bits (até 3 modalidades);

ad : subvetor destinado a receber, na forma da codificacdo binéria, outras informacGes
relevantes, cujo nimero de bits serd definido em funcdo do nimero de informacGes de

interesse do usuario.

Portanto, o vetor E, considerando-se 0 seguinte cenario: quinta-feira do més de

abril e com chuva intensa, é apresentado da seguinte forma:

E=[10110001]. (28)

Nota-se que o vetor a € composto por dois grupos de informac@es: analdgicas
(vetores L e T) e binarias (vetor E). Em consonancia com informacdes apresentadas
anteriormente, a rede neural ARTMAP-Fuzzy é dotada da propriedade de trabalhar com
grandezas analdgicas e binarias simultaneamente sem obstaculos. Assim sendo, a parte binéaria
ndo necessita de um processo de normalizacdo. Apenas os vetores L e T necessitam de
calculos de normalizacdo usando-se a norma-1 (hiper-retangulos). Contudo, deve-se empregar
a normalizacdo dos vetores L e T separadamente visando-se evitar a “mistura” de
informacdes. A normalizacdo de cargas e das temperaturas deve ser aplicada a toda a base de
dados previamente. Estas informacdes, quando conduzidas a fase de treinamento, cumprem os
requisitos de seus componentes devem pertencer ao intervalo [0, 1]. Na fase de teste e de
previsdo, os resultados finais devem ser convertidos aos valores reais correspondentes a

multiplicacdo dos valores previstos pela rede neural pelo valor basilar (usado na
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normalizagéo).

Ressalta-se que, usando a codificacdo binéaria, pode-se sofisticar ao maximo (néo
héa restricdo neste sentido) as informacdes, obviamente com vistas a melhoria da qualidade da
previsdo. Outro detalhe importante sobre a operacionalidade da rede neural ARTMAP-Fuzzy
refere-se ao uso de dados analdgicos e binarios conjuntamente. Como esta rede neural possui
a propriedade de manipular simbolos, pode-se realizar esta “mistura” de tipos de dados
(analogicos e binarios) procedendo-se a normalizacdo de forma individualizada dos varios
tipos de dados analdgicos, por exemplo, os dados de cargas e os dados de temperatura.
Considerando-se estas virtudes, a formulagcdo da previsdo de carga baseada na rede neural
ARTMAP-Fuzzy pode receber inovagdes sem restri¢des.

A previsdo de carga, alternativamente, pode ser realizada mediante o emprego do
modelo proposto por Lopes (2005) usando-se uma arquitetura neural ART-ARTMAP-Fuzzy.
Os dados analdgicos da entrada sdo inseridos como entrada da rede neural ART-Fuzzy
(treinamento ndo supervisionado) que sdo transformados em um conjunto de dados binérios
via um bloco designado “codigo ativo”. Estes dados binarios sdo juntados aos demais dados
binarios para compor o vetor de entrada binéria a rede neural ARTMAP-Fuzzy. Assim, a rede
neural ARTMAP-Fuzzy tera um processamento inteiramente binério. Com isto, agrega-se
mais capacidade de realizacdo da previsdo de carga. Esta abordagem ndo sera usada nesta
pesquisa, mas sim, manter-se-a o processamento considerando-se o vetor de entrada composto
por informac6es analdgicas e binarias, com vista a realizacdo de varios experimentos (estudar
e analisar as implicacGes fisicas do problema, deixando de lado o enfoque sob o contexto da
manipulacdo de simbolos da representacdo binaria apenas) que podem produzir melhorias da
qualidade das previsdes. Assim se espera.

5.3. FORMULACAO DA PREVISAO DE CARGA BASEADA NO TREINAMENTO
CONTINUADO (CONTINUOUS LEARNING)

O treinamento continuado ndo deve ser entendido apenas como uma continuidade
da fase de treinamento classica. A sua pratica requer critérios e astlcia para que se obtenha a

méaxima eficiéncia sem grandes esfor¢os computacionais, pois esta etapa deve ser realizada
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concomitantemente com a previsdo de carga. Isto, em tese, representa um acréscimo
computacional, ainda que pequeno, durante a execucgdo do objeto (previsdo). Trata-se de uma
forma sutil de seletividade da informacdo a ser aproveitada. Como compensacao, espera-se
obter a vantagem de usufruir uma forma incremental do conhecimento que, a principio, 0
sistema previsor se tornard mais “inteligente” com o passar do tempo, por um tempo razoavel.
Este tempo podera ser calibrado mediante a realizacdo de experimentos. Esta limitacdo (do
tempo de validade) podera ocorrer em razdo das informac6es que “ensinam” e, por vezes, sao
acompanhadas por imperfei¢cbes que desvirtuam a instrucdo pretendida. Diante deste escopo,
pode-se perceber que o treinamento continuado constitui-se num universo aberto para ser

explorado.

Esta capacitacdo (exercicio do treinamento continuado) do sistema previsor é
constituida por meio do conceito “Detec¢do de Novidade” (DN) (BISHOP, 1994) ao ser
agregado a rede neural ARTMAP-Fuzzy. De uma forma simples, as informac6es disponiveis
séo analisadas onde sdo classificadas como: (1) inclusdo de dados e (2) rejeicdo de dados.
Apds este processamento, as informacdes rotuladas no estado (1) sdo aproveitadas, ou seja,
incluidas nas matrizes de pesos da rede neural produzindo, por pressuposto, um incremento do
conhecimento. No caso da situagéo (2), os dados correspondentes podem ser descartados, ou
ndo, mediante um novo teste de consisténcia e de relevancia da informacdo que esta sendo

processada.

A formulacdo mais convencional para a realiza¢do da previsdo de carga refere-se
ao uso de uma base de dados historicos. Engendram-se mecanismos (nesta pesquisa, baseia-se
no emprego das redes neurais) levando-se em consideracdo que o pretérito torna-se um
excelente instrumento para emular o comportamento de carga no futuro. Contudo, a medida
que se tenha a necessidade do conhecimento de carga o mais proximo possivel do tempo real
(BAKKER, 2011), esta estratégia devera ser mais bem elaborada e cuidadosa. Portanto,
devem-se contemplar, também, as informag6es procedentes e disponiveis a partir de sistemas
de aquisicdo de dados (THOMAS; McDONALD, 2017). Ressalta-se que as analises — a serem
realizadas com a maxima proximidade do tempo real — devem ser estabelecidas considerando-
se 0 tempo total do processamento envolvido (célculo do estado do sistema, analise de
seguranca contra faltas (defeitos) e, ainda, o tempo despendido para a implementacdo da fase
de treinamento). E importante destacar que a disponibilidade dos resultados da analise n&o
sera cabalmente Util se o sobredito tempo de processamento for superior & antecipagdo

pretendida, sob a pena de se ter os resultados sem oferecer a possibilidade de agir de forma
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antecipatdria, caso ocorra alguma contingéncia ou perturbacdo considerada na analise. Se

assim for produzido, trata-se de um célculo que permeia a nulidade.

Na Figura 2, ilustram-se, simbolicamente, as fases necessarias na busca de
garantir que a operacdo ocorra de forma continua e segura. Neste contexto, o tempo final
admissivel — a ser considerado na fase de treinamento da rede neural — mais préximo da
operacdo, em tempo real, devera ser arbitrado levando-se em conta o tempo despendido para a
execucao das andlises e da tomada das a¢Oes preventivas. Deve-se destacar que, a medida que
a modernidade e a inovacédo se fazem presentes, as técnicas de analise e as a¢des preventivas
tém-se tornado cada vez mais eficientes e com tempo de execucdo, também, cada vez mais
reduzido. Isto representa que se pode dar maior importancia ao uso de informacdes
procedentes do sistema de aquisicdo de dados (THOMAS; McDONALD, 2017) que, por
certo, € a parte mais valiosa das informacGes disponiveis. Esta idealizacdo pode ser
perfeitamente implementada mediante a combinacdo da fase de treinamento (usando-se uma
base de dados historicos) e o treinamento continuado tomando-se os dados advindos e

armazenados, mais recentemente, a partir de sistemas de mensuracao de carga.

As etapas ilustradas na Figura 2 devem ser entendidas como elaboragOes
referindo-se a um tempo futuro, cuja antecipacdo devera ser definida em funcdo do tempo
demandado para a realizacdo da previsdo, analise de contingéncias, assim como do célculo e
da implantacdo das a¢des antecipatorias.

Por conseguinte, uma forma mais eficiente corresponde a adocao do treinamento
continuado (MARCHIORI et al. 2011). Trata-se da inclusdo do conhecimento advindo de
novas informacdes (procedentes do sistema de aquisi¢do de dados, assim como de qualquer
outra fonte) sem haver a necessidade de reiniciar a fase de treinamento. Isto é feito de modo
incremental, obviamente, adotando-se formas adequadas para a sua implantacdo
(MARCHIORI et al., 2011). As redes neurais da familia ART encontram-se entre as raras
classes de redes neurais que sdo providas da caracteristica de plasticidade. Esta propriedade
viabiliza a idealizacdo da insercdo de novos conhecimentos sem destruir a cognicéo
previamente adquirida. Grosso modo, compreende uma forma semelhante o que ocorre com
os humanos, os quais aprendem continuamente, pelo menos em tese. E neste sentido que se
buscard agregar o treinamento continuado ao estimador de carga. Ressalta-se que este
procedimento, de tempo em tempo, devera ser reinicializado quando forem identificados erros

na previsdo que ndo atendam as exigéncias minimas do setor de eletricidade.
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Figura 2. Estagios temporais da previséo de carga.

Tempo Real
“Previséo” 24h & frente Movimento (tempo fisico)
Treinamento MAPE 1 MAPE 2 via de regra: MAPE 2 > MAPE 1

Previséo 24h & frente

Tanamento VA ARTMAP Uz | 1ar s |

Acéo
Diagnoéstico | Antecipa-
toria

- l—
Gap
Temporal

Fonte: Elaborada pela Autora.

Entdo, para a implantagdo do treinamento continuado, inicialmente, deve-se
definir o “melhor” tamanho da base de dados histéricos a ser usada. Esta quantidade de
informacdo deve ser bem ajustada (resultados do sistema previsor que atendam a qualidade
pretendida), a qual serd buscada via a realizacdo de variados experimentos que serdo
apresentados e discutidos no Capitulo 6. O treinamento continuado sera procedido tomando-
se as informacGes de cargas obtidas a partir do sistema de medicdo que sdo armazenadas
numa base de dados especifica para esta finalidade. As informacGes provenientes da base de
dados historicos e as informacdes disponiveis a partir do sistema de aquisicdo de dados devem
ser compativeis em relacdo a mesma discretizacdo temporal, ou seja, por exemplo, de 5 em 5

minutos.

Para fins da realizacdo da extracdo do conhecimento, nesta pesquisa, consideram-
se duas fases principais: (1) treinamento basilar tomando como objeto as informacdes
originarias da base de dados historicos. Trata-se da forma convencional do processo
provisional abordado na literatura; e (2) o treinamento continuado. O treinamento continuado
compreenderd no uso de informacBes procedentes de bases de dados recentes que sdo
construidas a partir do sistema de aquisi¢cdo de dados com certo atraso (a ser devidamente

ajustado), tendo em vista que o conceito “previsdo” esta situado a frente do tempo real.
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Porqguanto, o procedimento para execugdo da fase de treinamento da rede neural
ARTMAP-Fuzzy segue em consonancia como apresentado nas Se¢Oes 5.3 e 5.4. Uma vez
concluida esta fase, a rede passara para a fase da previsdo. Durante a previsdo, executa-se 0
treinamento continuado usando-se as informacbes de carga fornecidas pelo sistema de
aquisicdo de dados mais recentes, 0s quais convém serem aproveitados, porém, algumas
informagBes podem ser descartadas. Este aproveitamento é gerenciado por uma rotina
especifica que ira “julgar” a conveniéncia e a importancia sobre a janela de carga candidata,
viz., a confirmacdo desta janela e a consequente adaptacio de pesos nas matrizes W?, WP e
W?® da rede neural ARTMAP-Fuzzy. Esta etapa de realizagdo do treinamento continuado deve
ser feita com bastante critério para se evitar o armazenamento de informacao nas matrizes de
pesos, desnecessariamente, que possam produzir o fendmeno overtraining na rede neural.
Como o treinamento continuado € realizado simultaneamente a ultimacdo da previsdo de
carga, qualquer que seja a janela candidata, pode ser fornecida a partir da base de dados
historicos, como reforgco, até mesmo por alguma janela projetada por algum processo de
identificacdo, ou substituicdo de medidas visando melhorar a previsdo final. E importante
destacar que a execucdo do treinamento continuado é realizada com baixissimo tempo de

processamento, ndo prejudicando o rito da efetivacdo da previséo de carga.

Nesta pesquisa, a continuacdo do aprendizado (treinamento continuado) é
estabelecida a partir da conclusio da fase de treinamento. A medida que se dispde de uma
informacdo considerada relevante (por exemplo, disponibilizada pelo sistema de aquisicao de
dados) faz-se a atualizacdo da rede neural (matrizes W?, W° e W) usando-se os parametros
de vigilancia pb e pab iguais aos usados na fase de treinamento. Isto porque estes parametros
sédo arbitrados como valores constantes e devidamente testados a partir de experimentos.
Contudo, em relagdo ao pardmetro pa, adota-se este parametro fixo (constante) arbitrado

como sendo pac, . Este pardmetro de vigilancia pode ser arbitrado de varias formas:

Alternativa 1. Proposta idealizada por meio de experimentos. Busca-se a “melhor” sintonia
deste parametro extraido via repeticdo de experimentos a serem realizados
considerando-se as varias bases de dados disponiveis na literatura técnico-

cientifica.

Alternativa 2. E extraido diretamente da fase de treinamento. Observa-se que cada janela
corresponde a um determinado horario discreto diario e a um valor do

parametro de vigilancia pa particular. Cada classe estard associada a um
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determinado valor de pa e a uma caracteristica de similaridade. Pode-se, por
exemplo, arbitrar pac, igual & média aritmética (ou outra métrica de interesse
do usuario) do parametro de vigilancia pa apurado durante a fase de
treinamento. Deve-se prever a possibilidade de ndo haver neurénios candidatos
nos médulos ARTa, e/ou ARTb. Para resolver este impasse, basta adicionar um
neuronio para cada necessidade para receber a nova informagdo. Pode ser
necessario criar-se um novo neur6nio J na contabilidade da matriz W?,
enquanto que para o neurdnio K ndo, pois ele encontra correspondéncia (esta
inserido) na matriz WP, ou vice-versa, ou ainda, havendo a necessidade de ser
adicionado um neurdnio em cada modulo quando se trata de novas classes em
ARTa e ARTD, evidentemente, adicionando-se um neurdnio no mddulo inter-
ART.

Usa-se 0 mesmo esquema adotado na fase de treinamento. No entanto, deve-se
buscar uma forma de excluir alguns pares (a, b) que ndo terdo a oportunidade
de produzir contribuicdo significativa a melhoria da previsdo de carga para
evitar a ocorréncia do fenémeno overtraining (HAYKIN, 2008), assim como
evitar o uso de recursos desnecessariamente. Considera-se um padrdo adequado
para ser descartado na fase do treinamento continuado, como sugestdo, o

seguinte critério:

sendo:
IS : indice de similaridade;

Pacqg - Pparametro de vigilancia limitante para descarte de padrdes referentes a

fase de treinamento continuo;

I, - vetor da base de dados advindo do sistema de aquisi¢do devidamente

processado usando-se as equacgdes (2) e (4) referente a rede neural
ARTa (entrada da rede neural ARTMAP-Fuzzy);

W¢ : K-ésimo vetor (linha) da matriz W*,

Na qualidade do indice de similaridade IS, pode-se usar a fun¢do de escolha T,
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Jac, ou sim, ou, ainda, outro indice de interesse do usuario.

Entende-se que é razoavel arbitrar pacq = 0,9 (ou outro valor ajustado para esta
finalidade). Um padrdo (a, b) que possua um valor 1S superior a 90% deve ser descartado para
os propositos do ajuste dos pesos (W? WP e W) da rede neural ARTMAP-Fuzzy. Para a
execucdo do treinamento continuado, preferencialmente, consideram-se as janelas decorrentes
do sistema de aquisicdo de dados. Pode-se, também, usar dados artificializados em
substituicdo de informagdes que, por ventura, estejam sob suspencdo (erro de medicdo, néo
aprovacdo em teste de validacdo, ou que ndo seguem, por exemplo, a lei de Benford)
(BENFORD, 1938). No critério (29), pode-se usar, também, os indices de similaridade Tj, ou
Jac visando estabelecer qual € a melhor proposta. A lei de Benford tem sido bastante usada no

contexto de testes de integralidade dos nimeros contidos em bases de dados.

Na maioria das experiéncias reportadas (formulacdo convencional) na literatura
especializada, é reservado, inicialmente, um namero fixo de neurdnios nos modulos ARTa,
inter-ART e ARTb igual ao numero de pares de padrdes (a, b) usados na fase de treinamento
perfazendo L neur6nios. Porém, esta estratégia pode ser substituida por outro procedimento,
iniciando-se somente com um neurénio em cada médulo. Um novo neurdnio devera ser criado
a medida que for necessario cria-lo. A execucdo dos passos referentes ao processamento da
funcdo escolha sera drasticamente reduzida, consequentemente, encolhendo o tempo de
processamento da fase de treinamento (MORENO, 2008). A execucdo do treinamento
continuado é uma tarefa com baixo custo computacional, além de ser altamente vantajosa para

0s objetivos da realizacdo da previsao de carga.

5.4. FLUXOGRAMA REFERENTE A PREVISAO DE CARGA

As informacGes destinadas a construcdo do sistema previsor compreendem a
arquitetura neural, base de dados historicos e dados originarios do sistema de aquisi¢do de
dados. A base de dados histéricos é usada para fins da realizacéo do treinamento convencional
da rede neural, enquanto que as informagdes advindas do sistema de aquisi¢do sdo
armazenadas em um uma unidade especifica e usadas exclusivamente para o treinamento

continuado. Na Figura 3, apresenta-se o fluxograma relativo a execucdo das fases do
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treinamento convencional, treinamento continuado e da previsdo de carga global. No médulo
“Leitura de Dados”, além de todos 0s dados necessérios a execucdo da fase de treinamento,
treinamento continuado e a previsao, deve ser fornecida a informacgdo do tempo de retardo

para fins da atuacdo do treinamento continuado.

Figura 3. Fluxograma referente a execucéo da fase de treinamento, treinamento continuado e

da previsdo de carga global.
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Fonte: Elaborada pela Autora.

Na Figura 3, destaca-se o dispositivo “Detec¢ao de Novidade (DN)”, o qual pode
ser entendido, grosso modo, como sendo um mecanismo que visa diferenciar o “dispar

(novidade)” do “comum”. O conceito “comum” refere-se &s informagdes ja armazenadas nas
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matrizes sinapticas (W?, WP e W) da rede neural ARTMAP-Fuzzy. Como forma de melhor
compreender a atuacdo da DN, pode-se usar um exemplo bastante simples: se desejarmos
desenvolver um sistema de seguranca domiciliar inteligente para atuar na qualidade de alarme
contra a invasdo domiciliar, ao invés de treinar o sistema inteligente (por redes neurais,
sistemas fuzzy, etc.) acompanhando o modus operandi do invasor, pode-se optar por um
treinamento mais descomplicado e eficiente envolvendo o reconhecimento dos moradores da
residéncia, evidentemente, incluindo-se os animais que habitam no local. Devem-se incluir,
também, outros animais, como o gato domeéstico, ainda que ndo habite na residéncia-alvo,
visto que possui a habilidade de se introduzir em locais sem ser convidado, devendo-se
considera-lo no treinamento para evitar a atuacdo do alarme desnecessariamente. A evolucao
do modus operandi do invasor constitui-se num problema bastante complexo (¢ um ato
continuo e que requer grande astlcia para a identificacdo das “novas estratégias” que, decerto,
irdo acontecer com grande frequéncia). Este treinamento mais simples pode ser rotulado como
sendo a deteccdo de novidade. Na previsdo de carga, a DN pode ser facilmente executada, por
meio do descarte de padrbes (vetores (a, b) de entrada e de saida da rede neural), durante o
treinamento continuado, com certo grau de similaridade que pode ser mais bem desenvolvido
via ajuste do valor limitrofe, e.g., de um pardmetro analogo ao parametro de vigilancia (p) e,
também, no desenvolvimento de uma funcdo de inferéncia de similaridade que melhor
assimile a referida afinidade, como sugerido anteriormente. Isto pode ser determinado por
redes neurais, ou pelo desenvolvimento de uma funcdo, a partir da teoria matematica,

harmonizada ao problema-alvo desta pesquisa (previsao de carga).

A inclusdo da DN pode ser realizada mediante um grande conjunto de
alternativas, as quais se encontram abertas para receber inovagdes. Para completar o
treinamento continuado, baseado no descarte, ou ndo descarte de padrdes, nesta pesquisa,
emprega-se, também, outro bloco decisério (vide Figura 3) acolhido via o indice IS (equacéo
(29)). Este indice € igualmente uma métrica de similaridade que visa ampliar a capacidade do
gerenciamento das informacdes (padrdes) a serem aproveitadas na execucdo do treinamento
continuado com a missdo de reforgar o ensinamento. Este bloco decisorio, a principio, possui
importancia relevante para 0s casos em que o treinamento continuado é incorporado
considerando-se longas duragdes. A previsdo de carga deve ser tratada com excursdes de
tempo correspondentes a alguns dias a frente (algo ndo superior a 10, ou 15 dias). Esta

abordagem requer uma maior investigacao para obter uma concluséo final.
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5.5. INFERENCIA DA QUALIDADE DE PREVISAO VIA REDE NEURAL ARTMAP-
FUZZY

Para se inferir a qualidade da previsdo, usa-se o conceito MAPE, o qual é

consolidado na literatura especializada (PARK et al., 1991):

— 1 ynNaA Yatual(h) = Yrprevisto(h)
MAPE = — SN4, " x 100 (30)

where:

MAPE : Mean Absolute Percent Error;

NA : nimero da amostragem da série de tempo discreto;

Yawal (N) : valor de referéncia (para fins de comparagéo) relativa ao instante discreto h;

Yorevisto () : valor previsto referente ao instante discreto h.

Considerando esta estrutura, pode-se elaborar um sistema previsor de carga global
que seja bastante preciso (atendido um erro méaximo permissivel em consonancia com as
exigéncias do setor elétrico: ndo superior a 5%) adotando-se varios arranjos com vista a se
obter a maxima previsdo. Estes arranjos consistem em propostas com diferentes composicdes
da janela em relacdo a entrada da rede neural ARTa, isto porque a saida corresponde,
exclusivamente, a carga referente a uma hora adiante. Deste modo, a melhoria da previsao,
basicamente, depende de uma boa escolha da composi¢do do vetor a. A melhoria da janela
refere-se ao aumento dos componentes do histérico de carga em varios horarios, dias, meses
em atraso a hora corrente. Também, propondo melhor qualidade (mais fidedigna) das

informacgdes exdgenas.

Ressalta-se que com o uso rede neural ARTMAP-Fuzzy néo se identifica nenhum
problema em relagdo ao aumento da dimensdo do vetor de entrada a e, muito menos ainda, em
relacdo ao tamanho da base de dados histéricos usada. O aumento da quantidade de pares (a,
b) representa somente em se dispor um maior contingente de unidades de armazenamento.
Versa-se, por conseguinte, de uma rede neural que ndo impd&e limite a sua realizacdo. Assim,

pode-se ter liberdade para promover inovacdes, ndo se restringindo a formulagéo basilar que é
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frequentemente usada na literatura, isto é, a adocdo vetores de entrada bastante reduzida e
base historica pequena para garantir minimamente a convergéncia durante a execucao da fase
de treinamento, principalmente, quando se emprega uma rede neural baseada em processos
derivativos, por exemplo, 0 uso da rede neural feedforward com treinamento realizado via o
algoritmo retropropagacdo (WERBQOS, 1974), Levenberg-Marquardt (MARQUARDT, 1963;
SAINI; SONI, 2002) entre outras.
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CAPITULO 6 - RESULTADOS E DISCUSSOES

6.1. INTRODUCAO

Neste capitulo serdo apresentados e discutidos os resultados da previsdo de carga
obtidos usando a rede neural ARTMAP-Fuzzy, contemplando as vérias inovacoes
apresentadas nos Capitulos 4 e 5. Serdo apresentados experimentos, em especial, visando
proporcionar a previsdo de carga em tempo mais proximo possivel do tempo real. Inclui-se,
para fins de treinamento de rede neural, uma base de dados histdricos, devidamente
dimensionada, com vistas a combind-la com o uso do treinamento continuado, viz.,

aproveitando-se as informaces colhidas do sistema de aquisicdo de dados do sistema.

6.2. RESULTADOS E DISCUSSOES

A base de dados histéricos usados nestes experimentos encontra-se
disponibilizada na referéncia CDS (2010), ou seja, de uma companhia do setor elétrico da
Nova Zelandia. Compreende os dados referentes as curvas de carga de 9 subestacdes
compondo a carga total. Foram usados para fins do treinamento, treinamento continuado e a
previsdo, um PC e software MATLAB e as suas toolboxes. Esta base de dados compreende
um periodo de alguns anos, no entanto, da base utilizou-se o periodo de 08-Jan-2008 a 07-
Jan-2009 (1 ano) por entendimento (conclusdo extraida dos experimentos realizados) de ser
um intervalo de tempo suficiente para os propésitos desta pesquisa. Séo fornecidos as curvas
de carga de 9 subestacdes (Cambridge, Hamilton 11 kV, Hamilton 33 kV, Hinuera, Kinleith,
Kopu, Te Awamutu, Waihou e Waikino). A carga total é considerada como sendo o
somatdrios de cargas individuais das 9 subestaces. Essa carga, representada por uma série
temporal, para fins de previsdo de carga usando a rede neural ARTMAP-Fuzzy sem e com 0
treinamento continuado, ¢ normalizada (0 < carga normalizada < 1), cuja base é arbitrada
tomando-se o valor maximo de carga no periodo considerado acrescido em 20%. Nestes
experimentos ndo foram usados os dados de temperatura, em razdo de ndo serem

disponibilizados os seus valores. Contudo, podem-se inclui-los sem nenhuma restricéo. Basta,
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apenas, disponibilizarem-se 0s valores méaximos e minimos diarios da temperatura. A
temperatura horéria (ou com discriminagdo mais fragmentada, ou maior resolucdo) pode ser

introduzida usando-se a equacéo (25).

Para os propdsitos previsionais, considera-se o tamanho da base de dados em 6
sistemas: (a) 12 meses; (b) 9 meses; (c) 6 meses; (d) 3 meses; (e) 2 meses e (f) 1 més. Este
experimento foi realizado visando-se observar o comportamento da previsdo de carga em
funcdo da magnitude de periodo de treinamento. Para fins do treinamento, foram arbitrados os

seguintes valores:

- Parametro de vigilancia do modulo ARThb b =1
- Parametro de vigilancia do mddulo inter-ART : pab = 0,99
- Parametro de escolha ta = 0,70
- Taxa de treinamento p =1

Os valores de « e de S sdo 0s mesmos para serem usados nos médulos ARTa e
ARTb. Em destaque, usou-se como valor do pardmetro de vigilancia do mddulo ARTa: pa

= @' = 0,61803399. Esta arbitragem foi devidamente argumentada precedentemente.

Para a composicdo dos dados de entrada de cada janela, foram considerados os
seguintes componentes: (1) carga: carga corrente e dois valores referentes as cargas em
discretizacdo anteriores [L(h), L(h-1) e L(h-2)]. As demais informacdes (dia, hora e més) sdo
postas em codifica¢do binaria. A saida corresponde ao valor de carga no instante: L(h+1). Na
Tabela 1, apresentam-se os resultados referentes ao desempenho do sistema previsor
considerando-se os diversos periodos de treinamento da rede neural ARTMAP-Fuzzy. Os
resultados sdo apresentados tomando-se o arbitrio dos parametros anteriormente relacionados.

O periodo de previsdo adotado € de 24 horas a frente sem inclusdo do treinamento continuado.
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Tabela 1. Desempenho da rede neural ARTMAP-Fuzzy para distintos periodos de

treinamento SEM o treinamento continuado.

Periodo de MAPE Resultante Numero de Numero de
Treinamento da Previséo (24 Neurdénios Ativos de | Neurdnios Ativos de

(Numero de Meses) horas adiante) ARTa (Na) ARTD (NDb)

12 2,32 13851 97

9 2,79 10412 93

6 3,02 6772 94

3 2,77 3448 82

2 2,96 2063 70

1 2,96 1222 73

Fonte: Elaborada pela Autora.

A partir dos resultados relacionados na Tabela 1, observa-se que o valor do
MAPE ndo se altera significativamente em relacdo ao tamanho do periodo considerado no
treinamento. Neste sentido, sugere-se um periodo de treinamento mais adequado de 9 meses
em razdo de ndo ser muito extenso e cobre a maioria dos meses do ano considerando-se a
agregacdo de meses similares, por exemplo, 0os meses de janeiro e de fevereiro sdo de
comportamento de cargas mensais similares. Assim como observa-se em relagdo aos meses de
junho e julho e assim por adiante. Evidentemente, esta € uma sugestdo para a previsdo de
carga de médio, ou de longo prazo. Para horizontes de curto prazo, ou de curtissimo prazo, o
periodo considerado da base devera ser bastante estreitado, algo como 30 dias, ou bem menos.
N&o se pode destacar o0 uso de bases de dados formadas exclusivamente com informagdes
adquiridas do sistema de aquisi¢do do sistema, notadamente, adotando-se certo atraso. Isto
porque o treinamento, via de regra, é realizado usando-se informacGes passadas visando

estimar o consumo de energia no futuro.

Durante a fase de previsdo foram observados discrepéancia da previsao, ou seja, 0
erro absoluto maximo, em todos 0s experimentos, em torno de 10%. Este valor representa a
possivel ocorréncia de spike, ou, até mesmo, um defeito da previsdo. Contudo, este valor pode
ser consertado mediante a verificacdo dissonante entre dois pontos previstos consecutivos.
Havendo esta situagdo, o ponto subsequente (identificado como dissonante) pode ser
perfeitamente “corrigido” usando-se algum procedimento heuristico plausivel. A ocorréncia
de spikes tem sido observada frequentemente em previsdes de carga em relatos da literatura

especializada. Nesta pesquisa, este fendmeno tem sido observado somente nos casos sem a
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execucdo do treinamento continuado (vide Figuras 4 e 5).

S8o apresentados, na Tabela 2, os resultados da previsdo de carga para um
horizonte de 24, 48, 72 e 96 horas a frente procedentes do treinamento da rede neural
ARTMAP-Fuzzy por um periodo de 9 meses com discretizacdo de 30 minutos,

correspondendo a 48 amostragens diérias, SEM ou COM o treinamento continuado.

Tabela 2. Resultados da previsdo de carga de até 4 dias (96 horas) a frente para um periodo

de treinamento de 9 meses SEM, ou COM a execucéo do treinamento continuado

(TC).
Tempo de Previsdo WAPIE ST
{rees) SEMoTC | COMoTC
24 2,79 1,53
48 3,33 1,29
72 3,13 1,11
96 2,83 1,08

Fonte: Elaborada pela Autora.

Na Tabela 3 sdo apresentados os resultados da previsdo de carga também para um
horizonte de 24, 48, 72 e 96 horas a frente, contudo para um periodo de treinamento de 1 més

e a mesma discretizacdo da previsao anterior.

Tabela 3. Resultados da previsdo de carga de até 4 dias (96 horas) a frente para um periodo

de treinamento de 1 més SEM, ou COM a execucdo do treinamento continuado

(TC).
Tempo de Previsdo WAPIE MESLETIEE
(e SEMoTC | COMoTC
24 2,96 1,1
48 3,48 0,83
72 3,29 2,22
96 2,89 1,87

Fonte: Elaborada pela Autora.
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Na Figura 4 ilustram-se as previsdes (curvas de carga) para um periodo de 96
horas, considerando-se um periodo de treinamento da rede neural ARTMAP-Fuzzy de 9
meses SEM, COM a execucdo do treinamento continuado, assim como da curva real para fins
comparativos. Na Figura 5 sdo apresentadas as previsfes de carga considerando-se 0 mesmo
experimento, contudo para um periodo de treinamento de 1 més. Ressalta-se que o

fracionamento de tempo é de meia hora, perfazendo 48 pontos previstos diariamente.

Figura4. Curvas de carga resultantes da previsdo via rede neural ARTMAP-Fuzzy com
treinamento realizado por um periodo de 9 meses SEM, ou COM a atuacéo do

treinamento continuado: resultado relativo a 96 horas (4 dias) a frente.
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Figura5. Curvas de carga resultantes da previséo via rede neural ARTMAP-Fuzzy com
treinamento realizado por um periodo de 1 més SEM, ou COM a atuagdo do

treinamento continuado: resultado relativo a 96 horas (4 dias) a frente.
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Fonte: Elaboracédo pela propria Autora.

A partir destes resultados, observa-se que com a aplicacdo do treinamento
continuado houve um incremento de qualidade do pardmetro MAPE para todos os horizontes
considerados (previsao entre 24 e 96 horas a frente), se comparados aos resultados onde nédo
foi atuado o dispositivo referente ao treinamento continuado. Nota-se que o MAPE dos casos
sem atuagdo do treinamento continuado recebeu acréscimo a medida que o horizonte da
previsdo aumentou. Diferentemente, com o treinamento continuado, o MAPE se manteve em

torno de 2%, sendo que a maioria fica em torno de 1% para todos os periodos de previsao.

No contexto da previsdo de carga, valores acima da curva real, sdo menos criticos
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se comparados aos valores abaixo da curva real quando se trata da analise de seguranca, pois
se esta vislumbrando as situacBes mais severas, atuando-se de um modo mais conservador. A

analise de seguranca é uma rotina que visa garantir a integridade do sistema elétrico.

Destas experiéncias, é importante destacar que, com a implantacdo de um sistema
previsor que contemple o treinamento continuado, por certo, os resultados da previsao seréo
bastante melhores, em comparacdo aos modos habituais (sem atuagdo do treinamento
continuado) em dois pontos principais: (1) reducdo do tempo de treinamento e (2) erro
(MAPE) da previsdo € muitissimo baixo (< 2%). A reducdo do tempo de treinamento,
combinado com o desenvolvimento de métodos modernos de analise de sistemas elétricos que
conseguem executar tarefas de forma rapidas, pode proporcionar aplicacdes excepcionalmente
proximas do tempo real. Trata-se, por conseguinte, de uma ferramenta bastante adequada para

emprego nos modernos sistemas smart grids.
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CAPITULO 7 - CONCLUSAO E SUGESTOES PARA TRABALHOS
FUTUROS

7.1. CONCLUSAO

Neste texto foram apresentados, formulados e discutidos os detalhes sobre um
sistema previsor inteligente de carga global de sistemas elétricos de poténcia. Para tanto, o
objeto-alvo desta pesquisa constitui-se no uso de uma estrutura baseada em uma rede neural
ART (Adaptive resonance Theory) descendente para a extragdo do conhecimento na
modalidade supervisionada. Trata-se de um conjunto de redes neurais de funcionalidade
simbolica que, a principio, sdo passiveis de receberem inovacdes de acordo com a habilidade
dos seus desenvolvedores. Esta habilidade advém de algumas propriedades importantes como:
estabilidade plena, plasticidade, célculos matematicos simples, facil adaptabilidade a
resolucdo de problemas diversificados, abordagem com dados analdgicos e binarios
simultaneamente, assim como baixo processamento computacional. Isto possibilita a
ampliacdo de capacidade de realizacdo. Com estas propriedades, foi apresentado um sistema
previsor de carga que contempla a extracdo do conhecimento a partir de informacdes
disponiveis de modo continuo (treinamento continuo). Esta possibilidade representa uma
inovacdo — no contexto da previsdo de carga de sistemas elétricos — em especial,
possibilitando realizar a previsdo de carga com grande proximidade do tempo real.
Compreende, portanto, um ferramental compativel com as aplica¢bes exigidas por sistemas

modernos, tal como os smart grids.

O sistema proposto destina-se ao trato no ambito de previséo de carga global. Esta
modalidade é afeita como um instrumento para ser empregado no planejamento da expansao,
assim como do planejamento da operacdo. Neste caso, esta previsdo visa oferecer as
informagdes indispensdveis para proverem 0S recursos energéticos (geracdo propria e/ou
compra nos mercados especializados) com vistas ao atendimento pleno da demanda (carga). A
previsdo de carga pode ser tratada, também, mediante a estimativa de cargas nos pontos de
interesse no sistema, por exemplo, nos diversos barramentos (alimentadores, transformadores

etc.), os quais sdo fundamentais para se conhecer o estado do sistema, sine qua non, nao se
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pode garantir o atendimento com seguranca e qualidade aos seus usuarios, por meio de
variados estudos como: fluxo de poténcia, anélise de estabilidade estatica e transitdria, entre
outros. Numa abordagem recente sobre a previsdo de carga multinodal (ALTRAN, 2010;
NOSE-FILHO, 2001; AMORIM et al., 2020) foi proposto um sistema neural com o propdsito
de realizar a divisdo de carga total do sistema nos referidos barramentos. Dai pode-se destacar
a importéancia de um sistema de previsao de carga total permeando o atendimento de carga do
sistema e as divisGes (curvas de cargas) individuais. Grosso modo, pode-se afirmar que a
previsdo multinodal é um subproduto da previsdo global. A exigéncia de qualidade dos
resultados (preciséo, rapidez e confiabilidade) da previsdo multinodal passa, igualmente, pela
exigéncia de qualidade da previsdo global, ainda que sejam instrumentos de aplicagOes

distintas, como argumentado anteriormente.

Visando testar a metodologia proposta, foram realizados varios experimentos
considerando-se uma base de dados disponibilizada por uma empresa do setor elétrico da
Nova Zelandia (CDS, 2010). Esta base de dados foi adotada em razéo, evidentemente, pela
disponibilidade sem grandes complicacbes, em especial, pois sdo oferecidas, também, as
curvas de cargas histéricas e demais dados importantes por barramento. Com estas
informacdes, pode-se realizar um amplo conjunto de experimentos sobre a previsao global. Os
resultados obtidos podem ser considerados satisfatérios (MAPE inferior a 5% que atende as
exigéncias do setor elétrico), com a vantagem associada a confiabilidade, rapidez e ampla
flexibilidade para receber aperfeicoamentos. A inclusdo do mecanismo do treinamento

continuado tem proporcionado um MAPE médio em torno de 2%.

7.2.  SUGESTOES PARA TRABALHOS FUTUROS

Nesta pesquisa foi apresentada uma nova formulagdo de resolucdo do problema
referente a previsdo de carga global de sistemas elétricos contemplando o treinamento
continuado (continuous learning). Contudo, trata-se de um projeto aberto a inovacdes. Além

disto, sugerem alguns temas para trabalhos futuros, quais sejam:

- investigar os pontos destacados na Secdo 4.5., que ndo foram plenamente explorados nesta

pesquisa de doutorado;

- aperfeicoar o mecanismo referente ao treinamento continuado como o proposito de
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trabalhar com a previsdo de carga muito proxima do tempo real;

investigar novas concepcgdes de redes neurais da familia ART com vistas a obtengdo de

melhorias, em especial, em relacdo a precisao;

uma vez atingido um desempenho altamente satisfatorio, agregar, ao sistema previsor
global, a previsdo multinodal contemplando, por exemplo, o modelo desenvolvido na

referéncia Amorim et al. (2020);

explorar a possibilidade de desenvolver metodologias hibridas de redes neurais ART-
descendentes, ou outras arquiteturas, com o emprego das técnicas baseadas na fusdo de
dados (BARNETT, 2008), a qual se constitui uma forma eficiente de trabalhar com
informagdes das mais variadas formas (analdgicas, binérias, bem como outros tipos de

informacdo) visando atingir a maxima maturidade do sistema previsor;

a melhoria do desempenho da rede neural ARTMAP-Fuzzy que esta intimamente associada
a uma boa escolha de parametros (de vigilancia, de escolha e taxa de treinamento) via
emprego de redes neurais, por exemplo, a rede neural feedforward-retroprogacéo;

desenvolvimento de novas formas para a realizacdo da detec¢cdo de novidade.
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