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Resumo

Técnicas de aprendizado de maquina, usualmente, objetivam aprender
alguma superficie que separe amostras de classes diferentes por meio de sua
representacao vetorial. Entretanto, existem muitas aplicacoes que podem,
eventualmente, perder informagoes essenciais e inerentes da estrutura dos
dados em tal representacao e, com o crescimento de base de dados com alta
dimensionalidade, essas informacoes se tornam cada vez mais importantes.
Os espacos de representacao de dados com curvatura, baseados em trabalhos
na area da Matematica e Fisica, tém despertado interesse por parte da co-
munidade de aprendizado de maquina com o intuito de resolver tal situacao.
Esses espacos de representacao sao baseados em tensores, os quais mantém a
estrutura original dos dados, bem como permitem a utilizacao de variedades
em superficies com curvatura nao nula. Esta dissertacao de mestrado apre-
senta uma revisao bibliografica sobre abordagens de aprendizado de maquina
baseadas em tensores, bem como um referencial tedrico sobre algebra multi-
linear. Também ¢é apresentado um estudo da aplicabilidade do classificador
Floresta de Caminhos Otimos, do ingles Optimum-Path Forest - OPF, em
espagos tensoriais através da técnica Andlise de Componentes Principais
Multilineares, bem como a comparacao dos resultados obtidos com outras
técnicas conhecidas na literatura em contexto de reconhecimento em fotos e
videos. Também foi demonstrado que o OPF pode obter maior acuracia em
algumas situagoes quando se trabalha com caracteristicas no espago tensorial.

Palavras-chave: Tensores, Aprendizado de Maquina, Floresta de Cami-
nhos Otimos.
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Abstract

Machine learning techniques usually learn some decision surface that
separates samples from different classes by means of their vectorial represen-
tation. However, there exist many applications that might lose important
information that are strongly related to the data itself. Additionally, such
information has gained importance with the popularity of high-dimensional
datasets. As such, works based on Mathematics and Physics, where
curvature-based space representations have been used in several application,
have gained attention by the machine learning community. Such repre-
sentations are based on tensors, which keep the original structure of the
data, as well as they allow us to use manifolds in curvature-based spaces.
This master’s dissertation presents a review of the literature with respect
to tensor-based machine learning techniques, as well as a brief review about
multilinear algebra. We also evaluate the performance of the Optimum-Path
Forest classifier (OPF) in tensor-oriented spaces by means of the Multilinear
Principal Component Analysis, as well as its comparison against with other
related techniques is also performed. It is shown OPF can benefit from such
feature space representation in some situations.

Keywords: Tensor, Machine Learning, Optimum-Path Forest.
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Capitulo 1

Introducao

1.1 Motivacao e justificativa

A tarefa de representagao de dados tem sido um dos problemas mais abor-
dados pela comunidade cientifica na area de aprendizado de maquina nos
ultimos anos, dado que grande parte dessas técnicas sao baseadas em um mo-
delo de representacao do tipo espago-vetorial ( Vector Space Model - VSM).
Assim sendo, dada uma base de dados X e um conjunto de rétulos Y, te-
mos que cada amostra x; € X ¢é representada como sendo um ponto nesse
espago vetorial com N dimensoes, ou seja, x; € ®", i =1,2,...,|X|. Basica-
mente, um algoritmo de aprendizado de méquina objetiva, entao, encontrar
uma funcao f : X — Y que leve a uma melhor separacao do espaco de ca-
racteristicas, de tal forma que amostras com o mesmo rétulo pertencam ao
mesmo grupo, ou a agrupamentos préximos [1].

Com os avancos em técnicas de armazenamento e criacao de colecoes de
dados, uma grande quantidade de dados multidimensionais tem sido gerado
diariamente. Esse novo ambiente digital de informacoes requer o estudo e
desenvolvimento de algoritmos de aprendizado de maquina e extracao de in-
formagao mais eficientes e, consequentemente, eficazes [2]. Imagens geradas
por cameras digitais, por exemplo, possuem milhoes de pizels, e sao inerente-
mente vetores bidimensionais. Sinais biomédicos multicanais, como é o caso
do eletroencefalograma, imagens de ressonancia magnética e videos, dentre
outros, sao exemplos de sinais que possuem, ja em sua forma nativa, varias
dimensoes.

Desta forma, um segmento da comunidade de aprendizado de maquina,



em especial, dedica-se ao estudo de representagoes mais naturais para dados
que possuem alta dimensao. Uma dessas representagoes recebe o nome de
tensor, o qual ¢, basicamente, uma estrutura geométrica que possui cer-
tas relagoes com outros tensores, vetores e escalares. Pode-se considerar, por
exemplo, uma imagem como sendo um tensor de segunda ordem, também co-
nhecido como uma matriz convencional. Dessa forma, é razoavel considerar
que pizels proximos em determinadas regioes representam informacoes seme-
lhantes, da mesma maneira que um video é considerado um tensor de terceira
ordem (cubo), sendo a terceira dimensao representada pelo tempo [1]. Pode-
se dizer entao que a representacao de dados baseada em tensores preserva a
topologia dos dados de acordo com a forma que eles estao representados na
natureza.

Nesse contexto, existem varios trabalhos que se dedicam ao estudo de
um modelo de representacao do tipo espago-tensorial ( Tensor Space Model -
TSM), o qual possui, basicamente, tensores ao invés de representagoes veto-
riais do conjunto de dados, muito embora estas tltimas sejam um caso par-
ticular de tensor, como serd visto adiante. Assim, dd-se o nome de algebra
multilinear & area da Matematica que estuda as propriedades dos tensores,
sendo esta area uma extensao da algebra linear tradicional.

Mesmo recebendo mais destaque, nao sao muitos os trabalhos que fazem
uso de modelos tensoriais na area de reconhecimento de padroes e apren-
dizado de maquina, muito embora a drea de dlgebra multilinear (que es-
tuda propriedades de tensores) seja bem conhecida na Matematica. Desta
forma, existe ainda uma caréncia no estudo da viabilidade de utilizacao de
diversos outros classificadores em espacos tensoriais. Recentemente, Papa
et al. [20, 21, 22| propuseram um classificador de padroes baseado em gra-
fos chamado Floresta de Caminhos Otimos (Optimum-Path Forest - OPF),
o qual modela o problema de reconhecimento de padroes como sendo uma
tarefa de particionamento de um grafo em componentes conexos. A ideia
consiste em modelar as amostras da base de dados como sendo vértices de
um grafo, os quais sao conectados por uma relagao de adjacéncia previamente
definida. Apds a escolha de um conjunto de nds protétipos (ndés-chave), os
mesmos iniciam um processo de disputa com o intuito de conquistar as demais
amostras do conjunto de dados oferecendo caminhos de custo 6timo: quando
uma amostra conquista outra, a esta é oferecido o rétulo do né conquistador.
Ao final desse processo, temos entdao um grafo particionado em componen-
tes chamadas Arvores de Caminhos Otimos, as quais sao enraizadas por nés
prototipos.



1.2 Objetivos

Atualmente, existem duas versoes do classificador OPF supervisionado:
(i) a primeira delas faz uso de um grafo completo como relagao de ad-
jacéncia [21, 22], e escolhe os protétipos nas regides de fronteira entre as
classes; (ii) e a segunda versao, chamada de OPFy, faz uso de uma relagao
de adjacencia do tipo k-vizinhos mais proximos e estima os prototipos nas
regioes com alta densidade de amostras. Entretanto, nenhuma dessas versoes
do classificador OPF foi ainda avaliada em espagos tensoriais, sendo este o
principal objetivo do presente trabalho, bem como contribuir com mais estu-
dos sobre algebra tensorial aplicada as técnicas de reconhecimento de padroes
e aprendizado de maquina. Ademais, um estudo sobre o classificador STM
serd realizado, bem como a aplicacao do classificador SVM também avaliada
em espagos tensoriais com o intuito de realizar comparagoes entre o mesmo
e o classificador OPF com caracteristicas mapeadas em espacos tensoriais.

1.3 Organizacao

Este documento esta organizado da seguinte maneira: o Capitulos 2 apre-
senta o referencial tedrico acerca do modelo de espaco tensorial e técnicas de
aprendizado de maquina baseadas em tensores. Ja no Capitulo 3 temos a
apresentacao do tradicional classificador SVM e uma versao para o espaco-
tensorial de ordem 2. A Analise de Componentes Principais Multilineares e
a técnica Floresta de Caminhos Otimos serao apresentadas nos Capitulos 4
e 5, respectivamente e a metodologia a ser empregada no presente projeto
de pesquisa é apresentada no Capitulo 6. Por fim, os resultados obtidos e as
conclusoes sao descritos nos Capitulos 7 e 8, respectivamente.






Capitulo 2

Representacao de Dados
Baseada em Tensores

Tradicionalmente, uma amostra é representada por um vetor no chamado
espago-vetorial, o qual pode ser caracterizado por uma pequena ou alta
dimensao. Nesse contexto, alguns algoritmos de aprendizado sao entao
aplicados nesse espaco para a classificacao dos dados, como de costume.
Ja no modelo espago-tensorial, cada amostra x; € X da base de dados,
i =1,2,...,]|X], é representada como sendo um tensor &; € T, onde T
representa esse espaco tensorial. Um exemplo seria a transformacao da
amostra x; € R em sua representacao tensorial de segunda ordem (ma-
triz) &; € B>, onde n; X ny ~ n. A Figura 2.1a ilustra exemplos de
transformacao de um vetor para um tensor de segunda ordem. Na verdade,
um escalar é um tensor de ordem 0, ao passo que vetores e matrizes sao ten-
sores de ordem 1 e 2, respectivamente. Outro exemplo é o tensor de terceira
ordem, conforme ilustrado na Figura 2.1b.

Como pode ser observado, existem varias maneiras de transformar um
vetor em um tensor, sendo este um dos principais desafios da area de apren-
dizado de maquina baseada em tensores. Um outro ponto importante a ser
considerado diz respeito a organizacao dos elementos em um tensor, ou seja,
a ordem com a qual os elementos serao dispostos nesse tensor e também a
forma que ele foi mapeado. A proxima secao apresenta alguns fundamentos
bésicos sobre algebra tensorial.
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Figura 2.1: (a) Exemplo de mapeamento de um vetor para um tensor de
segunda ordem, e (b) ilustracdo de tensor de terceira ordem em R 2%k,

2.1 Algebra tensorial

Esta secao apresenta alguns fundamentos sobre a Algebra Multilinear, a qual
é responsavel pela manipulacao de dados em espacos tensoriais. Temos que
um tensor 7" de ordem [ é, na verdade, uma funcao multilinear! real-valorada
em [ espagos vetoriais dada por:

T:R"™ X R?x...x R = R (2.1)

O conjunto de todos os I-tensores em R, i = 1,2, ...,[, denotado por T, é
um espaco vetorial regido pelas operacoes pontuais? de adicao e multiplicacao
por um escalar dadas, respectivamente, por:

(T +T"a1,as,...,a) =T(ay,as,...,a)+ T (a,as,...,a) (2.2)

(AT)(ay, a9, ... ,a;) = MT(ay,az,...,a)), (2.3)

'Uma mapeamento multilinear é uma funcdo de vérias varidveis que é linear em cada
uma delas separadamente.

20peracdes aritméticas pontuais sao realizadas para cada elemento da imagem de uma
fungao.



onde a; € R e 7" denota um tensor de ordem [. Ainda, dados dois tensores
SeTmeT e Tt oseu produto tensorial, também conhecido como produto
de Kronecker, o mapeamento de S ® T' é dado por:

ST : R™ x ... x R x R x oo x Rt - R (2.4)

sendo que S ® T denota entdo um tensor de ordem (m + [). Ja o produto
escalar de dois tensores 17, Ty € R *"2*"™ & definido como:

(T, Ty =) > ... Ti(ar,az, ... a) - Tolar, as, ... ar), (2.5)

ai a2

onde o operador - denota a multiplicacao pontual.
Outra importante definicao diz respeito a norma de Frobenius, dada
por [26]:

a qual é utilizada para calcular a distancia d : 7' x T' — R entre dois
tensores, dada por:

d(Tl,TQ) :H T1 - T2 HF . (27)

Um espago tensorial de primeira ordem (espago onde os vetores tradi-
cionais sdo representados) é, na verdade, um co-vetor em ™, ou seja,
T' = R™, onde R™ é o espaco dual® de ™. J4 o espaco tensorial de
segunda ordem (espago onde as matrizes sao representadas) é considerado
como um produto tensorial de dois espacos tensoriais de primeira ordem,
ou seja, T2 = R™ ® R™. Essas informacoes permitem afirmar que todo
tensor em R™ ® R™ corresponde, na verdade, a uma matriz com dimensoes
ny X ngy [13]. Tal afirmativa é de grande importéancia, pois podemos mapear os
tradicionais vetores de caracteristicas para matrizes, que sao entao tensores
de segunda ordem (Figura 2.1a).

Outra definicao importante é o modo, sendo os modos de um tensor as
suas diferentes dimensoes. Por exemplo, um tensor A4 € R®*** de ordem
3, representado na Figura 2.2a, tem seu 1-modo ilustrado na Figura 2.2b,

3Um espaco dual V* de V é definido como o conjunto de todos os funcionais lineares,
ou seja, os mapeamentos lineares de um espago vetorial para o seu campo de escalares.
Um co-vetor pode ser visto, na verdade, como um “vetor nesse espago dual”.

7



seu 2-modo ilustrado na Figura 2.2c e seus vetores de 3-modo ilustrado na
Figura 2.2d. Na préxima segao serao apresentadas algumas técnicas baseadas
em tensores e suas aplicacoes.

.jl‘.

LA ' ‘
_1._1 ._l._1-

(a)

Figura 2.2: Tlustracio de m-modos de um vetor: (a) um tensor A € R8*6*4,
(b) vetores do 1-modo, (c) vetores do 2-modo, e (d) vetores do 3-modo.

A

8x6x4

2.2 Técnicas baseadas em tensores

Alguns trabalhos tém se dedicado ao estudo de espacos tensoriais em
aplicagoes na area de Visao Computacional. Vasilescu e Terzopoulos [3],
por exemplo, utilizaram modelos tensoriais para reducao de dimensionali-
dade visando o reconhecimento de individuos por meio da face, sendo que
cada imagem era entao representada por um tensor de alta ordem. Sua
técnica proposta, chamada TensorFace, utilizou uma versao da tradicional
decomposicao em valores singulares (Singular Value Decomposition - SVD)
para espacos tensoriais, mostrando bons resultados em situacoes com cer-
tos problemas de iluminagao e sombra. Alguns outros trabalhos mostraram
como estender técnicas tradicionais como Analise de Componentes Principais
e Anédlise Linear Discriminante [4, 5] para modelos tensoriais. Vérias outras
abordagens baseadas em tensores podem ser encontradas no contexto de re-
conhecimento facial humano [6, 7]. Conforme dito anteriormente, pelo fato
de uma imagem digital ser, naturalmente, um tensor de ordem 2, ou seja,
uma matriz, varios trabalhos envolvendo reconhecimento de pessoas por meio
de imagens faciais podem ser encontrados na literatura.

Uma outra area bastante ativa no que diz respeito a modelos baseados em
tensores é a de extracao de conhecimento em contetido visual e textual. Dado



que, geralmente, a tarefa de classificacao de textos envolve a criagao de um
dicionario de palavras para posterior contagem da frequéncia de ocorréncia
de cada palavra deste diciondrio no texto como sendo a sua representacao
no espaco de caracteristicas tradicional, tal problema é usualmente tratado
como sendo de alta dimensao. Assim, torna-se um bom candidato para ser
representado em espagos tensoriais. Sutskever et al. [8], por exemplo, apli-
caram fatorizacao tensorial e agrupamento Bayesiano para o aprendizado de
estruturas relacionais em textos, e Ranzato et al. [9] aplicaram um modelo
de arquitetura de aprendizado em profundidade parametrizado por tensores
para a extracao de conhecimento em imagens naturais.

Yu et al. [10] também aplicaram uma arquitetura de aprendizado em
profundidade baseada em tensores, mas no contexto de reconhecimento de
fala, sendo que uma extensao desse modelo para andlise de sentimentos foi
proposta por Socher et al. [11]. O mesmo grupo de pesquisa também aplicou
Redes Neurais Tensoriais para a extracao de conhecimento em bases com
conteiudo textual [11]. Hutchinson et al. [12] propuseram uma arquitetura
escalavel visando a paralelizacao de redes neurais em profundidade baseadas
em espagos tensoriais.

Cai et al. [13] foram um dos primeiros a abordar a tradicional técnica de
Maquinas de Vetores de Suporte (Support Vector Machines - SVM) baseadas
em tensores: as chamadas Support Tensor Machines (STM), as quais foram
validadas no contexto de categorizacao de textos. As amostras foram ma-
peadas como sendo tensores de segunda ordem, e o problema de identificar
um hiperplano separador com maxima margem foi mapeado para um espaco
tensorial. Posteriormente, varios outros trabalhos utilizaram STM nas mais
variadas aplicagoes [14, 15, 19], que vao desde segmentagao de imagens a ta-
refas que envolvem regressao de dados. O modelo de representacao tensorial
para o classificador SVM e sua versao tradicional serao descritos na préoxima
se¢ao.






Capitulo 3

Maquinas de Vetores de
Suporte

Neste capitulo sao apresentados conceitos basicos sobre o classificador SVM
em suas representacoes espaco-vetorial e espaco-tensorial. Também é exposto
um pseudo-codigo das Support Tensor Machines, propostas por Zhang et
al. [14].

3.1 Representacao espago-vetorial

Maquinas de Vetores de Suporte sao uma familia de algoritmos, propostos,
inicialmente, por Vapniki et al. [27]. O algoritmo de treinamento do SVM
¢ baseado na ideia da minimizacao do risco estrutural, ao invés da mini-
mizagao do risco empirico, possibilitando novos modelos de treinamento em
classificadores polinomiais, redes neurais e fungoes de base radial.

Considere o SVM em um cenario de classificagao binaria. Assumindo que
temos um conjunto de dados rotulado D = {x;,y;}7*,, onde y; € {—1,1},
queremos selecionar, entre os infinitos classificadores lineares que separam
esses dados, aquele que minimiza os erros de classificacao nesse conjunto de
dados. Um hiperplano com essa propriedade é aquele definido pela margem
maxima entre as duas classes. Este hiperplano pode ser calculado da seguinte
maneira:

f(z) =w"z + 0, (3.1)

onde w é um vetor ortogonal a esse hiperplano. Determinar o melhor hiper-
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plano é considerado um problema de otimizagao e resolvido por técnicas de
programacao quadratica.

A otimizagao do problema do SVM é definida em 3.2, onde C' é uma cons-
tante de regularizacao, ponderando a minimizacao dos erros no conjunto de
treinamento, ou seja, quanto maior C', menor a quantidade de classificagoes
erradas. A variavel de folga ¢; é um escalar nao-negativo e indica erros no
treinamento para valores de ¢; > 1.

min 1 » =
. = (3.2)
sujeito a yi(w x; +0) >1—¢
& >0, i=1,....m.

Dada uma nova amostra x para classificar, uma classe é determinada de
acordo com seu relacionamento com as margens de decisao, sendo essa a
funcao de decisao:

g(x) = sign(w’x + b). (3.3)

3.2 Representacao espaco-tensorial

Dado um conjunto de amostras para treinamento {X;, y;},i = 1,--- ,m, onde
X; é um tensor em um espaco tensorial de ordem 2, A; € R™ @ R™ e y; €
{—1,1} é a classe associada a X;. Deseja-se encontrar o tensor classificador:

f(X) =uTXv+0b, (3.4)

que separe as duas classes com a maior margem, onde u e v sao, respectiva-
mente, vetores ortonormais em R e R"™.

Sendo o algoritmo do STM uma generalizacao do SVM, o mesmo pode
ser definido pelo seguinte procedimento [14]:

1. Inicializagao: Seja uw = (1,---,1)T
2. Célculo de v: Seja &; = .)E';Tpu e f1 = ||u|? v pode ser computado
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pela solucao do seguinte problema de otimizagao:

min 1. 7 =
U,b,{f 551’0 U+ngi
3 = (3.5)
sujeito a yi(v & +b) > 1 —¢;

g; >0, 1=1,...,m.

O problema de otimizagao da Equacao 3.5 é o mesmo da Equagao 3.2
no algoritmo padrao do SVM, ou seja, qualquer outro método compu-
tacional para o SVM também pode ser usado.

. Célculo de u: Apds o v encontrado, seja &; = .JE'IT'U e Bo = |Jv|
O valor de u pode ser obtido pela resolucao do seguinte problema de
otimizagao

min 1 T =

u, b, e 562“ U+ngi
=l (3.6)

sujeito a yi(ulz; + ) > 1 — ¢

g >0, 1=1,...,m.

Como anteriormente, o problema de otimizacao de 3.6 é o mesmo da
Equagao 3.2 no SVM e podemos usar métodos computacionais para
resolve-lo.

. Computar iterativamente u e v: Pelos passos 2 e 3, podemos
iterativamente encontrar u e v até que eles convergem.
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Capitulo 4

Analise de Componentes
Principais Multilineares

Anélise de Componentes Principais (Principal Component Analysis - PCA)
¢ uma tradicional técnica linear e nao supervisionada usada para reducao
de dimensionalidade. E comum que o PCA redimensione os dados para
vetores, o qual demanda alto custo de processamento e gasto de meméria. Por
exemplo, ao utilizar-se 0 PCA em um um video com dimensionalidade (180 x
140 x 20), a vetorizagao deste video implicaria em um vetor de dimensoes
(504000 x 1), o qual pode demandar capacidade computacional superior a
muitas maquinas atuais suportariam.

Baseado no tradicional PCA, Lu et al. [16] propuseram a Andlise de Com-
ponentes Principais Multilineares ( Multilinear Principal Component Analysis
- MPCA). Serao abordados neste capitulo a projegao de objetos tensoriais e
a extragao de caracteristicas desses objetos utilizando o MPCA.

4.1 Fundamentacao tedrica

A aprendizagem em subespaco multilinear é uma extensao de um subespaco
linear, sendo seu objetivo otimizar uma projecao multilinear, dado um con-
junto de treinamento, com critérios 6timos. A Tabela 4.1 apresenta as prin-
cipais diferencas entre aprendizagem em subespagos lineares e multilineares.

Dado um conjunto com M amostras tensoriais X, Xy, --- , &), de ordem
N em um espaco tensorial R11®2%IN o objetivo da aprendizagem multili-

1830 utilizados como critério a capacidade computacional de maquinas comuns.
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Subespaco linear Subespago multilinear

Redimensiona em vetores Representacoes tensoriais naturais

Quebra da estrutura dos dados Preserva a estrutura dos dados

Grande quantidade de parametros Poucos parametros para estimar

Problema com poucas amostras Menos afetado pelo problema de poucas amostras

Dificil aplicacdo com muitos dados | Capaz de lidar com muitos dados

Solucoes fechadas Subétimo, solucao iterativa

Tabela 4.1: Comparacao entre subespacos lineares e multilineares.

near é encontrar uma transformagcao multilinear (proje¢ao) onde as amostras
projetadas satisfacam um critério 6timo e a dimensionalidade do subespaco
projetado seja muito inferior ao espago tensorial original. O espaco tenso-
rial pode ser representado pelo produto de Kronecker (Equacao 2.1) de N
vetores Re/1/2IN onde essas caracteristicas projetadas sdo utilizadas em um
classificador.

E possivel encontrar um subespaco tensorial que capture a maioria das
variagoes do objeto tensorial e que seja possivel a extracao de caracteristicas
para reconhecimento e classificacdo. A projecao de um tensor X , N0 espaco
tensorial citado acima, para um outro tensor X’ em um espago tensorial
RHeRe--PN de menor dimensionalidade, pode ser obtido pela Equacao 4.2,
que serd apresentada na se¢ao a seguir.

4.2 Projecoes multilineares

Um subespago multilinear é definido através de uma projecao que realize o
mapeamento de um espago para outro em outra dimensionalidade. Nessa
secao serao apresentadas trés tipos de projecgoes: vetor-vetor, tensor-tensor e
tensor-vetor.

4.2.1 Projecao vetor-vetor

Um vetor & € R! pode ser projetado linearmente para outro y € R usando
uma matriz projecao U € RI*F | ou seja:

y=Uz=xxU". (4.1)
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Em aplicacoes de reconhecimento de padroes tradicionais ¢ comum en-
contrarmos P < I, onde é necessario realizar o redimensionamento para um
vetor. A Figura 4.1 representa como € feito este tipo de projecao.

_ Matriz
X projecéo
4 Vetorizacéo el U’
—— L e—
8x6x4 g g‘gj (Px192)

Projecao
Px1

Figura 4.1: Representacao de uma projecao vetor-vetor.

4.2.2 Projecao tensor-tensor

Entre as projegoes que podem ser realizadas pode-se destacar a projecao
tensor-tensor, que nos permite, através do produto de Kronecker, realizar
projecoes para tensores de mesma ou menor ordem. Um tensor X, perten-
cente a um espaco tensorial R @ R2... @ RV, projetado a outro tensor
Y, em um espaco tensorial R @ R2 ... @ RPN onde P, < I, para todo n,
entdo N matrizes projetadas {U™ € RI*Fn n =1, ... N} sdo usadas, de
modo que

V=2xXx UD" %, U@ ... xy UM, (4.2)

A Figura 4.2 apresenta como um tensor A pode ser projetado a outro
tensor de menor ordem.

Matrizes Projecéo
P UOT Y@t YT

8x6x4 (P1x8) (P2x6) (P3x4)

Projecéo
PixP2xP3

Figura 4.2: Representacao de uma projecao tensor-tensor.
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4.2.3 Projecao tensor-vetor

A projegao de um objeto no espaco tensorial para o espaco vetorial pode ser
visto como multiplas proje¢oes de um tensor para um escalar, como ilustrado
na Figura 4.3, onde um tensor A € R8*6*4 foi projetado para um vetor P x 1
de P projegoes de A a um escalar.

L 12 EMP {U1®7, U1@T, Yy 7 o
7 22 EMP {U20T, U@ Uz@“L =~

3 1 F io

8x6x4 (1x8) (1x6) (1x4) T %
nd EMP {Un®", Un@T, Untg]n-__ ﬁ I3

o

Figura 4.3: Representacao de uma projecao tensor-vetor, sendo EMP
projecoes multilineares elementares.

A projecio multilinear {?hbfUM" UR"  UM"} é chamada de EMP,
sendo esta projecao unica para cada modo.

4.3 MPCA

Dado um conjunto com M amostras {X;, As, ..., Xy} disponiveis para trei-
namento, cada objeto tensorial X, € RI1*/2XXIN assume um valor no espaco
tensorial R @ R2... @ N~ onde Iy é a dimensionalidade do tensor. O
MPCA tem como objetivo encontrar uma proje¢ao multilinear tensor-tensor
que realize o mapeamento do espaco tensorial original Rt @ R - - - @RIV em
um subespaco R @ R2 ... @ RV com P, < I,, paran=1,...,N:

Vi = Xy X U xo U oy UM i =1,..., M, (4.3)

de tal modo que {V,, € R @ R @ RE . m =1, x, M} captura a maior
variagao do objeto tensorial original. A seguir, o Algoritmo 1 apresenta o
algoritmo do MPCA de forma simplificada.

18



Algoritmo 1 - MPCA

ENTRADA: Conjunto de amostras de tensores {A&,, € RIVI2X=XIN 1y —

1,..., M} e adimensao do subespago tensorial desejado { P,,n =
1,2,...,N}.
SAIDA: As N matrizes projetadas {U™ € RIn*Fr n=1,2,... N} que

maximizem a matriz de dispersao total no espago projetado.

Pré-processamento: Centralizar as amostras de entrada.
Inicializacao: Calcular a auto-decomposicao.
Otimizacao local: Calcular projecao Yy comm =1,..., M.
Caleular Uyg = M |V]|2
Para k =1 até K Faga

Para n =1 até N Faga

L Define matriz U™ com maiores P, autovalores.

Calcular Y, comm =1,..., M e Yy.

Se (Wyr — Yyk—1)/Yyr—1 <7, Entao
10. L L Retorna {U™ € RIn*Pr pn=1,2,... N}

© XN o N

No pré-processamento o tensor de entrada ¢é centralizado através da sub-
tracio dos tensores médios de entrada {X,, = X,, — X,m = 1,...,M}.
Posteriormente as matrizes projecao sao inicializadas e é feita a otimizacao
local, onde W, representa o tensor de dispersao de V,,, através da atualizacao
das matrizes projecao. Esta otimizacao é realizada até que o resultado con-
virja ou chegue ao nimero maximo de K iteragoes, sendo esta a forma mais
comum de encerramento do algoritmo. A convergéncia se da por 7, sendo
este um valor muito pequeno definido pelo usuario, por exemplo n = 1076.

4.4 Extracao de caracteristicas

Um conjunto de auto-tensores sao obtidos com a reducao da dimensionalidade
(P, < I,,) determinados por um @ especificado pelo usudrio e, cada entrada
do tensor de caracteristica projetado pode ser visto como uma caracteristica
(escalar) correspondente a um auto-tensor particular. Alguns ruidos sao
removidos nessa projecao.

Para o reconhecimento, o MPCA é uma técnica nao supervisionada, nao
levando rétulos de classes em conta. Como resultado, a variacao capturada
no subespaco tensorial projetado inclui variacoes entre e intraclasses.
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Na tarefa de classificacao, uma grande variacao entre classes indica boa
separabilidade e, consequentemente, uma pequena variacao entre classes in-
dica uma dificil tarefa na separacao das mesmas. A selecao de auto-tensores
é feita de acordo com o poder de discriminagao de suas classes, o qual é
definido pela razao entre a dispersao entre classes e intraclasses, dado por:

~

Yooy Ne[Ze(p1, 2, -, ov) = Z(p1,p2, -, pi)) (4.4)

Z%zl[(zm(php% B apN) - (Zcm(p17p27 s ’pN)]Z

Fp1p2...pN =

onde C' é o numero de classes, M é o numero de amostras de treinamento, V..
¢ o numero de amostras da classes c e ¢, é a classe da m-ésima amostra da
galeria X,,. J4 o Z,,, ¢ um tensor de caracteristicas de X,,, em um subespaco

tensorial projetado, e os tensores Z e Z,. sdo, respectivamente, os tensores
médios de caracteristicas e caracteristica por classe.

Para selecao de auto-tensores, os dados da projecao de Zm, do conjunto
de treinamento, sao rearranjados em um vetor de caracteristicas z,, e or-
denados de acordo com I',, ,, ,, em ordem decrescente e, s6 os primeiros
H, componentes mais discriminantes de z,, sao mantidos para classificacao,
sendo H, determinado empiricamente ou determinado manualmente. Com
esse procedimento, determina-se quais sao as caracteristicas usadas, uma vez
que é possivel verificar quais sao as que permitem boa separabilidade e as
que nao sao tao interessantes.

Em um préximo passo, um tensor de peso W é formado, definido por
W(p1,p2,---,PN) = \/Hﬁ’:l)\g), onde A ¢ o auto-valor do p,-ésimo modo
correspondente & matriz projecao U™ e II, sdo amostras do tensor. W é
rearranjado em um vetor w, da mesma ordem de Z,,, e s6 os primeiros H,
componentes de w sao usados como peso.

O vetor de caracteristicas z,, pode ser usado diretamente para reconhe-
cimento em um classificador, no entanto pode ser feita uma Andlise Linear
Discriminante (Linear discriminant analysis - LDA), obtendo-se a variagao
MPCA+LDA, similar ao popular PCA+LDA [18]. Na Figura 4.4 temos o
diagrama do algoritmo MPCA+LDA.

O LDA tem como objetivo encontrar uma projecao V que maximize a
razao entre as matrizes de dispersao entre classes Sp e intraclasses Sy, onde
Si = S (2 — Zon) (2 — Zon)T € Sp = SO, No(2 — 2)(2 — 2)". A
solucao V4, = arg max v\\gss—‘f/‘(, = [viva...vg.], onde {vps, b,y .., H.} é

20



Tensor
original

Modulo 1:
Pré-processamento

Médulo 2:

Extragdo de caracteristicas

Mdédulo 3:
Reconhecimento

Centralizacdo

discriminante (LDA)

Classificacdo

T
! |
I |
|
Normalizacio : Geracdo de auto- | Projecdo em auto-
I tensores | tensores
l ! | l !
Qutros | Selegdo de auto- | Projecdo no espaco
processamentos : tensores | LDA
! | | ! |
I Analise
1
|

Classe do
tensor

Figura 4.4: Diagrama para representacao do algoritmo MPCA-+LDA.

um conjunto generalizado de autovetores de Sp e Sy correspondentes aos
H.(< C — 1) maiores autovetores generalizados {Ap.,h, = 1,...,H.}. O
vetor de caracteristicas discriminante z,, é obtido pela equagao

T
Zm = VigaYm-

(4.5)

Como a Analise Linear Discriminante também é uma técnica de redugao
de dados, com sua aplicacao é comum que se trabalhe com menor quanti-
dade de caracteristicas, visando continuar com as caracteristicas que melhor
discrimine cada classe.
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Capitulo 5

Floresta de Caminhos Otimos

A Floresta de Caminhos (’)timos7 sendo um classificador baseado em grafos,
visa modelar os dados como sendo vértices conectados por uma relagao de ad-
jacéncia. Neste capitulo é apresentada a fundamentacao tedrica e as versoes
com grafo completo e k-nn do OPF apresentadas por Papa et al. [20, 21, 22].

5.1 Fundamentacgao tedrica

Seja D uma base de dados e Dy e Dy 0s conjuntos de treinamento e teste,
respectivamente, com |D;| e |Ds| instancias, as quais podem ser pontos ou
elementos de imagem, tais que D = D; U Ds. Seja A(s) uma fungao que
associa o rotulo correto 7, ¢ = 1,2,...,c da classe ¢ a qualquer instancia
s € Dy U Ds. Seja, também, S € D; um conjunto de protétipos de todas
as classes (isto é, instancias importantes que melhor representam as classes).
Seja ¥ um algoritmo que extrai n atributos (cor, forma e propriedades de
textura) de qualquer instancia s € D; U Dy, e retorna um vetor de atributos
U(s) € R". A distancia d(s,t) entre duas instancias, s e t, é dada pela
distancia entre seus vetores de caracteristicas v(s) e ¢(t). Nosso problema
consiste em usar S, (¥,d), Dy e Dy para projetar um classificador otimal, o
qual pode-se predizer o rétulo correto A(s) de qualquer instancia s € Ds.

5.2 OPF com grafo completo

Seja (Dq, A) um grafo completo cujos nés sdo as instancias em D;, onde
qualquer par de instancias define um arco em A (isto é, A = D1 X D) (Fi-
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gura 5.1a). Note que os arcos nao precisam ser armazenados e o grafo nao
precisa ser explicitamente representado.

Um caminho é uma seqiiéncia de instancias m = (sq,$s,...,sk), onde
(si,8i+1) € Apara 1l <i <k — 1. Un caminho ¢ dito ser trivial se 7 = (s1).
Nos associamos a cada caminho 7 o custo dado por uma funcao de custos
suave f [23], denotada f(m). Dizemos que um caminho 7 é 6timo se f(7) <
f(7) para qualquer caminho 7, onde 7 e 7 terminam no mesma instancia s,
independente de sua origem. Também denotamos 7 - (s,t) a concatenacao do
caminho 7 com término em s e o arco (s,t).

O algoritmo OPF pode ser utilizado com qualquer fun¢ao de custo suave
que pode agrupar instancias com propriedades similares [23]. Entretanto, o
OPF foi projetado usando a fun¢ao de custo f,,.:, por causa de suas propri-
edades tedricas para estimar prototipos étimos [24]:

0 seseS,
fmaa((s)) = { +00 caso contrario

fmaz(m - (s,t)) = max{fia(r),d(s,t)}, (5.1)

sendo que fq(7) computa a distdncia maxima entre instancias adjacentes
em 7, quando 7 nao é um caminho trivial.

O algoritmo OPF associa um caminho étimo P*(s) de S a toda instancia
s € Dy, formando uma floresta de caminhos étimos P (uma fungdo sem
ciclos, a qual associa a todo s € D; seu predecessor P(s) em P*(s), ou uma
marca nil quando s € S). Seja R(s) € S a raiz de P*(s), a qual pode ser
alcancada usando P(s). O algoritmo OPF computa, para cada s € Dy, o
custo V(s) de P*(s), o rétulo L(s) = A\(R(s)) e o seu predecessor P(s), como
implementado pelo Algoritmo 2.

As linhas 1-2 inicializam os mapas e inserem protétipos em Q). O lago
principal calcula um caminho 6timo de S para cada instancia s € D; em uma
ordem nao decrescente de custos (linhas 3-10). A cada iteragdo um caminho
de custo de 6timo V(s) é obtido em P (linha 4). Empates sao resolvidos
em ( utilizando a politica FIFO (first-in-first-out), ou seja, quando dois
caminhos atingem uma determinada instancia s com o mesmo custo minimo,
s é associado ao primeiro caminho que o atingiu. O restante das linhas avalia
se o caminho que atinge uma instancia adjacente t através de s é mais barato
que o caminho que termina em ¢. Caso positivo, atualiza @, P(t), L(t) e V (¢).
No final do algoritmo, V' armazena o valor do custo do caminho 6timo de S
a cada instancia s € D; de acordo com f,qz-
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Algoritmo 2 - OPF

ENTRADA: Um conjunto de treinamento D1 A-rotulado, protétipos S C Dy e
o par (v,d) para vetor de caracteristicas e calculo das distancias.
SAIDA: Floresta de caminhos étimos P, mapa de valores de custo de

caminhos V' e mapa de rétulos L.
AUXILIARES: Fila de prioridades @, e variavel cst.

1. Para todo s € D;, Faga P(s) < nil e V(s) + +o0.

2. Para todo s € S, Faga V (s) < 0, P(s) « nil, L(s) = A(s) e insira s em Q.
3. Enquanto @) é ndo vazia, Facga

4 Remova de Q uma instincia s tal que V(s) € minimo.

5. Para cada t € D tal que s #t e V(t) > V(s), Faga

6. Calcule cst <— max{V(s),d(s,t)}.

7 Se cst < V(t), Entao

8 Se V(t) # 400, Entao remova t de Q.

9 { P(t) < s, L(t) < L(s) e V(t) < cst.

1

Insira t em Q.

0. L

O algoritmo OPF com grafo completo utilizando f,,., pode ser enten-
dido como uma transformada de Watershed usando a IFT [25] computada
no espaco de caracteristicas n-dimensional. Além dessa extensao, outras con-
tribuicoes significativas foram os processos de treinamento e aprendizado, o
qual encontra protétipos 6timos (marcadores) na fronteira entre as classes
afastando outliers (instancias de uma determinada classe que estao presen-
tes em uma regiao de outra classe no espaco de atributos) do conjunto de
treinamento, aumentando a acuracia do classificador.

5.2.1 Treinamento

Dizemos que S* é um conjunto 6timo de protétipos quando o Algoritmo 2
propaga os rétulos L(s) = A(s) para todo s € D;. Desta forma, S* pode
ser encontrado explorando a relagao tedrica entre a Arvore de Espalha-
mento Minima (Minimum Spanning Tree - MST) [24] e a arvore de caminhos
minimos para f,,... O treinamento consiste essencialmente em encontrar S*
e um classificador OPF enraizado em S*.

Computando uma MST no grafo completo (D;, A), obtemos um grafo
conexo aciclico cujos nds sao todas as instancias em Dq, e 0s arcos sao nao
direcionados e ponderados (Figura 5.1b). Seus pesos sao dados pela distancia
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d entre os vetores de atributos de instancias adjacentes. Esta arvore de
espalhamento é 6tima no sentido em que a soma dos pesos de seus arcos é
minima se comparada a outras arvores de espalhamento no grafo completo.
Na MST, cada par de instancias é conectado por um caminho, o qual é 6timo
de acordo com f,,4.. Os prototipos 6timos sao os elementos conectados na
MST com diferentes rétulos em Dy, isto é, elementos mais proximos de classes
diferentes. Removendo-se os arcos entre classes diferentes, tais instancias
adjacentes tornam-se prototipos em S* e o Algoritmo 2 pode computar uma
floresta de caminhos 6timos sem erros de classificacao em D;.

5.2.2 Classificagao

Para qualquer instancia t € D, consideramos todos os arcos conectando ¢
com instancias s € Dj, tornando ¢t como se fosse parte do grafo (ver Fi-
gura 5.1c, onde a instancia t é representada pelo losango no grafo). Con-
siderando todos os possiveis caminhos entre S* e t, desejamos encontrar o
caminho 6timo P*(t) de S* até t com a classe A\(R(t)) de seu protétipo mais
fortemente conexo R(t) € S*. Este caminho pode ser identificado incremen-
talmente, avaliando o valor do custo 6timo V'(¢) como

V(t) = min{max{V (s),d(s,t)}}, Vs € Dy. (5.2)

Seja s* € D; o né que satisfaz a equagdo acima (isto é, o predecessor
P(t) no caminho 6timo P*(t)). Dado que L(s*) = A(R(t)), a classificagao
simplesmente associa L(s*) como a classe de t (Figura 5.1d). Um erro ocorre
quando L(s*) # A(1).

5.3 OPF com grafo k-nn

A técnica de classificacao supervisionada baseada em floresta de caminhos
otimos apresentada nesta secao modela as instancias novamente como sendo
os nés de um grafo [20]. Entretanto, a relagdo de adjacéncia utilizada ¢é a
dos k-vizinhos mais proximos e tanto os arcos quanto os nés sao pondera-
dos. A diferenca basica entre esta abordagem e a previamente apresentada
(Segao 5.2), é o fato de a abordagem que faz uso do grafo completo estimar
prototipos na fronteira das classes, enquanto a metodologia a ser apresentada
aqui estima os protétipos nos pontos de alta concentracao de instancias.
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A principal motivacao desta representagao seria o estudo de outras me-
todologias para classificadores supervisionados baseados em florestas de ca-
minhos étimos, utilizando outras fungoes de custo, relacoes de adjacéncia e
maneiras diferentes de se encontrar os prototipos. As defini¢oes, bem como
os algoritmos desta abordagem, serao apresentados nas proximas segoes.

5.3.1 Fundamentagao tedrica

Dado um grafo (D, Ag), o algoritmo OPF com grafo k-nn (OPFKNN) par-
ticiona o conjunto D; em uma floresta de caminhos étimos de acordo com
uma fungao de densidade de probabilidade (fdp). Nesta abordagem temos
um grafo ponderado nos vértices e nos arcos. A distancia d(s,t) entre duas
instancias s,t € D; novamente define o peso do arco (s,t). Os ndés sao
ponderados pelos seus valores de densidade de probabilidade, os quais sao
computados usando o peso dos arcos, como segue:

5 — 1 o —d?(s,t)
) = ot A 2 p( 202 ) (53)

VteA(s)

onde o = d?f e dy é o comprimento do maior arco em (Z, A;). A escolha deste
parametro considera todos os nés para o calculo da densidade, assumindo que
uma fungao gaussiana cobre a grande maioria das instancias com d(s,t) €
0, 30].

A funcao de valor de caminho dada pela Equacao 5.4 associa a um né
terminal s de cada caminho o minimo entre os valores de densidade ao longo
do mesmo e um valor de densidade inicial.

L) = {P(t) sete s

h(t) caso contrario
fa(ms - (s,1)) = min{f(m), p(t)}. (5.4)

O caminho de valor maximo para cada instancia s, a partir de um con-
junto de elementos protétipos (raizes), particiona o conjunto de treinamento
D em uma floresta de caminhos 6timos. As raizes da floresta formam um
subconjunto dos maximos da fdp onde, cada raiz, define uma arvore de cami-
nhos 6timos (zona de influéncia do respectivo maximo) composta pelas suas
instancias mais fortemente conexas, as quais recebem o mesmo rétulo de sua
raiz, como pode ser demonstrado pelo Algoritmo 3.
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Algoritmo 3 - CLASSIFICADOR SUPERVISIONADO BASEADO EM FLO-
RESTA DE CAMINHOS OTIMOS USANDO GRAFO k-NN

ENTRADA: Grafo k-nn (Dq, Ag), A(s) para todo s € D; e func¢ao de valor de
caminho fi.
SAIDA: Mapa de rétulos L, mapa de valores de caminho V e a floresta

de caminhos 6timos P.
AUXILIARES: Fila de prioridade @) e a variavel tmp.

1. Para todo s € Dy, Faca P(s) < nil, V(s) < p(s) — 3, L(s) « A(s) e insira s em Q.
2. Enquanto @) ¢ ndo vazia, Faca

3 Remova de @ uma instincia s tal que V(s) é mdzximo.
4 Se P(s) = nil, Entao

5. L V(s) < p(s).

6. Para cada t € Ai(s) e V(t) < V(s), Faga

7 tmp < min{V(s), p(t)}.

8 Se tmp > V(t), Entao

9 L L(t) < L(s), P(t) + s, V(t) + tmp.

1 Atualize posicao de t em Q.

0. L

Inicialmente (Linha 1), todos os caminhos s@o triviais com valores
fi((t)) = p(t) — 0. Os méximos globais da fdp s@o os primeiros elemen-
tos a serem removidos de (), os quais sao identificados como sendo as raizes
da floresta pelo teste P(s) = nil na linha 4, onde atualizamos o seu valor de
caminho correto fi((t)) = V(s) = p(t). Cada no s removido de @) oferece um
caminho 7 - (s,t) para cada no t adjacente no lago da Linha 6 até a Linha
10. Se o valor de caminho fi(7s-(s,t)) = min{V(s), p(t)} (Linha 7) é melhor
que o valor de caminho atual f;(m;) = V(¢) (Linha 8), entao m; é atualizado
para 7 - (s,t) (isto é, P(s) < s, e o valor do caminho e o rétulo de ¢ sdo
atualizados (Linha 9). Maximo locais da fdp sdo também identificados como
raizes durante a execucao do algoritmo, o qual tem como saida o mapa de
rotulos L, mapa de valores de caminho V' e a floresta de caminhos étimos P.

5.3.2 Treinamento

Um erro de classifica¢gdo no conjunto de treinamento ocorre quando L(t) #
A(t). Assim, definimos o melhor valor de k* € [1, kp,qr] como sendo aquele
que maximiza a acuracia da classificagao no conjunto de treinamento.

E esperado que cada classe seja representada por pelo menos um maximo
da fdp e L(t) = A(t) para todo t € D;. Entretanto, essas propriedades

28



nao podem ser garantidas com a fungao de valor de caminho f; e o melhor
valor k*. Com o intuito de assegurar tais propriedades, primeiro encontramos
k* utilizando f5 e entdao executamos o Algoritmo 3 mais uma vez usando a
funcao de valor de caminho f3 ao contrario de f,, dada por

hm (s) = {

ney = {00 g et

p(t) — 0 caso contrario

—00 se A(t) # A(s)

min{ fo(7s), p(t)} caso contrério. (5:5)

A Equagao 5.5 pondera todos os arcos (s,t) € Ay tais que A(t) # A(s) com
d(s,t) = —oo, impedindo que tais arcos pertengam a algum caminho étimo,
onde § é um numero real suficientemente pequeno. O processo de treinamento
acima é descrito pelo Algoritmo 4.

Algoritmo 4 - TREINAMENTO

ENTRADA: Conjunto de treinamento Dy, A(s) para todo s € D1, kpaz €

SADA:

funcoes de valor de caminho f5 e f3.
Mapa de rétulos L, mapa de valores de caminho V e a floresta
de caminhos étimos P.

AUXILIARES: Variaveis i, k, k*, MaxAcc + —oo, Acc e vetores FFP e FN de

13. L

tamnho c.

Para k =1 até kye. Faga

Crie um grafo (D1, A) ponderado nos nds através da Equagao 5.3.
Calcule (L,V, P) utilizando o Algoritmo 3 com fs.
Para cada classe i =1,2,...,c, Faga
L FP(i) < 0 e FN(i) < 0.
Para cada instancia t € D1, Faga
Se L(t) # \(t), entao
L FP(L(t)) + FP(L(t)) + 1.
FN(\(t)) « FN(A(t)) + 1.
Calcule Acurdcia.
Se Acc > MaxAce, entdo
L k"« k e MaxAcc + Acc.
Destrua o grafo (D1, Ay).

14. Crie o grafo (D1, Ag+) ponderados nos nds através da Equagdao 5.3.
15. Calcule (L,V, P) utilizando o Algoritmo 3 com fs.
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5.3.3 Classificacao

Uma instancia ¢t € Dy pode ser associada a uma dada classe i,7 =1,2,... ¢
simplesmente identificando qual raiz (protétipo) oferece o caminho 6timo
como se esta instancia pertencesse a floresta. Considerando os k-vizinhos
mais préoximos de t em Dy, podemos utilizar a Equacao 5.3 para compu-
tar p(t), avaliar os caminhos étimos 7, - (s,t) e selecionar o que satisfaz a
Equacao 5.6:

V(t) = max {min{V(s),p(t)}}. (5.6)

V(s,t)eA;,

O rétulo de ¢ serd o mesmo rétulo do seu predecessor P(t), ou seja, L(t) =
L(P(s)). Um erro ocorre quando L(t) # A(t).
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Figura 5.1: (a) Grafo completo ponderado nas arestas para um determinado
conjunto de treinamento. (b) MST do grafo completo. (c) Floresta de
caminhos 6timos resultante para f,., e dois protétipos (nés contornados).
As entradas (z,y) acima dos nés denotam, respectivamente, o custo e o
rotulo das instancias. Os arcos direcionados indicam os nés predecessores
no caminho 6timo. (d) Amostra de teste (triangulo) e suas conexoes (linhas
tracejadas) com os nds de treinamento. (e) O caminho 6timo do protétipo
mais fortemente conexo, seu rotulo 2, e o custo de classificacao 0.3 é associado
a instancia de teste.






Capitulo 6

Metodologia

A metodologia empregada pela presente dissertacao de mestrado serd apre-
sentada neste capitulo. Inicialmente, foi realizado um estudo de técnicas
para representacao de informacgoes vetoriais em espacos tensoriais e, posteri-
ormente, a aplicagao do classificador OPF nesse novo espaco. Basicamente,
esta etapa consiste no estudo da aplicabilidade do classificador OPF com ca-
racteristicas extraidas em espagos tensoriais. A Figura 6.1 ilustra essa ideia.

extracaode
caracteristicas
espago espago
=) _) )

dados classificados

Base de dados

Figura 6.1: Metodologia proposta para aplicacao de OPF em espagos tenso-
riais.

Em uma segunda etapa, foram utilizadas bases de dados que envolvem
imagens em sua representacao natural, tais como reconhecimento holistico

de pessoas por meio de faces! e a identificacao de pessoas através da silhueta
de seu caminhar. Para tal, foram empregadas as seguintes bases de dados:

1. Gait-based Human ID?: esta base de dados consiste em videos de 71
sujeitos caminhando em direferentes situacoes. A base é composta por

10O reconhecimento holistico de faces utiliza os tons de cinza da imagem como sendo a
principal informagao para sua representacao.
’http://figment.csee.usf.edu/GaitBaseline/
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sete cendarios para classificacao, com dificuldade crescente, intitulados
“Prb”e para treinamento ¢é utilizado um cendrio chamado “Gallery” com
731 amostras. O numero de amostras e diferengas nos conjuntos de
teste sao apresentados na Tabela 6.1.

Conjunto | Classes (sequéncias) Diferenca da galeria
Galeria 71(737) -
PrbA 71(727) Direcao
PrbB 41(423) Sapato
PrbC 41(420) Dire¢ao, Sapato
PrbD 70(682) Superficie
PrbE 44(435) Sapato, Superficie
PrbF 70(685) Visao, Superficie
PrbG 44(424) Direcao, Sapato, Superficie

Tabela 6.1: Conjuntos de amostras diferentes para classificacao.

Para classificacao, sao utilizadas as silhuetas dos individuos, sendo estas
redimensionadas para 32 x 22 pizels em sequéncias de 10 quadros. A
extracao das silhuetas se da pelo algoritmo base apresentado por Sarkar
et al. [17] e modificado por Lu et al. [16], onde é feita a reducao da
quantidade de quadros, redimensionamento e extragao do fundo, uma
vez que esta base consiste em videos em diversos cenarios.

2. AT&T Face Dataset?: anteriormente “ORL Dataset”, compreende em
imagens 92 x 112 de faces de 40 individuos.*

O cenédrio da primeira base citada é bastante interessante, pois corres-
ponde a classificagao de videos, onde cada um deles é representado como
um tensor de ordem 3 (Figura 6.2b), sendo a terceira dimensao correspon-
dente ao tempo. Ao invés de serem extraidas caracteristicas de cada quadro,
como geralmente é feito, foram utilizadas sequéncias de silhuetas em suas
representacoes originais, evitando perder informacoes.

3http://www.cl.cam.ac.uk/research/dtg/attarchive/facedatabase.html

4Embora esta base de dados nao seja considerada nova, a principal idéia deste trabalho
nao é obter os melhores resultados em reconhecimento de faces, mas sim avaliar se repre-
sentacgoes baseadas em tensores podem ser mais precisas do que representagoes 1o espago
vetorial.
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(a) (b)

Figura 6.2: Exemplos das bases de dados (a) Gait-based Human ID e (b)
AT&T Face datasets.

Um ponto negativo desta abordagem diz respeito a quantidade de in-
formagoes a serem armazenadas e processadas, dado que o video inteiro agora
seria utilizado na etapa de reconhecimento e classificacao, sendo inviavel o
processamento de videos longos ou de alta resolugao sem o tratamento ade-
quado.

Em outra etapa, foram realizados experimentos usualmente empregados
em aplicacoes que fazem uso de técnicas de reconhecimento de padroes, ou
seja, dada uma base de dados, a mesma é particionada em conjuntos de
treinamento e teste gerados aleatoriamente para posterior emprego do clas-
sificador OPF. Para tal, foi realizado um método de validagao cruzada por
toda base de dados (Gal U PrbA U PrbB---U PrbG) para comparagao de
resultados, sendo o mesmo procedimento aplicado para “AT&T Face Data-
set”.

Foram realizadas comparacoes do classificador OPF em dois cenarios di-
ferentes: TSM e VSM. Também foi avaliado o SVM no mesmo contexto,
usando fungoes de base radial (Radial Basis Function - RBF), linear, poli-
nomial, e kernel sigmédide, bem como o SVM sem mapeamento por kernel.
Para avaliacao do SVM com funcoes kernel, foi utilizada a reconhecida bi-
blioteca LIBSVM [29], e para o SVM sem fungao de mapeamento por kernel
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foi utilizado a biblioteca LIBLINEAR [28]. J& para o classificador OPF, foi
empregada a biblioteca de c6digo aberto LibOPF [21]. Em relacao a extragao
de caracteristicas, foi utilizado o framework MPCA [16] e, por se tratarem de
bases de dados desbalancedas, o calculo da acuracia utilizada foi a proposta
por Papa et al. [21].
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Capitulo 7

Resultados e Analise

Neste capitulo serao apresentados os resultados obtidos a partir dos expe-
rimentos apresentados no Capitulo 6. Este capitulo estd dividido em duas
secoes, sendo elas a classificacao no contexto de faces e de videos, sendo
esta tultima dividida entre experimentos em sete ambientes controlados e a
validagao cruzada entre todos eles. Finalmente, serd feita uma andlise dos
resultados obtidos e uma breve discussao sobre alguns problemas encontra-
dos.

As técnicas marcadas como “PCA”sao utilizadas no modelo espago veto-
rial, j& as nomeadas com “MPCA”e “MPCA-LDA”denotam caracteristicas
modeladas no espaco tensorial, sendo esta segunda uma aproximacgao com a
realizacao de Anadlise Linear Discriminante apés o MPCA.

7.1 Faces

Foram empregados modelos espago tensoriais e vetoriais considerando a ta-
refa de reconhecimento através de faces. Foram realizados dois experimentos
distintos, sendo primeiro dele usando 10% da base de dados como conjunto
de treinamento e o segundo usando 50% para treinar o classificador. Uma
vez que foi feita a validagao cruzada através da realizagao do experimento
por 10 vezes, foi realizada a validagao estatistica através do teste de Wilco-
xon [30], sendo apresentado os resultados na Tabela 7.1 as técnicas similares
destacadas em negrito segundo o teste.

Os melhores resultados, obtidos com 10% de treinamento, foram apre-
sentados pelo OPF-MPCA. No entanto, o OPF-PCA e algumas variacoes do
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Tabela 7.1: Acurécias obtidas considerando o AT&T Face Dataset.

10% 50%
OPF-PCA 83.97%+1.34 | 96.54%40.74
OPF-PCA-knn 79.34%49.91 | 96.59%=+1.10
OPF-MPCA 84.52%+0.85 | 96.49%40.94

OPF-MPCA-knn

77.28%+11.10

97.00%=+0.73

OPF-MPCA-LDA

61.11%=+1.52

77.54%+1.34

OPF-MPCA-LDA-knn

58.69%+4.85

76.74%=0.99

SVM-noKernel-PCA

83.93%+0.93

96.28%=+0.75

SVM-Linear-PCA

83.97%+1.34

97.90%+0.55

SVM-Poly-PCA

59.95%+2.48

88.49%+1.27

SVM-RBF-PCA

83.97%+1.34

97.46%+1.16

SVM-Sig-PCA

83.62%+1.98

97.79%+0.76

SVM-noKerne- MPCA

83.46%+1.23

96.10%=+0.86

SVM-Linear-MPCA

84.17%+0.97

97.85%+0.63

SVM-Poly-MPCA

65.61%+1.32

92.51%=+1.20

SVM-RBF-MPCA

50.00%=0.00

94.49%+2.13

SVM-Sig-MPCA

51.14%=0.50

52.03%=+0.92

SVM-noKernel-MPCA-LDA

57.95%=+1.10

73.72%=+1.26

SVM-Linear-MPCA-LDA

61.11%=+1.52

79.00%=£1.29

SVM-Poly-MPCA-LDA

53.02%=0.44

68.92%+1.66

SVM-RBF-MPCA-LDA

54.39%=+1.05

77.10%=+1.76

SVM-Sig-MPCA-LDA

51.13%=+0.55

62.85%=+0.95

SVM obtiveram resultados semelhantes. Considerando o experimento com
50% da base de dados, o SVM alcancou melhores resultados, sendo que as
representacoes baseadas em tensores nao tiveram grande importancia nesse
aspecto, embora também tenham obtido bons resultados.

Uma possivel maneira de contornar tal problema seria a extragao de ca-
racteristicas das imagens, e entao mapear tais caracteristicas em um modelo
espago-tensorial, uma vez que foi adotado o reconhecimento holistico para
tal, como a intensidade dos pizels para proposito de reconhecimento.
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7.2 Modo de andar

Nesta segao, serao apresentadas duas formas distintas de experimentos: (i)
a validagao-cruzada com amostras geradas aleatoriamente; e (ii) os dados
dispostos em sete cenarios diferentes, com dificuldade crescente e uma galeria
pré-definida para treinamento.

7.2.1 Validacao cruzada

Para estes experimentos, foram criados conjuntos de treinamento aleatori-
amente, sendo eles com 10% e 50% de toda base de dados. A Tabela 7.2
apresenta os resultados considerando os experimentos descritos acima, onde
ainda segundo o teste de Wilcoxon, temos as técnicas similares destacadas
em negrito.

Considerando este experimento, pode ser observado que o OPF com ca-
racteristicas extraidas no espaco tensorial obteve melhores resultados do que
o OPF tradicional quando foram utilizados 10% da base para propédsito de
treinamento. No entanto, quando foram utilizados 50% da base para trei-
namento, somente o OPF com o MPCA superou a tradicional modelagem
espago-vetorial (OPF-PCA), uma vez que o OPF-MPCA-LDA nao conse-
guiu superar o OPF-PCA. Isso pode ter ocorrido devido ao mal mapeamento
realizado pelo LDA quando ¢ utilizado um grande conjunto de treinamento.
Finalmente, o SVM também se beneficiou das caracteristicas extraidas no
espaco tensorial, alcangando também melhores resultados do que o OPF.

7.2.2 Galeria e provas

A Tabela 7.3 apresenta os resultados obtidos através do treinamento pela
Gallery e a classificagao dos sete conjuntos de teste, onde os conjuntos apre-
sentam dificuldade crescente.

Neste experimento, podemos observar que modelos no espaco tensorial
o melhores resultados nos classificadores OPF e SVM. Também podemos
notar que o SVM obteve os melhores resultados em 5 de 7 experimentos,
no entanto o OPF também se beneficiou do espaco tensorial, uma vez que
obteve resultados préoximos ao SVM e apresentou melhores resultados nos
conjuntos onde se tinha maior dificuldade na classificagdo (amostras muito
diferentes do conjunto de treinamento).
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Tabela 7.2:

Acurécias obtidas considerando o experimento com
aleatorios” para a base Gait-based Human ID dataset.

“dados

10% 50%
OPF-PCA 60.86%+0.41 | 76.92%+0.50
OPF-PCA-knn 60.94%+0.42 | 77.49%+0.75
OPF-MPCA 67.77%+0.47 | 80.55%=+0.45

OPF-MPCA-knn

67.93%+0.33

81.50%=+0.31

OPF-MPCA-LDA

63.72%+0.47

73.15%4+0.42

OPF-MPCA-LDA-knn

64.02%+0.51

73.43%=0.49

SVM-noKernel-PCA

55.68%=+0.21

56.07%=0.26

SVM-Linear-PCA

57.79%=0.30

65.03%=0.50

SVM-Poly-PCA

55.27%=+0.55

70.25%=0.44

SVM-RBF-PCA

59.06%=+0.38

73.81%+£0.48

SVM-Sig-PCA

57.62%=0.40

65.04%=+0.58

SVM-noKernel-MPCA

72.16%=£0.57

86.89%+0.42

SVM-Linear-MPCA

74.06%+0.66

91.42%+0.48

SVM-Poly-MPCA

61.07%+1.04

83.29%=+0.39

SVM-RBF-MPCA

73.95%=+0.61

91.41%+0.44

SVM-Sig-MPCA

74.01%4+0.69

91.38%+0.43

SVM-noKerne-MPCA-LDA

66.55%=+0.58

76.24%40.41

SVM-Linear-MPCA-LDA

67.89%+0.54

79.98%=+0.56

SVM-Poly-MPCA-LDA

53.77%=+1.61

69.93%=+0.83

SVM-RBF-MPCA-LDA

68.57%=£0.57

81.68%=+0.52

SVM-Sig-MPCA-LDA

67.95%=+0.60

79.59%=£0.68
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Tabela 7.3: Taxa de reconhecimento considerando o experimento da galeria
e provas para a base Gait-based Human ID dataset.

PrbA |PrbB |PrbC |PrbD |PrbE  |PrbF  |PrbG
OPF-PCA 50.59% 149.59% [49.91% [50.59% [49.65% |50.36% |50.56%
OPF-PCA-knn 50.38% 149.59% [49.91% [50.59% [49.65% [50.30% |50.56%
OPF-MPCA 74.55% |73.73% 163.70% [59.50% |50.00% |54.66% [54.62%
OPF-MPCA-knn 74.70% |73.95% [64.09% [59.50% [50.00% |54.66% |54.62%
OPF-MPCA-LDA 86.39% [50.84% |70.74% |60.66% [49.82% |57.18%|56.67%
OPF-MPCA-LDA-knn 86.03% [50.84% |70.74% |60.58% [49.82% [57.18%56.56%
SVM-noKernel-PCA 50,64% 149,66% [49,86% [50,55% [50,03% [50,38% |50,09%
SVM-Linear-PCA 51,32% 149,37% |49,93% [50,68% |49,66% |50,67% [51,26%
SVM-Poly-PCA 50,63% 149,52% [49,65% [50,16% [49,79% |50,85% |50,30%
SVM-RBF-PCA 51,32% 149,37% [49,93% [50,68% [49,66% |50,67% |51,27%
SVM-Sig-PCA 51,32% 149,37% [49,93% [50,68% [49,66% |50,67% |51,26%
SVM-noKernel-MPCA 86.22% |79.52%70.81% |58.81% [50.27% [56.82% |54.51%
SVM-Linear-MPCA 87.20% |78.93% |70.81% |60.68% [50.10% [56.69% |55.86%
SVM-Poly-MPCA 70.28% 67.08% [59.92% (56.31% [49.61% |52.86% |52.61%
SVM-RBF-MPCA 87.06% |79.06% |70.81% |60.68% [50.10% [56.63% |55.87%
SVM-Sig-MPCA 87.20% |78.93% |70.81% |60.68% [50.10% [56.69% |55.86%
SVM-noKernel-MPCA-LDA |[84.86% |51.29% [69.34% [59.63% [50.10% |56.17% |54.82%
SVM-Linear-MPCA-LDA  |88.52% [50.92% |71.09% [61.58% |50.30% |56.64% |55.26%
SVM-Poly-MPCA-LDA 68.78% 149.91% |55.07% [55.32% |50.16% |53.30% [52.00%
SVM-RBF-MPCA-LDA 88.68%51.03% |70.99% [61.73%50.30% |56.69% [55.26%
SVM-Sig-MPCA-LDA 88.20% 150.90% [71.25%]61.51% [50.60%56.64% |55.73%
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Capitulo 8

Conclusoes

Técnicas de aprendizado de méaquina geralmente trabalham em um espago
de caracteristicas cujas informacoes encontram-se representadas de maneira
vetorial. Entretanto, existem diversas aplicacoes que poderiam ser melhor ex-
ploradas se utilizassemos os dados em sua representacao original. Por meio
da algebra multilinear, modelos de representacao baseados em tensores vém
sendo estudados nos ultimos anos, com avancgos consideraveis com relagao a
representacao tradicional dos dados em sua forma vetorial. Ademais, a re-
presentacao dos dados em espacos tensoriais permitem explorar espacos com
curvatura, diferentemente do tradicional espaco Euclidiano, o qual apresenta
curvatura nula.

8.1 Principais contribuicoes

O presente trabalho deixa como principal indicativo que técnicas de apren-
dizado de maquina baseadas em tensores ainda nao sao muito exploradas na
literatura, muito embora existam trabalhos que datem de 5 ou 6 anos atras.
Um possivel argumento para esta baixa demanda seria o forte referencial
matematico necessario para o emprego de tais técnicas, as quais sao mais
utilizadas na Matematica e Fisica.

A presente dissertacao de mestrado apresentou uma revisao bibliografica
sobre métodos de aprendizado de maquina baseados em tensores, bem como
um referencial tedrico sobre dlgebra multilinear foi também discutido. Ade-
mais, foi apresentada uma versao do tradicional classificador por Maquina de
Vetores de Suporte adaptado a espacos tensoriais e Andlise de Componen-
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tes Principais Multilineares, a qual foi utilizado como base para extracao de
caracteristicas e comparacao de resultados.

O trabalho em questao visou o estudo da aplicabilidade do classificador
OPF em dois contextos: (i) seu emprego direto em caracteristicas extraidas
em espagos tensoriais e em espagos vetoriais, (ii) comparagao do classificador
OPF com outras técnicas tradicionais na literatura, em espacos tensoriais
e vetoriais, em bases de dados que pudessem ser modeladas com tensores
de ordem 2 e 3. Nesse ultimo caso, essa aplicacao se deu pela aplicacao do
classificador OPF em contexto de videos.

Uma vez que a aplicacao do classificador OPF nunca havia sido reali-
zada no contexto de modelagem espago-tensorial, podemos considerar que
este classificador pode se beneficiar dessa representacao baseada no espago
tensorial em determinados casos.

8.2 Trabalhos futuros

Como a aplicacao de tensores na area de aprendizado de maquina é relati-
vamente nova, ainda existem pontos e técnicas que podem ser beneficiados
deste espago. Neste capitulo serao apresentados dois caminhos que podem
ser estudados e desenvolvidos futuramente.

8.2.1 Combinacao de espacgos vetoriais-tensoriais

O classificador OPF modela os dados como sendo vértices de um grafo,
sendo cada vértice deste grafo portador de um vetor de caracteristicas. Uma
possivel aplicacao do espago tensorial neste classificador seria a utilizacao
de um mapeamento das caracteristicas para o espaco tensorial, ou mesmo a
substituicao de entrada do classificador para alta dimensionalidade, e a uti-
lizagao deste subespago para aprendizagem /classificacdo ou sua combinagao
com o espaco vetorial.

8.2.2 Otimizacao evolucionista aplicada ao mapea-
mento vetorial-tensorial

No futuro, algoritmos podem ser desenvolvidos visando modelar o problema
do mapeamento dos dados do espaco vetorial para o espaco tensorial como
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sendo uma tarefa de otimizacao, onde podem ser empregadas técnicas meta-
heuristicas para tal finalidade. Como ilustrado na Figura 2.1a, existem di-
ferentes maneiras de mapear um vetor em um tensor, que vao desde a or-
denacao dos elementos do vetor em sua representagao tensorial, como a es-
colha das dimensoes desse novo tensor. Um elemento x € R® qualquer, por
exemplo, pode ser mapeado para um tensor X em R2%4 ou RY2 ou até
mesmo qualquer outra combinagao " *"2 tal que ny X ny =~ 8.

Assim, uma das ideias consiste em utilizar um conjunto de validacao com
o intuito de encontrar os valores de n; e ny tal que, apdés o mapeamento de
uma amostra x € R" em um tensor X € R™M*"2¥" 63 mesmos maximizam a
taxa de acerto do classificador nesse conjunto de validacao. Para a situacao
acima descrita, onde temos o mapeamento de um vetor em um tensor de
ordem 2, por exemplo, o problema consiste em uma tarefa de otimizacao de
duas variaveis: ny e ns.

Muito embora qualquer técnica de otimizacao possa ser utilizada nesse
contexto, objetivamos empregar técnicas por meta-heuristicas, tais como al-
goritmos baseados em inteligéncia evolucionista e coletiva, dado que o grupo
de pesquisa o qual o discente participa vem trabalhando nessa area a um
certo tempo. Ademais, nao se tem muita noticia acerca de trabalhos que
empregam otimizagao por meta-heuristicas em abordagens de aprendizado
de maquina baseadas em tensores.
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