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RESUMO

A crescente demanda por solugdes de mobilidade urbana impulsionou o desenvolvimento de
veiculos auténomos como alternativa eficiente e segura. Contudo, os altos custos, riscos e
tempo envolvidos em testes fisicos limitam o avango dessa tecnologia. Este trabalho propoe a
criacdo de uma Plataforma de Testes Virtual (Virtual Test Bed) integrada a um Gémeo Digital
(Digital Twin), com o objetivo de treinar agentes de Inteligéncia Artificial para diregdo
autonoma utilizando Aprendizado por Refor¢o Profundo (Deep Reinforcement Learning) e
visualizar a evolug@o do treinamento. A abordagem adotada combina o motor grafico Unity
com a arquitetura Ator-Critico (Actor-Critic) com o algoritmo de Otimizacdo de Politica
Proximal (Proximal Policy Optimization — PPO), integrando a extensdo Unity ML-Agents
Toolkit e a biblioteca PyTorch, para o treinamento dos agentes com visualiza¢do da evolugéo
das variaveis de treinamento no TensorBoard. O ambiente foi validado por meio da simulagado
de duas pistas com diferentes niveis de dificuldade e até 40 agentes simultaneos, com
desempenho avaliado por métricas como recompensa cumulativa, entropia e tempo de episodio.
Os resultados demonstraram aprendizado eficiente e estavel dos agentes, com politicas cada
vez mais otimizadas. A principal contribuicdo desta pesquisa ¢ a entrega de uma plataforma
acessivel e reprodutivel para treinamento e validagdo de agentes autonomos, reduzindo
significativamente os riscos de testes fisicos e acelerando o desenvolvimento de sistemas

inteligentes aplicaveis a mobilidade urbana.

Palavras-chave: Aprendizado por Refor¢o Profundo; Veiculos Auténomos; Simulagdo Virtual,

Unity.



ABSTRACT

The growing demand for urban mobility solutions has driven the development of autonomous
vehicles as an efficient and safe alternative. However, the high costs, risks, and time associated
with physical testing limit the advancement of this technology. This work proposes the creation
of a Virtual Test Bed integrated with a Digital Twin, aimed at training Artificial Intelligence
agents for autonomous driving using Deep Reinforcement Learning and visualizing the training
progress. The adopted approach combines the Unity game engine with the Actor-Critic
architecture and the Proximal Policy Optimization algorithm, integrating the Unity ML-Agents
Toolkit extension and the PyTorch library for agent training, with training variable visualization
through TensorBoard. The environment was validated through the simulation of two tracks with
different levels of difficulty and up to 40 simultaneous agents, with performance evaluated by
metrics such as cumulative reward, entropy, and episode length. The results demonstrated
efficient and stable agent learning, with increasingly optimized policies. The main contribution
of this research is the delivery of an accessible and reproducible platform for training and
validating autonomous agents, significantly reducing the risks of physical testing and

accelerating the development of intelligent systems applicable to urban mobility.

Keywords: Deep Reinforcement learning; Autonomous Vehicles; Virtual Simulation; Unity.
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1. INTRODUCAO

Poluicdo, congestionamento de veiculos e acidentes de transito estdo entre os principais
desafios enfrentados pelos centros urbanos contemporane os, especialmente no contexto da
mobilidade. Esses problemas, somados a outros, como a distribuicdo de energia elétrica e o
tratamento de esgoto, sdo objeto de estudo de diversas organizacdes que buscam solugdes
eficazes para os entraves caracteristicos das cidades modernas. Uma das abordagens que vem
ganhando destaque no meio académico e ¢ considerada um dos principais caminhos para
superar tais desafios e promover a sustentabilidade urbana ¢ o modelo de Cidades Inteligentes
(Smart Cities) (RIZZON et al., 2017).

As Smart Cities sdo ambientes urbanos que utilizam Tecnologias da Informacdo e
Comunicagdo (TIC) para integrar diferentes sistemas, com o objetivo de melhorar a qualidade
de vida dos cidaddos e impulsionar o desenvolvimento econdmico por meio da otimizagdo de
recursos € da promocao da sustentabilidade (ISMAGILOVA et al., 2019). Essas cidades fazem
uso de redes de sensores, andlise de dados e conectividade avangada para monitorar variaveis
como trafego, consumo de energia e distribuicdo de servigos publicos. Dessa forma,
possibilitam decisdes mais eficientes por parte dos gestores publicos e incentivam a colaboracao
entre governo, iniciativa privada e sociedade civil, tornando os centros urbanos mais
responsivos e adaptaveis (ODENDAAL, 2003).

No escopo desse modelo de cidade inteligente, destaca-se o conceito de Smart Mobility,
que se refere a aplicacdo de TIC na organizagdo dos sistemas de transporte, por meio de
tecnologias da Internet das Coisas (/nternet of Things — 1oT) voltadas a comunicagdo entre
veiculos e sistemas de controle. Essa abordagem busca reduzir congestionamentos e atrasos por
meio da coleta de dados em tempo real das vias urbanas e do controle automatizado e inteligente
de redes semaforicas ¢ veiculos autonomos (FAISAL et al., 2019). A conectividade entre
veiculos e sistemas, denominada Internet dos Veiculos (/nternet of Vehicles — IoV) por
Ismagilova et al. (2019), constitui a base para o desenvolvimento de um trafego mais seguro,
eficiente e coordenado.

Entre as tecnologias que integram esse ecossistema conectado, destacam-se os Veiculos
Autonomos (VA). Esses veiculos inteligentes ndo apenas realizam o transporte de passageiros
de um ponto a outro, mas também sdo projetados para oferecer seguranca, conforto e
conectividade. Suas principais capacidades incluem reconhecimento do ambiente, navegagio
autonoma, tomada de decisdes em tempo real, obediéncia as leis de transito e atengdo ao bem-

estar dos passageiros (PAREKH et al., 2022).
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O interesse por Veiculos Autonomos aumentou significativamente nos ultimos anos,
especialmente a partir de 2018, como destacado por Parekh et al. (2022), impulsionado pelos
avancos em Aprendizado de Maquina (Machine Learning — ML) e pela eletrificagdo veicular.
Apesar do crescimento recente, o conceito remonta a 1939, com sua primeira exibicdo realizada
pela empresa General Motors. As pesquisas e os primeiros desenvolvimentos desse conceito,
iniciaram-se na década de 1950, em parceria com o Radio Corporation of America Sarnoff
Laboratory (SHLADOVER, 2018). O progresso da area foi limitado por décadas, devido as
restricdes computacionais da época, até 2004, quando a Agéncia de Projetos de Pesquisa
Avancada de Defesa (Defense Advanced Research Projects Agency — DARPA) promoveu
desafios que resultaram em veiculos capazes de navegar de forma autbnoma em desertos
(FAISAL et al., 2019). Desde entdo, os Veiculos Auténomos vém ganhando espago em
ambientes urbanos, com potencial para causar impactos positivos relevantes na mobilidade e
na seguranca no transito (YURTSEVER et al., 2020).

A arquitetura dos sistemas de controle de veiculos autonomos pode ser dividida em duas
abordagens principais: sistemas modulares e sistemas end-fo-end. Os sistemas modulares sdo
compostos por componentes independentes que conectam os dados de entrada sensoriais as
saidas atuadoras (MCALLISTER et al., 2017). Nessa abordagem, o processamento ocorre de
forma sequencial: o médulo de percepcdo capta e interpreta o ambiente; os dados sdo
encaminhados ao planejador, que determina a melhor agdo a ser tomada; e, por fim, o
controlador executa essa acdo. Essa estrutura oferece flexibilidade, facilita a adi¢cdo de novas
funcionalidades e permite a depuragdo de erros por modulo, visto que cada etapa possui um
algoritmo especializado. No entanto, apresenta desvantagens como a complexidade na
integracdo dos médulos e a possibilidade de propagacdo de erros ao longo da cadeia. Essas
limitacdes foram apontadas como fatores contribuintes no primeiro acidente fatal envolvendo
um veiculo autdbnomo (YURTSEVER et al., 2020), o que evidenciou os desafios dessa
abordagem em ambientes urbanos dindmicos.

A arquitetura mais adotada atualmente € a end-to-end, também conhecida como
percepcao direta. Nessa abordagem, os dados sensoriais sdo conectados diretamente a um unico
modelo de rede neural, responsavel por processar todas as informagdes e gerar os comandos de
controle, diferentemente da abordagem modular, em que cada tarefa ¢ atribuida a um algoritmo
especifico (YURTSEVER et al., 2020). Duas estratégias principais compdem essa arquitetura:
Aprendizado Profundo Supervisionado Direto (Direct Supervised Deep Learning) e

Aprendizado por Refor¢o Profundo (Deep Reinforcement Learning).
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Dentre essas abordagens, apenas o Direct Supervised Deep Learning permite o
treinamento em ambiente offline, utilizando imagens e videos de condutores humanos
acompanhados dos respectivos comandos de diregdo. Apesar de ser uma alternativa viavel,
apresenta baixo desempenho na generalizagdo. J& o Deep Reinforcement Learning tem
demonstrado maior eficacia, proporcionando uma dire¢do otimizada, com testes bem-sucedidos
realizados em ambientes reais (YURTSEVER et al., 2020). Nessa abordagem, o agente é
treinado com base em tentativa e erro, aprendendo por meio de recompensas definidas
previamente. Contudo, esse método exige o uso continuo do veiculo durante o treinamento, o
que pode acarretar riscos de acidentes ou danos ao sistema.

Considerando o alto custo e o tempo significativo envolvidos no desenvolvimento de
Veiculos Autonomos, uma alternativa amplamente adotada ¢ a utilizagdo de Ambientes Virtuais
de Simulacdo, conhecidos como Virtual Test Beds. Esses ambientes permitem a integracdo de
diferentes modelos, como modelos dinamicos e de inteligéncia artificial, reunindo-os em um
tinico espaco capaz de simular e visualizar os resultados dessas interacdes (GOKDERE et al.,
2002).

Os Virtual Test Beds podem atuar ndo apenas como simuladores, mas também como
réplicas digitais completas ou parciais de sistemas fisicos, refletindo as alteragdes que ocorrem
no mundo real. Esse tipo de aplicagdo é conhecido como Digital Twin, definido como uma
copia digital integrada a um sistema fisico, na qual todas as a¢des e varia¢des do sistema real
sdo diretamente refletidas em sua contraparte digital (BHATTI; MOHAN; SINGH, 2021). O
Digital Twin funciona de forma bidirecional, podendo ser utilizado tanto para o monitoramento
de variaveis fisicas do sistema, por meio de sensores instalados no componente fisico, quanto
para a analise e predi¢ao de dados. Essas caracteristicas se alinham diretamente aos objetivos
da Smart Mobility, sendo aplicaveis a visualizacdo e analise de dados veiculares, como emissdo
de gases, consumo de combustivel e distdncia percorrida. Tal abordagem pode reduzir custos
com testes de estrada e manutencao, especialmente no contexto dos veiculos auténomos.

Diante dos desafios apresentados, este trabalho propde o desenvolvimento de uma
Virtual Test Bed para o treinamento de Veiculos Autonomos utilizando a abordagem de maior
desempenho atualmente disponivel, Deep Reinforcement Learning. O trabalho visa criar um
ambiente acessivel e de baixo custo para o desenvolvimento de modelos de Deep Learning
voltadas a veiculos auténomos, mitigando os riscos € os altos investimentos associados a testes
em ambientes fisicos. O projeto sera implementado a partir de uma game engine, que servira
como base para a construgdo da pista ¢ da simulacio do comportamento veicular.

Adicionalmente, sera integrada uma estrutura de Digital Twin, permitindo a analise das
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varidveis do treinamento por meio de um painel visual, contribuindo para a compreensdo do
desempenho do agente e para o aprimoramento continuo dos parametros de treino utilizados.
Dessa forma, o trabalho busca unir conceitos de Smart Mobility e inteligéncia artificial,
oferecendo uma ferramenta modular, reprodutivel e alinhada com os avancgos recentes da area
de veiculos autonomos.

Este trabalho esta organizado em cinco segdes principais: Introdugdo, Revisdo
Bibliografica, Abordagem Proposta, Resultados e Discuss@o e Conclusdo. Na secdo de Revisdo
Bibliogrdfica, serdo apresentados os conceitos tedricos ¢ o estado da arte das tecnologias
utilizadas ao longo do projeto. A secdo Abordagem Proposta descreve a metodologia adotada,
incluindo as ferramentas, bibliotecas, configuracdes e estratégias de desenvolvimento
empregadas. Em Resultados e Discussdo, sdo analisados os dados obtidos a partir da validagao
do ambiente e do processo de treinamento dos agentes. Por fim, a secdo Conclusdo apresenta
as consideragdes finais, destacando os principais resultados alcangados e sugerindo possiveis

direcdes para trabalhos futuros.
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2. REVISAO BIBLIOGRAFICA

O desenvolvimento de plataformas virtuais para simulagéo, teste e validagdo de veiculos
auténomos tem se consolidado como uma das principais estratégias para acelerar o avango do
desenvolvimento de veiculos autonomos, reduzindo os custos e riscos associados a
experimentacdo em ambientes fisicos. Diversos trabalhos na literatura exploram esse conceito
por meio da criagdo de Virtual Test Beds com diferentes propositos e niveis de complexidade.
Entre eles, destaca-se o framework proposto por Elmquist et al. (2021), que apresenta uma
plataforma de simulagdo baseada na Virtual Test Beds Chrono, para teste de sensores e
algoritmos de controle. O trabalho foca na simulagdo realista de sensores de posicionamento e
de captura de imagens, e foi desenvolvido com foco em aplicagdes em robotica e veiculos
auténomos, promovendo a geragcdo de dados sintéticos com fidelidade fisica para o treinamento
em aplicagdes de ML.

Outra contribui¢do relevante € apresentada por Sivayazi e Mannayee (2024), que
propuseram a aplicacdo de um algoritmo de Deep O-Learning para navegagdo de veiculos
autonomos com capacidade de adaptacdo do agente a novos desafios, utilizando a Virtual Test
Beds CARLA. A simulacdo no CARLA foi realizada com um ambiente urbano 3D com
obstaculos moéveis e graficos realistas para fins de validagdo segura. O trabalho destaca o
potencial do aprendizado por Deep Learning no controle de sistemas autonomos, que pode gerar
sistemas que praticam comandos de direcdo eficientes sem a necessidade de planejamento
prévio de rotas fixas.

Complementando as abordagens feitas em Deep Q-Learning por Sivayazi e Mannayee
(2024), o trabalho de Pérez-Gil et al. (2022) propde a comparagdo entre dois tipos de modelos
Deep Learning aplicados a conducgdo auténoma no simulador CARLA. Uma das contribui¢des
relevantes do estudo esta na integracdo eficiente entre os modelos de aprendizado por refor¢o
desenvolvidos em Python e o ambiente simulado em CARLA, permitindo a coleta das variaveis
como posicao, aceleracdo e desvios de trajetoria. Essa integragcdo proporciona um ciclo
completo de percepcdo, decisdo e atuagdo, essencial para a validagdo de algoritmos de controle
baseados em redes neurais. Assim como os trabalhos de Sivayazi e Mannayee (2024) e Elmquist
et al. (2021), este estudo refor¢a o uso de ambientes de simulagdo realistas como plataformas
robustas para desenvolvimento, teste e validacao de sistemas autbnomos em contextos urbanos
complexos.

O restante dessa secdo apresenta os principais fundamentos teodricos ¢ trabalhos

relacionados a esses temas, que sustentam o desenvolvimento do projeto proposta nesse
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trabalho. Os temas abordados abrangem tanto os conceitos técnicos que fundamentam a
simulacdo e o controle de veiculos autonomos, quanto as tecnologias utilizadas para sua

implementagdo e validagdo em ambientes virtuais.

2.1 Simulacao de Veiculos

Nos cenarios complexos de trafego urbano, a simulagdo virtual surge como uma
alternativa segura, escalavel e de baixo custo para o desenvolvimento ¢ validacdo de solugdes
voltadas a Smart Mobility. Diversas técnicas € modelos tém sido utilizados para representar o
comportamento do trafego e dos veiculos em diferentes escalas e niveis de fidelidade. As
abordagens de simulacdo podem ser classificadas de acordo com a representacdo dos agentes
simulados. Os modelos macroscopicos tratam o trafego como um fluxo continuo, semelhante
ao comportamento de fluidos, sendo uteis para analises agregadas de redes de transporte,
estudos de capacidade viaria e avaliagdo de politicas publicas. Por outro lado, os modelos
microssimulados representam os veiculos individualmente, permitindo a observagdo de
interagdes entre motoristas, tomada de decisdes e¢ variagdes comportamentais. Essas duas
abordagens, macro e micro, se complementam e sdo amplamente aplicadas em projetos de
Smart Mobility.

No contexto das simulagdes macroscopicas, uma das principais bases tedricas ¢ a Teoria
de Fluxo de Trafego, um campo consolidado da engenharia de transportes que se fundamenta
em trés variaveis principais: fluxo (numero de veiculos que passam por um ponto em
determinado intervalo de tempo), densidade veicular (quantidade de veiculos por unidade de
comprimento da via) e velocidade média. A relagdo entre essas variaveis da origem aos
diagramas fundamentais de trafego, que permitem a analise de regimes distintos como trafego
livre, instavel e congestionado (SHI; LI, 2021). Essa teoria ¢ amplamente utilizada em sistemas
inteligentes de transporte, ndo apenas em rodovias, mas também em ferrovias, trafego aéreo e
vias navegaveis, considerando as particularidades de cada meio, como velocidade, dimensoes
dos veiculos e organizagdo espacial (CHEN et al., 2024).

Além das aplicacdes em analises estatisticas e modelos agregados, a Teoria de Fluxo de
Trafego também tem sido incorporada a ambientes de simulagdo urbana, inclusive em modelos
baseados em Deep Learning, voltados a previsdo de trafego em redes urbanas complexas
(CHEN etal., 2024). Nessas simulagdes, a teoria permite estudar os efeitos de tecnologias como

controle adaptativo de cruzeiro e tomada de decisdo automatica, caracteristicas dos veiculos
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autdbnomos que impactam diretamente o espacamento entre veiculos e a estabilidade do fluxo
viario (SHI; LI, 2021).

No campo da microssimulag@o, onde o foco esta nas decisdes e interagdes individuais
entre veiculos e o ambiente, destacam-se duas abordagens principais: a modelagem baseada em
agentes (Agent-Based Modeling— ABM) e os modelos de dinamica veicular. A ABM representa
sistemas complexos a partir do comportamento individual de entidades autdnomas, os agentes,
que interagem entre si e com o ambiente de forma adaptativa. Essa abordagem ¢ eficaz para
simular cendrios de mobilidade heterogénea e descentralizada. Tang et al. (2024) aplicaram
essa técnica para avaliar o impacto de diferentes estratégias de estacionamento adotadas por
veiculos autonomos na cidade de Hangzhou, China. No modelo, os veiculos tomavam decisoes
descentralizadas, como retornar ao ponto de partida, circular continuamente ou utilizar
estacionamentos remotos, com base em um modelo de escolha discreta que considera custos
operacionais e tarifas. De forma complementar, Li et al. (2024) utilizaram a plataforma
MATSim para simular a integracdo de veiculos autonomos compartilhados com sistemas do
tipo Park-and-Ride (pontos de estacionamento nas regides periféricas da cidade que incentivam
o uso de modais sustentaveis) como alternativa ao uso de veiculos privados no centro urbano
de Bruxelas.

Por sua vez, os modelos de dindmica veicular tém como objetivo representar com alta
fidelidade os aspectos fisicos e mecanicos do movimento dos veiculos, sendo amplamente
utilizados quando ¢é necessario que o comportamento simulado se aproxime do real. Esses
modelos incluem a simulacdo detalhada de subsistemas como suspensdo, pneus, direcdo,
transmissdo e a interagdo entre veiculo e terreno, permitindo a analise de forcas atuantes durante
aceleracdo, frenagem e manobras. Diferentemente da ABM, que abstrai a fisica para focar no
comportamento estratégico dos agentes, os simuladores dindmicos priorizam a precisdo fisica.
No trabalho de Elmquist et al. (2021), a plataforma Chrono foi utilizada como base para a
simula¢ao de veiculos autonomos, integrando um motor de dindmica fisica capaz de representar
corpos rigidos e flexiveis, terrenos deformaveis e contatos complexos. A estrutura modular do
Chrono, permite construir modelos baseados em parametros reais dos veiculos, enquanto se
simula sensores utilizados em veiculos autobnomos com ruido, laténcia e distor¢oes fisicas. Essa
abordagem permite uma analise mais precisa de algoritmos de controle e percepcao, reduzindo

a lacuna entre simulacdo e realidade.
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2.2 Aprendizado por Reforco

O Aprendizado por Refor¢o (Reinforcement Learning — RL) é uma estratégia de
aprendizado de maquina baseada na interag¢@o sequencial entre um agente e um ambiente. Nesse
paradigma, o agente aprende um comportamento ideal por meio de tentativa e erro, ajustando
suas acdes com base nas recompensas obtidas por interagdes anteriores. Esse processo de
aprendizagem ¢ inspirado na forma como humanos e animais desenvolvem habilidades por
meio da experiéncia (SHAKYA; PILLAI; CHAKRABARTY, 2023).

A dinamica do RL ¢ formalizada por meio de um Processo de Decisdo de Markov
(Markov Decision Process — MDP), que fornece a base matematico para modelar problemas de
decisdo sequenciais em ambientes estocasticos. Um MDP ¢ definido por uma quadrupla (X, U,
P, R), em que:

e X: Conjunto de Estados Possiveis do ambiente (como coordenadas num grid);
o U: Conjunto de Acdes Possiveis que o agente pode executar (como virar a esquerda ou

a direita);

e P (x'|x,u): Funcdo de Transicdo de Estados, que representa a probabilidade de transitar
do estado x para o estado x’, dado que a agdo u foi executada;
e R (x, u): Funcdo de Recompensa, que define o valor esperado da recompensa ao

executar a acdo u no estado x.

Durante a simulagdo, a cada instante de tempo k, o agente observa o estado atual xp,
executa uma agdo uy, ¢ recebe uma recompensa imediata 73,4. Ao final de um episddio,
definido por um numero finito de passos K, o ambiente é reiniciado. A recompensa total
acumulada pelo agente nesse episodio ¢ dada pela soma das recompensas obtidas ao longo do

tempo, como expressa a equagao (1):

Gk = Tiy1 + Terz + Thazteo 1% (1)

O objetivo do agente ¢ aprender uma politica de tomada de decisdo m (ulx), que
maximize a recompensa esperada G ao longo do tempo. A politica define a probabilidade de
executar uma a¢do u dado um estado x. O valor esperado do retorno, considerando que o agente
segue a politica m, é representado pela funcdo valor de estado V,;(x), conforme a equagdo (2)

(SUTTON; BARTO, 2015):

Vi(%) = E[Grlxie = x] (2)
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Essa expectativa pode ser ajustada por um fator de desconto y € [0,1], que pondera a
importancia das recompensas futuras. Quando y se aproxima de 0, o agente tende a valorizar
recompensas imediatas, adotando um comportamento imediatista, enquanto valores proximos
de 1 incentivam decisdes que consideram beneficios de longo prazo. Incorporando o fator de

desconto, a equagdo (2) torna-se:

oo

Ve(x) = Ep {z Y e+ |Xe = x},Vx €X(3)

n=0

Além disso, € possivel calcular o valor esperado da recompensa para um par estado-
acdo, utilizando a fun¢ao de valor de estado-acdo Q (x, u), que mede o retorno esperado a partir

do estado x, realizando a acdo u e seguindo a politica & posteriormente, como visto na equagao

4.

Q.(x,u) = En{ Y " egnsi Xk =x,ur, =u,Vx €XeVu €X (4)

n=0

Essas funcdes sdo estimadas com base nas interagdes do agente com o ambiente. Em
MDPs finitos, uma vez estimadas Q*(x,u), e V*(x) pelas equagdes de Bellman, ¢ possivel
obter a politica mais otimizada ©*, que maximiza o valor esperado em cada estado, como se

pode observar na equacgao (5) calculada por Sutton e Barto (2015).
n*(x) = argmax ,Q*(x,u) (5)

Durante o processo de treinamento, tanto o fator de desconto y quanto o grau de entropia
da politica, podem ser ajustados dinamicamente, influenciando o comportamento do agente ao
longo do tempo. Assim, o agente ¢ capaz de aprimorar continuamente suas estratégias, com
base no retorno acumulado obtido durante os episddios de interagdo (SHAKYA; PILLALI;
CHAKRABARTY, 2023).

A Figura 1 ilustra o ciclo de intera¢do entre o agente e o ambiente durante o processo
de aprendizado por reforco. A cada passo de tempo, o agente observa o ambiente, toma uma
decisdo com base na politica atual, realiza uma agdo, recebe uma recompensa e, ao final do

episodio, a politica ¢ atualizada com base nas recompensas obtidas.
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Figura 1 — Ciclo de interag@o entre um agente e o ambiente no Reinforcement Learning
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Fonte: MATHWORKS (2025)

Esse tipo de aprendizado tem sido amplamente empregado em tarefas de controle, jogos,
navegacao e robotica, especialmente em contextos em que ndo ha supervisdo explicita. Dentre
as estratégias de aplicacdo de RL, diversas pesquisas apontam o Aprendizado por Refor¢o
Profundo (Deep Reinforcement Learning - DRL) como uma das abordagens mais promissoras
para controle de sistemas autonomos (YURTSEVER et al.,, 2020; SHAKYA; PILLAI;
CHAKRABARTY, 2023).

O Deep Reinforcement Learning (DRL) ¢ uma extensdo do Aprendizado por Reforco
tradicional (RL) que incorpora técnicas de Deep Learning para lidar com espagos de estado e
acdo de alta dimensionalidade. Sua principal vantagem estd na capacidade de utilizar redes
neurais profundas (DNNs) como aproximadores de funcdo para modelar politicas e fungdes de
valor em ambientes complexos, nos quais métodos tabulares ou lineares se tornam inviaveis
(SHAKYA; PILLAI; CHAKRABARTY, 2023).

As primeiras aplicagdes bem-sucedidas do DRL em problemas complexos ocorreram
no dominio dos jogos. Um dos casos mais emblematicos foi o algoritmo TD-Gammon,
desenvolvido por Gerald Tesauro, no qual o agente jogava contra si mesmo, sem qualquer
conhecimento prévio das regras ou estratégias humanas, ajustando os pesos da rede com base
nos resultados das partidas. Versdes avancadas desse algoritmo chegaram a competir em
igualdade com campedes mundiais de Gamao, influenciando até mesmo a forma como

especialistas humanos interpretavam determinadas aberturas e estratégias (TESAURO, 1995).
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Durante o desenvolvimento da arquitetura de DRL, foi se criando diferentes abordagem
de otimizagdo, como busca por uma melhor fungio de valor estado acdo (Value-based), foco na
melhoria da otimizagdo da politica (policy-based) ou uma mistura dos dois (Actor-critic).As
abordagens value-based em Aprendizado por Reforco concentram-se na estimagdo da fungéo
de valor de estado-acdo Q(x,u), descrita na equacdo (4). Nessa abordagem, o foco ¢ otimizar
a funcdo de valor ao invés de modelar diretamente uma politica, pois a politica otimizada ¢é
obtida indiretamente por meio da acdo que maximiza essa fungdo. Essa estratégia ¢
particularmente eficiente em ambientes com espagos de acdo discretos, permitindo a escolha da
melhor agdo sem a necessidade de aprender uma politica parametrizada.

No contexto do DRL, uma das contribui¢des mais relevantes foi o desenvolvimento do
Deep Q-Network (DQN) pela equipe do Google DeepMind, descrito por Mnih et al. (2015). O
DQN utilizou redes neurais convolucionais para estimar valores Q a partir de imagens brutas,
tornando possivel treinar agentes em ambientes visuais complexos como os jogos do Atari
2600.

Uma técnica fundamental dentro dessa abordagem ¢ o (-Learning, cujo objetivo ¢é
aprender a funcdo de valor 6tima Q*(x,u) sem necessidade de modelar uma politica
explicitamente. No artigo de Mnih et al. (2015), a atualizagdo da funcdo Q ¢ feita por meio da
minimizagdo do erro quadratico temporal, conforme a fun¢do de perda L;(6;), descrita na

equacao (6):

2
Li(8) = Euur | (P - @ i8)) | (6)
O valor alvo yiDQN, ¢ descrito por (7).
v =1 +ymaxQ (x',u';67) (7)

No DQN, a fungdo Q ¢é aproximada por uma rede neural convolucional profunda,
treinada com amostras de uma memoria de replay e estabilizada por meio de uma rede-alvo
separada. Essa formulacdo permitiu treinar agentes que superaram o desempenho humano em
diversos jogos do Atari (MNIH et al., 2015).

Ja as abordagens policy-based buscam otimizar diretamente uma politica parametrizada

mg(u | X), evitando a necessidade de estimar uma fungdo de valor como etapa intermedidria.
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Essa politica ¢ representada por uma rede neural com parametros 0, ajustada com base na

expectativa de retorno. A fungdo objetivo a ser maximizada ¢ apresentada na equacao (8):

J(6) = Ex,[G](8)
O gradiente dessa funcdo, conhecido como o teorema do gradiente de politica, ¢

estimado conforme a equagdo (9):

Vo (8) = Ery[Ve logme (u]x) - Q™ (x,u)] (9)

A equagdo (9), indica que a politica deve ser ajustada para aumentar a probabilidade das
acdes que resultaram em maiores retornos. Uma das principais vantagens das abordagens
policy-based ¢ sua aplicabilidade a espagos de acdo continuos, em que algoritmos como Q-
Learning se tornam limitados. No entanto, esses métodos tendem a apresentar alta varidncia nas
estimativas de gradiente, o que pode comprometer a estabilidade do treinamento.

Para mitigar esse problema, surgem os métodos Actor-Critic, que combinam as
abordagens value-based e policy-based. A arquitetura Actor-Critic utiliza dois modulos
distintos: o ator, responsavel por representar a politica g (u | x), € o critico, que estima a fungao
de valor, auxiliando o ator na atualizagdo da politica. Essa estrutura ¢ ilustrada na Figura 2,

como uma extensao do ciclo de intera¢do padrdo mostrado na Figura 1.

Figura 2 — Arquitetura Actor-Critic no Reinforcement Learning
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Fonte: SHAKYA; PILLAI; CHAKRABARTY (2023)

Dentro dessa arquitetura, o algoritmo Proximal Policy Optimization (PPO), proposto
por Schulman et al. (2017) da equipe da OpenAl, representa o estado da arte no contexto do

DRL. O PPO realiza atualizacoes de gradiente baseadas em trajetorias coletadas previamente,
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otimizando uma fungao objetivo com recorte (c/ipping) que evita grandes alteragdes na politica,
limitando o desvio em relagdo a politica anterior. A razdo de probabilidade entre as politicas

nova e antiga ¢ descrita na equacdo (10):

(U | X¢)
T[eamiga(ut | x¢)

() = (10)

A func¢do de vantagem ¢ utilizada para medir o ganho relativo da agdo escolhida em

relacdo a média esperada para o estado. Sua defini¢ao formal é dada pela equagao (11):
A(x,u) = Q" (x, u) = V™(x) (11)

A fungdo de perda principal do PPO é definida na equagdo (12), em que A, representa a
estimativa da vantagem no tempo t, e € ¢ um hiperparametro que controla a margem permitida

de atualizag@o, como descrito na equagao (12).
LYP(0) = E;[min(r,(8)4,, clip(r:(8),1 — €1+ €)4,)] (11)

O uso do operador minimo assegura que apenas atualizagdes benéficas sejam mantidas,
enquanto grandes mudancas sdo penalizadas, mantendo a estabilidade do processo de
treinamento. A eficiéncia, simplicidade e robustez do PPO o tornaram um dos algoritmos mais

utilizados em aplica¢des com ac¢des continuas, como locomocao roboética e veiculos autonomos.
2.3 Gémeos Digitais

O conceito de Digital Twin (DT) refere-se a uma representacdo virtual dindmica de um
sistema fisico, conectada a ele de forma bidirecional e sincronizada, com a finalidade de
simular, monitorar, analisar ¢ prever o comportamento ao longo do tempo de seu
correspondente no mundo real. Essa representacdo digital permite que decisdes sejam tomadas
com base em dados atualizados do mundo fisico, além de possibilitar o teste de diferentes
cenarios sem riscos ao sistema real com simulagdes preditivas. Segundo Singh et al. (2021), o
DT deve possuir trés elementos essenciais:

1. Modelo digital capaz de representar com fidelidade o sistema fisico;
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2. Dados provenientes de sensores instalados no sistema real;
3. Conexao continua que possibilite trocas de informagdo entre os dominios fisico
e virtual.

O conceito foi inicialmente proposto por Michael Grieves, em 2002, no contexto do
curso de Product Lifecycle Management na Universidade de Michigan, sob o nome de Mirrored
Spaces Model. A formalizagdo do termo Digital Twin, no entanto, ocorreu apenas em 2010, em
um relatorio técnico da NASA, no qual a tecnologia foi aplicada para o monitoramento
estrutural de naves aeroespaciais. A partir desse marco, o avango da IoT e do poder
computacional possibilitou a adocdo do conceito em setores como manufatura, construgao civil,
energia e transportes (SINGH et al., 2021). Conforme Liu et al. (2021), a evolug@o da tecnologia
pode ser dividida em trés fases: formagao (2003-2011), incubacdo (2011-2014) e crescimento
(a partir de 2015), com destaque para seu papel estratégico na Industria 4.0.

Os Digital Twins podem ser classificados de acordo com sua complexidade, proposito
ou escopo de aplicacdo. Em uma perspectiva evolutiva, distinguem-se trés conceitos correlatos:

o Digital Model: Representacdo digital sem conexao direta com o ativo fisico
e Digital Shadow: Fluxo de dados unidirecional do fisico para o digital
e Digital Twin: Comunicacdo bidirecional entre os dominios virtual e real

Em relacdo a finalidade, os DTs podem ser classificados como descritivos (voltados ao
monitoramento e visualiza¢do), preditivos (com capacidade de antecipar falhas e eventos) ou
prescritivos (capazes de recomendar ou automatizar agdes com base em simulacdes). Também
¢ comum a classificacdo segundo a granularidade, variando do nivel de componente ao de
sistema de sistemas, como no caso de redes de veiculos conectados (SINGH et al., 2021; TAO
etal., 2022).

Um bom exemplo do uso de Digital Twins como ferramenta de monitoramento e
visualizag¢do de dados pode ser encontrado no trabalho de Alva et al. (2024). Nesse estudo, foi
desenvolvido o DT representado na Figura 3, com o objetivo de apoiar politicas publicas de
descarbonizag@o do setor residencial na cidade de Londres. O sistema apresenta um painel
interativo que integra dados reais de consumo energético, caracteristicas fisicas dos edificios,
informagdes geoespaciais e projegdes climaticas. A partir desses dados, o modelo ¢ capaz de
simular o desempenho energético de edificagdes residenciais antigas e¢ avaliar diferentes
estratégias de reformas, como aplicagdo de isolamento térmico, substituicdo de sistemas de

aquecimento e implementacdo de fontes renovaveis de energia, como a solar.



26

Figura 3 — Digital Twin para monitoramento de emissdes de gases do efeito estufa
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Fonte: ALVA et al. (2024)

Na industria automotiva, o uso de DTs tem ganhado relevancia com o crescimento dos
veiculos elétricos e autonomos. A complexidade desses veiculos que integram sistemas
mecanicos, elétricos, eletronicos e de controle, exige solugdes avangadas para previsdo de
falhas, otimizac¢do de desempenho e garantia de seguranga operacional. Nesse contexto, os DTs
tém sido aplicados em diversas areas: controle de navegacdo autdbnoma, sistemas avancados de
assisténcia ao condutor, monitoramento de satde veicular, gerenciamento de baterias e
arquiteturas inteligentes de carregamento (BHATTI; MOHAN; SINGH, 2021; WANG et al.,
2022).

Essas aplicagdes sdo particularmente promissoras em veiculos elétricos inteligentes,
permitindo o teste seguro de funcionalidades, a personalizagdo de componentes e a
implementacdo de estratégias de manutengao preditiva. Segundo Bhatti, Mohan e Singh (2021),
os DTs viabilizam a integracao de subsistemas com diferentes niveis de fidelidade, fornecendo

uma visao holistica e continua de todo o ciclo de vida do veiculo, desde o projeto até o descarte.

2.4 Motores Graficos

Motores graficos sdo plataformas de desenvolvimento que integram, em um Unico
ambiente, ferramentas para criacdo de aplicagdes interativas, como jogos e simulagdes. Essas
plataformas oferecem suporte a renderizacdo grafica 2D/3D, simulagdo fisica, processamento

de audio, inteligéncia artificial e scripts personalizados, possibilitando a criagdo de experiéncias
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visuais realistas e imersivas. Embora tenham origem na industria de entretenimento, esses
motores tém se mostrado cada vez mais relevantes em projetos de engenharia, pesquisa e
desenvolvimento de sistemas ciberfisicos, especialmente quando combinados com técnicas de
inteligéncia artificial e aprendizado por reforco.

Uma das funcionalidades mais importantes desses motores € a simulagdo de fisica, que
permite a modelagem de interagcdes complexas entre objetos, como colisdes, atrito, gravidade e
dindmica veicular. Essas capacidades tornam os motores graficos ferramentas poderosas e
acessiveis para a criagdo de virtual test beds, com grande aplicabilidade em projetos de veiculos
auténomos, smart mobility e gémeos digitais.

Dentre os motores graficos mais utilizados, destacam-se o Unity e a Unreal Engine. O
Unity ¢ amplamente adotado em projetos académicos e industriais devido a sua flexibilidade,
suporte a multiplas plataformas, capacidade de integragdo com sensores virtuais e
compatibilidade com ferramentas externas. A Unreal Engine, por sua vez, ¢ reconhecida por
seu alto desempenho grafico e por oferecer recursos avancados para renderizagao fotorrealista,
sendo preferida em aplicagdes que exigem alta fidelidade visual. Informacdes técnicas e
recursos das duas plataformas estdo disponiveis em seus respectivos sites institucionais: Unity
Technologies (2025) e Epic Games (2025).

No contexto de simulag¢des veiculares, o Unity tem se destacado pela sua capacidade de
integracdo com ferramentas como o simulador de trafego SUMO e o simulador de redes
OMNeT++, possibilitando ambientes hibridos que reproduzem com fidelidade as interagdes
entre trafego urbano, comunicagdo veicular e controle dinamico de veiculos. No estudo de Zhao
et al. (2023), foi desenvolvido um ambiente de simulacdo ciberfisico combinando Unity,
SUMO e OMNeT++, capaz de simular, em realidade virtual, a operagdo de veiculos autonomos
em faixas dedicadas, otimizando o trafego e a seguranca viaria. De forma semelhante, Liao et
al. (2021) propuseram uma plataforma integrada Unity-SUMO para testar estratégias de fusdo
em rampas em cenarios de trafego misto, com veiculos convencionais e autdénomos, utilizando

sensores virtuais € modelos de controle realistas.
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3. ABORDAGEM PROPOSTA

Este trabalho propde o desenvolvimento de uma Virtual Test Bed para simulagdo e
treinamento de veiculos autbnomos em ambientes virtuais realistas, com base em técnicas de
Deep Reinforcement Learning (DRL). A abordagem adotada utiliza a arquitetura Actor-Critic,
com o algoritmo de otimizagdo Proximal Policy Optimization (PPO), reconhecido por seu bom
desempenho em ambientes continuos de alta dimensionalidade, promovendo estabilidade no
aprendizado e convergéncia eficiente.

A simulacdo foi implementada na Unity, uma game engine amplamente utilizada tanto no
setor de jogos quanto em aplicagdes de engenharia, devido a sua acessibilidade, flexibilidade e
capacidade de renderizacdo 3D. O ambiente foi composto por duas pistas de simulacdo com
obstaculos e pontos de progresso (checkpoints), onde os agentes (veiculos autdnomos
simulados) realizam tarefas de navegagdo e tomada de decisdo.

O treinamento dos agentes foi realizado por meio da extensdo Unity ML-Agents Toolkit,
que permite a integragdo de algoritmos de aprendizado por refor¢o diretamente no ambiente da
Unity. Essa ferramenta proporciona a comunicacdo entre a Unity e algoritmos implementados
em Python, utilizando bibliotecas como PyTorch para o treinamento da rede neural responsavel
pela politica e pelo critico. Como parte do sistema, foi implementada também uma estrutura de
Digital Twin do PyTorch, o Tensorboard. Nesse Digital Twin, o ambiente virtual feito na Unity
substitui o ambiente fisico caracteristico do Digital Twin, com objetivo de trazer a reducdo de
custos nesse tipo de treinamento. O ambiente virtual gera os dados e estes sdo coletados durante

o treinamento e organizados para fins de analise, controle e visualizagao.

3.1 Materiais e Métodos

A plataforma Unity utiliza a linguagem de programacao C# e uma arquitetura baseada em
objetos, permitindo a composi¢do de ambientes por meio da inser¢do e configuragdo de
elementos tridimensionais nas chamadas cenas (scenes). Cada cena representa um conjunto de
objetos, componentes e scripts que sdo carregados e renderizados no momento da execugao,
otimizando o desempenho do sistema.

No editor da Unity (Figura 4), os objetos inseridos na cena sdo organizados na janela
Hierarchy, que define suas relagdes parentais e estrutura hierarquica. As propriedades de cada
objeto sdo exibidas no painel Inspector, onde podem ser configurados parametros como

transformacgdes espaciais, componentes de fisica e scripts de controle.
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Figura 4 — Editor Unity
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Fonte: Autoria propria.

Na Figura 5, observa-se um exemplo de agente configurado na Unity. As propriedades
incluem o componente Transform, que define posicdo, rotacdo e escala; o Rigidbody,
responsavel pela simulacdo de fisica e colisdes do objeto; e o script responsavel pelo

comportamento e comunicac¢do com o sistema de aprendizado por reforgo.

Figura 5 — Lista de Objetos em cena e Inspetor da Unity

R Track O

Transform

v Car Controller

Fonte: Autoria propria.
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Para a construgdo do ambiente do projeto, foram utilizados modelos 3D gratuitos e sem
restricdo de direitos autorais, obtidos na plataforma Sketchfab (SKETCHFAB, 2025). O
modelo da pista foi criado por Quarks Studios (QUARKS STUDIOS, 2020), com topologia
ajustada para compor o tracado das pistas simuladas. Ja o modelo do veiculo, um Lexus GS 350
2011, foi desenvolvido por 3DShowroom (3DSHOWROOM, 2017) e adaptado para uso na
Unity.

Os modelos foram inicialmente importados para o software Blender, onde foram realizados
ajustes nas escalas, aplicacdo de texturas e exportacdo para o formato FBX, compativel com a

Unity. A Figura 6 apresenta o modelo do carro no Blender, ja preparado para exportagao.

Figura 6 — Modelo do carro utilizado no software Blender

Heca pren

Fonte: Autoria propria.

Com os modelos devidamente preparados, foi realizada a montagem do ambiente de
simulagdo na Unity, incluindo a construcdo da pista, a inser¢do de obstaculos ¢ a defini¢cdo dos
pontos de progresso (checkpoints), utilizados para guiar o treinamento do agente e determinar
as recompensas. Os obstaculos implementados consistem em barreiras fisicas, representadas
por blocos de concreto, e barreiras virtuais, que delimitam as extremidades da pista. Conforme
ilustrado na Figura 7, as barras vermelhas representam os limites virtuais de pista, enquanto as
verdes indicam os checkpoints. Além disso, foi implementado um sistema de respawn point
aleatorio numa area antes do primeiro checkpoint, com objetivo trazer aumento nos dados (data

augmentation) no treinamento.
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Figura 7 — Implementacdo da pista na cena

®

Fonte: Autoria propria.

Ap6s a inser¢do do modelo do veiculo, foram implementados os comandos de dirigibilidade
e os sensores responsaveis pela percepcdo do ambiente. As a¢des de saida do agente foram
configuradas como variaveis continuas, associadas a direcdo e aceleragdo. A simulagdo do
comportamento do veiculo foi realizada por meio do componente Wheel Collider, aplicado
individualmente a cada roda. Esse componente simula o comportamento fisico da suspensao,

tracdo e atrito das rodas com o solo, com base no motor de fisica PhysX da Unity.

Figura 8 — Configuracdo do componente Wheel Collider utilizado nos veiculos
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20
0.0045
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Nothing
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Fonte: Autoria propria.
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Para simular a percep¢do do ambiente pelo veiculo, foi implementado um sensor baseado
em raycast, que emite raios em multiplas direcdes a partir do veiculo, simulando o
funcionamento de sensores LiDAR. Esses sensores, amplamente utilizados em veiculos
autonomos, operam por meio da emissdo de pulsos de luz (geralmente infravermelha), que
retornam ao sensor ao colidirem com objetos, permitindo calcular distancias com alta precisao
(YURTSEVER et al., 2020).

Na Unity, o sensor foi implementado de forma simplificada por meio de um raycast
horizontal, que emite diversos raios a partir do centro do veiculo, conforme apresentado na
Figura 9. Esses raios retornam a distancia até o objeto detectado, além de identificar a etiqueta
TAG atribuida ao objeto atingido. As TAGs sdo rotulos de classificagdo utilizados para
identificar elementos na cena e orientar as decisoes do agente. Foram utilizadas as seguintes
TAGs: "fora da pista”, "obstaculo”, "pista”, "chdo", "carros", "objetos" e "checkpoint'.
Adicionalmente, foram implementados quatro raycasts verticais posicionados nas rodas, com
a funcdo de identificar a quantidade de rodas que permanecem dentro dos limites da pista,

permitindo refinar o sistema de recompensas com base no comportamento do veiculo.

Figura 9 — Raycast utilizado como sensor de distadncia do veiculo

Fonte: Autoria propria.

A integragdo entre o ambiente simulado e o treinamento do agente foi realizada por meio
da extensdo Unity ML-Agents Toolkit, que permite a comunicacdo entre a game engine ¢
algoritmos de aprendizado por refor¢o desenvolvidos em Python. Essa extensdo ¢ composta por
dois mddulos principais: o Python API, responsavel pelo treinamento externo do modelo, € o
ambiente Unity, que realiza a simulagéo e envia as observagdes e recompensas ao script Python.
A troca de informagoes entre os dois modulos € feita por meio de um protocolo baseado em

gRPC, garantindo sincronizagdo eficiente durante os episodios de treinamento.
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Para a execugdo do treinamento, foi criado um ambiente virtual em Python por meio do
terminal (Command Prompt ou PowerShell). A partir desse ambiente, os comandos da extensao
Unity ML-Agents foram utilizados para iniciar e gerenciar o processo de treinamento, conforme

ilustrado na Figura 10.

Figura 10 — Ambiente virtual em Python para o treinamento
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ult_tensor_type() is deprecated as of PyTorch 2.1, please use torch.set_default_dtype() and torch.set_default_device() a
o s alternatives. (Triggered internally at C:\actions-runner\_work\pytorch\pytorch\builder\windows\pytorch\torch\csrc\tens
or\python_tensor.cpp:434.)
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I

%‘ |

ih

il

Version information:
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ml-agents-envs: 0.30.0,
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Fonte: Autoria propria.

O treinamento do agente foi conduzido utilizando a biblioteca PyTorch, que oferece
suporte a criagdo e otimizacdo de redes neurais profundas. Durante o aprendizado, foram
registradas métricas como recompensas acumuladas, entropia da politica, perdas das fungdes
de valor e politica, entre outras. Essas métricas foram monitoradas durante o treinamento por
meio da ferramenta TensorBoard, conforme apresentado anteriormente na Figura 3, permitindo
o ajuste dinamico dos hiperparametros e a avaliacdo do desempenho do agente.

Para acelerar o processo de treinamento, foi utilizado o CUDA Toolkit, com suporte a
uma GPU NVIDIA compativel. A tecnologia CUDA permite que os célculos tensoriais do
PyTorch sejam distribuidos nos nucleos da GPU, reduzindo significativamente o tempo de
treinamento em comparagdo com a execucdo em CPU. Essa aceleragdo foi fundamental para
viabilizar multiplas iteragdes e ajustes no modelo em um intervalo de tempo viavel. Além disso,
foi utilizado um ambiente de academia, em que varios agentes sdo inseridos na simulagdo ¢
cada um passa por seu proprio episodio e pode tomar suas proprias decisdes, mas que a0 mesmo
tempo as experiéncias adquiridas por cada agente sdo utilizadas para otimizar um Unico
algoritmo DLR, dessa forma, agilizando também o treinamento.

Ao final do treinamento, o modelo otimizado foi exportado no formato ONNX (Open

Neural Network Exchange), compativel com a Unity. Para executar o modelo treinado
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diretamente no ambiente Unity, foi utilizada a extensdo Unity Barracuda, uma biblioteca de
inferéncia neural que permite rodar redes neurais ONNX de forma eficiente dentro da engine,
sem necessidade de dependéncias externas como Python.

O design da funcdo de recompensa implementada no agente seguiu os principios discutidos
por Knox et al. (2023), que enfatizam a importancia de recompensas alinhadas com os objetivos
do comportamento desejado e alertam sobre os riscos da modelagem de recompensas (reward
shaping) mal planejada.

A Tabela 1 apresenta um resumo dos principais componentes da fun¢do de recompensa e
seus respectivos valores, determinados por meio de uma abordagem heuristica, considerando

analises experimentais do comportamento dos agentes durante o treinamento.

Tabela 1 — Componentes da fun¢do de recompensa na abordagem aplicada

Acao Condicao de Aplicacao Recompensa /
Penalidade
Passar por um checkpoint | Ao passar pelos checkpoints na +0,3
ordem correta
Bonus por tempo entre Proporcional a velocidade entre +0,1a+1,0

checkpoint

dois checkpoints

Alinhamento do carro com

o proximo checkpoint

Direcdo do carro alinhada ao
proximo checkpoint e avango em

diregdo ao proximo checkpoint

Até +0,01 por passo

Finalizacao do percurso

Ao passar pelo ultimo checkpoint

+10,00 + encerramento

do episodio

Rodas fora da pista

Penalidade continua proporcional
a quantidade de rodas fora da

pista (1 a 3 rodas)

-0,1 por roda

Todas as rodas fora da

pista

As quatro rodas do veiculo fora

da pista

-0,5 + encerramento do

episodio

Imobilidade

Ap6s 1 segundo com velocidade

baixissima

-0,01 por segundo

Colisao com obstaculo

Colisao com qualquer obstaculo

na pista

-7,0 + encerramento do

episodio

Fonte: Autoria propria.
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As recompensas sao contabilizadas no fim de cada episodio, seja ele for¢cado ap6s o nimero
de passos passar o limite pré-estabelecido ou apds alcangar as recompensas ou penalizagodes
que forgam o fim dele. Esse conjunto de recompensas foi concebido com base em boas praticas
discutidas no artigo, como a inclusdo de multiplos atributos relevantes que se deseja incentivar
(progresso e eficiéncia) e a retirada de recompensas que favorecam atalhos ou comportamentos
ndo generalizaveis. A estratégia adotada procurou balancear o aprendizado eficiente com a
preservacdo da integridade comportamental esperada de um veiculo autdbnomo em ambiente
urbano simulado.

Os hiperparametros utilizados foram configurados com base nas recomendacdes da
documentagdo oficial do ML-Agents e ajustados heuristicamente ao longo do desenvolvimento,
por meio de analise iterativa dos resultados dos treinamentos. Os parametros sdo definidos em
um arquivo YAML, como ilustrado na Figura 11, gerado automaticamente ao iniciar um
treinamento.

Figura 11 — Arquivo YAML de configuracdo de hiperparametros

configuration_VO0.yaml X

configuration_V0.yaml

: hyper

Fonte: Autoria propria.
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O monitoramento do desempenho dos agentes durante o treinamento foi realizado por meio
do TensorBoard, uma ferramenta que permite visualizar métricas fundamentais como
recompensa acumulada, entropia da politica e estimativas de valor da rede critica. Nesse Digital
Twin, os dados do ambiente virtual sdo coletados durante o treinamento, organizados e
apresentados para fins de analise, controle e visualizagdo do processo de aprendizado. Para
acessar o DT, foi necessario iniciar um servidor local na pasta onde os resultados dos
treinamentos eram salvos. Dessa forma, o painel poderia ser acessado por meio de um

navegador web, conforme ilustrado na Figura 12.

Figura 12 — Dashboard do TensorBoard
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Fonte: Autoria propria.

A Figura 13 apresenta o diagrama de blocos da estrutura da abordagem desenvolvida neste
trabalho. Conforme ja mencionado, dentro do Unity ocorre a interagdo entre o ambiente 3D e o
agente, mediada pelas observagdes que o agente realiza do ambiente. Com base nessas
observagdes, o agente, por meio de sua politica, gera acdes que, ao serem executadas no
ambiente, resultam em recompensas. Essas recompensas sdo entdo utilizadas pela extensdo
Unity ML-Agents para atualizar os pardmetros do agente. Além disso, os dados gerados durante

o treinamento podem ser visualizados em tempo real por meio do TensorBoard.



Figura 13 — Diagrama de Blocos da abordagem proposta
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Fonte: Autoria propria.
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O agente realiza a coleta de observagdes por meio de sensores simulados e propriedades

fisicas do veiculo. As observacdes incluem leituras do sensor LiDAR, que fornecem distancias

em multiplas direcdes ao redor do carro, informacdes sobre a velocidade linear e angular do

corpo rigido (Rigidbody), angulos de dire¢do das rodas dianteiras e, adicionalmente, vetores de

direcdo e distancia até o proximo checkpoint. Esses dados sdo normalizados e enviados a

politica de decisdo, representando a percepgdo do agente sobre o ambiente e servindo como

base para o processo de inferéncia das agdes.

Com base nas observagdes coletadas, a politica do agente retorna um conjunto de trés

acOes continuas, que sdo responsaveis por controlar o comportamento dindmico do veiculo no

ambiente simulado. As ac¢des consistem em um valor de esterco do volante, um valor de

aceleracdo e um valor de frenagem. Essas saidas sdo aplicadas diretamente nos componentes

fisicos do modelo.
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3.2 Setup Experimental

Os experimentos de treinamento e simula¢do foram realizados em um computador pessoal
com as seguintes especificagdes de hardware:

e Processador: AMD Ryzen 7 5800H com Radeon Graphics @ 3.20 GHz

e Memoéria RAM: 16 GB DDR4

e Placa de Video (GPU): NVIDIA GeForce RTX 3060 Laptop GPU com 6 GB de

VRAM

o Sistema Operacional: Windows 11 Home (64 bits)

Durante o treinamento, o ambiente Unity foi executado em modo headless (sem
renderizagdo grafica) com escala de tempo (time scale) de 20, permitindo uma simulagdo em
tempo acelerado e eficiente. A configuracdo dos hiperpardmetros utilizados na simulagéo esta
detalhada na Tabela 2, em que para os valores de épsilon, beta ¢ taxa de aprendizado (learning
rate) foram utilizados com uma técnica de decaimento linear para incentivar a exploracdo no
comego do treinamento e convergir nas fases finais.

A rede neural utilizada pelo agente foi configurada com trés camadas ocultas contendo 256
unidades cada, com normalizagdo das entradas, permitindo uma aprendizagem estavel e
progressiva em cenarios continuos com multiplas variaveis de entrada.

Além disso, foi incorporada uma memoria recorrente com tamanho de sequéncia (sequence
length) de 64 e tamanho de memoria (memory size) de 128, que fornece ao agente a capacidade
de lembrar informag¢des de passos anteriores ao longo do episdédio. Essa memoria é
implementada por meio de uma camada LSTM (Long Short-Term Memory — Memoria de Curto
Longo Prazo), permitindo que o agente reconheca padrdes temporais e tome decisdes baseadas
em sequéncias de observagdes, o que € particularmente util em tarefas de navegagdo continua

como a conducdo veicular.

Tabela 2 — Hiperparametros utilizados na simulagao

Hiperparametro Valor
Batch_size 2048
buffer_size 20480

learning_rate 0,0007
epsilon 0,2
gamma 0,9




num_epoch 13
lambda 0,9
beta 0,01

Fonte: Autoria propria.
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Os treinamentos foram realizados com uma quantidade maxima de quarenta agentes

simultaneos para evitar prejuizo na performance da simulacdo, além de um maximo de um

milhdo de passos por treino. Essa configuracdo foi determinante para o desempenho do agente,

assegurando um processo de aprendizado progressivo, estavel e alinhado aos objetivos da

simulacdo proposta.
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4. RESULTADOS E DISCUSSOES

Nesta se¢do, sdo apresentados os principais resultados obtidos com a implementacao do
ambiente de simula¢do e treinamento de veiculos autbnomos, desenvolvido na plataforma Unity
com técnicas de Aprendizado por Reforco Profundo (DRL). A discussao ¢ organizada de acordo
com os componentes que compdem o projeto: ambiente de simulacdo e validagdo do

treinamento.

4.1 Ambiente de Simulacao

A interface inicial da aplicagdo (Main Menu) permite ao usuario selecionar a pista
desejada e o numero de agentes ativos durante o treino, conforme ilustrado nas Figuras 14 ¢ 15,
respectivamente. Essa funcionalidade € essencial para a organizagdo dos testes e permite
configurar diferentes cenarios de simulagdo com base na complexidade da pista e no nimero
de agentes treinados em paralelo.

Figura 14 — Main Menu
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Fonte: Autoria propria.

Figura 15 — Tela de escolha de pista e quantidade de agentes no treinamento
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Fonte: Autoria propria.
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Ao clicar no botdo “Escolher Pista” (Figura 14), o usuario € redirecionado para a tela de
configuragdo de simulagdo (Figura 15), onde pode ajustar, por meio de um controle deslizante
(slider), a quantidade de agentes que serdo instanciados durante o treinamento. O valor
numérico exibido ¢ utilizado na configuragdo da cena ao selecionar a pista.

As duas pistas foram projetadas com diferentes niveis de dificuldade. A Pista 0 (Track
0) apresenta um trajeto mais simples, composto por uma reta curta com trés checkpoints e
alguns obstaculos distribuidos ao longo do percurso (Figura 16). Ja a Pista 1 (Track 1) € mais
desafiadora, contendo uma sequéncia de curvas fechadas, maior densidade de obstaculos e seis

checkpoints ao longo do trajeto (figura 17).

Figura 16 — Track 0

Track O

Fonte: Autoria propria.
Figura 17 — Track 1

Track 1

Fonte: Autoria propria.
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Juntamente com o ambiente de treinamento, o Digital Twin do TensorBoard foi
implementado corretamente utilizando a biblioteca PyTorch e um servidor local, conforme
ilustrado na Figura 18. Nessa interface web, ¢ possivel acompanhar a evolugdo de variaveis
relevantes do treinamento, como métricas do ambiente (enviromment), perdas (losses) e

parametros da politica (policy).

Figura 18 — Visualiza¢do web do Digital Twin do Tensorboard
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Fonte: Autoria propria.

Na Figura 18, observa-se a geragdo automatica dos graficos de treino utilizados para
testes e validacdo do ambiente. A pagina do TensorBoard ¢ criada a partir da pasta local em que
o servidor foi iniciado, permitindo ao usudrio visualizar resultados de multiplas sessdes de
treino armazenadas em uma mesma estrutura de diretérios ou filtradas por experiéncias
especificas.

A Figura 19 apresenta o ambiente final implementado, onde, na parte superior, esta o
TensorBoard exibindo os graficos de desempenho, e na parte inferior, o terminal de execugdo
com os scripts em Python (Unity ML-Agents), juntamente com a simulag@o do treinamento no
ambiente Unity. O funcionamento do ambiente pode ser visualizado através do video disponivel

em: https://youtu.be/CbJABsToDt8?si=KrL.d-MscVf G-INc.




43

Figura 19 — Ambiente final de treino e simulagdo implementado
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d: -14.347. Std of Reward: 20.864. Training.

Fonte: Autoria propria.

4.2 Valida¢ao do Treinamento

Para validagao do ambiente simulado e da arquitetura de treinamento, foi realizada uma
sessdo de treino com base nos hiperparametros apresentados na Tabela 2, utilizando 40 agentes
ativos simultaneamente. Ao longo do processo, foi possivel observar a evolucdo do
comportamento dos agentes, que passaram por uma fase inicial de exploragdo até convergirem
para estratégias mais eficientes. Essa evolucdo foi acompanhada por meio dos graficos gerados
pelo TensorBoard.

A Figura 20 mostra a evolugdo da recompensa cumulativa dos agentes treinados na Pista
0, enquanto a Figura 21 apresenta o mesmo indicador para a Pista 1. Em ambas as simulagdes,
observa-se um crescimento continuo das recompensas acumuladas a medida que o nimero total
de passos aumenta, evidenciando o aprendizado progressivo. Como esperado, a convergéncia
foi mais rapida na Pista 0, devido a sua menor complexidade. Ja a Pista 1 apresentou maior

oscilacdo, reflexo dos desafios adicionais impostos pela pista.



Figura 20 — Recompensas cumulativas com 40 agentes na Pista 0
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Run Smoothed Value Step Relative
o Track0_V0_40A\CarAgent 50.7891 §1.2377 1,000,000 18.08 min

Fonte: Autoria propria.

Figura 21 — Recompensas cumulativas com 40 agentes na Pista 1

Environment/Cumulative Reward 2 J;[ -
60
40
20
0
20
0 100k 200k 300k 400k 500k 600k 700k 800k 900k 1000000 X
Run Smoothed Value Step Relative
Track1_VO_40A\CarAgent 64.1579 63.5046 1,000,000 18.61 min

Fonte: Autoria propria.
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As Figuras 22 e 23 apresentam histogramas da distribuicdo das recompensas

cumulativas, registrados a cada 100 mil passos. Esses graficos permitem observar a evolugdo

da variabilidade das estratégias ao longo do tempo. Nas fases iniciais, as recompensas sao mais

dispersas, indicando a etapa de exploragdo. Com o avango do treinamento, ha uma concentrago

crescente em faixas de maior retorno, sinalizando convergéncia para politicas mais eficazes. A

convergéncia na Pista 0 ocorre por volta de 200 mil passos, enquanto na Pista 1 apenas apos

aproximadamente 1 milhdo de passos, conforme também observado nas Figuras 20 e 21.
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Figura 22 — Histograma das recompensas cumulativas com 40 agentes na Pista 0
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Fonte: Autoria propria.

Figura 23 — Histograma das recompensas cumulativas com 40 agentes na Pista 1
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Fonte: Autoria propria.

Outra métrica importante é a entropia da politica, que representa o grau de aleatoriedade
nas decisoes do agente. As Figuras 24 e 25 mostram que, em ambas as pistas, ha um padrdo de
decaimento progressivo da entropia, indicando uma transi¢do natural do comportamento
exploratorio para um comportamento mais deterministico, a medida que a politica se estabiliza.
Inicialmente, a entropia média esta acima de 1,4, refletindo escolhas estocasticas. Na Pista 0, a
entropia final converge para aproximadamente 0,9, enquanto na Pista 1, permanece mais

elevada (cerca de 1,1), condizente com a maior complexidade e variabilidade do ambiente.



Figura 24 — Evolugdo da entropia com 40 agentes na Pista 0

Policy/Entropy Irl RE
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Run Smoothed Value Step Relative
[ ] Track0_VO_40A\CarAgent 0.893 0.8922 1,000,000 18.08 min

Fonte: Autoria propria.

Figura 25 — Evolugdo da entropia com 40 agentes na Pista 1
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Fonte: Autoria propria.
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Outro indicador relevante para avaliar o aprendizado dos agentes ¢ a duragdo dos

episodios ao longo do tempo, ilustrada nas Figuras 26 e 27. No inicio do processo, os episodios

sdo mais longos, indicando que os agentes permanecem mais tempo na pista explorando o

ambiente. Com o avango do treinamento e a descoberta de trajetdrias mais otimizadas, o tempo

médio de episddio diminui. Esse comportamento, aliado ao aumento da recompensa acumulada,

sugere que os agentes passaram a completar o trajeto de forma mais eficiente. Os picos de

duracdo observados estdo associados a momentos em que os agentes realizam manobras

repetitivas (como avancar e recuar) ao tentar evitar penalizagdes ou obstaculos.



Figura 26 —
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Fonte: Autoria propria.

Evolu¢ao do tempo de episédio com 40 agentes na Pista 1

200k 300k 400k 500k 600k 700k 800k 900k 1000000 X

Smoothed
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Value
119.3781

Step
1,000,000

Fonte: Autoria propria.
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Além da andlise comportamental, também foram avaliadas métricas relacionadas ao

processo de otimizagdo das redes neurais. Os graficos de perda de politica (Policy Loss) e perda

de valor (Value Loss), apresentados nas Figuras 28 a 31, permitem avaliar a estabilidade do

algoritmo de aprendizado por refor¢o profundo (PPO).

A Figura 28 mostra que a perda de politica na Pista 0 permaneceu estavel ao longo do

treinamento, com valores médios em torno de 0,017. Ja na Pista 1 (Figura 29), os valores sdo

ligeiramente superiores, entre 0,017 ¢ 0,020, com maior variacdo. Isso ¢ esperado, pois a

politica precisa lidar com situagdes mais complexas, exigindo maior flexibilidade e adaptacao.
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Figura 28 — Evolucdo da perda de politica com 40 agentes na Pista 0
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Fonte: Autoria propria.

Figura 29 — Evolugdo da perda de politica com 40 agentes na Pista 1

Losses/Policy Loss - X i
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0 100k 200k 300k 400k 500k 600k 700k 800k 900k 990000 %
%
Run ™ Smoothed Value Step Relative
Track1_VO_40A\CarAgent 0.0169 0.0181 990,000 18.1 min

Fonte: Autoria propria.

Na Pista 0, a perda de valor (Figura 30) apresenta rapida convergéncia nos primeiros
300 mil passos, saindo de valores superiores a 1,0 e estabilizando-se abaixo de 0,03 até o fim
do treinamento. Esse comportamento indica que a rede critica aprendeu a estimar com precisao
os retornos esperados. Na Pista 1 (Figura 31), a convergéncia ¢ mais lenta e instavel, com
flutuacdes até cerca de 900 mil passos. A perda estabiliza-se em torno de 0,05, sugerindo maior

dificuldade da rede para prever retornos em um ambiente mais desafiador.
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Figura 30 — Evolugdo da perda de valor com 40 agentes na Pista 0
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Fonte: Autoria propria.

Figura 31 — Evolugdo da perda de valor com 40 agentes na Pista 1

Losses/Value Loss ];L 4
1
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a3
Run Smoothed Value Step Relative
Track1_V0_40A\CarAgent 0.0563 0.0421 990,000 18.1 min

Fonte: Autoria propria.

Foram conduzidos dois experimentos adicionais com o objetivo de validar a robustez
do processo de treinamento por meio da variagdo de hiperparametros criticos: o fator de
desconto e a quantidade de agentes simultineos.

O primeiro experimento consistiu na alteragao do valor de gamma, o fator de desconto
responsavel por ponderar a importancia de recompensas futuras. Para este teste, foram
escolhidos dois valores extremos: y = 0,9, utilizado nos experimentos anteriores, ¢ y = 0,1,
representando um comportamento imediatista. A Figura 32 apresenta os resultados na Pista 0.
Observa-se que, com 7 = 0,9 (linha rosa), a rede foi capaz de aprender uma politica eficiente,
convergindo para altos valores de recompensa e completando o trajeto com sucesso. Ja com vy

= 0,1 (linha verde), o agente apresentou dificuldade em generalizar comportamentos eficazes,
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demonstrando baixa estabilidade e alta varidncia no aprendizado. A entropia da politica (Figura
33) permaneceu praticamente constante com y = 0,1, o que indica uma politica pouco adaptativa
e com pouca exploracdo, contrariando o comportamento esperado em treinos estaveis com PPO.
Essa limitagdo também ¢ refletida na distribui¢do de recompensas (Figura 34), com

predominancia de episodios de baixo desempenho.

Figura 32 — Comparagao entre valores de gamma no teste com 40 agentes na Pista 0

Environment/Cumulative Reward [
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Run ™ Smoothed Value Step Relative
@ Track0_V0_40A\CarAgent 50.7891 51.2377 1,000,000 18.08 min
¥ Track0_V1_40A\CarAgent 6.8902 7.6519 1,000,000 19.14 min

Fonte: Autoria propria.

Figura 33 — Grafico de Entropia do teste com 40 agentes na Pista 0 na variagdo de gamma

Policy/Entropy [ R

0 100k 200k 300k 400k 500k 600k 700k 800k 900k 1000000 X
%
Run ™ Smoothed Value Step Relative
fol Track0_V0_40A\CarAgent 0.893 0.8922 1,000,000 18.08 min
@ Track0_V1_40A\CarAgent 1.4178 1.4177 1,000,000 19.14 min

Fonte: Autoria propria.
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Figura 34 — Histograma de recompensa cumulativa do teste com 40 agentes na Pista 0 e baixo

valor de gamma
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Fonte: Autoria propria.

100000
200000
300000
400000
500000
600000
700000
800000
900000

O mesmo experimento foi repetido na Pista 1, de maior complexidade, e os resultados

(Figuras 35 a 37) mantiveram o padrdo. Embora o ambiente seja mais desafiador, os agentes

com vy = 0,9 (linha azul) demonstraram melhor desempenho, tanto em termos de convergéncia

da recompensa quanto em comportamento de exploragdo. Por outro lado, os agentes com y =

0,1 (linha laranja) mantiveram elevada variancia, baixa entropia e baixa capacidade de

finalizacdo do trajeto. Isso reforca que, em ambientes de alta dimensionalidade e complexidade,

¢ essencial que o agente atribua importincia as recompensas futuras para alcancar bom

desempenho.

Figura 35 — Comparag@o entre valores de gamma no teste com 40 agentes na Pista 1
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[ ] Track1_V0_40A\CarAgent 64.1579 63.5046 1,000,000 18.61 min

® Track1_V1_40A\CarAgent -4.3479 -4.374 1,000,000 19.08 min
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Fonte: Autoria propria.
Figura 36 — Histograma de recompensa cumulativa do teste com 40 agentes na Pista 1 e baixo

valor de gamma
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Fonte: Autoria propria.

Figura 37 — Grafico de Entropia do teste com 40 agentes na Pista 1 na variagdo de gamma
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Fonte: Autoria propria

O segundo experimento avaliou o impacto da quantidade de agentes simultaneos no
treinamento. Foram testadas cinco configuragdes: 1, 10, 20, 30 e 40 agentes. Os resultados para
a Pista 0 estdo apresentados na Figura 38 e para a Pista 1 na Figura 39. Na Pista 0, notou-se que
o numero de agentes influenciou pouco na qualidade do aprendizado, pois, as curvas de
recompensa apresentaram formas e valores finais muito semelhantes. No entanto, a principal
diferenga observada foi no tempo total de treinamento. Com apenas 1 agente, o tempo
necessario para completar 1 milhdo de passos foi de aproximadamente 2 horas e 10 minutos.
Com 10 agentes, esse tempo reduziu para cerca de 27 minutos. A redugdo continuou de forma

significativa até atingir 18 minutos com 40 agentes, o nimero maximo testado.
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Figura 38 — Grafico de evolucdo da recompensa cumulativa na pista 0 — Teste de Quantidade

de agentes
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Fonte: Autoria propria.

Figura 39 — Grafico de evolugdo da recompensa cumulativa na pista 1 — Teste de Quantidade
de agentes
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Fonte: Autoria propria.

Na Pista 1, o comportamento foi semelhante em termos de tempo, mas, devido a sua maior
complexidade, a quantidade de agentes influenciou também na qualidade do aprendizado. Com
apenas um agente, o desempenho foi insatisfatorio, a rede ndo conseguiu aprender uma politica
capaz de completar o trajeto. J4 com um maior nimero de agentes, a diversidade de experiéncias
coletadas durante o treinamento promoveu melhor exploragdo dos possiveis estados e acdes, o
que resultou em politicas mais eficazes e estaveis. Esse resultado demonstra a importancia do

paralelismo no treinamento por reforco profundo, especialmente em ambientes complexos.
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4.3 Discussao dos Resultados Apresentados

Através dos graficos extraidos do TensorBoard, observou-se uma tendéncia de
convergéncia da recompensa cumulativa, redu¢ao da perda da funcdo de valor e estabilidade no
tempo médio de cada episodio, especialmente nos cendrios com menor complexidade (Pista 0),
confirmando o aprendizado eficaz por parte dos agentes.

Comparado ao obtido por Pérez-Gil et al. (2022), que desenvolveu a aplicacdo no simulador
CARLA, os resultados obtidos nesse trabalho apresentaram menor estabilidade e desempenho
do que os modelos aplicados por eles. Apesar disso, os resultados obtidos apresentam
tendéncias similares quanto a estabilidade e ao comportamento aprendido, sugerindo que a
escolha do algoritmo de PPO foi apropriada a arquitetura aplicada de controle continuo em
ambiente de alta dimensionalidade.

Sivayazi e Mannayee (2024) empregaram uma variante Double DQN para navegacdo em
ambientes com obstaculos dindmicos. O enfoque do estudo foi na evasao ativa de obstaculos e
uso de diferentes arquiteturas neurais. Apesar das diferengas no escopo e no algoritmo de
controle, ambos os trabalhos evidenciam a importancia do refinamento da fungdo de
recompensa ¢ da arquitetura da rede para estabilidade no treinamento. Além disso, destaca-se
que neste trabalho os obstaculos sdo estaticos, o que representa uma limitagdo em relagdo ao
cenario dindmico abordado por Sivayazi e Mannayee (2024).

Foi adotado uma abordagem simplificada no uso de sensores LiDAR simulados,
priorizando a integracdo com o Unity ML-Agents para validagdo comportamental dos agentes.
Diferente do aplicado por Elmquist et al. (2021), cujo trabalho focou no desenvolvimento de
uma estrutura robusta de simulacgéo de sensores, com alto realismo fisico de sensores, incluindo
modelagens de ruido e laténcia. A simplificacdo dos sensores abordada nesse trabalho, embora
suficiente para os objetivos de validagdo do comportamento aprendido, representa uma
limitacdo no que diz respeito a fidelidade fisica dos dados sensoriais, fator critico para
aplicagdes com foco em transferéncia simulagdo-realidade.

Apesar dessas limitacdes, os resultados indicam que a Virtual Test Bed desenvolvida
apresenta potencial para escalabilidade e extensdes futuras, como a integracdo de sensores com
ruido realistico, simulagdo de obstaculos dinamicos e transferéncia do modelo para testes em

hardware ou ambientes mais fotorrealistas.
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5. CONCLUSAO

Os desafios contemporaneos relacionados a mobilidade urbana tém despertado crescente
interesse tanto da literatura quanto das politicas publicas, que buscam solugdes integradas ¢
sustentaveis. Nesse contexto, as Smart Cities surgem como um modelo promissor de integragido
tecnologica voltado a resolugdo de problemas sociais, especialmente os relacionados a
mobilidade. A mobilidade urbana, um dos pilares centrais das Smart Cities, tem evoluido
significativamente com o avango das tecnologias embarcadas nos meios de transporte, como os
veiculos autdnomos e a integragdo com sistemas [oT. Aliado ao progresso computacional, o uso
de tecnologias como Digital Twin para monitoramento de status e predi¢do de falhas, e de
Virtual Test Beds para testes em ambientes simulados, tem aproximado ainda mais o conceito
de smart mobility da sua aplicacdo pratica.

Neste trabalho, foi proposto o desenvolvimento de um Virtual Test Bed integrado a uma
estrutura de Digital Twin para o treinamento de veiculos autdnomos em ambientes simulados,
utilizando a engine Unity combinada com o algoritmo de Aprendizado por Refor¢o Profundo
Proximal Policy Optimization (PPO). O objetivo foi criar uma ferramenta acessivel ¢ modular
para validar arquiteturas de controle autonomo baseadas em redes neurais, especialmente em
cenarios urbanos de diferentes niveis de complexidade. O agente foi treinado com sucesso em
duas pistas com obstaculos e checkpoints distintos, utilizando sensores simulados (LiDAR) e
uma fun¢@o de recompensa cuidadosamente estruturada para incentivar comportamentos de
dire¢do rapida e precisa.

Os resultados obtidos por meio das analises no TensorBoard demonstraram a evolucao
consistente do agente ao longo do treinamento. Métricas como recompensa acumulada, entropia
da politica, tempo de episddio, perda da politica e perda de valor evidenciaram um processo de
aprendizado estavel e eficaz. Testes complementares com variagdo do fator de desconto
(gamma) e da quantidade de agentes ativos reforcaram a robustez da abordagem, destacando a
importancia de considerar recompensas futuras e de utilizar multiplos agentes para promover
maior diversidade de experiéncias durante o treinamento.

No cerne da proposta, este trabalho evidencia o potencial dos Virtual Test Beds como
alternativa vidvel e segura para o desenvolvimento de tecnologias embarcadas em veiculos
autonomos. O uso de DRL em ambientes simulados ndo apenas acelera o processo de
aprendizado sem riscos fisicos, como também permite uma analise mais detalhada das varidveis

de desempenho, especialmente quando integrado a uma estrutura de Digital Twin. Essa
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abordagem contribui para a reducdo de custos operacionais, aumento da seguranga ¢ avango de
solucdes voltadas a mobilidade inteligente.

Como trabalhos futuros, propde-se a expansdo do ambiente virtual com pistas maiores ¢ a
inclusdo de obstaculos moveis, visando aumentar a complexidade do cenario. Também se
sugere a implementacao de novos algoritmos de aprendizado, como Soft Actor-Critic (SAC),
além da aplicacdo de técnicas avangadas como self-play e Adversarial Reinforcement Learning,

com o intuito de aprimorar ainda mais o desempenho dos agentes treinados.
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GLOSSARIO

AGENTE: Entidade que executa agdes em um ambiente com o objetivo de maximizar
recompensas ao longo do tempo.

AMBIENTE: Sistema com o qual o agente interage, recebendo observacdes e recompensas a
partir das agdes realizadas.

APRENDIZADO POR REFORCO: Area do aprendizado de maquina onde um agente
aprende por meio de tentativa e erro, maximizando recompensas acumuladas.

APRENDIZADO POR REFORCO PROFUNDO: Combinagao de redes neurais profundas
com algoritmos de aprendizado por reforco para lidar com ambientes complexos e de alta
dimensao.

ACAO (ACTION): Decisdo tomada pelo agente com base no estado atual do ambiente.

ENTROPIA DA POLITICA: Métrica que mede o grau de aleatoriedade das decisdes do
agente.

EPISODIO: Sequéncia de interagdes entre o agente ¢ o ambiente com um estado inicial e um
estado terminal.

ESTADO (STATE): Representacdo da situacdo atual do ambiente.

EXPLORACAO (EXPLOITATION): Uso das melhores a¢des conhecidas para maximizar a
recompensa com base no conhecimento atual.

EXPLORACAO (EXPLORATION): Tentativa de experimentar novas a¢des para adquirir
mais informagdes sobre o ambiente.

FATOR DE DESCONTO (y / GAMMA): Valor entre 0 e 1 que define a importancia das
recompensas futuras em relacdo as imediatas.

FUNCAO DE VANTAGEM (ADVANTAGE FUNCTION): Mede o beneficio adicional de
executar uma acao especifica em relacdo a média das ag¢des naquele estado.

FUNCAO Q (Q-VALUE): Estimativa da recompensa esperada ao tomar uma a¢io em um
estado especifico e seguir a politica depois.

FUNCAO VALOR (V): Estimativa do valor esperado de um estado, assumindo que o agente
siga uma determinada politica.

GENERALIZACAO: Capacidade do agente de manter bom desempenho em estados ou
ambientes ndo vistos durante o treinamento.

LSTM (LONG SHORT-TERM MEMORY): Tipo de rede neural recorrente usada para lidar
com dependéncias temporais em sequéncias.
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OBSERVACAO (OBSERVATION): Informagcio que o agente recebe do ambiente para tomar
decisdes.

PASSO DE TEMPO (TIMESTEP): Unidade basica de tempo em Reinforcement Learning,
representando uma iteragdo de ac@o e resposta do ambiente.

POLITICA (n / POLICY): Estratégia utilizada pelo agente para selecionar agdes com base
nos estados observados.

PPO (PROXIMAL POLICY OPTIMIZATION): Algoritmo de otimizagdo de politica
robusto.

Q-LEARNING: Algoritmo baseado em valores que aprende a funcdo Q diretamente através de
atualizacOes iterativas.

RECOMPENSA (REWARD): Sinal numérico fornecido pelo ambiente apds uma acao,
indicando o desempenho do agente.

RECOMPENSA ACUMULADA (CUMULATIVE REWARD): Soma de todas as
recompensas recebidas ao longo de um episodio.

REDE CRITICA (CRITIC): Rede Neural que estima o valor de um estado ou par estado-agio
(fung@o valor ou fungéo Q).

REDES NEURAIS PROFUNDAS: Modelos com multiplas camadas de neur6nios capazes de
extrair representacdes complexas dos dados.

REWARD SHAPING: Técnica para modificar a funcdo de recompensa visando acelerar o
aprendizado do agente.

TAXA DE APRENDIZADO (o / ALPHA): Parametro que controla a velocidade com que o
agente atualiza seu conhecimento com base em novas experiéncias.

TEMPO DE EPISODIO: Duragio (em etapas) de um episédio completo de interagdo agente-
ambiente.



