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RESUMO

Atualmente o diagnéstico de um exame radiolégico por imagem depende
inteiramente danterpretacdo visual do profissional de saude, sendo este unicamente
responsavel pelos resultados e tratamentos derivados desta interpretacdo. Ainda na
formacao dos profissionais da saude, a interpretacdo destas imagens pode ser de dificil
definicdo, uma &z que com o desenvolvimento de tecnologias que se agregam a
Radiologia, pode tornar o estudo desta mais complexo. Diante deste ceipaeisente
trabalhode graduacéteve por objetivo criar um protétipo de uma ferramenta que auxilie
estudantes de metha e enfermagem a examinar com maior precisdo imagens de
radiografias toracicas para obter um melhor diagnostico. O processo permite que uma
nova imagenmadiograficaseja inserida em um aplicativo para dispositivos moveis, onde
sera analisada e comparadaoutras similares com auxilio de uma rede neural
convolucionaltreinada, retornando ao usuario o diagndéstico mais preciso da patologia
presente nesta imageBsta interface faidesenvolvidaitilizando @ frameworls Jupyter
Notebook,lonic e Angular, e implementada em um ambiente simulado em uma maquina
de desenvolvimentoApos todas as etapas de construcédo da ferramenta, o sistema foi
devidamente testado, ing&ld imagens com patologias mapeadas pela rede neural,
patologias ndo mapeadas e imagens sdolqugas detectaveis, a fim de se garantir o
resultado entregue ao usuafis resultados mostram que, para a atual modelagem, a rede
neural consegue prever uma imagem com aproximadamente 70% de agaratia
considerando uma base de dados de radiografias toracicas sem patologias (normais), com

presenca de pneumonia bacteriana e com pneumonia viral.

Palavras-Chave: Patologiaspulmonares Redesneuraisconvolucionais;Treinamento

Estudg Processamento de imaggReconhecimento de radiografias toracicas



ABSTRACT

Currently, the diagnosis of a radiological imaging exam depends entirely on the
visual interpretation of the health professional, who is solely responsible for the results
and treatments derived from this interpretatidaring the academic educationlodalth
professionalsthe interpretation of these images can be difficult to definee the
development ofewtechnologiess beingcombinedo the studyof radiology, makg its
study more complex. Given this scenari® gresengraduation papesimed b create a
prototype of a tool that helps medical and nursing students to examine more accurately
chest radiograpbimages in order to obtain a better diagnosis. The process allows a new
radiographic image to be inserted into an application for mobileegwhere it will be
analyzed and compared to similar ones, with the help of a trained neural network,
returning to the user the most accurate diagnosis of the pathology present in this image.
This interface waslevelopedusing Jupyter Notebookionic and Angular frameworls,
and implemented in a simulated environment on a development machine. After all the
steps to build the tool, the system was properly tested, inserting images with pathologies
mapped by the neural network, unmapped pathologies and smdtfeut detectable
pathologies, in order to ensure the result delivered to the Useresults show that for
the current model, the neural network is able to predict an image with approximately 70%
overall accuracy, considering a database of ckeayswithout pathologes (normal),

with the presence of bacterial pneumonia, and with viral pneumonia.

Keywords Pulmonary pthologies Convolutional rural networks Training Study;,
Image processindgrecognition of chest-rays.
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1. INTRODUCAO

As infeccOes respiratérias baixas representaram em 2@l&rt@principal causa
de morte no Brasil, seguida pddenca Pulmonar Obstrutiva Croni@aPOC) e em
décimo lugar, o cancer de traqueia, brénquio e pulméo. No cenario mundial estes niumeros
n&o diferem muito, apenas tendo leve alteracdeposigesdo rankingMINISTERIO
DA SAUDE, 2019) Pelos dltimos dois anos vivenciamos um periodo de pandemia
devido a uma doenca infecciosa de elevada transmissibilidade, que afeta justamente o
sistema respiratorio, a Covik®.

As doencas respiratérias sdo enfermidades que atingem os orga@sratasas
do sistema respiratérifvias nasais, faringe, laringe, brénquios, traqueia, diafragma,
pulmdes e alvéolos pulmonayegsses disturbios causam inflamacdes e irritacdo na
regido respiratoria, além de provocarem a obstrucéo das vias aéreas\ada flificultar
a passagem do ar e impedir a respiracao comi@diRON HEALTHCARE, 2020)

S&o inumeras as possiveis causas das doencas respiratorias, sendo algumas delas:
infeccbes Virais e Bacterianas; uso recorrente darrag(que contém diversas
substancias nocivas ao corpo humano); a poluicdo do ar, sendo um fator que tem
contribuido cada vez mais para as doencas respiratorias devido a industrializacdo das
cidades;efeitos colaterais de medicamentos; fungos. As estagaes frias do ano
também contribuem para o desenvolvimento de algumas doencas respiratorias, por conta
do ar seco, temperaturas baixas e aglomeracdes em espacos fechados, contribuindo para
a disseminacéo de doencas contagiosas.

Em suspeitas de doencas iesprias, a radiografia toracica € um dos exames
mais requeridos pelos médicos a fim de se avaliar os 6rgdos, evidenciando os pulmdes.
Este foi um exame imprescindivel durante a fase de pico da pandemia dal@ovid
averiguando as condi¢cdes dos paciedteante e apos a enfermidade, além de auxiliar
especialistas no estudo dos efeitos desta nova doenga sob o corpo humano.

1.1. Estrutura Do Trabalho

O presente trabalho esta organizado em 5 capitulos da seguinte forma: o Capitulo
1 (atual) conténama breve introducaestrutura do trabalho, justificativaobjetivos no
Capitulo 2sdoexplicad® os conceitos basicos necessarios para a compreensdo deste

trabalhg o Capitulo 3 demonstra os sistemas utilizados para o desenvolvimento do
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projeto e os mdelos utilizadose tambémdescreve as metodologias utilizadas para
realizacdo desteprCapitulo 4sdo abordadaoss experimentos realizados e resultados
obtidosdo sistema final; e, por fim, Gapitulo 5expdeas conclusbes geradas com o

estudo e desolvimento da aplicacédem comas sugestdes para trabalhos futuros.

1.2. Justificativa

O erro médico € um assunto pouco debatido durante a formacao de um profissional
da saude, e que pode acarretar em diversos problemas seresésiprevistos nao
forem detectados e tratados com antecedéncia. Segundo o Il Anuario da Seguranca
Assistencial Hospitalar No Brasil:
Somados, 0s hospitais publicos e privados do Brasil registraram, em
2017, seis mortes, a cada hora, decorrentes dosaltho s fievent os adve
graveso, ocasionados por erros, falhas as
entre outros fatores. Desses, mais de quatro 6bitos seriam evi@@&ig O,
2018)
Buscando auxiliar nesta area da midica implementacéo de uma ferramenta
que posséazer a analise de uma radiografia toracica e retornar a maior probabilidade de
deteccdo de uma determinada doemgidigaria as possiveis falhas humanas na
conferénciade exames de radiografia. Além da apliéo pratica em um consultério, a
ferramenta ainda pode auxiliar alunos de graduacao no estudo de padrdes de determinadas

patologias detectadas nas imagens dos exames.

1.3. Objetivo

O presente trabalho tem por objetivo auxiliar estudantes e profissionais da
medicina a diagnosticar corretamente patologias pulmonares a partir de uma imagem de
radiografia toracica, contribuindo com o aprendizado e acuracia da analise. Esta avaliacéo
serafeita por meio de um aplicativo para dispositivos mé¥eidroid, que se utilizara
de: uma rede neural convolucional como base para a analise e diferenciacdo das imagens
radiolégicas e um banco de imagens de patologias pulmonares, que servira tanto para o
treinamento desta rede neural como para a comparacao de novas imagens que 0 USUArio

do aplicativo possenserir.
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2. CONCEITOS FUNDAMENTAIS

Esta secdo tem o objetivo de introduzir o leitor nos diversos conceitos praticos e

tedricos a serem utilizados ao lordmdesenvolvimento do trabalho.

2.1. Fisiologia Pulmonar

O sistema respiratorio € composto pelos pulmdes e as vias de conducéo, que por
sua vez, compreende as fossas nasais, nasofaringe, laringe, traqueia, brénquios e
bronquiolos, como observado Rgural. E na por¢éo condutora que o ar inspirado é
limpo, aquecido e umedecidale forma aproteger o revestimento dos alvéolos
pulmonares.

Os pulmdes tém como fungéo principal a respiragémgesso em que ocorre a
troca gasosantre 0 organismo e o0 meio ambiente. Em uma pessoa viva e saudavel, 0s
pulmbes apresentase leves, macios e esponjogses contrapartida, um pulméo que
apresenta alguma enfermidade pode sofrer alteracdes na coloracdo, tamanho, peso e
textura(DIANA, 2019).

Figural - Org&os que compdem o Sistema Respiratorio.

Cavidade k
Nasal

Narina
i Faringe
Epiglote

Laringe
Traqueia

Brénquio
Primario

Pulméo
Esquerdo

Pulméo

Direito Diafragma

Fonte:(DIANA, 2019).
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2.2. Patologias Pulmonares Comuns No Brasil

Uma das maiores preocupacdes em salde no nsdiodas doencgas pulmonares.
Elas respondem por grande parcela das mortes em todo o mundo, podem implicar em um
potencial incapacitante, visto que em muitas destas doencas existe um aspecto crénico
gue pode se estende por anos. As doencas pulmonares tamié@ann em alto custo
relacionado aos cuidados primarios, bem como relacionado aos tratamentos hospitalares.
No Brasil, as principais doengas pulmonares séo:
1 Apneia obstrutiva do sono: € um transtorno do sono, onde a via aérea torna
se repetidamente blocaa pelo relaxamento dos tecidos da faringe e da base da
lingua, limitando a quantidade de ar que atinge os pulmdes;
1 Asma: é uma inflamacéo cronica nos pulmdes onde a pessoa afetada
apresenta dificuldades para respirar, falta de ar e sensacdo de prgssiam n
1 DPOC (Doenga Pulmonar Obstrutiva Crénica): € a obstrucdo da passagem
do ar pelos pulm@es provocada geralmente pela fumaca do cigarro ou de outros
compostos nocivos. A doenca se instala depois que ha um quadro persistente de
bronquite ou enfisenaulmonar. Pode ocorrer também em-fidimantes, mas em
poucos casos;
1 Pneumonia: é uma inflamacdo que atinge principalmente os bronquiolos
(pequenos tubos que transportam o ar dos brénquios para os alvéolos, onde ocorre
a troca gasosa) e o intersticio (tecmais interno do 6rgao);
1 Embolia pulmonar: € uma condi¢cdo grave, também conhecida como
trombose pulmonar, que surge quando um coagulo entope um dos vasos que leva
sangue para o pulméo, fazendo com que o oxigénio ndo consiga chegar nos tecidos
da parte getada do pulmao, resultando em falta de ar repentina, tosse intensa e
dor no peito;
1 Tuberculose: € uma doenca infecciosa e transmissivel que afeta
prioritariamente os pulmdes, embora possa atingir outros 6rgaos e/ou sistemas, e
€ causada por uma bactéria
1 Cancer de pulméo: é o crescimento/multiplicacdo anormal de células no
pulm&o, tendo como principais causas o tabagismo, fumo passivo, exposi¢cao a
determinadas toxinas e histoérico familiar;
i Doencas intersticiais pulmonares: sdo um grupo de doencgas respiratorias

caracterizadas pela progressiva cicatriza¢éo do intersticio pulmonar resultando em
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insuficiéncia respiratéria. Pode ocorrer quando uma lesdo nos pulmdes
desencadeia uma resposta dex@xcessivdEQUIPE VERITA, 2021)

Figura2 - Exemplo de radiografia toracica.

Fonte:(EQUIPE VERITA, 2021)

Todas apatologiasacima podem ser detectadas via exames de imagkyureas

serviram como base de dados para o presente projeto.

2.3. Radiologia
A Radiologia é uma especialidade em constante avan¢o e atualizagdo, o que
torna dificil, mesmo para o especialista, mastesempratualizado em relagcao
a todos os métodos e doencas dos diversos sistemas. Os avangos sao tantos que
nos ultimos anos a especialidade tem se aproximado cada vez mais de outras
areas médicas como a genética e biologia molecular, além de outros campos da
ciéncia como a informética biomédica e bioengenharia, interagindo com
ferramentas de inteligéncia artificial e criando novas tecnologias, como a
Radiébmica e Radiogenémica. Para o aluno de graduacdo em medicina, que
precisa aprender tudo o que faz parte dasags areas clinicas para sua
formacao como médico generalista, conhecer melhor a Radiologiaseuna
desafio maior aindéSANTOS, 2019)

Objeto de estudo da Radiologiagxame de radiografifocado para este trabalh
na avaliagcdo do térax € um dos método de imagem mais antigo, de baixo custo e
acessivel a populacéo, representando na maioria das situacfes, o0 primeiro exame
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radiolégico a ser solicitado para avaliagdo das doencas torakmesar de todos os
avancos tecnologicos de demais métodos de imagem, a radiografia ainda representa o
método de imagem radiolégica com a maior resolucdo espafhia como a
habilidade em se distinguir pequenos objetos em alto contiastada peb tamanho

minimo do pixel (WADA, RODRIGUES e SANTOS, 2019)

2.4. Redes Neurais

Partindo primeiramente do conceito de Inteligéncia Artificial, esta refera
sistemas que buscam imitar a inteligéncia humana para o desempearefaie € que
podem se aprimorar com base nas informagdes colet@#ssCLE). Ela possui dois
subconjuntogrincipais, retratados ridgura3: o Machine Learning (ou Aprendizado de
Maquina) e o Deep Learning (Aprendizado Profunde)do este ultimo ondestéo
inseridas as Redes Neurais.

As redes neurais artificiaifou RNA) consistem em um método para solucionar
problemas de inteligénciartdicial, construindo um sistema que tenha circuitos que
simulem onossocérebo, inclusiveemseu comportamentgpmerros e acertos, anda
aquisicdo deconhecimento a partir de experiénci@sa estrutura € baseada no modelo
de neurdnios humanos e da forma como traballhémma grande rede neural artificial
pode ter centenas ou milhares de unidades de processamento, enquanto que o cérebro de
um mamifero pode ter muitos bilhdes de neurénios.

Uma RNA consiste em um grande numero de elementos de processamento
simples chamadateneurdnios, ou nés. Cada neurdnio esta conectado a outros neurénios
por meio de ljacBesdirecionads, cada um com um peso associado. Os pesos
representam informacfes gestdo sendo usadas pela rede para resolver um problema.
As RNAs podem ser aplicadas a uma ampla variedade de problemas, como
armazenmentoe recupeacao dedados, classificar padroes, realizar mapeamentos em
geral a partir de padrdes de entrada, agruppades similares, ou encontrar solugdes
para problemas de otimiza¢@OLIVEIRA, 2011)
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Figura3 - Diagramada ilustrando os conceitos basicos de Inteligéncia Artificial, Machine Learning e

Deep Learmg.

INTELIGENCIA ARTIFICIAL

Programas com a habilidade de imitar o
comportamento humano (aprender, agir, adaptar ...)

MACHINE LEARNING

Algoritmos com a habilidade de aprender sem
serem explicitamente programados para tal

DEEP LEARNING

Subconjunto de Machine Learning em que
Redes Neurais Artificiais se adaptam e
aprendem a partir de grandes quantidades
de dados

Fonte: Autor.

2.5. Redes Neurais Convolucionais

As Redes Neurais Convolucionais (BINN9, sdo redes neuraigilizadasem
especialparatrabalhos com imagens, conetassificagdq agrupar por similaridade
reconhecimento de objetosm cenas. Por serem tdo eficientes no processo de
reconhecimento de imagens, as redes neurais convoluctadésiciarama eficacia da
aprendizagem profund®éep Learninyj de forma a também impulsionar avancos no
campo da Vigdo Computacional, com aplicagbes no ramo da robdética, seguranca,
diagndsticos médicos e muitos outros

Uma Rede Neural Convolucional € um algoritmoleep Learninggue pode
captar uma imagem de entrada, atrilvailor (pesos e vieses que saaquiridos durante
a fase ddreinamento) aliversosaspecto®/ouobjetos da imagera serem analisades
ser capaz de diferenciar ure dutro. O préprocessamento necessario em UDINN &
muito menor em compara¢ao com outros algoritmos de classificac§oaria nos
métodos primitivos opesossao projetados manualmente, com treinamento suficiente, as
CNNs tém a capacidade de aprendedependentementedes pesogcaracteristicas
(DEEP LEARNING BOOK)
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Figura4 - Exemplo de arquitetura de uma rede neural convolucional

Camada Camada Camada Camada Densa Camada
de Entrada Convolucional Convolucional de Saida

Fonte:(RAFAEL SAKURAI, 2017)

2.6. Convolucédo

Parafins matematicos, uma convolucdo € a medida integral de quanto duas
funcdes se sobrepdeiuando estas se cruzaia pode ser dita como uma maneira de
misturar duas funcdegor meio damultiplicagdo destgsgerando uma terceir&ste
processo pode sertdeminado como um filtro (okerne) que transforma uma imagem
de entrad4ou tensor)

UmaCNN¢é capaz de capturar com sucesso as dependéncias espaciais e temporais
em uma imagem através da aplicacdo de filtros relevantes. A arquitetura executa um
melhor ajuste ao conjunto de dados da imagem devido a reducdo no numero de
parametros envolvidos e mautilizacdo de pesos. Em outras palavras, a rede pode ser
treinada para entender melhor a sofisticacao da imagem.

O papel daCNN é reduzir as imagens para um formato mais facil de ser
processado, sem que perca 0S recursos essenciais para obter unevibaa. psso €
importante quando se deve projetar uma arquitetura que nao seja apenas boa em aprender
recursos, mas também seja escalavel para conjuntos de dados macicos.

O objetivo da operacao de convolucao é extrair os recursos de alto nivel, como
por exemplo asbordas da imagem de entrades redes neurais convolucionai§o
precisam ser limitados apenasuma camadaconvolucional. Convencionalmente, a

primeira camada convolucionaly primeiraConvLaye), é responsavel por capturar 0s
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recursos de baixonivel como bordas, cores, orientacdo de gradiente, etc. de imagens no
conjunto de dados, semelhaateomo seria feito a mao.

Existem dois tipos de resultados para a operagaono qual o recurso envolvido
€ reduzido em dimensionalidade em comparac&o acentrada e o outro no qual a
dimensionalidade é aumentada ou permanece a mesma. No caso deNbina
convolucgéo é realizada nos dados de entrada com o uso kiernetparaproduzir um
Mapa de Recursg®u Feature Map), que € um tensor de sai@iste mapa serd entdo a
soma das multiplicacdes de matrizes para cada regido da imagem em que for aplicado o

filtro.

2.7. Pooling e Downsampling

Semelhante a camada convolucional, a canfalaling (em traducéo livre,
camada de agrupameht@ responsavel por deazir o tamanho espacial do recurso
envolvidg ou seja, € um processo Bewnsampling(em traducao livre, reducédo de
amostras)Esta reducéo se faz necesséria garanuir o processamentmomputacional
necessad para analisar os dados. Além disso, € Utgara extrair caracteristicas
dominantes que sédo invariantes rotacionais e posicionais, mantendo assim o processo de
treinamento eficaz do modelo.

Existem dois tipogprincipaisde pool: Pool Maximo (Max Pooling e Pool Médio
(AveragePooling.. Ambas as estratégias seguem 0s mesmos principios, diferenciando
apenas na forma de calcular o valor fiaMax Poolingretorna o valor maximo da parte
da imagem coberta pele@rnel Por outro lado, dverage Poolingetorna a média de

todos os valores daarte da imagem coberta pédernel
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Figura5 - Exemplo de operacdes tax Poolinge Average Pooling

Max Pooling Average Pooling
29 | 15 | 28 | 184 31 | 15 | 28 | 184
0 |100| 70 | 38 0 |100| 70 | 38
12 | 12 i 2 12 | 12 7 2
12 | 12 | 45 6 12 | 12 | 45 6
2%x2 2x2
pool size pool size
Y Y
100 | 184 36 | 80
12 | 45 12 | 15

Fonte:(MUHAMAD Y., 2019)

A matematica por tras dmol € no nivel basico, consiste em passar uma pequena
janela pela imagem e obter o valor maximo da janela em cada etapa. Na prética, uma
janela de 2 ou 3 pixels em um lado e etapas de 2 pixels sao ideais.

Apds 0 agrupamento, uma imagem possui cerca de uno glagrpixels iniciados.

Como mantém o valor maximo de cada janela, preserva os melhores ajustes de cada
recurso dentro da janela. Isso significa que ele ndo se importa exatamente onde o recurso
se encaixa, desde que se encaixe em algum lugar dentrelda anesultado disso € que
asCNNspodem descobrir se um recurso estd em uma imagem sem se preocupar com a
localizac&o. Isso ajuda a resolver o problemaainputadores serem hiper literais.

O Max Poolingtambém funciona como um supressor de ruido, descartando
completamente as ativacfes ruidosas e também realiza a remocao do ruido junto com a
reducao da dimensionalidade. Por outro ladayerage Poolingimplesmente realiza a
reducéo da dimensionalidadeneo um mecanismo de supressao de ridddanto, pode
sedizer que dMlax Poolingtem um desempenho superiorAerage Pooling

A camada convolucional e a camadagdelingformam juntas aésima camada
de uma rede neural convolucional. Dependendo aglexidade das imagens, o nUmero
de camadas pode ser aumentado para capturar detalhes de niveis ainda mais baixos, mas

ao custo de maior poder computacional.
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2.8. Funcdao de Ativacao

A Funcéo de Ativacadé a funcéo responsavel por adicionar alivéearidade a
CNN sendoa Unidade Linear Retificada (dReLU a mais usada em Deep Learning
atualmenteEla € um no6 que é colocado no final ou entre as camadas, saldaa
transformada é entdo enviada para a proxima camada de neurdnios como entrada.
A matematica também é muito simplaReLU é definidacom® | A @tw,

representado neigura®.

Figura6 - Funcéo de AtiacdoRelLU

Ve

Fonte:(CLAPPIS, 2019)

Outra funcdo de ativacdo utilizada como a camada final da rede é a funcao
Softmax. Geralmente utilizada para quando se tem mais de duas possiveis classificacoes,
ela converte aaida de uma rede neueah probabilidade de osdados serem de uma das
classesdefinidas e a soma de todas as probabilidades é igual & dquacao que
representa esta funcdo de ativacao é descrita abaixo:

Q
B . Q

Ondei representa o indice do neurdnio de sakelado calculado e j os indices de
todos os neurénios de um nivel. A variavedgresenta vetor de neurbnios de saida.
funcao de ativacdo Softmax se diferencia das demais no quediepehdéncia do valor
desaida das demais possibilidades de s¢RIalS, 2016)
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2.9. Camada Totalmente Conectada

Nestaetapa os neurdnios tém uma conexao completa com todas as ativacdes das
camadas anteriores. Suas ativacdes podem, portanto, ser calculadas com uma
multiplicacdo dematrizes seguida por um deslocamento de polarizacédo. Esta é a ultima
fase para uma rede neural convolucional.

A CNN é na verdade composta de camadas ocultas e camadas totalmente
conectadas. Adicionar uma camada totalmente conectada € uma maneira (g8ralmen
barata de aprender combina¢cdes dos recursos de alto nivel, conforme representado pela
saida da camada convolucional.

Apébs a conversdo da imagem de entrada em um formato adequado de varios
niveis, buscae achatar a imagem em um vetor de cqlymaceso denominado de
Flatten (de traducéo livre, achatad) saida achatada € alimentada a uma rede neural do
tipo feedforward e obackpropagatiore aplicado a todas as iteracfes do treinamento. Ao
longo de uma série de épocas, 0 modelo é capaz de distngngircertos recursos de
baixo nivel e recursos dominantes nas imagens e cladesiadssando a técnica de
ClassificacaoSoftmax Na pratica, essa etapa final € um modelcAdeendizado de
Maquina (no inglégMiachine Learniny para Classificacdo, que edie como entrada os

recursos aprendidos nas camadas convolugéo.

2.10. Treinamento E Backpropagation

A maneira como o computador é capaz de ajustar seus valores (ou pesos) de filtro
é através de um processo de treinamento chamado retropropagBe@&mopagation
Antecedendo o conceito @ackpropagationé necessario definir o que uma rede neural
necessita para funcionar corretamente. Antes do inicio do treinamedDiiNJ@s pesos
ou valores do filtro sdo escolhidos de forma aleatéria, pois ainda ndo se sabe quais séo os
melhores valores. Isso é o queede vai aprender.

Os filtros ndo sabem procurar arestas e curvas. No entanto, a ideia de receber uma
imagem e um rétulo € o processo de treinamento pelo q@NEspassamAssim, o
treinamento da rede neural pode ser separado em 4 se¢0fes distintas:

1 Passagem para frentie¢dforward)

1 Funcéo de perddoss functiof

1 Passagem para trdsaCkpropagatioh
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1 Atualizacéo de peso

O processo € iniciado com uma imagem de treinamento, pasagaidoda a
CNN Para o primeiro exemplo, com todos os pesosaboras de filtro inicializados
aleatoriamente, a saida provavelmente sera algo que néo da preferéncia a nenhum namero
em particular. A rede, com seus pesos atuais, ndo € capaz de procurar esses recursos de
baixo nivel ou, portanto, ndo € capaz de chegana conclusdo razoavel sobre qual
poderia ser a classificacao.

Isso vai para a parte da funcéo de perda da retropropagacéo. Uma funcéo de perda
pode ser definida de varias maneiras diferentes, uma corauvieanSquare Errofou
Erro QuadraticoMédio), que é a média da diferenca entre o valor do estimador e do
parametro ao quadrado

A perda sera extremamente alta para as duas primeiras imagens de treinamento.
O ponto a ser alcancado equivale ao que o rétulo previsto (satdNiaseja 0 mesmo
que orotulo de treinamento (isso significa que a rede acertou sua previsédo). Para chegar
la, é necessario minimizar a quantidade de perdas (erros). Visualizando isso como apenas
um problema de otimizacdo no calculo, presisadescobrir quais entradas (pesos)
contribuiram mais diretamente para a perda (ou erro) da rede, e entdo atualizar estes pesos
para a proxim treinamentoEsse processo é repetido dezenas, centenas ou milhares de
vezes até que o aprendizado aconteca.

A taxa de aprendizadoflearning ratg € um parametro escolhido pelo Cientista
de Dados. Uma alta taxa de aprendizado significa que sdo tomadas medidas maiores nas
atualizacdes de peso e, portanto, pode levar menos tempo para o modelo convergir para
um conjunto ideal de pesos. No entanto, taa tle aprendizado muito alta pode resultar
em saltos muito grandes e pouco precisos para atingir o ponto ideal.

O processo de passagem para frente, funcdo de perda, passagem para tras e
atualizacao de pesos € uma iteracdo de treinamento. O progranra eEgset processo
para um numero fixo de iteracbes para cada conjunto de imagens de treinamento
(geralmente chamado de lote). Depois de concluir a atualizacdo do parametro no ultimo
exemplo de treinamento, espague a rede seja treinada o suficient@gpie 0s pesos

das camadas sejam ajustados corretamente.

25



Figura? - Sinalizacdo dos processosBigckpropagatiore FeedForward.

<::| Backpropagation of Errors

INput Meurons Hidden Meurons Dutput Neurons

Feedforward of Information |::>

Fonte:(DIETERLE, F., 2019)

2.11. Overfitting

Overfittingé o termo quse refere a um modelo que decorou o conjunto de dados
de treinamento, incluindo os ruidos estatisticos ou flutuacdes aleatorias presentes na base
de dados. Isso se torna um problema porque quanto mais especializado o modelo se torna
para os edos de treinamento, menos ele é capaz de generalizar para novos dados.

2.12. MobileNetV2

MobileNetV2 é uma rede neural convoluciona¢ dem foco endlesempenho em
dispositivos méveisia o reconhecimento de imagens, incluindo classificacdo, detec¢éo
de objeto® segmentacdo semant{&ANDLER, 2018) Elatem por base conceito de
Depthwise Separable Convolutiaque € uma forma de convolucéo fatoradtambém
introdwz umanovaestrutura residual invertidande as ligacdes residsae encontram
entre as camadas de estrangulam@nidottleneck

A arquitetura do MobileNetV2 é composta pona camada convotional inicial
com 32 filtros, seguida por 19 camadasttleneck Para a convolugdo espacial, séo
utilizadoskernelsde tamanho 3 x 3.
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Figura8 - ArquiteturageralMobileNetV2 onde t: fator de expanséo, c: nimero de canais.

Input | Operator |t ]| ¢ |n]|s
2242 x 3 conv2d - 32 1|2
1122 x 32 bottleneck | 1 6 |11
1122 x 16 bottleneck | 6 | 24 |2 |2
562 x 24 bottleneck | 6 | 32 |3 |2
282 % 32 bottleneck | 6 | 64 | 4 |2
142 x 64 bottleneck | 6 | 96 | 3 |1
142 x 96 bottleneck | 6 | 160 | 3 | 2
72 % 160 bottleneck | 6 | 320 | 1 | 1
72 % 320 conv2d Ix1 | - | 1280 | 1 | 1
72 x 1280 | avgpool 7x7 | - - 1| -

1 x1x1280 | conv2d Ix1 | - k -

Fonte:(SANDLER, 2018)

2.13. Parametrosle Compilacéoe Treinamento

No momento de compilacde posteriormentaio treinamentodo modelo,é

necessariestipularalguns parametros

1 Otimizador:é um algoritmo que busca auxiliar a rede durante o treinamento
para obter seu melhdesempenho;

1 Funcdo de Perda: é um método que avalia quao bem o modelo lida com a base
de dados, indicando os erros encontrados durante uma época de treinamento.
Quanto melhor o modelo, menor o nimero de erros encontrado, netorna
entdoum valor mais praxno de zerp

1 Tamanho do batch: € a quantidade de amostras qudilsZadaspara cada
iteracdo de treino (tamanho padrao: 32 amostras);

1 Taxa de aprendizado: valor escalar pelo qual s&o multiplicados os gradientes
antes de apliclbs aos pesos;

Numero deteracdes de treino: por quantas iteracdes foi treinada ja rede
Numero de épocas de treino: medida aproximada de quantas vezes a rede
Aviuo o conjunto de treino inteiro

namero de imagens visto durante o treino (tamafthdatch multiplicado
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pelo niumero de iteracdes de treino) dividido pelo niumero de imagens de
treino no banco de dadgdTSCH, 2018)

Estes parametros podem ser combinados de diversas formas para se obter o melhor

desempenho daede Neural.

2.14. Matriz de ConfusdoPrecisao e Recall

A partir do treinamento do modelo, podemos infenformacdes deseu
desempenhgpela Matriz de Confuséo, como a precisdo e recall. A precisdo é a métrica
guem revela quantas das ocorréncias sao reksjaato recall quantas ocorréncias
relevantes foram encontradas. Matriz de Confusdo mostra as predicd@ks rede
divididas em falsos positivos, verdadeiros positivos, falsos negativos e verdadeiros
negativos Com isso podemos infearmétrica de predicégque corresponde@oporcao
de verdadeiros positivos em relacdo ao total de positivos previstos, enquanto o recall € a

propor¢ao de verdadeiros positivos em relacdo ao total real de positivos.

1 Verdadeiros Positivos (¥), € o numero de instancias positivas classificados

como positivas.

{1 Falsos Positivos (M), € 0 nimero de instancias negativas classificados como

positivas.

1 Verdadeiros Negativos {N), € o0 numero de instancias negativas classificados

comonegativas.

{1 Falsos Negativos (), € o nimero de instancias positivas classificados como
negativagUTSCH, 2018)
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3. MATERIAIS E METODOS

3.1. JavascriptHTML eCSS

O Javascript, HTML e CSS sao trés linguagens de programacao, consideradas os
pilares da programac&sontend Cada uma possui uma funcéo especifica dentro de uma

aplicacéo:

3.1.1. HTML

OHTML, abreviadadoinglésiiHyperTextMarkupLanguage, ou Linguagende
Marcac&ade Hipertextq é responsavepelaestruturacaae umapaginaweb. E através
destequeoselementosaoposicionadosatela porémsemdefinir nenhuntipo deestilo
(PEREIRA,2018)

3.1.2. CSS

CSS doinglésiCascadingStyleSheet§, é alinguagenresponsavegboradicionar
estiloaaplicagcdocom cores fontes,espacament@ntreoutraspropriedadesEm vezde
colocara formatacaodentrodo documento,0 CSScria um link parauma paginaque

contémosestilos.Porém,a aplicacacaindandopossuiacoePEREIRA,2018)

3.1.3. Javascript

Javacript éumalinguagenmdeprogramacaagriadaparaserpartedosnavegadores
web,paraquescriptspossanserexecutadoslo ladodo clientee interajamcomo usuario
sema necessidaddestescriptpassapeloservidor,controlando navegadortealizando
comunicacaoassincronae alterandoo conteddodo documentoexibido (PEREIRA,
2018)

3.2. Python

Python € umdinguagem de programacao de alto nid#hamica, interpretada,
modular, multiplataforma e orientada que possibilita maior controle e estabilidade de

codigos para projetos de grandes proporc¢oes.
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E uma linguagem de sintaxe relativamente simplesféailecompreensio, onde
um de seus maiores atrativos é possuir um grande numero de bibliotecas, nativas e de
terceiros, tornanda muito difundida e atil em uma grande variedade de setores dentro
de desenvolvimento web, e também em areas como analisdateMachinelLearning
e IA. (KRIGER, 2022)

No presente trabalho, tas foram as linguagens de programacaescolhida para

o desenvolvimento da interface grafeedo modelo de rede neuda aplicativo

3.3. Angular

Para o presem¢ trabalhg foi escolhido o framework Angular para
desenvolvimento de toda a interface do usuario, sendo uma pagina web e um aplicativo
Android. Este tem combase a linguagedavascripte possui uma arquitetura ciédigo
abertg mantido pela Google para a construcaoudeSPA (ou Aplicacdes de Pagina
Unica).

UmaSPA resumidamente,éma aplicacdo web construida em umaa pagina
de forma que a navegacao entre as sessfes de uma pagindecowareiraa qual ndo
€ necessariecarregar a pagina em cada uma dessas mudancas.

O Angular tem comdinalidade dar ferramentas necessarias para criacao de
aplicacdesSPA e busca deixay desenvolvimento deste tipo de aplicacdo mais simples e
otimizado.Seu uso € voltado pad@senvolveaplicacdes weljue se adequatanto para
resolucdes desktop quanto para resolu¢cdes mobile, toraandimamicas, modernas e
escalaveistGUEDES, 2021)

3.4. Capacitor

Capacitoré uma plataforma de execucdo nativa que facilita a construgdo de
aplicacbes web modernas que funcionam nativamentsisgamas operacionai®s,
Android e Web Ele fornece um conjunto centradam APIs que permitem que uma
aplicacdo se mantenha o mais pndxipossivel dos padrdes da wetas queao mesmo
tempo queatendea funcionalidades de dispositivos nativds. possivel dicionar
funcionalidades nativaacilmentecom una API de Plugin simples paralamguagem
Swift em sistemagdS, JavagparaAndroid, eJavascripha Web (CAPACITORJS)
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3.5. Android Studio

O Android Studio éuma plataformeaespecializad no desenvolvimento para a
plataforma AndroidEssa ferramenta sera utilizada pargecar oaplicativo Androida
partir dawebviewcriada utilizando o IONICNa Figura9 é demonstrada um exemplo da
interface grafica do ambiente.

Figura9 - Interface grafica do ambiente de desenvolvimémtdroid Studio.

Fonte:(DEVELOPERS, 2021)

3.6. Visual StudioCode

O desenvolvimento daplicativodo presente trabalho foi realizada plataforma
Visual StudioCode uma interface de desenvolvimento (IDE) para implemengatitar
0 cOdigo necessario para a execucao do aplicativo, bemaoom@xdo com o banco de

dados. Seguindo o que € utilizado pémic, o codigo sera implementado usando

Javascript, HTML e CSS, por meio do us@ fitameworls Angulare lonic.

3.7. lonic

O lonic éum Framework Open Source gratuito sobre a licengca MIT para

desenvolvimento de aplicacdes mobile hibridgsartir da geracdo de umageb view
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Aplicacbes hibridas sao aplicativos méveis construidos de maneira alternativa a
aplicagbes nativa. Saoonstruidos, geralmente, utilizandd@ML, CSSe Javascript
desta maneira se tornaram extremamente populares, pois permite o desenvolvimento
multiplataforma, utilizando o mesmo HTML para diferentes sistemas operacionais.
Projetado para funcionar e ser eddem diferentes plataformas, possui um design limpo,
simples e funcional, com componentes padrdes, tipografia, paradigmas interativos e
diversosmodelos

Além disso, possui um cliente de linha de comamddCLI) para gerenciar todo
projeto criado com t¢onic. O CLI é uma ferramenta que cria aplicativos lonic de forma
rapida e fornece véarios comandos Uteis para facilitar o desenvolvimento utilizando o
framework(ANDRADE, 2020)

3.8. Jupyter Notebook

O JupyterNotebooké una interfarce grafica que permite a edicdo
denotebooke€m um navegador web. O nome Jupyftarcomposto a partir de um
acronimgq criado a partir das linguagens de programacao que inicialmente foram aceitas
pelo Projeto Jupytedulia Python eR.

Um documento do tiponotebooké um documento virtual que permite a execugao
de cdodigos de uma linguagem de programacao juntamente com ferramentas para edicéo
de textos comuns; ou seja, além das rotinas usuais de programacdo, 0 usuario pode
documentar todo o processo de producdo do cddigo. Dessa forma, o notebook permite
uma maneira interativa de programar.

Osnotebooksambém oferecem uma programacao mais dinamica, oferecendo ao
usuarioa saidamediat do cédigg de forma que ndo t@necessidade de compilar ou
executar todo o documeniiopET'S CODE, 2019)
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Figural0O- Interface grafica do ambiente de desenvolvimdojuyter Notebook

@ @ localhost8839/notebooks/Documents/Untitied.ipynb?kernel_name=python3

e« @
: Jupyter Untitled @uosaves e Logout

File Edit View Insert Cell Kernel Widgets Help Trusted | Python3 O

B |+ 2 @@ B & & MHRin| B C W code v||e=

In[]: M 1

Fonte:(LET'S CODE, 2019)

3.9. Descricao da Base de Dados

O conjunto de dados de imagenilizado para o desenvolvimento do presente
trabalho foi extraido daltaforma de aprendizado de Data Science, o Kaggle,estde
disponivé para a comunidade de pesquisste conjunta@ongm no total 5863 imagens
radiograficagKERMANY, 2018).

Figurall- Exemplos ilustrativos de ral§ em pacientes com Pneumonia

Normal Bacterial Pneumonia Viral Pneumonia

‘1""\‘

Fonte:(KERMANY, 2018)

A base de dados foi organizada da seguinte maneira: foram criados trés diretérios
de imagens: teste, validag&o e treinamento, onde cada um cartidiretérioscom as
classificagfes desejadamagens de radiografias toracicas sem patologias detectaveis
(nomeado ¢ o maauimded aommtaberoujose bacteriafmdmeado como
A B a c t epulindechm tuberculose vikah o me a d o ¢ oSuadivisas istau s 0 )
naTabelal.
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Tabelal - Distribuicdo das imagens da base de dados nas categorias de classificacao.

Diretorios Subdiviséo Quantidade de Imagens
Bactéria 115
Teste Virus 58
Normal 95
Bactéria 488
Validacao Virus 148
Normal 234
Bactéria 2176
Treinamento Virus 1287
Normal 1253

3.10. Metodologia

Dandoinicio ao desenvolvimento, Rigural2 representa as etapas do projeto,
compreendend@ criagdodo modelo @ Rede Neurala conversdo do modelo da
linguagem Python para Javascripiara entdo ser inserido no framework lonic; o

desenvolvimento do aplicativo Web e a exportacdo do aplicativo para dispositivos

Android.

Figural2- Diagrama ds etapas dgesenvolvimento do projeto.

Desenvolvimento dos Aplicativos Web e Resultado Final

Desenvolvimento do modelo de Rede Neural Conversio do modelo de Python para
com base na rede MobileNetV2 Javascript Android

Fonte: Autor.
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3.10.1.Desenvolvimento do Modelo de Rede Neural

Utilizando o Jupyter Notebook pasaprimeira etapafoi necessario determinar
como seria realizada a constru¢cdo do modelo da Rede Neural. As redes neurais, como
descritas na secad, podem sem compostas por difges camadas, onde cada
composicao pode alterar significativamente o resultado final de predicéo.

A implementacdo do modelo de arquitetura descrito na setadoi realizada
com o Keras, que é undeP| de redes neurais de alto nivel, escrita na linguagem Python
e executada sobre a bibliotecaMigchine Learningo TensorFlow Além da arquitetura
e especializacéo descritas anteriormente sobre a rede MobileNet¥f esleolhida em
particular por exigir um menor poder de processamento, além de ocupar um menor espaco
em armazenamento e que fosse de facil conversao e importagdo para o nosso aplicativo
Web/Android. No total esta rede possui 14MB de contetdo, sendeamsgem para
uso em aplicativos moveis (que prezam pela reducdo em espaco ocupado nos
dispositivos). Em contrapartida, esta reducdo de tamanho, que acarreta no namero
reduzido de parametros dentro da rede, acaba comprometendo em partes a acuracia das
analses.

Para iniciar a construcao da rede neural foi necessario realizar a organizagéo e o
tratamento das imagens da base de dados, uma vez que a rede MobileNetV2 aceita um
formato especifico de entradegpdsa devida separacédo, as imagens sao entdo submetid
ao préprocessamento para entrada na rede.

Utilizando o Keras, para caddiretorio de entrada foram gerados lotes (ou
batche¥ com uma quantidade de amostras a serem utilizadas na iteracdo durante a etapa
de treinamentce estebatcheséo transformadoem tensores normalizados de ordem 3.

Um tensor corresponde a uma generalizacdo de vetores e matrizes para espacos de
dimensdes mais alta\s imagens sdo também redimensionadas neste processo para o
tamanho esperado pela rede de 224 x 224 pixels. Hspeudnte, este pré
processamento dimensiona os valores de cada pixel da imagerilentteretornando

os dados da imagem em um vetor multidimensional de elementos do mesriNaoitiiy/(

Array).

Em seguida, realizese a montagem do modelo de rede neural customizado.
Foram removidas as 5 ultimas camadas da rede MobileNetV2 por ser demoestrado
(DEEPLIZARD, 2020)que para este tipo de analise de imagens, a remocattioess
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5 camadas se mostrou positivamente no refinamento da acuracia da rede. Com esta
configuracdo, o modelo mantera 83 das 88 camadas originais.

Como saida, crioge uma camada totalmente conectada com 3 possiveis
alternativas, classificadas com auxitla funcdo de ativacado Softmax. Dessa forma, é
possivel realizar a constru¢do do novo Modelo de rede neural.

Seguindo com o desenvolvimento, como a arquitetura MobileNetV2 ja foi
previamente treinada pela base de dddwgeNet ela ja possui pesos pedipulados
para suas camadas. Ainda assim, preessotreinar este novo modelo customizado com
0 banco de dados desejado do presente trabalho. Para que ndo fosse necessario retreinar
todo o modelo, congelese os pesos das primeiras 23 camadas. Isso cetkmpo
necessario para treinamento de cada iteracdo (época). Este foi o niumero que melhor
desempenhou no presente modelo, de forma a obter a melhor acuracia das imagens

analisadas.

/4 Normal ‘

Figural3- Diagrama do processo de classifiaad@& imagens radiograficas no modelo customizado.

) v
S
a i - - Pneumonia Bacteriana ‘
Pneumonia Viral ‘
Pré-Processamento

9 - .
Imagem de Entrada da Tagem (224x224x3) Modelo MobileNetv2 Classificadores Saida

Camada Densa

Ativagdo Softmax

Fonte: Autor.

3.10.2.Integracao via Tensorflowjs

Como mencionadama secdo acima, para o desenvolvimento do modelo foi
utilizada a bibliotec& ensorflow Esta biblioteca possui uma variante com integracéo ao
Javascript, &ensorflow.jse dessa forma foi possivel realizar facilmente a conversédo do
modelo em Pythorb@ckem) para ser integrado a aplicacdo em Javasdripiténd. A
conversao foi feita diretamente no Jupyter Notebook apds o treinamento, e o modelo
convertido e seus respectivos arquivos dos pesos de treinamento gerados foram entao

carregados na aplicagéo iopela bibliotecda ensorflow.js
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Figural4- Conversédo do modelo em Pythpara Javascript.

Fonte: Autor.

3.10.3.Desenvolvimento da Aplicacdo Web e Android

A aplicacao foi feita com base em um layout-eséabelecido peleramework
lonic, e arquitetura de componentes baseados no framework Angular. A aplicagao conta
com uma tela interativa, para escolha da imagem, andlise, e delecdo da mesma, conforme
demonstado nasecdat.2dos Resultado®© Capacitor foi utilizado nesta implementacéao
como acesso a Camera e Galeria do dispositivo, bem como armazenamento da imagem
em umdiretério préprio, atuando como um banco de dados local. Também foi utilizado
para integrar o sistema Android a aplicacdo, gerando 0s arquivos necessarios para a

posterior criacdo daPK.

3.10.4.Criando APK para instalacdo em dispositivos méveis Android

Por meo da integracdo do lonic com o Capacitor, foi possivel a conversdo da
aplicacdo web gerada para um aplicativo para dispositivos moveis do tipo Android. O
presente trabalho teve como foco modelos de dispositivos Android por ser a ferramenta
disponivel parageste local, porém o Capacitor também permite a conversdo da aplicacédo

para dispositivos iOS. A geracéo da APK pode ser realizada de duas formas: diretamente
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