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Resumo

A predicdo de estruturas secundarias e terciarias pode contribuir para
elucidar o problema de enovelamento de proteinas. Para isso, métodos de Redes
Neurais Artificiais (RNAs) e Algoritmos Genéticos sdo utilizados a fim de predizé-
las, a partir de determinadas sequUéncias primarias de aminoacidos. Neste sentido,
esta pesquisa visa a utilizacdo de trés niveis de RNAs. O primeiro nivel é
composto por um vetor de entrada representando a sequéncia primaria dos
aminoacidos, com uma dimensdo de 22.n, onde n € o0 tamanho da janela
compreendida entre 7 a 23. O segundo nivel possui a implementacdo dos
resultados da primeira rede. Por fim o terceiro nivel € composto por um jari de
decisdo. As RNAs sdo treinadas no Simulador MATLAB 5.0, um software
composto de vérios recursos para a sua implementacdo (Neural Network
Toolbox). As RNAs implementadas sdo do tipo Multi Layer Perceptron (MLP), que
utilizam o algoritmo backpropagation (RPROP) e a funcdo de treinamento trainrp.
Os dados obtidos sdo comparados com os preditores ‘The Predict Protein Server

Default’ (www.emblheidelberg.de/predictprotein/submit def.htm)), ‘The PSA

Protein  Structure Prediction Server (http/bmerc-www.bu.edu/psarequest.html) e
‘The PSIPRED Protein Structure Prediction Server

(http://bioinf.cs.ucl.ac.uk/psipred/), a fim de se obter um modelo de predigéo.




Abstract

The prediction of (secondaray and tertiary) structures of proteins can
contribute to elucidadate the protein-folding problem. In oder to predict these
structures we used methods of Artificial Neural Network (ANN) and genetic

algorithms starting from the primary sequences of amino acids.

The present work is composed of 3 networks levels. The first level is
composed of ANNs of an input vector representing a segment of primary amino
acid sequence. Since the encoding scheme uses a local window into the
sequence, the input vector is a 22.n dimensional vector where n is the number of
positions in the window (between 7 and 23). The outputs of level 1 are the inputs of
the second level ANNSs. The third level is the jury decision.

The ANNs were trained with the Simulator MATLAB 5.0, software with
several tools for its implementation (Neural Network Toolbox). The implemented
ANNs are Multi Layer Perceptron (MLP) kind, which use the backpropagation
algorithms (RPROP) together with training function trainrp. The obtained date are
compared with the predictors ‘The Predict Protein Server Default’

(www.emblheidelberg.de/predictprotein/submit_def.html), ‘The PSA Protein

Structure  Prediction Server  (http/lbmerc-www.bu.edu/psa/request.html) e ‘The

PSIPRED Protein Structure Prediction Server (http://bioinf.cs.ucl.ac.uk/psipred/) in

order to heve an idea of the quality of the prediction.



Capitulo 1

Introducéo

1.1 Consideracdes Iniciais

Entre as classes de moléculas bioldgicas de importancia para os seres
vivos, encontram-se as proteinas, que constituem grande parte da estrutura de
todas as células. Essas, além de desempenharem funcgdes cataliticas como a
de controle e a de regulacdo do metabolismo celular, desempenham funcbes
de defesa e de transporte, dentre outras. As funcdes de uma proteina estdo
diretamente relacionadas com a sua estrutura nativa. O processo a partir do
gual uma proteina sai de uma conformacao aleatdria e alcanga sua estrutura
nativa é conhecido como ‘enovelamento’. A importancia de se conhecer e
solucionar o problema do enovelamento de proteinas acaba refletindo-se de
forma consideravel sobre a biotecnologia.

Ao se estudar o enovelamento de proteinas pretende-se descobrir quais
sdo as propriedades da proteina que levam a cadeia a adotar uma estrutura
Unica e estavel e, também, investigar como a seqUéncia de aminoacidos de
uma proteina (estrutura primaria) esta relacionada com essas propriedades.
Esse processo tem objetivo ndo apenas de elucidar o problema do
enovelamento de proteinas, mas também produzir proteinas que possuam uma
estrutura desejada. Para isso, alguns métodos como Redes Neurais Artificiais e
Algoritmos Genéticos vém sendo utilizados, a fim de predizer estruturas
secundarias e terciarias, respectivamente, a partir de determinadas sequéncias

(primarias) de aminoacidos.
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1.2 Motivagéo

O numero de sequéncias de estruturas primarias de proteinas
(sequiéncia de aminoacidos) conhecidas e depositadas em banco de dados
cresce mais rapido do que a habilidade de resolver as estruturas terciarias
experimentalmente. Mediante essa informacao, o objetivo principal € a predi¢ao
(tri-dimensional) da proteina, contudo ndo se tém ferramentas que possam
predizer a estrutura (3D) de uma proteina através da sua sequéncia primaria,
tendo-se, apenas, passos intermediarios, ou seja, predicdo da estrutura
secundaria da proteina (1D) e a predicdo dos contatos de longa distancia, ou
seja, contatos inter-residuos (2D) e assim chegar a estrutura (3D).

Contudo, uma predicdo de sucesso da estrutura secundaria (1D) é pré-
requisito para uma predicdo bem sucedida de uma parte de todos os contatos
inter-residuos (predicdo 2D) (ROST,1998). Para uma proteina fibrosa, a
predicdo de sua estrutura secundaria pode obter informacdes da sua estrutura
(tri-dimensional) (3D) (CAMPBELL, 2001). Portanto, técnicas eficazes para
predicdo de estruturas sao importantes para diminuir a diferenca entre o
namero de sequUéncias (primarias) depositadas e estruturas (terciarias)
determinadas.

A predi¢do (1D) é um passo intermediario essencial na predicdo da
estrutura terciaria completa, ou seja, estrutura nativa de uma proteina. A
formacdo de estruturas scundéarias € importante para a estabilidade de uma
proteina, a partir de uma estrutura secundaria conhecida pode-se obter um
nimero razoavelmente pequeno de possiveis estruturas terciarias (tri-
dimensional). Os métodos para predicbes de estruturas secundarias, a partir
dos anos 90, tém sido constantemente alvo de pesquisas para verificar o
comportamento das proteinas e suas funcionalidades. As redes neurais
artificiais tém sido o método computacional que vem mostrando os melhores
resultados nos algoritmos de predicdo de estruturas secundarias, por
possuirem uma caracteristica fundamental que €é o reconhecimento de
padrdes. Essas informagdes poderdo auxiliar em pesquisas que empregam

Algoritmos Genéticos no estudo da predi¢édo (3D) das proteinas.
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1.3 Objetivos

O trabalho de mestrado, descrito nessa dissertacao, possui como objetivo o
desenvolvimento de um preditor de estrutura secundaria de proteina, usando redes
com camadas intermediarias Multi layer Perceptron (MLP) e trés unidades de saida
para classificar o residuo central da janela’ em hélice-a, folha-B ou coil (fita
aleatéria). As redes sao projetadas e treinadas no software simulador MATLAB 5.0,
a taxa de aprendizagem é calculada pelo algoritmo de treinamento (back-
propagation), que faz a comparacdo dos resultados preditos com os observados.
Esse preditor possui como caracteristicas, trés bancos de dados com proteinas do
PDB? para o treinamento, validacdo e teste. Esse método dispde de janelas de
residuos de aminoacidos deferentes, ou seja, janelas de 7,9,11,13,15,17,19,21 e
23, tendo com filtragem a implementacdo de uma segunda rede para cada janela e
dispbe de um juri de decisdo para decidir o resultado final da predicao e por fim, a
comparacdo dos resultados com outros preditores existentes no mercado, como o
Predict Secondary Structure (PSIPRED) (JONES, 1999), o Predict Protein
HeiDelberg (PHD) (ROST, 1993) e a Protein Sequence Analysis (PSA) (STULTZ,
1993).

O primeiro deles, o PSIPRED, é um método de predicdo com rendimento de
76,5 a 78,3% de acerto. Esse método se utiliza o algoritmo back-propagation (com
uma camada intermediaria e outra de saida), possui uma janela de 15 residuos de
aminoacidos, duas redes neurais artificiais com uma camada intermediaria e uma
unidade de saida para a classificacdo de hélice-a, folha-f3 ou coil (fita aleatdria). O
PSIPRED apresenta trés estagios para a predicdo das estruturas secundarias:o
primeiro estagio baseia-se na generalizacdo do perfil da sequéncia, a partir de uma
matriz scoring; o segundo estagio fundamenta-se na predicdo inicial da estrutura
secundaria; o terceiro estagio consiste na filtragem da predicdo da estrutura

secundaria da proteina.

! Janelas ou janelas de aminoécidos: dado uma seqiiéncia de aminoacidos, no momento do processo é
dividido em janelas com tamanhos determinados, de tal forma que todos os residuos estejam uma vez no
centro da janela a fim de identificar sua estrutura secundéria através de informag@o de residuos
adjacentes.

2 Banco de dados de estruturas tercidrias de proteinas. Este banco esta disponivel na Internet no seguinte
site: www.rcsb.org/pdb.
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O segundo método citado, o PHD, apresenta um acerto de 69,7 a 70,2%.
Esse método utiliza uma rede do tipo Mult Layer Perceptron (MLP), com janela de 13
residuos de amino&cidos, composta de trés camadas de unidades (entrada,
intermediaria e saida) e uma unidade de saida para a classificacdo hélice-a, folha-i3
ou coil (fita aleatoria). O PHD possui trés niveis de predicdo: o primeiro deles
consiste em uma rede que prediz a estrutura secundaria, a partir da sequéncia
priméria; o segundo nivel baseia-se em uma rede de filtragem da predicdo da
estrutura secundaria, e o terceiro nivel é jari de decisdo, onde realiza uma média
aritmética sobre todos os resultados obtidos.

O terceiro método mencionado, o PSA, utiliza modelagem por homologia,
baseado em um software que calcula a probabilidade de determinados residuos de
aminoacido estarem em formacdo de hélice-a, folha-B ou coil (fita aleatoria).
Computa-se a probabilidade desses residuos usando um grupo de sequéncia pré-
definido como classe de modelos que chegam a atingir um rendimento de 55 a 60%

de acerto.

1.4 Organizagéo da Tese

Essa Tese estd organizada em 6 Capitulos. No Capitulo 1 temos, a introducao.
No Capitulo 2 faz-se uma discussao sobre estruturas de proteinas e o problema de
predicdo de estruturas protéicas. No Capitulo 3 discute-se, brevemente, sobre os
principais conceitos de redes neurais artificiais e alguns métodos de predicdo de
estrutura secundéria de proteinas. No Capitulo 4 encontra-se, uma explanagéo
sobre o desenvolvimento e metodologia usada no trabalho. O Capitulo 5 traz os
resultados e as discussdes. Por fim, o Capitulo 6 trata sobre a concluséo,

contribuicéo e trabalhos futuros.



Capitulo 2

Fundamentacéo Tedrica

2.1 Consideragdes Iniciais

Neste capitulo serdo descritos conceitos necessarios para a compreensao
do que foi desenvolvido durante o projeto. Inicialmente, serdo abordadas as
definicdes relacionadas as proteinas e ao problema de predicdo de estruturas

protéicas.

2.2 Proteinas

As proteinas, quanto a sua composicdo quimica, sao polimeros de
unidades monoméricas, contendo um grupo amina (NH2), um grupo acido
carboxilico (COOH) e um radical R ligado a um atomo de carbono. Os monémeros
constituidos dessa forma sd8o denominados ‘aminoacidos’ (DILL, 1995;
1990);(MATTHEUS & HOLLEYDE, 1990). As proteinas sao compostas por 20
aminoacidos diferentes que se unem por ligacbes peptidicas formando uma
seqUéncia primaria de aminodcidos (ver Tabelal). Ao sair de uma conformacao
aleatoria, as proteinas alcancam sua estrutura nativa, conhecida como
‘enovelada’. Com o estudo desse processo, pretende-se descobrir quais as
propriedades da proteina que levam sua cadeia a adotar uma estrutura Unica e
estavel, e como sua sequéncia primaria de aminoacidos se relaciona com essas

propriedades.
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Nome Simbolo Massa (-H,0) Cadeia lateral Occurréncia (%) Natureza Quimica
Alanina A, Ala 71.0719 CHy 7.49 Hidrofébico
Arginina R, Arg 156.188 HNZCNH - H-(CH ) - 5.22 Basico
Asparagina N, Asn 114.104 HaH-CO-CH;- 4.53 polar
Acido aspartico D, Asp 115.089 HOOC-CH,- 8.22 Acido
Cisteina- C,Cys- 103.145 ; HS-CH,- 1.82 Hidrofébico
Glutamina Q, Gin 128.131 H,N-CO-(CH,),- 411 polar
Acido glutdmico E, Glu 129.116 HOOC-{CH,), 6.26 Acido
Glicina G, Gly 57.082 H- 7.10 Hidrofébico
Histidina H, His 137.141 R T 2.23 Basico
Isoleucina I, lle 113.160 CHyCH; CH{CHy 545 Hidrofébico
Leucina L, Leu 113.160 IEH1-CH-CH;- 0.06 Hidrofobico
Lisina K, Lys 128.17 HgN{GHaL- 5.82 Basico
Metionina M, Met 131.199 CHB{CH - 2.27 Hidrofébica
Fenilalanina F. Phe 147177 Phenyl-CHy 3.91 Hidrofobico
Prolina P, Pro ar. 117 '"&c}"' 5.12 Levemente polar
Serina 8, Ser a7.078 HOCH;- 7.34 Contém OH
Treonina T, Thr 101.105 CHy CHIOH)- 5.96 Contém OH
Triptofano W, Trp 186.213 i 1.32 Hidrofobice
Tirosina Y, Tyr 163.176 4-OH-Phamg-CHy- 3.25 Contém OH
Valina ¥V, Val 99.133 CHCHIGH - 6.48 Hidrofébica

Tabela.1l: Tipos de aminoéacidos
(glu.fcfrp.usp.br/Curso/Modelagem2003/ EstruturaDeProteinasl.pdf).

Na tabela 1, pode-se visualizar o nome especifico de cada aminoacido, o
seu simbolo representativo, a sua massa, a cadeia lateral que distingue um do
outro, a sua porcentagem de ocorréncia nas proteinas e a sua natureza quimica.
Snow (SNOW, 1992) define proteina como uma cadeia de aminoacidos ligados
covalentemente, entre o grupo amina de um determinado aminoacido e o0 grupo
carboxila do aminoacido seguinte, formando, assim, ligacbes peptidicas que

definem seu esqueleto conforme a sua liberdade rotacional. (ver Figura 2.1):
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Ri Ry R1 Rz
| X/O | /KD KO | /D
+H3N—C—C\ + +H3N—C—C\ — Hf— C —N C— C + Hl
| 0" | 0 | | O"
1 H H H
Ligarao peptidica

Figura2.1: llustracdo de uma ligacao peptidica (SNOW, 1992).

2.3 Estrutura das proteinas

As proteinas apresentam diferentes niveis de estruturas além da seqUéncia
de aminoacidos que constituem a cadeia polipeptidica (estrutura primaria): a
estrutura secundaria, terciaria e quaternaria. A estrutura secundaria refere a
organizacdo local de partes da cadeia polipeptidca que pode arranjar-se de
diferentes formas conhecidas como motifos estruturais. Cada residuo em uma
cadeia polipeptidica possui apenas duas ligaches sobre as quais a rotacdo é
permitida nas ligacbes peptidicas, que permitem as proteinas arranjar-se e formar
diferentes estruturas estaveis chamadas hélices-a (ver Figura 2.2), folhas-b (ver
Figura 2.3), coil e tuns' que constituem os chamados motivos estruturais que

formam a estrutura secundaria das proteinas (MATTHEUS, 1990).

! Coil (fita aleatéria) e turns (volta): sdo estruturas irregulares com a ndo-repeticdo dos angulos de
torcdo do esqueleto e, freqientemente, tém uma ligagédo de hidrogénio (CHOU & FASMAN, 2000).
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Figura 2.2: Ilustracéo de uma estrutura hélice-a (STRYER, 1995)

Figura 2.3: folha- B antiparaldla e paralda(CAMPBELL, 2001)
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As hélices-a sdo os elementos classicos da estrutura da proteina e sdo
estabilizadas por pontes de hidrogénio paralelas a seu eixo gue ocorrem no
interior do esqueleto de uma Unica cadeia polipeptidica (PAULING, 1951).
Contando-se a partir da extremidade N-terminal, o grupo C=0 de cada residuo de
aminoacido estd ligado por pontes de hidrogénio ao grupo N-H do aminoécido
posicionado a quatro residuos adiante, na sequéncia linear mantida por ligacbes
covalentes (CAMPBELL, 2001). Assim, a conformacdo helicoidal permite um
arranjo linear dos atomos envolvidos nas pontes de hidrogénio.

Ja as folhas-R diferem-se do arranjo das hélices-a, dado o esqueleto
peptidico das folhas-3 estarem quase estendido. Nessas folhas, as pontes de
hidrogénio podem ser formadas entre diferentes partes de uma mesma cadeia
dobrada sobre si mesma (pontes intracadeia) ou entre diferentes cadeias (pontes
intercadeia). Se as cadeias peptidicas estendem-se numa mesma direcdo, isto €,
se todas estiverem alinhadas em suas exiremidades N-terminais e C-terminais,
sera formada uma folha pregueada paralela.

Coail e tuns sdo estruturas irregulares com a nao-repeticdo dos angulos de
torcdo do esqueleto e, freqientemente, ttm uma ligacdo de hidrogénio (CHOU &
FASMAN, 2000). Uma unica proteina pode exibir todos os tipos de estrutura
secundaria, que se arranjam espacialmente, enovelando-se na chamada ‘estrutura
terciaria (ver Figura 2.4). Quando uma proteina € formada por mais de uma
cadeia, suas estruturas terciarias podem arranjar-se, no espaco, formando a
estrutura quaternaria. Um exemplo conhecido de proteina que possui estrutura

quaternéria € a Hemoglobina.
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N HHHHHHH -

Primaria

Secundaria

Terciaria ; T
Qualemnaria

Figura 2.4: Estruturas de proteinas
(glu.fcfrp.usp.br/Curso/Modelagem2003/ EstruturaDeProteinas1.pdf).

2.4 Predicao de Estrutura Secundéria de Proteinas (1D)

Aé o momento ndo se tem conhecimento suficiente para predizer a
estrutura terciaria (tridimensional) de uma proteina a partr de sua sequéncia
(estrutura priméaria). Mas € possivel através de alguns métodos predizer aspectos
mais simplificados da estrutura (ROST, 1996; 1998). Um aspecto mais simplificado
da estrutura seria a estrutura em uma dimensao que sao 0s contatos dos residuos
adjacentes na sequéncia (predicdo da estrutura secundaria de proteina ou
predicdo 1D). Alguns métodos utiizam redes neurais artificiais e Algoritmos
Genéticos para predizer estruturas secundarias e terciarias a partr de
determinadas seqUéncias primarias de aminoacidos (ROST, 1996; 1998),
(SCOTT, 2003). O método de predicdo de estruturas secundarias de proteinas

tem o objetivo de classificar residuos adjacentes em padrdes do tipo H (hélice-a),

F (folha-b) e C (Coil ou fita aleatoria).
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Um ponto importante dos métodos de predicdo de estrutura secundaria € o
fato de que segmentos de residuos consecutivos possuem uma preferéncia por
certos estados de estrutura secundaria. Entdo o problema de predicdo de
estrutura torna-se um problema classico de classificacbes de padrbes, que é
tratavel por algoritmos de reconhecimento de padrdes, por exemplo, redes neurais
artificiais.

Os algoritmos destes métodos para predicdo (1D) podem ser, agrupados
da seguinte forma:

Algoritmos que utilizam informac&o estatica;
Algoritmos que utilizam propriedades fisico-quimicas;
Algoritmos que fazem uso de padrdes de sequéncias;
Algoritmos que utilizam redes neurais artificiais;

Algoritmos que exploram a conservacgao evolucionaria.

Existem algoritmos que combinam idéias, como algoritmos que utilizam
redes neurais artificiais e informagfes evolucionarias (ROST, 1999). Os métodos
de predicdo (1D) podem ser classificados em trés categorias: primeira, segunda e
terceira geracao (ROST, 1996, 1997 e 1998) (BAUCOM,1996).

Os métodos da primeira geracdo sdo baseados em propriedades fisico-
quimicas (propensdo de certos residuos estarem formando hélice-a e folha-3),
regras e estatisticas de residuos isolados, ou seja, ndo utilizavam informacbes dos
residuos adjacentes.

Os métodos da segunda geracdo incorporaram bases de dados maiores e
estatisticas, baseadas em segmentos de residuos adjacentes, tipicamente entre
11 e 21 residuos. Dessa forma, eles consideram a influéncia dos residuos
adjacentes sobre o residuo para o qual a estrutura (1D) foi predita (ROST &
SANDER, 1999).
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Os métodos da terceira geracdo sdo superiores aos métodos da 22
geracdo, eles procuram tratar esses trés problemas simultaneamente. Possuem
como principais caracteristicas: o fato de utilizar informacdes evolutivas obtidas a
parir de alinhamento mdliplo de sequéncias?, o uso de mdiltiplos niveis de
computacdo (redes neurais artificiais) e o treinamento balanceado das redes
neurais artificiais (ROST & SANDER, 1999). Os métodos de terceira geracdo
sdo0 os mais usados na predicdo de estrutura secundaria de proteina através da
utlizacdo de redes neurais artificiais, possuindo um acerto consideravel em
relacdo aos outros métodos. A identificacdo com sucesso da estrutura secundaria
(predicdo 1D) é um pré-requisito para uma predicdo bem sucedida de uma parte
de todos os contatos inter-residuos (predicdo 2D) (ROST, 1998).  Contudo,
contatos que foram preditos a partir de associacdo de estrutura secundaria séo de
curto alcance, isto &, entre residuos proximos na seqiiéncia. E necesséario predizer
também os contatos de longo alcance, entre residuos distantes na sequéncia.
Portanto, a predicdo (1D) € um passo importante para se obter uma predicdo 2D
confidvel. Essas informagbes poderdo auxiliar em pesquisas que empregam
Algoritmos Genéticos no estudo da predicio 3D das proteinas. O capitulo 3

descreve os conceitos basicos de Redes Neurais Artificiais.

2 0 alinhamento de segiiéncias faz uma associagdo explicita entre residuos de duas ou mais seqiiéncias. Um
dos objetivos do alinhamento € determinar a homologia (similaridade) entre sequéncias.



Capitulo 3

Redes Neurais Artificiais (RNA)

3.1 Consideragdes Iniciais

O estudo de redes neurais artificiais € um campo extremamente
indisciplinar tanto em relacdo ao seu desenvolvimento como em relagdo a sua
aplicacdo. Alguns exemplos de aplicacdo de redes neurais: a predicdo de
estrutura secundéria de proteinas (ROST, 1998); o reconhecimento de caracteres
(DENKER, 1995); o diagnostico médico (BURKE, 1995); a previsdo de acles na
bolsa (YODA, 1994); a seguranca em transagcbes com cartbes de crédito
(REATEGUI, 1994) e o reconhecimento de assinaturas (MIGHELL1988). Este
capitulo tem por objetivo discutir os conceitos béasicos de redes neurais artificiais,

e suas formas de treinamento e aprendizagem.
3.2 Introducao as Redes Neurais Artificiais

As redes neurais artificiais consistem em um método de solucionar
problemas de inteligéncia artificial, construindo um sistema que tenha circuitos que
simulem o cérebro humano, inclusive seu comportamento, ou seja, aprendendo,
errando e fazendo descobertas. S&o mais que isso, Sao técnicas computacionais

gue apresentam um modelo inspirado na estrutura neural de organismos
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inteligentes e que adquirem conhecimento através da experiéncia. Apesar da
complexidade das redes neurais ndo permitr uma Unica definicdo, as linhas
seguintes seguem como uma tentativa das inimeras definicbes ou interpretactes
do que seja realmente uma rede neural. Um grafo' direcionado é um objeto
geométrico que consiste de um conjunto de pontos, chamados nés, ao longo de
um conjunto de segmentos de linhas direcionadas entre eles.

As redes neurais sdo, estruturas de processamentos de informagdo
distribuida paralelamente na forma de um grafo direcionado, com algumas
restricbes e definicbes préprias. Os ndés deste grafo sdo chamados elementos de
processamento. Suas arestas sdo conexdes, que funcionam como caminhos de
condugdo instantdnea de sinais em uma Unica direcdo, de forma que seus
elementos de processamento podem receber qualquer nimero de conexbes de
entrada. Estas estruturas podem possuir memoria local, e também possuir
qualquer nuimero de conexdes de saida desde que 0s sinais nestas conexdes
sejam 0s mesmos.

Portanto, estes elementos tém na verdade uma Unica conexdo de saida,
que pode dividir-se em coOpias para formar multiplas conexdes, sendo que todos
carregam 0 mesmo sinal. Entdo, a Unica entrada permitida para a funcéo de
transferéncia® (que cada elemento de processamento possui) sdo os valores
armazenados na memobria local do elemento de processamento e o0s valores
atuais dos sinais de entrada nas conexdes recebidas pelo elemento de
processamento. Os Unicos valores de saida permitdos a partr da funcdo de
transferéncia sdo valores armazenados na memoria local do elemento de
processamento, € 0 sinal de saida do mesmo. A funcdo de transferéncia pode
operar continuamente ou episodicamente. Sendo que no segundo caso, deve
existr uma entrada chamada "ativada" que causa o ativamento da funcdo de
transferéncia com o sinal de entrada corrente e com valores da memoria local, e
produzir um sinal de saida atualizado (ocasionalmente alterando valores da

memoria).

! Grafo: conjunto cujos elementos s&o unidos por arcos.
2 Funcdo de ativagBes: sdo fungdes matemaéticas de interval os determinados onde para transferéncia de
informacgao de um neurdnio a outro na camada seguinte.
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E no primeiro caso, os elementos estdo sempre ativados, e a entrada
"ativada" chega através de uma conexdo de um elemento de processamento
agendado que também é parte da rede. Sinais de entrada para uma rede neural a
partir de fora da rede chegam através de conexdes que se originam do mundo
externo, saidas da rede para o mundo externo sdo conexdes que deixam a rede.
De forma geral, a operacdo de uma célula da rede se resume em: sinais sao
apresentados a entrada; cada sinal € multiplicado por um peso que indica sua
influéncia na saida da unidade; é feita a soma ponderada dos sinais que produz
um nivel de atividade; se este nivel excede um limite (threshold) a unidade produz

uma saida.

3.3 Motivacéo para as RNAs

A partir do momento em que as maquinas comecaram a evolur um dos
grandes desejos do homem tem sido a criagdo de uma maquina que possa operar
independentemente do controle humano. Uma maquina cuja independéncia seja
desenvolvida de acordo com seu proprio aprendizado e que tenha a capacidade
de interagir com ambientes incertos (desconhecidos por ela), uma maquina que
possa ser chamada de autdnoma, inteligente ou cognitivo®. O sucesso de uma
maquina autbnoma dependeria Unica e exclusivamente de sua capacidade de lidar
com uma variedade de eventos inesperados no ambiente em que opera. Estas
maquinas teriam maior capacidade de aprender tarefas de alto nivel cognitivo que
ndo sdo facilmente manipuladas por maquinas atuais. Elas continuariam a se
adaptar e realizar tarefas gradativamente com maior eficiéncia, mesmo que em
condicbes de ambiente imprevisiveis. Organismos humanos sdo uma fonte de
motivacdo para o0 desenvolvimento destas maquinas e proporcionam diversas
dicas para o desenvolvimento de algoritmos de aprendizado e adaptacéo . Assim,
espera-se que algumas das caracteristicas de organismos biolégicos de

aprendizado e adaptacdo estejam presentes nas mesmas. Enquanto

3 Cognitivo:relativo ao processo mental de conhecimento, memoria, juizo ou raciocinio.
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computadores funcionam de modo sequencial, proporcionando maior €ficiéncia na
resolucdo de tarefas nas quais devem ser seguidas etapas. O cérebro humano
funciona de modo paralelo, e sendo extremamente conectado € mais eficiente na
resolucdo de tarefas que exigem varias varidveis. O motivo pelo quais maquinas
inspiradas na biologia sdo diferentes das maquinas atuais se encontra no fato de
gue as maquinas atuais baseiam seu processamento explicitamente em modelos
matematicos.

Mecanismos de controle baseado em mecanismos neurais entretanto, néo
sdo baseados em modelos, utilizam célculos mateméticos para efetuar suas
operacbes porém podem coordenar diversos graus de liberdade durante a
execucdo de tarefas manipulativas e em ambientes desestruturados. Eles sé&o
capazes de lidar com tarefas complicadas sem que tenham que desenvolver um
modelo matematico e nem um modelo do ambiente em que operam. Baseado nas
caracteristicas de seres bioldgicos, acredita-se que surgira em um futuro préximo,
uma geracdo completa de novos sistemas computacionais, muito mais eficientes e

inteligentes que os sistemas atuais.

3.3 Neurdnios Artificiais

O Neurdfisiologista McCulloch e mateméatico Walter Pitts (1943), cujo trabalho
fazia uma analogia entre células vivas e 0 processo eletrbnico, simulando o
comportamento do neurdnio natural, onde o neurdnio possuia apenas uma saida,
gue era uma funcdo de entrada (threshold) da soma do valor de suas diversas
entradas Xi, Xz, ...,Xn que representam os dendritos e um terminal de saida y
representado pelo axénio. Para imitar o comportamento das sinapses, 0S terminais
de entrada do neurbnio tém pesos acoplados wi, W, ..,Wh, Ccujos valores podem

ser positivos ou negativos, dependendo de se essas sinapses sdo inibitérias ou

excitatorias. (ver figura 3.1)
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Figura 3.1: Neurdnio de McCulloch e Pitts (1943).

Um neurbnio biolégico dispara quando a soma dos impulsos que ele recebe
ultrapassa o seu limiar de excitacao (threshold). O corpo do neurbnio, por sua vez,
€ estimulado por um mecanismo simples que faz a soma dos valores xw
recebidos pelo neurbnio (soma ponderada), e decide se o0 neurbnio deve ou ndo
disparar (saida igual a 1 ou 0) comparando a soma obtida ao limiar do neurbnio.
No modelo MCP, a ativacdo do neurbnio € obtida através da aplicacdo de uma
“funcdo de ativacdo”, que ativa a saida ou ndo, dependendo do valor da soma
ponderada das suas entradas (PITTS, 1943). Na descricdo original do modelo
MCP, a funcdo de transferéncia € dada pela funcdo de limiar descrita na equacdo

3.1. O neurdnio MCP ter4 entdo a sua saida ativa quando:

n
o]
aAXW = q parai=12,..n Eq. (3.2)
=L

onde n é 0 nimero de entradas do neurbnio, W é 0 peso associado a eitrada x;, e
g é o limiar (threshold) do neurbnio. A partir do modelo MCP proposto por
McCulloch e Pitts foram derivados varios outros modelos que permitem a

producdo de uma saida qualquer, ndo necessariamente zero ou um, e com
diferentes funcbes de ativacoes.
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3.4 Funcdes de ativacdes

As operacles basicas de uma RNA envolvem somar 0s sinais que entram
multiplicados pelos pesos e aplicar uma funcdo de transferéncia para determinar a
saida do neurbnio. Para a camada de entrada de dados a funcdo de transferéncia
geraimente € a funcdo identidade (linear) e as demais camadas utiizam outras
fungbes de transferéncia. A Figura 3.2 ilustra graficamente quatro fungbes de
ativacOes diferentes, sdo elas: a funcdo linear (a), a funcdo rampa (b), a funcdo

degrau (c) e a funcéo sigmoidal (d).

"""""" V. o

+1

(c) (d)

Figura 3.2: Algumas funcdes de ativacdo (BRAGA, 1998).

Na figura 3.2a temos a funcdo de transferéncia linear definida pela equacéo y=
a. x onde a € um numero real que define a saida linear para valores da entrada .
Na figura 3.2 b, temos uma funcdo linear cujo objetivo é produzir valores na faixa
de -1 a 1conhecida por fungdo rampa. Na figura 3.2 c conhecida como funcéo
degrau ou funcédo sinal, o sinal é transferido quando os valores forem maiores que
zero atribuindo o valor 1 e valores menores que zero atribui valor —1. Na figura 3.2
d temos a funcdo de transferéncia simoidal, essa funcdo € semilinear onde os

valores atribuidos compreende-se entre —1 a 1.
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3.6 Arquiteturas das RNAs

A arquitetura de uma rede consiste na forma como o0s neurbnios estao
arranjados e conectados em camadas (BRAGA,1998). Alguns parametros sao
fundamentais na definicio da arquitetura. S&o eles: 0 nimero de camadas da
rede, o nimero de neurbnios em cada camada, o tipo de conexdo entre 0s
neurbnios e a topologia da rede. Alguns exemplos de arquiteturas séo
apresentados na figura 3.3.

X1 [ ] X1
X2
X2 = X3
X3 - X5
Xi
(a) (b)
X1
x2 .
X3 X1
¢ I X2
X5 B ] X3 il
X4
(c) ']
X1
. (d)
X3
X4

(€)

Figura 3.3: Exemplos de arquiteturas de RNAs .

Na ilustracdo da figura 3.3 temos, as arquiteturas que podem conter todos os
neurbnios conectados e a recorréncia de sua propagacdo, nas chamadas ‘redes
recorrentes’. Quanto ao numero de camadas, essas apresentam: redes de
camada Unica, em que s6 h4 um nd entre quaisquer entradas e saidas da rede
(Figura 3.3 (a) e (e); Redes de multiplas camadas, em que ha mais de um
neurdnio entre quaisquer entradas e saidas da rede (Figura 3.3 (b), (c) e (d)).
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Com relagdo a suas conexdes, 0s neurbnios apresentam: conexao aciclica ou
feed-forward, em que a saida de um neurbnio na i-€sima camada ndo pode ser
usada como entrada naquelas de indice menor ou igual a i. Finaimente, as RNAs
podem ser classificadas quanto a sua conectividade: rede parcial ou fracamente

conectada (Figura 3.3 (b), (c) e (d)); Rede completamente conectada (Figura 3.3

(@) e (e)).
3.7 Perceptron

O conceito de aprendizado foi introduzido em RNAs com o trabalho de
Rosenblatt (ROSENBLATT, 1958), a partr da proposicdo de um modelo
conhecido como perceptron®. Posteriormente, em 1962, Rosenblatt demonstra o
teorema de convergéncia do perceptron, ao mostrar que um neurbnio MCP
treinado com o algoritmo de aprendizado do perceptron sempre converge para
uma solucdo considerada Otima, caso o problema em questdo seja linearmente
separavel. A topologia descrita pelo autor compfe-se de: unidades de entrada ou
retina; por um nivel intermediario formado pelas unidades de associacdo e por um

nivel de saida formado pelas unidades de respostas (ver figura 3.4).

Ratino Associoccro Resoosia
=xlan
x|
& ﬂ LE ] {-ﬂ o radl
=xlen

Figura 3.4: Topologia do modelo proposto por Rosenblatt (BRAGA, 1998).

Como ilustrado na figura 3.4, ainda que essa topologia possua trés niveis, é
conhecida como perceptron de uma Unica camada, visto que somente o nivel de
saida ou unidade de resposta possui propriedades adaptativas. A retina consiste

em unidades sensoras, sendo que as unidades intermediarias de associacao,

“ Perceptron: compde de uma estrutura de rede com os neurdnios MCP, como unidades bésicas, e
de uma regra de aprendizado.
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embora sejam formadas por neurbnios MCP, possuem pesos fixos, definidos
antes do periodo de treinamento. Apesar de ter representado um marco na
comunidade cientifica, a aparicdo do perceptron foi efémera, devido ao fato de ter
sofrido criticas com relacdo a sua capacidade computacional. A mudanca desse
pessimismo sobre a capacidade do perceptron e das RNAs de uma maneira geral
sO6 aconteceu nos anos 80 com o surgimento do algoritmo back-propagation e ds

redes Multi Layer Perceptron (Redes MLP).

3.8 Redes Multi Layer Perceptron

As Redes Multi Layer perceptron sdo formas de projetar redes perceptrons
em camadas. O multi layer perceptron foi concebido para resolver problemas mais
complexos, os quais nao poderiam ser resolvidos pelo modelo de neurbnio basico.
Os neurdnios internos sdo de suma importancia na rede neural pois se provou que
sem estes se torna impossivel a resolucdo de problemas linearmente nao
separaveis. Em outras palavras pode-se dizer que uma rede é composta por
varias unidades de processamento, cujo funcionamento é bastante simples. Essas
unidades, geralmente sdo conectadas por canais de comunicacdo que estdo
associados a determinado peso. As unidades fazem operagbes apenas sobre
seus dados locais, que sdo entradas recebidas pelas suas conexdes. A maioria
dos modelos de redes neurais possui alguma regra de treinamento, onde 0s pesos
de suas conexfes sd@o ajustados de acordo com os padrbes apresentados. A rede
neural passa por um processo de treinamento a partir dos casos reais conhecidos,
adquirindo, a partir dai, a sistematica necessaria para executar adequadamente o

processo desejado dos dados fornecidos.

3.9 Processos de Aprendizado de uma RNA

A propriedade mais importante das redes neurais € a habilidade de
aprender de seu ambiente e com isso melhorar seu desempenho. Isso € feito
através de um processo iterativo de ajustes aplicado a seus pesos, 0 treinamento.

O aprendizado ocorre quando a rede neural atinge uma solucdo generalizada para
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uma classe de problemas. Denomina-se algoritmo de aprendizado um conjunto
de regras bem definidas para a solucdo de um problema de aprendizado. Existem
muitos tipos de algoritmos de aprendizado especificos para determinados modelos
de redes neurais, estes algoritmos diferem entre si principalmente pelo modo
como 0s pesos sdo modificados. A rede neural se baseia nos dados para extrair
um modelo geral. Portanto, a fase de aprendizado deve ser rigorosa e verdadeira,
a fim de se evitar modelos espUrios”.

Todo o conhecimento de uma rede neural estd armazenado nas sinapses,
ou seja, nos pesos atribuidos as conexdes entre os neurbnios. De 50 a 90% do
total de dados deve ser separado para o treinamento da rede neural, dados estes
escolhidos aleatoriamente, a fim de que a rede "aprenda" as regras e nédo
"decore." O restante dos dados s6 € apresentado a rede neural na fase de testes
a fim de que ela possa "deduzir* corretamente o inter-relacionamento entre os
dados. Diversos métodos para treinamento de redes foram desenvolvidos,
podendo estes ser agrupados em dois conjuntos principais: Aprendizado

Supervisionado e Aprendizado Nao-Supervisionado.

3.9.1 Aprendizado Supervisionado

s

Este método de aprendizado € bastante utiizado no treinamento das RNAs,
tanto de neurbnios com pesos, como de neurbnios sem pesos, sendo chamado
aprendizado supervisionado porque a entrada e saida desejadas para a rede séo
fornecidas por um supervisor (professor) externo. O objetvo € ajustar o0s
parametros da rede, de forma a encontrar uma ligacdo entre os pares de entrada e

saida fornecidos. A figura 3.5 ilustra 0 mecanismo de aprendizado supervisionado.

® EspUrio: ndo genuino.
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Figura 3.5 —Aprendizado Supervisionado (BRAGA, 1998).

3.9.2 Aprendizado N&o-Supervisionado

No aprendizado n&o-supervisionado, como o proprio nome informa, ndo ha um
professor ou supervisor para acompanhar o processo de aprendizado (BRAGA,
1998). Para estes algoritmos, somente os padrdes de entrada estdo disponiveis
para a rede, ao contrario do aprendizado supervisionado, cujo conjunto de
treinamento possui pares de entrada e saida. Este método € ilustrado na figura
3.6.

ESTADD DO
MEIO EXTERNO

RESPOSTA
RNA —F

»

MEID EXTERND

Figura 3.6 — Aprendizado Nao-Supervisionado (BRA1998).

3.9.3 Treinamento de Redes MLP e o Algoritmo Back-Propagation

De acordo com Rumelhart (RUMELHART, 1986), Battiti, (BATTITI, 1991) e
Hagan (HAGAN, 1994), existem, atualmente, varios algoritmos para treinar redes
MLP, do tipo supervisionado e séo classificado em estatico e dindmico. Enquanto
os algoritmos estaticos ndo alteram a estrutura da rede, variando apenas o0s

valores de seus pesos, o0s algoritmos dinamicos podem tanto reduzir quanto
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7

aumentar o seu tamanho. Quando o aprendizado estatico é utilizado, a mesma
regra € empregada para redes do tipo MLP com diferentes tamanhos e formatos.
E interessante observar que topologias diferentes podem resolver o mesmo
problema. Segundo Rumelhart, o algoritmo de aprendizado mais conhecido para
treinamento dessas redes € o algoritmo back-propagation. O treinamento desse
algoritmo ocorre em duas fases, conhecidas como forward e backward. Cada uma

dessas fases percorre a rede em um sentido (ver figura 3.7).

Fase forward

Fase backward

Figura 3.7 : Fluxo de processamento do algoritmo back-propagation (BRAGA, 1998).

A figura 3.7 apresenta as fases forward e backward. Na primeira, tem-se a
propagacdo dos dados de entrada, em que sdo calculados os pesos até se chegar
préximo do valor desejado (por exemplo: saida desejada igual a 1. Entdo valores
processados pela rede sO serdo resposta ideal quando forem bem proximo de 1,
por exemplo 0,987, assim o0 erro esperado € de aproximadamente 0,01). Na
segunda, se o erro for acima do objetivo, ocorre a volta da propagacdo, isto é, o0
algoritmo recalcula os pesos até se chegar perto do desejavel. Na fase forward, a
informacdo € apresentada a primeira camada da rede, conhecida como camada
de entrada. Essa informacdo € passada a proxima camada, intermediaria, e,

assim, sucessivamente. Nesse processo, as saidas produzidas pelos neurbnios da
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dltima camada sdo comparadas as saidas desejadas. A fase backward realiza o
processo da volta, a partir da Ulima camada até a camada de entrada. Os
neurbnios da camada atual ajustam os seus pesos de forma a reduzir seus erros.
O erro de um neurdnio das camadas intermediérias é calculado utilizando os erros
dos neurbnios da camada seguinte a ele conectados, ponderado pelos pesos das

conexoes entre eles.

3.9.4. Desenvolvimento e aplicacao

Nesse topico serdo ilustrados 0Ss passos necessarios para o
desenvolvimento de aplicacdes utilizando redes neurais artificiais. Primeiro temos,
a Coleta de dados e segundo separacdo em conjuntos. Os dois primeiros passos
do processo de desenvolvimento de redes neurais artificiais sdo a coleta de dados
relativos ao problema e a sua separacdo em um conjunto de treinamento e um
conjunto de testes. Esta tarefa requer uma analise cuidadosa sobre o problema
para minimizar ambiglidades e erros nos dados. Além disso, os dados coletados
devem ser significativos e cobrir amplamente o dominio do problema; ndo devem
cobrir apenas as opera¢fes normais ou rotineiras, mas também as excegdes e as
condi¢Bes nos limitem do dominio do problema.

Normalmente, os dados coletados s&o separados em duas categorias:
dados de treinamento, que serdo utilizados para o treinamento da rede e dados de
teste, que serao utlizados para verificar sua performance sob condicdes reais de
utiizacdo. Além dessa divisdo, pode-se usar também uma subdivisdo do conjunto
de treinamento, criando um conjunto de validacdo, utlizado para verificar a
eficéncia da rede quanto a sua capacidade de generalizacdo durante o
treinamento, e podendo ser empregado como critério de parada do treinamento.
Aléem disso, pode ser necessario pré-processar estes dados, através de
normalizacdes, escalonamentos e conversbes de formato para torna-los mais

apropriados a sua utilizacéo na rede.
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3.9.5 Configuracao darede

O terceiro passo € a definicho da configuracdo da rede, que pode ser
dividido em trés etapas: determinacdo da topologia da rede a ser utlizada - o
numero de camadas, o nimero de unidades em cada camada, etc; determinacéo
de parametros do algoritmo de treinamento e funcdes de ativagbes — o intervalo da
funcdo e o tipo de algoritmo de treinamento. Normalmente estas escolhas sao
feitas de forma empirica. A definicho da configuracdo de redes neurais é ainda

considerada uma arte, que requer grande experiéncia dos projetistas.

3.9.6 Elaboracao do treinamento

O quarto passo é o treinamento da rede. Nesta fase, seguindo o algoritmo de
treinamento escolhido, serdo ajustidos os pesos das conexdes. E importante
considerar, nesta fase, alguns aspectos tais como a inicializacdo da rede, o modo
de treinamento e o tempo de treinamento. Uma boa escolha dos valores iniciais
dos pesos da rede pode diminuir o tempo necessario para 0 treinamento.
Normalmente, os valores iniciais dos pesos da rede sdo numeros aleatdrios
uniformemente distribuidos, em um intervalo definido. A escolha errada destes
pesos pode levar a uma saturacéo prematura.

Quanto ao tempo de treinamento, varios fatores podem influenciar a sua
duracdo, porém sempre sera necessario utilizar algum critério de parada. O critério
de parada do algoritmo backpropagation pode ser definido como o numero
maximo de ciclos. Mas, devem ser consideradas a taxa de erro médio por ciclo, e
a capacidade de generalizacdo da rede. Pode ocorrer que em um determinado
instante do treinamento a generalizacdo comece a degenerar, causando o
problema de over-training, ou seja a rede se especializa no conjunto de dados do
treinamento e perde a capacidade de generalizacdo. O treinamento deve ser
interrompido quando a rede apresentar uma boa capacidade de generalizacéo e

guando a taxa de erro for suficientemente pequena, ou Seja menor gue um erro
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admissivel. Assim, deve-se encontrar um ponto 6timo de parada com erro minimo

e capacidade de generalizagcdo maxima.

3.9.7 Teste

O quinto passo € o teste da rede. Durante esta fase o conjunto de teste é
utlizado para determinar a performance da rede com dados que nao foram
previamente utilizados. A performance da rede, medida nesta fase, € uma boa
indicacdo de sua performance real. Devem ser considerados ainda outros testes
como andlise do comportamento da rede utilizando entradas especiais e andlise
dos pesos atuais da rede, pois se existirem valores muito pequeno, as conexdes
associadas podem ser consideradas insignificantes e assim serem eliminadas. De
modo inverso, valores substantivamente maiores que o0s outros poderiam indicar

gue houve over-training da rede.

3.9.8 Aplicacado de RNAs na Predicdo da Estrutura Secundaria de proteinas

Entre as possiveis aplicacbes de RNAs no estudo de estruturas de
moléculas como proteinas estdo: predicdo de estruturas secundarias atraves de
classificacdo/reconhecimento de padrdes; predicdo de estruturas terciarias de
proteinas através de otimizacdo de uma funcdo potencial de energia; predicdo de
possiveis sequéncias de aminoacidos para uma dada proteina, de forma a obter
as conformacOes de mais baixa energia; predicdo de seqUéncias de aminoacidos
(estruturas primérias) que levem a uma estrutura secundaria ou terciaria desejada.

Outros aspectos de estruturas de proteinas, tal como a classe estrutural, também
pode ser predita utilizando RNAS. Pode-se utilizar redes neurais para associar as
proteinas a uma das quatro classes (todas, ou seja, todas as classes em conjunto
anico, hélices-a, folhas-b e outras, todas folhas-b, todas hélices-a) com uma
precisdo que pode chegar em alguns trabalhos publicados em 75%. Um dos

primeiros trabalhos que utilizou redes neurais na predicdo de estruturas
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secundarias de proteinas a partir de seqiéncias primarias foi dos pesquisadores
Holley e Karphus (HOLLEY & KARPLUS, 1991).

Eles utilizaram RNA do tipo Multi Layer Perceptron (MLP) e codificaram os
dados de entrada da rede em janelas de residuos adjacentes. Para cada residuo,
ha 21 entradas binarias, ou seja, cada aminoacido foi codificado com 21 unidades.
Sendo 20 unidades representando os aminoacidos e 1 unidade representando o
heteroatomo. A RNA utlizada possuia uma camada intermmediaria com duas
unidades e uma camada de saida também com duas unidades.

Holley e Karplus utilizaram um conjunto de dados de 48 proteinas para
treinar e 14 proteinas para teste. Eles testaram varios tamanhos de janela e a que
mostrou os melhores resultado foi a janela de 17 residuos. Também foram
testadas RNA com diferentes tamanhos de camadas intermediarias (variando as
camadas de 2 a 20). Apesar da rede com a camada intermediaria contendo 20
unidades ter apresentado o melhor resultado para o conjunto de treinamento, a
rede com a camada intermediaria com 2 unidades apresentou melhor resultado
para o conjunto de teste. O desempenho obtido para o treinamento foi de 68,5% e
para o de teste foi de 63,2%.

Apbés Holley e Karplus surgiram outras pesquisas com alguns resultados
significativos. Chandonia e Karplus (CHANDONIA & KARPLUS, 1996) aplicaram
duas redes neurais, denominadas primaria e secundaria, e foram utilizados um
conjunto de 681 proteinas com estruturas disponiveis no Protein Data Bank
(PDB)®. A rede primaria utiizada por Chandonia e Karplus foi similar & rede da
pesquisa descrita anteriormente, com 21 unidades de entrada que representam o
tipo de aminoacido, sendo o Ultimo representando o fim da cadeia. A saida desta
rede possui 2 unidades que correspondem a estrutura secundaria, hélice-a e
folha-3. A rede neural secundéria é utilizada para refinar os resultados produzidos
pela primeira rede, classificando as proteinas em classes: todas, conjunto que

possui todas as classes: folhas-b, hélices-a e coil (fita aleatdria), todas folhas-b,

conjunto que possui somente proteinas com caracteristicas folhas-b e todas

® Banco de dados de estruturas tercidrias de proteinas. Este banco esta disponivel na Internet no seguinte site:
www.rcsb.org/pdb
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hélices-a conjunto que possui somente proteinas com caracteristicas hélices-a.
Nessa segunda rede, os dados de entrada s&o os resultados da primeira rede,
hélices-a e folhas-b, para cada residuo.

Ja os pesquisadores Rost e Sander (ROST & SANDER, 1994) utilizaram
uma RNA do tipo MLP, com duas camadas intermediarias, sobre uma base de
dados nédo redundante de 130 proteinas. Um elemento chave neste trabalho foi o
uso de informacBes evolucbnarias® obtidas por alinhamentos multiplos de
sequéncias que sao utilizadas como entrada ao invés de seqiéncias simples.
Esse foi um dos primeiros trabalhos a incluir informacgéo evolucionaria para auxiliar
as redes neurais na predicdo de estruturas e apresentou um aumento de 6% a 8%
na capacidade da predicdo. A combinacdo de trés niveis de redes resultou em
uma taxa de acerto de 70.8%. O trabalho utilizou trés redes neurais de forma que
a primeira rede utiliza 20 unidades de entrada para cada residuo e uma janela de
13 residuos. A segunda rede leva em conta a correlacdo entre 0s segmentos.
Nessa rede, a entrada € uma janela de 17 residuos adjacentes e possui como
entrada, a saida da primeira rede. Na terceira rede é aplicado um jari na saida de
diferentes redes, computando a média aritmética para 8 redes neurais diferentes.

Diferentes  estratégias tém sido implementadas para melhorar a
performance das redes na predicdo de estruturas secundarias de proteinas. Essas
estratégias podem ser agrupadas em cinco grupos principais: adicionar novos
tipos de informagdes bioldgicas (como: informagbes evolucionarias, informacgdes
sobre a cadeia principal da molécula e dados sobre contatos), nesse caso ndo se
utiliza apenas a homologia de sequéncia primaria como fonte de informacédo para
a Rede Neural Artificial; alteracdo da forma de como apresentar a informagdo para
Rede Neural. (i.e., estratégias que modificam o conjunto de treinamento); utilizar
pos-processamentoffitros antes da predicdo; alterar a arquitetura feed-forward

padréo utilizada; treinamento balanceado.

€ informacBes de segmentos da estrutura primaria que se mantém conservada.
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Todas essas estratégias alteram, significativamente, a performance das
redes neurais na predicdo e podem ser combinadas e utlizadas juntamente. Ha
diferentes linhas quando se discute como melhorar a performance das redes
neurais. Alguns autores exploram o problema de melhorar a base de dados, outros
autores exploram também o wuso de informagbes evolutivas obtidas pelo
alinhamento de sequiéncias e outros autores exploram ainda que um bom projeto
da rede € um fator chave para a performance da predicdo. O desempenho dessas
trés linhas € muito importante para obter melhores resultados. No capitulo

seguinte descreveremos sobre a metodologia do desenvolvimento da pesquisa.



CAPITULO 4

Materiais e Métodos

4.1 Consideracdes Iniciais

Para o desenvolvimento de um modelo ou projeto baseado em redes

neurais artificiais para predicdo da estrutura secundaria de proteinas sao

necessarias diversas etapas:

Coleta dos dados ke treinamento, validagéo e teste: devem ser
reunidos todos os dados pertinentes e potencialmente Uteis a
tarefa;

Pré e Pos-processamento dos dados: os dados simbdlicos devem
ser transformados em dados puramente numéricos, 0s quais sao
mais adequados para utilizacéo pela rede;

Projeto da estrutura da rede: a escolha da configuracdo adequada
da rede tem um impacto substancial no desempenho do sistema;
Treinamento, teste e validacdo: o treinamento € realizado em
diferentes arquiteturas de rede, e para estas arquiteturas se
realiza a validacdo do treinamento e o0s testes para avaliar o
melhor desempenho;

Por fim, o Juri de Decisdo: fase em que os resultados finais séo

gerados.
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4.2 Elaboracédo da Base de Dados

O primeiro passo para a implementacdo do projeto é a coleta e selecéo
de trés conjuntos de sequéncias primarias de proteinas. O primeiro conjunto de
proteinas foi selecionado através do alinhamento mdltiplo (sera detalhado no
préximo topico). Foram selecionadas 389 proteinas que sao responsaveis pelo
treinamento das diferentes arquiteturas de RNA. Estas proteinas foram
divididas em 4 subconjuntos (o primeiro conjunto chamado de todas,
representando as 389 proteinas, o segundo com 173 proteinas, com
caracteristicas de estruturas hélice-a, o0 terceiro com 46 proteinas com
estrutura de folha-R e o quarto formado com 115 proteinas, com estruturas de
30 a 50% hélice-a/folha-3) para o treinamento de RNAs especificas.

O segundo conjunto de proteinas foi obtido através do EVA (Evaluation
of Automatic protein structure prediction)!, um servidor de predicdo de
estruturas de proteinas em tempo real. Prediz as sequéncias depositadas no
PDB? a cada semana, e faz comparacdes com outros servidores®. Em
particular foram utilizadas para o segundo conjunto as proteinas publicadas em
27/02/2002. Foi verificado também neste conjunto, o alinhamento multiplo
obtendo na sua totalidade 65 proteinas ndo homdlogas, que foram
responsaveis pela validacéo das diferentes arquiteturas de RNA. O terceiro
conjunto de proteinas foi obtido através do trabalho Ning Qian e Terrence J.
Sejnowski (QIAN & TERRENCE, 1988). Estas proteinas foram baseadas nas
coordenadas atdbmicas de suas estruturas secundarias disponibilizadas pelo
Brookhaven National Laboratoty. O conjunto tem 75 proteinas ndo homélogas
utilizadas para testar as diferentes arquiteturas de RNA e obter o desempenho
das mesmas através de coeficientes conhecidos na literatura. Para conseguir
0s conjuntos de treinamento é preciso utilizar a técnica de alinhamento

multiplo.

! Site: http://cubic.bioc.columbia.edu/eva/doc/concept.html

2 Banco de dados de estruturas terciarias de proteinas. Este banco esta disponivel na Internet no seguinte
site: www.rcsh.org/pdb

3 Existem outros servidores de predic&o de estruturas como o CA SP, PREDICTOR e DSPRED.
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4.2.1 Alinhamento de Sequiéncias

O alinhamento de sequéncias faz uma associacdo explicita entre
residuos de duas ou mais sequéncias, com o proposito de inferir analogias na
estrutura funcional ou evolutiva das moléculas envolvidas. Alinhar duas
sequéncias consiste em estabelecer uma correspondéncia entre 0s
aminodacidos dessas sequéncias de modo que a ordem nao seja violada. Nao é
necessario que todos os residuos de uma sequéncia estejam associados aos
residuos da outra sequéncia, entretanto é desejavel que o numero de
associacfes seja 0 maior possivel para se obter uma homologia satisfatéria
(VASCONCELOS, 2001). Para buscar alinhamentos otimos (uma baixa
porcentagem de homologia), é necessario definir um critério, medido na forma
de um escore, pelo qual os alinhamentos sédo quantificados. Um exemplo de
critério seria atribuir o valor +1 a um casamento de aminoacidos, -1 a um

descasamento e —2 para a ocorréncia de gap (-), como ilustrado na figura 4.1.

SLNSGYHFC SLNSG- - - YHFZC
| |1
SFQETFLSFHFC SFQETFLSFHEFC
1-1-1-1-1-2-2-2-1 111 = -7
Figura 4.1 — Exemplo do célculo de escores.

Embora a comparacéo de pares de sequéncias seja fundamental para o
estudo de homologias, a andlise de grupo de sequéncias que formam uma
familia de aminoacidos requer a habilidade e capacidade de estabelecer
conexdes entre mais de dois membros de um grupo com o objetivo de avaliar
as caracteristicas deste grupo, ou seja, o0 alinhamento mudltiplo
(VASCONCELOS, 2001). O processo de alinhamento multiplo pode ser
entendido como a melhoria da relagdo sinalruido em um conjunto de
sequéncias. O objetivo deste processo € transformar, por meio de gaps, todas

as sequéncias em outras do mesmo comprimento, como ilustrado na figura 4.2.
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YDGGAVEAL YDGGAV- EAL
YDGGEAL YDGG- - - EAL
FEGGI LVAL FEGGI LEVAL
FDGI LVQAYV FD- GI LVQAYV

Figura 4.2— Processo de alinhamento multiplo.

Existem varias maneiras de definir os escores, mas duas se destacam:

= Um no qual se define o escore do alinhamento multiplo como a soma
dos escores do alinhamento de todos os pares ndo ordenados dentre
estas sequéncias.

= Qutro no qual se define uma sequéncia denominada de “consenso, ou
seja uma sequéncia como modelo” e o0 escore do alinhamento mdltiplo
sdo definidos como a soma dos escores entre as sequéncias

constituintes e a seqiiéncia consenso.

O alinhamento multiplo e caracterizado como eficiente, quando sua
porcentagem de homologia for baixa (30% de homologia caracterizada bem
alinhada). Essa porcentagem € obtida pela maximizacdo destes escores, ou
seja, quanto maior 0 escore menor serd a porcentagem de homologia. Para
realizar o alinhamento dos conjuntos de treinamento e validacdo das proteinas
foi utilizado o software ClustalX®, que é um dos mais utilizados para
alinhamento mdultiplo de sequéncias, e encontra-se gratuitamente disponivel
para as plataformas Unix e Windows. Este software baseia-se no conceito de
alinhamento progressivo, o qual determina os alinhamentos para cada par de
sequéncias e constré6i uma matriz de “distancias” que reflete estes

alinhamentos.

4 Site: http://genome.jouy.inra.fr/doc/clustal/clustalx.html
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4.3 Base de dados de estruturas secundarias

Depois de construido os trés conjuntos de sequéncias primarias, €
preciso obter os arquivos PDB referentes a essas proteinas. Esses arquivos
contém informacbes sobre a estrutura tercidria da proteina, coordenadas
atbmicas, estruturas secundaria e primaria. Para se conseguir a estrutura
secundaria dos trés conjuntos, utilizou-se o software DSSP® que classifica as
estruturas secundarias em caracteristicas geométricas e a exposicdo dos
residuos ao solvente.

E importante ressaltar que esse software ndo prediz a estrutura
secundaria, pois a obtencdo da mesma é feita por meio de célculos que
utilizam padrées de pontes de hidrogénio. Esse programa classifica cada
residuo em oito classes: H = hélice-a; B = folha-3 isolada; E = folha-3; G = 3-
hélice ou 3/10 hélice; | = 5 hélice pi; T = retorno ou volta; S = curva; e ‘.’ =
indefinido. Essas classes sé&o, tipicamente, integradas em trés classes

padronizadas em hélices-a, folha-b e Coll (fita aleatoria) (ver tabela 4.1).

8 classes H G | E B S T “r

3 classes H H H F F C C C

Tabela 4.1: Classificagdo das estruturas.

® Site: http://www.sander.ebi.ac.uk/ DSSP/
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4 .4 Interface do Pré-Processamento

Com a definicdo do problema e a coleta dos dados concluida, segue-se

a codificacdo dos dados de entrada das RNAs. Para isso utilizou-se software

de interface gréafica ‘conversor’’. Esse software desenvolve varias funcdes, tais

como:

conversdo de varios arquivos PDB para arquivos DSSP,
automaticamente, mas deve-se ter o programa DSSPcmbi.exe®;
obtencéo das trés classes (hélice-a, folha-3 e Coil (fita aleatéria) que
serdo utilizadas;

divisdo da base de treinamento em 4 subconjuntos de acordo com a
sua porcentagem de estruturas: o primeiro conjunto chamado de
todas, representando as 389 proteinas; o segundo com 173
proteinas, com caracteristicas de estruturas hélice-a; o terceiro com
46 proteinas com estrutura de folha-3 e o quarto formado com 115
proteinas, com estruturas de 30 a 50% hélice-a/folha-R para o
treinamento de RNAs especificas

criagao de arquivos que descrevem as matrizes de treinamento e as
janelas de aminoacidos, ou seja, a codificacdo da base de
treinamento em matrizes separadas por janelas;

geracao de arquivos estatisticos sobre as proteinas, ou seja, quantos
residuos de aminoacidos compf&em a base de treinamento e qual tipo
de estrutura € composta essa base;

geracdo das matrizes de entrada e saida para a utilizagdo nas RNAs.
(ver Figura 4.3).

" O software conversor foi executado e planejado por Scott (2002) e modificado por Ferreira (2003), na
criacdo de arquivos que descrevem entradas com janelas diferentes.

8 O arquivo DSSPcmbi .exe é o software DSSP, executado em ambiente DOS-Windows e com um arquivo
de entrada PDB.
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Figura 4.3: Interface do Software conversor (SCOTT, 2003).
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Na figura 4.3 temos, a Interface do Software conversor com suas funcoes,

dentre elas a reducdo de oito classes para trés e a preparacdo das bases de

treinamento por meio da funcdo pesquisa ativada e pesquisa ativada Il. A

pesquisa ativada possui quadros de porcentagem em que se coloca o

percentual da estrutura que deseja para construcdo da base. A pesquisa

ativada Il fornece a opcdo da escolha dessa base, sendo quatro alternativas

oferecidas, em que se pode marcar:

- Hélice-a => folha-B + Coil (fita aleatéria). A base hélice-a sera

formada por proteinas que possuem a quantidade de residuo de

aminoacido em formacédo de hélice-a igual ou superior a soma de

folha-R mais Coil (fita aleatéria);

- folha-R => Hélice-a + Colil (fita aleatéria). A base folha-3 sera

constituida de proteinas com residuos em formagédo de folha-R3 igual

ou superior a soma de hélice-a mais Coill (fita aleatoria);

- Call (fita aleatéria) => Hélice-a + folha-3. A base Coail (fita aleatéria)

sera composta por proteinas, em que o0 numero de residuos em

formacao de Coil (fita aleatoria) é igual a soma de hélice-a e folha-R3;
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- Hélice-a + folha-3 => Coil (fita aleatdria). A base Hélice-a / folha-3
(base mista) se formara com proteinas cujos residuos em formacéao
de Hélice-a e folha-R sejam iguais ou superiores aos do Coil (fita
aleatéria) Na proxima secdo, abordar-se-a sobre as janelas de

entradas das RNAs.

4.5 Projecao das arquiteturas das RNAs

Um dos objetivos deste trabalho constitui-se no uso de janelas de
aminodacidos distintas. Foram implementados 9 RNAs, onde cada uma foi
projetada com janela diferente. A escolha de tamanho diferenciado de janelas
de entradas tem uma contribuicAo bem satisfatéria no trabalho, esta
contribuicdo € atribuida pelo fato que as proteinas possui estruturas
secundarias iguais, contudo de tamanho diferentes.

Assim, as 9 janelas de entradas diferentes foram desenvolvidas com o
objetivo de predizer a estrutura secundéaria do residuo presente na posicao
central das janelas. O software conversor cria arquivos de janelas distintas
compreendidas entre (7, 9, 11, 13, 15, 17, 19, 21 e 23), ou seja, para cada
sequéncia de aminoacidos o software conversor cria 9 matrizes de entrada,
sendo cada uma com formato diferente de janela. Os aminoacidos da
sequéncia primaria de cada proteinas sdo codificados em dados numéricos
binérios, para cada residuo de aminoacido foram atribuidas 22 unidades, sendo
20 reservadas para 0os aminoacidos, uma para o heteroatomo (X) e a ultima
reservada para indicar o fim da janela ou o aminoacido nao identificado pelo
DSSP. Uma dessas 22 unidades € sinalizada com o valor 1 identificando um

determinado residuo, e as outras unidades sao zeradas. (ver Figura 4.4).
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1000000000000000000000

danina
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aaining

0000000000000O0OOOOOOOQOO1
Fim da seqiiéncia

Figura 4.4: A representacdo de como os aminoacidos séo codificados.
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Na figura 4.4, tem-se um exemplo de como 0s aminodcidos sao

codificados, formando assim as matrizes de entrada compreendidas entre 0 e

1. Cada matriz de entrada possui um tamanho fundamentado na codificacéo

dos aminoacidos em 22 unidades multiplicada pelo tamanho da janela

correspondente a cada RNA. (ver tabela 4.2).

Unidades Janelas | N°de neur6nios na camada de entrada das RNAs
2 7 2x7=14
22 9 22x9=198
2 11 22x11=242
22 13 22x13=286
22 15 22x15=330
2 17 2x17=374
2 19 22x19=418
22 21 22x21 =462
22 23 22 x 23 =506

Tabela 4.2: Nimero de neurdnios na camada de entrada das RNAs.

Para realizar os treinamentos e testes da rede é preciso fornecer a saida

para cada padrao (janela). A saida da rede é a estrutura referente ao residuo

central. Para codificar os dados simbdlicos (estrutura hélice-a, folha-3 e Coil

(fita aleatéria) em dados numéricos, foram definidos para cada saida da rede

trés unidades(ver Tabela 4.3).
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Estrutura Codificacdo
Hélice-a 100
Folha-3 001
Coail (fita 010

aleatoria)

Tabela 4.3: Codificacdo binaria das estruturas secundarias.

A partir dessa tabela 4.3, ressalta-se a codificacdo dos trés padrdes,
sendo que os residuos com formacdo de hélice-a recebem o valor (1 0 0),
folha-b, (0 0 1) e Caoil (fita aleatdria), (0 1 0). No tdpico seguinte, discute-se para
a implementacdo das RNAs, com suas arquiteturas e o simulador usado para

execucao das redes.

4.6 Implementacdo de uma RNA

Todas as RNAs foram projetadas e treinadas no Simulador MATLAB 5.0.
Esse software é conceituado pela comunidade cientifica e possui varias
ferramentas para implementacdes de redes neurais (Neural Network Toolbox).
As RNAs implementadas foram do tipo Multi Layer Perceptron (MLP) com a
funcdo de treinamento trainrp, que utliza o algoritmo backpropagation
(RPROP). Na elaboracdo de um projeto de RNA, a tarefa consiste em
determinar o nimero de neurdnios de processamento da camada intermediaria,
bem como o nimero de camadas ocultas. Embora ndo existem regras para
determinar o numero de camadas e de neurdnios. Sendo assim, as redes
foram projetadas com duas camadas intermediarias e uma camada de saida de
forma que a camada de entrada utiliza a funcdo de ativacao linear (purelin), e a

demais a funcéo de ativacao tansig (ver Figura 4.5).
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Figura 4.5: Arquitetura de uma RNA.

Na ilustracdo da figura 4.5 temos um aminoacido codificado sendo
processado por uma rede com janela de 17 residuos. Na primeira camada, tem
374 neurdnios, ou seja, 22 unidades vezes 17, em que o0 processo de calculo
dos pesos nessa camada é realizado pela funcéo linear purelin. Os dados,
apos serem calculados, sédo transferidos a camada seguinte. A mesma
recalcula os pesos e passa para a camada de saida por meio da funcao
tansing. Na secdo a seguir, versa-se sobre 0S pesos iniciais e o critério de
parada aplicado no treinamento das RNAs.

4.6.1 Treinamento e o critério de parada

Nesse processo, a principio, os elementos de processamento das RNAs
séo inicializados aleatoriamente com diferentes limiares internos e com
conexdes de pequenos pesos, variando entre -1.0 < w < 1.0, em que w denota
0 peso de uma conexdo qualquer. Em seguida, os dados existentes nas
entradas e saidas do conjunto de treinamento sdo apresentados as RNAs,

repetidamente, e, a cada ciclo de treinamento, 0s pesos sao ajustados a fim de
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checar a generalizacdo das redes. S&o os dois critérios de parada: 1) parada
do treinamento no momento em que ele atinja o objetivo e 2) parada do
treinamento depois de determinado ciclo. No primeiro, o treinamento é
interrompido quando o erro médio quadratico (Anexol) do treinamento for
menor que 0.01 (1% de erro). No segundo, o treinamento é interrompido depois
de determinado numero de ciclos, a fim de obter una estimativa do erro da
rede sobre o conjunto de validagéo. A partir do momento em que o erro meédio,
no conjunto de validacdo, apresentar crescimento, o treinamento € encerrado

como se observa a figura 4.6.

erroh
par flr —>
didacéo
treinamento
>
Tempo

Figura 4.6: Grafico do erro de treinamento e validagao.

Existem varios métodos para a determinacdo do momento em que o
treinamento de uma rede neural deve ser encerrado. A determinacdo destes
criterios € fundamental para um bom treinamento e, consegientemente uma
boa generalizagdo. Os critérios de parada utilizada no projeto, em ordem de
prioridade, séo:

- treinar a rede “x” ciclos, com o conjunto de treinamento;

- simular a rede com a entrada do conjunto de validacéo;

- calcular o resultado contendo o médulo da diferenca entre o resultado da
simulacéo da validacao e a saida real da validagao;

- considerar como um erro de padrao da rede, quando cada linha da

matriz de resposta tiver a soma superior a 0.5;

- somar o numero de linhas do conjunto de validagdo que tiverem erro de
padréo;

- parar o treinamento ou treinar x ciclos novamente, se no passo atual do
conjunto validacédo contiver um numero de linhas com erro ou esse erro

for maior do que o numero calculado.
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4.7 Implementacéo de duas RNAS

Com o objetivo de melhorar os resultados dos testes realizados com a
arquitetura composta por uma RNA, foi implementada uma nova arquitetura
utilizando duas redes, sendo que a saida da primeira rede € a entrada da
segunda rede. Para essa implementacdo foi desenvolvido um software
chamado ‘junta’®, cuja sua funcéo principal é juntar os resultados preditos na

primeira rede com a matriz dos aminoéacidos (ver figura 4.7).

I ﬁl I ;I I ;1 Sadida do residuo 9

do ssgunds rede

2 ou =2 camadas
incermediarias

o o 0O o o0 o 0 o 1 0 0 90 o0 o0 o0 0 o0 000 o090 o8 0.1 0.2

Saids do residuo 9
da primeira rede

A ooy 2 ou 3 camadas
RTTA imtermedifr iss

Figura 4.7: implementacdo de duas RNAS.

Na figura 4.7, o software ‘junta’ faz a converséo dos dados de entrada
para segunda rede. Essa tarefa € desenvolvida na inclusdo de trés colunas,
cujos valores sao o resultado da predicdo da estrutura secundaria codificado na
linha da matriz. Dessa forma, a nova matriz construida possuira tanto o residuo
como também a sua estrutura secundaria identificada pela rede, como, por
exemplo, 0.8 0.1 0.23. Na inclusédo dessas informacdes, a matriz original, de
22 unidades, passa a ter 25. Com isso, finalizam-se arquiteturas das RNAs (ver
Tabela 4.4).

® O software ‘junta’, planejado e executado por mim. Esse foi desenvolvido no compilador Fortran 90.
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Janelas de residuo de Arquiteturas 1° RNAs Arquiteturas 2° RNAs
aminoacidos Janela vezes 22 unidades Janela vezes 25 unidades

7 154x24x12x 3 175x24x 12x 3

9 198x24x12x 3 225x24x12x 3

11 242x24x12x 3 275x24x12x 3

13 286x24x12x 3 325x24x12x 3

15 330x24x12x 3 375x24x12x 3

17 374x24x12x 3 425x24x12x 3

19 418x24x12x 3 475x24x12x 3

21 462 x 24 x 12x 3 525x24x12x 3

23 506 x 24 x 12x 3 575x24x12x 3

Tabela 4.4: Arquiteturas de 18 RNAS.

Na tabela 4.4, em que 18 arquiteturas de RNAs sdo formadas por suas
respectivas janelas, sua estrutura padrdo é composta por 24 e 12 neurbnios na
camada intermediaria e 3, na saida. Essas trés unidades de saida classificam-
se em padrdes do tipo hélice-a, folha-b ou Coil (fita aleatdria). Na secéo

seguinte, discuti-se a implementacéao do juri de decisao.

4.8 Implementacdo do juri de decisao

A inclusdo do jari de decisdo destina-se a fazer uma leitura da predicéo
final (ROST & SANDER,1993). A partir dessa motivacdo, desenvolveu-se um

10 com a funcéo de realizar a média aritmética sobre os

software chamado ‘juri
resultados da predicdo das 18 redes. Um exemplo do resultado gerado pelo

programa pode ser checado na (figura 4.8) .

100 software ‘jdri’ foi planejado, executado e desenvolvido por mim (2003), no compilador Fortran 90,
com base em Ros e Sander (1993).
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Figura 4.8: Arquivo gerado pelo software Jari de deciséo

Na figura 4.8 temos, um arquivo gerado pelo programa juri, em que cada

coluna contém o resultado da média aritmética das 18 redes. Logo apds a

média, executa-se o critério de classificacdo. Essa classificacdo se baseia na

analise do maior valor em cada coluna. Se a primeira coluna for o maior valor,

classifica-se como hélice-a, se for a segunda maior, classifica-se como Coll (fita

aleatéria) e a terceira, como folha-, gerando, assim, o resultado da predi¢éao

No tépico seguinte sera

da estrutura secundaria do residuo em questao.

abordado o coeficiente para analise dos resultados.
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4.9 Coeficientes

Na literatura existem alguns coeficientes para verificar o desempenho de
uma RNA na predi¢do de estruturas secundarias. Dentre estes, o mais utilizado
pelos pesquisadores € conhecido como (Q3), que fornece a porcentagem dos
residuos preditos corretamente considerando os trés tipos de estruturas

secundarias: hélice-a, folha-R e Coll (fita aleatéria).

Coeficiente Q3:

Seja i = { hélice-a, folha-3, Coil (fita aleatéria)};

TOTi = nimero de “i” existentes nas proteinas de teste;
PREDI = nimero total de “i” que a RNA identificou;

CORRI = numero de “i” que a RNA identificou corretamente;

A CORR
Q3="HE9 100 Eq.(4.1)
3 TOTi

(i=H,EC)

Outros coeficientes importantes e que também sao utilizados no projeto
para ajudar na avaliacdo dos testes sdo o Q(obs) e Q(pred). O primeiro da a
porcentagem do numero de residuos preditos corretamente em relagdo ao
namero real observado, em um estado particular. Ja o Q[prd] da a porcentagem
do numero de residuos preditos corretamente em relagdo ao ndmero que a

RNA identificou, em um estado particular.
Seja i = {hélice, folha, Coail (fita aleatéria)}

CORR . 100 Eq.a.2)  qifprd] = O

i[obs] =
Qifobs] TOTi PREDI

*100  Eq.(4.3)
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Para a implementacédo destes coeficientes que avaliam o desempenho

"l Este software fornece

da rede, foi utilizado o software “Comparador
informacdes como porcentagem de acerto, linhas incompativeis, estruturas

preditas e coeficientes, como atesta a figura 4.9.

SRS

Faszar de numeros para estiubura:

biir = Estutura | ID:\resuIt_protS.txt

Saida ID:\resuIt_protS.esl

Comparar zaida da BM& com a sshatura real,

Abnr Est. Real | ID:\sai_treinamento.est
Abir Saida HNAI ID:\resuIt_protEl.est

Total delinhas |?"|
Linhias [ncompativeis: |25

Porcantagem de-Scetto: IE4 %

(FE 10,852????

Nio Helice: !24 Nia-Folha: in Mo Cal 143
Pred Helis: |2E| Pred Folha: |',.f Pied Gt I35

Ghiabs): [70 # O fobsi: |1 % Oefobs): [62 %
Qhipd) |58 5 Of (i 0 % Qelpd) o3 %
Ch:  [03090398m oo Ce: [0383482488

o Cnefician‘te.[MaHﬂéu's] A - diviso por 2em

Figura 4.9: A interface do software Comparador.

Na ilustracdo da figura 4.9 temos, o ambiente grafico do programa
comparador. No botdo “Abrir =>Estrutura”, executa a leitura de arquivos
codificados em estruturas secundarias. No botdo “Abrir Est. Real”, seleciona a
estrutura real da proteinas na qual estd sendo simulada e no “Abrir Saida

RNA”, a estrutura gerada pela rede, afim de comparar.

1 0 software foi planejado e executado pelo Scott (2003), em C++ builder 5.
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Em linhas gerais, esta pesquisa processa as informagdes de entrada
em trés niveis: Nivel 1, sequéncia-estrutura; Nivel 2, estrutura-estrutura e Nivel
3, juri de decisdo. No primeiro, encontram-se redes que predizem a estrutura
secundaria a partir da sequiéncia primaria. Essas redes, do tipo MLP, sdo nédo-
recorrente e compostas de trés camadas (entrada, intermediaria e saida).

No segundo, tem-se a implementacdo de uma segunda rede, em que 0s
dados de saida da primeira séo reaproveitados como entrada para a segunda.
O ultimo nivel realiza uma média aritmética dos resultados da predi¢céo, obtidos
de 18 redes distintas e treinadas independentemente. Na pratica, € como se o
jari recebesse a predicdo de diferentes redes e realizasse uma média para
decidir qual a estrutura secundaria esta associada para o residuo central. O
proximo capitulo abordara os testes, a comparacdo dos resultados com outros

preditores e a discusséo.



Capitulo 5

Resultados

5.1 Consideragdes Iniciais

Neste capitulo sdo discutidos os testes e os resultados. As redes neurais
foram treinadas com bases de treinamento diferentes: primeira base de
treinamento chamada ‘todas’, composta por 389 proteinas, ou seja, todas as
proteinas do banco de treinamento, com 137185 residuos de aminoacidos. As
outras bases de treinamentos foram construidas com o auxiio do software
conversor, realizando uma filtragem na base treinamento ‘todas’.

Essa filtragem permitu a escolha de trés bases de treinamento: base de
treinamento folha-B, formado com 56 proteinas, cuja a soma de residuos em
formacdo de folha-3 é maior que hélicea e coil, com 14772 residuos de
aminoacidos; base de treinamento hélice-a, constituido com 173 proteinas do tipo
hélice-a, com 70160 residuos de aminoacidos e a base de treinamento hélice-a /
folha-3, formado com 115 proteinas com 30 a 50% de estruturas do tipo hélice-a
e folha-RB (conhecido como base de treinamento mista), com 39707 residuos de
aminoacidos. Todas as simulagbes com as bases de treinamento utilizaram para
validacdo as proteinas disponiveis no conjunto de validagdo, 78 proteinas com
41466 residuos de aminodcidos e para o teste foram utilizadas as proteinas
coletadas a partir do artigo publicado por Qian (QIAN, 1988), 65 proteinas com
12419 residuos de aminoacidos.
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5.2 Simulagéo 1 — Arquiteturacom uma RNA

Nestas simulagdes foram usadas redes treinadas com as bases de
treinamento descritas anteriormente e projetadas com 4 camadas (entrada, duas
intermedidrias e uma saida). A camada de entrada possui 374'neurdnios, as
intermediarias com 24 e 12 neurbnios e a saida 3 neurdnios. A funcdo de ativacéo
da camada de entrada é a purelm e as demais camadas tansig. Nesta fase
comparamos o erro de treinamento apds a fase teste, ou seja, as redes depois de
treinadas com suas respectivas base de treinamento elas s&o testadas com o
conjunto de 65 proteinas chamado ‘conjunto teste’.

A porcentagem de acerto (Q3), foi obtido com a comparacdo dos residuos
em formacédo de hélice-a, folha-3 e coil (fita aleatoria) observados no conjunto das
proteinas teste, identificado como (Q[obs])> e os preditos pela rede (Q[prd])>.
Todas as simulagbes mantiveram o0 mesmo ciclo de treinamento igual a 800. O
objetivo dessas simulacBes € verificar qual base de treinamento possui o melhor
desempenho e qual das arquiteturas possui o melhor rendimento. Obs: O calculo

de erro de treinamento segue anexol.
Testes:

Base de Treinamento: Todas — refere-se a todas as proteinas (389 proteinas).

Arquitetura (camadas): 4 camadas (374 —purdim; 24 - tansig; 12 - tansig; 3 -)

Ciclos: 800 Errode Treinamento: 9,8%

Por centagem de Acerto (Q3): 50,62%

Hélice: Q[obs]: 37% Q[prd]: 51% ; Folha: Q[obs]: 36% Q[prd]: 45% ; Cail: Q[obs]: 64% Q[prd]: 63%

Base de Treinamento: Hélice (173 proteinas). 2 matrizes de 54 proteinas e umade 65.

Arquitetura (camadas): 4 camadas (374 —pureim; 24 - tansig; 12 - tansig; 3 -)

Ciclos: 800 Errode Treinamento: 75%

Por centagem de Acerto (Q3): 50,93%

Hélice: Q[obs]: 62% Q[prd]: 42% ; Folha: Q[obs]: 19% Q[prd]: 50% ; Coil: Q[obs]: 58% Q[prd]: 64%

Base de Treinamento: Folha (56 proteinas)

Arquitetura (camadas): 4 camadas (374 —purelim; 24 - tansig; 12 - tansig; 3 -)

Ciclos: 800 Errode Treinamento: 1,6%

Por centagem de Acerto (Q3): 47,41%

Hélice: Q[obs]: 8% Q[prd]: 58% ; Folha: Q[obs]: 70% Q[prd]: 35% ; Coil: Q[obs]: 58% Q[prd]: 65%

1 374 neurénios s&o equivalentes aumajanelade 17 aminoécidos, ou seja 17 vezes 22unidades.
2 Q[obs]: quantidade em percentual observada na proteina.
3 Q[prd]: quantidade em percentual predita pelarede.
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Base de Treinamento: Hélice-Folha (173 proteinas)

Arquitetura (camadas): 4 camadas (374 —purelim; 24 - tansig; 12 - tansig; 3 -)

Ciclos: 800 Errode Treinamento: 6,25%

Por centagem de Acerto (Q3): 52,84%

Hélice: Q[obs]: 44% Q[prd]: 50% ; Folha: Q[obs]: 39% Q[prd]: 45% ; Coil: Q[obs]: 63% Qprd]: 64%

5.3 Simulacéo 2 — Arquitetura duas RNAs

Nesta fase de testes, o principal objetivo foi verificar o desempenho entre os
resultados obtidos com uma arquitetura composta com duas redes e agueles
obtidos anteriormente utilizando apenas uma rede. Nos quadros abaixo temos o0s
erros de treinamento de uma Unica rede, representada pela arquitetura (374-
purelim; 24-tansig; 12-tansig; 3) e os erros de treinamento de duas redes,

representados por (425 - purelim; 24 - tansig; 12 - tansig; 3).

Base de Treinamento: Todas (216 proteinas).

12RNA - Arquitetura (camadas): 4 camadas(374 - purelim; 24 - tansig; 12 - tansig; 3—)

12RNA — Ciclos: 800 Errode Treinamento: 9,8%

22RNA - Arquitetura (camadas): 4 camadas(425 - purelim; 24 - tansig; 12 - tansig; 3 -)

22RNA - Ciclos: 800 Errode Treinamento: 347%

Por centagem de Acerto (Q3): 51%

Hélice: Q[obs]: 38% Q[prd]: 55% ; Folha: Q[obs]: 48% Q[prd]: 42% ; Cail: Q[obs]: 59% Q[prd]: 65%

Base de Treinamento: Hélice (173 proteinas).

12RNA - Arquitetura (camadas): 4 camadas(374 - purelim; 24 - tansig; 12 - tansig; 3-)

12RNA - Ciclos: 800 Errode Treinamento: 7,5%

22RNA - Arquitetura (camadas): 4 camadas(425 - purelim; 24 - tansig; 12 - tansig; 3 —)

22RNA - Ciclos: 800 Errode Treinamento: 2,68%

Por centagem de Acerto (Q3): 52,11%

Hélice: Q[obs]: 58% OQ[prd]: 45% ; Folha: Q[obs]: 25% Q[prd]: 51% ; Cail: Q[obs]: 60% Q[prd]: 64%

Base de Treinamento: Folha (56 proteinas)

12RNA - Arquitetura (camadas). 4 camadas(374 - purelim; 24 - tansig; 12 - tansig; 3-)

12RNA - Ciclos: 800 ErrodeTreinamento: 1,6%

22RNA - Arquitetura (camadas): 4 camadas(425 - purdim; 24 - tansig; 12 - tansig; 3 —)

22RNA - Ciclos: 800 Errode Treinamento. 0,9%

Por centagem de Acerto (Q3): 49,56%

Hélice: Q[obs]: 16% Q[prd]: 53% ; Folha: Q[obs]: 67% Q[prd]: 37% ; Coil: Q[obs]: 60% Q[prd]: 65%

Base de Treinamento: Hélice-Folha (173 proteinas)

12RNA - Arquitetura (camadas): 4 camadas(374 - purelim; 24 —tansig; 12 - tansig; 3-)
12RNA - Ciclos: 800 Erro de Trenamento: 6,25%

22RNA - Arquitetura (camadas): 4 camadas(425 - purelim; 24 — tansig; 12 - tansig; 3-)
22RNA - Ciclos: 800 Errode Treinamento: 1,5%

Por centagem de Acerto (Q3): 57%
Hélice: Q[obs]: 45% Q[prd]: 55% ; Folha: Q[obs]: 45% Q[prd]: 47% ; Cail: Q[obs]: 64% Q[prd]: 64%
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Percebe-se com estes resultados que o erro de treinamento de redes
projetadas com duas redes diminui em até 5% em relacdo ao erro de treinamento
de uma Unica rede. Observamos que a projecdo de arquiteturas composta por
duas redes, melhora o desempenho da predicdo. A melhor porcentagem de acerto
verificada com arquitetura de uma rede foi com a base de treinamento hélice-
afolha-3 alcancando 52,84%. Utilizando a arquitetura formada por duas redes
com a mesma base, chegou-se a um acerto de 57%.

Pode-se observar que redes treinadas com diferentes bases de dados
(todas, hélice-a, folha-B e hélice-a/ folha- ) possuem performances diferentes
para 0 mesmo conjunto de teste. Portanto, no interesse de escolher a melhor base
de treinamento, foram realizadas testes com todas as bases, os resultados obtidos
apontaram a base hélice-affolha-R como a melhor. Para efeito de comparacdo 0s
testes posteriores foram executados com redes treinadas com a base hélice-
affolha-B. A seguir sdo discutidos os resultados realizados com proteinas do
CASP?

5.4 Resultados com proteinas do CASP

Para a avaliacdo do preditor foram selecionadas 15 proteinas. Essas
proteinas sdo usadas pelo Critical Assessment of Structure Prediction
(CASP)(Zemla et al., 2001) na avalicdo dos métodos de predicdo de estrutura

secundaria ( ver tabela 5.3).

Proteinas nome N°=a Proteinas nome N°=a
1Q0LQ Pancreatic Trypsin inhibitor 58 1DT4 Neuro o.ventral antigen 1 73
1EIG Eotaxin - 2 73 1EDS Rhodopsin 31
1C56 Butantoxin 40 1G6X Trypsin inhibitor 58
1DAQ Endoglucanase SS 71 1DOI Ferredoxin 128
1EHD Aggutinim isolectin VI 89 1FD8 Atxi copper chaperone 73
1E5B Xylanase D 87 1FE5 Phospholipase A2 118
1EJG Crambin 46 1EHJ Crambin 46
1ES1 Cytochrome B5 82

Tabela 5.1 Proteinas do CASP.

2 CASP: Critical Assessment of Structure Prediction
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A fim de verificar a porcentagem de acerto de cada janela foi realizados
testes com nove redes com janelas entre 7 a 23. Primeiramente as pojetadas com

apenas uma rede e depois as projetadas com duas redes. No final de cada teste

aplicou-se o

jari de desicdo (juriRl_% -aplicado em resultados de apenas uma

rede e juriR2_% aplicado nos resultados de duas redes) (ver tabela 5.2 e 53).

Janela | Janela | Janela | Janela | Janela| Janela | Janela | Janela | Janela| Jri
Proteinas 7% 9 % |11 % | 13 % |15 %| 17 % | 19 % [ 21 % | 23 % | R1 %
10LQ 67 68 60 58 50 67 60 60 53 75
1EIG 54 63 60 50 58 60 57 50 54 67
1C56 45 37 35 42 37 40 37 35 35 45
1DAQ 61 66 57 69 50 63 58 46 60 74
1EHD 48 53 47 51 48 42 44 46 49 52
1E5B 57 54 52 49 43 45 56 49 47 59
1EJG 60 69 76 73 65 69 51 50 47 71
1ES1 58 63 57 57 58 63 51 50 63 74
1DT4 64 52 54 49 58 49 53 56 54 63
1EDS 51 54 58 51 41 48 35 38 41 58
1G6X 67 68 60 58 50 67 60 60 53 75
1DOI 53 44 42 42 50 47 45 39 44 55
1FD8 52 49 53 54 54 58 67 57 59 60
1FE5 59 64 56 54 56 62 44 46 48 64
1EHJ 64 60 52 67 54 54 54 57 60 70

Tabela 5.2: porcentagem de acerto R1(uma rede).

Janela | Janela | Janela | Janela Janela|Janela | Janela | Janela| Janela | Jari_
Proteinas 7 % 9 % |11 %[ 13 % 15 % | 17 % | 19 % [ 21 % | 23 % [ R2 %
10LQ 70 58 63 63 50 72 58 74 53 78
1EIG 67 57 57 60 60 69 60 58 69 71
1C56 42 40 32 47 45 50 35 42 45 47
1DAQ 66 69 60 60 54 64 61 57 64 77
1EHD 52 56 43 49 47 38 55 46 47 56
1E5B 60 47 59 58 45 56 55 56 60 63
1EJG 54 67 65 76 60 62 56 40 50 76
1ES1 67 63 67 67 60 69 60 50 74 73
1DT4 64 65 58 58 58 53 54 60 58 64
1EDS 54 67 54 38 32 41 19 45 45 67
1G6X 70 58 63 63 50 72 58 74 53 77
1DOI 58 53 44 51 46 52 42 41 48 57
1FD8 68 56 61 60 68 63 73 68 79 83
1FE5 55 61 52 50 55 62 45 44 51 61
1EHJ 61 63 63 57 50 60 47 60 61 73

Tabela 5.3: porcentagem de acerto R2(duas redes).
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Os resultados apresentados nas tabelas mostraram que aplicacdo do jari de
decisdo nas nove redes projetadas de uma Unica rede (tabela 5.2) comprovaram
um acerto significativo entre 45 a 75%. Na implementacdo da segunda rede
(tabela 5.3) a eficiéncia do juri de decisdo aumenta para 47 a 83% de acerto. Isso
mostrou que o jari de decisdo possui um aumento consideravel para o problema

de predicéo.

5.5 Resultado com o Juri de Decisdo com 18 redes

Este resultado tem a finalidade de avaliar a predicdo das proteinas do
CASP, usando o juri de decisdo com 18 redes. Dessas redes 9 €0 projetadas de
uma unica rede, representada pelo percentual final (Juri R1 %) e 9 sédo de duas
redes (Juri R2_%). No final foi aplicado o jari de decisdo na soma dos resultados
gerados por Rl(uma rede) e R2(duas redes), resultando a porcentagem final de
acerto representada por (Jari_18 %) (ver tabela 5.4).

Proteinas | JuriR1 % | JuriR2_% Jari_18 % |Proteinas | JariR1 % |JUriR2_% | Jari_ 18 %
1QLQ 75 78 84 1ES1 74 73 74
1EIG 67 71 73 1DT4 63 64 64
1C56 45 47 57 1EDS 58 67 61
1DAQ 74 77 85 1G6X 75 77 84
1EHD 52 56 56 1DOI 55 57 61
1E5B 59 63 63 1FD8 60 83 83
1EJG 71 76 80 1FE5S 64 61 67
1EHJ 70 73 76

Tabela 5.4: resultado do jari de deciséao.

Os resultados obtidos com redes treinadas com 115 proteinas com
caracteristicas hélice-a/folha-3 e projetadas com janelas de 7 a 23. Mostram que
0 juri aplicado nas predicbes das proteinas do CASP, usando 18 redes aumenta o
acerto chegando atingir um percentual de até 85% de acerto. A aplicacdo do jari
de decisdo tem sido satisfatorio por véarios meétodos de predicdo de estrutura
secundaria de proteinas, os mais citados sdo o de (Rost & Sander, 1994) e (John
& Martin, 1999). O primeiro, publicado em 1994 é uma extensdo do trabalho
anterior de Rost e Sander, adicionando informagdes derivadas do alinhamento

multiplo como dados de entrada para a rede neural. Eles utilizaram o peso de
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conservacdo relativo a posicdo especifica da seqUéncia para aumentar a
performance e 0 numero de insercies e remocOes para evitar sobre-predicdo e
melhorar a exatiddo. A rede final obteve uma exatiddo de 71,6% em um teste
cross-validation sobre um conjunto de 126 proteinas. Com a implementacdo do jari
de decisdo a predicdo obteve um rendimento de 5% a mais, chegando atingir um
acerto de 76%. O jari realiza uma média aritmética sobre os resultados (a
predicdo) obtidos por 12 redes distintas, essas redes distintas possuem a mesma
arquitetura porém sdo treinadas com conjunto de dados diferentes.

No trabalho de John e Martin, os autores usam um juri de decisdo em 15
RNAs diferentes projetadas com janelas de 15 a 27, dessas quinze, cinco
possuem 5 camadas internas , cinco com 7 camadas internas e cinco com 9. Os
resultados de cada rede s&o reunidos em jari de decisdo, onde 0 mesmo realiza a
predicdo do residuo central em questdo, atingindo um acerto de até 86%. Na
pratica, € como se o juri recebesse a predicdo de diferentes RNAs e realizasse
uma meédia para decidir qual a estrutura secundaria é associada para o residuo

central na janela da primeira rede.

5.6 Comparacao dos resultados com outros preditores

Para efeito de avaliar a qualidade do preditor desenvolvido, batizado com
PREDCASA. As 15 proteinas citadas na tabela 5.1, foram submetidas em 3
preditores disponiveis no mercado: o primeiro € o Predict Secondary Structure
(PSIPRED) (JONES, 1999), o segundo Predict Protein HeiDelberg (PHD)(ROST
1993) e o terceiro Protein Sequence Analysis (PSA) (STULTZ, 1993). Esses
possuem um preditor de estrutura secundaria de proteinas on-line, disponivel na

internet. Os resultados de cada proteina seguem em anexo2
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5.6.1 Resultados

Os resultados obtidos atraveés das predicdes foram reunidos em grafico. Na

figura (comparacdo dos resultados 5.1) temos, as proteinas no eixo da abscissa e

a porcentagem de acerto no eixo das ordenadas.

100

Porcentagem de acento

Comparacao com outros Preditores

—— FPREDCASS
—=— PHE
P5A
FEIFRED

161G

161G |
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1001 |
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Figura 5.1 Comparacdo dos resultados

Na figura 5.1 é apresentada a comparacdo do preditor PREDCASA com o

PSIPRED, o PHD e o PSA. Percebe-se uma certa regularidade de percentual de
acerto de 47% até 84% para o PREDCASA em relacdo aos outros . Nesta fase foi

analisado o acerto das estruturas individuais. Foi somado o total de residuos em

formacdo hélice-a, folha-3 e coil ( fita aleatdria) das proteinas do CASP e o total

previstos pelos preditores (ver tabela 5.5).

Estruturas CASP PREDCASA PHD PSA PSIPRED
Hélice-a 318 284 204 302 303
Folha-3 211 181 275 124 208
Call 566 627 612 671 584

Tabela 5.5. acerto geral dos preditores.

Fazendo a subtracdo dos resultados dos preditores em relacdo ao numero

de aminoacidos formando as estruturas hélice-a, folha-R e coil
CASP tem-se o total de erro obtido com cada preditor (ver tabela 5.6):

das proteinas do




Caoitulo 5 — Resultados

Estruturas PREDCASA PHD PSA PSIPRED
Hélice-a 34 114 16 15
Folha-R 30 64 87 3

Coil 61 46 105 18

Tabela 5.6. erro total dos preditores.

Os resultados na tabela 5.6 temos que a base de treinamento hélice-a/

folha-3 possui um influéncia positiva nas predicbes. O erro do preditor PREDCASA

em relagbes as estruturas hélice-a e folha-B sédo praticamente iguais, o PHD

possui um erro menor com estruturas do tipo folha-3 e coil (fita aleatéria) . O

meétodo usado pelo preditor PSA, possui um erro menor com as estruturas do tipo

hélice-a. Por fim temos o preditor PSIPRED, o0 seu erro € praticamente iguais em

todas estruturas submetidas,

mostrando entdo a eficiéncia de sua base de

treinamentoAo fim de todas predicdes foi feita uma média aritmética para analisar

o0 percentual de acerto total dos preditores (ver tabela 5.7).

PROTEINAS

PREDCASA
%

PHD
%

PSA
%

PSIPRED
%

10LO

84

91

51

87

1EIG

73

86

75

91

1C56

47

67

37

50

1DAO

85

70

66

78

1EHD

56

55

58

59

1E5B

63

65

63

72

1EJG

80

50

58

67

1ES1

74

74

56

78

1DT4

64

71

63

78

1EDS

61

29

41

38

1G6X

84

91

53

91

1DOI

61

60

54

66

1FD8

83

79

27

84

1FE5

67

66

67

86

1EHJ

76

53

66

76

MEDIA

69.13

67.13

55.66

73.4

Tabela 5.7: analise das médias de acerto
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Os resultados mostraram que o juri de decisdo aplicado nos 18 resultados
gerado por 9 redes Rl(uma rede) e 9 redes R2(duas redes) mostraram que a
média de acerto do PREDCASA é de 69,13%, esse valor € superior ao do PHD e
perdendo apenas para o PSIPRED com 73,4%. Foram analisadas as proteinas
(1C56, 1EDS e 1EJG), com o PREDCASA o acerto € de 57, 67 e 80%, PHD o
acerto foi de 67, 29 e 50%, PSA obteve um acerto de 37, 41 e 58% e o PSIPRED
obteve um acerto de 50, 38 e 67%. Isso comprova que o preditor PREDCASA
também tem uma média de acerto melhor com proteinas, cujo numero de
aminoacidos é menor que 50 residuos. Portanto, a média geral atingida pelo
preditor PREDCASA comprova a importancia de redes treinadas com janelas
diferentes, e o juri de decisdo aplicado na soma dos resultados de R1(uma rede)

e R2 (duas redes).
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Conclusodes

6.1. Consideracgdes Finais

Nesse trabalho, foram explorados os efeitos do projeto da arquitetura, a
base de treinamento, o uso de varias janelas de aminoacidos e um jari de deciséo.
O projeto de arquitetura teve como objetivo a implementacdo de camadas
intermediarias, visando ao menor tempo de treinamento e ao maior aprendizado
das redes. Os resultados obtidos demonstraram que redes projetadas com duas
camadas intermediarias possuem uma boa performance. Com o desenvolvimento
do software ‘conversor, foi possivel criar as bases de treinamentos hélice-a,
folha-3 e hélice-affolha-R. Essas bases de treinamentos contribuiram
favoravelmente na predicdo de estrutura secundaria da proteina e na
compreensao melhor das informagdes obtidas através dos bancos de dados.

O trabalho teve como ponto principal a implementacdo de vérias janelas de
entradas diferentes, chamadas de janelas de aminoacidos e o juri de decisdo. O
uso de janelas diferenciadas, revelaram através de muitos testes que proteinas
com caracteristicas de residuos em formacdo de hélice-a sdo melhores preditos
por redes com janelas compreendidas entre 7 a 11. As proteinas que possuem
grande parte de sua estrutura com residuos em formacdo de hélice-a e folha-i3,
sdo melhores preditos por redes com janelas entre 13 a 17 e as proteinas com
grande parte dos residuos em formacdo de folha-R3 as redes com janelas de 19 a
23. Podemos também verificar que o uso de janelas diferentes e a aplicacdo do
juri de decisdo sdo extremamente importantes para a performance da predicdo 1D
usando RNAs.
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Portanto, os resultados apresentados e discutidos no capitulo 5 reforcam a
idéia defendida por (HEAD & GORDON, 1993) de que o projeto da arquitetura de
uma rede neural € tdo importante quanto o da base de dados para a performance
dela na predicdo 1D. Uma rede projetada com muito cuidado e com entradas
adequadamente codificadas pode suprir as dificuldades de uma base de dados
pobre ou pequena e melhorar de forma significativa. Essa melhora pode ser
verificada, com a implementacdo de uma arquitetura com duas camadas
intermediaria, o projeto de entradas diferentes (janelas de aminoécidos) e o jari de
decisdo, mostraram que os resultados obtidos com a base de treinamento hélice-
affolha-3 (base mista) com 115 proteinas foram melhores do que os resultados
obtidos com a base de treinamento todas com 389 proteinas.

Por fim, para esses resultados serem satisfatorio € preciso também tomar
muito cuidado com o tipo de dados fornecido como entrada para a rede, para que
ndo haja padrbes sobrepondo, o que dificulta o problema de classificacbes de
padroes. O treinamento de algumas redes neurais chegou a levar
aproximadamente 24 horas em um Pentium IV. J4 os testes e operacionalizacéo
das redes, apés serem treinadas, sdo de 10 minutos para cada proteinas, este € o
tempo gasto pela predicdo em todas as janelas e depois passarem pelo juri de

decisao.

6.2 Contribuicdes do Trabalho

Sem duvida, a principal contribuicdo do trabalho estd na obtencdo de
conhecimento da técnica Predicdo 1D e o desenvolvimento de um preditor com
redes projetadas com janelas diferentes e o uso do Juri de Decisdo. Existem
muitos trabalhos na literatura correlacionados com este projeto, e muitos sdo 0s
pesquisadores que utilizam a técnica de redes neurais artificiais na predicdo de
estruturas protéicas. Entretanto, tais desenvolvimentos sdo realizados, em sua
grande maioria, fora do pais. Ndo existe até o momento no Brasil, algum grupo,
orgdo ou centro de pesquisa voltado para o0 estudo dest ferramenta na predicéo

de estruturas secundéria de proteinas.
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6.3 Propostas para Trabalhos Futuros

Tendo em vista todo o conteldo deste projeto, muito ainda pode ser feito
para melhora-lo, como:
Estudo mais aprofundado no uso de janelas diferentes de aminoacidos;
Projetar novas bases de treinamento;
Colocar informacéo evolutiva na entrada;
Utilizacdo de um simulador de redes neurais artificiais para plataforma
linux.
A disponibilidade de um Web para predic&o on-ine;
E o desenvolvimento de uma rede que possa identificar sitios de

interacéo proteina-proteina.
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