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Impacto potencial desta pesquisa

O aumento da eficiência das redes de distribuição de água é uma demanda urgente no
atual cenário social, considerando-se a crescente urbanização e a escassez da água, recurso
essencial para a manutenção da vida e para diversas atividades do cotidiano. A localização
automatizada de vazamentos possibilita uma manutenção mais rápida, reduzindo os
desperdícios e também o tempo e esforço necessários para se fazer a busca pelo ponto de
vazamento quando este não é aparente. A presente pesquisa tem como objetivo propor
uma metodologia de detecção e localização de vazamentos em redes de distribuição de
água, conciliando a infraestrutura de medição/transmissão com os padrões de Internet das
Coisas (IoT) para viabilizar sua aplicação em larga escala e incorporando os avanços do
aprendizado de máquina baseado em grafos para compensar as limitações decorrentes da
restrição da taxa de transmissão de dados típica de aplicações de IoT. Ainda, este trabalho
é parte do programa “Doutorado Acadêmico de Inovação” do CNPq, envolvendo também
parceria com a empresa Yamatec e o apoio da Agência Unesp de Inovação (AUIN), no
qual foi gerado um depósito de patente junto ao INPI.

Potential impact of this research

Increasing the efficiency of water distribution networks is an urgent demand in the
current social scene, considering the growing urbanization and the scarcity of water,
an essential resource for life maintenance and various daily activities. The automated
location of leakage enables faster repair, also reducing waste and the time and effort
needed to search for the leakage point when it is not visible. The present research aims to
propose a leakage detection and location methodology that conciliates the infrastructure
of metering/transmission with the Internet of Things (IoT) standards to enable large-
scale application while incorporating the advances of graph-based machine learning to
compensate for the restricted data transmission rates in typical IoT applications. Also,
this research is part of the program “Doutorado Acadêmico para Inovação” from Brazil
National Council of Science and Technology (CNPq), also including partnerships with
Yamatec (private enterprise) and the cooperation of Unesp Agency for Innovation (AUIN),
that produced a patent filing with Brazil National Institute of Industrial Property (INPI).
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Prefácio

Este trabalho é integrante do programa “Doutorado Acadêmico para Inovação”
do Conselho Nacional de Desenvolvimento Científico e Tecnológico (CNPq). Com a
intermediação da Agência Unesp de Inovação (AUIN), foi firmada parceria com a empresa
Yamatec Indústria de Ferramentas Eletromecânicas LTDA-ME para o desenvolvimento
das atividades. A temática deste trabalho atende a uma demanda da empresa parceira no
sentido de desenvolver soluções de monitoramento de consumo e detecção de vazamentos
de água em instalações industriais e residenciais. Desta forma, os estudos e aplicações
realizados neste trabalho de Doutorado têm também a finalidade de integrar soluções
comercializáveis no âmbito da empresa parceira, mediante o acordo de cooperação firmado.

A empresa Yamatec é especializada em equipamentos de identificação de vazamentos
de água, tendo como principal produto o Geofone - um equipamento que identifica acúmulo
de água abaixo da terra através de sinais acústicos. Recentemente, a empresa tem expandido
sua área de aplicação para o monitoramento de redes de água, especialmente industriais.
Neste contexto, o interesse da empresa nesta parceria é concentrado em três frentes de
trabalho: em primeiro lugar, a criação e prototipagem de dispositivos de medição de
água com baixo consumo de energia e capacidade de comunicação sem fio; em segundo
lugar, na aquisição de know-how na área de redes de comunicação sem fio, incorporando
aspectos como a transmissão de dados, a implementação de cobertura e a gestão dos
dados de sensores; finalmente, na pesquisa de soluções para a localização automática de
vazamentos através de algoritmos de Inteligência Artificial, utilizando os dados do sistema
de monitoramento.

O desenvolvimento deste Doutorado é orientado por estes três focos de trabalho,
contemplando o desenvolvimento do protótipo do dispositivo de medição, a implementação
de uma infraestrutura de rede sem fio para comunicação de dados, o estudo sobre algoritmos
de localização de vazamentos baseados em dados de medição e a criação de bancos de
dados e dashboards para apresentação das informações ao usuário.



Resumo
A gestão dos recursos hídricos é uma das grandes preocupações ambientais do Século
XXI, sendo tema de iniciativas globais como os Objetivos de Desenvolvimento Sustentável
das Nações Unidas. O paradigma tecnológico da Internet das Coisas (IoT) traz consigo o
potencial de colaborar para a criação de cidades inteligentes, marcadas pelo consumo raci-
onal e pela contenção do desperdício. Esta pesquisa aborda o problema do monitoramento
distribuído das redes de distribuição de água (RDA), usando redes de comunicação sem fio
de longa distância e baixa frequência de transmissão de informações (LPWAN), com foco
na detecção e localização de vazamentos. O trabalho é baseado em três partes principais,
sendo infraestrutura aderente à IoT, simulação computacional de RDA e técnicas de apren-
dizado de máquina para detecção e localização de vazamentos. Na parte relacionada à IoT,
foi desenvolvido um protótipo de dispositivo remoto de medição de variáveis de interesse,
como a pressão na tubulação, com conectividade LoRaWAN. Esses dispositivos de medição
transmitem dados numa baixa frequência (dezena de minutos) para uma infraestrutura
computacional em nuvem para análise de dados, detecção e localização de vazamentos.
A técnica de Aprendizado de Máquina desenvolvida é baseada em Redes Neurais de
Grafo (GNN), que são estruturas que consideram não apenas os valores das variáveis
medidas pelos dispositivos de medição (pressão), mas também a disposição espacial dos
pontos da rede. Através de uma correlação entre a topologia da GNN e da RDA torna-se
possível estimar a localização dos vazamentos. Modelos de RDA em ambiente de simulação
computacional foram criados para viabilizar a coleta de dados em diversos cenários de
operação, especialmente situações de vazamentos em diferentes localidades. Duas RDAs
hipotéticas de tamanhos distintos foram criadas como casos de estudo, para estudo e
avaliação da capacidade de localização do vazamento pela técnica desenvolvida. Os testes
realizados contemplaram variações no tamanho da rede (distância dos canos), intervalo de
aquisição de dados e diâmetro da tubulação. Também foi apresentada uma proposta para
estimação das medições de pressão nos pontos de junção, visando reduzir o número de
sensores instalados. Os resultados mostram que a técnica baseada em GNN é viável para
a detecção e estimativa da localização de vazamentos, considerando as restrições de taxa
de transmissão de dados de medição das aplicações de IoT usando redes LPWAN.

Palavras-chave: Detecção de vazamentos, Internet das Coisas, Cidades Inteligentes,
Aprendizado Profundo, Redes Neurais de Grafo.



Abstract
Management of water resources is one of the biggest environmental concerns in the 21st
century, drawing the attention of global initiatives such as the Sustainable Development
Objectives of the United Nations. The technological paradigm of the Internet of Things
(IoT) provides the potential to enable smart cities, which emphasize rational consumption
and waste reduction. This research approaches the problem of the distributed monitoring
of water distribution networks (WDN) using low-power, long-range wireless communication
with low data throughput (LPWAN) while focusing on the detection and localization of
leakage points. The research is based on three main parts: IoT-compliant infrastructure,
WDN computer simulation, and machine learning techniques for leakage detection and
localization. In the IoT domain, a prototype of the remote measurement device was devel-
oped for measuring interest variables, such as pressure, with LoRaWAN connectivity. Such
devices transmit data at a low rate (tens of minutes) to a cloud-based computational infras-
tructure for data analysis and additional processing for leakage detection and localization.
The developed Machine Learning technique is based on Graph Neural Networks (GNN),
which are structures that process not only the acquired data from measurement devices
(pressure) but also the spatial displacement of the network. The topology correlation
between the GNN and the WDN itself enables the algorithm to estimate the leakage
locations. WDN models in computational environments were developed to provide data
in various operation scenarios, especially leakage in different locations. Two hypothetical
WDNs were created as a case study for analysis and assessment of the leak location
capability of the developed technique. The tests included variations in the network size
(pipe length), data acquisition intervals and pipe diameter. Also, a method was proposed
to estimate pressure values in junction nodes to reduce the number of sensors. The results
revealed that the GNN-based technique is viable for leakage detection and localization,
considering the restricted data transmission rates in IoT applications that operate in
LPWAN networks.

Keywords: Leak detection, Internet of Things, Smart Cities, Deep Learning, Graph
Neural Networks.
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1 INTRODUÇÃO

1.1 PROBLEMA DE PESQUISA
A gestão dos recursos hídricos é um tema fundamental no Século XXI. A questão

é tratada nos 17 Objetivos de Desenvolvimento Sustentável da Organização das Nações
Unidas (ONU) (UNIDAS, 2015). A gestão sustentável da água é um tópico que tem
despertado a atenção de pesquisadores e empresas. O problema global de escassez de água
é intensificado pelas perdas que ocorrem nas redes de distribuição e produz consequências
ambientais e econômicas, particularmente nos países em desenvolvimento (NKEMENI;
MIEYEVILLE; TSAFACK, 2020). Estatísticas recentes mostram que um terço dos países
do mundo apresenta níveis de perda superiores a 40% da água circulante em seus sistemas
de distribuição por conta de vazamentos não identificados e estouros de canos (FOOD; NA-
TIONS, 2017), um problema que se mostra mais expressivo em países em desenvolvimento.
Em 2016, um estudo do Banco Mundial estimou perdas em torno de 45 milhões de metros
cúbicos de água diariamente somente nos países em desenvolvimento. O prejuízo financeiro
decorrente destas perdas supera 3 bilhões de dólares por ano (NKEMENI; MIEYEVILLE;
TSAFACK, 2020).

A ONU aponta ainda que a rápida urbanização requer das administrações nacionais
e locais uma ação mais efetiva no combate às perdas de água por vazamento. Segundo
o Relatório Mundial sobre o Desenvolvimento de Recursos Hídricos (CONNOR, 2015),
a capacidade institucional de governos e empresas de saneamento em aumentar investi-
mentos e melhorar a entrega dos serviços hidráulicos é um fator crítico, especialmente nas
localidades com instalações hidráulicas antigas e com pouca manutenção, cenário frequente
em países subdesenvolvidos. Na esteira dos levantamentos mundiais, países e blocos têm
produzido legislações e relatórios técnicos a fim de sanar os problemas do setor hidráulico.
O Roteiro para uma Europa Eficiente na utilização de recursos (COMMISSION, 2011)
desenvolvido pela Comissão Europeia aponta que “a Europa desperdiça de 20% a 40% de
sua água e a eficiência hídrica poderia ser melhorada em 40% unicamente com melhorias
tecnológicas”.

No contexto latino-americano, o Relatório Mundial aponta que um passo prioritário
é estabelecer e consolidar a governança hídrica. Dada a relativa abundância de água na
região, a crise hídrica é de caráter institucional, não envolvendo necessariamente a falta de
água para o uso (CONNOR, 2015). A falta de legislação rígida, o financiamento insuficiente
e as limitações tecnológicas na rede de distribuição são apontadas como elos frágeis que
precisam de atenção.
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No Brasil, os Relatórios Anuais disponibilizados pelo Sistema Nacional de Informa-
ções sobre Saneamento (SNIS) desde 1995 retratam a evolução do setor hídrico. Segundo
o Relatório Anual de 2021 (BRASIL, 2021), a média nacional de perda de água tratada
nos sistemas de distribuição é de 39,2%. Este cálculo engloba vazamentos, falhas nos
sistemas de medição e ligações clandestinas. A Figura 1 apresenta os índices de perdas na
distribuição dos prestadores de serviços participantes do SNIS por região. Nota-se que as
regiões Norte e Nordeste apresentam as maiores perdas, superando a média nacional.

Figura 1 – Índice de perdas na distribuição dos prestadores de serviços participantes do SNIS
em 2020, segundo macrorregião geográfica e média nacional.

Fonte: Brasil (2021).

O Novo Marco Legal do Saneamento Básico (Lei 14.026 de 15 de Julho de 2020) traz
instrumentos legais específicos para a abordagem do problema das perdas nos sistemas de
distribuição. Todos os contratos relativos à prestação de serviços públicos de saneamento
estão obrigados a conter metas de redução de perdas na distribuição de água tratada. Tais
metas devem ser verificadas anualmente por agência reguladora.

O aumento da densidade populacional no ambiente urbano criou a necessidade de
tornar as cidades mais eficientes, ou “inteligentes”, a fim de atender às necessidades de seus
cidadãos. À medida que o planeta se torna mais “urbano”, as cidades precisam se tornar
inteligentes, dispondo de métodos e ferramentas para uma gestão eficiente e sustentável
dos recursos disponíveis (TALARI et al., 2017; EREMIA; TOMA; SANDULEAC, 2017).
Neste contexto, surge o conceito de “Cidades Inteligentes” (ou Smart Cities), que pode ser
definido como “cidades que promovem a eficiência energética, energia renovável, mobilidade
verde e desenvolvimento tecnológico, incentivando a exploração da gestão do conhecimento
em ambientes urbanos” (ARAGÃO, 2020).

Promover o desenvolvimento sustentável do ambiente urbano é uma preocupação
antiga. Já em 1898 planejadores urbanos se debruçaram sobre esta questão (EREMIA;
TOMA; SANDULEAC, 2017) e o conceito de “cidade do futuro” tem evoluído desde então.
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Atualmente utiliza-se o termo “Cidade Inteligente”, um conceito que está em evolução e
ainda não tem definição consensual (CHOURABI et al., 2012). Em linhas gerais, pode-se
definir as Cidades Inteligentes como “cidades nas quais o uso de Tecnologia de Informação
e Comunicação promove um crescimento sustentável, melhora a qualidade de vida de seus
cidadãos e, por consequência, permite melhor gestão de recursos hídricos e energéticos”
(RAMOS et al., 2020). As definições de Cidade Inteligente frequentemente evocam os
avanços tecnológicos recentes, particularmente aplicações web (conectividade, protocolos)
e tecnologias de informação e comunicação, com a finalidade de promover o uso racional
dos recursos e aumentar a qualidade dos serviços prestados aos cidadãos (FERNANDES,
2018).

Os métodos, ferramentas e tecnologias do contexto da Internet das Coisas (ou IoT -
Internet of Things) são aplicáveis a diversas demandas das Cidades Inteligentes, tais como:
geolocalização, coleta de dados distribuída, monitoramento e supervisão (TALARI et al.,
2017). O conceito de IoT é fundado na ideia de conectar objetos dos mais diversos tipos
(“coisas”) à Internet. Estes dispositivos devem ter a capacidade de coletar, transmitir e
processar dados (SISINNI et al., 2018), sendo chamados “dispositivos inteligentes” (ou
smart devices). Por suas características de operação em redes e distribuída, os dispositivos
do contexto da IoT são um substrato importante para fornecer os serviços das Cidades
Inteligentes, como monitoramento de ciclistas, veículos, estacionamentos, controle de
poluição, ruído e supervisão em geral (TALARI et al., 2017).

O monitoramento do consumo de água no ambiente urbano é uma das aplicações
das Cidades Inteligentes. A água tem impacto direto em toda a sociedade: produção de
energia, atividades recreativas, higiene e bem estar são áreas diretamente impactadas
pela disponibilidade de água (UMAR; UHL, 2016). As redes de distribuição de água são
instaladas ao longo das cidades para servir à população; porém o envelhecimento, condições
ambientais desfavoráveis e até mesmo danos de terceiros podem resultar em rompimentos
e vazamentos (ADEDEJI et al., 2017).

Tendo em vista que os métodos convencionais de monitoramento da distribuição de
água não são eficientes para a detecção de vazamentos (TALARI et al., 2017), este trabalho
aborda o problema do monitoramento distribuído com foco na detecção e localização
de vazamentos em redes de distribuição de água no contexto das Cidades Inteligentes,
utilizando para isso (i) dispositivos e conectividade aderentes à IoT; (ii) modelagem e
simulação computacional de redes de distribuição de água e (iii) técnicas de aprendizado
de máquina para detecção e localização de vazamentos.
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1.2 OBJETIVO
O objetivo deste trabalho é projetar, avaliar e validar um sistema de monitoramento

de redes de distribuição de água que tenha a capacidade de identificar a ocorrência e a
localização aproximada de vazamentos. Para atingir este fim, são propostos os seguintes
objetivos específicos:

• Elaborar modelos de simulação computacional de redes de distribuição de água para
coleta de dados e realização de testes;

• Selecionar as variáveis de interesse para a análise dos dados;
• Projetar e construir o protótipo de dispositivo de campo (sensor) a ser instalado nas

tubulações reais para coleta de dados;
• Implementar e validar um algoritmo de aprendizado de máquina baseado em grafos

para processar os dados das redes de distribuição de água e realizar as tarefas de
detecção e localização de vazamentos;

• Avaliar requisitos e métricas de desempenho do método de detecção de vazamentos,
tais como: sensibilidade, acurácia, número mínimo de pontos de medição, entre
outros.

1.3 JUSTIFICATIVA
Tendo em vista a crescente urbanização, o consequente aumento de demanda

por água nas cidades e as grandes perdas que ocorrem nos sistemas de distribuição, há
um esforço de setores industriais, institucionais e acadêmicos no sentido de reduzir as
perdas de água, tal como as técnicas de smart grid têm sido aplicadas no setor elétrico
(GIUDICIANNI et al., 2020).

A gestão inteligente da água é um componente das Cidades Inteligentes. Sistemas
e métodos de gestão de água são frequentemente denominados “Smart Water Systems” na
literatura de língua inglesa. Nos últimos dez anos, experimentos em cidades como Brisbane
(Austrália), Singapura e San Francisco (Estados Unidos) apresentaram resultados promis-
sores que impulsionaram o setor de gestão inteligente de água (LI; YANG; SITZENFREI,
2020).

Apesar dos avanços obtidos ao longo dos anos, há diversos problemas de pesquisa
ainda não solucionados. A literatura sobre detecção de vazamentos em redes de distribuição
de água frequentemente mostra resultados com altos níveis de incerteza (ADEDEJI et al.,
2017). Ainda, diversos trabalhos apresentam metodologias que requerem elevadas taxas
de aquisição de dados, como por exemplo a análise de transitórios ou a análise de sinais
acústicos (ADEDEJI et al., 2017), nos quais taxa de aquisição de dados necessária inviabiliza
as aplicações baseadas em redes de comunicação de longo alcance e baixo consumo de



Capítulo 1. INTRODUÇÃO 25

energia (LPWAN - Low-Power Wide Area Networks). Neste cenário, o desenvolvimento
de tecnologias avançadas e a adoção de modelos de gestão mais robustos são dois pontos
fundamentais para a redução das perdas de água (RAMOS et al., 2020; GIUDICIANNI et
al., 2020).

Considerando o exposto, este trabalho apresenta as seguintes contribuições:

• Propõe um sistema de monitoramento de redes de distribuição de água aderente ao
contexto de IoT/Cidades Inteligentes;

• Implementa técnicas recentes de aprendizado de máquina ao problema da detecção e
localização de vazamentos de água, considerando as taxas limitadas de aquisição de
dados;

• Realiza a detecção de vazamentos com menor quantidade de dados, dadas as carac-
terísticas operacionais de LPWANs;

• Os sensores são posicionados apenas nos pontos de medição usuais (entrada principal
e unidades consumidoras);

• Apresenta o protótipo de dispositivo de campo para coleta de dados, considerando os
aspectos de capacidade de transmissão de dados, redes, protocolos de comunicação,
instrumentação e gestão energética.

1.4 RESUMO DA PROPOSTA
Um esquemático resumido da proposta deste trabalho é apresentado na Figura

2. Em linhas gerais, o objetivo é desenvolver um sistema de monitoramento e gestão de
água em redes de distribuição urbanas, utilizando para isso instrumentação do contexto
de IoT, neste caso, dispositivos que utilizam tecnologias de comunicação sem fio de baixo
consumo de energia. Os dados de monitoramento devem ser enviados a uma plataforma
capaz de armazená-los de forma estruturada. Os dados serão utilizados em algoritmos de
aprendizado de máquina (Machine Learning - ML) para realização das tarefas de detecção
e estimativa de localização de possíveis vazamentos existentes na rede. Por fim, um sistema
de gestão deverá apresentar uma interface de usuário reunindo as informações da rede,
métricas de avaliação e os resultados dos algoritmos de detecção de vazamentos.
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Figura 2 – Esquemático simplificado do sistema de monitoramento de redes de distribuição de
água proposto neste trabalho.

Fonte: Autoria própria.

1.5 ESTRUTURA E CONTEÚDO
O presente trabalho está dividido em 7 Capítulos considerando a presente introdução

e desconsiderando as referências bibliográficas.

O Capítulo 2 apresenta o referencial teórico deste trabalho, sobretudo considerando
os tópicos: IoT e Cidades Inteligentes, técnicas de detecção de vazamentos e trabalhos
recentes sobre detecção de vazamentos no contexto de IoT e aprendizado de máquina.

No Capítulo 3 é apresentada uma revisão conceitual sobre dois temas: modelagem
de redes de distribuição de água com o aplicativo EPANET e Redes Neurais de Grafo,
que são a abordagem de aprendizado de máquina utilizada neste trabalho. O Capítulo
4 apresenta os materiais e métodos da pesquisa, considerando os aspectos de aquisição,
transmissão e processamento dos dados hidráulicos.

O desenvolvimento do trabalho é apresentado no Capítulo 5. Nele estão os detalhes
do protótipo de dispositivo de medição, implementação da infraestrutura de comunicação
e detalhes do algoritmo de aprendizado de máquina utilizado.

No Capítulo 6 são mostrados os resultados obtidos através da simulação computa-
cional de duas redes de distribuição de água hipotéticas. Estes resultados são a base para
as discussões sobre o potencial e as limitações das técnicas implementadas. Finalmente, o
Capítulo 7 apresenta as conclusões deste trabalho e potenciais trabalhos futuros.
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7 CONCLUSÕES

Este trabalho apresentou uma proposta de monitoramento de RDAs para detecção
e localização de vazamentos de água, utilizando ferramentas do contexto de IoT e ML. O
problema de perda de água nos sistemas urbanos de saneamento básico é percebido de
forma mais latente em países em desenvolvimento, como é o caso do Brasil. Relatórios
de importantes entidades como ONU, Banco Mundial e governos nacionais enfatizam as
dimensões econômicas e sociais do problema do desperdício de água potável. A solução
deste problema passa pela implementação de modelos mais eficazes de governança hídrica,
que incorporem legislação eficiente, financiamento adequado e tecnologias mais eficazes
para que a água seja utilizada de forma racional. As ferramentas de IoT viabilizam as
“Cidades Inteligentes”, conceito no qual se utiliza a tecnologia recente (sobretudo a Internet)
para implementar modelos urbanos voltados para o uso racional dos recursos naturais
e a inclusão social da população. O uso de IoT aplicado à gestão de recursos hídricos
proporciona aumento de eficiência, redução de custos e favorece o consumo responsável.

A revisão da literatura recente mostrou diversas técnicas de monitoramento e de-
tecção de vazamentos em sistemas hidráulicos, das quais destacam-se as técnicas baseadas
em ML. Tais técnicas representam um campo de pesquisa em intenso desenvolvimento
e com grande potencial de prover soluções para problemas complexos como o abordado
neste trabalho. Embora existam diversas metodologias propostas para a solução deste
tipo de problema, o presente trabalho oferece uma contribuição diferenciada das soluções
encontradas na literatura ao integrar numa mesma aplicação métodos baseados em inteli-
gência computacional que levam em conta os limites de transmissão de dados de LPWAN
e utilizam técnicas baseadas na teoria dos grafos para modelar a distribuição espacial das
RDAs e assim estimar a localização do ponto de vazamento.

O sistema de monitoramento proposto envolve dispositivos remotos de medição
espalhados pela RDA, com comunicação de longo alcance e baixo consumo de energia
(LPWAN), de forma a viabilizar a operação a baterias por longos períodos de tempo. Foi
utilizada simulação computacional de RDAs através do software EPANET e sua biblioteca
para MATLAB para obter dados sintéticos de redes hidráulicas, uma vez que o treinamento
de algoritmos de ML requer grandes conjuntos de dados, incluindo diversas situações de
vazamento, que são inviáveis de se realizar em tubulações reais.

Com base nos dados obtidos por simulação computacional, um algoritmo baseado
em GNNs foi aplicado à detecção e estimação da localização de vazamentos. Além da
variável monitorada (no caso, a pressão na tubulação), o algoritmo considera a disposição
espacial dos pontos de medição e consumo da RDA, representada por uma matriz de
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adjacências. Com os dados de pressão e considerando as relações espaciais, o algoritmo é
capaz de estimar o nó mais próximo ao ponto de vazamento.

A avaliação do algoritmo foi realizada com base em dois estudos de caso realizados
a partir de dados obtidos por simulação computacional. Cada estudo de caso foi baseado
em uma RDA hipotética, com a variação de diversas condições para análise da acurácia:
distância das tubulações, intervalo de aquisição de dados, disponibilidade dos dados de
medição reais nos pontos de junção e diferentes diâmetros (bitolas) de tubulação. Para
ambas as redes, foi possível obter acurácias médias em torno de 70%, de acordo com as
situações operacionais.

Nos casos de indisponibilidade de dados de medição nos pontos de junção, utilizou-
se regressão linear para a estimação da pressão nestes pontos. Os resultados obtidos
utilizando regressão linear são inferiores em comparação com a situação ideal (medição em
todos os pontos), mas as perdas de acurácia são maiores se nenhum método de estimação
for utilizado. Ainda, a regressão linear permite a redução no número de dispositivos em
operação, reduzindo o custo de implementação e permitindo o funcionamento do sistema
caso haja pontos de difícil acesso ou impossibilidade de comunicação.

O desenvolvimento deste trabalho também contemplou a construção de um protó-
tipo do dispositivo de medição remoto e a criação de uma infraestrutura de rede LoRaWAN
para testes de conectividade e transmissão de dados. Finalmente, foi implementado um
método de interpolação 2D para a visualização da distribuição de probabilidades indi-
cada pelo algoritmo de GNN no mapa das RDAs analisadas. A análise visual facilita a
compreensão da distribuição de probabilidades, permitindo a identificação das áreas mais
prováveis, que devem ser investigadas quando da ocorrência de um evento de vazamento.

Com base nos resultados expostos neste trabalho, novas frentes de pesquisa podem
ser exploradas em trabalhos futuros. A primeira é a aplicação deste método numa RDA
real, utilizando-se o dispositivo de medição e a infraestrutura LoRaWAN propostas neste
trabalho. Paralelamente, o método de detecção de vazamentos baseado em GNN poderia
ser aplicado a datasets de referência utilizados na literatura para comparação com outros
métodos de localização de vazamentos já utilizados na literatura, uma vez que neste trabalho
as RDAs foram modeladas de acordo com as aplicações de interesse da empresa parceira
do desenvolvimento. Outra possibilidade é a análise comparativa de outras arquiteturas
de GNNs para a estimação do local do vazamento, incorporando-se também soluções
para as limitações do atual método discutidas na Seção 6.5. Sugere-se também analisar
a capacidade de generalização do algoritmo de GNN, ou seja, qual seria o desempenho
se o formato do grafo/RDA sofrer alterações. Finalmente, este método pode ser também
aplicado à localização de outros tipos de redes de distribuição de suprimentos, como por
exemplo os circuitos pneumáticos (ar) e tubulações de outros fluidos.
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