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Resumo

Neste trabalhcabordamos o problema de identificagdo e caracterizacdo do pterigio, uma neo-
formacg&o conjuntival triangular ou trapezoidal benigna, com causa exata ainda nao definida, qut
potencialmente pode acarretar cegueira, COmo um primeiro passo para a criagcao de um sistema esj
cialista para auxilio ao diagnostico utilizando a técnica de reconhecimento de padrbes denominad
Floresta de Caminhos Otimos (OPF). Para a caracterizacdo da doenca, propomos a utilizagco
trés técnicas de selecdo de caracteristicas as quais buscaram reduzir a quantidade de caracterist
utilizadas no reconhecimento, sem todavia, projudicar a acuracia do classificador. Essas técnice
nasceram da juncdo do OPF com técnicas de otimizacao ja existentes como Otimizag¢ao por Enxan
de Particulas (PSO), Busca Harmdnica (BH) e Algoritmo de Busca Gravitacional(GSA), resultando
nos algoritmos hibridos PSO-OPF, BH-OPF e GSA-OPF, respectivamente. O banco de dados utili
zado neste trabalho é proveniente de um Projeto da Faculdade de Medicina da UNESP de Botuca
que visou a criagdo de uma Unidade Mével para atendimento oftalmoldgico a comunidades da regia
de Botucatu. Esse banco de dados possui 89 caracteristicas de 7,654 pacientes dos quais 682 :
acometidos por pterigio e os 6,972 restantes ndo possuem a doenca. As técnicas foram aplicada:
esse Banco de dados em dois momentos distintos. Inicialmente, buscando a identificacdo da doenc
aplicamos o OPF juntamente com outros nove classificadores buscando somente a identificagao
pterigio, dividindo a base de dados em 50 % para treinamento dos classificadores e 0s 50 % restant
para a classificacdo dos dados, num ciclo repetido 10 vezes, com esses conjuntos treinamento
classificagéo gerados aleatoriamente a cada ciclo. Os resultados foram bastante satisfatorios par:
técnica OPF, ja que a mesma obteve acuracia semelhante a maioria dos classificadores, porém cc
um custo computacional reduzido, atingindo uma acuracia média de 99.4148 % de acertos, cor
desvio padrédo de 0.06788 %, num tempo médio de 0.5185 segundos para treinamento e 0.080¢
segundos para a classificagdo. J4 num segundo momento, quando aplicamos as técnicas propos
para a caracterizacao da doenca, utilizamos 30% do conjunto de dados para o treinamento, 20% pe
compor o conjunto de avaliacdo e os 50% restantes para o conjunto de teste. Nos resultados obtidc
tivemos uma reducdo no numero de caracteristicas de 17.28 % na técnica PSO-OPF, 34.56 % r
caso da técnica GSA-OPF e 58.02 % na técnica BH-OPF, mantendo a taxa de acerto similar a obtid
na etapa anterior. Todas as técnicas obtiveram resultados muito proximos em termos de eficaci:
sendo que o PSO-OPF selecionou 67 caracteristicas em 9.52 segundos, GSA-OPF e o BH-OF
selecionaram 53 e 34 caracteristicas em 19.02 e 9.62 segundos, respectivamente, demonstrando ¢
a técnica BH-OPF é a melhor escolha para os propdésitos do trabalho.

Palavras-chave: Floresta de Caminhos Otimos, Inteligéncia Atrtificial, Otimizacdo por Enxame de
Particulas, Pterigio, Oftalmologia.
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Capitulo 1

Introducao

A viséo é o principal sentido do ser humano, sendo responsavel por 85% de toda a informacao qu
recebemos e processamos do ambiente externo, contra 10% da audi¢éo e 5% dos demais sentidos
No entanto, uma grande quantidade de pessoas sdo acometidas por doengas que podem causar d
pequenos transtornos, até danos irreparaveis para a visao. De acordo com a Organiza¢do Mund
de Saude, existem atualmente 314 milhdes de deficientes visuais, sendo que 45 milhdes de pessc
séo classificadas como cegas. De forma geral, cerca de 85% de toda a deficiéncia visual e 75% ¢
cegueira poderiam ser evitadas ou curadas em todo o mundo, tanto por métodos de prevencao, qual
por tratamento especifico [2]. Dentre essas doencas, podemos citar o pterigio, uma neoformags:
conjuntival triangular ou trapezoidal benigna, com causa exata ainda néo definida, que potencialment
pode acarretar cegueira, ja que seu crescimento pode obstruir a pupila, impedindo a viséo [3, 4]. Es:
nivel mais grave, que causa a cegueira, ocorre em uma média de 1,4% dos pacientes diagnosticac
com pterigio [5].

Nesse ponto, 0s avan¢os medicos e tecnoldgicos proporcionam diagnésticos cada vez mais pr
coces e tratamentos mais eficientes. Tais avancos tem causado varias mudancas, inclusive na fori
de se observar as ciéncias médicas, evidenciando que, num futuro proximo, o fato de conhecer con
buscar a melhor e mais rapida informagé&o sera mais importante do que tentar armazenar a propria il
formacdo. Neste contexto, uma nova ciéncia chamada Informatica Médica, a qual integra as ciéncis
da informacéo e da saude, tem sido amplamente utilizada. Sistemas de suporte a decisdo, os quais
usados para fins medicinais desde 1970, tem como principal ferramenta o poder de incorporar e ass
ciar uma grande quantidade de dados médicos. Assim, tais sistemas podem ajudar os profissionais
Saude a tomar decisfes sobre o diagndstico do paciente. Além disso, teorias sobre o mecanismo
cérebro humano e outras técnicas baseadas em inteligéncia artificial tem atraido muita atengéo, co
alguns estudos orientados para o campo da pesquisa da oftalmologia [6, 7].

Lin et al. [6], por exemplo, aplicaram uma rede neural de trés camadas para detectar a progres



sédo do campo visual do glaucoma em 80 pacientes. A rede neural foi treimiada algoritmo de
retropropagacéo [8], a fim de realizar essa tarefa. Com o objetivo de identificar as fases do glaucom:
Galileaet al. [9] também aplicaram redes neurais artificiais em 106 olhos de 53 pacientes, obtendo
100% de exatidao. Huargg al. [7] propuseram um sistema neuro-nebuloso para diferenciar olhos
normais e glaucomatosos. Como se pode notar, um grande esfor¢co tem sido dedicado ao estudo
doencas oftalmoldgicas e sua deteccdo automatica por meio de técnicas de aprendizado de maquir

Apesar destes varios estudos utilizando redes neurais na identificacdo do glaucoma, nao se te
informacdes sobre a aplicagdo de técnicas de inteligéncia artificial em outras doengas oculares, ta
como o pterigio. Assim, tendo em vista que atualmente muitas doencas oftalmoldgicas néo estéo dt
vidamente tratadas na literatura das ciéncias exatas, este trabalho tem como objetivo apresentar ut
comparacao detalhada entre algumas técnicas de reconhecimento de padrdes para a identificacac
pacientes acometidos com pterigio. Outro fator preponderante e ndo menos importante do que a s
identificacdo, corresponde a caracterizacdo dessa enfermidade, ou seja, estabelecer quais as cara
risticas mais relevantes para a identificacéo do pterigio € tdo importante quanto o seu reconhecimen
por meio de técnicas automéaticas.

Recentemente, uma técnica de classificacéo de padrdes denominada Floresta de Caminhos Otin
(Optimum-Path Forest OPF) foi proposta na literatura [10], a qual tem se mostrado eficiente, com
excelentes resultados em comparagdo com técnicas tradicionais de reconhecimento de padrées, t
como redes neurais e maquinas de vetores de suporte (Support Vector Ma@Vdys mas com
menor custo computacional para a etapa de treinamento dos dados.

Dessa forma, este trabalho teve como objetivo utilizar o classificador OPF para a identificacac
automatica de pacientes acometidos pelo pterigio por meio de dados clinicos. Outra contribuicas
do presente trabalho € a proposta de um novo algoritmo de selecao de caracteristicas baseado ¢
Otimizacéo por Enxame de Particulas e OPF para a caracterizacao do pterigio, ou seja, para o esi
belecimento das caracteristicas clinicas mais importantes e relevantes na tarefa de identificagéo des
enfermidade.

Essa dissertacao esta dividida em capitulos dispostos da seguinte forma: No Capitulo 2 detalha-:
0 pterigio juntamente com as queixas, etiologia, patogenia, evolu¢do e tratamento dessa importan
doenca com grande incidéncia na populacao brasileira e que desperta grandes controvérsias na
teratura médica quando se diz respeito a sua caracterizacdo. Ja no Capitulo 3 € definido o que
Reconhecimento de padrdes e é descrito as principais técnicas existentes, tais como Redes Neur
Artificiais, Maquinas de Vetores de Suporte, K-vizinhos mais Proximos e Floresta de Caminhos Oti-
mos(OPF). No Capitulo 4 é feito um delineamento dos algoritmos de otimizacéo, dando enfoque par
as técnicas de Otimizacao por Enxame de Particulas (PSO), Busca Harmonica (BH) e Algoritmo de
Busca Gravitacional (GSA). No Capitulo 5 é frisado a importancia da selecéo de caracteristicas e sa



propostas trés técnicas hibridas entre os algoritmos de otimizacéo citaGapitulo 3 e a técnica de
reconhecimento de padroes OPF, dando origem aos algoritmos PSO-OPF, BH-OPF e GSA-OPF. N
Capitulo 6 sao frisados os Procedimentos Metodolégicos, detalhando sobre as caracteristicas da be
de dados utilizada no trabalho, a aplicacdo das técnicas de reconhecimento de padrdes para ider
ficar o pterigio e a utilizacdo das técnicas propostas para caracterizacao da doenca, demonstrand
discutindo os resultados. J4 no Capitulo 7, conclui-se o trabalho comentando a relevancia do mesm
propondo os trabalhos futuros e relacionando as publica¢des originadas dessa dissertacao.



Capitulo 2
Pterigio

Neste capitulsera abordado o pterigio, uma neoformacéo comum na superficie ocular com pos-
sibilidade de causar cegueira e astigmatismo. Serdo detalhadas as queixas mais comuns dos pacier
acometidos por essa enfermidade relatando a etiologia e a patogenia da doenca as quais apres
tam diversas inconsisténcias na literatura médica. Concluindo o capitulo sera descrito a evolugao ¢
doenca, seu tratamento e os riscos de reincidéncia.

O termo pterigio vem do grego e significa “pequena asa”, tendo em vista sua semelhanca cor
uma asa de inseto [3]. Caracteriza-se como uma neoformacéo triangular ou trapezoidal que ocort
na superficie ocular; habitualmente se dispde ao longo do eixo horizontal da fenda interpalpebra
e, com maior frequéncia, na regiao do limbo medial, podendo ocorrer também no limbo temporal,
formando uma cunha de tecido fibrovascular que avanca superficialmente sobre a cérnea [11, 12]. A
Figuras 1.a e 1.b mostram um exemplo de olho sem pterigio e olho com pterigio, respectivamente.

() (b)

Figura 1:Exemplar de (a) olho livre de pterigio e (b) olho com pterigio.

O pterigio pode ser dividido em trés partes: cabeca (parte corneana), corpo (parte conjuntival)
0 pescoco que une as duas primeiras. Na cabeca distingue-se uma orla avascular, semitransparent
gelatinosa: a zona pellcida e, proximamente a ela existe outra faixa, ndo transparente, esbranquica

4



2.1 Queixas S

e vascularizada, a zona opaca do pterigio. Distalmente a zona peli@daylar, observam-se as
ilhotas de Fuchs. Contornando-se a cabeca, nos pterigios estacionarios, observa-se a linha de Stoc
gue corresponde ao depdsito epitelial de pigmento hemossiderinico. O corpo corresponde a porgé
mais vascularizada, espessa e proximal do pterigio e que pode atingir a carincula e prega semilunar.
vascularizacdo normal da conjuntiva estéa substancialmente modificada no corpo do pterigio e salien
a impressao visual de tracdo da conjuntiva em direcdo a area pupilar da cornea [11, 12].

O pterigio pode ser classificado em trés tipos [12, 13]:

» O pterigio tipo | apresenta o corpo bem definido e a cabeca avanca sobre a cérnea menos C
que 2mm (Figura 2.a);

» O pterigio tipo Il estende-se sobre a cornea por cerca de 2 a 4mm podendo induzir ao astigma
tismo e reducao de acuidade visual (Figura 2.b) e

O pterigio tipo Il avanca sobre a cérnea por mais de 4mm, entrando na zona éptica e causand
reducdo de acuidade visual. Geralmente, esta associado a extensa fibrose subconjuntival, alg
mas vezes levando a limitacdo de motilidade ocular extrinseca e diplopia, ou seja, a percepca
de duas imagens a partir de um anico objeto (Figura 2.c).

A leséo pode ter dois padrdes de aparéncia: um aspecto involutivo quando 0s vasos nao sao ft:
exuberantes e um aspecto carnoso, quando ndo € possivel observar a estrutura da iris sob a leséao
causa da proliferacdo densa e opaca do tecido conjuntival, com um namero elevado de novos vasos

A deteccdao do pterigio pode ser feita com facilidade, sendo possivel o seu diagnostico por meio d:
exame clinico, sem equipamentos sofisticados. Observa-se que o pterigio corresponde a proliferac:
de tecido conjuntival e novos vasos formando um tecido que cresce em direcdo da cérnea, mai
frequentemente localizado no lado nasal.

No entanto, apesar da facil detecc¢édo clinica do pterigio, as queixas e outros fatores associados n
séo especificas, gerando uma grande dificuldade para construir um perfil dos individuos que teriar
probabilidade de serem afetados por esta doenca.

2.1 Queixas

Portadores de pterigio queixam-se mais frequentemente de olho vermelho, ardor, queimacao, i
ritacéo, fotofobia e sensacao de corpo estranho nos olhos. Estas queixas sdo consequéncia da que
do filme lacrimal provocada pela irregularidade superficial da conjuntiva em decorréncia da presenc:
da lesé@o na superficie ocular, criando areas “secas” [12, 14, 15].

Entretanto, muitas vezes as queixas que levam o paciente a procurar tratamento estéo relacionac
com a estética, uma vez que o avanco do pterigio sobre a cérnea e o0s vasos alargados podem dar



2.1 Queixas

(a) (b)

(€)
Figura 2:Exemplar de olho com pterigio do tipo | (a), tipo Il (b) e tipo Il (c).



2.2 Etiologia e Patogenia 7

paciente o aspecto de olho vermelho confundindo, muitas vezesp cmm ou 0 abuso de alcool e
drogas. Além disso, a visdo pode ser afetada, principalmente quando a lesdo se estende sobre a cor
e eixo visual, impedindo a transmissédo dos estimulos visuais. A baixa visdo pode resultar tambén
do astigmatismo induzido pela lesdo. Portanto, as reclamacdes nao sao especificas do pterigio.
gueixas sdo mais importantes nos pterigios carnosos, devido a elevacao da lesédo e a maior quantide
de vasos dilatados [5, 16].

2.2 Etiologia e Patogenia

A ocorréncia de pterigio é grande, e apesar de sua ocorréncia comum, existem muitas contrc
vérsias em relacdo a etiologia, patogénese e tratamento do pterigio [17, 18] e que muitos fatore
ambientais, como a radiacao ultravioleta - UV e a irritagéo cronica tém sido postulados como fatores
causais. O pterigio afeta adultos e € muito raro em criancas, e sua prevaléncia aumenta linearmer
com a idade [19, 20]. Afeta preferencialmente individuos adultos, do sexo masculino, acima dos
30 anos [19, 14]. Entretanto, pesquisas brasileiras mostraram acometimento de ambos 0S sexos, r
mesmas proporc¢des [21], ou ainda predominio no sexo feminino [5, 15]. Pesquisa feita na China [22]
também reportou predominio da lesdo em mulheres. Este fato pode estar muito mais relacionado
procura do tratamento por estética, do que por uma tendéncia de ocorréncia da leséo relacionada
sexo. Esta observacéo esta fortemente consubstanciada pelas queixas dos individuos, ja que a esté
foi a queixa predominante em algumas amostras estudadas [5].

Em outro levantamento, feito no Peru, que levou em conta uma amostra colhida em quatro hos
pitais daquele pais, observou-se que ndo houve predominio estatisticamente significativo quanto &
sexo ou ocupacao [23]. Porém, por exercerem os individuos masculinos mais atividades laborativa
com exposicao solar, estariam eles mais predispostos ao desenvolvimento da leséo [24].

Estudos feitos em outros paises, como Australia e Estados Unidos, demonstraram forte correlacé
positiva entre a exposicdo a radiacdo ultravioleta e o desenvolvimento do pterigio [25, 26]. Numa
populacao do Saara, foi verificado que a gravidade e a duracao da exposicao ao sol sdo importantes
desenvolvimento da lesédo [27]. Em individuos que viveram 5 anos em latitudes menores que 30 grau
e exercendo atividades predominantemente fora de casa, houve 40 vezes mais chance de desenvol
pterigio. Além disso, o uso de 6culos com protecao UV e chapéu foram considerados medidas Utel
para prevencao da lesdo. Outros autores reconhecem a dificuldade de mensurar a exposicao a radia
UV e comentam que ela € cumulativa e bastante nociva, principalmente quando ocorre em jovens
persiste por 2 ou 3 décadas [28, 29, 30].

Outro ponto a ser melhor elucidado € a existéncia de maior nUmero de portadores entre habitante
de populagdes rurais, ja que em pesquisa realizada em Melbourne(Australia), foram diagnosticade
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ocorréncias em 1,2% dos individuos da area urbana e 6,7% dos que neésea rural desta cidade
[31]. Este fato pode ter associagdo apenas com a maior exposicdo solar a que estado sujeitos
individuos que trabalham na lavoura. Dessa forma, podemos ver que ha fortes evidéncias de que
luz ultravioleta representa importante fator de risco para o desenvolvimento da leséo [25].

Na Figura 3 pode-se observar o mapa da incidéncia média diéria de irradiagdo UV em todo ©
mundo, o que comprova que nas regidées de maior indice de pterigio coincide-se uma maior incidér
cia de raios UV, ou seja, prevaléncia de até 22,5 % nas regides equatoriais, enquanto nas regiodes fc
do paralelo de 40 graus norte e sul a prevaléncia diminui para 2% [32]. Foi observada incidéncia de
4% no Qatar [33], 5,2% na india [34], 6,2% na Australia [35], 8,2% na Nigéria [36], 11,2% no Texas
[37], 24,9 % em Manaus e 14,4 % em Salvador [21]. Esta distribuicdo fortalece a idéia da radiacac
solar ser importante na patogenia da lesdo. Porém, esse fator € questionavel, ja que ainda nao
possivel induzir experimentalmente o pterigio em animais expostos a radiacdo [38]. Outros fatore:
etiol0gicos possiveis sdo a exposicdo ao vento, poeira, altas temperaturas e baixa umidade do ar, alc
de populagdes que habitam ilhas e altas latitudes [24, 39], de modo que, a agressao cronica aos olht
na area da fenda palpebral que é a mais exposta, provoca lesdes superficiais na cornea e causa u
racoes limbares tréficas indolores, fazendo com que a membrana de Bowman alterada, possibilite
migracéo dos ceratoblastos como ilhas progressivas subepiteliais, com progressao continua da cabe
do pterigio em direcéo ao centro da cérnea [40, 41, 42, 43].

-180° -150° -120° -80° -80° -30° o? 30° 60° 90° 120° 150° 180°

Figura 3: Média Anual de Irradiacéo Diaria de UV(1990-2004) [44]

J& ateoria conhecida como teoria imunoldgica, sugere que ha um desequilibrio na imunidade
mediada por células na conjuntiva bulbar em portadores de pterigio, e foram observados linfocito:
CD3, mastdcitos, mondcitos, macrofagos e células plasméticas aumentadas nos pterigios [13]. Alél
disso, ja foi observada a alteracao do curso normal da apoptose em pterigio, devido a inativacao ¢
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supressores do gene p53 [45].

Além defatores ambientais, aparentemente portadores de pele e cabelos mais pigmentados e
tdo mais propensos a desenvolver o pterigio [19]. Avaliacéo feita em Barbados mostrou incidénciz
superior de pterigio em negros (23,4% em negros e 10,2% em brancos) [46].

Do ponto de vista histolégico, o epitélio que faz parte da lesdo € normal, estando a alteracac
localizada na por¢ao subepitelial, ou seja, na capsula de Tenon, onde ocorre crescimento fibrovascul
com caracteristicas de degeneracao elastoética [47]. O estroma possui também IgE, 1gG, plasmacitc
e linfdcitos, apontando para um possivel fator alérgico [48].

Outra suposicao para a patogenia é a teoria viral, ja que &irals [49] e Varinli et al. [50]
correlacionaram o pterigio com a positividade para HPV. Ja Detoetkis [51] encontraram Virus
herpes simplex e HPV no pterigio e relacionaram esse fato com o risco de recidiva. Gadtagher
[52] confirmaram HPV (tipos 6, 11 e 16) em 50% dos pacientes com pterigio. Ja Biuak{b3] e
Chenet al. [54] contradisseram essa teoria negando a existéncia de virus no pterigio. A positividade
ao HPV poderia ser apenas regional. Estudo feito em Botucatu também ndo observou a positividad
para HPV [55]. Uma predisposicao hereditaria ao pterigio também parece existir. Alguns estudos
sugerem um modelo de heranca autossdémico dominante [38, 56] .

2.3 Evolucéao

Por razdes desconhecidas, o crescimento do pterigio pode parar em qualquer fase de sua evo
¢céo. A afecgdo pode permanecer quiescente ou voltar a crescer novamente a qualguer momento.
pterigio em sua fase atréfica apresenta uma linha arqueada de depésito epitelial de ferro na fren
da cabeca (linha de Stocker) [12]. O pterigio em fase de crescimento ativo pode alcancar a metac
correspondente da pupila, porém sem ultrapassa-la. Ambos olhos sdo comumente envolvidos, m;
frequentemente de forma assimétrica [57].

O crescimento do pterigio sobre a cérnea, além de causar sintomas como sensagao de cor
estranho, ardor, irritacdo e lacrimejamento, pode desencadear astigmatismo e consequente alterac
visual [58, 59, 60, 61, 62] . Schellirt al. [5] observaram que 1,4% dos portadores de pterigio
possuiam a visdo impedida pela presenca de proliferacédo fibrosa sobre a area pupilar, em estu
realizado na regido de Botucatu (Sdo Paulo). Portanto, € possivel encontrar em nosso meio individu
portadores de cegueira evitavel por pterigio.
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2.4 Tratamento

Para opterigio do tipo I, o desconforto pode ser controlado com o uso tépico de lubrificantes,
vasoconstrictores, compressas frias e evitando ambientes poluidos com fumaga e particulas em st
pensédo no ar, e usando lentes com filtro protetor contra raios ultravioleta, ou seja, tratamento clinic
[12]. J& portadores de pterigio do tipo 2 e 3 necessitam de tratamentos cirdrgicos [12].

Desde os tempos egipcios, varias técnicas cirurgicas e muitas variedades de tratamento tem Si
relatados com o objetivo de retirar essa hipertrofia, trazendo mais conforto aos pacientes [13]. N
entanto, ainda ndo foi encontrada uma solucéo definitiva para pterigio, e a chance de recidiva o
recorréncia da lesdo é bastante variavel, 10% [63] a 40% [64, 65], e muitos s&o os fatores que pc
dem estar a ela relacionados, inclusive a manutencao das condi¢cfes climaticas e de exposi¢ao &
agressores que persistem no ambiente depois do tratamento [12].

Os principais procedimentos cirdrgicos constantes na literatura sao [12]:

» exciséo simples (esclera exposta, fechamento conjuntival simples e por rotacao de retalho cor
juntival);

transplante da cabeca do pterigio;

transplante de conjuntiva autélogo livre (com ou sem tecido limbico);

transplante de membrana amniotica e

transplante lamelar e penetrante de cérnea.

Para diminuir a taxa de recorréncia, os cirurgides tém combinado técnicas excisionais com varia
modalidades de terapia adjuvante: betaterapia, tiotepa, 5-fluorouracil (5-FU) e mitomicina C (MMC)
[12].

Tendo em vista a etiologia incerta e as dificuldades na resolucéo, os estudos em desenvolvimen
do pterigio sdo muito importantes, ja que a alta prevaléncia e a possibilidade de causar baixa acuida
visual por astigmatismo e cegueira por envolver o eixo visual ou provocar opacidades corneanas
eminente [66]. Devido a etiologia incompreensivel, o elevado nimero de pacientes afetados e a
dificuldades no tratamento [16], € muito importante possuirmos meios de deteccéo precoce aliadc
a melhoria do tratamento. Dessa forma, esse trabalho objetivou reconhecer e caracterizar algur
fatores relacionados ao diagndstico dessa doenca utilizando técnicas de reconhecimento de padrée
técnicas de otimizagéo.



Capitulo 3

Técnicas deClassificacao de Padrdes

Neste capitulo sdo exploradas as técnicas de Inteligéncia Artificial (IA) para classificacdo de pa-
drées. Sera feita uma revisao das principais técnicas e sera detalhado o funcionamento de cada un
Inicializard com Redes Neurais Atrtificiais, uma técnica que apresenta um modelo matematico base
ado na estrutura neural de organismos inteligentes. Em seguida se discutira as Maquinas de Vetor
de Suporte, uma técnica que trata a separabilidade das classes com um modelo estatistico. Lo
apos, sera apresentada a técnica denominada K-Vizinhos mais proximos. Finalmente, serd destace
a técnica de Floresta de Caminhos Otimos, a qual é baseada na teoria de grafos, e apresenta o6tin
resultados quando comparada com outras técnicas.

3.1 Redes Neurais Artificiais

Redes Neurais Artificiais (Artificial Neural NetworksANN) séo técnicas computacionais que
apresentam um modelo matematico inspirado na estrutura neural de organismos inteligentes e qt
adquirem conhecimento através da experiéncia [8]. Uma ANN é caracterizada pelo padrao de cone
xao (modelo conexionista) entre os neurénios (topologia), pelo método de determinacao dos pesos
conexdes (treinamento ou aprendizagem) e pela funcédo de ativacéo responsavel pela saida da re
Esses processos comportam-se de maneira similar aos grupos de neurénios do cérebro humano c
recebem e transmitem informacdes através dos dendritos e axdnios, respectivamente [67]. Quan
€ apresentado a rede um conjunto de entradas e suas respectivas saidas, as quais estao repre
tando o comportamento de um processo especifico, a mesma, através do treinamento, é capaz de
auto-ajustar com o objetivo de mapear o relacionamento funcional entre as entradas e saidas. P
conseguinte, apos a execucao desse algoritmo de treinamento, a rede deve ser capaz de general
0 comportamento do processo quando outras entradas, diferentes daquelas utilizadas no treinamen
sdo apresentadas. Tal caracteristica é particularmente Util guando o relacionamento entre as entrac

11
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e saidas do processo analisado € nédo-linear, ou entdo, quando o relacionsoeatolaramente
definido de forma que a sua modelagem, por técnicas de identificacdo convencionais, torna-se mui
dificil.

As redes neurais representam o desenvolvimento de sistemas computacionais capazes de re«
nhecer e classificar padrdes, resolver problemas complexos, realizar processos indutivos e dedutivc
entre outros.

Em geral, a utilizacdo de redes neurais, comparando-se com outras técnicas, possui as seguin
vantagens [68]:

* 0s relacionamentos funcionais entre os padrdes de entrada e saida podem ser capturados f
uma rede neural, sendo que tais relacionamentos ndo precisam ser conhecidos ou descrits
explicitamente;

* nenhuma hipoétese precisa ser feita sobre as distribuicdes estatisticas dos padrdes de entrada

* as redes neurais sdo tolerantes a falhas no sentido que, mesmo quando alguns elementos
conexdes do processamento apresentam-se degradados, a performance da rede pode ser po
afetada.

As arquiteturas de redes neurais artificiais utilizadas para modelar os sistemas neurais biolégico
podem ser divididas em trés categorias distintas. A primeira categoria de redes neurais, "feetforward
transforma conjuntos de sinais de entrada em conjuntos de sinais de saida, sendo que o0s paramet
dessa transformacao sao ajustados de forma supervisionada, de acordo com os resultados deseja
Na segunda categoria de redes neurais, "feedpasknformacdes de entrada definem o estado inicial
de atividade do sistema de realimentacao. Depois de algumas transi¢coes de estado, atinge-se um
tado que é considerado o resultado final da computacédo. Na terceira categoria, as células vizinhas
rede neural interagem mutuamente, a fim de transformarem-se adaptativamente em detectores es
cializados de diferentes padroes. Nessa ultima categoria, o aprendizado da rede neural é realizado
forma ndo supervisionada, atraveés de mapas de auto-organizagao (Self-Organizing MapgB9FOM

3.1.1 Mapas de Auto-Organizacao

No modelo de redes neurais baseado em mapas de auto-organizagdo SOM proposto por Koh
nen [70, 69, 71], a segregacgéao espacial de diferentes respostas e suas organiza¢des em sub-conjul
topologicamente relacionados resultam em um alto grau de eficiéncia nas operac¢des tipicas de un
rede neural.

O modelo SOM implementa uma projecao ndo-linear de um espa¢o multidimensi@malum
espaco bidimensional/, denominado mapa de auto-organizacdo. Essa projecdo, de modo analogo
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a maioria das projecdes encontradas no céerebro, implementam mapeamentos topaogess,
elementos vizinhos e séo geralmente mapeados em elementos vizinhak/em

O mapeamento topoldgico constitui uma importante caracteristica do modelo de redes neurai
proposta por Kohonen, pois permite encontrar caracteristicas e outras abstracdes do espaco multi
mensional através de identificagdo de agrupamentos ("clusters”) no mapa bidimensional.

O mapeamento do espaco multidimensional no bidimensional € realizado por uma funcéo
X — M,ondeX C R"eM C R? que associa cada elementee X a um par(i,j) € M. Os
elementosn,; do mapal/, assim como os dados de entrada, séo vetores de tamaghe mantém
0s pesos das ligacfes sinapticas da rede neural.

Apresentado um estimulo especificoc X a rede neural, o "n6 vencedor” do mapé para
esse estimulo é determinado verificando-se qual dos elementos do mapa possui a menor distancia
estimulo, ou seja, o0 né vencedor tem as coorden@dase M, tal que:

l|m;; — x|| = min{||my — x||,Vi,j,k,l=0...D} (3.1)

ondeD é o tamanho dé/.

Portanto, um estimule € X apresentado a camada de entrada da rede neural € mapeado no
elementq(i, j) da camada de saida da rede neural, ou seja do mapa de auto-orgahizgizira o
qual a distancia entre esse estimulo e o vetor dos pesos das ligacbes singpticagde neural seja
minima, comparando-se com 0s demais vetores de pesos das ligacdes singpticas

Nesse modelo de rede neural, os neurdnios da camada de saida interagem lateralmente com s
vizinhos. Essas interacdes se dao na fase de aprendizado, quando os pesos da célula "vencedore
dos seus vizinhos séo ajustados, de tal modo que a célula vencedora tenha pesos idénticos aos valc
do estimulo sendo apresentado a rede num determinado instante do treinamento, e as células vizint
tenham pesos semelhantes aos da célula vencedora, sendo que o grau de semelhanca é ponderac
acordo com a distancia entre a célula vizinha e a célula vencedora.

A interacdo da célula vencedofa j) com uma célula vizinh@k, 1), num determinado instante
t do treinamento, € definida por uma funggg(t) da distancia entre elas. Normalmente, a funcdo
hi(t) € uma Gaussiana.

O aprendizado nesse modelo € dito ndo supervisionado porqgue 0 mapeamento do espaco mul
dimensional para o bidimensional é feito a despeito dos resultados esperados na saida do proces:
mento, ao contrario dos outros modelos, onde os valores esperados e 0s valores obtidos pela rec
para um dado estimulo de entrada, influenciam no reajuste dos pesos das ligacdes sinapticas.

No modelo de redes neurais baseadas em mapas de auto-organizacao, os pesos das ligacoes
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napticas séo ajustadas da seguinte forma:
mkl(t + 1) = mkl(t) + (ZL‘ — mkl(t))hkl(t) (32)

ondehy(t) = a(t)exp [—%} (,7) s@oas coordenadas do né vencedor para o estimulo
|| — 7i;]| € a disténcia espacial entre o n6 vencedor e ¢knb, e /(¢) € uma funcéo do tempo de
treinamentd, que determina a variancia da Gaussiapa

O tamanho da vizinhanc®;;(¢) decresce de acordo com o numero de iteragdes fase de
treinamento. No inicio do treinamento, isto é, quande 0, N;;(¢) inclui toda a rede, e no final,

quanda = 7', V;;(t) contéem somente o n6 vencedaryj). A seguinte funcéo linear pode ser adotada

para determinar os ajustes nas extensdes da vizinhaipgay = D [1 — %} parat =0,...,T.
De forma andloga, as fung6e&) e «(t), podem ser reajustadas em cada iteragdo através das
funcdes lineares(t) = 2 — ~ ea(t) = 1 — &, parat = 1,..., T, respectivamente.

Apés a fase de treinamento, os nés da rede sao rotulados de acordo com a classe de estimul
para os quais eles apresentam respostas mais intensas. Se essa fase for supervisionada, entéo de
apresentar para a rede conjuntos de estimulos para os quais se conhece a classificacdo. Para c
classe de estimulos conhecidos verifica-se quais sdo 0s nos vencedores no mapa de auto-organizac
Esses nos séo rotulados com o rotulo associado aquela classe de estimulos. Se essa fase néao
supervisionada, é necessario fazer uma andlise de agrupamentos no mapa de auto-organizacao.

Um modelo da arquitetura bidimensional tipica da rede de Kohonen é apresentado na Figura 4.

3.1.2 Redes Neurais Perceptron Multicamadas
3.1.2.1 Perceptron

Durante as décadas de 50 e 60, uma grande revolu¢ao ocorreu ho campo de pesquisa relacionga
a teoria de reconhecimento de padrbes com o aparecimento das chamadas maquinas que aprend
0s perceptrons [8].

Em sua metodologia mais bésica, o perceptron aprende uma funcdo de deciséo linear que dic
tomiza dois conjuntos de treinamento, 0s quais sdo linearmente separaveis, em um numero finito c
passos iterativos. A resposta desse dispositivo basico baseia-se na soma ponderada de sua entrade
seja,

d(z) = ¢(x); (3.3)

X = Z WiT; + W1 (3.4)

=1

gue € uma funcéo de deciséo linear em relacéo aos elementos do vetor de caracteristicas. Os coefi
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Figura 4: Arquitetura bidimensional tipica de uma rede de Kohonen adajgafie?].

entesw;, j = 1...n+1, sdo os chamados pesos das conexdes, sendo analogos as sinapses no sistel
neural humano. Tem-se ainda gé a chamada funcao de ativacégp é o somatdério da rede [8].
Dentre as varias escolhas pardem-se:

* Funcéo limiar (threshold):

1 > 1,
P(x) = e (3.5)

0 caso contrario

» Funcgéo sigmoidal:
(3.6)

* Funcéodentidade:
o(x) = x (3.7)

A Figura 5 ilustra essas funcoes.
O algoritmo de treinamento do perceptron utiliza uma funcao de ativagéao por limiarizagdo muito
semelhante a Equacéo (3.5), descrita por

1 > 1,
P(x) = Sex = (3.8)

—1 caso contrario.
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Figura 5:Funcdes de Ativacao Linear (a), Sigmoidal (b) e Identidade (c).
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Geometricamente, a equacéo

X =) Wi+ Wiy =0 (3.9)
i=1
ou
X = wi1Ty + weTo + ... + Wy + Wyy1 =0 (3.10)

define um hiperplano no espagedimensional de padrdes. @sprimeiros coeficientes estabele-
cem a orientacéo do hiperplano, enquanto o ultimo coeficiante,, também chamado dadas, é
proporcional a distancia perpendicular a origem do hiperplano.

Caso as duas classes apresentadas ao algoritmo de perceptron sejam linearmente separaveis
R"™, 0 mesmo converge em um numero finito de passos. Entretanto, caso ambas classes ndo obedeg
a tal critério, o algoritmo executara indefinidamente, néo convergindo para a solugéo otima.

O modelo simplificado do perceptron é apresentado na Figura 6.

Figura 6: Modelo simplificado do Perceptron adaptado de [72].

3.1.2.2 FRerceptron Multicamadas

Para o tratamento de problemas que possuem varias classes, independentemente de as mesma:
rem separaveis ou nao, o algoritmo de Perceptron visto anteriormente € ineficiente, visto que o mesn
funciona adequadamente quando a tarefa de classificacdo consiste em duas classes linearmente s¢
raveis. Conectando varios perceptrons, pode-se projetar uma estrutura chamada Perceptron Mul
camadas, também conhecida como MLP [8], a qual consiste de varias camadas de elementos cor
putacionais idénticos (neurdnios) dispostos de tal maneira que a saida de cada um deles alimente
entrada de cada neur6nio da camada seguinte. O numero de neurdnios da primeira camada, denor
nadaA, corresponde &/ 4; sendo, frequentemente denotdde = n, ou seja, 0 nimero de elementos
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da primeira camada é igual a dimensionalidade do vetor de caracteristicaésngdo de neurdnios
da camada de saida, chamé&gacorresponde &, = M, sendo)M igual ao numero de classes do
problema de classificacdo. A rede neural reconhece um vetor de padd@®® pertencente a classe
w,, caso an-eésima saida da rede possuir o maior valor dentre asl saidas restantes.

No caso da arquitetura citada anteriormente, a entrada de cada elemento em qualquer cama
corresponde a soma ponderada das saidas da camada anterior. DeAotacdmada anterior &,
tem-se que a entrada de cada neurdnio na camadienotada pof; € dada por

Nk
I =) w0 (3.11)
k=1
sendo que
Or = ¢(Ix), (3.12)
ondej =1,2,..., Ny, sendoN; e Ng 0 nUmero de elementos da camada X, respectivamente, e

w;i, S80 0S pesos que modificam as saldaslos elementos da camaéla
Algumas convencgdes geralmente adotadas para tais estruturas de redes neurais séo:

 a funcdo de ativagdo utilizada na camada de entrada é a funcéo identidade, dada pela Equ
cao (3.7);

» camadas néo adjacentes nao sao conectadas diretamente e, por conseguinte,

* todos os neurdnios das camadas escondidas possuem a mesma funcéo depativagao

Sendo assim, este modelo de rede neural é chamatied®mrward, devido ao fato de tanto a
camada de entrada quanto as intermediarias, ou escondidas, serem submetidas somente a cam
mais alta, ou seja, a cama#laé subalterna a camada — 1, assim por diante.

Uma representacédo de um modelo basico do mddeldfowardoode se visto na Figura 7.

3.1.2.3 Treinamento por Retropropagacao

O principal objetivo deste algoritmo € desenvolver uma regra de treinamento com o intuito de
minimizar o erro quadratico total entre as saidas desejgdass saidas reais, dos nés em uma
camada de saidg, ou seja, minimizar a equagéo abaixo:

Nq

Bo =33 (ry—0,)" (3.13)

q=1

ondeN, é onumero de nés da camada de s&jda
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Figura 7: Representacdo basica de uma fedéforward(multicamadasadaptada de [72].

Durante o treinamento com o algoritmo de retropropagacao, primeiramente, um padrédo € apre
sentado a camada de entrada da rede. A saida obtida pela ultima camada é comparada com a sa
desejada. Caso a mesma nao estiver correta, o erro é calculado através da Equacéo (3.13) e propag
a partir da camada de saida até a camada de entrada, sendo que 0s pesos das conexdes sao modific
através da regra delta generalizada conforme o erro € retropropagado.

Desta forma, aregra delta generalizada,, permite o ajuste dos pesos em cada uma das camadas
de maneira a tentar minimizar a funcéo de erro mostrada acima, ou seja, calcular o gradiente negati
de E, dado pela equagéo

Awg, = _o2Ee , (3.14)

Wep

em queP’ precedea camadd) e o € um incremento positivo de correcao.

Pode-se resumir e generalizar o procedimento de treinamento da seguinte maneira: para quaisqt
duas camada&” e J, em queK precede imiediatamenté a Equacao (3.14), através de algumas
manpulacdes algébricas, pode ser re-escrita como

ijk = Oé(stk. (315)
CasoJ seja uma camada de saida¢ dado por:
d; = (r; — 0;)0;, (3.16)

ondeQ’, de nota a derivada de;.
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SeJ for uma camada interna/e for a proxima camada, entég € dado por

Np
8, =003 8wy, (3.17)
p=1

ondej =1,2,...,N,.

Desta forma, todo o processo de treinamento comecga com um conjunto arbitrario de pesos d
rede. Em seguida, a aplicacdo da regra delta generalizada em qualquer passo iterativo envolve du
etapas. Na primeira fase, um vetor de treinamento é apresentado a rede e propagado atraveés ¢
camadas da rede para o calculo@epara cada n6. As saidés, dos nds da camada de saida séo
entdo comparadas com as respostas desejadasa que os termos de erfp sejam gerados. A
segunda fase envolve uma passagem para tras na rede, retropropagacao, durante a qual o sinal de
apropriado é passado por cada n6 e as mudancas correspondentes nos pesos sao realizadas. Ume
gue o sistema tenha sido treinado, 0 mesmo passa a classificar os padrdes utilizando os parameti
estabelecidos durante a fase de treinamento descrita acima.

3.2 Maquinas de Vetores de Suporte

As Maquinas de Vetores de Suporte, do inglés "Support Vector Machines” (SVM), sao normal-
mente consideradas a primeira aplicacao pratica da teoria do aprendizado estatistico [73, 74]. Trata-
de uma area de pesquisa que oferece muitas opcdes para se trabalhar, sendo grande parte delas r
conceituais que meramente técnicas. Nos Ultimos anos seu escopo tem crescido significativamen
tanto em termos de novos algoritmos quanto de um entendimento tedrico mais aprofundado. Part
destes novos algoritmos se deve aos chamados métodos de nuclearizagéo, uma proposta para solu
de problemas daprendizado de maquineuja arquitetura tem se demonstrado capaz de lidar com
questdes relativas as bases desta teoria. Além disso, aplicacdes bem sucedidas de SVM demonstr
gue esta técnica ndo so possui uma fundamentacdo mais sélida do que as Redes Neurais Artificiz
como também s&o capazes de substitui-las com desempenho melhor ou semelhante [74].

As SVM propdem resolver o problema de classificacao de padrdes assumindo ser possivel separ
as classes em um espaco de mais alta dimens&o. Suponha uma situagao na qual os dados néo sé
nearmente separaveis. Tais amostras podem ser separadas em grupos usando curvas ou circulos c
superficies de decisdo, porém encontrar tais limiares é uma tarefa custosa. A principal ideia de um
SVM ¢é pré-processar os dados de tal forma que o problema de encontrar uma funcéo discriminant
nao-linear seja transformado em um problema de encontrar um hiperplano, ou seja, mapear os dad
gue estdo em uma dimensdo qualquer para outra maior, tornando os mesmos linearmente sepa
veis. Isto é feito definindo um mapeamento que transforma o vetor de entrada em outro (usualment
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maior) vetor. Espera-se que, escolhendo um mapeamento adequado,anjunto de treinamento
seja linearmente separavel.

3.2.1 Classificadores por Hiperplano

De acordo com as questdes destacadas para o controle da efetividade dos algoritmos de apren
zado, se faz necessario que a capacidade da classe de fun¢des possa ser calculada. Nos primordio
seu estudo, Vapnik [73] considerou uma classe de hiperplanos em um gspagoproduto interno,

(w,x) —b=0 (3.18)

ondew € H,b € R, correspondendo com fun¢des de decisdo do tipo

f(x) = sgn((w, x) — b) (3.19)

Baseado em dois argumentos, ele entdo propds o algoritmo de aprendizado denominado Retrato G
neralizado (do inglés "Generalized Portrgipara problemas separaveis por hiperplanos.

1. Dentre todos os hiperplanos que separam os dados, existe apenas um hiperplano 6timo disti
guido pela margem de maxima separacao entre qualquer ponto de treinamento e este hipe
plano. Esta € a solugéo de

maximize min{||x —x;|||x € H, (w,x) —b=0} (3.20)
weH,beR
ondei =1, ...,m.
2. A capacidade da classe de hiperplanos de separacdo decresce com o crescimento da marger
Para construir tal hiperplano 6timo, é necessario resolver

1

minimize  7(w) = 5||wl| (3.21)
sujeitoa
((w,x;) —b) >1 paratodo i =1,...m (3.22)
ou
((w,x;) —b) <1 paratodo i=1,....m. (3.23)

Temos que as Equacdes 3.22 e 3.23 pode ser escritas como:

y;((w,x;) —b) > 1 paratodo i =1,...,m, (3.24)
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ondey; € {+1,—1} denotao rotulo da amostra;.

A razéo por detras da minimizacao @e(Equacao (3.21)) pode ser interpretada da seguinte ma-
neira: se||w|| fosse 1, entdo o termo da esquerda na Equacao (??) seria igual a distanceode
hiperplano. Em geral, é preciso dividif((w,x;) — b) por ||w|| para transforma-lo nesta distancia.
Sendo assim, se a Equacao)(# satisfeita para todas= 1, ..., m» com umw de tamanho minimo,

a margem sera maximizada como um todo. Um resumo destes argumentos é dado na Figura 8.

Figura 8: Um problema de classificacao binaria extraido de [74] mgpdsito é separar as bolas

dos diamantes. O hiperplano étimo (Equacao (3.21)) € mostrado com uma linha sélida. No problem:
sendo separado héa apenas um vetor pondesadaum limiarb tal quey;((w,x;) +b) > 0 (i =
1,...,m). Ao reescalaw e b com 0 objetivo de que o(s) ponto(s) mais proximos ao hiperplano
satisfacam(w, x;) + b| = 1 se obtém a formaanonica(w, b) do hiperplano.

A funcdor na Equacao (3.21) € chamadafdacao objetivo, enquanto a Equacéo (?7?) repre-
senta asestricoes de desigualdade. Juntas elas dao origem ao que se conhecprablama de
otimizacao restrita, que por sua vez € resolvido através da introducBagiangiano
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L(w,b, ) —||W||2 Zaz yi((%:, W) + ) — 1) (3.25)

ondecq; > 0 sdo osnultiplicadores de LagrangeL tem que ser minimizada com relacdo/asaveis
primaisw e b e maximizada com relacao @ariaveis duaisy;. Em outras palavras, um ponto de sela
deve ser encontrado. Como se pode notar, as restricdes do problema original foram incorporadas r
segundo termo no Lagrangiano.

Olhando melhor para o que o problema de otimizacao restrita nos mostra, é possivel ob-
servar que se a restricdo da Equacéo) (?@ segundo termo do Lagrangiano for violada com
Yo aq(yi((xi,w) +b) — 1 < 0, L pode ser incrementado através do decrescimento; dor-
respondente. Ao mesmo tempe,e b terdo que mudar (reduzindo a margem) de tal formalgue
decresca. Dado que o problema é separavel, num dado momento as restricbes serao finalmente sa
feitas. De forma analoga, podemos entender que para todas as restricées nao atendidas precisame
como igualdades, sew; correspondente deve ser este € o valor de;; que maximizal.. Desta
Gltima observagéo extrai-se as chamadas condi¢cfes de complementaridade de Karush-Kuhn-Tuck
(KKT) presente na teoria da otimizacao.

Considerando que num ponto de sela as derivadds c&m relacdo as variaveis primais deve
desaparecer,

0 0
%L(W,b a)=0 e 8_WL(W’b a)=0 (3.26)
nos leva a .
> ayi=0 (3.27)
=1
e m
W = Z Y X (3.28)
=1

Consequentemente, o vetor-solu¢do nada mais € que uma expansao (Equacéo (3.28)) de um s
conjunto dos padrdes de treinamento, especificamente aqueles; diferente de zero, que séo os
chamados vetores de suporte (Support Vect8igs).

Ao substituir as Equacgoes (3.27) e (3.28) no Lagrangiano (Equacéo (3.25)), elimina-se as variavei
primaisw e b resultando no chamagwoblema de otimiza¢éo dual, que é o tipo de problema que as
SVM normalmente resolvem na pratica:

m 1 m
maximize W(a) = Zai — 5 Z ;05 (X, X5) (3.29)
i=1

aeR™
i,j=1
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sujeito a
a; >0 paratodo i=1,....,m

i a;y; =0
i=1

Ainda baseado na Equacéao (3.28), a funcao-hiperplano de decisdo (Equacéo (3.19)) pode ser escr
como

f(z) = sgn (Z Yoy (X, X;) — b) (3.30)

=1
Para fechar esta parte, nos falta estabelecer éqmode ser calculado. De acordo com as condi-
cOes KKT, todos os pontos com
a;lyi((x;,w) —b) —1] =0 paratodo i=1,...,m (3.31)

sao SVs situados na margem e, sendo assint, 0. Em tais casos, € possivel demonstrar que
(xi,w) —b =y (3.32)
Dessa forma, o limiar pode ser obtido, por exemplo, por
b=y — (X, W) (3.33)
Alternativamente) também pode ser calculado a partir dos valores das variaveisauais; cor-

respondentes.

3.2.2 Nuclearizacao e Hiperplanos de Margem Suave

Esta secdo esta relacionada ao mapeamento das entradas para um espaco de maior dimen:
nalidade e ao acréscimo de artificios de tolerancia para que as SVM possam lidar com problema
nao-separaveis.

Para expressar as formulas a partir dos padrdes de edtraglaprega-se o produto interno dos
vetoresx, x’ em termos do nucleb estimado pelos elementos de entrada

k(z,2") = (x,x) (3.34)

Esta substituicdo, também conhecida como truque do nucleo (do inglés "kerng| &icisada
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para estender o conceito de classificagéo por hiperplanos para méadgivetores de suporte nao-
lineares. O truque do nucleo pode ser aplicado desde que todos os vetores de caracteristica ocorr:
apenas em produto internos, o que pode ser observado nas Equactes (3.29) e (3.30). O vetor pc
derado (Equacao (3.28)) torna-se entdo uma expansao no espaco de caracteristicas e, sendo as:
nao mais correspondera ao seu respectivo vetor no espaco de entradas. A partir da Equacgéo (3.30
funcao de decisao se tornara

f(z) = sgn <Z yioi (®(x), D(x:)) — b)

= sgn <§: yioik(x, z;) — b> (3.35)

i=1

e o problema de otimizacéo (Equacéo (3.29)) assumira a forma

maximize W(a) = Zzl @ =3 ”ZI ;oY Yk (g, ;) (3.36)
sujeito aw; > 0 paratodoi = 1,....m, e " oy; = 0. A Figura 9 captura a ideia de mapear os
dados do espaco de entradas para o espaco de caracteristicas.

Figura 9: A ideia de se aplicar o truque do nucleo nas SVM: mapedadss de treinamento (input
space) em um espaco de caracteristicas (feature space) de maior dimensao atbaeésnstruir |a

um hiperplano de maxima margem de separagéo. Apesar da fronteira de decisado ser linear no espa
de caracteristicas, no espaco de entradas original ela ganha formas nao-lineares. Adaptado de [72

Mesmo com as vantagens da nuclearizagdo do problema, na pratica, o hiperplano de separag
ainda assim pode nao existir. Isto pode acontecer, por exemplo, em um conjunto de dados com muit
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ruido onde haja sobreposicéo das classes. Para permitir queroples que violam a Equacéo {??
possam ser considerados, as variaveis de afrouxarfesdo introduzidas [75, 74], onde

& >0 paratodo i=1,....,m (3.37)

fazendo com que as restricbes assumam a forma
yi((w,x3) —b) >1—-¢ paratodo i =1,....m (3.38)

Desta maneira, um classificador de boa generalizacdo pode ser obtido pelo controle tanto da capa
dade (através déw||) quando da soma das variaveis de afrouxam@nte;. E possivel demonstrar
gue este somatdrio prové um limite superior no numero de erros de treinamento [74].

Neste contexto, uma possivel elaboracao de tal classificador de margem suave é obtida pela mir
mizacao da funcéo-objetivo

r(w,€) = glIwl +C Y6 (339)
=1

sujeita as restricdes da Equacdes (3.37) e (3.38), onde a conStant® determina o equilibrio
entre a maximizagdo da margem e a minimizagao dos erros de treinamento. Quanto n@jor for
menor sera a margem, menor o numero de erros de treinamento e menor também a capacidade
generalizacdo da maquina de aprendizado.

Incorporando o ndcleo e reescrevendo o problema em termos dos multiplicadores de Lagrang
novamente nos leva a maximizacao da Equagéo (3.36), sujeita as redirigdes < C para todo
i=1,..,meY " ay = 0. Aunica diferenca deste caso para o caso separavel esta no limite
superiorC' dos multiplicadores de Lagrange. Sendo assim, a influéncia dos padrdes individuais
(que podem ser valores discrepantes) se torna limitada. A solucdo na Equacéo (3.35) ndo muda
o limiar b pode ser calculado pela exploracao do fato de que para todos as; 8 «a; < C, a
variavel de afrouxamentpé zero e, assim sendo

Z ozjyjk(xi, Ij) — b =Y; (340)
j=1

Analisando geometricamente, escolhesignifica deslocar o hiperplano, ao passo que a Equacéao
(3.40) determina ser necessario situa-lo de tal forma que todo SVs com variavel de afrouxament
iguais a zero estejam nas linhas (conforme Figura 8).

A funcéao de nucleo apresentada como produto interno na Equacéo (3.34) é normalmente chamac
de funcdo de Nucleo Linear e, dadas algumas restricdes [74], pode ser substituida por outras funcoe
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Outra funcdo de mapeamento bastante conhecida € a gaussiana chamadaé&®ag@oRadial (do
inglés "Radial Basis Function” - RBF),
112
k(o) = exp( —1E=1C 3.41
(.0 = exp( 15 (3.4
ondeos > 0 éum parametro da funcdo de nucleo. Em funcéo da variavel de d@jusste tipo de

SVM é comumente chamado de C-SVC e representa a classificacdo por SVM em sua forma origine
[76].

3.2.3 Consideragdes Adicionais

Como foi possivel observar ao longo desta secao, as SVM séo fundamentalmente maquinas c
classificagédo binaria. No entanto, a maioria dos problemas reais a serem otimizados requerem a cla
sificacdo de mais de duas classes. Uma questdo que emerge desta constatagédo é sobre como lidar
a propriedade multiclasses inerente a muitos problemas em um classificador binario por defini¢ac
Trés estratégias sdo comumente adotadas para emprego de SVM em problgmiasskes:

Uma Contra o Resto: Na abordagem uma-contra-o-rest&G VM sao treinadas, onde cada uma de-
las separa uma determinada classe de todas as demais.

Classificacdo aos ParesNa abordagem de classificacdo aos pdrés;- 1)/2 maquinas séo treina-
das. Cada uma destas SVM separa um par de classes. Os classificadores sdo entdo arranja
como nos de uma arvore, onde cada no representa uma SVM. Tanto a busca de cima pat
baixo quanto de baixo para cima podem ser adotadas, sendo esta Ultima analoga ao processo
eliminacao de equipes em um campeonato esportivo.

Espaco de diferencas:Para transformar problemas multiclasses em binarios, uma novo espaco de
representacdes chamado espaco de diferencas foi proposto em [77]. Através da modelagem ¢
dissimilaridades, um problema cadntlasses é transformado em um problema com os conjun-
tos diferencas intraclasse e diferencas interclasses. Quanto mais parecida do conjunto intre
classe for a diferenca entre um exemplo conhecido e um desconhecido, mais provavel os doi
serem da mesma classe. Por outro lado, quanto mais parecida do conjunto interclasse for a d
ferenca entre um exemplo conhecido e um desconhecido, mais provavel deles serem de class
distintas.

Uma biblioteca de cddigo aberto bastante conhecida que implementa SVM nas mais variada:
formas € a chamada LibSVM [78]. Trata-se de um repositério de cédigo aberto cujo objetivo é
ajudar as pessoas a usarem facilmente SVM. Além de prover 4 diferentes tipos de fun¢éo de nuclec
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ela oferece SVM nao so para classificacdo, mas também para "clusterizagipéssdo. Através

de uma interface por linhas de comando, € possivel manipular os conjuntos de treinamento e test
treinar SVM de diferentes maneiras, buscar por parametros 6timos das fungdes de nucleo e execut
as classificagdes.

3.3 k-Vizinhos Mais Préoximos

O classificadok-Vizinhos Mais Proximos (FNN, do inglésk-Nearest NeighbQr que € um mé-
todo bastante utilizado em aplicac6es que envolvem tarefas de classificagéo, pois € de facil entenc
mento e implementacdo. ®NN € um classificador onde o aprendizado é baseado na analogia [79].

A regra de classificacdo d-NN [80] é um meétodo de classificacdo supervisionado e nao-
paramétrico, onde um padrao é dito pertencer a uma classe de acordo com a quantidade de vi:
nhos que pertencam a essa classe, conforme um critério de distancia, normalmente usa-se a distan
Euclidiana, porém existem outras distancias como a Manhattan e a Minkowski.

Sejap = (pl,p2,...,pn) eq = (q1,42, ..., qn) dois pontos dé&r":

» A distancia Euclidiana entree ¢ € dada por:

d(p,q) = /(pl — q1)2 + (p2 — q2)2 + ... + (pn — qn)?, (3.42)

A distancia Manhattan entgee ¢ € dada por:

d(p,q) = [pl —ql] + [p2 — ¢2| + ... + |pn — qn|, (3.43)

A distancia Minkowski entre e ¢ € dada por:
d(p,q) = (IpL — q1 + [p2 — @2/’ + ... + |pn — qn}?)'1/5), (3.44)

ondej € N.

A distancia Minkowski € a generalizacao das duas distancias anteriores. Quarddesta dis-
tancia representa a distancia de Manhattan e quasdd a distancia Euclidiana. Os classificadores
representam diferentes paradigmas, sendo qu&lN faz parte do chamadazy learning, pois ndo
ha um treinamento explicito, considerando que cada padrao de treinamento é adicionado nos vetor
de treinamento, diferente do SVM e da ANN-MLP cbackpropagatiomue estdo, respectivamente,
no contexto de aprendizado estatistico e conexionista. Logo, uma de suas principais vantagens ¢
k-NN é o pequeno tempo de treinamento, pois se resume apenas a adicionar padrdes nos vetor



3.3k-Vizinhos Mais Proximos 29

O conjunto de treinamento é formado por vetoredimensionais eada elemento deste conjunto
representa um ponto no espagdimensional.

O métodok-NN é um método de classificacdo que ndo possui processamento na fase de treina
mento. Para cada padrao de teste € medida a distancia entre ele e todos os padroes de treiname
Verifica-se a quais classes pertencen padrdes mais proximos e a classificagéo é feita, associando-
se 0 padrao de teste a classe que for predominante [79]. O Algoritmo 1 implementa esta ideia.

Algoritmo 1 — CLASSIFICADOR k-NN

ESTRUTURAS AUXILIARES. Variaveisp, ek.

1. Paracada padréo de teste faca

2 Selecionar 0% padrdes ddgreinamento mais préximos ge

3. Determinar a classe dge como senda classe de maior ocorréncia entkgpadroes.
4 Em case de empate, selecione uma classe aleatoriamente.

A classificacdo podser para 0 caso em que o paramétm® igual al (NN), e se ok for maior
gue um, por exempld; = 3, na qual sédo considerados trés vizinhos do novo padrdo, ou seja, sdo
analisadas as trés menores distancias do novo padréo para os padrdes de treinamento. A classe
tiver o maior numero de padrdes entre essas distancias é que ira determinar a classe do novo padré

A Figura 10 ilustra esse processo de classificacdo. Para classificar um ponto, primeiro tomam-s
0s k-vizinhos mais proximos dele e, dentro desse conjunto, encontra-se a classe mais representativ
Na Figura 10, o ponto Desconhecido 1 sera classificado como classe B e o ponto Desconhecido 2 se
classificado como classe A.

Figura 10: Processo de classificacaoeldN Adaptadode [81].
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Deve-se ter cuidado na escolha do parametpara selum nimero impar, pois um numero par
poderia causar conflito, quando um ponto tivesse 0 mesmo numero de vizinhos de cada classe, p
exemplo. A classificacdl-NN é bem simples, porém tem a desvantagem de ter que armazenar todos
os dados na memoaria, ou seja, gerar classificadores complexos, por causa do armazenamento, al
da necessidade de se realizar muitos calculos de distancia.

O k-NN é um classificador que possui apenas um parametro livre (o nUmérueiziehos) que é
controlado pelo usuéario com o objetivo de obter uma melhor classificacdo. Este processo de classif
cacao pode ser computacionalmente exaustivo se considerado um conjunto com muitos dados. Pe
determinadas aplicacfes, no entanto, o processo € bem aceitavel.

3.4 Floresta de Caminhos Otimos

E apresentada nesta se¢do uma técnica de classificagdo supervisionada de padrdes baseada:s
grafos, chamada Floresta de Caminhos Otimos (Optimum-Path Fapé¥E) [10]. Abordagens ba-
seadas em OPF tratam as amostras como sendo 0os nos de um grafo, sendo os arcos definidos
uma relacdo de adjacéncia e ponderados por alguma métrica de distancia aplicada em seus vetores
atributos, e diferem dos métodos tradicionais por ndo utilizar a ideia de geometria do espaco de atri
butos conseguindo, assim, melhores resultados em basesutilers (amostras de uma determinada
classe que estdo presentes em uma regido de outra classe no espaco de atributos) e sobreposicéa
classes. Duas abordagens supervisionadas ja foram propostas atualmente, as quais diferem tanto
relacédo de adjacéncia e na funcéo de valor de caminho utilizadas, quanto na maneira de encontrar
protétipos. A primeira delas utiliza como relacéo de adjacéncia o grafo completo e busca como pro-
tétipos as amostras que pertencem a interseccao entre as classes no conjunto de treinamento [28].
outra metodologia desenvolvida utiliza um grafo k-NN (k-Nearest Neighbor, ouisejzinhos mais
proximos) e encontra 0s prototipos como sendo 0s Maximos regionais ou amostras de cada classe
juncdo entre as densidades [82, 83]. Sera abordada aqui a primeira técnica desenvolvida, ou se]
aguela que faz uso do grafo completo.

3.4.1 Classificador por OPF

A técnica de classificacdo supervisionada baseada em florestas de caminhos 6timos apresente
neste capitulo modela as amostras como sendo os nés de um grafo completo. Os elementos m:
representativos de cada classe do conjunto de treinamento, isto €, os prototipos, sao escolhidos cor
sendo os elementos pertencentes as regides de fronteira entre as classes. Os proto6tipos participar
um processo de competicéo disputando as outras amostras oferecendo-lhes caminhos de menor cu
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e seus respectivos rotulos. Ao final deste processo, obtemos um calgunémamento particionado

em arvores de caminhos 6timos, sendo que a unido das mesmas nos remete a uma floresta de camin
otimos. Esta abordagem apresenta varios beneficios com relacdo a outros métodos de classificac
de padrdes supervisionados: (i) é livre de parametros, (ii) possui tratamento nativo de problema:
multiclasses e (iii) ndo faz aluséo sobre forma e/ou separabilidade das classes.

3.4.2 Fundamentacao Teorica

SejaZ uma base de dadosrotulada eZ; e Z; os conjuntos de treinamento e teste, respectiva-
mente, comZ,| e | Z,| amostras, tal qu& = Z; U Z,. Seja)(s) uma fungdo que associa o rétulo
corretoi, i = 1,2,...,c da classe a qualquer amostra € 7; U Z,. SejaS € Z; um conjunto
de protétipos de todas as classes (isto €, amostras que melhor representam as classegn Seja
algoritmo que extran atributos de qualquer amostsac 7, U Z,, e retorna um vetor de atributos
o(s) € R™. A distanciad(s, t) entre duas amostrasge ¢, € dada pela distancia entre seus vetores de
atributoso(s) e o(t). Nosso problema consiste em usar(o, d) e 7, para projetar um classificador
otimal, o qual pode predizer o rétulo corretfs) de qualquer amostrac Z,. Assim sendo, propo-
mos um classificador que cria uma particao discreta 6tima, a qual € uma floresta de caminhos 6timc
computada ent™ pelo algoritmo da transformada imagem floresta [84].

Seja(Z;, A) um grafo completo cujos nds séo as amostrag’gnonde qualquer par de amostras
define um arco emd (isto é,A = Z; x Z;) (Figura 11la). Note que 0s arcos nao precisam ser
armazenados e o grafo ndo precisa ser explicitamente representado.

Temos, também, que um caminho em um grafo € uma sequiéncia de amaogtras
(s1,82,...,5), onde(s;,s;41) € Aparal < i < k— 1. Um caminho é dito ser trivial se, = (s).

Nés associamos a cada caminhaum valor dado por uma funcao de valor de camirfhdenotada
f(ms). Dizemos que um caminhg € otimo sef(w) < f(7s) para qualquer caminhq, onder, e 7,
terminam na mesma amostrandependente de sua origem. Também denotamess, ¢) a conca-
tenagdo do caminho, com término ens e o arca(s, t). O algoritmo da OPF pode ser utilizado com
qualquer funcdo de valor de caminho suave [84]. Uma funcédo de valor de cafrérduave quando,
para qualquer amosttaexiste um caminho 6time, o qual € trivial ou possui a forma, - (s, t), onde

© flms) < fm);
e 7, € 0timo, e
* para qualquer caminho 6timo, f(7s - (s,t)) = f(m).

Na versdo OPF com grafo completo a funcéo de custo abordadd,fgi.aa qual é definida como:
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Figura 11: (a) Grafo completo ponderado nas arestas para um determinado conjunto de treinamentc
(b) MST do grafo completo. (c) Protétipos escolhidos como sendo os elementos adjacentes de class
diferentes na MST (nds circulados). (d) Floresta de caminhos 6timos resultante para a fungéo de valc
de caminhof,,.. € dois prototipos. Os identificadorés, y) acima dos nos séo, respectivamente, o
custo e o rotulo dos mesmos. A seta indica o n6 predecessor no caminho 6timo. (e) Uma amostr
de teste (triangulo) da classe 2 e suas conexdes (linhas pontilhadas) com os nés do conjunto ¢
treinamento. (f) O caminho 6timo do protétipo mais fortemente conexo, seu @il custo de
classificacdd.4 sdo associados a amostra de teste. Note que, mesmo a mostra de teste estando m:
préxima de um né da classe 1, ela foi classificada como sendo da classe 2. Extraido de [10].

Fraa((s)) = { 0 ses € S, N
+00 caso contrario
Jmaz (s - (s, 1)) = max{ fra(ms), d(s,t)}, (3.45)

onde f,....(ms) computa a distancia maxima entre amostras adjacentes equandor, ndo é um
caminho trivial.

O algoritmo baseado em OPF associa um caminho 6ft@) de S a toda amostra € 7,
formando uma floresta de caminhos étinfdguma funcdo sem ciclos, a qual associa a todo.7;
seu predecessdr(s) em P*(s), ou uma marcail quandos € S, como mostrado na Figura 11d).
SejaR(s) € S araiz deP*(s) a qual pode ser alcangada gofs). O algoritmo computa, para cada
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s € Zy, 0 custoV (s) de P*(s), o r6tuloL(s) = A(R(s)) e 0 seu predecessf(s), COmo segue.

Algoritmo 2 — CLASSIFICADOR SUPERVISIONADO BASEADO EM FLORESTA DE CAMINHOS
OTIMOS USANDO GRAFO COMPLETO

ENTRADA: Um conjunto de treinaments; \-rotulado, prototipos' C Z; e o par(v, d)
para vetor de atributos e céalculo das distancias.
SAIDA: Floresta de caminhos 6timd3, mapa de valores de custo de caminkhos

mapa de rotulog,
ESTRUTURAS AUXILIARES: Fila de prioridades), e variavelst.

1. Paratodos € Z;, FagaP(s) < nil eV (s) < +oo.
2. Paratodos € S, Faga

3. V(s) < 0, P(s) < mnil, L(s) = A(s)

4 L Insira s emqQ.

5. Enquanto @ éndo vaziaFaca

6. Remova d€) uma amosti s tal queV (s) € minimo.
7 Para cadat € Z; tal ques # t eV (t) > V(s), Faca
8. Calculecst <— max{V'(s),d(s,t)}.

9. Secst < V(t), Entdo

10. SeV (t) # +oo, Entdo removat de().
11. { P(t) « s, L(t) < L(s) eV (t) « cst.
12. L Insirat emq).

As Linhas 1-4 inicializam os mapas e inserem prototipos(&mO lago principal calcula um
caminho 6timo deS para cada amostra € Z; em uma ordem nao decrescente de custos (Linhas
5-12). A cada iteragdo um caminho de custo 6ti¥(@) € obtido emP (Linha 6). Empates séo
resolvidos end) utilizando a politica FIFO (first-in-first-out), ou seja, quando dois caminhos atingem
uma determinada amostsacom 0 mesmo custo minime,é associado ao primeiro caminho que o
atingiu. O restante das linhas avalia se o caminho que atinge uma amostra adjatenis de é
mais barato que o caminho que terminater@aso positivo, atualiz&, P(t), L(t) e V(¢). No final
do algoritmo,V armazena o valor do custo do caminho étimaSde cada amostra e Z; de acordo
com fnaz-

3.4.3 Treinamento

A fase de treinamento do classificador baseado em floresta de caminhos 6timos usando o grat
completo consiste, basicamente, em encontrar o conjtirde protoétipos, ou seja, 0s elementos
mais representativos de cada classe e iniciar o processo de competicdo entre eles no conjunto
treinamento. Varias heuristicas poderiam ser adotadas como, por exemplo, uma escolha aleatér
de prototipos. Entretanto, tal escolha pode prejudicar o desempenho do classificador, tornando-
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instavel e com um alto grau de sensibilidade com relacdo aos protoétipos escolDelsamos,
assim, estimar prototipos nas regides de sobreposicdo de amostras e nas fronteiras entre as clas:
visto que séo regifes muito susceptiveis a erros de classificacao.

Computando uma Arvore de Espalhamento Minima (Minimum Spanning Tree ) MSjrafo
completo(Z;, A), obtemos um grafo conexo aciclico cujos nos séo todas as amostigds enos
arcos sao nao direcionados e ponderados (Figura 11b). Seus pesos sdo dados pela/distéa o
vetores de atributos de amostras adjacentes. Esta arvore de espalhamento é 6tima no sentido em
a soma dos pesos de seus arcos € minima se comparada a outras arvores de espalhamento no g
completo. Os protétipos a serem escolhidos sdo os elementos conectados na MST com diferents
rétulos emzy, isto é, elementos mais proximos de classes diferentes (Figura 11c). Removendo-se o
arcos entre classes diferentes, tais amostras adjacentes tornam-se prototipesoeftigoritmo 2
pode computar uma floresta de caminhos étimosZeifrigura 11d). Note que uma dada classe pode
ser representada por multiplos protétipos (isto €, arvores de caminhos 6timos) e deve existir pelc
menos um prototipo por classe.

3.4.4 Classificacao

Para qualquer amosttac Z,, consideramos todos 0s arcos conectanclam amostras € 7,
tornandot como se fosse parte do grafo original (ver Figura 11e, onde a antoStrepresentada
pelo triangulo no grafo). Considerando todos os possiveis caminhosSemtrelesejamos encontrar
0 caminho 6timaP*(¢) de S atét com a classe\(R(t)) de seu protétipdz(t) € S mais fortemente
conexo. Este caminho pode ser identificado incrementalmente, avaliando o valor do custé(@jimo
CcOmo segue:

V(t) = min{max{V (s),d(s,t)}}. Vs € Z;. (3.46)

Sejas* € Z; 0 n6 que satisfaz a equacé@o acima (isto é, o predecé¥spmo caminho 6timo
P*(t)). Dado queL(s*) = A(R(t)), a classificacdo simplesmente assdoja‘) como a classe de
(Figura 11f). Um erro ocorre quandds®) # A(t).



Capitulo 4

Algoritmos de Otimizacao

Neste capitulo serdo abordados 3 Algoritmos de Otimizacé&o. Inicialmente sera detalhado a Oti
mizacao por Enxame de Particulas (PSO-Particle Swarm Optimization) a qual procura encontrar um
solucao 6tima baseado na dindmica do comportamento. Em seguida sera visto o Algoritmo de Busc
Harmonica (Harmony Search - HS) o qual tenta encontrar a solucéo 6tima baseado no processo
improvisacdo de musicos. Por ultimo, sera relatado o Algoritmo de Busca Gravitacional (Gravita-
tional Search Algorithm - GSA) o qual baseado na lei da gravitacado universal de Newton, procura
encontrar uma solucao 6tima.

4.1 Otimizacao por Enxame de Particulas

Recentemente, varias aplicagbes tem utilizado técnicas evolucionarias como meétodos heuristicc
para encontrar solu¢des 6timas ou pseudo-6timas. Uma atencado particular tem sido dada a técni
denominada Otimizacédo por Enxame de Particulas (Particle Swarm Optimization - PSO), devido
sua simplicidade e eficacia. Basicamente, PSO é um algoritmo modelado em inteligéncia coletiva qu
encontra uma solucdo em um espaco de busca com base na dindmica do comportamento social [8:
Cada possivel solucédo do problema é modelada como uma particula do enxame que imita seu vizint
baseando-se em uma funcéo objetivo. Outras definicdes consideram PSO como um algoritmo d
pesquisa baseado em processos estocasticos e populacionais, onde a aprendizagem do comportam
social permite a cada solucao possivel (particula) “voar” dentro desse espaco (enxame) a procura (
outras particulas que possuam melhores caracteristicas e, assim, maximizando a funcao objetivo.

Cada particula tem uma memoaria para armazenar sua melhor solucao local (maximos locais) e
melhor solucao global (maximos globais). Levando-se em conta essas informacdes, cada particu
tem a capacidade de imitar as outras que proporcionam a ela melhores posicbes no enxame. Es
processo simula a interacéo social entre um bando de aves a procura de comida, por exemplo. ES
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mecanismo socio-recognitivo pode ser resumido em trés grandes prir{@%pjos$i) avaliagéo, (ii)
comparacao e (iii) imitacdo. Cada particula pode avaliar outras dentro de sua vizinhanca atrave
de alguma funcao objetivo, pode compara-la com seu proprio valor e, finalmente, pode decidir se ¢
uma boa escolha imita-la. O enxame € modelado como sendo um espago multidimetisicemal

que cada particulg;, = (x;,v;) € R™ tem duas caracteristicas principais: (i) sua posiga® (ii)
velocidadev;. A melhor solucdo (posicdo no enxame) logak globals sdo também conhecidas
(Figura 12).

Figura 12: Interpretacédo geométrica do PSO.

Apés adefinicdo do tamanho do enxame, ou seja, o0 numero de particulas, cada uma delas
inicializada com valores aleatorios de velocidade e posicdo. Cada individuo € entdo avaliado con
relacdo a alguma funcao objetivo e seu maximo local é atualizado. No final, o valor maximo global
€ atualizado com a particula que alcancou a melhor posi¢do no enxame. Este processo é repetido «
gue algum critério de convergéncia seja atingido. A posicéo atualizada e equac¢des da velocidade ¢
particulap; da forma mais simples que governam o PSO sdao, respectivamente, dadas por

v; = wv; + ey (T — x;) + cora (S — ;) (4.1)

T = T + Ui, (4.2)

ondew é a forga de inércia que controla o poder de interacdo entre as particulas; e |0, 1]
séo variaveis aleatorias que dao a idéia de estocasticidade ao método PSO. As cond®anto
também utilizadas para guiar as particulas e definidas como parametros de entrada para o algoritm

4.2 Busca Harmoénica

A Busca Harmdnica (Harmony Search - H8um algoritmo evolutivo inspirado na musica, consi-
derando o processo de improvisac¢ao de artistas relacionados a area musical [86]. O HS é um concei
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simples, com poucos parametros e rapido em sua execucdo. A idéia prénciplar o mesmo
processo adotado pelos musicos para criar novas cangées com o intuito de obter uma solugéo 6tin
em algum processo de otimizacdo. Basicamente, qualquer solucdo possivel € modelada como un
harmonia e cada parametro a ser otimizado pode ser visto como uma nota musical. A melhor harmc
nia (solucéo) € escolhida como aquela que maximiza alguns critérios de otimizacdo. O algoritmo ¢
composto por algumas etapas, como descrito abaixo:

» Passo 1: Inicializa o problema de otimizacéo e parametros do algoritmo;

» Passo 2: Inicializa a Mema&ria Harmonica (MH);

Passo 3: Improvisa uma nova harmonia para MH;

Passo 4: Atualiza a MH se a nova harmonia € melhor do que a pior harmonia ha MH, inclui a
nova harmonia na MH, e remove a pior da MH, e

Passo 5: Se o critério de parada néo for satisfatorio, retorna para o Passo 3.

A seguir, discutiremos cada uma das etapas acima mencionadas.

4.2.1 O Problema da Otimizacao e os Parametros do Algoritmo

Para descrever como funciona a Busca Harménica, um problema de otimizacao € especificado r
Etapa 1, conforme segue:

Minimizar f(z°) sujeito az’ € X;,Vi =1,2,..., M, (4.3)

onde f(z') é a funcéo objetivog’ e X;, significam, respectivamente, a variavel de projetoseu
conjunto de valores possiveis)£ é o niumero de variaveis do projeto.

Os parametros do algoritmo HS necessarios para resolver o problema de otimizacao (Equaca
4.3) também sao especificados nessa etapa: o tamanho da memadria harmdnica (Harmony Memc
Size - HM$, a taxa de memoria harménica considerada (Harmony Memory Considering Rate -
HMCR), a taxa de passo de ajuste (Pitch Adjusting Rate - PAR), e o critério de parada. Os parametre
HMCR e PAR séo usados para melhorar o vetor solucdo, ou seja, eles podem ajudar o algoritmo
encontrar solucdes a nivel global e local. Em nosso texto, temo¥ qued M S.

4.2.2 Memoria Harmonica

No passo 2, a matriz MH € inicializada com vetores solucdo gerados aleatoriamente com seu
respectivos valores da funcéo objetivo:
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x? T x?
177/ R I IR (4.4)
pHMS  GHMS - LHMS | (o HMS)

ondez’ denotaa variavel de decis&ioda harmonig.

4.2.3 Gerando uma Nova Harmonia

Na Etapa 3, um novo vetor de harmomia(z,,z5,. . . ,7,,) € gerado com base nas consideragoes
da memoria e randomizacao (improvisacao musical), como descrito a seguir:

€ {x!,a2,...,x"MS)  comprobabiidade HCMR, 4.5)
J}; e X com probabilidade (1-HCMR).

Assim, temos que HMCR ¢é a probabilidade de escolher um valor a partir de valores armazenados n
MH, e (1-HMCR) é a probabilidade de escolher aleatoriamente um valor viavel ndo se limitando aos
armazenados na MH.

Além disso, cada componentédo novo vetor de harmonia é examinado para determinar se ele
deve ser ajustado:

Sim com probabilidade PAR,

T+ (4.6)

N&o com probabilidade (1-PAR).

O ajuste de cada variavel de decisao € frequientemente utilizado com o intuito de melhorar as solugoe
e evitar 6timos locais. Trata-se de um mecanismo que muda os valores vizinhos de algumas variave
de decisdo na harmonia. Assim, se a decisé@o de ajuste para a variavel de defcisd®im”, = é
substituido da seguinte forma:

T < xl + b, (4.7)

ondeb é uma distancia arbitraria,;eé¢ uma distribuicdo uniforme eff, 11.
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4.2.4 Atualizando a Memoéria Harmonica

Na Etapa4, se a nova harmonia for melhor do que a pior harmonia na MH, este Ultimo é substi-
tuido por esta nova harmonia. Note que a melhor harmonia é definida como aquela que maximiza
funcao objetivo.

4.2.5 Critério de Parada

Na etapa 5, o algoritmo de Busca Harménica finaliza sua execuc¢ao quando ele satisfaz o critéri
de parada. Caso contrario, as Etapas 3 e 4 sao repetidas a fim de improvisar novamente uma no
harmonia.

4.3 Algoritmo de Busca Gravitacional

A gravidade € uma das quatro interacdes fundamentais da natureza, juntamente com a forca fort
o eletromagnetismo e a for¢a nuclear fraca. A idéia que diz respeito as regras de gravidade é o fato c
gue um objeto com massa atrai outro. Uma das teorias mais aceitas € a lei da gravitacéo universal
Newton, que diz que “todas as particulas no universo atraem outras com uma for¢a que é diretamen
proporcional ao produto das suas massas e inversamente proporcional ao quadrado da distancia er
elas” [87], ou seja:

My My

R2
onde M; e M, correspondem amassas de duas particulds,é a distancia entre ela& é uma
constante gravitacional E é a magnitude da for¢ca gravitacional. A “constante gravitacioGa#’
dependente do tempo, e diminui com a idade do universo:

F=G

(4.8)

to?
G(t) = G(to)? . B <1, (4.9)

em queG(t) é o valor da constante gravitacional no temga~(t,) € o valor da constante gravitaci-
onal no momento da “criacdo do universo” que esta sendo considerado.
A segunda lei de Newton diz que quando uma fdrgé aplicada a uma massa, a sua aceleracao
a depende somente dessa forca e da sua nmidssa
F
a= 5 (4.10)
Com basenas afirmac¢des acima, Rashedial. [88] propuseram o Algoritmo de Busca Gra-
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vitacional(Gravitational Search Algorithm - GSA), que pode ser definido como segue.XSeja

{x1, %9, ...,2,} UM universo com massas, de modo quge € R". Pode-se definir, em um mo-
mento especifice, a forca que age sobre a massapartir da massg na dimenséaael da seguinte

forma:

M (t) M; (1)
R;;(t) + €
ondeR;;(t) é a distancia euclidiana entre as massagp, e e € uma pequena constante.
A fim de dar um comportamento estocastico para o GSA, Rastedli [88] assumem a forca
total que age sobre a massam uma dimensad como uma soma aleatéria ponderada das forcas
exercidas de outros agentes:

Fi(t) = G(t) (a5(t) — 2{ (1)), (4.11)

J

Py = S Ee) 4.12)

j=1j#i
ondev, denota um nimero gerado aleatoriamente gnéré. A aceleragdo da massam tempa e
dimensaal é dada por:

al(t) = —1——=, (4.13)
em quea massal/; € calculada do seguinte modo:

(1)
Z;nzl q;(t)’

Ci(t) —w(t
0 = =t
Os termosw(t) e b(t) significam, respectivamente, as massas com melhor e pior valor de fungéo
objetivo. O terma”;(¢) denota o vetor de caracteristicas da masea seja, 0 conjunto de variaveis
a serem otimizadas, as quais estao representadas pelaimassa
Finalmente, para evitar solugdes 6timas locais, somentenaalhores massas, ou seja, aquelas
com maiores valores de fung&o objetivo, vao atrair as outras.kSeja conjunto dessas massas. O
valor dek é definido comd, no inicio do algoritmo e diminui com o tempo. Assim, a Equacao 4.12
€ reescrita como

M;(t) = (4.14)

com
(4.15)

Fit) = > wFit). (4.16)
JEK j#i
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A velocidade e a posicao de atualizacdo das massas sao dadas por:
vt 4+ 1) = vjvf(t) + al(t) (4.17)
e

cd(t+1) = 24(t) + ol (t + 1). (4.18)



Capitulo 5

Selecao deCaracteristicas

Neste capitulo sera detalhada a importancia da selecao de caracteristicas e apresentadas trés |
postas de algoritmos hibridos que utilizam a técnica OPF em conjunto com uma técnica de otimizaca
com o intuito de alcangar a melhor acuracia com o menor conjunto de caracteristicas possivel.

Muitas aplicacbes exigem um grande numero de caracteristicas a serem extraidas devido, princ
palmente, & natureza do problema. E comum encontrarmos na literatura abordagens que empregz
centenas de informagdes com o intuito de descrever melhor as amostras do conjunto de dados, sen
gue muitas caracteristicas sdo extremamente custosas de serem extraidas. Ademais, nao existe L
garantia que, aumentando a dimensao do espaco de caractetisticas, estaremos melhorando a sua s
rabilidade.

Nesse contexto, métodos para selecdo de caracteristicas estdo sendo empregados com o intt
de identificarmos as informacdes mais relevantes e descartar as demais. Tais abordagens permite
em muitos casos, aumentar a sensibilidade do sistema, bem como acelerar os processos de extra
de informacéo e classificagéo e treinamento dos dados. Assim sendo, podemos tratar a questao
selecdo de caracteristicas como sendo um problema de otimiza¢éo, sendo que as variaveis de decis
ou seja, as variaveis a serem otimizadas correspondem as caracteristicas, e a funcéo objetivo a ¢
maximizada seria a taxa de acerto do classificador em um conjunto de dados.

Desta forma, fazemos uso de um terceiro conjunto de dados, denominado conjunto de avaliagac
o qual ira guiar o algoritmo de otimizacao a encontrar as caracteristicas mais relevantes para o prc
blema em questéo. Diferentemente do descrito na Sec¢éo 3.4.2, a base d& dgdos sera descrita
comoZ = Z; U Zy U Z3, sendo queZ; e Z, denotam o0s conjuntos de treinamento e avaliagéo, res-
pectivamente, &3 corresponde ao conjunto de teste. Nesse caso, 0 subconjunto de caracteristica
mais relevantes é projetado utilizando os conjutpe 75, pois o classificador sera treinado em
e a sua taxa de acerto e sera utilizada como valor de fung&o objetivo para o algoritmo de otimi-
zacao. Finalmente, a taxa de acerto real seré calculada no conjunto dg testgial ndo participou
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da etapa de aprendizado de selecéo das caracteristicas. Dgmissiagis técnicas de otimizacao,
o presente trabalho aborda algumas técnicas baseadas em comportamentos e dindmicas sociais, t
como outras baseadas em fenébmenos naturais.

5.1 Abordagem PSO-OPF Proposta

Nesse trabalho, propomos um algoritmo hibrido para a selecdo de caracteristicas baseado em P
e OPF, o qual chamamos PSO-OPF. Nesse contexto, cada possivel solucéo (particula) no enxame s
composta por um conjunto de bits denotando que a caracteristica= 1,2, ..., m, deveré fazer
parte ou ndo do conjunto final. Para cada particula, o classificador de padrdes devera ser treinadc
posteriormente avaliado no conjunto de avaliacdo. Dado que o classificador Floresta de Caminha
Otimos tem demonstrado ser preciso e muito rapido na etapa de treinamento dos dados [10], a con
binacdo de PSO e OPF pode fornecer uma solugéo rapida e robusta para a selecéo de caracteristic
especialmente em grandes conjuntos de dados, 0s quais S8o muito comuns no contexto abordado ne
trabalho.

A abordagem PSO descrita na Secéo 4.1 descreve um algoritmo de otimizag&o para 0 caso
variaveis continuas, sendo que o problema em questao é tratado em um reticulado booleano, ou se
as caracteristicas a serem otimizadas sao valores binarios. Nesse contexto, Kennedy e Eberhart [¢
propuseram uma versao discreta do PSO, chamaBadey PSO, a qual foi posteriormente empre-
gada para fins de selecdo de caracteristicas por Hiram e Goodman [90]. A ideia consiste, basicamen
em modificar as equacgdes de atualizacdo de posicao das particulas, sendo que a formulacao par;
calculo da velocidade (Equacao 4.1) se mantém. Assim sendo, a Equacao 4.2 pode ser descrita con

1 sey < S(v
T; < { ! . ,) . (5.1)
0 caso contrario,
onde~ corresponde a um valor aleatério entre 0 e 1. TemosSgug € dado por:
S(v) = — (5.2)
V) = ———. .
1+4+e v

Este procedimenté apresentado pelo Algoritmo 3. O primeiro laco nas Linhas6 inicializa
0 enxame com valores binérios para a posicao de cada particula (Rirh3} que corresponde se
uma caracteristica seré selecionada ou ndo para compor o novo conjunto de dados (Af0ncgo
na linha3 gera um valor aleatdrio entfee 1). As Linhas8 — 15 compd@e a nova formacéao e apresenta
a avaliagdo com as caracteristicas selecionadas e avalia cada particula, a fim de atualizar sua fung
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objetivo (Linhasl2 — 15). As Linhas16 — 20 encontra a melhor solugéo do enxame e, finalmente,
as Linhas21 — 30 atualiza a posicao de cada particula de acordo com (4.1) (RéaComo es-
tamos trabalhando com um espaco de busca binéaria, a posicdo da nova particula s6 pode assur
valores binarios. Assim, a estrutura condicional na Lizhé&oi idéntico ao proposto por Kennedy e
Eberhart [89], que apresentaram uma versao binaria do PSO, ou seja, o BPSO(Binary PSO).

5.2 Abordagem BH-OPF Proposta

O algoritmo de BH é uma abordagem interessante para diversas aplicagées, principalmente devic
a sua simplicidade e baixo custo computacional. Como o nimero de parametros a ser otimizado el
um subconjunto 6timo de recursos do algoritmo de busca é geralmente alto, muitas vezes é deseja\
a utilizacdo de técnicas rapidas. Em nossa abordagem, propomos a aplicacdo de OPF para calcula
valor da fungao objetivo de cada harmonia na MH.

Dado que o classificador Floresta de Caminhos Otimos tem demonstrado ser preciso e muito ré
pido para os padrdes de treinamento [10], acreditamos que a combinac¢éo de BH e OPF pode fornec
uma solucéo rapida e robusta para a selecdo de recursos, especialmente em grandes conjuntos
dados, que sdo muito comuns no contexto abordado neste trabalho.

O algoritmo hibrido proposto neste trabalho utiliza a precisdo de OPF para guiar o algoritmo de
BH para encontrar uma solugédo adequada. Basicamente, para cada harmonia, o classificador OPH
treinado com o grupo correspondente de recursos em um conjunto de treinamento, e sua precisac
avaliada sobre um conjunto de avaliacdo. Este procedimento é apresentado pelo Algoritmo 4.

O loop inicial nas Linhas dé — 6 € responséavel pela inicializacdo da memoria harménica. Na
Linha 3, cada posi¢éo da memaria harméni¢d/; ; recebe um valor binario que indica se esse re-
curso sera selecionado ou ndo. Linhag d& criam um novo conjunto de treinamento e de avaliagéo
apenas com as caracteristicas previamente selecionadas, ad&gja= 1,7 = 1,2,..., HMS e
j=1,2,...,F. NaLinha6, o classificador OPF é treinado e avaliado com esses novos conjuntos e
sua acuracia sobre o conjunto de avaliagédo € armazenadb\ém ;. A Linha 8 calcula o nimero
de recursos que serdo selecionados a partir da memoria harmoénica para compor a nova harmor
H. O lago nas Linha9 — 10 seleciona os valores da memoria harmonica para construir o vetor
da nova harmonidf/. A fungon(H M, ;) retorna o valor mais recorrente para o recurs@lém
disso, o proximo ciclo nas Linhad — 12 termina a etapa de consideracdo da memdria, atribuindo
valores aleatorios € {0, 1} para as posicdes remanescentes/déembre-se que as Linh&s- 12
referem-se a Equacéo 4.5.

A Linha 13 localiza o indice da harmonisem H M, r.1, que obtiveram classificagéo inferior a
acuracia sobreZ}, e substitui toda a harmonidM; por um novoH obtido seH M, r for menor
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Algoritmo 3 —ALGORITMO PSO-OPF

ENTRADA: Conjuntos de treinamentd; e de avaliacdd’, A-rotulados, valor do peso
de inérciaw, tamanho do enxame numero de caracteristicag nimero de
interacbed’, valoresc; e co.

SAIDA: Melhor posicéo globaj.

ESTRUTURAS AUXILIARES. \etor [ com tamanhon e variaveisry, ro, k, acc, mazfit, globalfit,
mazindex €.

1. Para cada particul; (Vi =1,...,n), faca.

2 Para cada dimenség (Vj = 1,...,m), faca.

3 L Tij < R{O, 1}

4, Vi j < 0

5. L ll — —0

6. globalfit + —oc

7. Paracadainteracdo (t =1,...,7), faca.

8 Para cada particulg; (Vi = 1,...,n), faca.

9. Criar Z{ e Z}, de Z; e Z, respectivamente, de tal forma que ambos tenham somente funcdes
10. tal quex; ; #0,Vj =1,...,m.

11. Treinar OPF emZ], avaliar Z), e armazenag acuracia enucc.
12. Se(acc > 1;), entéo.

13. l; < acc

14. { Para cada dimensag (Vj = 1,...,m), faga.
15. L L fi’j S Tij

16. [maz fit, maxindex] < max(f)

17. Se(max fit > global fit) entao.

18. global fit <+ max fit

19. Para cada dimensag (Vj = 1,...,m), faga.

20. - L aj < Tmazindex,j

21. Para cada particulg; (Vi = 1,...,n), faca.

22. Para cada dimensag (Vj = 1,...,m), faca.

23. 71— R{O,l}

24. ro + R{0,1}.

25. k < cox 1o * (g5 — x4 j)

26. Vij $ Wk Vi 5+ €1 * 7T % (f@j — xi,j) + k
27. ~ <« valor aleatério uniforme

28. Se(y < o7 ), entéo

29. L Tij < 1

30. L L L sendar;;j < 0
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Algoritmo 4 —ALGORITMO BH-OPF

ENTRADA: Conjuntos de treinamentd; e de avaliacddZ, A-rotulados, Tamanho da

SAIDA:

Mem©éria Harmonicad M S, Namero de Recursogs, Memdéria Harmonica
considerando a taxa dencr e nimero de interacd@spor convergéncia.
Vetor harmdnicaH * de tamanhd” que d& a maior precisédo de classificagcao
paraZs.

ESTRUTURAS AUXILIARES. Memodria Harmonica HM de tamantdM S x F 4+ 1, novo vetor harménico

1.
2
3
4.
5.
6
7
8
9

10.
11.
12.
13.
14.
15.
16.
17.
18.
19.
20.
21.

22

H de tamanhd® + 1 e variaveltmp.

Para cadai + 1 até HM S, faca

Para cadaj < 1 até F, faca
L HM;; + Randomiza{0,1}.
Criar Z| e Z!, de Z; e Z,, respectivamente, tais que ambos contém
caracteristicasd M; j = 1,j =1,2,..., F.
Treinar OPF emZ], avaliar emZ}, e armazena a acuracia el M, p1.

Para cadak + 1 atéT, faca

L

tmp < |hmer x F|.
Para cadaj < 1 atétmp, faca

L H; « n(HM;;),i=1,2,...,HMS.
Para cadaj < tmp + 1 até F, faca

L H; «+ Randomiza{0,1}.
Encontrari tal que H M; p1 € minimo.
Se (Hr41 > HM,; p11), €ntéo

L Para cadaj < 1 até F + 1, faca

L HMi’j — Hj.

Criar Z] e Z}, de Z, e Z,, respectivamente, tais que ambos contém
caracteristicasf M, ; =1,j =1,2,..., F.
Treinar OPF comZ], avalia Z} e armazenan acuracia emH M; gy 1.
Para cadas + 1 até HM S, faca

L Encontrari tal que H M; 41 € maximo.

. Para cadaj < 1 até F, faca
23.

HJ* — HMi’j.

24. Retornar[H*]
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do que aquela dada péfr,; (Linhas14 — 16). As Linhas17 — 19 sdo responsaveis por atualizar os
valores de ajuste da memoéria harménica. Finalmente, o lago nas Rihkal encontra a harmonia

na memaria harmonica que da a maior acuréacia de classificagdo do OPESelmamazena em seu
vetor de melhor harmoni&* nas Linha22 — 23. Neste algoritmo, a etapa de ajuste do passo nao
foi aplicada porque o intervalo de valores das varidveis de decisdo € composto apenas por valore
binarios.

5.3 Abordagem GSA-OPF Proposta

O algoritmo para a selecédo de recurso proposto neste trabalho funciona de forma semelhant
como as anteriores: a idéia principal € a utilizacdo de um classificador de acuracia sobre um conjunt
de avaliacdo como a funcéo objetivo para orientar o GSA em busca das melhores solucfes. Porér
a abordagem GSA descrita na Secéo 4.3 ndo pode ser aplicada em problemas de otimizacao q
requerem espacos binarios (Equacéo 4.18). Portanto, RagleddP1] propuseram o GSA binario,
gue possui uma equacao diferente para atualizar a posi¢ao de cada massa:

J ) 1—aft) sevy; < S(vi(t+1))
mrl) = { 24(t) caso contrario, 53)
tal que
S(vi(t)) = |tanh(v{(t))] . (5.4)

A fim de alcangar uma boa taxa de convergéncia, Ragtedli [91] propuseram limitar a velocidade
para|v;1| < vmez = 6. Segundo eles, esse valor foi obtido através de algumas experiéncias. O
algoritmo 5 implementa essa idéia.

O primeiro loop nas Linhas de— 5 inicializa o universo das massas com valores binarios para
a posicao de cada particula (Linhias- 3), que corresponde se um recurso sera selecionado ou nao
para compor o novo conjunto de dados. Valores de velocidade e ajuste também s&o inicializado
com valored) e —oo, respectivamente. Linhas— 12 compdem a nova formacdo e apresentam a
avaliacdo com as caracteristicas selecionadas e avaliando cada particula de massa a fim de atuali
seu valor de ajuste(Linhi2). Linhas13 e 14 encontram os indices das massas que dao os melhores e
piores valores de ajuste, respectivamente. O circuito interno nas Liikakl computay; de acordo
com a Equacdo 4.15. A massa de cada particula é calculada nas L9nha%), como descrito na
Equacéo 4.14.

A Linha 21 classifica o universo das massas de acordo com a ordem decrescente de seus valores
ajuste e armazena na variavél. A copia € armazenada erh(Linha22). O lago nas Linhag3 — 29
calcula a aceleracédo de cada massa de acordo com a Equacéo 4.12¢)inB@aloop interno de
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Algoritmo 5 — ALGORITMO GSA-OPF

ENTRADA: Conjuntos de treinaments; e de avaliacad,, constante gravitacional ini-

SAIDA:

cial Gy, numero de massas, dimensém, numero de interacdes e k e
valorese.
Subconjunto de caracteristicAs que da 0 maximo de precisdo sobife

ESTRUTURAS AUXILIARES. Vetor de ajuste com tamanhon, vetores auxiliares, F, M’ ez’ de tama-

nhom, vetor de massa/ de tamanhon, matrizesF' e ¢ de tamanhan x n,
conjuntosZ] e Z} e variaveiss, bindex, windex, i, j, z, R ep.

1. Para cada particula de massa (Vi = 1,...,n), faca.

2. Para cada dimenség (Vj = 1,...,m), faca.

3. L Ti g < R{O,l}

4. Vi j < 0.

5. fi + —o0.

6. G+ Gj.

7. Paracadaiteracaa (t =1,...,7), faca.

8. G+ Gx*(1-4).

9. Para cada particula de massa (Vi = 1,...,n), faca.
10. Criar Z{ e Z}, de Z, e Z, respectivamente, de tal forma que ambos contém somente a fyncéo
11. { tal quez; ; #0,Vj =1,...,m.

12. Treinar classificador OPF e}, avaliar Z, e armazena acuracia env;.
13. bindex < b(p).

14. windex < w(p).

15. tmp < 0.

16. Para cada particula de massa (Vi = 1,...,n), faca.
18. tmp <+ tmp + q;.

19. Para cada particula de massa (Vi = 1,...,n), faca.
20. L M; « thp

21. Classifica massas em ordem decrescente de ajuste e armazeéda em
22. '« M.

23. Para cada particula de massa (Vi = 1,...,n), faca.
24, Para cada dimensag (Vj = 1,...,m), faca.
25. Ey 0.

26. Para cadaz del aték, faca.

27. | Fij + G * ngr]‘fz * (Tij — x75).

29. L L oay« 4.

30. k<« k—1.

31. Para cada particula de massa (Vi = 1,...,n), faca.
32. Para cada dimensag (Vj = 1,...,m), faca.
33. Vij <= V5 * Vg + Q4.

34. Se (|y;| > 6), entéo

35. L Se (y; < 0), entdov;; + —6.

36. Sendw;; < 6.

37. Se (§ < [tanh(v;;)]), entdo

38. L - L L Tij < 1-— Tij-

39.tmp + —oc.

40. Para cada particula de massa (Vi = 1,...,m), faga.
41. L Sef; > tmp, entdo
42, L tmp < fi, z < 1.

43. Para cada dimensag (Vj = 1,...,m), faca.

44, L

* .
Hj — X

45. RetornaH *.
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Linhas26 — 28 calcula aequacdes 4.11 e 4.16 para a melhor massamo descrito anteriormente.
O valor dek decresce no tempo (idade do universo) na LisihaObserve que optou-se pela reducéo
dek para 1 unidade, pois pode ser considerado uma opc¢ao “ingénua”.

O laco nas Linha81 — 38 atualiza a velocidade e a posicédo de cada massa. A Bihataializa a
velocidade de acordo com a Equacéo 4.17 e as LiBhas38 atualizam a posi¢do de cada particula
de massa, como descrito pelo algoritmo GSA binario na Equagéo 5.3. A condicdo nassiintsss
limita a velocidade da massa peﬁtﬁ\ < vmae = 6. Finalmente, na Linha9 encontra-se a particula
de massa, que proporciona o maximo de precisé@o e seu valor de indice sdo armazenados na varia
z na Linha42. O vetor de saida com as caracteristicas selecionadas € composto nadd inhdse
retornado pelo algoritmo na Linhi.



Capitulo 6

ProcedimentosMetodoldgicos

Neste capitulo sédo apresentados os dados relativos a base de dados, a aplicacdo das técnica:s
reconhecimento de padrOes para detectar o pterigio, a aplicacdo dos trés algoritmos de selecéo
caracteristicas propostos e os resultados experimentais alcancados.

6.1 Base de dados

A base de dados utilizada pelo trabalho é proveniente de um Projeto de Politicas Publicas qu
visou a criacao de uma Unidade Mdvel para atendimento oftalmolégico, com a intencéo de realizal
pesquisas e assisténcia a pacientes com queixas oculares, como uma extenséo dos servicos prest:
pela Faculdade de Medicina (FMB) da UNESP de Botucatu dentro de Comunidades que se encontra
fora dos “muros” da mesma.

Essa proposta decorreu do fato de que na Regional de Saude onde a FMB esta inserida ha muit
cidades pequenas e que nao possuem consultorio oftalmoldgico. Desta forma, existe uma deman
grande de atendimento primario e secundario. Este fator impulsionou a criagdo do projeto voltadc
para esta populacéo que, em geral, é de baixa renda e ndo possui outros meios de ter assisténcia
pecializada. Outro objetivo e o principal propaosito foi o de avaliar as causas de cegueira e deficiénci:
visual, usando amostra populacional. Estudos desta natureza ndo existem em nosso meio e Sao mt
necessarios para nortear agcdes na Comunidade, pois indicam onde se deve agir.

Esse projeto atendeu ao todo 11.121 pessoas nas cidades de Botucatu, S&o Manuel, Pira]
Arandu, Areidpolis, Bofete, Conchas, Itai, Manduri, Pereiras, Pratania e Taguai, sendo que as .
primeiras tiveram seus dados desconsiderados neste trabalho, tendo em vista que por elas terem s
estudadas no inicio do projeto, quando a unidade movel ainda nao estava completa, ndo foram an
lisadas todas as 89 caracteristicas existentes nas demais cidades. Assim foram considerados 7,¢
pacientes dos quais 6,972 sdo saudaveis e 682 sdo acometidos por pterigio. Essas caracteristi

50
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foram extraidas por médicos especialistas em oftalmologia valendo-@eadenese, avaliacdo da
acuidade visual, exame externo, biomicroscopia e fundoscopia. Foi considerado somente o olho e:
guerdo de cada individuo, j4 que a utilizacdo de ambos os olhos causaria uma repeticdo de fatore
gue poderiam descaracterizar a amostra, ja que a doenca € bilateral, apesar de assimétrica, e mt
provavelmente teriamos o dobro de lesbes que o relatado. Em termos de saude publica o que intere:s
€ o individuo, por isso a maioria dos estudos assim considera.

Cabe destacar que este estudo foi aprovado pelo Conselho de Etica em Pesquisa da Faculda
de Medicina de Botucatu e estda em conformidade com os principios da Declaracdo de Helsinque
uma declaracao de principios éticos criada pela Associacao Médica Mundial com o intuito de forne-
cer orientacdes aos médicos e outros participantes em pesquisas clinicas envolvendo seres human
incluindo pesquisas com material humano identificavel ou dados identificaveis. Consentimentos in-
formados foram obtidos de todos os participantes. Cada paciente € descrito por 89 caracteristica
divididos em dados de identificacdo, acuidade visual, erro de refracdo, dados de anamnese, antec
dentes oculares, antecedentes sistémicos e antecedentes oculares familiares.

Foram executadas duas séries de experimentos, sendo que a primeira delas (Secdo 6.2) ob
tiva o reconhecimento automatico do pterigio, e a outra série (Secéo 6.3) objetiva a caracterizaca
do pterigio, ou seja, queremos encontrar quais caracteristicas realmente influenciam no processo
aprendizado dos classificadores para a identificacdo dessa enfermidade.

6.2 Identificacao de pterigio

Foram utilizados 50% da base para a etapa de treinamento dos classificadores e os 50% restan
para a classificacdo dos dados, sendo que este experimento foi repetido 10 vezes com conjunt
de treinamento e teste gerados aleatoriamente para o calculo da média da acuracia e desvio padi
(técnica de validacao cruzada).

Os classificadores empregados no presente trabalho foram:

« OPF: classificador Floresta de Caminhos Otimos. Foi utilizado o pacote LibOPF [92], uma
biblioteca em linguagem C de codigo aberto para o desenvolvimento de classificadores base
ados em floresta de caminhos 6timos. Cabe destacar que a métrica utilizada € o logaritmo d
distancia euclideana;

* SVM-RBF: classificador SVM com func¢éo de nucleo de base radial (Radial Basis Function
RBF). Foi utilizada a biblioteca SVMTorch [93] com otimizac&o de parametros;

» SOM: classificador por Mapas Auto-Organizaveis de Kohonen [94] (Self Organizing Maps
SOM). Foi utilizada implementacao propria com uma grade neural de tamafho100 com
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10 iteracdes para 0 aprendizado;

* SVM-LINEAR: classificadorSVM com funcdo de nucleo linear. Foi utilizada a biblioteca
LIBSVM [78] com otimizagdo de parametros;

» SVM-NOKERNEL: classificador SVM sem funcdo de mapeamento. Foi utilizada a biblioteca
LIibLINEAR [95] com otimizacdo de parametros;

* SVM-SIGMOID: classificador SVM com funcao de nacleo sigmoidal. Foi utilizada a biblio-
teca LIBSVM [78] com otimizacao de parametros;

* ANN-MLP: classificador Redes Neurais Artificiais com Perceptron Multicamadas (Artificial
Neural Networks with Multilayer Perceptron ANN-MLP) [8]. Foi utilizada a biblioteca
FANN [96]. A arquitetura neural utilizada fath,:hs:0, ondei = 89 (nimero de caracte-
risticas),h; = hy = 8 eo = 2 (nUmero de classes) correspondem ao niamero de neurdnios nas
camadas de entrada, escondida e de saida, respectivamente. A rede neural foi treinada com
algoritmo de retropropagacéo, e sua arquitetura foi empiricamente escolhida;

» BAYES: classificador Bayesiano [97]. Foi utilizada implementacao prépria;

» k-NN: classificador pok-vizinhos mais préximos (Nearest Neighbors k-NN) [97]. Foi
utilizada implementacéo prépria. A fase de treinamento deste classificador foi implementada
para encontrar o valor deque maximizasse a taxa de acerto no conjunto de treinamento. Em
seguida, esse valor deera utilizado para a etapa de classificagcéo e

* LA-SVM: classificador SVM com com funcéo de nucleo linear implementado pela biblioteca
LASVM [98].

A Tabela 1 mostra os resultados da taxa de acerto médio e respectivo desvio padrao de cada class
cador, bem como seus tempos médios de treinamento e teste em segundos.

Podemos notar que as técnicas OPF, SVM-RBF, SOM, SVM-LINEAR, SVM-SIGMOIENE\
e LA-SVM obtiveram resultados semelhantes. Entretanto, ao analisarmos o tempo de treinamentc
podemos considerar as técnicas OPF, SOM e LA-SVM como sendo as mais rapidas dentre as qt
obtiveram os melhores resultados. Nesse contexto, OPF foi 2.37 vezes mais rapido que SOM e 1.1
vezes mais rapido que LA-SVM para a etapa de treinamento.

Ja com relagcdo ao tempo para classificacdo das amostras, se considerarmos as técnicas OPF, St
e LA-SVM novamente, temos que OPF foi 3.98 vezes mais rapido que LA-SVM e a técnica SOM
foi 1.67 vezes mais rapida que OPF. Entretanto, se considerarmos o tempo total de execucao, ou se
treinamento e teste, o classificador OPF foi 2.13 vezes mais rapido que SOM. Assim sendo, podemc
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Gréfico 1: Acuréacia média.

Gréfico 2: Tempo meédio de treinamento (escala logaritmica).
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Tabela 1: Resultados para a identificacdo automatica de pterigio.

Classificador Acuracia Treinamento [s] Classificacédo [s]
OPF 99.4148%+-0.06788 0.5185 0.08063
SVM-RBF 99.7791%1+0.05850 140.7479 0.44083
SOM 99.1992%t-0.07256 1.2338 0.04808
SVM-LINEAR 99.5824%+0.41017  102382.0468 0.08111
SVM-NOKERNEL 96.8788%t1.60589 568.9259 0.05072
SVM-SIGMOID  99.7992%t0.07256 132.8938 0.17976
ANN-MLP 75.5107%+1.85572 399.8948 0.00244
BAYES 95.4006%+t1.00308 0.0699 0.79738
k-NN 99.6295%1-0.38687 207.655 0.41204
LA-SVM 99.5710%+0.04477 0.5723 0.32083

concluir que o classificador OPF apresenta-se como sendo uma boa paraieadentificacéo auto-
matica de pterigio devido, principalmente, a sua eficiéncia no treinamento e eficacia para a etapa ¢
classificagao.

Em um sistema funcional para diagnéstico de doencas, quando aplicado em campo, € interessar
o retreinamento sempre que um novo individuo é inserido, e dessa forma, a velocidade de treine
mento se torna um fator extremamente importante. Assim, mesmo as técnicas que possuem tempo
classificacdo menores, se ndo possuirem um treinamento rapido, inviabilizariam a funcionalidade d
sistema.

6.3 Caracterizacdo de pterigio

Esta secao descreve os experimentos realizados utilizando os trés algoritmos de selecéo de c
racteristicas descritos na Secao 4. Como dito anteriormente, a ideia consiste em utilizar a taxa d
acerto de um classificador qualquer em um conjunto de avaliagdo como valor de func¢éo objetivo a se
maximizada pelos algoritmos de otimizacdo. Para tal, utilizamos 30% do conjunto de dados para «
treinamento, 20% para compor o conjunto de avaliagdo e os 50% restantes para 0 conjunto de tesit
Entretando, um grande problema reside na metodologia a ser aplicada quando esses experimentos
executados varias vezes com o intuito de proporcionarmos uma analise estatistica mais robusta. Nes
sentido, propusemos escolher as caracteristicas que foram selecionadas um nimero de vezes aci
de um limiar®, o qual variava para diferentes valores de porcentagem, conforme ilustra o grafico na
Figura 4. Por exemplo, pat = 50%, isso significa que a caracteristica era escolhida caso fosse
selecionada pelo classificador, no minimo, em 50% dos casos.

A Tabela 2 mostra a taxa de reconhecimento média, bem como o {ingjae obteve esse melhor
desempenho e o nimero de caracteristicas selecionadas para cada uma das técnicas empregadas.
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Tabela 2: Resultados para a caracterizacao de pterigio.
Técnica Acuracia &  # caracteristicas

PSO-OPF 98.49 40% 67
GSA-OPF 99.23 50% 53
HS-OPF 98.79 60% 34

Note que as técnicas atingiram acuracias muito proximas, sendo GSA-@Pérdagem mais
eficaz nesse quesito. Muito embora os resultados tenham sido similares a etapa anterior, 0 nimero
caracteristicas foi diminuido em 17.28% na técnica PSO-OPF, 34.56% no caso da técnica GSA-OP
e 58.02 % na técnica HS-OPF. A Tabela 3 mostra o tempo de execucédo em segundos de cada uma ¢
técnicas empregadas na etapa de selecao de caracteristicas.

Tabela 3: Tempo de execucédo em segundos para a etapa de selecao de caracteristicas.
Técnica Tempo [s]
PSO-OPF 9.52
GSA-OPF 19.02
HS-OPF 9.62

Podemos notar que o0 método GSA-OPF foi 0 mais custoso computacionalmentdevesse
ao fato de o mesmo possuir uma etapa que encontkana@ssas que exercem a maior influéncia
no posicionamento de uma massa em questdo. Essa etapa é realizada utilizando um algoritmo
ordenacéo, geralmente o Quicksort [99]. Embora seja um algoritmo com complexidade polinomial,
0 custo computacional aumenta consideravelmente de acordo com o numero de solucdes inicia
(massas), tornando o algoritmo mais lento que os demais.

Nos Quadros 1 e 2 estéo listadas todas as caracteristicas da base de dados relacionadas com c
técnica aplicada. Ocorreram concordancia entre os trés métodos quando se considerou algumas \
riaveis como sexo, AV, Baixa de AV PP, Dor de Cabeca, Secrecdo, Ardéncia, DM + HAS, Asma,
Antecedentes de Pterigio, Ordeolo, DCR, Conjuntivite, Cicatriz Toxoplasmose, Herpes e Toxoplas-
mose.

Destas variaveis, com relacéo ao sexo, ja foi comentado que a doenca pode estar relacionada m:
com a questao estética do que propriamente com a caracteristica. Assim, as mulheres podem api
sentar as maiores queixas da doenca. Alteracdes da Acuidade Visual (vista em duas caracteristicas)
um fator sabidamente relacionado, ja que a lesdo causa astigmatismo, assim como a queixa de dor
cabeca, ardéncia e secrecdo. As queixas de olhos vermelhos e fotofobia, também muito frequente
foram selecionadas somente pelo método PSO-OPF. A toxoplasmose ocular, em especial, a cicatriz.
muito frequente entre nés e a deteccao pelas trés técnicas pode estar a este fato, associada. O me:
pode se dizer das doencas sistémicas como Asma e DM + HAS. Pode-se notar que o anteceder
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| Caracteristica | Tipo PSO-OPF| HS-OPF | GSA-OPF
1.ldade Dados Clinicos
2.Sexo Dados Clinicos X X X
3.Cor Dados Clinicos X
4.AVISC Dados Clinicos X
5.AvV/CC Dados Clinicos X
6.PID Dados Clinicos X X
7.Auto Esférico Dados Clinicos X X
8.Auto Cilindrico Dados Clinicos X X
9.Auto Eixo Dados Clinicos X
10.Auto Eq. Esf. Dados Clinicos
11.R1 Dados Clinicos X
12.R2 Dados Clinicos X
13.AV Dados Clinicos X X X
14.Esférico Dados Clinicos X
15.Cilindrico Dados Clinicos X X
16.Eixo Dados Clinicos X X
17.Eq. Esf. Dados Clinicos X X
18.Dor Queixas X
19.Corpo Estranho | Queixas X X
20.Hiperemia Queixas
21.Baixa de AV PP | Queixas X X X
22.Baixa de AV PL | Queixas X X
23.Dor de Cabeca | Queixas X X X
24.0lho Vermelho | Queixas X
25.Secrecéo Queixas X X X
26.Fotofobia Queixas X
27.Prurido Queixas
28.Lacrimejamento | Queixas X
29.Ardéncia Queixas X X X
30.Embacamento | Queixas X X
31.Coceira Queixas X X
32.DM Ant. Sistémicos X
33.HAS Ant. Sistémicos X
34.Alcoolismo Ant. Sistémicos X
35.Fumante Ant. Sistémicos X
36.0utros Ant. Sistémicos X
37.DM + HAS Ant. Sistémicos X X X
38.Reumatismo Ant. Sistémicos X
39.Asma Ant. Sistémicos X X X
40.Vitiligo Ant. Sistémicos X X
41.Tuberculose Ant. Sistémicos X X
42 Anemia Ant. Sistémicos X
43.Mal de Parkinson| Ant. Sistémicos X X
44 Trauma Ant. Oculares X X
45 Pterigio Ant. Oculares X X X

Quadro 1: Caracteristicas Selecionadas por cada Algoritmo Parte 1/2.
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| Caracteristica \ Tipo PSO-OPF | HS-OPF | GSA-OPF |

46.Calazio Ant. Oculares X

47.0Ordeolo Ant. Oculares X X X
48.DCR Ant. Oculares X X X
49.Ulcera Ant. Oculares X X
50.Conjuntivite Ant. Oculares X X X
51.Cicatriz Toxoplasmose Ant. Oculares X X X
52.Catarata Ant. Oculares X X
53.Descolamento Retina| Ant. Oculares X X
54.Pseudofacico Ant. Oculares X X
55.Glaucoma Ant. Oculares X X
56.Estrabismo Ant. Oculares X X
57.Trigquiase (Laser) Ant. Oculares X

58.Herpes Ant. Oculares X X
59.Toxoplasmose Ant. Oculares X X X
60.CBC Ant. Oculares X X
61.Nistagmo Ant. Oculares X

62.Entropio Ant. Oculares X X
63.C. Refrativa Ant. Oculares X X
64.Ptose Ant. Oculares X X
65.Trombose Veia Central Ant. Oculares X X
66.Uveite Ant. Oculares X

67.Trauma Ant. O. Fam. X

68.Pterigio Ant. O. Fam. X

69.Calazio Ant. O. Fam. X

70.0rdeolo Ant. O. Fam. X X
71.DCR Ant. O. Fam. X
72.Ulcera Ant. O. Fam. X
73.Conjuntivite Ant. O. Fam. X X

74.Cicatriz Toxoplasmose Ant. O. Fam. X X
75.Catarata Ant. O. Fam. X X
76.Descolamento Retina| Ant. O. Fam. X X
77.Pseudofacico Ant. O. Fam. X X
78.Glaucoma Ant. O. Fam. X X
79.Estrabismo Ant. O. Fam. X

80.Triquiase (Laser) Ant. O. Fam. X X
81.Herpes Ant. O. Fam. X X
82.Toxoplasmose Ant. O. Fam. X X
83.CBC Ant. O. Fam. X

84.Nistagmo Ant. O. Fam. X

85.Entropio Ant. O. Fam. X X

86.C. Refrativa Ant. O. Fam. X X
87.Ptose Ant. O. Fam. X X
88.Trombose Veia Central Ant. O. Fam. X
89.Uveite. Ant. O. Fam. X X

Quadro 2: Caracteristicas Selecionadas por cada Algoritmo Parte 2/2.
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de pterigio também esta presente nas trés técnicas. Isso refprghlema da recidiva da doenca,

0 que € muito comum. Outro fator interessante apresentado é que nenhuma das caracteristicas
grupo de antecedentes oculares familiares foi selecionada nas trés técnicas concomitantemente, o ¢
sugere que a teoria da hereditariedade nao é valida. Essas analises sdo suposicdes e necessitam d
aprofundamento especialista maior por parte dos oftalmologistas.



Capitulo 7

Conclusao

Pterigio éuma enfermidade que tem acometido um grande namero de pessoas atualmente, senc
gue os fatores que ocasionam tal doenca ainda ndo foram estabelecidos pela comunidade cientific
Nesse contexto, o0 presente trabalho objetivou a aplicacdo de algoritmos supervisionados de rec
nhecimento de padrbes para a identificacdo automatica do pterigio e sua posterior caracterizag:
utilizando algoritmos de otimizacdo com o intuito de selecionar as caracteristicas que realmente sé
utilizadas no processo de aprendizado dos classificadores. Cabe destacar que esta doenca foi es
Ihida por ser de facil reconhecimento clinico, ou seja, ndo héa viés de selecao, ja que a identificaca
clinica positiva tem alto grau de acerto. Desta forma, a identificacdo da doenca pela inteligénciz
artificial corrobora perfeitamente com a deteccgao clinica.

Uma primeira bateria de testes foi realizada comparando 10 classificadores supervisionados d
padrbes, sendo que a melhor relacéo eficiéncia no treinamento/eficacia de classificacéo foi atingic
pelo classificador OPF, seguido pelo classificador SOM. Os experimentos foram realizados utilizand
uma base de dados com 7,654 pacientes da regido de Botucatu-SP, Brasil, nos quais 6,972 pacien
sdo livres de pterigio e 682 sdo acometidos pela doenca. Para a descricdo de cada paciente, for:
utilizados 89 dados clinicos. Nessa primeira fase dos experimentos, utilizamos 50% dos dados pal
treinamento dos classificadores e os 50% restantes para a etapa de classificagdo. Nessa etapa
resultados mostraram uma superioridade da técnica OPF, jA que a mesma apresentou praticame
a mesma acuracia das técnicas mais bem classificadas, porém com um custo computacional men
principalmente na etapa de treinamento. Esse fator € de extrema importancia para programas
auxilio ao diagnostico de doencas, j4 que é desejavel um sistema que permita a adicdo de nov
elementos para posterior retreinamento do mesmo.

Uma segunda rodada de experimentos foi realizada com o intuito de identificarmos quais as carac
teristicas que realmente foram importantes para o processo de aprendizado do classificador. Assir
essa etapa objetivou a caracterizacao do pterigio, ou seja, a ideia seria identificar os potenciais fator
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de risco que levam a essa doenca. Essa etapa consistiu em utibzarde acerto do classificador
OPF, o qual obteve os melhores resultados no experimento anterior, como sendo a funcéo objetivo
ser maximizada por trés algoritmos de otimizacdo: PSO-OPF, HS-OPF e GSA-OPF. Para tal, utiliza
mos 30% dos dados para compor o conjunto de treinamento, 20% para o0 conjunto de avaliacdo e
50% restantes para o conjunto de teste. Nos resultados obtidos, tivemos uma reducdo no numero
caracteristicas de 17.28 % na técnica PSO-OPF, 34.56 % no caso da técnica GSA-OPF e 58.02 % |
técnica HS-OPF, mantendo a taxa de acerto similar a obtida na etapa anterior, ou seja, com todas
caracteristicas disponiveis. Todas as técnicas obtiveram resultados muito préximos em termos de e
cacia, sendo que o PSO-OPF selecionou 67 caracteristicas em 9.52 segundos, GSA-OPF e o HS-O
selecionaram 53 e 34 caracteristicas em 19.02 e 9.62 segundos, respectivamente, demonstrando qt
técnica HS-OPF é a melhor escolha para os propdsitos do trabalho quando se diz respeito ao nime
de caracteristicas e o custo computacional. Varias caracteristicas defendidas na literatura como dad
relacionados ao pterigio foram identificados pelas técnicas, tais como as queixas de dor de cabeca,
déncia e secrecao e o antecedente de pterigio. Porém, é prematuro afirmar qual seria a melhor técn
para a caracterizacao do pterigio, ja que para isso seria necessaria uma maior discussao e analise
parte dos oftalmologistas, ja que a literatura médica € irrigada de controvérsias quando se diz respei
a caracterizacéo dessa doenca.
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