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RANDOM FOREST NA PREVISAO DA PRODUCAO DE CANA-DE-ACUCAR

RESUMO - A cana-de-acucar € a principal fonte de energia renovavel no
Brasil com um futuro promissor em todo o mundo, tanto na questao econémica
guanto na ambiental. Assim, buscar métodos que melhorem a capacidade de
previsdo do rendimento da cultura € estratégico para a sustentabilidade da
producdo. O objetivo do trabalho foi testar o algoritmo de aprendizado de
maquina Random Forest (RF) para previsao da produtividade da cana-de-acucar
a partir dos atributos do solo e praticas de manejos da cultura em areas
comerciais no noroeste paulista. Foram utilizados dados dos anos de 2016 a
2018, com um total de 70 mil hectares de area plantada. Os resultados indicam
gue a acuracia dos modelos encontrados estéo entre 77 e 94%. As variaveis de
manejo, tais como, namero de cortes e época de colheita, foram as principais
condicionantes da produtividade da cultura, em relacéo as variaveis quimicas do
solo. Os resultados indicam que o algoritmo RF apresentou precisao satisfatoria,
evidenciando sua aplicacdo na tomada de decisdo dentro das unidades

produtoras.

Palavras-chave: agricultura de precisdo; arvore de decisao; big data.



RANDOM FOREST ALGORITHM IN THE FORECAST OF
SUGARCANE PRODUCTION

ABSTRACT - Sugarcane is the main source of renewable energy in Brazil with a
promising future throughout the world, both economically and environmentally.
Thus, the forecast of crop yield is strategic for the sustainability of production.
The objective of this work was to test the Random Forest (RF) machine learning
algorithm to predict sugarcane productivity based on soil attributes and crop
management practices in commercial areas in northwest Sdo Paulo, Brazil. Data
from the years 2016 to 2018 were used, with a total of 70 thousand hectares of
planted area. The results indicate that the accuracy of the models found were
between 77 and 94%. Management variables such as number of harvests and
harvest season were the main determinants of crop yield to soil chemical
variables. Our results show that the RF algorithm was enough to be applied for

decision making of sugar mill operation planning.

Keywords: precision agriculture; decision tree; big data.



1. INTRODUCAO

De acordo com as metas estabelecidas pelo governo brasileiro na COP21,
a producdo de etanol em 2030 deverd ser de 54 bilhdes de litros,
aproximadamente o dobro dos niveis atuais de produgdo, enquanto a producao
de acucar aumentara de 38,7 milhdes de toneladas para 46,4 milhdes de
toneladas (SANCHES et al., 2019). Os mesmos autores afirmam que aumentar
o rendimento agricola da cultura da cana-de-agUcar deverd oferecer uma
alternativa mais econdmica e ambientalmente sustentavel, pois, 0 aumento da
produtividade acarretara a reducdo dos custos de producdo e evitara a
necessidade de novas expansoes de cultivos. Proje¢cdes indicam que o Brasil
continuara a ser o principal produtor de agucar e etanol, produzindo cerca de
34% da cana do mundo até o ano de 2027, que sera usada para gerar 20% da
producéo mundial de acucar e 88% da producéo mundial de etanol (FAO, 2018).

A producdo agricola € uma complexa interacdo entre as variaveis
ambientais, os atributos do solo e a dinamica de nutrientes no sistema solo-
planta-atmosfera. Tais variaveis estdo intrinsecamente relacionadas,
principalmente as praticas de manejo agricola (variedade, idade, corte,
maturacdo, ataque de pragas, estresses climaticos entre outras), deste modo
novos estudos sobre o potencial produtivo da cultura em solos brasileiros sao
necessarios. Avancos na ciéncia de dados e “big data” podem ser capazes de
atuar nesse tema (WOLFERT et al., 2017).

Alguns estudos encontrados na literatura utilizaram técnicas de mineracéo
de dados, como algoritmos de floresta aleatéria ou “random forest” (RF) para
estimar a produtividade da cana-de-acucar (EVERINGHAM et al., 2009; BOCCA;
RODRIGUES, 2016; EVERINGHAM et al., 2016; OLIVEIRA et al., 2017),
mostrando o potencial dessas ferramentas. Os algoritmos de RF podem
manipular grandes volumes de dados, usar varidveis categodricas como
preditores, medir o grau de importdncia das variaveis preditivas, gerar a
probabilidade de classe e sdo robustos sobre ajustes, termo usado para
descrever quando um modelo se mostra eficaz no ajuste a um conjunto de dados

previamente levantados, mas ndo na previsao de novos resultados, mesmo para



conjuntos de dados ligeiramente desbalanceados (KHOSHGOFTAAR et al.,
2007; SANCHES et al., 2019).

Apesar de amplamente difundidos em véarios campos da ciéncia,
algoritmos de aprendizado de maquinas devem ser testados especificamente na
area da agricultura, para ajudar o profissional na tomada de decisdo quanto ao
manejo especifico de uma area, criando zonas especificas de manejo, visando
a sustentabilidade do agrossistema. Assim, esse estudo se justifica pela
necessidade de utilizar um algoritmo capaz de combinar varias arvores de
decisédo com as amostras relacionadas em seu banco de dados.

Deste modo, o objetivo deste trabalho € testar o algoritmo de aprendizado
de maquina Random Forest (RF) para previsdo da produtividade da cana-de-
acucar a partir dos atributos do solo e praticas de manejos da cultura em areas

comerciais no noroeste paulista.

2. REVISAO DE LITERATURA

2.1. CANA-DE-ACUCAR

A cana-de-acucar possui alta relevancia na economia nacional, sendo o
acucar um dos principais produtos comercializados desde o periodo colonial.
Sua entrada no Brasil ocorreu por volta de 1532, na Capitania de Sao Vicente,
seguida da Capitania de Pernambuco em 1535 e da Bahia em 1538; e jA em
1580 levou o Brasil a se destacar no mercado mundial de acucar (FIGUEIREDO,
2008; GAROFALO et al., 2020).

Segundo dados da Conab (2019), na safra 2019/20 estima-se que a area
total de cana-de-acucar colhida no Brasil foi de aproximadamente 8,4 milhdes de
ha, com uma producdo estimada em aproximadamente 622 milhdes de
toneladas de cana-de-acucar. A maior regido produtora € a Centro-Sul que
contribuiu, na safra em questdo, com uma area de aproximadamente 7,5 milhdes
de ha e, com uma producéo de aproximadamente 571 milhdes de toneladas,
enquanto a regido Norte/Nordeste contribuiu com 879,2 mil ha de area plantada

e, com uma producdo de aproximadamente 50 milhdes de toneladas. Nas



regides produtoras, a maior producédo foi encontrada na regido Sudeste com
aproximadamente 394 milhGes de toneladas, seguida da regido Centro-Oeste
com aproximadamente 142 milhdes de toneladas e, a terceira maior regiao
produtora foi a regido Nordeste com aproximadamente 47 milhdes de toneladas
(CONAB, 2019).

De acordo com a classificagdo taxonbmica a cana-de-aglUcar é uma
graminea e pertence a familia Poaceae e ao género Saccharum. o provéavel
centro de origem da cultura é a Polinésia e, suas espécies foram disseminadas
por todo o Sudeste Asiatico que culminou, em Papua Nova Guiné e Java
(Indonésia), na criacdo de um moderno centro de diversidade (CHEAVEGATTI-
GIANOTTO et al., 2011). A cana-de-agUcar possui habito semi-perene e, de
modo geral, o ciclo de cultivo € exercitado por aproximadamente cinco anos
(LEITE et al., 2008). De acordo com Doorenbos; Kassan (1979) o clima tipico da
cultura € o tropical e subtropical, sendo cultivada sob condi¢cées de sequeiro em
regides umidas, também possivel o seu cultivo sob irrigacdo em regides sub-
umidas com latitudes entre 35° N e 35° S. A planta da cana-de-acucar é dividida
em parte aérea (colmos, folhas e inflorescéncia) e radicular (raizes e rizomas) a
gual possui perfilhamento desde a fase inicial do desenvolvimento (SCARPARI;
BEAUCLAIR, 2008). A cana-de-acgucar possui o melhor rendimento na producao
de etanol e, em relacdo aos combustiveis fosseis, € uma opcao de combustivel
menos poluente, além de ser renovavel (CARDOZO, 2012).

Além disso, apresenta metabolismo fotossintético C4, sendo considerada
altamente eficiente na conversdo de energia radiante em energia quimica
(CASTRO, 2003). Além da alta taxa de ocorréncia do processo fotossintético,
apresenta eficiéncia na utilizacéo e resgate de CO2 (gas carbdnico) da atmosfera
(SEGATO et al., 2006). Dentre as plantas de metabolismo C4, ela é uma das
culturas de maior importancia mundial no que tange a producao de alimentos
contribuindo, referente a colheita mundial de acucar destinado ao consumo
humano, com aproximadamente 75% de participacdo (SOUZA et al., 2008). Em
comparacdo com as plantas de metabolismo C3, ela apresenta taxa de
crescimento e eficiéncia hidrica de duas a trés vezes maiores (CASAGRANDE,
1996).



A cultura nas condic¢fes climaticas da regido sudeste possui basicamente
dois ciclos distintos, diferenciados pela época de plantio. A cana de ciclo de 12
meses, comumente chamada de cana de ano, € plantada entre setembro a
outubro e atinge o maior desenvolvimento em meados de abril, tendo sua
colheita iniciada a partir de setembro até outubro. Na cana de ciclo de 18 meses,
também chamada de cana de ano e meio, o plantio ocorre entre os meses de
janeiro até abril, sendo o crescimento intensificado durante a primavera e verao
(outubro a abril), ocorrendo a colheita a partir de junho do ano seguinte ao plantio
(RODRIGUES, 1995).

As fases de desenvolvimento da cana sao fortemente influenciadas por
varios fatores, tais como estado nutricional, tratos culturais e espécies utilizadas
no plantio. (RODRIGUES; ROSS, 2020).

A etapa da colheita da cana-de-agucar é crucial para usinas e
fornecedores de cana, onde diversas medidas importantes sédo tomadas para o
gerenciamento da area agricola, entre elas destacam-se a producédo de cana, a
gualidade da cana (que € a medida do teor de sacarose da cana) e a
produtividade da cana que é a producao dividida pela area. No centro oeste de
Sao Paulo a medida de area mais comum € o hectare que equivale a 10.000 m?
sendo a produtividade expressa por TCH (Tonelada de Cana por Hectare). O
ATR (Acucar Total Recuperavel) € uma das principais medidas de qualidade da
cana-de-acUcar e representa a quantidade de quilos de acucar que € possivel
extrair em uma tonelada de cana (GARCIA; CAMOLESI Jr, 2015). As normas
dessas andlises sdo determinadas pelo CONSECANA-SP (Conselho dos
Produtores de Cana-de-Aclicar, Aclucar e Alcool do Estado de S&o Paulo).
Dessas analises sao extraidas varias medidas como BRIX (porcentagem em
massa de solidos soluveis), POL (Porcentagem de sacarose), PC (Pol da cana),
FIBRA, AR (Acucar redutor), ATR (AcuUcar total recuperavel) (CONSECANA,
2013).

Diversos fatores podem influenciar na qualidade da cana. Alguns desses
fatores estéo relacionados com as caracteristicas das variedades, época de
colheita, idade da cana, entre outros. Além disso, cada variedade de cana tem

sua curva de maturacdo padrao para o primeiro corte e para os demais e, de



acordo com essa curva, a variedade de cana pode ser precoce, normal ou tardia.
Com base na curva de maturagdo e na produtividade é feito o planejamento de
colheita para todos os talhdes, considerando as restricdes de capacidade diaria
de moagem da usina, capacidade das frentes de corte e transporte, area com
aplicacdo de maturador, distancia, periodo de colheita, e demais restricbes
consideradas no planejamento (GARCIA; CAMOLESI Jr, 2015).

O acompanhamento desses fatores nas areas de cultivo e na producéo,
ao longo do tempo, contribui para o entendimento a respeito da dindmica de
producdo da cana-de-agucar e, o conhecimento dessa dindmica pode auxiliar
instituicdes governamentais, de pesquisa e privadas a se planejarem quanto as
necessidades de formulacdes de politicas publicas, de novas tecnologias e
mesmo de investimentos. Levantamentos oficiais internacionais e nacionais com
séries historicas, dados estatisticos de associa¢des de produtores e publicacdes
técnicas sdo extremamente valiosos por servirem de base para o entendimento
da dinamica de producdo. No caso especifico da cana-de-agucar, informacdes
internacionais relevantes sao disponibilizadas pela FAO e no Brasil consultas
podem ser realizadas em fontes, como IBGE, Conab, Unica, Sindacucar,
Sindalcool, entre outras instituicdes do setor (GAROFALO et al., 2020).

O surgimento do Programa Nacional do Alcool (Proalcool) teve grande
contribuicdo na ascenséo no setor de producao de etanol. Almejou-se com essa
criacdo a diminuicdo da dependéncia das importacdes do petréleo (KOHLHEPP,
2010). Ele trouxe importantes inovacdes em areas referentes a producdo de
bioetanol no pais e na genética das plantas, como também, em tecnologias para
o setor industrial beneficiando as usinas e destilarias e, na industria
automobilistica (RODRIGUES; ORTIZ, 2006). Extensas areas de cultivo como
as regides de Ribeirdo Preto, Campinas e Bauru e fabricas de acucar existentes
influenciaram a instalacéo de redes de destilaria préximas a essas localidades,
no Estado de Sao Paulo, num mesmo periodo (UDOP, 2016). A constante
preocupacdo da sociedade com as emissfes excessivas dos veiculos
automotores atreladas com a qualidade do ar dos grandes centros urbanos foram

fatores importantes, os quais também contribuiram para o incentivo da utilizacao



e venda do etanol como um biocombustivel desde a década de 1970 até
atualmente (LEITE; LEAL, 2007).

2.2.AGRICULTURA 4.0

Com o advento da internet e da popularizacdo do uso de computadores,
a tecnologia chegou ao campo com o objetivo de otimizar a producéo agricola e
consequentemente gerar produtividades cada vez maiores. O Brasil se destaca
no cenario mundial como um dos maiores produtores de alimentos do mundo, e
a tecnologia empregada no campo foi determinante para que a agricultura
brasileira alcancasse o patamar atual. Com a evolucédo continua consolidou-se
uma nova era de tecnologia agricola, onde ndo existe mais separacdo entre o
mundo fisico e virtual, conectados para facilitar a vida das pessoas. E por tras
dessa fus&o esta o conceito da Agricultura 4.0 (Agro 4.0) (MASSRUHA; LEITE,
2017).

A Agricultura 4.0 emprega métodos computacionais de alto desempenho,
rede de sensores, comunicacdo maquina para maquina (M2M), conectividade
entre dispositivos moéveis, computacdo em nuvem, métodos e solucdes
analiticas para processar grandes volumes de dados e construir sistemas de
suporte a tomada de decis6es de manejo (MASSRUHA; LEITE, 2017). Com isso,
a agricultura nacional tende a ser mais tecnologica, surgindo novas
oportunidades para a utilizacdo de inovacbes na area de tecnologias da
informac&o e comunicacdo (AgroTIC) em todas as etapas da cadeia produtiva
(MASSRUHA; LEITE; MOURA, 2015). Com 0 uso destes VArios recursos
tecnoldgicos digitais da Agro 4.0 podemos elevar os indices de produtividade
através da eficiéncia do uso de insumos, da reducédo de custos com mao de obra,
oferecer melhor qualidade do trabalho e a seguranca dos trabalhadores e
diminuir os impactos ao meio ambiente (MASSRUHA; LEITE, 2017), englobando
a agricultura de precisédo, a automacéao e a robotica agricola, além de técnicas

de bigdata.



A tecnologia da informacédo e da comunicacéo (TIC) tem contribuido ha
varios anos para as diversas areas de conhecimento. Ela permitiu o
armazenamento e processamento de grandes volumes de dados, automatizagéo
de processos e o intercambio de informacdes e de conhecimento (MASSRUHA;
LEITE, 2017). Aos poucos, produtores rurais vém aderindo as TIC e sendo estas
inseridas nas atividades rurais como fatores de competitividade (ASSAD;
PACETTI, 2009).

2.3. MINERACAO DE DADOS

O termo mineracéo de dados € utilizado para designar varias técnicas e
procedimentos utilizados para examinar e processar elevadas quantidades de
dados, criando um modelo para otimizar a forma de leitura dos dados existentes
e permitir que sejam feitas projecbes com base nos dados processados. Em
resumo, a mineracdo de dados transforma grandes quantidades de dados em
padrdes, que sao divididos em: direcionada e ndo direcionada. Na mineracéo de
dados direcionada, busca-se prever um ponto de dados em particular, ao
contrario da mineracéo nao-direcionada, onde € necessaria a criacao de grupos
de dados ou encontrar padrbes em grupos de dados existentes. A mineracdo de
dados moderna teve inicio na década de 1990, quando os computadores
conseguiram chegar a um certo nivel de processamento e armazenamento de
dados e seus custos permitiram as empresas utilizar suas funcbes sem recorrer
a utilizacdo de recursos computacionais externos (ABERNETHY, 2010;
RUFATTO, 2015).

A técnica de aprendizado de maquina € um subcampo da ciéncia da
computacdo que trabalha com reconhecimento de padrbes e teoria da
aprendizagem computacional, em inteligéncia artificial na analise de dados. Na
mineracdo de dados sao utilizadas técnicas de aprendizado de maquina para
descoberta de padrbes e extracao de conhecimento (HAN; KAMBER; PEI, 2012,
BOLSONELLO et al, 2019). Como existem varias técnicas para a mineracao de

dados, um passo importante para a constru¢do de um bom modelo, é a escolha



correta da técnica a ser utilizada. Apds esse passo, 0 modelo construido deve
ser refinado, para permitir a exploragdo mais eficiente das suas utilidades
(RUFATTO, 2015).

O crescimento das aplicagOes de mineracdo de dados na agricultura vem
se tornando mais eficientes e precisas, e com o volume de dados acumulado
pelo setor sucroenergético, o potencial de aplicacdo dessa técnica é vasto e de
grande importancia para o setor. Em estudos com dados de menor escala, com
intuito de estudar a variabilidade da produtividade de cana-de-acUcar, técnicas
de mineracdo de dados tém se mostrado superiores a técnicas estatisticas
convencionais (ANDERSON et al., 1999; FERRARO et al., 2009; BOCCA; 2014).
Uma caracteristica relevante da producéo de cana-de-acucar é a presenca de
diversos tomadores de decisdo, uma vez que esta inserida nas cadeias de valor
do complexo da cana-de-acucar (HIGGINS et al., 2007; BOCCA, 2014).

Duas técnicas de mineracdo bastante utilizadas na agricultura sao as
arvores de regressao (Classification and Regression Trees, CART) e maquinas
de vetor de suporte (Support Vector Machines, SVM). Uma importante evolucao
dos modelos baseados em arvores sdo as Random Forest (RF), sendo essa
técnica bastante aplicada na agricultura em diversas culturas. Uma das
principais vantagens da técnica de RF é a possibilidade de investigacdo nao
linear e relacBes hierarquicas entre os preditores e a resposta usando uma
abordagem de aprendizagem em conjunto. O método envolve fazer varias
tentativas de dados diferentes ou modelos para prever uma variavel de
resposta como a produtividade da cana-de-acucar. Alguns autores reportaram
aplicacbes das RF em modelos de analises de dados, como o caso de
Everingham et al. (2016), que relataram o uso de RF para investigar quais

atributos climaticos impactam na producéo de cana-de-agUcar na Australia.

A técnica do Random Forest pertence a classe de algoritmos
supervisionados em que uma variavel dependente é explicada em termos de N
variaveis independentes medidas em qualquer escala (SANCHES, et al. 2019).
RF € um método de aprendizado conjunto aplicado a problemas de classificacéo
e regressao. A técnica do RF é capaz de manipular grandes volumes de dados,

usar variaveis categoricas como preditores e medir o grau de importancia das



variaveis preditivas no modelo final. Os algoritmos de RF operam com varias
arvores de decisdo no momento do treinamento e permitem a identificacdo e
classificacdo dos atributos mais significativos na descricao da variavel
dependente (CHAROEN-UM, et al. 2019).

Com a técnica do RF é possivel classificar a importancia relativa de cada
variavel preditora, sendo que a importancia de cada variavel € baseada no erro
de previsdo de regressao do out-of-bag (OOB). Aproximadamente 30% dos
dados sdo OOB e ndo sédo usados na construgdo da arvore (ABDEL-RAHMAN
et al., 2013; EVERINGHAM, et al., 2016). Com essa técnica a importancia da
variavel do preditor é relatada como decréscimo da porcentagem média na taxa
de classificacdo, para o modelo de classificacdo ou aumento médio no erro
guadratico médio para o modelo de regressdo se essa variavel foi removida da
analise (EVERINGHAM, et al., 2016).

Essas arvores de decisdo apresentam alta variancia e baixo vies, para
cada nova amostra € construida uma arvore de decisdo. Cada novo conjunto de
selecdo de treinamento utilizado € desenhado substituindo o original. Em
seguida, uma nova arvore é cultivada no conjunto de treinamento, usando uma
selecdo aleatoria de recursos. Quando utilizados esses recursos aleatorios,
aparenta melhorar a precisédo dessa selecao e sao fornecidas estimativas do erro
de generalizacéo (PE *) deste conjunto combinado de arvores (BREIMAN, 2001).

O método de arvore de decisdo é um método de simples interpretacdo
gue agrega mais vantagens do que desvantagens em sua aplicacdo, como por
exemplo ser facil de expor em gréaficos e entender-se que suas predicdes se
assemelham a decisdes humanas podendo ser aplicados a um grande volume
de dados, em contrapartida uma alteracdo nos dados que formardo as arvores
aleatdrias ird interferir significativamente na predicéo final dos dados.

Bagging é o nome dado ao método de melhorar as previsbes para
métodos de regressdo em especial para arvores de decisdo em que sao
calculados a média das previsdes resultantes, as arvores ndo sdo podadas,
apresentando alta variancia e baixo viés. Este método apresenta melhorias na
precisdo pois reline uma grande quantidade de dados em uma analise. A taxa

de erro de teste é calculada com conjuntos dos dados utilizados no treinamento
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do algoritmo e € utilizado um namero suficientemente grande para que essa taxa
se estabilize (JAMES, et al., 2017).

O algoritmo RF tem como vantagem, que como uma floresta aleatéria
descorrelaciona as arvores de modo que o algoritmo ndo tem permissao para
considerar os preditores pela maioria, ja que o numero de preditores
considerados em cada divisdo € aproximadamente igual a raiz quadrada do
namero total de preditores. Fato que ocorre no bagging, pois a média de uma
grande quantidade altamente correlacionada n&o reduz significativamente a
variancia de uma arvore quanto a média de grandes quantidades
correlacionadas. No RF cada divisdo considera apenas um subconjunto de
preditores, sem influéncia de preditor que aparece mais vezes. Como as arvores
sdo descorrelacionadas a meéedia das arvores € menos variavel e
consequentemente mais confiavel (JAMES, et al., 2017).

Para construcdo das arvores de decisdo o algoritmo faz uma selecéo
aleatdria de duas variaveis no banco de dados e determina o atributo que melhor
separa os dados como no principal, ap0s essa determinacéo seleciona mais dois
atributos aleatorios que nao foram selecionados anteriormente para a formacao
de um novo nd e a partir dos subconjuntos das variaveis selecionadas sao
formadas sucessivas arvores de decisdo. De maneira que podem ser formadas

N arvores conforme o objetivo do treinamento (JAMES, et al., 2017).

3 MATERIAL E METODO

3.1 AMOSTRA

Os dados utilizados no experimento foram coletados entre os anos de
2016 e 2018 a partir de uma parceria entre CSME, Athenas Agricola e a usina
COFCO International, com uma area total de aproximadamente 70 mil hectares.

Totalizando mais de 50 mil pontos de observacao (Figura 01).

3.2 LOCAL DO ESTUDO
Os dados sao referentes as unidades produtoras de cana-de-acucar do
noroeste paulista da usina COFCO International nos municipios de Catanduva e

Potirendaba.
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3.3 METODOLOGIA DE CAMPO
Foram levadas em consideracao as varidveis de manejo mais interligadas

com a produtividade apresentadas na tabela a seguir:

N° de cortes Numero de vezes que o canavial foi mecanicamente colhido;

Idade Tempo que a cultura ficou no campo até a colheita do canavial;

Variedade Foram consideradas 6 variedades plantadas nas areas:
RB966928, RB92579, RB867515, RB855536, CV7870,
IACSP9550;

Epoca de colheita | Més do ano em que fora realizada a operacédo de colheita:
marco a novembro.

Tabela 1: variaveis de manejo e produtividade da cana-de-acucar

Para analise do solo, a cada 3 hectares foi realizada uma amostragem
desse material, com uma profundidade de 0,00 a 0,25 m e de 0,25 a 0,50 m, as
amostras foram submetidas a analises laboratoriais para a determinacao dos
atributos quimicos do solo: Matéria organica do solo (MO), pH, fésforo (P),
potassio (K), célcio (Ca), magnésio (Mg), hidrogénio + aluminio (H + Al), aluminio
(Al), enxofre (S), a soma de bases (SB), capacidade de troca de cétions (CTC),
saturacao por bases (V%) e percentagem de saturacao por aluminio (m%).

A figura 1 apresenta a regido em que foram realizadas as demarcacoes
dos pontos de amostragem encaminhados para analise e formacao do banco de
dados deste estudo. Os pontos escolhidos para compor o banco de dados foram
0S pontos coincidentes em toda a area de extensédo nos trés anos referentes a
pesquisa (2016-2018), indicados de amarelo. Os pontos indicados de azul séo
0s pontos demarcados ndo coincidentes nos trés anos, portanto ndo utilizados

na andlise.
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3.4 ANALISE DOS DADOS
Para andlise foram utilizados os pontos de observacao coincidentes nos

trés anos dos dados coletados, aproximadamente 7 mil amostras.

Para manipulagéo dos dados foi realizada a padronizag&o dos valores das

variaveis no programa R (http://www.r-project.org/) utilizando a seguinte férmula:

em que Z é o conjunto de dados com média igual a 0 e desvio padrdo
igual a 1 e o xi corresponde ao valor da amostra. Dessa forma todas as variaveis

seguem uma distribuicdo normal padréo.

Apés a padronizagdo das variaveis foi utilizado o programa R
(http://lwww.r-project.org/) e o pacote "RandomForest” para identificar os
atributos do solo e manejos especificos (variaveis independentes) que melhor
explicam a variabilidade espaco temporal do

Uma parte do banco de dados € utilizada para treinamento do algoritmo e
formacdo das primeiras arvores de decisdo, ap0s esse treino o restante dos
dados é utilizado como teste percorrendo as arvores de decisdo criadas. Dessa
forma os dados utilizados para teste e treinamento séo distintos, diminuindo os
vieses envolvidos na progressao das analises e resultado da predicdo. A
predicdo € apresentada a partir da média de resultados mostrados nas arvores
de decisdo. Neste estudo foi utilizado 75% dos dados disponiveis para o
treinamento do algoritmo e 25% para teste.

O algoritmo foi escolhido para este estudo pois € bastante robusto na
simulacdo de modelos lineares e nao-lineares (WILEY, 2016), sendo o critério
de parada do algoritmo de calibracdo o numero total de ciclos igual a 1000 ou o
erro médio quadratico menor que 1%. Para os resultados apresentados foram
utilizados 100 ciclos no treinamento.

Para a avaliacdo da qualidade da previsédo foi adotada a raiz do erro
guadratico médio (RMSE) e o coeficiente de determinacdo mdltiplo (R?). Todas

as analises foram realizadas por meio do software R utilizando os pacotes
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"agricolae", "gclus", "cluster", "vegan", "lattice", "nortest", "rio", "ggplot2" e

"randomForest".
4. RESULTADO E DISCUSSAO

A partir da analise dos dados gerados, foi possivel observar que as
variaveis de manejo (n° de cortes, variedade, época de colheita e idade) sao as
mais correlacionadas com a produtividade da cana-de-agUcar na area total do
estudo. Os atributos quimicos do solo tiveram grau de importancia baixo, tal que
em nenhum ano ou unidade produtora este grau atingiu mais que 25% de

importancia, independente da profundidade analisada.

Em comparacao geral entre as duas unidades produtoras, nos trés anos
analisados, a maior correlagdo com a producédo da cana de agucar por grau de
importancia € o numero de cortes, representado nas figuras 2 e 3. Outros
estudos apontam o mesmo resultado correlacionado, em que o aumento do
numero de cortes é diretamente proporcional ao caimento da produtividade do
canavial. Hammer (2016) analisou dados de 18 usinas distribuidas em 05
cidades do estado de S&o Paulo entre os anos de 2012 e 2015 obteve resultado
concordante de que a variavel de maior impacto na produtividade de cana de

acucar € o numero de cortes.

A segunda variavel de manejo que mais apresentou grau de importancia
nos dados analisados foi a época de colheita. No ano de 2018 foi o item que
liderou a importancia nas duas unidades produtoras e nas duas profundidades
analisadas Figuras 8,9,14 e 15. Entretanto somente na unidade de Potirendaba
apresentou maior importancia, enquanto na unidade de Catanduva esteve muito
proxima do nimero de cortes. E um fator importante, entre outros associados,
como apresentado em estudo que visa ordenar as variaveis que gera
produtividade da cana de acucar (HAMMER, 2016).
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Figura 2: Grau de relacao entre as variaveis de manejo e produtividade

Em relacao a profundidade, de 0,00 a 0,25m (superficial) e 0,25 e 0,50m
(sub superficial), n&@o apresentaram diferenca relevante para serem
determinantes na produtividade do canavial. Nos trés anos analisados as duas
profundidades apresentaram fatores semelhantes nas unidades produtoras,

conforme mostram as tabelas 2 e 3.

Média 2016 2017 2018
0-25 25-50 0-25 25-50 0-25 25-50 0-25 25-50
Geral m% SB
Catanduva m% m% Ca Ca P P
Potirendaba P K pH MO Ca Ca

Tabela 2: Variavel de maior grau de importancia entre os atributos quimicos do solo

Média 2016 2017 2018
0-25 25-50 0-25 25-50 0-25 25-50 0-25 25-50
Geral Cortes Cortes
Catanduva Cortes Cortes Epoca | Variedade | Epoca Epoca
Potirendaba Cortes Cortes Cortes Cortes Epoca Epoca

Tabela 3: Variavel de maior grau de importancia entre as variaveis de manejo do

solo
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Nas figuras 3, 4, 5,6, 7, 8,9, 10, 11, 12,13, 14, 15 e 16 s&o apresentadas
as ordens de importancia de cada item, em cada ano, por unidade produtora de

cana de acUucar e o modelo gerado pelo algoritmo para previsdo da producdo

com base nos dados obtidos neste estudo.
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FIGURA 3. Ordem de importancia dos atributos selecionados no ano 2016 a 2018 na camada 0,00 a 0,25
m para utilizagdo no modelo gerado pelo algoritmo Random Forest para previsdo da produgéo (TCH) da
cana-de-acglcar. Ca =teor de calcio, pH = potencial hidrogenidnico, CTC = capacidade de troca de cations,
H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturagao por aluminio, Mg = teor

de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S = teor de enxofre,

SB = soma de bases, V(%) = saturagéo por bases.
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FIGURA 4. Ordem de importancia dos atributos selecionados no ano 2016 a 2018 na camada 0,25 a 0,50
m para utilizagdo no modelo gerado pelo algoritmo Random Forest para previsdo da producéo (TCH) da
cana-de-acgucar. Ca = teor de célcio, pH = potencial hidrogenibnico, CTC = capacidade de troca de cétions,
H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturacao por aluminio, Mg = teor

de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S = teor de enxofre,

SB = soma de bases, V(%) = saturacéo por bases.
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FIGURA 5. Ordem de importéncia dos atributos selecionados na unidade Catanduva no ano 2016 na
camada 0,00 a 0,25 m para utilizacdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producédo (TCH) da cana-de-acUcar. Ca =teor de calcio, pH = potencial hidrogenidnico, CTC = capacidade
de troca de cations, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturagéo por
aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fdésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturac¢éo por bases.
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FIGURA 6. Ordem de importancia dos atributos selecionados na unidade Catanduva no ano 2016 na
camada 0,25 a 0,50 m para utilizagdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producéo (TCH) da cana-de-acucar. Ca =teor de célcio, pH = potencial hidrogenidnico, CTC = capacidade
de troca de cétions, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturacédo por
aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturacéo por bases.
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FIGURA 7. Ordem de importancia dos atributos selecionados na unidade Catanduva no ano 2017 na
camada 0,00 a 0,25 m para utilizacdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producédo (TCH) da cana-de-acUcar. Ca =teor de calcio, pH = potencial hidrogenidnico, CTC = capacidade
de troca de cations, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturagao por
aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturac¢éo por bases.
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FIGURA 8. Ordem de importancia dos atributos selecionados na unidade Catanduva no ano 2017 na
camada 0,25 a 0,50 m para utilizagdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producéo (TCH) da cana-de-acucar. Ca = teor de célcio, pH = potencial hidrogenidnico, CTC = capacidade
de troca de cétions, H+Al = teor de hidrogénio mais aluminio, K = teor de potéssio, m(%) = saturacédo por
aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturacao por bases.
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FIGURA 9. Ordem de importancia dos atributos selecionados na unidade Catanduva no ano 2018 na
camada 0,00 a 0,25 m para utilizacdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producédo (TCH) da cana-de-acUcar. Ca =teor de calcio, pH = potencial hidrogenidnico, CTC = capacidade

de troca de cations, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = satura¢éo por

aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturac¢éo por bases.
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FIGURA 10. Ordem de importancia dos atributos selecionados na unidade Catanduva no ano 2018 na

camada 0,25 a 0,50 m para utilizagdo no modelo gerado pelo algoritmo Random Forest para previsdo da

producéo (TCH) da cana-de-acucar. Ca = teor de célcio, pH = potencial hidrogenidnico, CTC = capacidade

de troca de cétions, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturacédo por

aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturacéo por bases.
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FIGURA 11. Ordem de importancia dos atributos selecionados na unidade Potirendaba no ano 2016 na
camada 0,00 a 0,25 m para utilizacdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producédo (TCH) da cana-de-acUcar. Ca =teor de calcio, pH = potencial hidrogenidnico, CTC = capacidade
de troca de cations, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturagéo por
aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturac¢éo por bases.
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FIGURA 12. Ordem de importancia dos atributos selecionados na unidade Potirendaba no ano 2016 na
camada 0,25 a 0,50 m para utilizagdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producéo (TCH) da cana-de-acucar. Ca = teor de célcio, pH = potencial hidrogenidnico, CTC = capacidade
de troca de cétions, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturacédo por
aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturacao por bases.
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FIGURA 13. Ordem de importancia dos atributos selecionados na unidade Potirendaba no ano 2017 na

camada 0,00 a 0,25 m para utilizacdo no modelo gerado pelo algoritmo Random Forest para previsdo da

producédo (TCH) da cana-de-acUcar. Ca =teor de calcio, pH = potencial hidrogenidnico, CTC = capacidade

de troca de cations, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturagéo por

aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturac¢éo por bases.
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FIGURA 14. Ordem de importancia dos atributos selecionados na unidade Potirendaba no ano 2017 na

camada 0,25 a 0,50 m para utilizagdo no modelo gerado pelo algoritmo Random Forest para previsdo da

producéo (TCH) da cana-de-acucar. Ca = teor de célcio, pH = potencial hidrogenidnico, CTC = capacidade

de troca de cétions, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturagdo por

aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturac¢éo por bases.
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FIGURA 15. Ordem de importancia dos atributos selecionados na unidade Potirendaba no ano 2018 na
camada 0,00 a 0,25 m para utilizacdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producédo (TCH) da cana-de-acUcar. Ca =teor de calcio, pH = potencial hidrogenidnico, CTC = capacidade
de troca de cations, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = satura¢éo por
aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P = teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturacdo por bases.
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FIGURA 16. Ordem de importancia dos atributos selecionados na unidade Potirendaba no ano 2018 na
camada 0,25 a 0,50 m para utilizagdo no modelo gerado pelo algoritmo Random Forest para previsdo da
producéo (TCH) da cana-de-acucar. Ca = teor de célcio, pH = potencial hidrogenidnico, CTC = capacidade
de troca de cétions, H+Al = teor de hidrogénio mais aluminio, K = teor de potassio, m(%) = saturacédo por
aluminio, Mg = teor de magnésio, MO = teor de matéria organica do solo, P =teor de fésforo disponivel, S

= teor de enxofre, SB = soma de bases, V(%) = saturac¢éo por bases.

5. CONCLUSAO

Os resultados indicam que os modelos preditivos a partir de arvores de

deciséo, gerados pelo algoritmo Random Forest apresentaram precisao
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proximas ao observado, evidenciado pelos valores de R? maiores que 77% e
RMSE maximo de 10.608. Assim, comparando os resultados com a pratica
profissional, a aplicacdo dessa metodologia mostrou-se promissora para suporte
a tomada de decisdo, visto que os resultados apresentados auxiliam no

planejamento dentro das usinas e unidades produtoras.
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