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RESUMO

Uma rede neural artificial (RNA) pode ser definida como um conjunto de fungbes
matematicas com uma estrutura de processamento que consistem em uma seérie de
técnicas computacionais que apresentam um comportamento especifico de
entrada/saida e que podem ser implementadas em dispositivos eletrbnicos. A
capacidade dessa ferramenta de reconhecer padrées através de um determinado
conjunto de dados permitiu sua utilizagédo no estudo do processo de secagem de frutas
partindo de dados coletados experimentalmente. Os gréaficos gerados comparando os
valores estimados pelas redes neurais e 0s valores esperados apresentaram
coeficientes de correlacdo na faixa de 0,9 a 1. Os erros relativos médios variaram
entre 0,20% e 1,5% para a umidade e a massa, enquanto para o fluxo massico
apresentaram valores maiores, entre 2% e 45% (45% no caso do abacate). Esses
valores altos para os erros do fluxo massico podem ser explicados pelos baixos
valores de fluxo, principalmente no final do ensaio, fazendo com que os valores
encontrados pela rede, mesmo que com uma pequena diferenca absoluta,
apresentassem erros relativos altos. Com isso, os resultados adquiridos no presente
trabalho foram satisfatorios, principalmente no caso da banana, indicando que essa
técnica pode ser utilizada para prever resultados do processo de secagem em

diversas condicdes.

Palavras-chave: Redes neurais artificiais, processo de secagem, umidade.



ABSTRACT

An artificial neural network (ANN) can be defined as a set of mathematical functions
with a processing structure that consists of a series of computational techniques that
exhibit specific input / output behavior and that can be implemented in electronic
devices. The ability of this tool to recognize patterns through a given set of data uses
its use in the study of the drying process of fruits based on data collected
experimentally. The graphs generated comparing the values estimated by the neural
networks and the expected values of correlation coefficients in the range of 0.9 to 1.
The average relative errors vary between 0.20% and 1.5% for humidity and mass,
while for the mass flow higher values, between 2% and 45% (45% in the case of
avocado). These high values for the mass flow errors can be explained by the low flow
values, mainly at the end of the test, making the values found by the network, even
with a small absolute difference, present high relative errors. Thus, the results obtained
in the present work were satisfactory, especially in the case of bananas, indicating that
this technique can be used to predict the result of the drying process under different

conditions.

Keywords: Atrtificial neural network, drying process, moisture.
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1. INTRODUCAO

As Redes Neurais Atrtificiais (RNAs) sdo modelos matematicos inspirados no
sistema nervoso de seres vivos formados por um conjunto de unidades de
processamento que s&o interligados por um enorme numero de interconexdes
representadas por vetores/matrizes de peso sinaptico. Essas técnicas computacionais
usam camadas de neurdnios matematicos para processar dados, sendo cada uma um
algoritmo simples e uniforme contendo um tipo de funcéo de ativacdo. Sua principal
vantagem é aprender através de exemplos e extrair as informagdes necessarias para
dar respostas coerentes a dados ndao usados em seu treinamento. Assim, as RNAs
aparecem como uma opc¢ao atrativa em relacdo aos modelos cinéticos tradicionais,
como 0s empiricos e semi-tedricos, pois sdo de facil implementacdo e fornecem
respostas precisas ao problema estudado?!. Devido a estas vantagens, optou-se por
utilizar RNAs para avaliar alguns parametros do processo de secagem de frutas, em

especifico de banana e de abacate.

1.1Secagem de alimentos

Secagem é uma operacao unitaria de remocao térmica de um solvente, através
de um géas de arraste, que normalmente é o ar, que fornece energia para a superficie
do material a ser seco fazendo com que o solvente evapore a partir do sélido para a
corrente de gas. Na secagem, ocorrem dois processos simultaneamente: a
transferéncia de calor e a transferéncia de massa. A transferéncia de calor pode
ocorrer por convecgao, conducéo, radiacdo ou por combinacGes destes?.

A secagem € um dos métodos existentes mais antigos de preservacao de
alimentos, permitindo que produtos alimenticios pudessem ser estocados por maior
tempo, ter um menor peso e uma menor quantidade de embalagem. Métodos mais
tradicionais como a secagem ao sol eram processos muito utilizados antigamente,

principalmente pela simplicidade e pelo baixo custos.

A modernizacdo desse processo que buscou principalmente diminuir o longo
tempo de secagem e a possibilidade de contaminagc&o microbiota desses alimentos
fez com que surgissem processos de secagem artificial, permitindo um controle mais

apropriado das condi¢cdes de experimento e tornando-o mais eficientel.
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A importancia dessa operacao esta diretamente relacionada a capacidade de
armazenamento de um determinado produto por um tempo adequado sem
deterioracd0 ou sem contaminacdo, pois a eliminacdo da agua livre do alimento
possibilita a diminuicdo da proliferacdo de micro-organismos, diminuindo, e até

mesmo bloqueando, a acédo de enzimas que podem provocar alteragées no produto®.

A secagem é controlada por diversas variaveis: temperatura, umidade, direcao,
vazao do ar e qualquer variavel que possa afetar a transferéncia de calor e massa e
interferir na difusdo do vapor da superficie do sélido para a atmosfera das redondezas

através de uma pelicula de ar em contato com a superficie?.

A umidade de um sélido pode ser expressa em termos de base seca, que é
definida como a razdo entre a massa de umidade e a massa de material seco. E
também pode ser expressa em base Umida, que € a relacdo da massa de umidade

com a massa de material mido?2.
1.2 Redes neurais artificiais

O primeiro modelo matemaético artificial de um neurdnio foi proposto por Warren
McCulloch e Walter Pitts, em 1943, como mostra a Figura 1. Essa unidade de
processamento era caracterizada por ter p valores de entrada xy, ..., x,, multiplicados
pesos sinapticos wy,..,w, que indicam sua influéncia na saida da unidade
apresentados a entrada, sendo que a ativacdo do neurdnio € obtida através de uma

funcao de ativacao®.

Figura 1 - Modelo de processamento proposto por McCulloch e Pitts

Fonte: NASCIMENTO, 2007

A atividade do neurbnio apresentado por McCulloch e Pitts é caracterizada por
ser binaria: quando a soma do produto das entradas pelos pesos ultrapassa um
determinado limiar fixo, denotado por 6, o neurdnio responde com uma atividade igual
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a um (ativando a saida), caso contrério o neurénio responde com uma atividade igual
a zero (ndo ativando a saida). Sendo assim, a funcao de ativacdo desse modelo pode

ser representada pela equacao®:

ixiwiz g (1)

i=1

Em 1949, Donald Hebb elaborou uma teoria baseada no processo de
aprendizagem que ocorre no cerebro humano que serviu de base para a

aprendizagem das redes neurais?°.

Em 1957, Frank Rosenblatt prop6s a primeira rede neural a se tornar popular.
Nesse modelo foram desenvolvidas novas técnicas de ajuste de pesos sinapticos
aprimorando a aprendizagem dos padrbes de entrada e possibilitando o
reconhecimento de padrdes mais complexos, essa rede ficou conhecida como

Perceptron??,

Originalmente, o Perceptron consistia em trés camadas: uma de unidades
sensoriais, uma intermediaria e uma de saida. A conectividade entre a retina e a
camada associativa ndo € total, isso porgue um neurdnio especifico da camada
associativa recebe sinapses apenas de uma parte da retina, em contrapartida, cada
neurbnio da camada de saida recebe conexfes sinapticas de cada neurbnio da

camada associativa, indicando uma conectividade total entre essas duas camadas?’?.

Atualmente, os neurbnios mais utilizados pelos pesquisadores na area de
RNAs sdo os modelos de neurbnio ndo lineares baseados no Perceptron. Esse

modelo pode ser representado na Figura 2.

Figura 2 - Modelo de neurdnio néo linear

Ty fungdo de

N f \
S A ;\ ativagio
sinais .:\\ ’/ a _'\\ uy I |
Wiz ’—-—" Z —-—. (P()

\\ |
- '

’ /.—\\_/ fungdo
X g\’ W | soma
ok \L /

~

N

saida
¥k

de —{ 5, O
entrada -

7

pesos 0,
sindpticos threshold

Fonte: HAYKIN, 2001
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O modelo representado na Figura 2 € caracterizado por trés elementos basicos:

(1) Um conjunto de sinapses contendo pesos préprios. No qual um sinal x;, na
entrada da sinapse j, conectada ao neurbnio k, é multiplicado pelo seu

respectivo peso wy;.

(w)  Um somador responsavel por somar os sinais de entrada ponderados pelos

Seus respectivos pesos.

(i) Uma funcéo de ativacdo, responsavel por restringir a amplitude da saida do

neuronio.

Além disso, esse modelo neural inclui um bias aplicado externamente,
denotado por by, que tem o efeito de aumentar ou diminuir a entrada da fungéao de

ativacdo. Em termos matematicos, o neurénio k é descrito pelas equacées?®:

m
U, = Zwijj (2)
=

y; = @(u,+b,) (3)

sendo x; os sinais de entrada; wy; 0s respectivos pesos do neuronio k; u, a
combinacédo linear de saida de acordo com as entradas; b, 0 bias; ¢ a funcao de

ativacéo; e y; os sinais de saida®®.

O uso do bias tem o efeito de aplicar uma transformac&o na combinacao linear

de saida, demonstrada pela equacao:
Vi = Uy + bk (4‘)
1.3 Funcéo de ativagéao

A funcéo de ativagcdo denotada por ¢ define a saida do neurénio em termos do

potencial de ativacdo “*’ definindo o processamento do neurdnio. Na Figura 3 est&o

ilustrados alguns tipos de fungéo®:

14



Figura 3 - Representacao de funcéo linear, degrau e sigmoide, respectivamente.
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Fonte: HAYKIN, 2009

(1) Funcao linear: muito utilizada nas unidades que comp8em a camada de saida.
A saida linear com p = 1 simplesmente repete o sinal que entra no neurdnio na

sua saida.

(w) Funcdao degrau: o neurbnio que segue a funcéo degrau é referido como modelo
McCulloch-Pitts, em reconhecimento do trabalho de McCulloch e Pitts, onde a
saida do neurdnio leva o valor de 1 se o potencial de ativacdo nao for negativo

e 0 se for negativo'3. Essa funcgédo é descrita por:

lifv=0
oW=1{yrvzo O
() Funcédo sigmadide: é a forma mais comum de fun¢éo de ativacao utilizada na
construcdo de redes neurais, definida por uma fungéo estritamente crescente
gue mostra um balanco entre o comportamento linear e nao linear. Um exemplo

desse tipo de funcéo é:

1

1+ exp(—av) ®)

o) =
onde a € o parametro da curva da funcdo sigmoide e alterando esse parametro
€ possivel se obter fungdes com diferentes curvaturas.

1.4Principais arquiteturas de RNAs

A arquitetura de uma rede depende da maneira pela qual os neurdnios sao
estruturados e trata-se de um importante parametro para definir qual tipo de problema
€ possivel tratar com a rede. Por exemplo, redes de nés MCP com uma Unica camada

s6 conseguem resolver problemas linearmente separaveis. Os parametros que
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definem a arquitetura da rede sdo: numero de camadas da rede, nimero de nés em

cada camada, tipo de conex&o entre 0s nés e a topologia da rede*.

As redes neurais podem ser organizadas em funcdo do nimero de camadas,
conforme ilustradas na Figura 4. Na forma mais simples de uma rede em camadas,
temos uma camada de entrada de nds de origem que se liga diretamente a uma
camada de saida. As redes também podem ser compostas de multiplas camadas, que
possuem camadas ocultas porque essa parte do sistema da rede neural ndo € vista
diretamente da entrada ou da saida da rede. Os nds de origem na camada de entrada
da rede fornecem os sinais de entrada aplicados aos neur6nios na segunda camada
e 0s sinais de saida dessa camada sdo usados como entradas para a terceira camada

e assim por diante!s.

Figura 4 - Exemplo de arquitetura de rede neural de camada Unica (esquerda) e de

mdltiplas camadas (direita).

!

Fonte: HAYKIN, 2009
Em relacdo aos tipos de conexdes entre 0s nos, podem ser:

(1) Feedforward: a saida de um neurdnio ndo pode ser usada como entrada de

nds em camadas de indice menor ou igual a i, conforme ilustrado na Figura 4.

(n) Feedback: a saida de algum neurbnio na i-ésima camada da rede é usada
como entrada de n6és em camadas de indice menor ou igual a i, conforme

ilustrado na Figura 5.
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Figura 5 - Exemplo de conexéo do tipo feedback
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Fonte: HAYKIN, 2009
1.5Método de Levenberg-Marquardt

O algoritmo de Levenber-Marquardt é considerado um método de segunda
ordem j& que se baseia em informacdes da derivada segunda da funcdo erro. E
caracterizado por utilizar uma aproximagdo do minimo da funcdo erro obtida
introduzindo-se o parédmetro g no método de Gauss-Newton, de acordo com a

equacao 711
Ax = [J* ()] () + pI] Y ()e(x)  (7)
sendo | € a matriz identidade, e(x) € o erro e J € a matriz Jacobiana.

O parametro p ajusta a aproximacao para utilizar a rapida convergéncia do
método de Newton, funcionando como uma estabilizacdo do treinamento e evitando
possiveis erros de convergéncials. Esse parametro pode ser escolhido de vérias
maneiras, como por exemplo escolhendo-o como zero a0 menos que a matriz
hessiana encontrada na iteracdo i seja singular, mas é importante perceber que
guanto maior o valor escolhido menor a influéncia da informacéo de segunda ordem

e mais este algoritmo se aproxima de um método de primeira ordem?S.
1.6 Aplicacao de redes neurais no processo de secagem

A secagem é essencial na industria alimenticia e consiste em um processo com
diferentes niveis de complexidade. Os modelos fisicos dinamicos existentes resultam
em equacdes diferenciais que requerem softwares especializados para sua
manipulagdo e consomem muito tempo. Modelos empiricos podem ser usados para

aproximar a cinética de secagem, mas podem ter uma validade mais estreita®.

A modelagem por redes neurais tem grande vantagem por conta da sua facil

implementacdo e da capacidade de fornecer respostas precisas, através da
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aprendizagem com exemplos. Em principio, no presente estudo a partir dos dados
coletados em diferentes condicfes, tentou-se estimar a massa e umidade usando

como entrada as variaveis de tempo e temperatura.

Modelos matematicos podem ser desenvolvidos para predizer certos valores
desconhecidos em um processo partindo de valores conhecidos e fornecem
resultados precisos para condi¢cdes especificas. Os métodos empiricos, por exemplo,
sdo baseados em dados experimentais e analises adimensionais, mostrando uma
relacdo direta entre o teor médio de umidade e o tempo de secagem, mas que nao

fornece uma visdo precisa dos processos que ocorrem durante o fendmeno.?°

Os modelos semitedricos baseados na Lei de Resfriamento de Newton aplicada
a transferéncia de massa sé&o muito utilizados no estudo do processo de secagem, no
entanto, funcionam apenas quando a temperatura, umidade relativa, velocidade do ar
e umidade estdo na faixa em que os modelos sdo desenvolvidos. Exemplos muito

utilizados desses modelos s&o o exponencial de dois termos e o0 modelo de Lewis.?°

Os modelos cinéticos existentes ndo levam em consideracao a interacao entre
0s parametros além do tempo de secagem, por conta da complexidade do processo.
Por isso, existe uma grande dificuldade de obter boas equacdes gerais que descrevam
o0 processo de forma precisa. Portanto, a capacidade de aprendizagem de redes
neurais e sua habilidade em aproximar funcdes néo-lineares permite que o estudo do

processo de secagem através da aplicacdo de RNAs apresente bons resultados?.

A capacidade de aprendizagem de redes neurais permite que essa técnica seja
uma boa opcdo em relacdo aos modelos matematicos mais utilizados. Domenico et
al. (2017) usaram RNAs para otimizar o processo de secagem de bacalhau, com o
objetivo de reduzir o consumo energético. Os resultados mostraram que para
minimizacao dos custos energéticos por hora de secagem do bacalhau os parametros
de secagem devem ser: tempo de 71h, temperatura de 15°C, umidade relativa de 54%
e velocidade de 1,5m/s®. Omari et al. (2018) desenvolveram modelos neurais para
modelar o processo de secagem de cogumelos em secador de ar com micro-ondas
para avaliar a variacdo do teor de umidade. Os resultados foram satisfatorios e
mostraram que RNAs seriam muito adequadas em um sistema preditivo para controle
de secagem®. Hernandez-Pérez et al. (2004) realizaram um experimento de secagem
em trés diferentes temperaturas (50, 60 e 70°C) para avaliar o desempenho de RNAs
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no estudo da transferéncia de umidade durante a secagem de manga e mandioca. O
estudo concluiu que redes neurais apresentam bons resultados utilizando trés

neurdnios na camada intermediaria®.

Jafari et al. (2015) provaram que redes neurais artificiais sdo capazes de prever
a cinética de secagem das cebolas durante a secagem em leito fluidizado. Além disso,
concluiram que o uso do algoritmo de treinamento Levenberg-Marquardt e RNAs de
uma Unica camada intermediaria apresentam melhores resultados no estudo da

secagem de frutas e vegetais’.

Estudos anteriores afirmam que a melhor temperatura de secagem da banana
gira em torno de 70°C.1” Segundo Medina et al. (1978), essa é a melhor temperatura
de secagem da fruta e o tempo de secagem varia entre 12 a 16 horas.'® Bansal &
Garg et al. (1987), afirmam que a temperatura de secagem néo deve ultrapassar de

70°C e que as condi¢des ideais giram em torno dessa temperatura.®

No caso dos ensaios realizados com abacate, adotaram-se as mesmas
condicBes utilizadas nos ensaios realizados com as bananas, usando esses como

parametro.
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2. OBJETIVOS

O principal objetivo desse trabalho foi analisar o processo de secagem de
bananas e abacates através dos dados obtidos experimentalmente em diferentes

condi¢cbes de temperatura, utilizando redes neurais artificiais.
2.10bjetivos especificos
Os objetivos especificos desse trabalho foram:
e Implementar redes neurais artificiais através do software MATLAB R2018a,

utilizando como base de dados os dados obtidos experimentalmente, através

de ensaios de secagem;

e Realizar treinamento de cada RNA por tentativa e erro para definir a quantidade
de neurdnios da camada intermediéria, visando a menor porcentagem de erro

para o conjunto de treinamento, validacao e teste;
¢ Analisar o desempenho das redes neurais artificiais apds treinamento a partir

dos histogramas, coeficientes de correlacdo e distribuicdbes dos erros

absolutos.
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3. METODOLOGIA
Neste Capitulo serdo apresentados uma descricdo da obtencdo dos dados
experimentais utilizados como base de dados das redes neurais e uma descricao da

implementacédo das RNAs.
3.10btencéo dos dados

Os dados utilizados nos testes foram obtidos experimentalmente através de
ensaios de secagem de 24 horas de duracdo com coletas a cada 5 minutos em uma
estufa de conveccao natural, em trés temperaturas diferentes: 50, 60 e 70°C.

Os ensaios foram feitos inicialmente em duplicata, mas para facilitar as
medicdes, uma das placas foi descartada ao longo do processo. ApGs 0 ensaio, as
amostras foram colocadas na estufa a 105 °C por um periodo de 24 horas, para obter-
se a massa de sélido seco. As Figuras 6 e 7 ilustram, respectivamente, uma amostra

de banana e uma de abacate ao final do processo de secagem.

Figura 6 - Amostra de banana no final do experimento.

Fonte: Elaborado pelo autor, 2020.

Figura 7 - Amostra de abacate no final do experimento.

Fonte: Elaborado pelo autor, 2020.
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Os dados de todos os ensaios foram utilizados como base de dados para a
implementag&o da rede, foram utilizadas as massas de solido umido, a umidade de
base seca e o fluxo massico (calculado pela diferenca da massa em um intervalo de
tempo dividida por esse mesmo intervalo de tempo e pela area de superficie da

amostra).

3.2Tratamento dos dados

Apos a coleta dos dados, foram feitas as curvas de secagem e os graficos da
taxa de umidade em funcdo do tempo para cada temperatura para as amostras de

banana e abacate.

Como o0s ensaios para cada temperatura foram feitos com trés amostras
semelhantes que foram colocadas na estufa em horérios diferentes, simulando um
ensaio de 24 horas, apesar do cuidado de tentar manter as massas das amostras o
mais proximo possivel, as curvas de secagem apresentaram degraus por conta da
diferenca das massas. Para corrigir essa diferenca, foi feito um ajuste nos dados para
se obter uma curva continua. As Figuras 8 e 9 representam as curvas de secagem
(umidade de base seca em funcéo do tempo) para as trés temperaturas avaliadas

para as amostras de banana e abacate, respectivamente.

Figura 8 — Curvas de secagem das amostras de banana em diferentes temperaturas
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Fonte: Elaborado pelo autor, 2020.
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Figura 9 - Curvas de secagem das amostras de abacate em diferentes temperaturas
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Fonte: Elaborado pelo autor, 2020.

No caso das amostras de abacate, 0 ensaio realizado na temperatura 60°C
apresentou uma curva de secagem diferente do esperado, isso porque a curva a 60°C
deveria ser mais acentuada em comparacdo com a de 50°C. O comportamento da
velocidade em funcdo do tempo também se mostrou diferente do esperado, néo
apresentando uma tendéncia de velocidade constante no fim do ensaio. Essa
diferenca pode ser explicada pelo ponto de maturagcdo do abacate, que dificulta o
manuseio da fruta e pelo fato de que nesse ensaio, o corte foi feito por uma pessoa
diferente dos outros ensaios. Por isso, esses dados foram desconsiderados na
implementacdo da rede, para que ndo afetassem os resultados e nao foi possivel

refazer esse ensaio durante o ano de 2020 devido a pandemia Covid-19.

A partir das umidades também foi possivel obter a umidade de equilibrio,
correspondente a umidade do final do ensaio, que foi utilizada para encontrar a taxa

de umidade (moisture ratio) em cada ponto, através da Formula 8:

_X-X,

MR = ———— 8
Xo— X, (8)

Sendo:
X: umidade em cada ponto
X,: umidade de equilibrio

Xo: umidade inicial
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Os gréficos da taxa de umidade (moisture ratio) em relacdo ao tempo

encontrados estéo ilustrados nas Figuras 10 a 15.

Figura 10 - Moisture ratio das amostras de banana em fun¢éo do tempo para o ensaio & 50°C
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Fonte: Elaborado pelo autor, 2020.

Figura 11 - Moisture ratio das amostras de banana em funcao do tempo para o ensaio a 60°C
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Fonte: Elaborado pelo autor, 2020.

Figura 12 - Moisture ratio das amostras de banana em fungdo do tempo para o0 ensaio a 70°C
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Fonte: Elaborado pelo autor, 2020.
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Figura 13 - Moisture ratio das amostras de abacate em funcao do tempo para o ensaio a 50°C
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Fonte: Elaborado pelo autor, 2020.

Figura 14 - Moisture ratio das amostras de abacate em funcao do tempo para o ensaio a 60°C
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Fonte: Elaborado pelo autor, 2020.

Figura 15 - Moisture ratio das amostras de abacate em fungdo do tempo para o ensaio a 70°C
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Fonte: Elaborado pelo autor, 2020.
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3.3Implementacé&o das redes neurais

Foram criadas quatro redes neurais diferentes utilizando como dados de
entrada e saida os valores coletados durante os experimentos de secagem. Sendo
duas redes para avaliar o comportamento dos valores de umidade e fluxo massico
tanto do processo de secagem da banana quanto do abacate e duas redes para
avaliar a variacdo da massa da amostra durante o processo tanto da banana quanto
do abacate. Todas as redes que foram construidas seguiram a ferramenta nftool do
software Matlab, com o algoritmo de treinamento de Levenber-Marquardt (trainlm) e
uma camada oculta de neurénios. O nimero de épocas foi estipulado para todos os
testes como 1000, assim como o erro de performance de 10*. Além disso, também
foi estipulado que 15% das amostras seriam usadas no teste, 15% na validacéo e 70%

no treinamento, sendo que essa divisao foi aleatéria.

Para as redes responsaveis por avaliar o comportamento da umidade de base
seca e o fluxo massico (g.cm2.ht) ao longo da secagem de amostras, as entradas da
rede foram compostas de trés neurbnios que corresponderam a massa da amostra
em cada instante, o tempo e a temperatura do ensaio. A camada de saida das redes
foi composta dois neurdnios, que corresponderam aos valores de umidade e fluxo
massico esperados, que foram calculados a partir do tempo e da massa medida em

cada instante durante o experimento.

No caso da banana foram usados 708 dados, sendo que: 496 foram usados
para o treinamento, 106 para a validacdo e 106 para o teste. No caso do abacate, para
avaliar os mesmos parametros foram usadas 418 amostras de dados, sendo que: 292

foram usadas para o treinamento, 63 para a validacéo e 63 para o teste.

Para as redes responsaveis por avaliar a variacdo de massa de banana e
abacate das amostras ao longo da secagem foram usadas como entradas das redes
matrizes com duas linhas, que correspondem a duas variaveis: o tempo decorrido de
cada medida realizada e a temperatura do ensaio. Como saida foram utilizadas
matrizes de uma linha, correspondente a massa medida em cada instante durante o

experimento.

Para a rede utilizada com as amostras de banana foram usadas 753 amostras

de dados, sendo que: 527 foram usadas para o treinamento, 113 para a validacéo e
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113 para o teste da rede neural. Para a rede utilizada na secagem das amostras de
abacate ao longo da secagem foram usadas 418 amostras de dados, sendo que: 292

foram usadas para o treinamento, 63 para a validacéo e 63 para o teste da rede neural.

Os testes foram realizados variando o numero de neurbnios da camada
intermediéria, através do software utilizado. Era esperado que as RNAs obtivessem

resultados préximos aos valores de saida obtidos experimentalmente.
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4. RESULTADOS E DISCUSSAO

Neste Capitulo serdo apresentados os resultados obtidos das quatro redes

neurais implementadas e a analise dos seus desempenhos.

4.1 Avaliacdo da umidade e do fluxo massico da banana, utilizando-se as

redes neurais

Para a rede utilizada com as amostras de banana, o melhor resultado obtido
foi para 11 neurbnios na camada intermediaria. Os valores encontrados pelas redes
foram comparados com os valores da matriz de saida, correspondente aos valores
experimentais coletados durante os ensaios de secagem, encontrando-se 0s erros de

cada amostra em relagao aos valores esperados.

Para as amostras utilizadas no treinamento, o erro relativo médio para a
umidade foi igual a 0,4% e para o fluxo massico igual a 3,01%. As Figuras 16 e 17
mostram a alta correlacdo entre os valores obtidos pela RNA e os valores esperados
para os parametros avaliados. As retas que melhor representam os resultados obtidos
pelos conjuntos de treinamento sao y = 0,997x + 0,0041, para o caso da umidade e y
= 0,84x + 0,0058, para o caso do fluxo massico. Ja os coeficientes de correlacdo

obtidos para esses dois parametros foram, respectivamente, 1 e 0,946.

Figura 16 - Valores de umidade obtidos pela rede em relagéo aos valores esperados para

as amostras de treinamento, no caso da banana.
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Fonte: Elaborado pelo autor, 2020
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Figura 17 - Valores de fluxo massico obtidos pela rede em relacdo aos valores esperados

para as amostras de treinamento, no caso da banana.
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Fonte: Elaborado pelo autor, 2020.

Para as amostras de validacdo, o erro médio encontrado foi igual a 4,70%
para a umidade e 12% para o fluxo massico. Ja para as amostras de teste, encontrou-
se um erro meédio de 2,85% para a umidade e 2,59% para o fluxo massico.

As Figuras 18 a 21 mostram a alta correlacdo entre os valores obtidos pela
RNA e os valores esperados tanto para as amostras utilizadas na validacéo (Figuras
18 e 19) quanto para as utilizadas no teste (Figuras 20 e 21). As retas que melhor
representam os resultados obtidos pelos conjuntos de validacdo sdo y = 0,9976x +
0,0026, para o caso da umidade e y = 1,0565x + 7. 10~°, para o caso do fluxo massico.
Para os conjuntos de teste, as retas que melhor representaram os resultados da RNA
foram y = 0,9981x + 0,0018, para o caso da umidade e y = 0,88x + 0,0026, para o
caso do fluxo massico. Ja os coeficientes de correlacdo obtidos para esses dois
parametros foram, respectivamente, 1 e 0,9489 para as amostras de validacao e

0,9998 e 0,957 para as amostras de teste.
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Figura 18 - Valores de umidade obtidos pela rede em relacéo aos valores esperados para

as amostras de validacao, no caso da banana.
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Figura 19 - Valores de fluxo méssico obtidos pela rede em relacdo aos valores esperados

para as amostras de validacdo, no caso da banana.
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Fonte: Elaborado pelo autor, 2020.

Valores estimados pela

Figura 20 - Valores de umidade obtidos pela rede em relacdo aos valores esperados para

as amostras de teste, no caso da banana.
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Figura 21 — Valores de fluxo massico obtidos pela rede em relacéo aos valores esperados

para as amostras de teste, no caso da banana.
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Fonte: Elaborado pelo autor, 2020.

Em todos os gréficos gerados para o resultado dessa rede neural para as
amostras de treinamento, validacdo e teste observou-se uma tendéncia linear entre
os dados. A distribuicdo de erros absolutos das amostras de treinamento, validacao e
teste para o processo de secagem da banana, representada nas Figuras 22 e 23 para
a umidade e o fluxo massico, respectivamente, também mostra que 0s erros
permanecem préoximo a zero, conforme o esperado e que ha aleatoriedade na

distribuicdo destes erros, o que mostra que os resultados obtidos ndo tém tendéncia.

Figura 22 — Distribuic&o dos erros absolutos da umidade estimada pela rede utilizada com

as amostras de banana.
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Fonte: Elaborado pelo autor, 2020.
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Figura 23 — Distribuicéo dos erros absolutos do fluxo massico estimada pela rede utilizada

com as amostras de banana.
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Fonte: Elaborado pelo autor, 2020.

O histograma referente aos erros gerado no software utilizado, se mostrou em

torno de um valor préximo de zero, conforme a Figura 24.

Figura 24 - Histograma dos erros para o treinamento, validagao e teste para a rede utilizada

com as amostras de banana.
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Fonte: Elaborado pelo autor, 2020.

4.2Avaliacdo da umidade e do fluxo massico do abacate, utilizando-se as

redes neurais

Para a rede utilizada com as amostras de abacate, o melhor resultado obtido

foi para 10 neurbnios na camada intermediaria. Os valores encontrados pelas redes
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foram comparados com os valores da matriz de saida, correspondente aos valores
experimentais coletados durante os ensaios de secagem, encontrando-se 0s erros de

cada amostra em relacdo aos valores esperados.

Para as amostras utilizadas no treinamento, o erro médio para a umidade foi
igual a 0,226% e para o fluxo massico igual a 20,602%. As Figuras 25 e 26 mostram
a alta correlagéo entre os valores obtidos pela RNA em relagdo aos valores esperados
para os parametros avaliados. As retas que melhor representam os resultados obtidos
pelos conjuntos de treinamento sdo y = x + 10™°, para o caso da umidade e y =

0,9066x + 0,0037, para o caso do fluxo. J& os coeficientes de correlacdo obtidos para

esses dois parametros foram, respectivamente, 1 e 0,9506.

Figura 25 - Valores de umidade obtidos pela rede em relag&o aos valores esperados para

as amostras de treinamento, no caso do abacate.
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Fonte: Elaborado pelo autor, 2020.
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Figura 26 - Valores de fluxo massico obtidos pela rede em relacao aos valores esperados

para as amostras de treinamento, no caso do abacate.
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Fonte: Elaborado pelo autor, 2020.

Para as amostras de validacéo, o erro médio da umidade foi igual a 1,48% e o
do fluxo méssico igual a 24,06%. Para as amostras utilizadas no teste o erro médio
da umidade foi igual a 1,48% e o do fluxo méassico igual a 45,28%.

As Figuras 27 a 30 mostram a alta correlacdo entre os valores obtidos pela
RNA e os valores esperados tanto para as amostras utilizadas na validacéo (Figuras
27 e 28) quanto para as utilizadas no teste (Figuras 29 e 30). As retas que melhor
representam os resultados obtidos pelos conjuntos de validacdo sdo y = 0,9986x +
0,003, para o caso da umidade e y = 0,9681x + 0,0008, para o caso do fluxo. Para os
conjuntos de teste, as retas que melhor representaram os resultados da RNA foram y
=1,0013x - 0,0014, para o caso da umidade e y = 0,9578x + 0,0023, para o caso do
fluxo. J& os coeficientes de correlacdo obtidos para esses dois parametros foram,
respectivamente, 1 e 0,981 para as amostras de validacdo e 1 e 0,9259 para as

amostras de teste.
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Figura 27 - Valores de umidade obtidos pela rede em relacdo aos valores esperados para
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Fonte: Elaborado pelo autor, 2020.
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Figura 28 - Valores de fluxo méassico obtidos pela rede em relagédo aos valores esperados

para as amostras de validacdo, no caso do abacate.
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Figura 30 - Valores de fluxo massico obtidos pela rede em relacao aos valores esperados

para as amostras de teste, no caso do abacate.
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Fonte: Elaborado pelo autor, 2020.

Os gréficos gerados para essa rede das amostras de validacdo e teste
observou-se uma tendéncia linear entre os dados, assim como observado
anteriormente nos graficos gerados para as amostras de treinamento. Também foi
observado que os graficos apresentaram um coeficiente de correlacdo (R)

relativamente proximos a 1, principalmente os graficos que representavam a umidade.

Através da distribuicdo de erros absolutos, representada nas Figuras 31 e 32
para a umidade e o fluxo massico, respectivamente, nota-se que 0S erros
permanecem préximo a zero e que ha aleatoriedade na distribuicdo destes erros,

assim como o observado na rede utilizada com as amostras de banana.

Figura 31 — Distribuicdo dos erros absolutos da umidade estimada pela rede utilizada com

as amostras de abacate.
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Fonte: Elaborado pelo autor, 2020.
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Figura 32 — Distribuicéo dos erros absolutos do fluxo massico estimada pela rede utilizada

com as amostras de abacate.
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Fonte: Elaborado pelo autor, 2020.

Para o caso da rede utilizada nas amostras de abacate, o histograma,
representado na Figura 33, se mostrou semelhante a uma curva gaussiana em torno
de um valor muito proximo de zero, mostrando que nao houve tendéncia nos

resultados.

Figura 33 - Histograma dos erros para o treinamento, validagao e teste para a rede utilizada

com as amostras de abacate.
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4.3Avaliacdo da massa da banana, utilizando-se redes neurais

Para a rede utilizada no processo de secagem da banana, o melhor resultado
obtido foi para 13 neurdnios intermediarios. Os valores encontrados pelas redes foram
comparados aos valores experimentais coletados durante os ensaios de secagem,
encontrando-se o0s erros de cada amostra em relagdo aos valores esperados.

Para as amostras utilizadas no treinamento, o erro médio para a massa de
amostra foi igual a 0,35%. A Figura 34 mostra a alta correlacdo entre os valores
obtidos pela RNA em relacéo aos valores esperados para as massas das amostras.
A reta que melhor representa os resultados obtidos pelo conjunto de treinamento sé&o
y = 0,992x + 0,0082. Ja o coeficiente de correlacao obtido para esse parametro foi
0,9996.

Figura 34 — Massas das amostras de banana encontradas pela rede neural em relagéo as

massas esperadas para as amostras de treinamento.
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Fonte: Elaborado pelo autor, 2020.

Para as amostras de validacao, o erro médio encontrado foi igual a 0,80%. Ja

para as amostras de teste, encontrou-se um erro médio de 1,03%.

As Figuras 35 e 36 mostram a alta correlacdo entre os valores obtidos pela
RNA em relacdo aos valores esperados para o parametro avaliado. As retas que
melhor representam os resultados obtidos sdo y = 0,9984x + 0,0134, para as amostras
de validacdo e y = 1,0032x - 0,0458, para as amostras de teste. Ja os coeficientes de

correlacdo obtidos para esses conjuntos foram, respectivamente, 0,9995 e 0,9992.
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Figura 35 - Massas das amostras de banana encontradas pela rede neural em relacéo as

massas esperadas para as amostras de validacao.
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Fonte: Elaborado pelo autor, 2020.

Figura 36 - Massas das amostras de banana encontradas pela rede neural em relagao as

massas esperadas para as amostras de teste.
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Fonte: Elaborado pelo autor, 2020.

Observou-se uma tendéncia linear entre os dados para ambos os graficos
acima, que apresentaram um coeficiente de correlacdo (R) préximo a 1, assim como

observado anteriormente no grafico gerado para as amostras de treinamento.

A Figuras 37 mostra a distribuicdo de erros absolutos das amostras de

treinamento, validacao e teste para o processo de secagem da banana
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Figura 37 — Distribuicdo dos erros absolutos para a rede utilizada com as amostras de

banana.
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Fonte: Elaborado pelo autor, 2020.

Nota-se que os erros permaneceram proximo de zero, conforme o esperado e
os resultados obtidos ndo tém tendéncia, fato evidenciado pela aleatoriedade na

distribuicdo dos erros.

O histograma referente aos erros da rede neural se mostrou semelhante a uma
curva gaussiana em torno de um valor muito proximo de zero, mostrando que nao

houve tendéncia nos resultados, conforme a Figura 38.

Figura 38 - Histograma dos erros para o treinamento, validacéo e teste para a rede utilizada

com as amostras de banana.
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4.4 Avaliacdo da massa do abacate, utilizando-se redes neurais

Para a rede utilizada no processo de secagem do abacate, o melhor resultado
obtido foi para 10 neurbnios na camada intermediaria. Os valores encontrados pelas
redes foram comparados aos valores experimentais coletados durante os ensaios de
secagem, encontrando-se o0s erros de cada amostra em relagdo aos valores
esperados.

Para as amostras utilizadas no treinamento, o erro médio para a massa de
amostra foi igual a 0,20%. A Figura 39 mostra a alta correlacdo entre os valores
obtidos pela RNA em relagéo aos valores esperados para as massas das amostras.
A reta que melhor representa os resultados obtidos pelo conjunto de treinamento sé&o

y = X + 0,0002. Ja o coeficiente de correlacdo obtido para esse caso foi 1.

Figura 39 - Massas das amostras de abacate encontradas pela rede neural em relagdo as

massas esperadas para as amostras de treinamento.
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Fonte: Elaborado pelo autor, 2020.

Para as amostras de validacéo, o erro médio encontrado foi igual a 0,37%. Ja

para as amostras de teste, encontrou-se um erro médio de 0,42%.

As Figuras 40 e 41 mostram a alta correlacdo entre os valores obtidos pela
RNA em relacdo aos valores esperados para o parametro avaliado. As retas que
melhor representam os resultados obtidos séo y =1,0013x - 0,0044, para as amostras
de validagéo e y = 1,001x - 0,0045, para as amostras de teste. Ja os coeficientes de
correlacéo obtidos para ambos os conjuntos foram 1.
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Figura 40 - Massas das amostras de abacate encontradas pela rede neural em relacédo as

massas esperadas para as amostras de teste.
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Fonte: Elaborado pelo autor, 2020.

Figura 41 - Massas das amostras de abacate encontradas pela rede neural em relacédo as

massas esperadas para as amostras de validacao.
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Fonte: Elaborado pelo autor, 2020.

Tanto nos gréaficos acima quanto o grafico representado na Figura 39, referente
aos dados utilizados no treinamento apresentaram uma boa linearizacéo, fato

confirmado pelos coeficientes de correlacdo (R) proximos a 1.

A distribuicdo dos erros das amostras de treinamento, validacao e teste para o
processo de secagem do abacate, representada na Figura 42, mostra que 0S erros
permaneceram proximo de zero, conforme o esperado e o0s resultados obtidos néo

tém tendéncia, fato evidenciado pela aleatoriedade na distribuigcdo dos erros.
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Figura 42 — Distribuicéo dos erros absolutos para a rede utilizada com as amostras de

abacate.
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Fonte: Elaborado pelo autor, 2020.

O histograma referente aos erros se mostrou semelhante a uma curva
gaussiana em torno de um valor muito proximo de zero, mostrando que ndo houve

tendéncia nos resultados, conforme a Figura 43.

Figura 43 - Histograma dos erros para o treinamento, validagéo e teste para a rede utilizada

com as amostras de abacate.
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5. CONCLUSAO

As RNAs apresentaram bons resultados em relacéo aos erros entre os valores
esperados e obtidos, especialmente no célculo da massa e da umidade, apresentando
erros relativos médios entre 0,2% e 1,5%. Entre todos os parametros estipulados, o
fluxo massico obteve maiores erros relativos médios, que se apresentaram entre 2%
e 45%, devido ao fato de que os valores de fluxo méssico eram muito pequenos,
fazendo com que os resultados da rede, mesmo proximos dos dados experimentais,
apresentassem erros maiores.

Para ambos os casos de banana e de abacate, observou-se que os coeficientes
de correlacdo dos graficos gerados para as amostras de treinamento, teste e
validacéo foi em torno de 0,9 e 1. Sendo assim, os resultados obtidos pelas redes para
estimar a massa e a umidade foram satisfatérios. No caso do fluxo massica, a rede
neural com os dados da banana apresentou melhores resultados do que a do abacate,
mas ambas foram satisfatorias.

As redes responsaveis por avaliar a variacdo de massa tanto do abacate quanto
da banana apresentaram as melhores linearizacbes e menores erros medios em
relacdo aos valores esperados comparados com o0s valores obtidos para todas as
amostras.

A andlise do desempenho das redes implementadas reforca as conclusdes de
outros trabalhos, como € o caso do Jafari et al. (2015), que afirmou que o uso de RNAs
nos processos de secagem apresentam bons resultados, sendo uma alternativa aos
métodos mais tradicionais de modelagem.” Com isso, podemos concluir que a técnica
de Redes Neurais Artificiais € uma boa candidata para ser usada para avaliar
parametros do processo de secagem de alimentos, em particular, de frutas.
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