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COMPARAÇÃO DE MODELOS ADITIVO, ADITIVO-DOMINANTE E DE MACHINE 

LEARNING (LightGBM) NA PREDIÇÃO DE HÍBRIDOS DE MILHO 

 

 
RESUMO - A escolha do método estatístico para predição dos valores 

genéticos genômicos em estudos de seleção genômica ampla (GWS) é fundamental 
para obtenção de elevadas acurácias preditivas. O objetivo deste estudo foi avaliar e 
comparar a performance de modelos paramétricos contendo efeito Aditivo (rrBLUP) e 
Aditivo-Dominante (BL), além de um modelo não paramétrico baseado em Machine 
Learning (LightGBM). Tais modelos foram aplicados na seleção genômica de híbridos 
de milho avaliados em três locais (Jataí-GO, Rolândia-PR e Sorriso-MT) para duas 
características importantes, produtividade e ciclo. Através dos resultados foi 
demonstrado que o modelo BL apresenta ótima estabilidade em termos de capacidade 
preditiva, porém sua performance computacional no treinamento dos modelos é 
consideravelmente inferior aos métodos rrBLUP e LightGBM. Caso o tempo 
computacional seja um gargalo para o desenvolvimento do estudo de seleção 
genômica, o modelo LightGBM que apresenta alta eficiência computacional, pode ser 
utilizado, entretanto essa utilização pode implicar em perda significativa de acurácia 
preditiva. Além disso, foi observado que a herdabilidade das características afeta a 
acurácia de predição dos modelos, e que os efeitos genéticos provenientes de 
herdabilidades menores podem ser capturados de maneira mais eficiente com o uso 
de modelos que incorporem efeitos aditivo-dominantes ou modelos de Machine 
learning.  

 
Palavras-chave: acurácia, aditivo-dominante, herdabilidade, LightGBM, machine 
learning, seleção genômica ampla. 
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COMPARISON OF ADDITIVE, ADDITIVE-DOMINANT AND MACHINE LEARNING 
(LightGBM) MODELS IN CORN HYBRID PREDICTION 

 
RESUMO - The choice of statistical method for predicting genomic breeding values in 
genomic wide selection (GWS) is essential to obtain high prediction accuracy. The aim 
of this study was to evaluate and compare the performance of parametric models 
containing Additive (rrBLUP) and Additive-Dominant (BL) effects, as well as a non-
parametric model based on Machine Learning (LightGBM). Such models were applied 
in the genomic selection of corn hybrids evaluated in three locations (Jataí-GO, 
Rolândia-PR and Sorriso-MT) for two important traits, yield and maturity. Through the 
results it was demonstrated that the BL model presents excellent stability in terms of 
predictive ability, however its computational performance in the model training is 
considerably inferior to the rrBLUP and LightGBM methods. If computational time is a 
bottleneck for the development of the genomic selection study, the LightGBM model, 
which has high computational efficiency, can be used, however this use may imply a 
significant loss of predictive accuracy. Furthermore, it was observed that the heritability 
of the traits affects the prediction accuracy of the models, and the genetic effects from 
lower heritabilities can be captured more efficiently using models that incorporate 
additive-dominant effects or machine learning models. 

 
Keywords: accuracy, additive-dominant, heritability, LightGBM, machine learning, 
genomic wide selection. 
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1. INTRODUÇÃO 

 
O alcance de altas produtividades na cultura do Milho (Zea Mays L.) é 

dependente do desenvolvimento de híbridos, sendo esse o principal produto explorado 

nos programas de melhoramento dessa cultura (Galli et al., 2018). A obtenção e 

avaliação de híbridos são atividades que demandam bastante tempo e recursos pois 

envolvem numerosos cruzamentos para identificar as melhores combinações de 

linhagens parentais (Schrag et al., 2009).  A partir de poucas linhagens é possível obter 

uma vasta quantidade de híbridos, o que torna o processo de avaliação a campo de 

todos os híbridos possíveis oneroso e impraticável (Technow et al., 2014; de Oliveira et 

al., 2020).  

Nesse sentido, a crescente disponibilidade de marcadores moleculares e a 

redução no custo de genotipagem tem tornado a metodologia de seleção genômica 

ampla, do inglês “Genome-Wide-Selection” – GWS (Meuwissen et al., 2001) uma 

ferramenta alternativa promissora para os programas de melhoramento (de Oliveira et 

al., 2020; Zhao et al., 2015). A partir dessa ferramenta pode-se predizer a performance 

fenotípica de materiais somente genotipados sem a necessidade de testá-los no campo, 

aumentando consideravelmente a eficiência de seleção e ganho genético (de Oliveira 

et al., 2020; Zhang et al., 2022). A GWS consiste na estimação simultânea dos efeitos 

genéticos de marcadores dispersos em todo o genoma, com o objetivo de capturar os 

efeitos de todos os locos, de pequenos à grandes efeitos, e assim explicar grande parte 

da variância genética de um caráter quantitativo (Meuwissen et al., 2001; Cantelmo et 

al., 2017).  

A seleção genômica apresenta desafios estatísticos e computacionais que 

devem ser considerados na sua implementação, dentre eles estão: o grande número 

de marcadores moleculares e a colinearidade entre eles, alta dimensionalidade dos 

dados e a complexidade da característica quantitativa. (Crossa et al., 2017; 

Pungpapong et al., 2012). Para superar esses desafios, diversos métodos têm sido 

propostos em estudos de seleção genômica, incluindo modelos paramétricos, não-

paramétricos e mais recentemente modelos de Machine Learning (Crossa et al., 2017). 

Esses métodos diferem na suposição sobre o modelo genético associado ao caráter 

quantitativo, sendo que essas diferenças podem refletir diretamente sobre a acurácia 

de predição e consequentemente na identificação dos indivíduos de fato superiores 
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(Wang et al., 2018; Andrade et al., 2019 ). Diante desse cenário, o objetivo desse 

trabalho foi comparar a performance e acurácia de predição de dois métodos 

paramétricos lineares (BL e rrBLUP) e um método não paramétrico de machine learning 

(LightGBM) na predição genômica de híbridos de milho para duas características 

importantes, produtividade e ciclo. 

 

2. REVISÃO DE LITERATURA 

 
2.1 Melhoramento genético do milho 

 

O milho (Zea mays L.) é uma das culturas mais importantes produzidas no 

mundo, sendo utilizado como alimento humano e para ração animal, devido 

principalmente à suas qualidades nutricionais (Costa, 2020). O Brasil se destaca como 

um dos maiores produtores dessa commodity agrícola, ocupando a terceira colocação, 

depois dos Estados Unidos e da China (ABIMILHO, 2019). A importância 

socioeconômica do milho foi um dos grandes motivos que levaram ao interesse dos 

pesquisadores por seu melhoramento genético visando o aumento de produtividade e 

adaptação em diferentes áreas de cultivo (Costa, 2020).  

Os programas de melhoramento genético de milho foram impulsionados, no 

início do século XX, com o desenvolvimento de linhas puras ou linhagens, 

provenientes do processo clássico de autofecundação das plantas por várias 

gerações, e com a descoberta do vígor híbrido (Guimarães, 2007). O emprego de 

linhagens em programas de melhoramento está associado justamente à busca do 

vigor híbrido, fenômeno que proporciona grande produtividade em plantas F1 

provenientes do cruzamento de linhagens parentais que exibem alta divergência entre 

si (Paterniani et al., 2008).  

Com o advento da tecnologia de Duplos Haploides foi possível aumentar 

rapidamente o número de linhagens obtidas dentro dos programas de melhoramento. 

Por consequência desse aumento, o número potencial de híbridos a serem testados 

ao final de cada ciclo de melhoramento aumentou exponencialmente, tornando o 

processo de avaliação oneroso e impraticável (Technow et al., 2014; de Oliveira et al., 

2020). Na prática, apenas uma pequena parcela de todas as possíveis combinações 

de linhagens parentais pode ser avaliada no campo experimental (Schrag et al., 2010). 
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2.2 Marcadores moleculares nos programas de melhoramento 

 

Com o surgimento dos marcadores moleculares foi possível não só o estudo 

do genoma de várias espécies, mas também a identificação de regiões genômicas 

associadas a expressão de determinados caracteres (Pires, 2017). No melhoramento, 

as informações moleculares podem contribuir de maneira relevante para obtenção de 

maiores ganhos genéticos do que quando se utiliza apenas os dados fenotípicos 

(Meuwissen; Hayes; Goddard, 2001). Os marcadores moleculares têm sido utilizados 

nos programas de melhoramento de milho nas últimas décadas principalmente em 

programas de retrocruzamento, para diminuir o número de gerações para recuperação 

do genoma recorrente, e para seleção assistida de algumas características de 

herança simples. Mais recentemente, com o avanço das tecnologias de genotipagem 

e o surgimento dos marcadores do tipo SNP (do inglês, single nucleotide 

polymorphism -  SNP) , milhares de marcadores podem ser genotipados em cada 

linhagem de milho, permitido a aplicação de estudos de seleção genômica nessa 

cultura (Bernardo, 2008).  

Os marcadores SNPs são caracterizados pela diferença em uma única base 

entre dois cromossomos homólogos ou entre dois indivíduos da mesma espécie, são 

marcadores codominantes e geralmente bialélicos, assumindo apenas duas formas 

alélicas (Júnior, 2013). As principais vantagens desse tipo de marcador são a ampla 

distribuição no genoma e a possibilidade de genotipar painéis de marcadores densos 

em alta escala, esses fatores promovem seu uso na seleção genômica ampla dentro 

dos programas de melhoramento genético (Meuwissen et al., 2001).  

 
2.3 Seleção genômica ampla (GWS) 

 

A utilização massiva de marcadores moleculares em técnicas de seleção 

baseada no genótipo foi proposta, inicialmente, por Meuwissen, Hayes e Goddard 

(2001), que definiram GWS como a seleção baseada em marcadores sem a 

necessidade de testes de significância em nível de marca ou identificação de um 

subconjunto de marcadores associados com a característica de estudo (Pires, 2017).  

A seleção genômica consiste na estimação simultânea dos efeitos genéticos de 

marcadores dispersos em todo o genoma, sob o pressuposto de que a maioria dos 
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alelos de interesse esteja associado a esses marcadores (em desequilíbrio de ligação) 

e possa explicar grande parte da variância genética (Resende et al., 2014). Na 

obtenção dos modelos de seleção genômica, geralmente usa-se uma população de 

referência que pode ser dividida em duas partes: a primeira é conhecida como 

população de treinamento ou estimação, onde são utilizados os dados fenotípicos e  

genotípicos para estimar os efeitos genéticos de cada marcador molecular, a segunda 

é chamada  de população de validação, onde os dados genotípicos são usados para 

predição dos valores  genéticos genômicos (VGG) e os dados fenotípicos utilizados 

apenas na validação  do modelo (Goddard & Hayes, 2009). Posteriormente, o modelo 

construído poderá ser aplicado na  predição de fenótipos em populações de seleção 

para uma determinada característica de  interesse, sendo que essas populações 

precisam ser apenas genotipadas (Goddard & Hayes,  2009) 

 

 

 

 

 

 

 

 

 

 

 

A predição do desempenho de híbridos de milho sem a necessidade da 

realização dos cruzamentos a campo, possibilita a avaliação de centenas de milhares 

de híbridos de forma virtual, pelas suas predições, e selecionar apenas aqueles com 

as melhores predições para serem cruzados e avaliados a campo. Com isso, a 

tendência é que sejam avaliados a campo mais híbridos com alto desempenho, 

aumentando a chance de obtenção de híbridos mais produtivos em combinações que 

de outra forma não teriam sido avaliadas, contribuindo assim para o ganho genético 

(Windhausen et al., 2012).  

 

Figura 1. Esquema de aplicação da seleção genômica ampla em um programa de 
melhoramento genético (Resende Júnior, 2010). 
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A utilidade do modelo aplicado na seleção genômica depende da acurácia de 

predição, que é obtida através da correlação entre os valores preditos e observados 

na população de validação (Kaler et al., 2022). Inúmeros são os fatores que interferem 

na acurácia de predição de um modelo de seleção genômica, dentre eles podemos 

destacar o tamanho da população de treinamento, densidade de marcadores utilizada, 

herdabilidade da característica, número de QTls envolvidos e o modelo estatístico 

utilizado (Grattapaglia & Resende, 2011). 

 

2.4 Modelos de Seleção Genômica Ampla 

 

A seleção genômica pode ser realizada utilizando diferentes abordagens 

estatísticas, que vão desde métodos de regressão linear, regressão não linear e 

bayesianos, até métodos de aprendizado de máquina (do inglês , Machine Learning - 

ML) (Mendes, 2015).  De forma geral, os métodos estatísticos proporcionam diferentes 

suposições sobre o número e distribuição dos efeitos dos QTLs, apresentando 

diferentes abordagens sobre o modelo genético associado ao caráter estudado 

(Romero, 2017). O método ideal para a GWS deve acomodar a arquitetura genética 

da característica em estudo, além de considerar problemas de multicolinearidade e 

dimensionalidade dos marcadores utilizados no modelo (Mendes, 2015).  

Um dos métodos mais utilizados na seleção genômica é o Ridge Regression–

Best Linear Unbiased Prediction (rrBLUP), que possui pressuposição mais simples e 

assume que os marcadores explicam a mesma proporção da variância genética, 

geralmente sua aplicação é adotada utilizando apenas efeitos aditivos (Wang et al., 

2018; Endelman, 2011). Outro modelo linear paramétrico que tem sido aplicado na 

seleção genômica é o Bayesian Lasso (BL). Essa metodologia permite ajustar um 

modelo de regressão linear de alta dimensão, incluindo marcadores moleculares 

densos, informação de pedigree e outras covariáveis (Pérez et al., 2010). O BL 

consegue incorporar efeitos aditivos e de dominância na sua implementação (Wellman 

& Bennewitz, 2012), o que pode aumentar a acurácia de predição, especialmente para 

espécies que apresentam heterose, como é o caso de híbridos (Ishimori et al., 2020).  
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Métodos não-paramétricos de ML têm sido aplicados com bastante sucesso na 

seleção genômica (Wang et al., 2018). Esses métodos são capazes de aprender 

automaticamente padrões de dados e otimizar parâmetros do modelo (Ma et al., 

2014). Diferentemente dos métodos convencionais de seleção genômica, as 

metodologias baseadas em inteligência artificial não requerem suposições a priori 

sobre a relação entre as entradas (marcadores) e a saída (valores fenotípicos), 

permitindo grande flexibilidade para lidar com diferentes arquiteturas genéticas, 

incluindo efeitos aditivos, dominantes e epistáticos (Yan et al., 2021). Outra vantagem 

dos algoritmos de ML é a ótima capacidade em lidar com grandes conjuntos de dados 

através da seleção automática de variáveis (Crossa et al., 2017; Yan et al., 2021).  

Um dos algoritmos de ML que vem sendo explorado com resultados bem 

promissores em estudos de seleção genômica é o Gradiente Boosting (GB) (Ghafouri-

Kesbi et al., 2017; Abdollahi-Arpanahi et al., 2020). O GB é um método de aprendizado 

por agrupamento que consiste em reunir vários modelos fracos para estabelecer um 

modelo mais robusto e complexo (Montesinos-López et al., 2022). Uma das variantes 

do GB – LightGBM (Light Gradient Boosting Machine) tem demonstrado performance 

superior em lidar com grandes conjuntos de dados, atuando com alta velocidade de 

treinamento e acurácia preditiva (Yan et al., 2021). O LightGBM é uma estrutura de 

código aberto que foi desenvolvido pela Microsoft e baseia-se em algoritmos de árvore 

de decisão. Segundo Yan et al., (2021) esse modelo apresenta ótima performance em 

termos de precisão, estabilidade e eficiência computacional para estudos de GWS. 

Apesar do potencial preditivo e computacional desse modelo, há poucos estudos 

sobre a performance desse algoritmo na seleção genômica de plantas, especialmente 

para características quantitativas em híbridos de milho. 

Para híbridos é esperado que o efeito de desvio de dominância seja um 

componente importante para o desempenho do modelo preditivo. Nesse sentido a 

comparação da acurácia entre modelos aditivos, aditivo-dominantes e de machine 

learning pode ser fundamental para definir a melhor metodologia para o estudo de 

seleção genômica ampla. A escolha do melhor modelo de predição para cada situação 

particular, promoverá maior eficiência nos programas de melhoramento, e economia 

de recursos pela decisão acertada dos híbridos realmente superiores (Pereira, 2015).
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3. MATERIAL E MÉTODOS 
 
3.1 Condução experimental e Dados fenotípicos 

 
Nesse estudo foram avaliados 11.197 híbridos simples provenientes de 

cruzamentos entre linhagens endogâmicas de diferentes grupos heteróticos do banco 

de germoplasma da empresa LongPing High-Tech, Brasil. Os híbridos foram avaliados 

na safrinha de 2022 em três localidades diferentes, seguindo as seguintes 

quantidades: 3.985 híbridos em Jataí-GO, 1.811 em Rolândia-PR e 5.401 em Sorriso-

MT. O delineamento experimental foi de Blocos Aumentados de Federer, com 32 

tratamentos em cada bloco. Cada bloco continha 4 testemunhas, que se repetiram em 

todos os blocos. As parcelas experimentais continham 4 linhas de 5m, com 

espaçamento de 50cm entre as linhas e três plantas por metro linear, correspondendo 

a densidade de 60 mil plantas por ha.  Foram avaliadas as características 

Produtividade (PG) e Umidade (UG) de grãos na colheita. Como todas as parcelas 

foram colhidas na mesma data, a umidade de colheita está relacionada ao ciclo de 

maturidade dos híbridos. 

 

3.2 Herdabilidade 

 
As estimativas de herdabilidade para as duas características (PG e UG) foram 

obtidas a partir de uma subpopulação dos híbridos avaliados em cada local, sendo 

que essa subpopulação foi composta por 2 repetições de cada híbrido. A herdabilidade 

no sentido amplo foi estimada através dos estimadores dos quadrados médios da 

análise de variância, utilizando-se o programa estatístico GENES (Cruz, 2013).  

 

3.3 Dados de marcadores moleculares 

 

A extração de DNA das linhagens parentais (5682 Linhagens) foi realizada a 

partir de tecidos foliares, utilizando-se o Kit Fast ID Genomic DNA Extraction® 

(GENETIC ID., Fairfield, IA, EUA), de acordo com as instruções do fabricante. A 

genotipagem das amostras foi feita na plataforma Ion GeneStudio S5 Prime (Thermo 

Fisher Scientific., Waltham, MA, EUA) seguindo as instruções do fabricante. As 

linhagens parentais foram genotipadas com painel de 5076 marcadores do tipo  SNP. 
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Os genótipos dos híbridos foram obtidos pela concatenação dos genótipos dos 

parentais de cada híbrido. 

 

3.4 Modelos estatísticos 

 

Três modelos foram utilizados para estimar os efeitos dos marcadores e 

predizer a performance fenotípica dos híbridos: 

 

rrBLUP (Ridge Regression-Best Linear Unbiased Prediction – Modelo Aditivo)  

 

O modelo rr-BLUP (Meuwissen et al., 2001) calcula os efeitos dos marcadores 

por regressão:  

 

 

 

em que, y é o vetor de observações fenotípicas; b é o vetor de efeitos fixos; m 

é o vetor de efeitos aleatórios das marcas; e é o vetor de resíduos aleatórios; X e Z 

são as matrizes de incidência para b e m respectivamente. O modelo rrBLUP utilizado 

nesse trabalho considera apenas os efeitos aditivos na predição dos VGG. Assim, a 

matriz Z foi codificada por valores -1, 0 e 1, sendo -1 e 1 os homozigotos e 0 os 

heterozigotos. Esse modelo foi implementado através do pacote R “rrBLUP” 

(Endelman, 2011).  

 

BL (Bayesian Lasso - Modelo Aditivo-Dominante)  

 

O modelo bayesiano pode ser descrito da seguinte forma:  

 

y = 1n μ + Zμ+ ε 

 

onde y é o vetor de observações, Z é a matriz de incidência para efeitos 

aleatórios, e μ é o vetor de efeitos aleatórios (Liu et al., 2018). O modelo BL considera 

efeitos aditivos e de dominância na predição dos VGG. Assim, a matriz Z foi codificada 
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em -1, 0 e 1 para contemplar os efeitos aditivos, sendo os valores -1 e 1 os 

homozigotos e 0 os heterozigotos. Para efeitos de dominância, os valores foram 1 

para heterozigotos e 0 para os homozigotos. Esse modelo foi implementado através 

do pacote R “BLR” (De los Campos et al., 2013).  

 

LightGBM (Light Gradient Boosting Machine) 

 

A construção do modelo LightGBM foi realizada através do pacote lightgbm 

versão 3.3.4 utilizando linguagem R (Shi et al., 2022). A codificação dos genótipos 

para esse modelo foi realizada através dos valores -1, 0 e 1, sendo -1 e 1 os 

homozigotos e 0 os heterozigotos. 

 

3.5 Avaliação e comparação dos modelos 

 
A capacidade preditiva dos três modelos foi avaliada utilizando o procedimento 

de validação cruzada 3-fold (Montesinos-López et al., 2022). Nesse procedimento, o 

conjunto de dados fenotípicos de cada local avaliado foi dividido aleatoriamente em 3 

grupos de tamanhos similares, com um grupo representando a população de 

validação e dois grupos representando a população de treinamento (Figura 2). Esse 

processo foi repetido três vezes, de forma que cada grupo fosse uma vez o grupo de 

validação. Na prática, foram gerados 27 modelos de predição (3 repetições x 3 locais 

de avaliação x 3 métodos). 

 

 

 

 

 

 

 

 

 

 
Figura 2. Esquema do processo de validação cruzada K = 3 (Clebiano da Costa 
Sá, 2018). 
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A acurácia de predição de cada modelo foi mensurada pela média da 

correlação simples (correlação de Pearson) entre os fenótipos observados e preditos 

(ry,ŷ) obtidos a partir das três validações cruzadas para os três locais avaliados (Jataí-

GO, Rolândia-PR e Sorriso-MT). Para determinar se existiam diferenças estatísticas 

entre as médias de acurácia preditiva dos modelos avaliados foram realizadas 

análises de variância e, em seguida, o teste de Tukey a 5% de probabilidade, 

considerando cada local e característica avaliada. 

O segundo parâmetro utilizado na avaliação da capacidade preditiva dos 

modelos foi o T10Recall. Esse parâmetro indica a proporção dos híbridos que ficaram 

concomitantemente entre os 10% das melhores predições e 10% dos melhores 

resultados na avaliação de campo. As estimativas desse parâmetro foram obtidas pela 

média das porcentagens calculadas a partir das três validações cruzadas para os três 

locais avaliados. 

A performance computacional dos modelos foi avaliada através do tempo gasto 

(segundos) para estimar os efeitos dos marcadores para as duas características 

avaliadas. Todos os modelos foram gerados a partir de um computador Intel Core i7-

8550, contendo @1.80GHz e 8GB de RAM. 
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4. RESULTADOS E DISCUSSÕES 
 

4.1 Resultados 

 

A estatística descritiva e herdabilidade das duas características avaliadas (PG 

e UG) para os três locais (Jataí-GO, Rolândia-PR e Sorriso-MT) estão descritos na 

Tabela 1. Os valores de herdabilidade para PG variaram entre 31.23% e 73.39%, e 

para UG entre 63.37% e 87.15%. O local que apresentou as maiores estimativas de 

herdabilidade foi Rolândia, tendo 73.39% para PG e 87.15% para UG. Jataí-GO e 

Sorriso-MT apresentaram herdabilidades inferiores a 50% para PG (31.23% e 34.62% 

respectivamente), e foram equivalentes para UG (64.89% e 63.37 respectivamente). 

 

Tabela 1. Estatísticas descritivas e estimativa de herdabilidade para as características 

de  Produtividade (PG) e Umidade (UG) nos três locais de avaliação. 

 
Jataí-GO Rolândia-PR Sorriso-MT 

Estatística 
Descritiva 

PG UG PG UG PG UG 

Média 9.65 21.19 8.10 24.40 11.81 20.54 

Variância 1.34 3.39 2.36 9.17 2.52 4.54 

Mínimo 3.20 13.40 2.72 14.10 5.45 10.20 

Máximo 16.41 30.30 12.57 38.90 17.24 29.20 

Herdabilidade (%) 31.23 64.89 73.39 87.15 34.62 63.37 
       

 

A Figura 3 apresenta os resultados obtidos a partir da validação cruzada (3-

fold) para as duas características em cada ambiente de avaliação. Cada gráfico 

boxplot ilustra os valores de correlação entre os fenótipos preditos e observados em 

cada um dos três modelos avaliados (BL, LightGBM e rrBLUP). A capacidade preditiva 

de cada modelo foi avaliada através da média das acurácias de predição obtidas a 

partir do processo de validação cruzada. 
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As médias de acurácia de predição dos modelos BL, LightGBM e rrBLUP para 

as duas características avaliadas nos três locais está descrita na Tabela 2. As médias 

de acurácia preditiva para os locais avaliados variaram de 0.404 a 0.685 para PG, e 

0.653 a 0.781 para UG, sendo que as maiores médias foram obtidas para Rolândia-

PR.   

Para Jataí-GO, o modelo BL apresentou a maior acurácia de predição para as 

duas características avaliadas, tendo valores de 0.514 para PG e 0.694 para UG. 

Essas acurácias foram significativamente maiores que os valores de acurácia dos 

outros dois métodos, pelo teste de Tukey ao nível de 5% de probabilidade. Ainda 

nesse local, foi observado que o modelo LightGBM e rrBLUP tiveram valores de 

acurácia preditiva equivalentes, tanto para PG quanto para UG. Para Rolândia-PR, os 

modelos BL e LightGBM tiveram as maiores acurácias preditivas de PG (0.680 e 0.685 

Figura 3. Comparação da acurácia de predição de PG e UG para os modelos BL, 
LightGBM e rrBLUP nos três locais de avaliação (Jataí-GO, Rolândia-PR e Sorriso-
MT). Cada gráfico representa a acurácia preditiva utilizando o método de validação 
cruzada 3-fold (CV). 
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respectivamente), e diferiram estatisticamente do método rrBLUP. Para UG, os 

modelos tiveram performance preditiva equivalente. Para Sorriso-MT, não houve 

diferença significativa entre os modelos avaliados para UG, entretanto para PG, os 

modelos BL e LightGBM apresentaram os maiores valores de acurácia preditiva, 

sendo 0.420 e 0.404 respectivamente. Em relação às características avaliadas, foi 

observado que a acurácia de predição para UG foi maior que a acurácia de predição 

para PG nos três modelos, e para os três locais avaliados. 

 

Tabela 2. Média das acurácias de predição obtidas a partir da validação cruzada K=3 

para os três modelos desse estudo (BL, LightGBM e rrBLUP) nos três locais de 

avaliação. Médias seguidas pela mesma letra na coluna não diferem estatisticamente 

a nível de 5% de probabilidade pelo teste de Tukey. 

 
Jataí-GO Rolândia-PR Sorriso-MT 

Modelos PG UG PG UG PG UG 

 
BL 0.519a 0.694a 0.680a 0.781a 0.420a 0.694a 

 
LightGBM 0.487b 0.653b 0.685a 0.759a 0.404ab 0.681a 

 
rrBLUP 0.477b 0.676ab 0.605b 0.762a 0.386b 0.677a 

       

 

A relação entre os valores fenotípicos preditos e observados para os três modelos 

avaliados em cada local está apresentado na Figura 4. 
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O parâmetro T10Recall indica a porcentagem de correspondência entre os 

dados obtidos na predição e os dados observados a campo para os 10% dos híbridos 

mais produtivos para PG, e os 10% mais precoces para UG.  

Para esse parâmetro foi observado que o modelo BL apresentou as maiores 

porcentagens de PG nos três locais avaliados, sendo 34%, 38% e 28% para Jataí-

GO, Rolândia-PR e Sorriso-MT respectivamente, sendo que nesse último local sua 

porcentagem foi igual à obtida pelo modelo LightGBM. Para UG, o modelo BL teve a 

maior porcentagem para Jataí-GO (46%) e Rolândia-PR (68%). O modelo LightGBM 

apresentou as menores porcentagens de PG e UG para Jataí-GO (32% e 40% 

respectivamente) e para Rolândia-PR (36% e 62% respectivamente), porém esse 

modelo teve os maiores valores de T10Recall para Sorriso-MT, sendo 28% para PG 

e 43% para UG.  

O modelo rrBLUP apresentou 33% de correspondência para PG e 45% para 

UG em Jataí-GO, e teve os menores valores de PG e UG para Sorriso-MT (25% e 

39% respectivamente). Para Rolândia-PR, o modelo rrBLUP apresentou a menor 

porcentagem para PG (36%), e foi o modelo com a maior porcentagem obtida para 

Figura 4. Gráficos de dispersão mostrando a relação entre os valores fenotípicos 
preditos e observados para os três modelos (BL, LightGBM e rrBLUP). A. Relação para 
Produtividade (PG). B. Relação para Umidade (UG). 
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UG, juntamente com o modelo BL (66%). 

 

Tabela 3. Porcentagens de híbridos que ficaram acima dos 10% mais produtivos para 

PG, e acima dos 10% mais precoces para UG, tanto no resultado de campo 

(Observado) como na predição (Predito). Quanto maior a porcentagem maior a 

correspondência entre os dados Preditos e Observados. 

 Jataí-GO Rolândia-PR Sorriso-MT 

Modelos PG UG PG UG PG UG 

BL 34% 46% 38% 68% 28% 41% 

LightGBM 32% 40% 36% 62% 28% 43% 

rrBLUP 33% 45% 37% 66% 25% 39% 
       

 

Na Figura 5 está descrito o tempo computacional (segundos) gasto no 

treinamento dos modelos para as duas características (PG e UG) em cada local de 

avaliação. Os valores foram obtidos a partir da média do tempo gasto em cada 

processo de validação cruzada (3-fold). 

O tempo computacional do modelo BL foi consideravelmente maior que os 

outros dois métodos em todos os locais avaliados. Esse modelo levou 8.214, 3.186 e 

9.282 segundos para o treinamento dos modelos de PG e UG para Jataí-GO, 

Rolândia-PR e Sorriso-MT respectivamente. O modelo de Machine Learning 

(LightGBM) apresentou o menor tempo computacional para todos os locais avaliados, 

sendo 12,42, 10,04 e 17,64 segundos para Jataí-GO, Rolândia-PR e Sorriso-MT 

respectivamente. O desempenho computacional do modelo rrBLUP no treinamento 

dos modelos foi intermediário aos modelos BL e LightGBM, apresentando valores de 

319,53, 298,19 e 362,41 segundos para Jataí-GO, Rolândia-PR e Sorriso-MT 

respectivamente. 
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O tempo computacional gasto na predição dos VGG, e não somente na fase de 

treinamento dos modelos, também é um fator bastante importante na escolha do 

método a ser utilizado na seleção genômica. Isso se deve ao fato dessa etapa ser 

constantemente realizada na rotina dos programas de melhoramento genético de 

milho para seleção precoce das melhores combinações híbridas. Nesse sentido, foi 

realizado a estimativa do tempo gasto (segundos) para obtenção dos valores 

fenotípicos preditos a partir dos modelos construídos para PG e UG na validação 

cruzada de Jataí-GO.  

Nessa estimativa o tempo gasto na predição dos valores fenotípicos variou de 

1,04 a 53,48 segundos. O maior tempo computacional para predição dos VGG foi do 

modelo rrBLUP (53,48) e o menor tempo foi obtido para o modelo LightGBM (1,04), o 

modelo BL foi intermediário aos dois modelos (22,40 segundos). O tempo estimado 

para predição dos VGG em cada modelo está apresentado na Figura 6. 

 

 

Figura 5. Comparação do tempo computacional gasto (segundos) pelos três métodos 
avaliados (BL, rrBLUP e LightGBM) no treinamento dos modelos para as duas 
características (UG e PG). 
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4.2 Discussão 

 

No presente estudo foi realizada a comparação da performance de predição 

genômica de dois métodos paramétricos lineares (BL e rrBLUP) e um não-paramétrico 

de Machine learning (LightGBM). A análise comparativa foi realizada utilizando a 

abordagem de seleção genômica em híbridos de milho provenientes de cruzamentos 

entre linhagens endogâmicas da empresa LongPing High-Tech nas localidades de 

Jataí-GO, Rolândia-PR e Sorriso-MT na Safrinha de 2022. Duas importantes 

características da cultura do milho foram avaliadas nesse estudo: Produtividade (PG) 

e Umidade (UG) de grãos. Vale ressaltar que a umidade na colheita é utilizada como 

estimador de maturidade fisiológica (Sala et al., 2007), uma vez que todas as parcelas 

foram colhidas na mesma data.  

Os critérios utilizados na comparação dos métodos foram: Acurácia de 

predição, definida como a correlação entre os dados fenotípicos observados e 

preditos; T10Recall, que indica a proporção de híbridos da população de validação 

Figura 6. Comparação do tempo computacional gasto (segundos) pelos três métodos 
avaliados (BL, LightGBM e rrBLUP) na predição dos VGG para as duas características 
(UG e PG). 
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que ficaram entre os 10% mais produtivos para PG e 10% mais precoces para UG, 

considerando tanto a predição como a avaliação de campo; além da performance 

computacional no treinamento dos modelos de PG e UG. 

As acurácias de predição obtidas a partir dos modelos BL, LightGBM e rrBLUP 

para as duas características avaliadas nos três locais (Jataí-GO, Rolândia-PR e 

Sorriso-MT ) foram médias-altas, variando de 0.386 a 0.680 para PG, e  0.653 a 0.781 

para UG (Tabela 2). Resultados similares foram encontrados por Terraillon et al. 2023, 

que utilizando dados de híbridos de milho avaliados dentro do mesmo ano obtiveram 

acurácias preditivas que variaram de 0.300 a 0.710 para PG e 0.490 a 0.830 para UG. 

As maiores estimativas de acurácia preditiva de PG e UG foram observadas 

para Rolândia-PR. Sorriso-MT e Jataí-GO tiveram as menores médias de acurácia 

para PG e UG respectivamente. De forma geral, para as duas características 

avaliadas nos três locais, foi observado que a partir das maiores herdabilidades as 

acurácias preditivas também foram mais elevadas. Esse comportamento é esperado, 

e está de acordo com o trabalho reportado por Liu et al., 2018, no qual trabalhando 

com seleção genômica para produção de grãos em milho verificaram que a 

herdabilidade tem correlação positiva com a acurácia de predição. Também em 

concordância com os resultados aqui encontrados, Hayes et al. 2010 mostraram que 

aumentando a herdabilidade de 10% para 90%, a acurácia preditiva também foi 

aumentada de 0.35 para 0.75. 

Considerando os três locais avaliados foi observado que as maiores acurácias 

de predição para PG foram obtidas pelo modelo aditivo-dominante (BL), e as menores 

acurácias foram obtidas pelo modelo aditivo (rrBLUP). A amplitude média entre esses 

dois modelos em termos de capacidade preditiva para PG foi de 0.050. 

Para UG, o modelo BL também teve as maiores acurácias preditivas 

comparado ao modelo aditivo (rrBLUP), porém a diferença não foi estatisticamente 

significativa. Esses resultados indicam que o efeito genético de dominância 

considerado no modelo BL contribuiu de forma mais efetiva na predição de PG. 

Resultados bem similares foram encontrados no estudo realizado por Ferrão et al. 

(2020), que ao comparar modelos aditivos e aditivo-dominantes na seleção genômica 

de híbridos de milho verificaram acurácias de predição maiores a partir dos modelos 

com incorporação do efeito de dominância, especialmente para a característica de 
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produtividade de grãos.  

Devido ao efeito da heterose em híbridos de milho, a incorporação de efeitos 

não-aditivos nos modelos de predição genômica pode contribuir consideravelmente 

para o aumento da acurácia de predição (Fritsche-Neto et al., 2021), mas essa 

performance superior também depende da arquitetura genética e complexidade da 

característica de interesse. Isso foi demonstrado por Bernardo (1996), que ao avaliar 

a acurácia de predição para diferentes caracteres na cultura do milho verificou que a 

inclusão do efeito de dominância na modelagem não foi consistente para todas as 

caracteritícas estudadas. 

A influência dos efeitos genéticos de cada modelo na predição genômica está 

relacionada com a herdabilidade da característica (Zhang et al., 2017). Neste estudo, 

os valores de herdabilidade de UG foram maiores do que o valores de PG, para todos 

os locais avaliados. Isso indica que a proporção do efeito de aditividade na variância 

fenotípica de UG é maior do que em PG. Essa proporção pode explicar as menores 

diferenças encontradas entre as acurácias preditivas dos modelos aditivo (rrBLUP) e 

aditivo-dominante (BL) para UG, porém maiores diferenças para PG.  

Outra abordagem que tem sido aplicada em estudos de seleção genômica é 

baseada em Machine Learning (ML). Os algoritmos dessa abordagem são capazes 

de capturar efeitos não-aditivos sem precisar de nenhuma pressuposição sobre a 

arquitetura genética da característica avaliada. Isso é resultado do seu alto poder em 

captar padrões complexos e não lineares (Abdollahi‑Arpanahi et al., 2020; Wang et 

al., 2018). Nesse estudo, foi avaliado e comparado a performance de predição 

genômica do método de ML (LightGBM) em relação aos dois métodos estatísticos 

convencionais BL e rrBLUP.  

Em termos de acurácia de predição, o modelo LightGBM foi equivalente aos 

modelos BL e rrBLUP na predição de UG para  Rolândia-PR (0.759) e Sorriso-

MT(0.681). Houve diferença estatística apenas para Jataí-GO (0.653), onde o 

LighGBM teve performance preditiva equivalente ao rrBLUP, porém foi inferior à 

performance do modelo BL (Tabela 2). Para PG, sua acurácia de predição foi 

equivalente ao modelo BL para Rolândia-PR (0.685) e Sorriso-MT (0.404), diferindo-

se apenas na predição de Jataí-GO (0.487). Nesse local sua performance foi similar 

ao modelo aditivo rrBLUP. Esses resultados confirmam que para caracteristícas 
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contendo ação gênica complexa, como é o caso de PG, os modelos de ML podem 

desempenhar de forma equivalente ou até melhor que os métodos estatísticos 

convencionais (Abdollahi-Arpanahi  et al., 2020). Em concordância com os resultados 

aqui encontrados, Perez et al. (2022) também observaram a superioridade de modelos 

de ML quando comparados à modelos lineares aditivos para predição genômica de 

características de menor herdabilidade.  

Outro parâmetro bastante útil na avaliação da capacidade preditiva dos 

modelos de predição genômica é o T10Recall, que indica a porcentagem de 

correspondência entre os dados obtidos na predição e os dados observados a campo 

para os 10% dos híbridos mais produtivos para PG, e os 10% mais precoces para UG. 

Na prática, através desse parâmetro conseguimos estimar para os modelos avaliados, 

o índice de acerto daqueles híbridos de fato superiores no campo. 

Para esse parâmetro os resultados indicaram que, de forma geral o modelo 

LightGBM foi inferior aos modelos paramétricos (BL e rrBLUP) para Jataí-GO e 

Rolândia-PR, porém esse modelo foi superior para Sorriso-MT (Tabela 3). Os modelos 

BL e rrBLUP tiveram porcentagens bem similares para Jataí-GO e Rolândia-PR, em 

ambas caracteristícas (PG e UG). Diante do exposto, percebe-se que não há uma 

clara associação entre os resultados obtidos para acurácia de predição e T10Recall, 

mas vale ressaltar a estabilidade de desempenho do modelo BL frente aos outros dois 

métodos para esses dois parâmetros. 

Em termos de eficiência computacional, o modelo LightGBM se destacou como 

o mais eficiente e rápido para os três locais avaliados (Jataí-GO, Rolândia-PR e 

Sorriso-MT), e em ambas caracteristícas (PG e UG). Para o local de maior quantidade 

de dados de treinamento (Sorriso-MT), esse modelo levou menos de 20 segundos 

para estimar os efeitos dos marcadores das duas características avaliadas (Figura 5). 

Essa excelente performance computacional do LightGBM era esperada, e é justificada 

pela forma que as árvores são construídas nesse algoritmo, que diferentemente de 

outros algoritmos de gradient boosting é baseada em folhas ao invés de uma estrutura 

baseada em níveis (Shi et al., 2022).  

Dentre os dois modelos paramétricos, o modelo aditivo (rrBLUP) apresentou a 

melhor performance computacional para o treinamento dos modelos de PG e UG, 

sendo consideravelmente mais rápido que o modelo aditivo-dominante (BL). 
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Considerando o local de maior quantidade de dados de treinamento (Sorriso-MT), a 

diferença de tempo entre os dois modelos foi maior que 8.000 segundos (Figura 5). A 

baixa performance computacional do modelo BL está associada ao método utilizado 

nas inferências estatísticas, que nesse caso é baseado em um algoritmo de Monte 

Carlo via Cadeias de Markov (MCMC) (Yang et al., 2020).  

Apesar do BL ter sido amplamente superado pelas outras duas metodologias 

(LightGBM e rrBLUP) em termos de performance computacional para o treinamento 

dos modelos de PG e UG, essa inferioridade é atenuada com  a maior rapidez na 

execução das estimativas dos VGG.  Uma vez que a etapa de treinamento e validação 

dos modelos é finalizada, o tempo gasto na predição dos VGG de novas populações 

de seleção se torna o maior gargalo.  Nesse cenário, o modelo BL se torna o segundo 

mais rápido, levando cerca de 31 segundos a menos que o modelo rrBLUP e 21 

segundos a mais que o modelo LightGBM (Figura 6).  Como em projetos de predição 

genômica nos programas de melhoramento genético  pode ser necessário a predição 

de alguns milhões de híbridos, o tempo computacional é um parâmetro importante na 

escolha dos modelos de predição.
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5. CONCLUSÃO 
 

 

O modelo BL apresentou maior estabilidade em termos de capacidade 

preditiva. Se o tempo computacional não for um fator limitante, esse é o método mais 

indicado para obter maiores acurácias de predição para situações similares as 

encontradas nesse estudo. Diante de um cenário com alta quantidade de dados para 

treinamento dos modelos, o método aditivo (rrBLUP) e de Machine Learning 

(LightGBM) podem ser usados para atingir uma melhor performance computacional, 

entretanto essa utilização pode implicar em perda significativa de acurácia preditiva. 

A herdabilidade das características tem influência na acurácia de predição dos 

modelos. Acurácias mais elevadas são obtidas com herdabilidades maiores. Os 

efeitos genéticos decorrentes de herdabilidades menores podem ser melhor 

capturados a partir de modelos aditivo-dominante e de Machine Learning. 
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