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RESUMO

Esta pesguisa tem por objetivo o desenvolvimento de uma
metodologia, para andlise de estabilidade transitoria e para o controle
preventivo de sistemas de energia elétrica, formulada por redes neurais
feedforward multicamadas. A margem de seguranca (método da energia) é
empregada como critério de andlise de estabilidade transitéria, considerando-se
defeitos tipo curto-circuito trifdsico com saida de linha de transmissdo. O
funcionamento das redes neurais é constituido por duas fases principais:
treinamento (ou aprendizado) e andlise. A fase de treinamento requer uma
grande quantidade de processamento para a sua realizacdo, enquanto que a fase
de andlise € efetivada, praticamente, sem esforgco computacional. Trata-se, por
conseguinte, da principal justificativa para 0 uso de redes neurais para a
resolucdo de problemas complexos que exigem soluges répidas, sendo,
portanto, adequadas para aplicacbes em tempo real. O treinamento da rede
neural é realizado usando o agoritmo retropropagacdo (backpropagation) com
controlador nebuloso e a adaptacdo da inclinagcéo e deslocamento da funcéo
sigmdide (pds-sinaptica). O controlador nebuloso € usado visando proporcionar
uma convergéncia mais rdpida e resultados mais precisos, se comparado a0
algoritmo retropropagacéo tradicional. A adaptacdo da taxa de treinamento €
efetuada usando a informagdo do erro global e a variagdo do erro global. A
adaptacdo da inclinagdo e deslocamento da funcdo sigméide também é usada
com o objetivo de melhorar a capacidade da obtencdo de uma solugéo, ou seja,
ampliar 0 espago de busca. Apos ter sido concluido o treinamento, a rede
neural devera estar apta a estimar a margem de seguranca e a andlise de
sensibilidade. Com esta informac&o € possivel desenvolver um método para a
realizacdo da correcBo da seguranca (controle preventivo) baseado na
realocacdo de geracdo e no corte de carga. A idealizagdo do controle
preventivo baseia-se no calculo da sensibilidade, por redes neurais, usando-se a

mesma estrutura empregada para a geracdo da andlise de estabilidade



transitoria fundamentadas na aplicacdo de estimulos de entrada (poténcia ativa,
etc.) e de saida (margem de seguranca associada). Portanto, ao ser concluido o
treinamento da rede neural, estar-se-4 concluindo, também, a matriz de
sensibilidade, bastando t& somente armazenar 0s pesos da rede neural e
realizar pequenas operagOes matriciais que representam cerca de 1% do tempo
de processamento para arealizacdo do treinamento. Parailustrar a metodologia
proposta sf0 apresentados dois exemplos, um para um sistema teste de 3
méguinas e outro para um sistema real de 10 méquinas correspondente ao
sistema sul-brasileiro. Deve-se ressaltar que esta metodologia de célculo de
sensibilidade poderd ser Gtil para a resolucdo de uma série de problemas em
varias areas do conhecimento. Este assunto devera ser investigado em
pesquisas futuras.



ABSTRACT

This work presents a procedure, for transient stability analysis and for
preventive control of electric power systems, formulated by multilayer
feedforward neural network. The security margin (energy method) is used as a
criterion of the transient stability analysis considering faults like three-phase
short-circuits with outage of transmission line. The performance of neural
networks is constituted of two principal phases. training (or learning) and
analysis. The training phase needs a great quantity of processing time for the
realization, whereas the analysis phase is effectuated amost without
computational effort. Therefore, this is the principal justification to use neural
networks for solving complex problems that need fast solutions, and as a
consequence being adequate for real time applications. The neural network
training is realized using the backpropagation algorithm with fuzzy controller
and the sigmoid (postsynaptic) function slope and translation adaptation. The
fuzzy controller is used to provide a faster convergence and more precise
results, if compared to the traditional Backpropagation algorithm. The adapting
of the training rate is effectuated using the information of the global error, and
global error variation. The adaptation of the slope and translation of the
postsynaptic function is used for improving the capacity of obtaining a
solution, i.e., to enlarge the space of search. After finishing the training, the
neural network is capable to estimate the security margin, and the sensitivity
analysis. With these information it is possible to develop a method for the
realization of the security correction (preventive control) based on generation
reallocation and load shedding. The preventive control idealization is based on
the sensitivity calculus by neural networks, using the same structure employed
for the generation of the transient stability analysis founded on the application
of input stimulus (active power, etc) and output (associated security margin).
Therefore, when the neural network is concluded, it is also concluded the

sensitivity matrix, being enough to store the neural network weights and



effectuate little matrix operations that represent about 1% of the processing
time for the training. To illustrate the proposed methodology it is presented an
application considering atest system composed of 3 synchronous machines and
another power system composed of 10 synchronous machines corresponding to
the south Brazilian system. It is emphasized that this methodology can be
useful for the solution of many problems in several areas of the knowledge.
This matter will be investigated in future works.
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CAPITULO 1

INTRODUCAO E MOTIVACAO PARA A PESQUISA PROPOSTA

1.1. INTRODUCAO

Andlise de Estabilidade Transitéria constitui-se num dos principais estudos
realizados nos sistemas elétricos de poténcia, em conseqiéncia ao crescimento dos
sistemas, tanto em porte como envolvendo longas distancias. A andlise de estabilidade
transitoria esta inserida dentro de uma funcdo maior que € a seguranca de sistemas de
poténcia, ou sgja, € a capacidade de operar num estado de equilibrio sob condi¢es normais
ou perturbadas. Desta forma, a seguranca engloba vérios aspectos que podem ser
subdivididos em estéticos e dinamicos. O estudo, ora em foco, est4 inserido na seguranca
dindmica (Pavella ef al. [63]). Dependendo de fatores como: intervalo de tempo, tamanho
do disturbio e a natureza fisica da instabilidade resultante, ainda € possivel classificar em
estabilidade de curto prazo ou de longo prazo; de pequenos distUrbios ou de grandes
distirbios. Mais especificamente, estes fendmenos classificam-se ainda em andlise de
tensBo e de angulos. A edtabilidade de tensdo refere-se a investigagdo sobre o
comportamento do perfil de tensdo noda do sistema, em destagque, a observacdo e
identificacéo de deficiéncia de suporte de tensdo em decorréncia do aumento da poténcia
consumida (Wehenkel [78]). A estabilidade de éangulos é a que compde a seguranca
dindmica (Kundur [35], Pavella et al. [63]). Portanto, a estabilidade transitoria é a
capacidade de manter a operagdo sincrona de méguinas quando sujeitas a grandes
disturbios, que causam grandes excursdes nos angulos destas méquinas, como por exemplo:
curto circuito, entrada ou saida de operacéo de equipamentos. Esta importancia € ainda



mais evidenciada, considerando a prética desregulamentadora do setor elétrico em varios

paises (Pavellaer al. [63]).

O modelo do sistema para andlise de estabilidade é descrito por um conjunto de
equacdes algébricas e diferenciais ndo-lineares. Para solucionélas existem muitos métodos
gue foram evoluindo ao longo do tempo, desde os méodos de integracdo numérica,
conhecidos como do dominio do tempo (Anderson & Fouad [2]), critério das &reas iguais
Pavella et al. [63]), que usa 0 conceito de energia, sendo este um caso particular da teoria
geral de Liapunov (Pai [59], Pavella et al. [63]), aé chegar mais recentemente aos de

aprendizagem automética, juntamente com a evolucdo dos computadores digitais.

O problema do despacho econémico cléssico (Kirchmayer [34]) (esté&ico),
aplicado na operacdo de sistemas de energia elétrica, consiste num problema de
minimizagcdo dos custos de operacéo (poténcia de saida) que atenda a demanda sujeito as
restricbes (limite de operacdo do gerador) (Kirchmayer [34]). JA o despacho de seguranca
visa a dar continuidade de fornecimento do servico mesmo na possibilidade de falha de
algum equipamento e considera varias restricfes fisicas (restricbes de carregamento da
linha podem ser temporariamente violadas) (Wehenkel [78]). O problema do despacho
econdmico classico tem sido resolvido através de uma variedade de métodos, podendo-se
citar: custos incrementais iguais (Kirchmayer [34]); méodo do gradiente, método de
Newton, e mais recentemente as redes neurais, e outros algoritmos de inteligéncia artificial
(Padhy [58]).

As funcbes custos, que sdo funcbes ndo-convexas e ndo-diferenciaveis, sdo
geralmente aproximadas por funcdes quadréticas. A maioria dos métodos de solucdo adota
esta aproximagdo em consequiéncia da dificuldade em tratar com fungdes custos refletindo

a ndo-linearidade das respostas dos geradores.

Os métodos de sucessivas linearizagdes sG0 0s mais usados, apesar de que o
problema do despacho econdmico seja ndo-linear, as linearizagdes impréprias podem

induzir a minimos locais.

Quando houver casos de instabilidade do sistema e / ou forem violados os
limites de capacidade dos equipamentos, € necessé&rio adotar providéncias que conduzam o
sistema a um estado seguro, que é conhecido como controle de seguranca. Os métodos para



controle preventivo dindmico apareceram recentemente e as publicagdes disponiveis ainda
s80 poucas (Bettiol [8], Fonseca & Minussi [22], Fouad & Jianzhong [23], Minussi &
Freitas [50], Oliveira [57], Sobajic & Pao [67], Vittal et al. [76], Xue et al. [81]) entre
outras, a maioria resolvendo o problema através de outras fungdes que ndo envolvem redes

neurais.

Existem outros artigos que tratam do problema da andlise de estabilidade, ou
mesmo da seguranca do sistema utilizando redes neurais (Fischer ez al. [20], Lo & Peng
[38]) (seguranca estética), (Gu et al. [27], Niazi et al. [55], Takaue et al. [72], entre outros).
Estes artigos analisados quando ndo tratam da seguranca estética, consideram outras
fungbes como o tempo critico, tensdo critica, selecdo de topologias criticas ou mesmo o
agrupamento das contingéncias por faixas de severidade, mas todos com a preocupagéo de
manter o sistema elétrico em funcionamento mesmo sob condi¢Bes adversas, ou tomar

medidas necessérias para evitar o colapso total.

Assim sendo, esta pesquisa visa desenvolver uma metodologia baseada nas
redes neurais (Haykin [28], Kartalopoulos [31]) para analisar a estabilidade transitoria,
considerando defeitos tipo curto-circuito com saida de linhas de transmissio e
principalmente para analises de sensibilidade (Frank [25]) de sistemas elétricos de poténcia
gue representam 0s instrumentos necessarios para o controle preventivo. Dentro da mesma
linha proposta nesta pesquisa, que consiste no controle de segurancga através da andlise de
sensibilidade por redes neurais, pode-se citar a referéncia (Chauhan ez al. [11]), porém com
énfase na seguranca baseada na andlise do colapso de tensdo, enquanto esta pesquisa tem
como énfase a andlise de sensibilidade da margem de seguranca. Outros trabalhos que
antecederam a este somente tratavam apenas da andlise de estabilidade usando redes
neurais (Marchiori [48], Minussi & Silveira[51], Silveiraer al. [64], Park et al. [61], Pao &
Sobajic [60]).

As redes neurais S80 recursos importantes para tratar o problema do controle
preventivo considerando que, uma vez concluido o treinamento (atividade off-line), as
andlises podem ser concluidas quase que sem esforgco computacional (basicamente 0s
célculos com a entrada e a saida da rede neural), e podem ser usados para aplicactes em
tempo real. E enfatizado (Lotufo e al. [43]-[45]) que o célculo da sensibilidade ¢ efetuado



sem esforco computacional e também que para obter o modelo de sensibilidade por
procedimentos convencionais, envolve grande quantidade de calculos matriciais
complexos, consumindo muito tempo, principalmente para aplicagdes de sistemas de

grande porte.

A rede neural usada é uma ndo-recorrente de multiplas camadas com
treinamento através do algoritmo retropropagacdo (RP) (backpropagation) (Werbos [79]).
A taxa de treinamento do RP é gjustada por um controlador nebuloso (Arabshahi et al. [3],
Lopes [39]) (baseado nos conceitos da logica nebulosa) (Terano e al. [74]) monitorando o
erro global (e a variacdo do erro global) durante o treinamento e, também, pelo ajuste dos
parémetros inclinagdo (subida) e translacdo da funcdo sigméide conforme referéncias
(Stamatis et al. [69], Lopes [39]). E um mecanismo que visa melhorar a precisio dos
resultados, como observado em (Lopes [40], Lopes et al. [41]-[42)]). As varidveis usadas
no treinamento s&o variaveis causais de um problema de andlise de estabilidade transitéria
(poténcias nodais ativa e reativa) que sdo os estimulos de entrada da rede neural e as
margens de seguranca que sdo os estimulos de saida da rede neural gerados usando o
método PEBS (Potential Energy Boundary Surface (Athay et al. [4]), Superficie Limite de
Energia Potencial, no portugués), versdo para uso em microcomputador. A margem de
seguranca, representada em fun¢éo da energia total, pode ser interpretada como sendo uma
medida da “distancia’ em relacdo a condicéo de instabilidade do sistema. O modelo de
sensibilidade é referido a relacd da margem de seguranca e a poténcia elétrica nodal.
Assim, pode ser estimada a realocacéo de gerac@o e o corte de carga necessarios para obter
0 estado seguro do sistema, isto é o0 nivel considerado adequado para estabilidade

transitoria

1.2. MOTIVACAO PARA A PESQUISA PROPOSTA

A pesguisa proposta tem por objetivo, entdo, o desenvolvimento de ferramenta
para a determinagdo de um modelo de sensibilidade (entre a margem de seguranca e a



mudanca do perfil de geracéo / carga do sistema), via redes neurais, para uso no controle
preventivo dindmico, ou sgja, levando-se em conta a edtabilidade transitéria de sistemas
elétricos de poténcia. Trata-se, por conseguinte, de um mecanismo que visa auxiliar na
prevencdo, ou pelo menos, minimizar os efeitos de blackout.

A ocorréncia de blackouts é um tanto rara, ou seja, possui uma probabilidade
pequena, contudo quando ocorre pode levar a sérios riscos colocando em perigo os
equipamentos e pessoas pela abrangéncia do caos em consequéncia, principalmente, aos
sistemas serem que quase totalmente interligados, e o cotidiano das cidades serem
extremamente dependentes da energia elétrica. Apesar da probabilidade de ocorréncia ser
pequena, tem ocorrido com uma certa freqiéncia principal mente nos ultimos anos (vide os
ocorridos nos Estados Unidos e Canada, Itdlia, e mesmo Brasil) (Novosel ef al. [56]), cujos
estudos estéo se intensificando para se descobrir as principais causas e também proporem
solugdes para evitar ou mesmo minimizar os efeitos catastroficos de tal ocorréncia.

Neste sentido, a seguranca e a confiabilidade dos sistemas se fazem necessérias
de uma forma bastante eficaz para evitar prejuizos materiais entre outros (Mountford &
Austria [54], Taylor [73]). Para atender populagdes cada vez maiores, os sistemas de
energia elétrica cresceram em tamanho e distancias, pois os grandes centros consumidores
estdo longe dos centros produtores independente do tipo de combustivel usado para
geracd0. As vezes também o investimento em linhas e geragdo ndo tem acompanhado o
crescimento da populagdo, sobrecarregando linhas e geradores, e isto pode levar a
ocorréncia de problemas associados a outros fatores, entre eles adversidades climéticas
(Novosd et al. [56]).

Os grandes distUrbios estdo quase sempre associados a contingéncias
decorrentes principalmente de saida de linhas de transmissdo e / ou de geradores, que
originalmente podem provir de descargas atmosféricas, situagdes climaticas anormais,
como um calor extremamente intenso, que altera os cosumes (elevacdo da carga em
consegliéncia ao uso intenso de aparelhos de ar-condicionado num periodo curto e portanto
as vezes ndo previsto no sistema previsor), falhas em egquipamentos, e também a capacidade
térmica das linhas de transmissdo além da capacidade elétrica (Grudinin & Roytelman



[26]). A ocorréncia simultanea de muitos destes fatores tem levado a ocorréncia dos ultimos
blackouts (Novosel et al. [56]).

A interligagdo de sistemas elétricos caracteriza-se como um agente que melhora
a confiabilidade, entre outras vantagens, mas com o0 crescimento dos sistemas, da
populacdo e dos costumes (uso intenso de energia elétrica), o problema causado por um
defeito, que poderia ser local, também cresceu, pois expande-se rapidamente através das
interligagdes atingindo as vezes todo o sistema, (Amin [1]).

Na impossibilidade do sistema responder a ocorréncia de um defeito pode levar
a desligamentos totais ou parciais e em consequéncia da interligagdo, o problema se
expande rapidamente atingindo grande parcela da populacgo. A introducéo de fungdes de
controle centralizadas para atuar de maneira eficaz ou que venham a amenizar as
consequiéncias da probabilidade de ocorrer uma emergéncia se faz necessaria e urgente
(Grudinin & Roytelman [26]). Estas fungdes estdo associadas a seguranca e a estabilidade
do sistema, e a tomada de decisbes on-line, que exige também operadores com experiéncia
e sistemas inteligentes visando auxiliar na tarefa de reconstruir o sistema em poucos

minutos e evitar ou mesmo minimizar prejuizos, bem como outros inconvenientes (Amin

[1D).

Outro fator que deve ser considerado também nos sistemas atuais € a
desregulamentacéo destes, onde geragdo, transmissdo e distribuicdo podem pertencer a
diferentes empresas (Amin [1], Sweet [71]), mas ainda existem controvérsias em estudos
recentes sobre ser este um dos fatores determinantes da ocorréncia de blackouts conforme
referéncias (Kezunovic et al. [33], Horovitz & Phadke [29]).

Muitas propostas de introduzir alguma fungdo on-line para minimizar este
problema tém sido feitas desde o trabalho de Fink & Carlsen [19], no qual ja existia o derta
dos sistemas estarem funcionando no limite de suas capacidades, até mais recentes como 0s
trabalhos de Horovitz & Phadke [29] que enfatiza a necessidade de melhoramento da
protecdo, e Novosel ef al. [56] que propdem uma sequéncia de passos para prevenir e
corrigir os efeitos decorrentes da ocorréncia de um blackout.



A proposta desta pesquisa consiste em incorporar, na fungdo controle

preventivo, o controle preventivo dindmico, ou sgja, € uma atuagdo quase on-line, usando

redes neurais artificiais, tomando as devidas providéncias, o redespacho de geragéo e/ ou

corte de carga. Desta forma, uma parcela menor da populagéo seré prejudicada, podendo a

ndo desencadear grandes desligamentos ou ilhamentos de parte do sistema elétrico

interligado.

1.3. CONTRIBUICOES

Assim sendo, as principais contribuicdes deste trabalho podem ser destacadas

da seguinte forma:

1)

2)

3)

4)

desenvolver uma metodologia, baseada em redes neurais, para analisar a estabilidade
transitoria, considerando defeitos tipo curto-circuito com saidas de linhas de
transmissdo e, principalmente, para andlise de sensibilidade de sistemas elétricos de
poténcia que representam instrumentos necessarios para o controle preventivo;

a rede neural usada € uma ndo-recorrente de multiplas camadas com treinamento
através do agoritmo retropropagacdo (backpropagation). A taxa de treinamento do RP
€ gjustada por um controlador nebuloso (baseado na logica nebulosa (Kartalopoulos
[31], Terano er al [74]) monitorando o erro global durante o treinamento, e uma
segunda rede neural com o controle adaptativo da inclinagéo e translacéo da fungéo
sigmoide;

o célculo da sensibilidade é efetuado sem esforgco computacional, pois para obter o
modelo de sensibilidade por procedimentos convencionais envolveria grande
guantidade de cédlculos matriciais complexos, consumindo muito tempo,
principalmente para aplicagdes de sistemas de grande porte;

O desenvolvimento da metodologia neural para a estimagdo da sensibilidade visa,
principalmente, realizar estudos em problemas de estabilidade transitoria. Contudo, €



uma metodologia adequada para o estudo de uma série de problemas encontrados em
varias &reas do conhecimento humano, em especial, aqueles em que os modelos sdo
desconhecidos. Trata-se, portanto, de um tema que deverd ser objeto de investigacbes

futuras.

Este texto estd organizado em capitulos e apéndices, cujos contelidos sdo assim
descritos:

Capitulo 2. S80 apresentados o0s estados de operacdo dos sistemas de energia elétrica e
como estes se inserem dentro da proposta deste trabal ho.

Capitulo 3.  Apresenta-se 0 modelo do sistema e a andlise de estabilidade transitoria.
Capitulo 4. E apresentado o controle preventivo dindmico.

Capitulo 5. Apresentam-se 0s principais conceitos sobre a rede neural proposta,
destacando o agoritmo de aprendizado retropropagagéo.

Capitulo 6. E apresentada a andlise de sensibilidade, por redes neurais, proposta nesta
pesguisa.

Capitulo 7.  Apresenta-se a defini¢do dos padrBes de entrada e de saida da Rede Neural.

Capitulo 8. S80 apresentados os resultados para dois sistemas elétricos, um sistema teste
de 3 maguinas e um sistema real de 10 méaguinas, e primeiramente para duas
funcdes ndo-lineares, cujos resultados séo conhecidos.

Capitulo 9. 'S80 apresentadas as conclusdes.

Capitulo 10. Encontram-se relacionadas as referéncias bibliogréficas.
Apéndice A. Contém os principais conceitos sobre redes neurais artificiais.
Apéndice B. Contém os principais conceitos sobre l6gica nebulosa.

Apéndice C. E apresentado o algoritmo computacional para o célculo da margem de
seguranca.



Apéndice D. S80 apresentados os dados dos sistemas de energia elétrica sob estudo: (1)
sistema de 9 barras, 9 linhas de transmisséo e trés geradores; (2) sistema sul-
brasileiro composto por 45 barras, 73 linhas de transmissdo e 10 maquinas
sincronas.

Apéndice E. Contém os artigos completos publicados / aprovados para publicacdo que
est&o relacionados com a pesquisa de doutorado.



CAPITULO 2

ESTADOS DE OPERACAO DO SISTEMA

2.1. INTRODUCAO

Neste capitulo apresentam-se 0s principais conceitos sobre os estados de
operacdo e de andlise de seguranca de sistemas de energia elétrica. Sdo abordados os
principais estados operativos do sistema e transi¢cdes de estado proporcionadas pela atuagdo
de acBes de controle. Sdo abordados, também, os fendmenos associados a operagcdo e aos
estudos que devem ser realizados (andlise de estabilidade transitoria, estabilidade de tensdo,
etc.). Este capitulo esta sendo apresentado com o propdsito de situar a proposta da pesguisa
de doutorado dentro do contexto do controle preventivo de sistemas de energia elétrica.

2.2. ESTADOS DE OPERACAO DOS SISTEMAS DE ENERGIA ELETRICA

A andlise de seguranca € a responsavel pela realizagdo dos estudos destacados
na Figura 1. Estes estudos abrangem a maioria dos problemas associados ao funcionamento
dos sistemas de energia elétrica. Grande parte das metodologias destinadas a andlise de
seguranca disponiveis na literatura especializada fazem suas inferéncias baseadas em
indices que medem a severidade dos efeitos impostos a0 sistema em consequéncia da

ocorréncia de defeitos. Visando estabelecer formas para interpretar tais efeitos, Dy Lyacco
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[14] propds a divisdo do funcionamento de sistemas elétricos de poténcia descritos por

cinco estados operativos principais:

1) normal,

2) deaderta;

3) deemergéncia;
4) in extremis,

5) restaurativo.

Todos estes estados sdo caracterizados pelo atendimento ou ndo das restrices
de igualdades (F) (equaches algébricas e diferenciais) e das restricdes de desigualdades (/)
gue descrevem o funcionamento do sistema. As restrigdes de igualdades representam as leis
fisicas que regem a operacdo (por exemplo: balanco de poténcia), enquanto que as
restricbes de desigualdades estdo associadas as violagOes operativas e de seguranca. O
balanco de poténcia corresponde em observar que a geragao total deve suprir a cargatotal e
as perdas elétricas associadas aos va&rios equipamentos da rede elétrica. As inequagdes (ou
restrices de desigualdades) representam os limites fisicos dos equipamentos elétricos, por
exemplo, os limites de correntes, de poténcias elétricas que transitam nos sistemas de
transmissdo e de distribuicdo, das tensdes nodais, entre outros (Kirchmayer [34]). Em
resumo, estes estados séo evidenciados através da observacdo do cumprimento ou ndo das
equacdes e inequacdes que governam os sistemas elétricos. As transicdes de estados sdo
estabelecidas em funcdo da aplicacéo de aghes corretivas que sdo 0 redespacho de geragéo,
corte de carga, chaveamento de equipamentos elétricos, regjuste do perfil de tensdo nodal,
uso de mecanismos compensadores (FACTS, etc.) entre outros. Como ilustracdo, tomando-
Se 0 caso em gue uma determinada linha esteja com seu limite violado (excesso de corrente
elou diferenca angular expressiva), pode-se resolver este problema, a principio, através de
um redespacho de gerac3o. E evidente que este processo deve ser realizado com os devidos
cuidados e com o uso de técnicas apropriadas (por exemplo, via otimizacéo).

Na Figura 1 (Dy Liacco [14]) €, portanto, apresentado um esguema mostrando
0s varios estados operativos e suas transi¢des (Dy Liacco [14], Pavella et al. [63]). Estes
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estados s&o caracterizados pelas seguintes condic¢des operativas, de acordo com as seguintes

convengdes (Dy Liacco [14]):

E = aendimento das restri¢ces de igualdades;
I = aendimento das restricdes de desigualdades;
E = nao atendimento das restricdes de igualdades;
I = nao atendimento das restricdes de desigualdades.
T T T T T T T T T T T T |
: Estado Preventivo ]
|
| ENT o
| Normal [
| =
I Maximizar a economia e minimizar o efeito de contingéncias incertas I (%’
| |
| |
| |
I |
—_— — — — _-:____
jm——————ft——————— | I \ controle preventivo
|
I N L |
: Restaurativo ] | A?lerta | o
| ::> Trocado controle | =
: Surto de dri;crgnl 28G80 | I Preventivo x Controle I g’
| % E1) . __coretivo  E 1) | C
| L |
| | [ I |
I | controle emergencial
I | ~ (corretivo)
[ [ a
: In Extremis | Protecdes Emergéncia '8
[ Interrupcéo total ou Sobrecargas, subtensdes, c
| | A —
parcid do servico Mudanca de subfreqiiéncia,
: ET) ! dvisode \_instabilidades...” / g
|_Sistema ndo intacto_; “*% =
F : LimitagGes de igualdade I:> Ac0es de controle e/ou Protecéo
[ : LimitacOes de desigual dade I:> Disturbios Previsiveis ou Imprevisiveis

Figura 1. Estados de operacéo dos sistemas de energia elétrica e seus estados de transicéo.
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Por conseguinte, os estados basicos sdo assim descritos:

Estado Normal

Alerta

Emergéncia

Restaurativo

In Extremis

. atende aos trés conjuntos de restricdes. Ocorrendo alguma das

contingéncias selecionadas ainda ndo passa para 0 edado de
emergéncia.

. as restricOes de carga e operagdo sdo obedecidas e nem todas as de

seguranca (conjunto de contingéncias pré-selecionadas, as mais
provaveis). O sistema ainda estd intacto, mas ocorrendo aguma
contingéncia selecionada pode levar para 0 estado de emergéncia.
AcOes preventivas podem ser tomadas para levar 0 sistema para o
estado normal.

: S80 violadas as restricdes de operacéo possivelmente por consequéncia

de uma contingéncia, ocasionando o desligamento de um componente
do sistema, mas mesmo assim o sistema ainda continua intacto. Este
estado pode evoluir para o de alerta ou para o restaurativo onde partes

do sistema s&o desligadas.

: apos a eliminacdo de uma emergéncia quando h& desligamento de

componentes do sistema. As restricdes de operagdo Sd0 entéo
satisfeitas mas 0 sistema ndo esta mais intacto. Quando se passa do
estado de emergéncia para o restaurativo, pode haver, por exemplo, o

alivio de carga.

. as restricOes de igualdade e desigualdade ndo séo satisfeitas, o sistema

ndo estd mais intacto, isto € muitas partes do sistema foram perdidas.
AcOes de controle de emergéncia devem ser tomadas para salvar do
colapso tota (blackouts). Caso ndo for possivel, passa para o estado

restaurativo, onde a prioridade € reconectar o sistema.
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2.3. INSERCAO DA PESQUISA PROPOSTA EM ANALISE E CONTROLE DE
SEGURANCA

A pesquisa proposta insere-se no contexto do controle preventivo. Mais
especificamente no controle preventivo dinadmico, ou seja, sGo considerados 0s aspectos
dindmicos associados a estabilidade transitoria do sistema. Considera-se, também, a
estabilidade transitoria de primeira oscilagdo, cuja modelagem é representada pelo modelo
classico (Anderson & Fouad [2]).

Tem-se como objetivo, a partir da andlise de estabilidade transitoria para 0s casos
em que contingéncias podem conduzir a instabilidade ou provocar oscilagfes acentuadas
nos angulos das maquinas sincronas gque potencialmente podem ocasionar instabilidade no
sistema elétrico, desenvolver estratégias (agcBes) que possam promover a transicdo de
estados criticos para o estado normal, em especial do estado de alerta para o estado normal.

Nesta pesquisa, 0 mecanismo para a realizacdo datransicdo de estado é baseado
no modelo de sensibilidade da margem de seguranca do sistema em relacdo as acOes de
controle correspondentes a realocacéo de geracdo e, em casos extremos, ao corte de carga.
Deste modo, pretende-se desenvolver o modelo de sensibilidade por redes neurais (assunto
a ser abordado nos Capitulos 5 e 6). Evidentemente, conhecendo-se o modelo de
sensibilidade pode-se, entéo, determinar os locais (barras) e os valores a serem modificados
das poténcias nodais, por exemplo, empregando algum método de minimizacéo disponivel
na literatura especializada (otimizagéo linear ou ndo-linear, programagédo evolutiva (Padhy
[58], Singh & David [66], Song & Irving [68]), redes neurais (Cichocki & Unbehauen
[12]), inteligéncia coletiva (Kennedy & Eberhart [32]), etc.). Contudo, nesta pesquisa ater-
se-a exclusivamente ao desenvolvimento do modelo de sensibilidade por redes neurais,
deixando a aplicagdo otimizada para trabalhos futuros.
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Dados do Sistema
* configuragao;

* par@metras,

* conjunto de contingéncias;
* etC.

Proxima Contingéncia

Chave (off): k=0

'

Analise de Estabilidade
Transitoria Pelo Método da
Energia
+ Célculo do indice de Estahi-
lidade Transitéria (Margem

de SegurancaM).

Calculo da Sensibilidade
Por Redes Neurais

indice de

Estabilidade (M)
Indica

Ingabilidade ?

Chave (on): k=1

Ultima
Contingéncia ?

Ac¢ao de controle
<4— ¢ Redespacho de Geragéo;
e CortedeCarga.

Retornar ao Inicio da
Lista de Contingéncias

Figura 2. Diagrama esquemético do controle preventivo dinédmico.
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Na Figura 2 € apresentado o esquema basico do trabalho proposto, basicamente
restringindo-se ao desenvolvimento de um sistema neural para o caculo de sensibilidade
(andlise de sensibilidade). A chave, identificada pelo parametro &, € usada para informar
sobre o0 estado de sobrecarga (existéncia de indices de estabilidade inferiores a um valor

limite) do sistema, de acordo com a seguinte convengao:

0O, sistema sem sobrecarga;
o, .
1L, sistema com sobrecarga

Assim, o0 algoritmo deixa de executar a correcéo de seguranca quando a chave &
estiver no estado aberto (off).

Este esquema mostra que toda vez que uma contingéncia indica sobrecarga do
sistema, deve ser gerada uma restricdo associada. O indice de estabilidade transitoria seré
considerado, nesta pesquisa, representado pela margem de seguranga M ([Pai [59]), como
abordada no Capitulo 3. Uma vez executada a andlise de estabilidade e realizado o céculo
da sensibilidade (por redes neurais), deve-se calcular as alteractes (realocacdo de geragéo)
do estado de geracdo nominal, assim como, se necessario, o corte de carga. Estas alteraces

sobre o perfil de geracdo / carga séo determinadas, quase sempre, por processo de

otimizag&o.

2.4. CONCLUSAO

Foram apresentados neste capitulo os estados de operacdo dos sistemas de
energia elétrica baseados na classificagdo proposta por Dy Liacco [14], e como o trabalho
oraem curso se insere dentro destes estados, justificando a presente proposta aravés de um
diagrama de blocos como mostrado na Figura 2. O modelo neural serd desenvolvido nos
Capitulos 5 e 6. Tratase de uma concepcdo baseada numa rede neural feedforward
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multicamadas com treinamento supervisionado (caracterizado por estimulos de entrada e de
saida). O treinamento € redlizado usando uma versdo do agoritmo retropropagacéo
(Werbos [79]) com controlador nebuloso (Lopes [39]) e adaptacdo de parémetros da funcdo
néo-linear (Stamatis et al. [69], Lopes [40]) para proporcionar maior capacidade de
obtencdo de solugbes (maximizagdo do espaco de busca) e como conseqiéncia reduzir a
probabilidade de ocorréncia de paralisia, se comparado a formulagdo convencional do

retroprogacdo (Werbos [79]).
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CAPITULO 3

MODELO DO SISTEMA E ANALISE DE ESTABILIDADE TRANSITORIA

3.1. INTRODUCAO

Apresenta-se, neste capitulo, 0 modelo que descreve a dindmica do sistema de
energia elétrica, considerando-se as grandes oscilagdes (grande aumento de carga, saida de
equipamento elétrico de operacdo, curto-circuito, etc.). Trata-se do modelo da maquina
sincrona e sua integracdo ao sistema. Este modelo é representado por equacdes algébricas e
diferenciais ndo-lineares. A andlise deste modelo permite inferir sobre a estabilidade do
sistema. Os defeitos a serem considerados sdo curtos-circuitos trifasicos combinados com a
saida das linhas sob defeito. Considera-se a andlise de estabilidade de primeira oscilacéo,
gue é uma hipitese em que se pode empregar o chamado modelo classico (Anderson &
Fouad [2], Fouad & Vittal [24], Pai [57], Pavellaet al. [63]). Posteriormente, € apresentado
o critério de andlise de estabilidade transitoria, baseado no conceito de energia e margem de

seguranca.

A opcdo por esta abordagem mais simples de modelo deve-se ao fato de que,
para extrair o conhecimento deste problema, via redes neurais, faz-se necessério impor uma
rotina de dados que constitui a fase de treinamento da rede. Estes dados devem conter
informagdes quantitativas e qualitativas de cada uma das contingéncias. Para efetivamente
congtituir uma boa capacidade de generalizacdo (andlise de situacbes ndo previstas nos
casos simulados), faz-se necesséria a utilizagdo de um grande nimero de dados de entrada
e de saida para a fase do treinamento da rede neural. Para atender estas caracteristicas,

somente podem ser proporcionados quando se utilizam os métodos diretos de andlise, mais
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especificamente, os métodos de energia (Athay er al. [4], Fouad & Vittal [24], Pai [59],
Pavellaer al. [63]).

Estes métodos, embora tenham apresentado grande evolugdo nos ultimos anos
(Colvara [13]), ainda ha caréncia de resultados préticos para modelos mais elaborados
(Stott [70]). Deve-se destacar que a simulagdo (resolucdo do sistema de equagdes algébricas
e diferenciais ndo-lineares e exame das solucbes obtidas) € considerada, pela literatura
especializada, um benchmark de andlise de transitorios eletromecanicos.

Nesta metodologia, pode-se simular qualquer modelo (qualquer que seja a sua
sofisticag@o). Contudo, o grande obstéculo reside na obtengdo somente da andlise
gualitativa, ou segja, a informagdo se 0 sistema é ou ndo estavel para uma contingéncia em
particular. N&o é possivel, a principio, a menos que se empregue o método de tentetiva e
erro, saber quanto estavel ou instavel é o sistema. Além disto, os métodos de simulagéo
consomem grande quantidade de tempo para a anélise, isto porque empregam, entre outras
rotinas, métodos de integracdo numérica, registros das curvas de oscilagdo, e envolvem a
participacdo de um especialista para a conclusdo da andlise, tudo isto efetuando uma

simulag&o por vez.

Em vista disto, neste trabalho, sera abordado o problema da andlise de
estabilidade transitoria através de redes neurais, levando-se em conta o modelo cléssico. Os
dados de entrada e de saida serdo fornecidos por um programa computacional que foi
implementado baseado na proposta apresentada na referéncia (Fonseca & Decker [21]), que
€ uma metodologia que emprega a resolucéo das equactes diferenciais (método indireto) e
0 método da energia (método direto).

Este método &, portanto, hibrido e iterativo pois fornece o calculo da margem
de seguranca (e o tempo critico) do sistema para uma lista preestabelecida de contingéncias.
Os resultados sdo bastantes precisos, cujos erros observados sd0 apenas procedentes de
arredondamentos e da toleréncia adotada.

Quando se empregam o modelo cléssico e um método de andlise fundamentado
na funcdo energia do sistema, a representagdo dos angulos das méquinas sincronas,
referidas ao Centro de Angulos (CA) (Pai [59]), constitui a melhor opcéo (Athay e al. [4]),
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visto que as perdas elétricas, que sdo o grande obstéculo para a aplicacdo dos métodos da
energia, podem ser mais facilmente incorporadas no modelo. Esta serg, entéo, a dternativa
a ser seguida nesta pesquisa.

3.2. MODELO DA MAQUINA SINCRONA

As equacOes que descrevem o comportamento dos geradores sdo conhecidas
como equacdes de oscilagdo. S0 equagdes diferenciais que consideram, por exemplo, as
posi¢cbes angulares das maquinas, a velocidade de resposta ao distlrbio, se este for
equilibrado ou desequilibrado (Elgerd [16]).

Considere, portanto, um sistema composto de »s méquinas sincronas, sendo que
PT; é a poténcia mecéanica do eixo da turbina e PG; é a poténcia elétrica gerada. Se edtas
duas poténcias forem iguais, desprezadas perdas, o gerador estard funcionando com
velocidade sincrona constante. Caso contrario, se existir uma diferenca, esta diferenca sera
usada para mudar a energia cinética ou a velocidade e dominar o conjugado de

amortecimento nos enrolamentos de amortecimento.

A equacdo matematica de acordo com as referéncias Elgerd [16] , Kundur [35]

e Venikov [75] é escrita como:

PT, - PG, = %(Wcini) + Pd, (3.2.1)
sendo:
Wein; A energiacinéticatotal do gerador mais turbina
= (LZ)Z wein/ (32.2)
f
1o = freqUéncia nominal do sistema;
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Pd,

.0
Wein;

poténcia referente as perdas.

energia cinética da i-ésima méguina sincrona medida na fregiéncia

nominal.

A freguéncia f; pode ser expressa, considerando-se as variages em torno da

freqUiéncia nominal, da seguinte forma:

fi=f’+ 0 (3.2.3)

Entao:

0 .
Wein; (f;oAfl ) Wein/” (3.2.9)

{1+2 A—J:;' + (A—J:;')Z} Wein’
AR

Como as variagdes de freqiéncia 4Af; S0 pequenas, pode-se usar a seguinte

aproximagao:

Wein, O {1+2 A—J:;'} Wein,” (3.2.5
S

A derivada temporal da energia cinéticatotal da i-ésima méaguina sincrona pode
ser expressa por (Elgerd [16]):

d 2Wein? d
_ [ i) = . i 2
” (Weciny) y 0 Lf; (3.2.6)
Como (Elgerd [16]):
1
A = — AS (3.2.7)
27
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d d 1
—40F = —{—A 3.2.8
dt Vi dl{ 27 I} ( )
= i d_él (3.2.9
2t dt
sendo:
a = posicdo angular do rotor em relagdo a uma referéncia que gira de modo

sincrono.

Substituindo (3.2.9) em (3.2.6), obtém-se:

Wcin,—o d’ o;

Cl (Weiny) = 7 5
dlt mf’  dt

(3.2.10)

Deve-se observar que, havendo desvios da velocidade do rotor em relagdo a
velocidade sincrona, haverd a indugdo de correntes nos enrolamentos de amortecimento do
rotor, as quais causam forgas que tendem a impedir os movimentos. Este conjugado tende a

crescer com a velocidade relativa 99 i detal formaque:

do;
Pd; = D; dt’ (3.2.11)
sendo:
D; = um pardmetro positivo da méguina, denominado constante de amortecimento do
rotor.

Considerando as equacdes (3.2.10) e (3.2.11), aequagdo (3.2.1) pode ser escrita
da seguinte forma:

.0 2.5, .
Pr. - pG, = e d?o |, doi (3.2.12)
mf0 dt? dt
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Colocando a equacdo (3.2.12) em pu (por unidade), uma vez que € dada em MW,
cuja base adotada é a poténcia nominal dai-ésima méquina sincrona, tem-se:

Hi d20; +D do;

Pm,- —Pe,- = /] (3213)
Tfo dt? dt
sendo:
H; A constante de inércia definida por:
.0
L (3.2.14)
Pri
Pm; A poténcia mecanica de entrada (pu)
Sl (3.2.15)
Pri
Pe; A poténciaelétricade saida (pu)
- PG (3.2.16)
Pri
Pr; = poténcia nominal total dai-ésima maguina sincrona.

Adaptando-se estas equagbes a0 modelo classico, e desconsiderando o
amortecimento, tem-se as seguintes equagdes apresentadas na Secéo 3.3 que descrevem o
comportamento dinamico das maguinas sincronas referidas ao CA (Centro de Angulos).

3.3. MODELO UTILIZADO

O comportamento dinamico da i-ésima maquina pode ser descrito pela seguinte
equacdo diferencial (equacdo de oscilacdo da maguina sincrona) (Anderson & Fouad [2],
Pai [59]):
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sendo:

9i(9)

PCOA

MT

ns

d20i

o g(6)=0, iON (3.3.1)
Pm,- —Pe,- _M PCoA (332)
MT
2H;i
W s ’
velocidade sincrona (rad. elét/s)

2mfo;
angulo do rotor dai-ésima méguina sincronareferidaao CA (rad. elét.)
51' - 5),

angulo do rotor da i-ésima méquina sincrona medida com relacdo a uma

méguina que gira a velocidade sincrona (rad. elét.);

> Mo,

FON
poténcia acelerante do CA

_ DZN (Pm; = Pey);
J

> M;
jON

{1,2 ..,ns5}

conjunto de indices das maquinas que compdem o sistema;

nimero de maquinas sincronas.

A poténcia elétrica usada na equacdo (3.3.2), considerando-se as

simplificagBes introduzidas no modelo classico, pode ser calculada de vérias formas. Uma

delas e mais comum consiste em redlizar o calculo, a partir da matriz de admitancia
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reduzida as barras internas de geracdo, como proposto em (Anderson & Fouad [2], Pai
[59]). Trata-se de um procedimento rapido do calculo da poténcia elétrica, principalmente,
guando esta se refere a condicgo de defeito (periodo de permanéncia do curto-circuito) e
pos-defeito (eliminacdo do defeito com saida da linha de transmissdo), empregando o
método proposto nareferéncia (Minussi & Freitas[50]).

3.4. ANALISE DE ESTABILIDADE TRANSITORIA

O diagnostico da estabilidade transitéria de sistemas de energia elétrica,
considerando-se uma contingéncia de indice r, pode ser efetuado utilizando-se o critério da
margem de seguranca (Pai [59]):

M, = (Fcrity — FEey) (34.1)
FEcrity

sendo:
Ecrit,= energiatotal criticado sistema;

Ee, = energiatotal do sistema avaliada no instante de eliminacéo do defeito (ze).

A energia critica (Lcrif), assim como 0 tempo critico (fcrif), poderdo ser
determinados através do método PEBS (Potential Energy Boundary Surface — Superficie
Limite de Energia Potencial) (Athay et al. [4], Fonseca & Decker [21]), ou por outro
procedimento que apresente um resultado similar, principalmente com relagéo a preciséo.

Ressalta-se que quando sdo consideradas as condutancias de transferéncia, a
expressdo (3.3.2) ndo se caracteriza como uma forca potencial (Minussi & Freitas [50]),
conseguentemente, ndo € possivel determinar uma funcdo energia potencial do

sistema — representada pela primeira integral do movimento (equacéo (3.3.1)) — que se
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congtitui como dependente do caminho de integracdo. Porém, neste trabalho, o termo
energia total do sistema serd utilizado sempre que houver referéncia a funcdo tipo energia
Por conseguinte, a energiatotal, relativa ao sistema (3.3.1), € dada por (Athay et al. [4], Pai
[59]):

E(6, &) =Ep(8) + Ec(w (34.2
sendo:
Ec(«) A energiacinética
1 2
2 ;0N
Ep (8) A energiapotencial
0i
== 3 [ [ g(9déb;]. (34.9

Entdo, a estabilidade transitdria para a r-ésima contingéncia pode ser avaliada,

via margem de seguranca, da seguinte forma (Pai [59]):

* M, >0, osistemaé considerado estdvel, do ponto de vista da estabilidade transitéria;

* M, <0, o sistema é considerado instavel, do ponto de vista da estabilidade

transitoria

3.5. CONCLUSAO

Foram apresentados, neste capitulo, 0 modelo geral da méaguina sincrona (para
fins da andlise de estabilidade de primeira oscilagdo), bem como o modelo do sistema
utilizado neste trabalho baseado no modelo classico, com as justificativas para este uso.
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Apresentaram-se, também, as equagdes utilizadas para a andlise da estabilidade transitéria
em funcdo da margem de seguranca, que é o modelo utilizado nesta pesquisa. Este modelo
sera a base para o desenvolvimento do modelo neural para o célculo da sensibilidade da
margem de seguranca com relacdo as varidveis de entrada (poténcia mecanica e poténcia
das barras de carga). Este assunto serg, entdo abordado nos capitulos subseqguientes.
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CAPITULO 4

FORMULACAO BASICA DO CONTROLE PREVENTIVO DINAMICO

4.1. INTRODUCAO

O Controle Preventivo Dindmico, também chamado de Controle ou Correcéo de
Seguranga, € uma atividade que visa eliminar, ou pelo menos atenuar os efeitos de
perturbacdes, se houver violagdo de seguranca. Estes efeitos estdo associados a saidas de
equipamentos, curto circuito, etc., que podem provocar a perda da estabilidade do sistema.
A Corregdo de Seguranca Estética tem sido investigada ha algum tempo, o0 que ndo
acontece com a correcao de Seguranca Dindmica gque ainda ndo dispde de bibliografia farta.
Neste capitulo, apresenta-se a formulagcdo basica do controle preventivo dindmico com

vistas a0 emprego de redes neurais como abordado nos capitulos subsequentes.

4.2. ESTADO DA ARTE

O controle preventivo dindmico, ou sga, considerando-se a andlise de
estabilidade transitoria, tem sido abordado, na literatura especializada, basicamente usando

duas metodologias:
» metodologias cléassicas,

» inteligéncia artificial, em especial, as redes neurais artificiais.
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Nas metodologias classicas estdo incluidas as técnicas de andlise de sensibilidade
a partir dos métodos da energia (Bettiol [8], Fonseca & Minussi [22], Fouad & Jianzhong
[23], Fouad & Vittal [24], Minuss & Freitas[50], Oliveira[57], Pavellaer al. [63], Singh &
David [66], Takaueet al. [72], Vitta et al. [76], Xue et al. [81], entre outros).

Nas metodologias baseadas nas redes neurais, ha dois enfoques: (1) emprego das
redes neurais para avaliagdo da estabilidade transitéria e controle preventivo realizado
usando-se algum outro procedimento para efetivar, por exemplo, o redespacho de geracéo e
/ ou corte de carga (Djukanovic et al. [15], Liu et al. [37]), caracterizando-se como
metodologias hibridas, (2) geracdo de modelo de sensibilidade (Lotufo er al. [43]-[45],
Chauhan & Dave [11]). Contudo, a referéncia Chauhan & Dave [11] emprega um modelo
de senshilidade por redes neurais abordando o problema da estabilidade de tensdo

(Wehenkel [78]). Esta pesguisa de doutorado esta inserida no contexto do item (2).

Assim sendo, nesta pesguisa sera desenvolvida uma metodologia para o cdculo
da sensibilidade de funcdes ndo-lineares desconhecidas por redes neurais. Como pode-se
observar, ha uma reduzidissima oferta de referéncias disponiveis na literatura especiaizada
com este enfoque. E uma proposta que visa desenvolver um mecanismo neural para o
clculo do modelo de sensibilidade, entre a margem de seguranca do sistema, que € o
critério de andlise de estabilidade transitéria empregado nesta pesquisa, € 0 vetor de
poténcias ativa e reativa nodais, e testa-lo em aplicagdes préticas visando estabelecer a
viabilidade desta metodologia. As poténcias nodais permitem a formulacdo de uma
metodologia para a determinagdo de acOes de controle usando-se o redespacho de geracéo,
bem como, se necessario, 0 corte de carga (em casos extremos). Como parte da fase de
testes, serdo abordados, também, outros problemas académicos de interesse de vérias areas

do conhecimento humano.

Na proxima Secdo (Secdo 4.3) serd apresentada a formulagdo bésica do
problema associado a0 modelo de sensibilidade para a redlizagdo do controle preventivo
dindmico, cuja finalizacdo de todo o processo sera fundamentado nos Capitulos 5 (teoria

sobre redes neurais) e 6 (proposicdo do modelo de sensibilidade por redes neurais) e 8

(aplicacéo).
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4.3. FORMULACAO DO PROBLEMA POR REDES NEURAIS

Considerando-se uma lista composta por S contingéncias, a margem de
seguranga do sistema (equagdo (3.4.1)) deve satisfazer a seguinte relagdo (Minussi & Freitas
[50]):

M = Mmin (4.3.1)
sendo:

Mmin = limite minimo da margem de seguranca do sistema (Mmin = 0).

As acoes de controle devem promover modificagbes nas margens de seguranga,

tais que, as seguintes relacdes sejam satisfeitas (Minuss & Freitas [50]):
ML+ MM, = Mmin ,r=1,2, ..., S (4.3.2)

sendo:

M, = margem de seguranca referente ar-ésima contingéncia.

A mudanca (AM,) necess&ria a correcdo da margem de seguranca pode ser
estimada através da teoria de sensibilidade, de primeira ordem, por (Fonseca & Minussi
[22], Lotufo et al. [43]-[45]):

MM, O00M, 10X, AX O (4.3.3)
sendo:
oM, 10X = sensbilidade da margem de segurangca com relacéo ao vetor X,
AX = vetor correspondente a mudanca nos componentes do vetor X.
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e, vJ = produto interno dos vetoresu e v n-dimensionais.

O vetor X, neste trabaho, serd representado pela poténcia ativa nodal,
compreendendo a geragao e as cargas do sistema. A obtencdo do modelo de sensibilidade

seratratada no Capitulo 6 , através de redes neurais ndo-recorrentes.

4.4. CONCLUSAO

Neste capitulo foi apresentada a formulagdo matemética genérica referente a
proposta do controle preventivo dindmico baseado na margem de seguranca para utilizagéo
juntamente com as redes neurais na corregdo da seguranca em fungédo do indice considerado
para atingir o nivel de estabilidade. Ou sgja, corresponde ao calculo do vetor oM, /0X
(sensibilidade) por redes neurais (baseada em estimulo de entrada e saida). O uso da rede
neural refere-se ao fato de que se esta buscando obter a derivada parcia de uma fungéo
desconhecida, a qual corresponde, nesta pesquisa, a funcdo margem de seguranca que se
conhece a sua expressdo (3.4.1), porém, ndo se conhece a sua forma, pois ela € dependente
de um grande conjunto de informacfes do sistema (estado, topologia, etc.). Certamente, é
um problema complexo que, se resolvido por redes neurais, os objetivos desta pesguisa
serdo atingidos. A busca de uma aternativa para o clculo para a diferenciacéo de funcbes
desconhecidas sera Util para o problema sob enfogque nesta pesquisa (controle preventivo),
assm como para a resolucdo de uma série de problemas que sdo encontrados no mundo
real, em especia aqueles em que nd se conhecem o0s modelos do sistema que sdo,
geramente, encontrados nas areas de biologia, medicina, agricultura, economia, sistemas

previsionais, etc.
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CAPITULO 5

REDES NEURAIS ARTIFICIAIS

5.1. INTRODUCAO

Neste Capitulo apresentam-se 0s principais conceitos basicos sobre redes
neurais artificiais. O que se pretende é apresentar 0 desenvolvimento de uma arquitetura
neural multicamadas com dimentacdo para frente (feedforward), que € uma das mais
conhecidas estruturas neurais disponiveis na literatura especializada, cujo treinamento é
realizado por uma versdo (com inclusdo de melhorias) do agoritmo retropropagacéo
tradicional (formulagdo bésica) (Werbos [79]). As melhorias incluidas sdo: (1)
controlador nebuloso para a realizagdo do gjuste da taxa de treinamento; (2) guste da
inclinagdo e deslocamento da funcdo sigmbide. O primeiro recurso destinase a
adaptacéo da taxa de treinamento com vistas a reduzir o tempo de treinamento (Jacobs
[30]), ou sgja, € um controlador que busca reduzir o erro de treinamento baseado nos
conceitos da logica nebulosa, enquanto 0 segundo recurso, trata do guste, de forma
semelhante a adaptacdo de pesos do agoritmo retropropagacéo, da inclinagéo e do
deslocamento da funcdo sigmoidal, cujo objetivo é minimizar a possibilidade de
ocorréncia de paralisia e escape dos minimos locais e conseqlientemente, convergir para
um ponto minimo global “com maior facilidade’. Estas providéncias tendem a tornar o
treinamento mais rapido e mais confidvel em comparacéo a formulacédo basica do método
retropropagacdo. Esta versdo do método retropropagacao serd abordada na sequiéncia
com o propdsito de gerar o vetor de sensibilidade da margem de seguranca necessario
para 0 desenvolvimento do controle preventivo dindmico de sistemas de energia

elétrica, como foi estabelecido no Capitulo 4.
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5.2. ESTRUTURA DA REDE NEURAL

Os principais conceitos e definicdes sobre redes neurais séo apresentados no

Apéndice A.

A estrutura neural artificial a ser usada nesta pesquisa corresponde a uma
rede feedforward (direta) multicamadas, conforme € ilustrada na Figura 3, com
treinamento baseado no agoritmo retropropagacdo (Werbos [79]). Como ja
mencionado, nesta pesguisa sera empregada uma formulagdo aternativa do método
retropropagacdo com inclusdo de um controlador nebuloso (Arabshahi ef al. [3]), e um
processo de adaptacdo (Stamatis er al. [69]) da inclinagdo e deslocamento da funcéo

sigméide.
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Figura 3. Estrutura de uma rede neural artificial.

Assim, a saida do i-ésimo elemento (neurénio) (Figura 4) € a combinacdo
linear das entradas x; dos elementos que sdo conectados ao elemento i através dos pesos
w; (Widrow & Lehr [80]):

5= 5 WX (5.21)
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Cada elemento s pode conter um peso bias wy, aimentado por uma entrada

constante extrax,; = + 1.

A sdida linear s; € finalmente convertida em ndo-linearidade tipo relé
(Widrow & Lehr [80]), sigmdide (Fine [18], Widrow & Lehr [80]), entre outras.

Pezos Ao= + 1

) "} Saida

Mao-linearidade

Figura4. Modelo do neurénio artificial.

5.3. TREINAMENTO

Conforme proposto, o treinamento da rede neural escolhida serd através do
algoritmo retropropagacdo que consiste basicamente da apresentacdo de um padréo a
entrada da rede causando uma resposta a saida, passando pela camada intermedi&ria. Na
camada de saida tem-se uma resposta real que serd comparada com a resposta esperada
e, portanto, sendo produzido um erro. Este erro € minimizado da saida para entrada
recalculando 0s pesos dos neurbnios através de um agoritmo de minimizagdo, o
gradiente descendente. O algoritmo converge quando este erro for menor ou igual a uma
tolerancia preestabelecida. De acordo com as principais referéncias (Fine [18], Haykin
[28], Kartalopoulos [31], Widrow & Lehr [80], Wasserman [77]) sdo adotados como

valoresiniciais para 0s pesos, nimeros aeatorios.



O treinamento, via retropropagacdo, € iniciado pela apresentacdo de um
padréo X arede, o qua produzira uma saida Y. Em seguida calcula-se o erro de cada
saida (diferenca entre o valor desgado e a saida). O proximo passo consiste na
determinagdo do erro propagado no sentido inverso, através da rede associada a derivada
parcia do erro quadrético de cada elemento com relagdo aos pesos e, finamente,
gjustando os pesos de cada elemento. Um novo padréo é apresentado, assim, 0 processo
€ repetido, para todos os padroes, até que ocorra a total convergéncia ( | erro | <
tolerancia preestabelecida). Os pesos iniciais sdo normamente adotados como ndmeros
aleatorios. O algoritmo retropropagacdo consiste na adaptacdo de pesos com o0 propdsito
de minimizar o erro quadrético da rede. A soma do erro quadrético instanténeo de cada

neurdnio alocado na Ultima camada (saida da rede) é dada por (Widrow & Lehr [80]):

£2=3 & (5.3.1)
i=1
sendo:
& =d -y,
d; = saidadesgjada do i-ésimo elemento da Ultima camada da rede;

saida do i-ésimo elemento da Ultima camada da rede;

Vi

ns nimero de neurdnios da Ultima camada da rede.

Considerando-se o0 neurdnio de indice 7 da rede, e utilizando-se o método do
gradiente descendente (Widrow & Lehr [80]), o gjuste de pesos pode ser formulado
como (Fine [18], Widrow & Lehr [80]):

Vi(h+1) = V,(h) + 6,(h) (5.3.2
sendo:
0:(h) = —ylL®),
y = parametro de controle da estabilidade ou taxa de treinamento;
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h = representa o indice de iterago;

[J; (h) = gradiente do erro quadrético com relacdo aos pesos do neurdnio i avaliado
emh;
Vi = vetor contendo 0s pesos do neurdnio i
= [WOi Wi Wy ---Wm']T

Na equacéo (5.3.2) a direcéo adotada para minimizar a funcéo objetivo do
erro quadrético corresponde a direcdo contraria ao gradiente. O pardmetro ydetermina o
comprimento do vetor [ 8(4)].

A funcdo sigmdide é definida pelas equacbes a seguir, (Fine [18], Widrow &
Lehr [80]), cujas representactes gréficas estdo contidas no Apéndice A:

y, = fmew(As) (5.3.3)
1+ exp(—Asi)

ou

yo o= (5.3.4)
1+ exp(—Asi)

sendo:

A = constante que determina a inclinagéo da curvay;

Ressdlta-se que o0 espectro da funggo sigmdide y; dada pela equacéo (5.3.3)
ou (5.3.4) é[-1, +1] ou [0, +1], respectivamente.

O agoritmo retropropagacéo € abordado na literatura sob vérias formas com
0 proposito de tornalo mais répido computacionamente. Uma formulacdo bastante

interessante é o algoritmo retropropagagdo com momento Widrow & Lehr [80]), o qual
tem um efeito estabilizador (Haykin [28], Widrow & Lehr [80]).
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Vih+1) = V(h) + AV,(h) (5.3.5)

em que:
AVy(h) =2 y(1 = 1) &(h) X, + 1 AVy(h = 1) (5.3.6)
sendo:
Vy; = peso singptico deinterligacdo entre os neuréniosi ej ;
n = constante de momento variando entre0e1,0<n <1,
g = derivadado erro quadrético (gradiente);
X = vetor deentrada;
0;= aijz (5.3.7)
0s ;
sendo:
s(h) = V() () (538)

Os modos de treinamento podem ser de dois tipos, o chamado seqiencial e o
por lote. O sequiencial € aquele em que o gjuste dos pesos é efetuado apos cada padréo e

0 lote com todos os padrdes ao mesmo tempo (Haykin [28]).

Entdo, efetuando-se o céculo do gradiente como indicado na equacdo
(5.3.2), considerando-se a fungdo sigmdide definida pela equacdo (5.3.3) ou (5.3.4) e o
termo momento, obtém-se 0 seguinte esquema de adaptacdo de pesos (Widrow & Lehr
[80]):

Vi(ht1) =Vy(h) + AV; (h) (5.3.9)
sendo:
AVy(h) =2 y(1=n) B+ 0 AV, (h = 1); (5.3.10)
Vi = peso correspondente a interligacdo entre o0 i-ésimMo e j-ésimo neurdnio;
y = taxade treinamento;
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n = constante momento (0< n7<1).

Se 0 elemento j encontrar-se na Ultima camada, entéo:

B=6¢& (5.3.11)

em que:
g = derivada da funcdo sigmdide dada pela equacdo (5.3.3) ou (5.3.4),

respectivamente, com relacdo a.s;:
= 051(1-y°) (5.3.12)
= Ay, (1 -y). (5.3.13)
Se 0 elemento j encontrar-se nas demais camadas, tem-se:
B=ad S wifp (5.3.14)
kOR(7)
sendo:

R(j) = conjunto dos indices dos elementos que se encontram na fileira seguinte afileira

do elemento j e que estéo interligados ao elemento ;.

O parametro yserve como controle de estabilidade do processo iterativo.

Os pesos da rede sdo inicializados aeatoriamente considerando-se o
intervalo {0,1} (Widrow & Lehr [80]).

O treinamento via método retropropagacao, pode ser efetuado, basicamente,

de duas formas;

* Procedimento 1. Consste em gustar os pesos da rede (considerando-se todas as
camadas), fazendo-se com que hagja convergéncia para cada padréo,
até que se complete o conjunto de padrbes de entrada. O processo

deverd ser repetido até a total convergéneia, i.e., 0 erro quadratico

38



sga inferior a uma tolerancia preestabelecida para os padrdes

considerados.

» Procedimento 2. Este procedimento € idéntico ao primeiro, porém, fazendo-se

somente uma iteracdo (gjuste de pesos) por padréo.

O agoritmo retropropagacéo € considerado, na literatura especializada, um
referencial em termos de precisdo. Contudo, a sua convergéncia € bastante lenta. Deste
modo, gusta-se a taxa de treinamento y durante o processo de convergéncia, visando a
reducéo do tempo de execucdo do treinamento. O gjuste de y é efetuado neste trabalho

via procedimento baseado em um controlador nebuloso (Lopes[39]).

A idéia bésica da metodologia (Lopes [39]) consiste na determinacdo do
estado do sistema definido como sendo o erro global &g e avariago do erro global Agg,
cujo objetivo é a obtencdo de uma estrutura de controle que consiga que o erro tenda
para zero em um numero reduzido de iteragdes, se comparado a0 agoritmo
retropropagagdo convenciona. O controle, nesta pesquisa, € formulado usando os
conceitos de logica nebulosa, cujos principais conceitos encontram-se no Apéndice B. O
erro global &g e sua variacdo Agg sdo 0s componentes do estado do sistema, e Ay € a
acao de controle que deve ser exercida no sistema. Inicialmente, define-se o erro global
(Lopes[39]), Lopeser al. [41]-[42)):

np  ns
g=3 Y¢§ 2 (5.3.15)
j=1i=1

sendo:
& = erro global darede neurd;
np = numero de vetores padrfes darede.

O erro global corresponde ao céalculo de erros de todas as saidas (neurdnios
de saida), considerando-se todos os vetores padrées da rede. O treinamento deve ser
executado utilizando o procedimento 2 (uma iteracdo por padréo). O erro globa é
caculado em cada iteragdo e gustado 0 parametro ), através de um acréscimo Ay

determinado via l6gica nebulosa. Este pardmetro serd utilizado para gjustar o conjunto
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de pesos da rede referente a iteracdo subsequiente. O estado do sistema e a agdo de
controle sd0 assim definidos (Lopes [39]), Lopes et al. [41]-[42]):

E'= [&" 2g']T (5.3.16)
u' = Ay (5.3.17)
sendo:
k = o indice queindicaaiteragéo corrente.

O processo deverd, entdo, ser repetido até que o treinamento seja concluido.
Trata-se de um procedimento bastante simples cujo sistema de controle requer um
esfor¢co adicional bastante reduzido, tendo em vista que o controlador possui duas
variaveis de entrada e uma Unica de saida. O valor # é calculado pelo método da

denebulizacdo (Kartalopoulos [31], Terano ef al. [74]).

A denebulizacdo € um processo onde as fungBes de pertinéncia sdo
amostradas para encontrar seu grau, e entdo este grau é usado na equacdo légica para
definir uma regi&o de saida; a partir disto deduz-se a saida. Dos trés métodos de
denebulizagdo existentes (Kartalopoulos [31]) escolheu-se o do centréide que encontra o
centro de massa da varidvel de saida, isto €, da figura definida pelo conjunto de regras

sobre 0 eixo davariavel de controle.

Cada variavel de estado devera ser representada entre 3 e 7 conjuntos
nebulosos. A varidvel de controle também deverd ser representada com 0 mesmo niimero

de conjuntos nebulosos.

A varidvel £g devera ser normalizada, considerando-se como fator de escala
o primeiro erro global gerado pela rede, ou sga, de indice k = 0. Com esta
representacdo, o intervalo de variagdo de €g deverd estar compreendido entre 0 e +1. Se
a heuristica de adaptacdo estiver devidamente sintonizada, a convergéncia do processo
deverd ser exponencial decrescente. A varidvel Aeg devera variar entre =1 e +1. Se o
processo de convergéncia for exponencial decrescente os valores de Agg deverdo ser

sempre negativos.



Neste caso, embora a escala de Aeg varie entre —1 e +1, deve-se empregar,
no conjunto de regras, um gjuste fino entre —1 e 0. No outro intervalo, o guste podera
ser mais relaxado. Visando estabelecer prioridade de atuacéo do regulador no intervalo
inicial do treinamento, emprega-se uma funcdo exponencial decrescente para corrigir 0s

acréscimos Ay e evitar instabilidade no processo de convergéncia.

5.4. PROCESSO ADAPTATIVO DA INCLINACAO E DA TRANSLACAO DA
FUNCAO SIGMOIDE

Consiste na redizacdo do guste, de forma sistemética, da inclinagdo
(parémetro A) e de trandacdo (parémetro p) da fungdo sigmoéide como proposto na
referéncia (Stamatis et al. [69], Lopes [40]). E um procedimento em que os parametros
A e p sdo adaptados de forma andloga ao que é realizado com relacdo aos pesos da rede
neural, como abordado anteriormente. Neste caso, a regra de adaptacdo usada é a
retropropagacdo. Assim, ndo é introduzida nenhuma complicagdo adicional, exigindo
apenas um numero maior de parametros a serem adaptados. O resultado obtido, contudo
€ bastante significativo, ou sgja, 0 gjuste dainclinacdo da fun¢do sigmdide permite que se
controle o espago de busca de solugbes 0 que efetivamente representa uma melhor
perspectiva de se evitar a paraisia do processo de adaptacéo. A trandacéo da funcéo
sigmoide, também, é uma eficiente aternativa que visa contribuir para que haja maior
garantia que o processo adaptativo convirja para um ponto minimo global. Deve-se
ressaltar que o efeito de trandacdo € mais eficiente em comparacéo ao controle da
inclinacéo sigmoidal. Isto decorre pelo fato de que a tendéncia de melhoria da resposta,
via o controle de inclinagéo, é fazer com que o parametro A seja reduzido para um valor
minimo que é bastante limitado, ou sgja, A ndo deve ser menor, a principio, de 0,4
conforme indicagcdo colhida nas varias experiéncias redizadas. No caso de trandacéo,
ndo halimite imposto. Deve-se ressaltar, ainda, que o agoritmo retropropagacéo realiza

esta sintonia de forma automética.
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Via de regra, tem-se observado que quase sempre se consegue redlizar o
treinamento (completada a convergéncia) usando os dispositivos ora abordados:
controlador nebuloso para o gjuste da taxa de treinamento e a adaptacdo da inclinagéo e
trandacdo da funcdo sigmoide. Porém, como esta metodologia é deterministica ndo se
pode garantir sempre que ocorra a convergéncia. O que efetivamente pode-se dizer, é
gue se trata de um procedimento que tem proporcionado bons resultados, destacando-se

0 caso da previsdo de carga de sistemas de energia elétrica por redes neurais.

(1) Nareferéncia (Lopes ef al. [41]) foi empregado o controlador nebuloso da taxa de
treinamento, cujo resultado proporcionado foi uma reducéo de em torno de 25% no
tempo de treinamento e a reducdo do erro da previsdo (MAPE (Mean Absolute
Percentage FError)) de 7 para menos de 3% em comparagdo ao agoritmo
retropropagacdo convenciona (Werbos|[79]).

(2) Na referéncia (Lopes ef al. [42]) considerando-se o controlador nebuloso e a
adaptacéo de A e p, foram obtidos um erro da previsdo de mesma magnitude como
proporcionada na referéncia (Lopes ef al. [41]) e uma reducdo do tempo de
treinamento ainda maior, ou sgja, o tempo de treinamento foi da ordem de 10 vezes

menor, se comparado ao produzido pelo procedimento convencional.

Y 4 Y A
1 Va7 1 b--sszssszesccccs.
A A [[
Ay
2
P
0 s 0 s
_ﬁj 1 I 1

Figura5. Comportamento dafuncdo sigmoide em funcdo do parametro A (inclinagéo) e
p (trandacéo).
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Figura6. Comportamento da derivada da funcéo sigméide em relacdo aos pesos em

funcdo do parametro A e p (trandagéo).

As Figuras 5 e 6 mostram, respectivamente, os comportamentos da fungéo
sigmoide e da funcdo o (derivada da funcéo sigmoide em relagdo aos pesos) em funcéo

do parémetro A: A1 > A2 >A3>0.

A forma geral das funcbes pos-sindpticas usadas para gjustar a rede neural é
dada por (Stameatisef al. [69]):

Yyi=f(A p I w (5.4.1)

Os parémetros de inclinagdo e trandacdo contém taxas de aprendizagem

correspondentes denotadas por y” e y”, respectivamente.

s (bupPacu Bl

Figura7. Arquitetura neural para gjustes dos parametros de inclinaco e trandacéo da

funcéo pds-sinaptica.



A Figura 7 ilustra a arquitetura neural com ajustes dos parametros de
inclinagdo e trandacdo da funcéo pos-sinaptica, neste caso, a fungcdo sigmoidal (Stameatis
et al. [69]).

O gjuste do parametro de inclinacgo da funcéo sigmdide € dado por (Lopes
[40], Lopeset al. [42)):

A(r+1) = A (r) + 6 (r) (5.4.2)
em que:
6 (r) = -y o)
o () = gradiente do erro quadrético relacionado ainclinagdo do neurénio i;
A A vetor contendo as inclinagdes do neurdnio i;
= [/‘0,‘ /‘],‘ /‘2,- e /‘m-]T.
O gradiente/7" é representado por (Lopes[40]):
0e? , ,
02 (r) = L0 98 -y, Wi _ -2¢; o
0Ai(r) 0Ai 0Ai
em que:

o/ A derivada dafuncdo sigméide relacionada a A,.

A regra geral que define a adaptacdo do parametro de inclinagdo da fungédo

sigmoide é dada da seguinte forma:

A1) = A(r) + 2y B/

Regra gue define o calculo de B8,

Ultima camada B =0o'¢

Demais camadas Bl=a’ 3 w;B/



Similar ao procedimento descrito acima, o gjuste do parametro trandacdo da

funcdo sigmdide é indicado por:

pi(r+1) = pi(r) + 67 (r) (54.3)
em que:
67 (r) = —yPIOP (0l
7P (r) = gradiente do erro quadrético referente ao deslocamento do neurdnio 7;
o) A vetor contendo os deslocamentos do neuronio 7;

s

=[ps pPi Poi oo Pui] -

E o gradiente /J” é calculado da seguinte maneira:

2
) = O g O O
0p;(r) 0p; 0p;

=-2¢ 0/

em que:
o’ A derivada dafuncdo sigmdide, relacionada a p.

A regra de adaptacdo do pardmetro trandacdo da funcdo sigmoéide é
mostrada pela equacdo (Lopes [42]):

pi(r+1) = p(r) + 2y* BF

Regra que define o célculo de 5/

Ultima camada B =0l¢

Demais camadas pf=af 5 w;Bf
5 G0



A regra de adaptacdo dos parémetros de inclinagdo e trandacdo da rede é

calculado de formaiterativa para todo o i-ésimo neurénio.

5.5 CONCLUSAO

Neste capitulo apresentou-se uma peguena revisdo sobre 0s principais
conceitos de redes neurais utilizadas para o desenvolvimento da pesquisa, enfatizando a
estrutura da rede neural e o treinamento, assim como as melhorias introduzidas durante o
treinamento para melhorar o desempenho da rede principalmente em funcéo do tempo de
processamento para aplicagdes em tempo real. Trata-se de uma formulacéo alternativa
do agoritmo retropropagacéo (Werbos [79]) com inclusdo de um controlador nebuloso
(Argbshahi er al. [3], Lopes [39]) para determinar, de forma “6tima’, a taxa de
treinamento. Foi incluida, também, a adaptacdo de pardmetros da funcdo sigmoidal
(inclinaco e deslocamento) (Stamatis er al. [69], Lopes [40]) com vistas a reduzir a
possibilidade de paralisa que, as vezes, ocorre no treinamento via retropropagagdo
convencional (Werbos [79]). A pardisia € um processo em gque se observa a ndo
atualizag@o de pesos em conseqiiéncia de realimentagdes () nulas ou muito pegquenas.
Efetuando-se 0 controle sobre tais parametros, pode-se proporcionar ao agoritmo
retropropagacdo uma certa “imunidade” a perda da fungdo sensorial. Assim sendo, o
controlador nebuloso e a adaptacdo dos parametros da funcdo sigmoidal conferem ao
algoritmo retropropagacdo uma maior rapidez do treinamento e uma maior precisio
conforme foi observado em vérias aplicagbes (Lopes [39], Lopes er al. [41]-[42],
Lotufo ef al. [43]-[45]). Esta é a dlternativa para o desenvolvimento de uma rede neural
derivativa que sera abordada no Capitulo (6). Contudo, h& possbilidade do
desenvolvimento de dispositivos para a andlise da estabilidade transitoria (Ferreira [17],
Marchiori et al. [49]) e para o controle preventivo baseados em estruturas neurais mais
eficientes, principamente do ponto de vista da rapidez do treinamento, por exemplo, as
redes neurais da familia ART (Adaptive Resonance Theory) (Carpenter & Grossberg [9],
Carpenter et al. [10]). Esta aternativa tem se mostrado eficiente para o caso de analise,

porém, ndo se mostra téo evidente para aplicagdes como rotina de diferenciagdo (que € o
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caso do controle preventivo), isto porque as redes neurais ART s80 caracterizadas como
um mecanismo para classificagdo de padrdes. E algo como um procedimento para
manipulagéo de informagdes discretas. No caso do controle preventivo, 0 que se precisa
efetivamente € a derivada de uma fun¢do desconhecida (a principio) que € uma grandeza
vetorial continua. Dai decorre o fato de se optar pela rede neural feedforward com
treinamento retropropagacdo (ou uma outra forma alternativa semelhante). Contudo, em
pesquisas futuras dever-se-80 desenvolver estruturas que combinam o derivador
analdgico (rede neural retropropagacdo) com a manipulacdo de classes (por exemplo, as
redes da linhagem ART).
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CAPITULO 6

ANALISE DE SENSIBILIDADE POR REDES NEURAIS

6.1. INTRODUCAO

Neste capitulo seré desenvolvido o célculo do vetor de sensibilidade da margem
de seguranca 0M,/0X por redes neurais feedforward com treinamento realizado tomando-se
como base o agoritmo retropropagacdo (Werbos [79]). Tratase do agoritmo
retropropagacdo com melhorias que foram introduzidas com vistas a tornar o treinamento
mais eficiente (menor tempo de convergéncia) e com maior garantia de obtencdo das
solugBes, se comparado a0 treinamento realizado usando a formulagdo basica (Werbos
[79]), ou seja, a incorporagdo de um controlador nebuloso para realizar o gjuste da taxa de
treinamento (Arabshahi er al. [3]) e a adaptacdo da inclinagéo e deslocamento da funcéo
sigmoide (Stamatis et al. [69]). Visando ilustrar a metodologia proposta, apresenta-se um
exemplo numérico simples de quatro entradas (j& incluida a entrada bias) e uma Unica
saida.

6.2. CALCULO DA SENSIBILIDADE POR REDES NEURAIS

A proposta apresentada é de se calcular a sensibilidade 0M,/0X através de redes

neurais. Nas referéncias (Fonseca & Minussi [22], Minussi & Freitas Filho [50]), esta



sensibilidade era calculada a partir da expansdo em série de Taylor da margem de
seguranca, considerando expressdes que envolvem os angulos das maguinas.

A margem de seguranca e a andlise de sensibilidade, fornecem subsidios para
melhorar a seguranca do sistema através da menor margem de seguranca e usar o
redespacho de geracéo / corte de carga para o controle da seguranca dinamica.

Portanto, de acordo com a nova proposta, 0 algoritmo retropropagacéo,
definido no Capitulo 5 é iniciado apresentando um padrdo X /7 /7" a rede que dara uma
saida Y [7 [7". Seguindo, é calculado um erro em cada saida (a diferenca entre o valor
desgjado e a saida). O proximo passo é determinar 0 erro retropropagado pela rede
associado a derivada parcial do erro quadrético de cada elemento relacionado aos pesos, e
finalmente ajustar os pesos de cada elemento. Entdo, um novo padréo € apresentado, e o
processo deve ser repetido até que ocorra a convergéncia (| erro | < um valor prefixado
(muito pegueno)). Uma vez concluida esta etapa, 0 mecanismo de treinamento deixara de
atuar, inclusive o controlador nebuloso, ficando apenas a estrutura da rede neural. Deste
modo, a rede, a principio, estara dotada com capacidade de generalizacdo, ou seja,
aplicando-se um vetor padrédo de entrada qualquer, propagando-se o sinal no sentido
direto (entrada para saida), resultard na saida uma estimativa da andlise (diagndstico)
estabelecendo, deste modo, 0 mapeamento X - Y=f(X), X [7[7" eY [J[7".

Usando-se esta idéia, pode-se estimar as derivadas das varidveis de saida
(andlise de sensibilidade) com relagdo aos componentes do vetor de entrada, usando-se a
estrutura da rede neural treinada como descrita a seguir. A andlise de sensibilidade, via

redes neurais, servira, neste trabalho, para a obtencdo de 0M,/0X problema definido pela
equagdo (4.3.3):

AM, O0OM, 19X, AX O (6.2.1)

Tendo em vista que para a solucdo do problema do controle preventivo seréa
adotada o redespacho de geracéo e o corte de carga (conforme formulacéo descrita no

Capitulo 4), o vetor X correspondera ao vetor de poténcias ativas (P) nodais.
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Assim sendo, considere X* e ¥* como sendo o k-ésimo par de vetores de entrada
e de saida da rede neural. Considere, também, a rede neural n&o-recorrente (feedforward)
mostrada na Figura 8. Trata-se da representacéo de uma rede composta por trés camadas,
onde sd0 explicitadas as variaveis nos principais pontos da rede e as matrizes de peso. As
camadas de entrada, e de saida possuem nimero de neurénios iguais a» (dimensdo do vetor

de entrada X* ) e m (dimensao do vetor de saida ¥*), respectivamente.

NL ——»

NL |2

NL 2™

Figura 8. Rede Neural ndo-recorrente.

O que se pretende é obter a derivada parcial de yp" (p-éssmo componente do
vetor ¥*) com relacdo a x,-" (j-ésimo componente do vetor de entrada X*). Para obtermos
estas derivadas parciais, necessitam-se obter as derivadas parciais intermedi&rias (nas
saidas dos neurbnios da camada escondida) da rede neural. Assim, o calculo das derivadas
parciais de z/ (i-ésimo componente do vetor de saida z"), com relaggo a x, pode ser obtido

da seguinte forma (Lotufo ef al. [43]-[49]):

&k = 05Aw,(I4z"}’) (parafuncio sigméide (5.3.3)) (6.2.2)

ou:
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&Pk = Awizf U=} (parafuncéo sigmoide (5.3.4)) (6.2.3)
sendo:
x} = j-ésimo componente do vetor de entrada X";

X= [xf xSt xS (6.2.4)

k = indice referente ao £-ésimo vetor padréo.

A p-ésima saida intermediéria (entrada da funcdo sigmdide) da camada de saida

darede neural pode ser expressa por (Lotufo ef al. [43]—[45]):

' ={V" v, p=12..., m (6.2.5)
em que:
F= 2T (6.2.6)
Vo = [Vip Vap - .. Vip] T (6.2.7)
Assim:
S & = {dS ALY aF/ ax (6.2.8)
COmo.
ot ot = (v} 070 xf (6.2.9)
070 x* = [0z,*0x} oz 9xf. .. 8z, 0x1, (6.2.10)

entdo, substituindo equacdo (5.3.3), ou (5.3.4) na equacdo (6.2.8), obtém-se (Lotufo et al.
[43]-[43]):
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&y, ok = A4 -{y,37 v} T bf (parafuncio sigmoide (5.3.3)) (6.2.11)
ou

&y, ok = A2yf -y, {v,}" bf (parafuncio sigméide (5.3.4)) (6.2.12)

sendo:

bf= [(U-{z"V)wy U ~{zV)wy2 ... —{z})w;,] T (parafuncio sigmdide (5.3.3))
(6.2.13)

bf= [z U -z"wy zn( =z Ywo. ..z} (U-z")w,] T (parafuncio sigmobide (5.3.4))
(6.2.14)

Na Figura 9 apresenta-se 0 esquema neural para a obtencdo da sensibilidade
(andlise de sensibilidade). As setas com linhas simples e duplas indicam dados escalares e
vetorialis (ou matriciais), respectivamente. Nota-se que a sensibilidade depende das matrizes
de pesos W e V, dasaiday, do parémetro A e do vetor de saidas intermediarias z. Esta rotina
€ executada convencionalmente, ou seja, apos a conclusdo do treinamento, através de
produtos matriciais simples, representando uma parcela muito pequena do tempo de

processamento, se comparada a execucdo da etapa de treinamento.
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A—>=| Cdélculo

d — 9y
E:> sensibiéliidade dx
. z

=y Saida

Vetor de
entrada x

+1

Matriz de pesos W Matriz de pesos V'

Figura 9. Rede neural para o calculo da sensibilidade df(x)/ox.

6.3. EXEMPLO ILUSTRATIVO

Visando ilustrar andlise de sensibilidade, via redes neurais, considera-se um
exemplo em que se deseja realizar o mapeamento y = f(x), x [7[7* ey [7 [J. Considera-se 0

seguinte vetor de entrada:

X=[11 1x=1",x 07 (6.3.1)

Para realizar este exemplo, adota-se uma rede neural com 3 e 1 neurdnios nas
camadas de entrada e de saida, respectivamente, conforme € mostrado na Figura 10. Os
pesos dos neurbnios 1, 2 e 3 edd0 indicados nas cores vermelha, azul e verde,
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respectivamente. Os pesos bias estdo indicados na cor preta. Adota-se a funcdo sigmbide

definidapelaequacdo (5.3.3):y; ={1—-exp (—As:)} /{1+exp (—As;)} com A=1.

X .=.__‘!:1---""__I_:u_e_s_|:us "hﬁ

Matriz de pesos W Matriz de pesos V

Figura 10. Rede neural paraarealizacio y = f{x),x (7 (/' ey (7 [J.

Supondo-se que, usando-se algum método de treinamento, foram obtidos os
Seguintes pesos:

o5 1 0,30
0 0
03 11 03
(0,25 06 0,80
%),44 0,3 0,15

(6.3.2)

0,30
0
2
Vo= %58 (6.3.3)

0. 0
0l Qg

Ressalta-se que as Ultimas linhas de W e V' correspondem aos pesos bias.
Supondo-se que se deseja determinar o valor da saida (y) considerando-se uma

variagdo no componente x, do valor 1 para3 ou sga, Ax, = 2. Assim sendo:



y=)y"+by (6.3.4)

Para fins de simplicidade da interpretacéo sdo desconsiderados 0s pesos bias.
Adotando-se 0 cédlculo da sensibilidade por redes neurais, o acréscimo Ay pode ser

determinado da seguinte forma:
%)
Dy ={ a_y‘ x=x0}T Ax (6.3.5)
X

Neste exemplo, 0 acréscimo do vetor de entrada da rede neural corresponde
Ax=[0 2 0 0]" (6.3.6)

e 0 acréscimo da saida pode ser determinado por:

9
By =2 o= x0 &% (Br; =2) (6.3.7)
0x2

Portanto, o que se deve determinar (via rede neural) € a sensibilidade de y em

relagdo ao componente x,, ou sgja

0
ly ‘x:xO =7 (6.3.8)
ox2

Neste caso, arede neural, para fins de realizar esta sensibilidade est4 destacada
naFigura 11.
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Figura1l. Destaque darede neural para o calculo gf(x)/ox.

Assim, tém-se 0s seguintes pesos.
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(6.3.9)

(6.3.10)

(6.3.11)

Wo1 = 0,3

Woo = 1,1

Wo3 = 0,3

V11 = 0,3

Vo1 = 0,2

V31 = 0,5

A derivada parcial da saida em relagdo a x, pode ser calculada usando-se as

equagdes (6.2.2) a (6.2.12):
ay A N 0z
< =__(1- VvV —
ox2 2 (=59 0x2

sendo:

z [z21 zo z3]"

0. A

_Z — [ (1 - le) Wo1 (1 - 222) Woo (1 - 232) W23]T

Ox2 2



Usando-se os dados anteriormente estabelecidos, chegam-se aos seguintes

resultados:
x° =[x x2x3x0]T:[l 11 1]T
3° = 0,3011
A)Cz =2
a_y‘x:xo = 0,0492
0x2
ad
Ay = _y x=x0 sz
0x2
= 0,0983
y = )+ 1y
= 0,3011 + 0,0983
= 0,3994.
Deve-se destacar que o valor red de y (calculada na saida da rede neural)
vale

y=0,3719
ou sgja, um erro absoluto:

Uyrea — Yprevisto viaandlise de sensibilidade pelarede neural [J=0,0276.

Outros exemplos est&o relacionados na Tabela 1. Neste experimento, cada vetor
x recebe um incremento em um e dois componentes, apenas com o objetivo de verificacdo

da precisdo. Contudo, acréscimos multiplos podem ser também contemplados.

57



Tabelal. Valores corretos e previstos (via andlise de sensibilidade pela rede neural) da

saiday = f{(x).

Vetor de Entrada Saida | Vetor de Entrada (x) Vetor de Sensibilidade Saida ()

Inicia Inicial Jldk Obtido pelaRede | viaandise | Valor

) 0°) Neura de Correto

sens bilidade
1 2 3 1 2 3 1 2 3 | pelaRede
neural
2 2 -1 |0,2282 3 2 -1 |0,0623 | 0,0535| 0,1056 | 0,2905 | 0,2834
2 2 -1 |0,2282 2 3 -1 10,0623 | 0,0535| 0,1056 | 0,2817 | 0,2766
2 2 -1 |0,2282 2 2 0 0,0623 | 0,0535| 0,1056 | 0,3338 | 0,3193
3 -2 1 0,2575 4 -2 1 0,0814 | 0,0742| 0,1005| 0,3389 | 0,3240
3 -2 1 0,2575 3 -1 1 0,0814 | 0,0742| 0,005 | 0,3317 | 0,3175
3 -2 1 0,2575 3 -2 2 0,0814 | 0,0742| 0,1005| 0,3580 | 0,3379
-1 3 1 0,2801 0 3 1 0,0622 | 0,0506 | 0,0795| 0,3423 | 0,3334
-1 3 1 02801 | -1 4 1 0,0622 | 0,0506 | 0,0795 | 0,3307 | 0,3235
-1 3 1 02801 | -1 3 2 0,0622 | 0,0506 | 0,0795| 0,359 | 0,3431
5 5 5 0,4605 2 5 5 0,007 | 0,0046 | 0,006 0,4584 | 0,4558
5 5 5 0,4605 5 2 5 0,007 | 0,0046 | 0,006 0,4591 | 0,4582
5 5 5 0,4605 5 5 2 0,007 | 0,0046 | 0,006 0,4587 | 0,4556
2 2 -1 |0,2282 3 3 -1 |0,0623 | 0,0535| 0,1056 | 0,3440 | 0,3217
2 2 -1 |0,2282 2 3 0 0,0623 | 0,0535| 0,1056 | 0,3873 | 0,3529
2 2 -1 |0,2282 3 2 -1 10,0623 | 0,0535| 0,1056| 0,3961 | 0,3583
6.4 CONCLUSAO

Neste Capitulo foi apresentada a proposta principal da pesquisa de doutorado
gue se constitui na andlise de sensibilidade por redes neurais, contendo o desenvolvimento
das eguacbes para aplicagdo no controle preventivo de sistemas de energia elétrica, e
também de outros exemplos conforme mostrados nos capitulos subsequientes.
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CAPITULO 7

DEFINICAO DOS PADROES DE ENTRADA E DE SAIDA DA REDE NEURAL

7.1. INTRODUCAO

Neste Capitulo serdo estabelecidos os critérios para a definicdo dos padrbes de
entrada e de saida (pares de treinamento) com vistas a realizagdo do treinamento via
retropropagacdo da rede neural feedforward multicamadas. Trata-se de um modelo do
sistema referente a0 mapeamento entre as variaveis de entrada e de saida. As entradas
(estimulos de entrada) sdo as poténcias ativa e reativa nodais que so geradas de forma
aleatéria ou pseudo-aleatéria (Silveira [65]), dentro de um espectro de variacdo
preestabelecido em torno do caso base. Nesta pesquisa usa-se uma forma ligeiramente
diferente aquela proposta em Silveira [65] em que as cargas reativas sdo estabelecidas
mantendo-se o fator de poténcia nodal, ou sgja, a proporcionalidade entre poténcia ativa e
reativa dos barramentos. Esta aternativa tem proporcionado uma melhor qualidade do
treinamento. As saidas (estimulos de saida) correspondem as margens de seguranca (critério
de andlise de estabilidade transitéria), as quais sdo geradas tomando-se como base um
método de energia disponivel na literatura (Fonseca & Decker [21]). Deste modo, estes
estimulos sdo 0s elementos necessarios a execucdo da fase de treinamento da rede neural.
Deve-se notar que nesta fase a rede neural executard 0 mapeamento ndo-linear
desconhecido entre entradas e saidas gerando, como conseqiiéncia, uma saida de interesse
referente a0 gradiente da func@o desconhecida (modelo de sensibilidade) que é o principal
objetivo desta pesquisa.
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7.2. ESTIMULOS DE ENTRADA

A estrutura neural proposta visa a andlise de estabilidade transitéria de
sistemas de energia elétrica, que corresponde a determinagdo da margem de seguranca,
considerando-se defeitos de curto-circuito trifasico com saida de linha de transmissdo. Os
vetores padrdes de entrada da rede neural s&o definidos como (Silveira[65]):

X=[P Q'] (7.2.1)

sendo:

X = vetor padréo de entrada darede neural;

P =[P P...P,]";

Q =10/ 0:...0.1%

P; = poténciaativa dai-ésima barra do sistema;
Q; = poténciarestivadai-ésima barrado sistema;
n = namero de barras do sistema.

Para a redlizacdo do treinamento — extragcdo do conhecimento baseado em
estimulos de entrada / saida — deve-se proceder a apresentacéo de um conjunto de dados, no
caso, X = [ PT Q" ]" (entrada) e Y (saida), constituindo um conjunto de pares de
treinamento. Trata-se de geragcdo dos vetores P e (), para a geracdo e para a carga do
sistema por um procedimento de distribuicdo aleatéria da geracdo (despacho aleatério para
atender a demanda) e, também, de distribuico aleatéria da carga (demanda aleat6ria), como
mostrado a seguir (Silveira[65]).
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Considere que um sistema com uma determinada topologia contendo NB barras,
sendo que sdo NG barras de geragcdo e as demais sdo barras de carga (VL = NB — NG).
Considere, ainda, que se deseja realizar o despacho de geracéo para atender uma demanda
varidvel tomando-se como referéncia o caso base: PG’, QG*, PL’ e QL’,

sendo:

PG’ = vetor de poténcia ativa dos geradores do caso base;
0G’ = vetor de poténcia reativa dos geradores do caso base;
PL’ = vetor de poténcia ativa das cargas do caso base;

QL’ = vetor de poténcia reativa das cargas do caso base.

Para se gerar um grande espectro de variagdo da demanda, o critério a ser usado
refere-se a distribuicéo aleatéria da demanda e, consequientemente, da geracdo para atender
a demanda, tomando-se variagdes percentuais da carga e da geragdo em torno do caso base
(considerado como sendo o perfil de geragéo / carga de 100%). Por exemplo, arbitrando-se
um percentual de 10%, pode-se redlizar vérios perfis de geracdo e de carga realizando
despachos de geracéo e definicdo da carga do sistema distribuindo-se a geracéo e a carga
de forma aleat6ria nas barras do sistema, respeitando-se o percentual arbitrado.

As poténcias ativas das barras de geracdo podem ser definidas por (Silveira

[65]):
PG, = PG/ + APG, (7.2.2)
sendo:
PG; = poténcia ativa no i-ésimo gerador fixada aleatoriamente (ou pseudo-
aleatoriamente);
APG; = PG’gax PER x AG; | KG (7.2.3)
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P Gototal

QG)

PER

AG;

KG

A Gtotal

sy PG (7.2.4)
i0Q(G)

conjunto de barras de gerag&o;

percentual de variagdo da demanda (valores positivos e negativos. por exemplo,
PER = +10% correspondem a 90 e 110% do caso base, respectivamente);

nimero aeatdrio de uma seguéncia de NG nimeros gerados a partir de uma
semente dada. Variando-se a semente, ter-se-4 uma seqiiéncia diferente de

valores, cujo espectro de variagdo estd compreendido entre O e 1: AG; 0[0,1];

100 AGorar (7.2.5)

AG;. (7.2.6)
i0QG)

As poténcias reativas das méaguinas sincronas sdo determinadas na rotina

referente ao célculo do fluxo de poténcia (barras PV).

Com relacdo as cargas ativas, os perfis de variagdo (curva varidvel de demanda)

podem ser, ent&o, obtidos por (Silveira[65]):

sendo:
PL;

APL;

0
PL total

AL;

PL,=PL’ + AP, (7.2.7)

poténcia ativa na i-ésima carga fixada aleatoriamente;

PL’ 1 x PER x AL; | KL (7.2.8)

pPL! (7.2.9)
i0QcL)

nimero aleatério de uma seqiéncia de N nimeros gerados a partir de uma
semente dada, AZ; U [0,1].
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KL = 100 Amel (7210)

ALtotal = z ALZ . (7211)
i 0 QL)

Q) = conjunto de barras de cargas.

As cargas regtivas sdo fixadas considerando-se uma distribuicdo que preserva o
fator de poténcia referente a0 caso base. Este procedimento tenta estabelecer uma
distribuicdo com um nivel de inter-relacdo entre a poténcia ativa mais plausivel, se
comparado ao usado em Silveira [65]. Contudo, pode-se buscar, também, outras formas de
distribuicdo das cargas ativas que, em outras oportunidades, poder-se-&o investigar tal
procedimento.

7.3. ESTIMULOS DE SAIDA

Os estimulos de saida compreendem, nesta pesguisa, os valores da margem de
seguranca (M) calculados conforme descrito no Capitulo 3 e Apéndice C, correspondendo
a0 emprego da metodologia PEBS (Athay e al. [3]) e versdo PEBS iterativa (Fonseca &
Decker [21]). Ou sgja, 0s padrdes de treinamento correspondem aos parametros:

X, = [P Q']" (entrades) (7:32)
Y, = [M] (saidas) (7.3.2
j=1,2,np.

sendo:

np = numero de pares de padrfes para a fase de treinamento.
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Este modelo de estimulos podem ser melhor visualizados na Figura 12 (Ferreira
[17]). S0 observadas duas fases: (1) Treinamento (linha na cor vermelha) e (2) Andlise (ou
testes) (linhatracejada).

Entrada Treinamento Saida
-
‘: 1 :
X-trei namento i Ytrei namento
| Entrada Saida !
i Xanallse Yanélise i
! . . E !

Figura 12. Esquema de estimulos da Rede neural.
sendo:

f(.) = fungdo ndo-linear desconhecida que representa 0 mapeamento entre as entradas
(X) eas saidas (Y).

7.4. CONCLUSAO

Neste Capitulo foi definido o conjunto de padrdes de entrada e de saida da rede
neural. Trata-se de entradas compostas por poténcias ativa e reativa nodais fixadas de forma
aleatdria ou pseudo-aleatdria. As saidas associadas correspondem aos resultados da analise

de estabilidade transitdrias representados pelas margens de seguranca.



CAPITULO 8

APLICACAO

8.1. INTRODUCAO

Apresentam-se, neste Capitulo, alguns exemplos de aplicacdo da metodologia
propogta (controle preventivo dinamico por redes neurais): (1) sistema Anderson & Fouad
[2] composto por 3 maquinas sincronas, 9 linhas de transmissdo / transformadores e 9
barras;, (2) sistema sul-brasileiro formado por 10 méquinas sincronas, 73 linhas de
transmissdo e 45 barras, (Minussi [53]). Séo também apresentados neste capitulo exemplos
de aplicacdo da metodologia proposta para outras fungdes, que ndo as do controle
preventivo, como forma de validar e, também, mostrar as potencialidades da proposta numa
etapa anterior. Estes exemplos incluem uma fung&o seno, e uma outra fungéo ndo-linear de

uma variavel conforme descrito no item a seguir.

Para a obtencdo dos resultados aqui apresentados foi utilizado um
microcomputador Pentium 1V (1,7 GHz / 256 MB de memoria RAM). O tempo de
processamento refere-se somente a execugdo do algoritmo retropropagacdo, excluindo-se
as operagoes de leitura / saida de dados, uma vez que o tempo despendido para o célculo
da sensibilidade é desprezivel quando comparado com o tempo de treinamento.
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8.2. EXEMPLOS ILUSTRATIVOS GENERICOS

A andlise de sensibilidade (Frank [25]) constitui-se numa ferramenta de grande
importancia para a resolucdo de uma série de problemas encontrados em vérias &reas do
conhecimento humano: engenharia (Parrinello [62]), matemética (May-Duy & Tran-Cong
[47]), fisica, economia (Barucci & Landi [6]), medicina, biologia (Audoly ez al. [5]), €tc.,
em especial, quando se enfoca a ndo-linearidade. Neste sentido, pode-se inferir sobre o
comportamento do sistema frente a variacéo paramétrica sem que se necessite resolver um
problema que envolve grande complexidade, por exemplo, sistemas de equagOes
diferenciais e algébricas ndo-lineares. As conclusdes comportamentais sdo extraidas a partir
do calculo da derivada parcial da fungdo sob andlise.

A andlise de sensibilidade proposta através de redes neurais pode ser aplicada a
qualquer situacdo real em que se deseje obter a sensibilidade do modelo sob estudo, como
por exemplo em sistemas biolégicos (Audoly et al. [5]), sistemas econdmicos (Barucci &
Landi [6]), entre outros, principalmente aqueles de dificil modelagem (Parrinello [62]).

Para testar a metodologia proposta, andlise de sensibilidade por redes neurais,
inicialmente aplicou-se para fun¢des conhecidas, como por exemplo a fungdo seno:

y= Ymax sen x (821)
sendo:
Yuax = amplitude da funcdo senoidal.

Visando redlizar esta funcdo (e respectiva derivada) por redes neurais, deve-se
normalizéla para adequar ao espectro de variagdo da funcdo sigmoide. Por exemplo,
usando um valor de normalizagdo igual a Ynorma = Yimax / 0,8, Obtém-se:

y =0,8sen x (8.2.2
sendo:
Yioma = valor de normalizagéo da fungdo senoidal.
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O valor real desta fungdo pode ser determinado, posteriormente, multiplicando-se

0 resultado, obtido darealiz

|a rede neural, por Ynormal.

acéo pe

Nas Figuras 13 e 14 sd0 mostradas as formas de onda da fungdo senoidal (8.2.2)

e sua derivada fornecida pela rede neural. Observa-se que a rede neural realizou a derivada

desta funcéo corretamente.

onal [~ 7

— Funcéo Seno
— R-P Conwenci

X

Figura 13. Fungéo seno.

—— Derivada Seno
-| — Derivada R-P Convencional

|

|
Ao

1

80

70

60

50

10

X

Figura 14. Derivada da Fung&o seno.
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A figura 15 apresenta este mesmo experimento empregando-se a versdo do
algoritmo retropropagacdo com controlador nebuloso. O que se observa € uma melhor
aproximacdo, aém de ser mais rapido, se comparado ao agoritmo retropropagacdo

convencional (Werbos[79]).

0.8=

0.6

0.4F----—-X\---t-----

0.2

0 ,,,,,,

-0.2

04F -

-0.6

-0.8

Derivada Seno
—— Derivada R-P Fuzzy

-1

50 60 70 80

Figural5. Derivada da funcdo sendide via retropropagacd com controlador fuzzy

(Arabshahi et al. [3], Lopes[39]).

Este exemplo foi realizado considerando-se 0s seguintes dados referentes a

arquitetura e aos parametros da rede neural:

RP Convencional RP Fuzzy
* NuUmero de vetores padréo 73 73
* NuUmero de camadas 3 3
» NuUmero neurénios por camada (1,10, 1) (1,10, 1)
» Tipo de sigmoide 1-exp(=Asi) 1-exp(=Asi)
1+ exp(—Asi) 1+ exp(—Asi)
« Taxadetreinamento ()°) 0,25 0,25
« Inclinagdo da funcéo sigmaide (A°) 0,5 05
* Termo de momento 0,5 0,5
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* Inclusdo do controlador nebuloso N&o Sim

» Decaimento exponencial N&o 0,5

¢ Inclusdo do mecanismo paraaadaptacdo deAd e p:  Nao N&o

» Taxade treinamento dainclinagdo da N&o N&o
funcéo sigmobide

» Taxade treinamento datranslacéo da . Néo N&o
fungéo sigmobide

* Tempo de treinamento . 1066 s 335,95s

» Tempo de execucdo da andlise e geracdo . 0,0077s 0,0031s

do modelo de sensibilidade

Na seqiiéncia busca-se realizar uma fun¢do no-linear ndo trivial de uma Gnica

variavel:

y= 0,02 (12 + 3¢ - 35x°+ 7,2x°) (1 + cos 4x) (2,4 T cos 3my)  +
0,02 (12 + 3¢ — 3,5¢° + 7,2 x°) (-4m sen 41) (1 + 0,8 sen 3mx) +
0,02 (3 - 7x+ 21,6 x%) (1 + cos 4rx) (1 + 0,8 sen 31x) (8.2.3)

A equagdo (8.2.3) corresponde a derivada, em relagdo a variavel independente
x, dafuncéo z (Mai-Duy & Tran-Cong [47]):

z=0,02(12+3x - 357+ 7,2x%) (1+ cos4mx) (1+0,8sen3mx),0<x<1 (8.2.4)
gue € um exemplo usado como benchmark na literatura parateste de desempenho. O uso da
funcdo derivada (8.2.3) se deve ao fato de torna-la mais complexa e, deste modo, servir

como um melhor teste. As formas das fungdes (8.2.3) e (8.2.4) sGo mostradas nas Figura 16

e 17, respectivamente.
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—— resultado obtido através do BP-C

— dados reais da funcéo

-0.8

0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9

0.1

X
Figura 16. Funcdo ndo-linear de acordo com a equagéo (8.2.3).

(8.2.4).

acao

-linear de acordo com aequ

~

ca0 ndo

Figural7. Fun

Nota-se, novamente, que arede neural realizou a operacdo derivada parcial com
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uma boa aproximagao, conforme pode ser observado na Figura 18.
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Figura 18. Derivada da funcdo néo-linear da equacéo (8.2.3).

Este exemplo (equacéo (8.3.3)) caracteriza-se como uma ilustracdo importante,

pois evidencia a capacidade da rede neural de realizar a derivada de fungdes complexas,

principlamente quando as fungdes sdo desconhecidas. Deve-se destacar que a fungéo (8.2.3)

€ uma forma explicita. Contudo, poderia ser apenas expressa por medidas obtidas de um

processo qualquer (sistema a ser identificado). O que se pretende é determinar 0 modelo de

sensibilidade de sistemas com modelos desconhecidos. Este caso corresponde a uma série

de problemas encontrados no mundo real (engenharias, biologia, economia, etc.). E para

este tipo de problema que esta pesquisa esté sendo desenvolvida.

Este exemplo foi realizado considerando-se 0s seguintes dados referentes a

arquitetura e aos parametros da rede neural:

* NuUmero de vetores padréo

* NuUmero de camadas

» NUmero neurdnios por camada
» Tipo de sigmoide

RP Convencional
99
3
(1,12, 1)
1-exp(—Asi)
1+ exp(—Asi)
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« Taxadetreinamento ()°) 01

« Inclinaggo da funcdo sigmoide (A°) ;0,06

* Termo de momento . 05

* Inclusdo do controlador nebuloso . Néo

» Decaimento exponencial - Néo

* Inclusdo do mecanismo para a adaptacéo de A e p : Néo

+ Taxade treinamento dainclinacdo dafuncdo sigméide : Nao

+ Taxade treinamento datranslagdo dafuncéo sigméide : Nao

* Tempo de treinamento : 402197 s
» Tempo de execucdo da andlise e geracdo : 1,002s

do modelo de sensibilidade

8.3. SISTEMA ANDERSON & FOUAD |2]

Apresentam-se, a seguir, os resultados obtidos, via metodologia proposta,
considerando-se um sistema composto por 3 méquinas sincronas (Anderson & Fouad [2])
como mostrado na Figura 19, cujos dados encontram-se no Apéndice D.

Trata-se de um sistema de pequeno porte, contudo sera usado para demonstrar
a validade de metodologia proposta e 0 encorajamento para aplicagdes, considerando-se
sistemas de energia elétricareais de grande porte.

Neste estudo consideram-se defeitos de curto-circuito com tempo de
eliminagdo igual a 6 ciclos (0,10s) com saida de linha de transmissdo. Os valores em pu
referem-se a uma base de 100 MVA.

Doravante, curto-circuito em barramento deve ser entendido como sendo um
curto-circuito em linha de transmisséo que, para fins de andlise, é transferido para a barra
mais proxima, como habitualmente € realizado na literatura técnico-cientifica.
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Figura 19. Sistema de energia elétrica composto por 3 méquinas sincronas.

O treinamento da rede neural foi realizado considerando-se um conjunto de 90
perfis de geragdo e de carga e respectivas margens de seguranga, constituindo 41 vetores
padrbes e respectivos valores de saida. A contingéncia corresponde a um curto-circuito
trifdsico na barra 7 com saida da linha de transmissdo entre as barras 5 e 7. Eda
contingéncia foi escolhida em consegiiéncia de ser a mais critica entre os possiveis defeitos.
As saidas (margens de seguranca) foram geradas via método PEBS (Athay et al. [4]) versdo
proposta por Fonseca & Decker [21]. Cada perfil corresponde a um redespacho de geracéo
em relacdo ao caso base (dados contidos no Apéndice D) realizado de forma pseudo-
aleatéria para atender a demanda, também, fixada de modo aeatério em cada barra. O
universo de variagdo da carga encontra-se compreendido entre 80 e 120% (+20%) em
relagdo a carga nominal total do sistema.

Na Tabela 2 mostra-se a analise comparativa entre os resultados obtidos, via
método PEBS e por redes neurais (procedimento proposto). Séo considerados 10 perfis de
geracdo e de carga distintos dos perfis utilizados no treinamento, fixados, igualmente, de
forma pseudo-aeatéria. Pode-se observar que os resultados produzidos pelas duas
metodologias sdo bastante proximos. Este experimento corresponde a uma hipotética curva
de geracdo para atender a uma curva de carga didria. Os valores de poténcias ativa e reativa
(valor entre parénteses) estdo relacionados somente nas barras com carga ou geragéo, ou

sgja, asbharras 1, 2, 3, 5, 6 e 8. Nas demais barras ndo ha carga e nem geracdo. N&o constam
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os valores de poténcia ativa e reativa na barra 1 (referéncia do sistema) e a poténcia reativa

nas barras 2 e 3 (barras de geracdo), que sdo determinados via o céculo do fluxo de

poténcia.

Tabela 2. Andlise comparativa dos resultados.

Poténcia Elétrica Ativa (Reativa) em pu Margem de

. uranca (M

Perfil Barramento Seguranca (M)

1 2 3 5 6 8 PEBS Redes

Neurais

1 1,670 (-) | 0,888 (-) 1,264 0,956 1,008 0,055 0,064
(0,505) | (0,320) (0,353)

2 1,745 (-) | 0,968 (-) | 1,337 0,965 1,083 | -0,121 | -0,133
(0532) | (0,324) (0,380)

3 1,856 (-) | 1,012(-) | 1,410 0,978 1,155 | -0,371 | -0,379
(0,558) | (0,329) (0,406)

4 1,787 (-) | 1,149(-) | 1,342 1,252 1,012 | -0481 | -0,467
(0,533) | (0,428) (0,354)

5 S 1755(-) | 1,228(-) | 1,308 1,225 1,1213 | -0,384 | -0,389
@ (0521) | (0,418) | (0,394)

6 B 12,062(-) 0966 (-) = 1424 0,987 1,289 -0,664 | 0,621
(0,563) | (0,331) (0,455)

7 1,594 (-) | 0,807 () 1,219 0,873 0,979 0,250 0,264
(0,488) | (0,290) (0,342)

8 1,529 ()| 0,714 (-) 1,159 0,797 0,957 0,401 0,412
(0,467) | (0,262) (0,334)

9 1,497 (-) | 0,593 (-) 1,076 0,722 0,957 0,507 0,494
(0,437) | (0,235) (0,334)

10 1,117 (=) | 0,812 (-) 1,127 0,700 0,771 0,742 0,746
(0,455) | (0,227) (0,266)

Ressaltase que, a rede neural, além de redlizar a andlise da estabilidade
(estimativa da margem de seguranca), fornece o modelo da andlise de sensibilidade
(0M,10X) referente a da contingéncia analisada. Este vetor de sensibilidade 0M,/0X serve,
entdo, para definir um redespacho necessério para corrigir a margem de seguranca para
niveis preestabelecidos, ou sgja, para niveis considerados seguros, do ponto de vista da
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estabilidade transitoria.

Na Tabela 3 apresentam-se as estimativas dos vetores de sensibilidade da
margem de seguranga em relacdo ao vetor de poténcia ativa dM,/0P correspondente aos
perfis de geracdo / carga relacionados na Tabela 2. Deste modo, supondo-se que se desgja
corrigir a margem de seguranca associada ao perfil mais critico (sexto perfil da Tabela 2
gue esta destacado no estilo negrito) com margem de seguranca M% = -0,621 (estimada
pelarede neural) para uma margem de segurangaMs A (M% + AMg) > Mmin. Adotando-se
Mmin = 0,3 (Minussi & Freitas [50]), conclui-se que o redespacho de geracdo devera

proporcionar um deslocamento da margem de seguranca AMg > 0,921.

Tabela 3. Modelo de sensibilidade gerado pela rede neural.

Modelo de Sensibilidade oM/0.X
Referente a
1 2 3 5 6 8
Ativa 1,422 -1,115 -0,324 -0,645 -0,466 0,166

Na Figura 20 estdo registradas as curvas de oscilacdo das maquinas sincronas 2
e 3, tomando-se como referéncia a maquina sincrona 1. Adota-se 0 passo de integracdo (/)
igual a 0,001s. A contingéncia correspondente a um curto-circuito trifasico na barra 7 com
saida da linha de transmisséo entre as barras 5 e 7 e sexto perfil de poténcia da Tabela 2. Na
Figura 21 encontram-se registradas as curvas das energias cinética (£c(«), potencial
(Ep(0)) etota (£(6, o)) definidas pelas equagdes (3.4.3), (3.4.4) e (3.4.2), respectivamente.
A energia total é crescente até o tempo de eliminacéo de defeito, passando, a partir deste
instante, a comportar-se com um valor constante. Nota-se que as maguinas sincronas
apresentam um comportamento instavel. A simulagdo foi interrompida apds 0,5 s, tendo em
vista que as curvas de oscilagdo das méquinas sincronas atingiram valores expressivos, que
indicam claramente a instabilidade. Deve-se observar que a ndo-uniformidade de valores de
LEp(0) (e como consequiéncia de £(6, a)) correspondentes aos valores do tempo proximos
de zero, decorre do fato de que esta varidvel € obtida por meio de integracdo numérica (a

energia potencial é representada por uma integral dependente do caminho de integracéo
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(equacdo (3.4.4))) que, a priori, Nd0 se conhece 0 seu valor inicial. Nestas simulagbes, o

valor de (£p(8)) foi adotado, inicialmente, como sendo igual a zero.
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Figura20. Curvas de oscilacdo das méguinas sincronas (méguina sincrona 1 € adotada
como referéncia) para a contingéncia correspondente a um curto-circuito
trifdsico na barra 7 com saida da linha de transmissdo entre as barras5e 7 e

sexto perfil de poténcia (sem redespacho de geracéo e sem corte de carga). Caso

instéavel.

Este objetivo, corrigir a margem de seguranca por andlise de sensibilidade, pode
ser conseguido, por exemplo, por meio de uma reducdo na poténcia gerada da maquina 2 e
um aumento da poténcia da maquina sincrona 1 (referéncia). Tomando-se o0s coeficientes de
sensibilidade correspondentes (Tabela 6): OMg /0P = 1,422 € 0Mg [0Py = —1,115, assim,
o0 valor a ser redespachado devera ser igual a 0,363 pu.

Efetuando-se esta alteragdo, com relacdo a0 sexto vetor de poténcia que esta
relacionado na Tabela 2, produzira uma margem de seguranca M¢ no valor de 0,28,
conforme mostrado na Tabela 4, que é uma boa aproximacéo do objetivo a ser alcangado
(M = Mmin).
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energia (pu)

Figura2l. Curvas das energias cinética, potencial e total do sistema para a contingéncia
correspondente a um curto-circuito trifasico na barra 7 com saida da linha de
transmissdo entre as barras 5 e 7 e sexto perfil de poténcia (sem redespacho de

15

—— Energia cinética
—— Energia potencial
—— Energia total

tempo (s)

geracdo e sem corte de carga). Caso instavel.

Tabela 4. Andlise comparativa dos resultados.

Poténcia Elétrica Ativaem pu
Margem de Seguranca
Barramento
1 2 3 5 6 8 PEBS Redes Neurais
- 1,6998 | 0,966 | 1,424 0,987 1,289 0,280 0,305

Na Figura 22 estdo registradas as curvas de oscilagdo das maguinas 2 e 3
tomando-se como referéncia a maquina sincrona 1, apés ter sido realizado o redespacho de
geracdo. Néo foi realizado o corte de carga. Nota-se, neste caso, que as maguinas sincronas
apresentam um comportamento estavel. Por conseguinte, esta estratégia estabilizou o

sistema. Na Figura 23 constam as curvas das energias cinética, potencial e total.
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Este exemplo foi realizado considerando-se 0s seguintes dados referentes a

arquitetura e aos parametros da rede neural:

RP Convencional

» NuUmero de vetores padréo c 41

* NuUmero de camadas . 3

» NUmero neurdnios por camada : (18,351

» Tipo de sigmoide o 1-exp(=Asi)
1+ exp(—Asi)

« Taxadetreinamento ()°) + 01

« Inclinaggo da funcdo sigmoide (A°) : 0,65

* Termo de momento ;09

* Inclusdo do controlador nebuloso : Néo

» Decaimento exponencial : Néo

* Inclusdo do mecanismo para a adaptacéo de A e p : Néo

+ Taxade treinamento dainclinacdo dafuncdo sigméide : Nao

+ Taxade treinamento datranslagdo dafuncéo sigméide : Nao

* Tempo de treinamento . 336s

» Tempo de execucdo da andlise e geracdo . 0,004s

do modelo de sensibilidade

Esta aplicagdo, considerando-se um sistema pequeno (sistema académico), foi
proposta com vistas proporcionar uma melhor compreensdo sobre a metodologia aqui
desenvolvida. No proximo exemplo (sistema de maior porte: sistema de 10 maquinas
sincronas, 73 linha de transmisséo e 45 barras), pretende-se melhor explorar o modelo de
sensibilidade.
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8.4. SISTEMA SUL-BRASILEIRO (REDE NEURAL COM CONTROLADOR
NEBULOSO)

Um segundo exemplo foi efetuado, considerando-se um sistema composto de
10 méquinas sincronas, 73 linhas de transmissdo e 45 barras, baseado na configuracéo do
Sistema Sul Brasileiro, (Minussi [53]), cujo diagrama unifilar estd mostrado na Figura 24,
e 0s demais dados encontram-se no Apéndice D.

Sdo considerados defeitos tipo curto-circuito trifésico (com saida de operacéo
de linha de transmissdo) com tempo de eliminacéo do defeito igual a 0,15s (9 ciclos
considerando uma operacdo a 60 Hz), seguida de uma saida de linha de transmissao.

Diagrama Unifilar do Sistema Elétrico
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Figura 24. Diagrama unifilar do sistema sul-brasileiro.
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A Tabela 5 mostra, como forma de ilustracdo, um perfil de geracdo do caso
base, ou segja, para 100% da geracdo para um conjunto de contingéncias escolhidas também
aleatoriamente. S8 mostradas a margem de seguranca e a contingéncia com a respectiva
linha retirada. Estes dados foram gerados utilizando um passo de integracéo de 0,001s.

Tabela5. Margem de Seguranca calculada para o caso base.

Numero da Dados do Defeito Margem de
Contingéncia Seguranga (M)
Barrasob Linha de Transmissao
Curto-circuito Removida
1 17 16-17 0,8470
2 15 15-16 0,8250
3 36 25-36 0,9161
4 29 25-29 0,8056
5 15 14-15 0,8416
6 33 11-33 0,8630
7 29 29-30 0,8481
8 16 16-17 0,8447
9 16 16-18 0,8300
10 25 25-27 0,9440
11 30 29-30 0,9800
12 39 39-40 0,2089
13 13 13- 45 0,9320
14 25 25-29 0,9503
15 25 25-26 0,9444
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Caracteriza-se como um perfil de geracéo tipico e sua correspondente condicéo
de seguranca (representada pela margem de seguranca). E identificada apenas uma
contingéncia critica (contingéncia 12, se considerarmos M < Mmin, para Mmin = 0,3) e
para as demais contingéncias, o sistema € considerado estavel. A margem de seguranca
minima (Mmin) € usada como limite inferior visando garantir uma certa margem de
seguranca aceitavel ao sistema de energia elétrica (Minussi & Freitas [50]). Assim sendo,
tomando-se 0 caso base como referéncia, o conjunto de dados de entrada (poténcias ativa
e reativa nodais) e de saida (margens de seguranca) para a fase de treinamento serd
determinado, considerando-se a variagdo da carga (supostamente representando a curva
diaria) e respectivo atendimento por parte da geracdo. Esta rotina, novamente, serd
realizada fazendo-se distribui¢cdes (de geracdo e de carga) de forma pseudo-aleatoria (ou
sgja, apartir de sementes preestabelecidas), como proposta no Capitulo 7.

Visando, portanto, realizar a analise da estabilidade transitoria e, se
necessario, realizar, também, o controle preventivo por redes neurais para “qualquer”
perfil de geracdo e de carga, proceder-se-a, a seguir, o treinamento da rede neural atravées
do algoritmo retropropagaco.

Assim, o treinamento da rede neural foi efetuado considerando um conjunto
de 50 perfis de geracdo e carga e respectiva margem de seguranca. Cada perfil
corresponde a um redespacho de geracdo em relacdo ao caso base de uma maneira
pseudo-aleatdria, para atender a demanda, também fixada de maneira aleatéria em cada
barra. O universo de variagdo da carga est4 entre 95 e 1125 %, em relagdo a carga
nominal do sistema. Portanto, cada perfil € gerado considerando-se uma variacéo
percentual em torno do estado nominal (caso base) e uma respectiva semente do processo
de geracdo de seqliéncia pseudo-aleatéria. Assim, para um mesmo percentual, diferentes
sementes geram diferentes despachos de geracdo de diferentes perfis de carga. Este
procedimento gera um conjunto adequado de padrdes para a fase de treinamento.

Este exemplo foi realizado considerando-se 0s seguintes dados referentes a

arquitetura e aos parametros da rede neural:
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RP Convencional RP Fuzzy
NUmero de vetores padréo 50 50
Numero de camadas 3 3
NUmero neurénios por camada (43,55,1) (43,55,1)
Tipo de sigmdide 1-exp(=Asi) 1-exp(=Asi)
1+ exp(—Asi) 1+ exp(—Asi)
« Taxadetreinamento ()°) 0,07 0,07
« Inclinaggo da funcdo sigmoide (A°) 0,3 0,3
* Termo de momento N&o N&o
* Inclusdo do controlador nebuloso N&o Sim
» Decaimento exponencial N&o 0,75
¢ Inclusdo do mecanismo paraaadaptacdo deAd e p:  Nao N&o
» Taxade treinamento dainclinagdo da : Néo N&o
funcdo sigmdbide
» Taxade treinamento datranslacéo da N&o N&o
funcdo sigmdbide
* Tempo de treinamento 7379,70 s 6898,63 s
» Tempo de execucdo da andlise e geracdo 0,015s 0,015s

do modelo de sensibilidade

Tomando-se, agora, um perfil de geracdo e de carga qualquer. Este perfil é
gerado pseudo-aeatoriamente, considerando-se um acréscimo de 12,5% da geracéo e da
carga total nominal e fixada uma semente igual a 2520, obtém-se os resultados
relacionados na Tabela 6. Ressalta-se que o perfil de geracdo de carga escolhido poderia
ter sido 0 caso base, cujos resultados foram mostrados na Tabela 5. Porém, o perfil
escolhido neste exemplo corresponde a um possivel estado operativo do sissema em um
determinado instante diario que representa, salvo melhor julgamento, um caso mais
interessante do ponto de vistailustrativo.

Observa-se na Tabela 6 que ha uma contingéncia instavel (M < 0). Supondo-
se que se deseja realizar a estabilizagcdo do sistema para a contingéncia nimero 12 que é a
mais critica, cujo comportamento angular das méguinas sincronas € mostrado na Figura 25.
Observa- se que a méguina sincrona 9 € instédvel e demais méquinas sdo estéveis. Mostra-
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se, na Figura 26, o comportamento das energias cinética, potencial e total associadas.

Tabela6. Estudo de estabilidade transitéria considerando-se um perfil de geracdo e de
carga correspondente a uma distribuicdo pseudo-aeatéria de 12,5% em relacdo
ao caso base e semente igual a 2520.

Numero da Dados do Defeito Margem de
Contingéncia Seguranga (M)
Barrasob Linha de Transmissao
Curto-circuito Removida
1 17 16-17 0,8222
2 15 15-16 0,7262
3 36 25-36 0,9016
4 29 25-29 0,7824
5 15 14-15 0,7494
6 33 11-33 0,8829
7 29 29-30 0,8704
8 16 16-17 0,8311
9 16 16-18 0,8123
10 25 25-27 0,9449
11 30 29-30 0,9750
12 39 39-40 -0,8188
13 13 13- 45 0,4829
14 25 25-29 0,9421
15 25 25-26 0,9486
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Na Tabela 7 encontram-se relacionadas 0s dados necessarios para a realizacéo
da correcdo de seguranca do sistema em consequiéncia da contingéncia nimero 12. Neste
exemplo, seréo empregados a realocacéo de geracdo e corte de carga. Estéo destacados os
coeficientes (gerados pela rede neural) correspondentes as maiores sensibilidades referentes
a geracdo e a carga, respectivamente. Neste caso, para a estabilizacdo do sistema serd

necessario um corte de carga na barra 40 e uma reducdo da geracdo na barra 9.

Tabela 7. Resultados analisados antes e depois da agdo de controle (realocacdo de geracéo/

corte de carga).

Estado Item Valor
Inicial Margem de seguranca I nicial (M) -0,8188
Alvo Margem de seguranca alvo (Mmin) 0,3
Deslocamento | Variagio da margem de seguranca necesséria (M- Mmin) 1,1188
daMargem de
Seguranga
| dentificacdo Barra de geracéo mais sensivel 9
das Barras mais Barra de carga mais sensivel 40
Sensiveis 9
Andlise de Coeficiente de Sensibilidade dabarra9 (dM,/d Py) -1,1435
Sensibilidade . .

Coeficiente de Sensibilidade da barra 40 (dM,/d P 4) 0,255

Acdo de Realocacéo de Geragdo nabarra 9 -0,8
I

Controle Corte de carga nabarra40 0,8

Final Margem de seguranca final (M) 0,330

Suponha que se desgje corrigir a margem de seguranca de M“ = -0,8188 para
M = Mmin = 0,3. Entéo aacao de controle (redespacho de geracdo / corte de carga) fornece
um deslocamento da margem de seguranca de AM > 1,1435. Este objetivo, por andlise de
sensibilidade, é obtido, por exemplo, por uma reducéo da geracdo na méquina nimero 9, e
uma reducdo de carga associada a barra 40. Esta redug@o correspondente a 0,8 pu, produz
uma margem de seguranca final de 0,330, que é uma boa aproximacdo do objetivo a ser
atingido (M = Mmin). Na Tabela 8 sdo mostrados os resultados da andlise de estabilidade
transitoria, apos realizados o redespacho de geracéo e o corte de carga.
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Tabela8. Estudo de estabilidade transitéria considerando-se um perfil de geracdo e de
carga correspondente a uma distribuicdo pseudo-aeatéria de 12,5% em relacdo
ao caso base, semente igual a 2520, reducéo da geragdo ativa na barra 9 e corte de

carga ativa na barra 40 no valor de 0,8 pu.

Numero da Dados do Defeito Margem de
Contingéncia Seguranga (M)
Barrasob Linha de Transmissao
Curto-circuito Removida
1 17 16-17 0,8063
2 15 15-16 0,7169
3 36 25-36 0,8895
4 29 25-29 0,7679
5 15 14-15 0,7406
6 33 11-33 0,8304
7 29 29-30 0,8718
8 16 16-17 0,8148
9 16 16-18 0,7934
10 25 25-27 0,9413
11 30 29-30 0,9800
12 39 39-40 0,3301
13 13 13- 45 0,4719
14 25 25-29 0,9342
15 25 25-26 0,9470

Na Figura 27 s8o mostradas as evolucbes das méquinas sincronas, apds a
realizac@o do redespacho de geracéo e do corte de carga. Neste caso, pode-se observar que
todas as maguinas sincronas encontram-se estabilizadas. Na Figura 28 s8o0 mostradas as

curvas das energias cinética, potencial e total associadas.
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Deve-se ressaltar que a margem de seguranca minima (Mmin) igual a 0,3 foi
adotada, nesta pesquisa, com o propdsito de ndo exigir em demasia a mudancga do estado do
sistema, que é determinado, em geral, por despacho econdmico, devendo, portanto, ser
preservado sempre que possivel (Minussi & Freitas [50]). Contudo, do ponto de vista de
seguranca, corresponde a um perfil ligeiramente estdvel ou marginamente estavel,
conforme pode-se observar no comportamento das curvas de oscilagdo (Figura 27). O
mesmo se observa com relagdo ao sistema Anderson & Fouad (Figura 22). Deve-se
ressaltar, ainda, que este valor foi adotado apenas como um exemplo. Um outro valor mais
rigoroso pode ser perfeitamente usado, a critério dos usuarios.

8.5. SISTEMA SUL-BRASILEIRO (REDE NEURAL COM PROCESSO
ADAPTATIVO DA INCLINACAO E TRANSLACAO DA FUNCAO
SIGMOIDE)

Um terceiro exemplo de controle preventivo foi realizado também para o
sistema sul brasileiro de 45 barras, conforme descrito anteriormente, mas agora utilizando
a rede neural com processo adaptativo para o gjuste da inclinagéo e translacdo da funcéo
sigmdide, seguindo as referéncias Stamatis ez al. [69], Lopes [40], conforme descrito no

Capitulo 5 (Segéo 5.4).

S0 consideradas as mesmas condicdes do exemplo mostrado na Segdo 8.4, ou
sgja, 0 mesmo conjunto de treinamento. A solucdo obtida, salvos peguenos erros, € a
mesma do caso anterior. Contudo, a adaptacdo da inclinagcdo e da translagdo sigmoidal,
como mencionado anteriormente, € empregada como forma de “garantir” a obtencdo de
uma solugdo. Este efeito se explica, tendo em vista que, a0 se variar a inclinagdo, esté&se
modificando o formato da derivada da funcéo sigmdide (o), em relagdo a atividade s (saida
intermediéria), i.e., aumentado-se a base desta func¢éo, por conseqiéncia, disponibiliza-se
um maior espaco de busca das solugdes, e, a0 se deslocar o centro (movimento de
translacdo) da sigmoide, busca-se uma posicdo “Otima’ desta funcdo para melhor

representar a saida. A funcdo o é uma grandeza positiva que contém 2 valores nulos (vide

89



Figura 29): (1) quando a saida intermediaria (s) da funcdo sigmdide tende para — e (2)
gquando s tende para +co, Ou Sgja, para s mMuito negativa, ou muito positiva,
respectivamente. Deve-se observar que o representa uma parcela que compde a variagao
(Equagdo (5.3.6)) dos pesos da rede neural. A distancia (base de o) entre estes 2 pontos
nulos de o, representa 0 espaco de busca das solugdes. Os pesos somente serdo atualizados
se s estiver contido entre os pontos (a) e (b) (correspondente a 5> 0). Fora deste intervalo
(correspondente a S = 0), ocorre a chamada paralisia do processo adaptativo. Assim,
havendo um maior espaco de busca, maiores sd0 as chances de haver solugdo para o
treinamento, como consequéncia, busca-se reduzir a possibilidade de ocorréncia de
paralisia que, com certeza, é a maior responsavel pelo insucesso do treinamento do
algoritmo retropropagagao.

Concluindo, a adaptacdo da inclinagdo e da translagdo sigmoidal visa,
primordialmente, oferecer maior possibilidade de obtencdo das solugbes (conjunto de
pesos gjustados). Via de regra, 0 nimero de iteracbes do algoritmo RP, com a inclusdo
deste mecanismo de adaptacdo, é menor se comparado ao nimero de iteragdes executadas
pelo RP convencional. Como conseqiiéncia, este mecanismo de adaptacdo reduz, também,
o tempo de treinamento, conforme foi observado nas vérias simulagdes realizadas.

Este exemplo foi realizado considerando-se 0s seguintes dados referentes a
arquitetura e aos parametros da rede neural:

RP convencional RP fuzzy com
com adaptacdo da adaptacdo da
inclinacdo e inclinacdo e

translagcéo translagcéo
sigmoidal sigmoidal

* NuUmero de vetores padréo . 50 50

* NuUmero de camadas ;3 3

» NUmero neurdnios por camada . (43551 (43,55,1)

» Tipo de sigmoide o 1-exp(=Asi) 1-exp(=Asi)

1+ exp(—Asi) 1+ exp(—Asi)
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« Taxadetreinamento ()°) 0,07 0,07
« Inclinaggo da funcéo sigmoide (A°) 0,3 0,3
* Termo de momento N&o N&o
* Inclusdo do controlador nebuloso N&o Sim
» Decaimento exponencial N&o 0,65
¢ Inclusdo do mecanismo paraa adaptacdo de A e p:  Sim Sim
» Taxade treinamento dainclinagdo da 0,007 0,007
funcdo sigmdbide
» Taxade treinamento datranslaco da 0,1 0,1
funcdo sigmdbide
* Tempo de treinamento 635,80 s 616,52 s
» Tempo de execucdo da andlise e geracdo 0,015s 0,015s
do modelo de sensibilidade
Funcdo sigméide
Derivada da 4
fungdo sigmadide
Emrdacdoa(s) 5 Saida
) :

\I trud
Adaptacdo dos a J k k
pesos

!

=

Sinais de entrada
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procedentes das Mecanismo de B A Sinal do erro
saidas dos neurdnios Adaptaczo e@ %y,
da camada anterior

Basede o

Figura 29. Mecanismo de adaptacdo de pesos, via algoritmo retropropagagao.

Estes exemplos (sistema sul-brasileiro) foram processados com uma rede

neural considerando-se um erro admissivel (tolerancia) correspondente a 102 Contudo, se

considerarmos uma tolerdncia menor, o tempo de treinamento crescera bastante. Por
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exemplo, com uma tolerancia de 1073, o tempo de treinamento passara de 10 horas, e
dependendo dos parametros escolhidos pode néo convergir, principalmente para o
treinamento utilizando o algoritmo retropropagacdo convencional, conforme observado nas
simulacBes realizadas. Deve-se, porém, entender que a tolerancia de 107, para o caso em
gue a saida é a margem de seguranca, 0s resultados séo adequadamente precisos, para fins

de andlise e correcdo de seguranca (erro inferior a 10%).

8.6. CONCLUSAO

Neste capitulo foram apresentados os diversos exemplos aplicados para
mostrar a potencialidade da proposta apresentada neste trabalho, primeiramente para
fungdes ndo-lineares conhecidas, como uma fungdo seno, e outra baseada na referéncia
Mai-Duy & Tran-Cong [47], assim como para dois sistemas elétricos, um sistema exemplo
baseado em Anderson & Fouad [2], e outro sistema elétrico real (sistema sul-brasileiro).

Ressalta-se, porém, que podem ser geradas, pela rede neural, restricdes de
estabilidade transitéria (Equacdo (4.3.2)) para um conjunto de interesse de contingéncias,
e.g., paratodas as contingéncias que apresentem margem de seguranca inferior a um dado
limiar predefinido. Estas restricbes podem ser agregadas a outras restrigdes do sistema
(balango de poténcia, limite fisicos dos equipamentos elétricos, etc.) e resolvido o
problema do controle preventivo através, por exemplo, do uso de algum método de
otimizagdo. Este assunto é um dos itens sugeridos, no Capitulo 9, paratrabalhos futuros.
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CAPITULO 9

CONCLUSOES E SUGESTOES PARA TRABALHOS FUTUROS

9.1. CONCLUSAO

Foi proposto nesta pesguisa um procedimento para a realizagcéo do controle
preventivo dindmico (considerando a estabilidade transitéria) de sistemas elétricos de
poténcia, baseado na andlise de sensibilidade, cujo modelo foi gerado por uma rede neural
multicamadas ndo-recorrente. A andlise de estabilidade transitéria € um dos principais
estudos realizados em Sistemas de Energia Elétrica. Trata-se de um procedimento que visa
avaliar os efeitos provocados por perturbacdes que causam grandes excursdes nos angulos
das méquinas sincronas, e.g., curto-circuito, saida e entrada de operacdo de equipamentos
elétricos. Neste caso, 0 modelo do sistema é descrito por um conjunto de equactes
algébricas e diferenciais ndo-lineares. Nos casos instaveis e / ou havendo violagdo do limite
de capacidade dos equipamentos, faz-se necesséria a adocdo de medidas que possibilitem
conduzir 0 sistema a0 estado seguro, sendo esta atividade definida como controle de
seguranga ou controle preventivo. Deste modo, esta pesguisa visou o desenvolvimento de
uma metodologia baseada nas redes neurais (Fine [18], Kartalopoulos [31], Wasserman
[77]) para a andlise de estabilidade transitéria — considerando-se defeitos de curto-circuito
com saida de linha de transmissdo — e, principalmente, para a analise de sensibilidade
(Frank [25]) de sistemas elétricos de poténcia, as quais representam os instrumentos
necessarios para realizar o controle preventivo. As redes neurais S80 recursos importantes
para a abordagem do problema do controle preventivo, tendo em vista que, uma vez
realizado o treinamento (atividade realizada off-line), a andlise pode ser concluida
praticamente sem esforco computacional (compreendendo, basicamente, ao calculo da
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informagdo entre a entrada e saida da rede neural), podendo ser empregada para aplicacdes
em tempo rea. E importante destacar que o céculo da sensibilidade é efetuado sem
acréscimo do esforco computacional. Devendo-se destacar, ainda, que a obtencdo do
modelo de sensibilidade, por procedimentos convencionais, envolve um grande nimero de
célculos matriciais complexos que, geramente, consomem grande quantidade de tempo de

célculo, principalmente, para aplicacdes em sistemas de grande porte.

O treinamento da rede neural foi efetuado usando o algoritmo retropropagagéo
(Werbos[79]) com controlador nebuloso (Arabshahi ef al. [3], Lopes[39]) e também com o
gjuste da inclinagdo e translacdo da funcdo sigmoide (Stamatis er al. [69], Lopes [40],
Lopes et al. [42]). O controlador nebuloso, e 0 guste dos parametros fornecem uma
convergéncia mais rdpida e resultados mais precisos (Lopes [40], Lopes et al. [42]) quando
comparados com o algoritmo retropropagacdo tradicional (Werbos [79], Widrow & Lehr
[80]), gjustando a taxa de treinamento, usando a informacéo do erro global e variagdo do
erro global. Uma vez finalizado o treinamento, a rede esta apta a estimar a margem de
seguranca e a andlise de sensibilidade. Com estas informagdes € possivel desenvolver um
procedimento para efetuar a correcdo de seguranca (controle preventivo) para niveis
considerados adequados para o sistema. O procedimento proposto € um resultado
preliminar, o qual € um ponto de partida para procedimentos mais elaborados de controle
preventivo (andlise de estabilidade considerando um conjunto de contingéncias, geracéo
6tima, pré-despacho, etc.).

Inicialmente, foram realizadas duas aplicacdes, que correspondem ao célculo da
sensibilidade de fungBes de uma Unica varidvel, como forma de testar e ilustrar a
metodologia proposta. Posteriormente, foram realizadas duas outras aplicacdes: (1) Sistema
Anderson & Fouad [2]; (2) Sistema Sul-brasileiro (Minussi [53]), uma somente com o
controlador nebuloso e outra contendo o guste dos parametros inclinacdo e translagdo da
funcdo sigmdide. Destas aplicagdes, pode-se concluir que a metodologia proposta €
promissora para os exemplos simulados, destacando-se o tempo de simulacdo praticamente
on-line para utilizagdo em centros de controle de operagdo de sistemas elétricos. A
metodologia proposta, portanto, apresentou um desempenho que pode ser considerado
satisfatério. Porém, foram observados alguns problemas nas aplicacfes, assim destacados.

(2) treinamento é demorado, principalmente quando se emprega sistemas de grande porte e
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grandes conjuntos de padrdes de treinamento; (2) h& necessidade de uso de um conjunto de
dados volumoso, para a fase de treinamento, para se obter os resultados desejados; (3)
dificuldade de incluséo de novos padrdes (realizagdo do treinamento continuado).

Assim sendo, deve-se ressaltar que esta rede neural pode ser aplicada para a
resolugdo do modelo de sensibilidade em tempo real. Contudo, o treinamento é realizado de
modo off-line. Ainda que foram implementadas melhorias (inclusio do controlador
nebuloso e a adaptacdo dainclinacdo e deslocamento da fun¢do pds-sinaptica) no algoritmo
retropropagacdo tradicional (Werbos [79]), o treinamento € bastante longo, especialmente
guando se trabalha com sistemas de grande porte. Deve-se destacar, também, que o
principal resultado destas melhorias refere-se a adaptacdo da funcdo pos-sinaptica, isto
porgue é um recurso que Vvisa, principalmente, “garantir’ a obtencdo de uma solucéo ou,
pelo menos, que haja uma maior liberdade de acdo para 0 mecanismo de adaptacdo de
pesos (impedindo a ocorréncia de paralisia (Wasserman [77])), aravés do alargamento do

espaco de busca.

Em vista disto, as sugestbes que serdo apresentadas na subsecdo subseqliente

visam tornar estatécnica mais competitiva.

9.2. SUGESTOES PARA TRABALHOS FUTUROS

Os resultados desta pesquisa podem ser considerados satisfatorios (do ponto de
vista da precisdo e rapidez na obtencdo das solugdes), conforme argumentado
anteriormente. Porém, sugerem-se algumas melhorias e procedimentos que podem ser
implementados com o propdsito de tornar esta metodologia mais eficiente:

1) desenvolvimento de novas ou testes de outras redes neurais que apresentem melhor
eficiéncia, principalmente com relagéo ao tempo de execucdo do treinamento, tornando
o sistema neural mais rdpido. Neste contexto, por exemplo, sugere-se a abordagem com
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2)

3)

4)

5)

arede neural de base radial (Haykin [28], Kung [36], Wasserman [77]), a qual pode-se
perfeitamente implementar, com os devidos cuidados, os resultados desenvolvidos
nesta pesquisa;

desenvolver estratégias de implementagdo do treinamento continuado. Este é um
assunto que vem sendo, cada vez mais, objeto de investigacdo, visto que a maioria das
redes neurais tem apresentado dificuldades no tratamento desta questén. A solucéo
mais elementar é retreinar arede neural quando devem ser considerados novos padres,
OuU sgja, iniciase novamente o processo de treinamento. Esta abordagem torna-se
pouco eficiente para aplicagdes préticas. Novas propostas baseadas, por exemplo, a
teoria da ressonancia adaptativa (ART) (Carpenter & Grossberg, S. [9], Carpenter et al.
[10]) em que o treinamento continuado pode ser perfeitamente realizado. Contudo, h&
uma certa dificuldade de calcular a sensibilidade (que € um modelo continuo), em
conseguéncia das redes neurais ART trabalharem com informagdes na forma discreta e
ndo na forma continua. Assim, o desafio esta lancado.

nesta pesquisa foram usados os dados gerados por simulagdo (poténcias nodais e
margens de seguranca associadas). Porém, seria bastante importante considerar,
também, os dados disponiveis nos centros de controle, ou segja, juntar todas estas
informagdes com vistas a tornar 0 sistema mais eficiente, inclusive, possivelmente,
contemplar modelos mais elaborados, e.g., 0 modelo completo de Park (Stott [70]).

Aplicar a metodologia proposta em problema relacionado a previsdo de carga por redes
neurais (Lopeser al. [41]). Neste caso, é realizar a andlise de sensibilidade como forma
de estabelecer as correlagdes entre causa e efeito na previsdo, ou sgja, estabelecer quais
S80 as varidveis mais importantes, assim como aquelas que podem ser desconsideradas
com vistas areduzir o volume de informac&o a ser manipulado pela rede neural na fase
de treinamento. Como conseqiiéncia direta ter-se-a uma reducdo do tempo de
treinamento e, principalmente, melhorar a qualidade das solugbes, pois usam-se
somente as variaveis mais importantes e evitando-se os possiveis ruidos produzidos por

variaveis irrelevantes.

desenvolver metodologias hibridas envolvendo, por exemplo, a geragdo do modelo de
sensibilidade por redes neurais (como realizado nesta pesquisa) e novas técnicas de
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6)

7)

otimizacdo (redes neurais (Cichocki & Unbehauen [12]), inteligéncia coletiva
(Kennedy, & Eberhart [32]), otimizacdo evolutiva (Song & Irving [68]), €tc.), visando
obter solugdes 6timas (ou subGtimas) para o redespacho de geragdo e para o corte de

carga,

aplicacdo da metodologia aqui proposta para resolucbes de outros problemas
importantes no ambiente de sistemas elétricos de poténcia, por exemplo, a
determinacdo de estratégias de intercambio de energia (Lotufo [46]) que vém ganhando
maior importancia na atualidade, tendo em vista a pré&ica de politica de
desregulamentacdo do setor elétrico;

aplicacdo deste sistema neural para a resolugdo de outros problemas que sdo
evidenciados em outras &eas do conhecimento humano (medicina, agricultura,
biologia, etc.), em especial, nos casos onde ndo estdo disponibilizados ou séo
desconhecidos os modelos pertinentes.
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APENDICE A

PRINCIPAIS CONCEITOS EM REDES NEURAIS ARTIFICIAIS

Genericamente, define-se uma rede neural como uma rede de comunicagdo
adaptativa que liga uma funcdo custo a uma saida desejada (Fine [18], Kartalopoulos [31],
Kung [36], Wasserman [77]). Matematicamente, uma rede neural representa um sistema
dindmico que pode ser modelado como um conjunto de equacOes diferenciais e/ou
algébricas, ndo-lineares acopladas (Kartalopoulos [31]).

As redes neurais sG0 compostas de neurdnios interligados formando camadas,
distinguindo-se em camadas de entrada, intermediérias e de saida. No entanto, estas redes
precisam aprender a tarefa para poder atuar. 10 esté associado aos pesos de ligagdo entre
0s neurdnios. Os valores finais dos pesos constituem o programa da rede neural artificial
(Kartalopoulos [31], Kung [36], Widrow & Lehr [80], Wasserman [77]). A Figura 30
ilustra uma rede neural genérica, conforme descrito anteriormente, contendo uma camada
de entrada, camadas intermediérias e uma de saida (Minussi [52]).
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Figura 30. Rede neural artificial.
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Existem diversos modelos de redes neurais, desde sua concepgdo inicial, a
partir do primeiro neurdnio artificial de McCulloch-Pitt (Kartalopoulos [31]), que envolvia
a modelagem de um Unico neurdnio, em que foi detectada a necessidade de uma
realimentagdo, sendo contemplada com o Perceptron multicamadas. Na sequéncia
cronolégica pode-se citar os modelos ADALINE (4DAptive Linear NEuron) (Widrow &
Lehr [80]) e MADALINE (Multi ADALINE) (Widrow & Lehr [80]). O Perceptron
multicamadas, é uma espécie de pré-requisito para o algoritmo retropropagacdo (Werbos
[79]). O Perceptron faz parte de uma segunda geragdo de modelos, uma vez que a primeira
geracdo de modelos desenvolvidos, ndo continham realimentacéo.

O modelo de McCulloch-Pitts desenvolvido em 1943, o qual descreve um
neurbnio, estd representado na Figura 31, cuja atividade s € a soma de n entradas
ponderadas por seus respectivos pesos. Edta atividade alimenta uma fungdo néo-linear £{.)
gue produz um sinal que sera enviado aos demais neurénios. As ndo-linearidades mais
empregadas sd0: relé, l6gica threshold e sigmbide. O neurdnio de McCulloch-Pitts pode
conter também um peso bias w, aimentado por uma constante x, = +1 que desempenha o

controle do nivel de saida do neurénio.

%]
Entrada

ol

W
fi.) Saida

Mao-linearidade X,

A

Figura 31. Modelo do neurdnio de McCulloch-Pitts.

As Figuras 32 a 35 mostram as fungdes néo-lineares mais utilizadas conforme

descrito anteriormente.
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Figura 32. Funcéo relé.
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Figura 34. Funcéo sigmoide (1).

_1-exp(-Asi)

) 1+ exp(—Asi)

sendo:
A =inclinagdo da curva.
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+1

(] 5

Figura 35. Funcdo sigmoide (2).

_ 1
) = 1+ exp(—Asi)

O modelo de neurdnio ADALINE € mostrado na Figura 36. A funcdo de saida é
uma combinagdo linear das entradas. Na implementacdo discreta, estes elementos recebem,

no instante £, um vetor padréo de entrada:
Xk =[xo=+1 X1 Xop . .. Xm] " (A.1.1)

e uma resposta desejada d.. Os componentes do vetor padréo de entrada séo ponderados por
um conjunto de coeficientes, ou sgja, pelo vetor de pesos.

W=[wo wi wo .. w)] (A.1.2)

A soma das entradas ponderadas é, entdo, avaliada (calculada), produzindo uma

combinac&o linear correspondente ao produto interno:
S =<Xp, W> (A.1.3)

Os componentes de X;. podem ser valores reais ou binarios. Porém, 0s pesos sao

valores essencialmente reais.

Durante o processo de treinamento, os padroes de entrada e de respostas
desgjadas correspondentes sdo apresentados a rede neural. Um algoritmo de adaptacéo
gjusta, automaticamente, os pesos de tal forma que as saidas fiquem proximas dos valores

desejados.
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A rede neural ADALINE consiste no mecanismo de adaptacdo linear em série

com relé (funcéo ndo-linear), que € empregada para produzir uma saida binaria +1:

Y = sgn(sy) (A.1.9)
sendo:
sgn(.) =funcéo sinal.
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Figura 36. Rede neural ADALINE.

A rede neural MADALINE (Multi-ADALINE) € congtituida por vérios
elementos ADALINE. Contudo, o processo de treinamento é bem mais complexo, se
comparado ao ADALINE. A rede neural apresentada na Figura 36, associada a algum
mecanismo de adaptacdo de pesos (treinamento), € umarede ADALINE.

As redes neurais classificam-se basicamente em dois tipos, redes recorrentes e
redes ndo recorrentes (Kartalopoulos [31]).

As redes recorrentes sd0 aquelas que contém lagos de realimentacéo, ou sgja,
contém conexdes das saidas de uma determinada camada para a entrada da mesma ou de
camadas anteriores. As entradas de um neur6nio sdo as saidas dos demais neurénios da
camada anterior. As redes que possuem esta estrutura desenvolvem uma memoria a longo
prazo nos neurdnios internos. As redes ndo recorrentes caracterizam-se estruturalmente por
estarem dispostas em camadas. Nestas redes cada camada de neurbnios recebe sinais

somente das camadas anteriores, ou sgja, elas ndo possuem lagos de realimentagéo.
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Redes ndo-recorrentes ou feedforward ndo possuem memoria, sendo que, sua
saida é exclusivamente determinada em fungdo da entrada e dos valores dos pesos . A rede

neural mostrada na Figura 36 € uma ndo-recorrente.

A propriedade mais importante das redes neurais € a habilidade de aprender e
com isso melhorar seu desempenho. 1sso € feito através de um processo iterativo de gjustes
aplicados a seus pesos que correspondem ao treinamento.

Portanto, para isto podem existir dois tipos de aprendizagem, o supervisionado
e 0 ndo-supervisionado, (Widrow & Lehr [80]).

Num aprendizado supervisionado, compara-se saida desejada (conhecida, a
priori, quando aplicado, na entrada um estimulo padréo) com saida objetivo. As duas saidas
sdo, entdo, comparadas produzindo um erro, o0 qual é processado aé que um erro minimo
seja alcangado. Neste processo de minimizag&o, sdo feitos gustes nos pesos de ligagcdo dos
neurbnios. Ja 0 ndo supervisionado, consiste num mecanismo de adaptacdo de pesos
considerando somente o conjunto de padrdes de entrada, isto é a rede se auto-organiza
(Kartalopoulos [31], Widrow & Lehr [80]). A Figura 37 (Minussi [52]) ilustra o
aprendizado supervisionado, enquanto 0 ndo-supervisionado é mostrado na Figura 38
(Minussi [52)]).
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Figura 37. Treinamento supervisionado.
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Figura 38. Treinamento n&o-supervisionado.

Um dos algoritmos de treinamento mais comuns € 0O retropropagacao
(backpropagation) (Werbos [79]). Define-se o retropropagacdo como uma aplicagdo da
regra da cadeia do célculo diferencial (Bender [7]) em redes feedforward (ndo recorrentes,
isto € sem lacos de realimentagdo). O objetivo € minimizar um erro em torno de um
conjunto de padrbes de treinamento, utilizando-se 0 método do gradiente descendente.
Chama-se retropropagacdo porque a informagdo é transmitida no sentido contrério ao da
propagacdo, iniciando da saida e movendo-se para a entrada. O algoritmo retropropagacdo
gjusta os pesos na direcéo oposta ao erro do gradiente instantaneo (Bender [7], Haykin [28],
Kartalopoulos [31], Widrow & Lehr [80]). Portanto, dentre os principios fundamentais das
redes neurais pode-se citar:

a) os casos particulares de redes de acordo com o nimero de neurdnios, ou
ainda, se estes sdo neurdnios de entrada ou de saida, ou a quantidade de
neuronios por camada;

b) as funcbes mais utilizadas (o propédsito da funcdo ndo-linear aplicada é
assegurar que a resposta do neurdnio seja limitada, ou seja, que a resposta

real seja controlavel). As duas fungdes mais utilizadas so o degrau unitario
ou relé e afuncdo sigmdide;

C) ataxa de aprendizagem: geralmente é um nimero pegueno e positivo que

influencia a velocidade e a preciséo do processo de aprendizado;
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d) o modo de processamento ou treinamento, se sequiencial ou por lote, sendo 0
primeiro o mais utilizado;

€) o critério de parada: ou seja, quando a convergéncia foi atingida, pode ser
através da norma Euclidiana do vetor gradiente, quando esta aingir um valor

suficientemente pequeno e preestabelecido, ou quando ataxa de variagdo do

erro médio quadrético for suficientemente pequena.
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Logica nebulosa é uma forma matemética para representacdo de definicbes
vagas. Conjuntos nebulosos sdo generalizacdes da teoria de conjunto convencional. Contém
objetos que contemplam imprecisdo no referido conjunto. O grau de pertinéncia é definido
por um valor da funcéo de pertinéncia a qual possui valores compreendidos entre O e +1.
Deste modo, a seguir sdo apresentados 0s principais conceitos sobre I6gica nebulosa que

S80 utilizados nesta pesquisa.

Defini¢do 1. Considere uma colecdo de objetos Z. Entdo, um conjunto nebuloso 4 em Z é

APENCICE B

LOGICA NEBULOSA

definido como sendo o conjunto de pares ordenados:

sendo:

Mi1(z) = valor da funcdo de pertinéncia do conjunto nebuloso A4 correspondente ao

elemento z.

M.

4

S t— )

8

Mz

A={GEum@)z U7}

Figura 39. Conjuntos Nebulosos.



Operacdes semelhantes a AND, OR e NOT s&0 aguns dos mais importantes
operadores de conjuntos nebulosos. Supondo-se que 4 e B sdo dois conjuntos nebulosos
com funcgdes de pertinéncias designadas por 1 (z) e iz (z), respectivamente, entéo, tem-se
(Kartalopoulos [31], Terano et al. [74]):

a) Operador AND ou intersegdio de dois conjuntos. A funcdo de pertinéncia da intersegéo

destes dois conjuntos nebulosos (C =4 n B) € definida por:

He (2) = min { fls (2), s (2)}, z Z (B.2)
A
”’AHB
1 +— //A\\ /"'\‘
N LN
PR \
// \~
: >
4 8

Figura40. Operador AND.

b) Operador OR ou unido entre dois conjuntos. A fungdo de pertinéncia da unido destes

conjuntos nebulosos (D = 4 [7 B) é definida por:

Hp (2) = max{ s (2), Hs (2)}, z D Z (B.3)

A

U'ADB

l_

Figura41. Operador OR.
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C) Operador NOT ou o complemento de um conjunto nebuloso. A fungdo de pertinéncia

do complemento de 4, A’ é definida por:

Wi (z)=1- (2, z UZ (B.49)

Figura42. Operador NOT.

d) Relacdo Nebulosa. A fungdo nebulosa R de A em B pode ser considerada como um
grafo nebuloso e é caracterizada pela funcdo de pertinéncia iz (z,y), a qua satisfaz a

seguinte regra de composi¢&o:

s (@) = mas { min 12 3), 11 G)]) (8.5

A Figura 43 mostra as caracteristicas da funcdo de pertinéncia, na qual a altura
ou magnitude € normalizada em 1. O grau de pertinéncia é determinado pela projecéo
vertical do parametro de entrada do eixo horizontal no limite mais alto da fungdo de
pertinéncia, possuindo valores compreendidos entre 0 e 1, (Lopes [39]).

limite
40 zero p()ﬂx»‘
I \\\

grau de pertinéncia
jOR
g
QD

F» largura <

Figura 43. Fungdes de Pertinéncia.
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O controle nebuloso € um mecanismo constituido, basicamente, de trés partes:
nebulizacdo que converte variaveis reais em variaveis linguisticas; inferéncia que consiste
na manipulacdo de base de regras utilizando declaracOes if-then e, ainda, operagOes
nebulosas, como definidas anteriormente (equacbes (B.1)—(B.5)) e denebulizagdo que

converte o resultado obtido (variaveis linglisticas) em variaveis reais.

As funcdes de pertinéncia nebulosas podem ter diferentes formas, tais como

triangular, trapezoidal e gaussiana, de acordo com a preferéncia/ experiéncia do projetista.

O método mais comum de desnebulizacdo é o método de centro de area
(centroide) (Kartalopoulos [31]; Terano ez al. [74]) que encontra o centro da gravidade da
solugdo dos conjuntos nebulosos. Para um conjunto nebuloso discreto tem-se
(Kartalopoulos [31]; Terano et al. [74]):

n
_ XJ,Ui o;
— l =
2 M
i=1
sendo:
a = vaor do conjunto que possui um valor de pertinéncia t4;
n = numero de regras nebulosas.

O valor # calculado pela equacdo (B.6) corresponde a projecéo do centro de
inércia da figura definida pelo conjunto de regras sobre 0 eixo davariavel de controle.

Cada variavel de estado geralmente € representada entre 3 e 7 conjuntos

nebulosos.
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APENDICE C

ALGORITMO COMPUTACIONAL PARA DETERMINACAO DA MARGEM DE
SEGURANCA

A andlise de estabilidade transitéria de sistemas de energia elétrica sera
efetuada combinando-se 0 Método Direto de Lyapunov e a resolucdo das equactes
diferenciais (metodologia hibrida), considerando-se defeitos tipo curto-circuito com saida
de operagéo de linha de transmissdo. Esta combinacdo é empregada como forma de se
obter maior precisdo, se comparada a0 Método Direto de Lyapunov. A funcdo de
Lyapunov adotada seré do tipo energia. Neste caso, a andlise da estabilidade é efetuada
comparando-se a energia adquirida durante o transitorio com uma energia critica. A
energia critica corresponde a méxima energia que o sistema pode acumular de tal modo
gue sua estabilidade seja preservada. A energia critica e, consequentemente, o tempo
critico seréo determinados baseados no conceito PEBS (Potencial FEnergy Boundary
Surface (Athay et al. [4]) iterativo (Fonseca & Decker [21]), cujo agoritmo empregado
corresponde ao apresentado na referéncia Silveira [65]. Este algoritmo tem sido adotado,
tendo em vista a precissto compardvel a simulagdo, com custo computacional

consideravelmente inferior (Fonseca & Decker [21]).

A estabilidade transitéria para a r-ésima contingéncia pode ser avaliada, via

margem de seguranca, da seguinte forma (Pai [59]):
e M, > 0, o sistema é considerado estavel, do ponto de vista da estabilidade
transitoria;
e M, < 0, o sistema é considerado instdvel, do ponto de vista da estabilidade
transitoria.
A derivada direcional da energia potencial pode ser expressa de modo similar ao

apresentado nas referéncias (Athay ez al. [4], Fonseca & Decker [21], Pai [59]), por:
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_<g(0),0-0P) >

D)= (B.2)
|o-oP]e
sendo:
g(0) = 1[g(0) &A0)... gu(O)] (B.2)
PCOA
I 9 =P ,'_P ,'_M B.3
g(0) = Pmi=Pe-M — (B.3)
<.,.> = produto interno de dois vetores ns-dimensionais,

norma euclidiana.

[-1e

A derivada direcional D (8) possui a propriedade de se manter sempre positiva
para trajetdrias (solugdes das equactes diferenciais) estéveis (Athay et al. [4], Fonseca &
Decker [21], Pai [59]). Os pontos @ [7 [7' correspondentes aos zeros da derivada direcional,
gue primeiro sdo lancados quando se percorre uma direcdo radial, a partir da origem,
determinam uma superficie definida como sendo Superficie Limite de Energia Potencial ou
PEBS (Athay er al. [4]). Por conseguinte, o procedimento de determinagdo da energia e
tempo critico apresentado na referéncia Fonseca & Decker [21] consiste na busca de um
ponto na trajetéria sob falta, por processo iterativo, tal que a evolucdo pés-falta, que
comeca neste ponto, encontre amaxima aproximacdo da PEBS. Considerando-se, entéo, os
resultados apresentados anteriormente, pode-se descrever o algoritmo através dos seguintes
passos (Silveira [65]):

Passo 1. Ler osdados.

Passo 2. Determinar o fluxo de poténcia do sistema pré-falta, através do método
desacoplado répido.

Passo 3. Iniciar o contador de contingéncias:
r=1
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Passo 4.

Passo 5.

Passo 6.

Passo 7.

Passo 8.

Passo 9.

Passo 10.

Passo 11.

Contador de contingéncias:

r=r+1.

Calcular as matrizes reduzidas as barras internas de geragdo para as

configuragdes de falta e pos-falta

Calcular o ponto de equilibrio pés-defeito. Emprega-se, neste caso, 0 método de
Newton, considerando a topologia da rede reduzida as barras internas de

geracao.

O ponto de equilibrio pos-defeito € estével? Se verdadeiro, ir ao passo 8. Do
contrario, emitir mensagem que a contingéncia ndo possui ponto de equilibrio e,
conseglentemente, o sistema é considerado instavel para a contingéncia
analisada e retornar ao passo 4.

Determinar o tempo critico e a energia critica:

(a) o cédlculo das trgjetérias sob falta e pés-falta € determinado através do
método Runge-Kutta de segunda ordem (integracéo numérica das equacdes
diferenciais (3.3.1);

(b) energia e tempo critico determinados utilizando-se o algoritmo proposto na
referéncia (Fonseca & Decker [21]). A fungdo de Lyiapunov tipo energia é

avaliada de acordo com as expressoes (3.4.2)—(3.4.4).

Ultima contingéncia ? Se verdadeiro, ir ao passo 10. Do contrério, retornar ao
passo 4.

Emitir relatério em forma de tabelas contendo os principais dados e resultados
(tempo critico, energia critica, energia correspondente ao instante de

eliminacéo de defeito, margem de seguranca, etc.).

Finalizar o processo de célculo.
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APENDICE D

Neste Apéndice sdo relacionados os diagramas unifilares e dados dos sistemas
estudados nesta pesquisa. Trata-se dos sistemas de 3 méquinas (sistema Anderson & Fouad
[2]) e de 10 méquinas sincronas, 45 barras e 73 linhas de transmisso, respectivamente.

D.1. DADOS DO SISTEMA EXEMPLO ANDERSON & FOUAD [2]

Tabela 9. Dados das maquinas sincronas.

Maquina Poténcia Reatancias H (9
Sincrona Mecanica
(pu) d d
(pu) (pu)
1 Referéncia 0,1460 0,0608 9,552
2 1,63 0,8958 0,1198 3,333
3 0,85 1,3125 0,1813 2,352

Tabela 10. Dados das cargas.

Poténcia Elétrica Barrade Carga
5 6 8
Ativa 1,25 0,90 1,00
Restiva 0,50 0,30 0,35
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Tabela 11. Dados do sistema de transmiss3o.

Elemento do Sistema de Transmissdo

No. | NélInicial | NOFina | ResisténciaR (pu) Reatancia X (pu) | Susceptancia
Shunt (pu)
1 1 4 0,0000 0,0570 0
2 4 5 0,0100 0,0850 0,0880
3 4 6 0,0170 0,0920 0,0790
4 5 7 0,0320 0,1610 0,1530
5 6 9 0,0390 0,1700 0,1790
6 2 7 0,0000 0,6250 0
7 7 8 0,0080 0,0720 0,7450

T @ —F Catga ®T

Gy (2] (3 o

(3 ;lg_a_ —?ga

T1‘—J‘—' @
@

5]

Figura 39. Sistema de energia elétrica composto por 3 méquinas sincronas.
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D.2. DADOS DO SISTEMA SUL BRASILEIRO

Tabela 12. Dados das méguinas sincronas.

Méaguina Reatancias H (9
Sincrona
xd x'd
(pu) (pu)
1 0,0367 0,0367 30,44
2 0,1037 0,1037 10,56
3 0,0284 0,0284 38,34
4 0,0241 0,0241 62,25
5 0,0243 0,0243 55,24
6 0,1352 0,1352 4,37
7 0,1534 0,1534 6,8
8 0,0800 0,0800 12,5
9 0,0432 0,0432 20,24
10 0,0216 0,0216 62,46
Tabela 13. Dados do sistema de transmissio.
Elemento do Sistema de Transmisséo
No. [N&Inicial | N6 Final I mpedancia série (pu) Susceptancia Shunt (pu)
(Z=R+jX)
1 11 12 0,0007 +)0,0145 0
2 11 12 0,0007 +)0,0145 0
3 11 25 0,0018 +j0,0227 0
4 11 33 0,0014 +j0,0204 0
5 12 42 0,0 +j 0,0063 0
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Tabela 13. Dados do sistema de transmissio. (Continuagdo).

Elemento do Sistema de Transmiss3o

No. |NOInicial | N6 Final I mpedancia série (pu) Susceptancia Shunt (pu)
(Z=R+jX)
6 1 29 0,0 +j 0,0136 0
7 13 14 0,0386 + ) 0,1985 0
8 13 35 0,0096 + ) 0,0491 0
9 13 45 0,0033 +j0,0167 0
10 14 15 0,0463 +0,2378 0
11 14 15 0,0463 +)0,2378 0
12 14 37 0,0177 +j 0,001 0
13 14 37 0,0177 +j0,091 0
14 14 37 0,0177 +j 0,091 0
15 2 15 0,0 +j 0,046 0
16 15 16 0,0163 + ) 0,0835 0
17 15 16 0,0163 + ) 0,0835 0
18 15 39 0,025 +)0,1548 0
19 16 17 0,0163 + ) 0,0835 0
20 16 18 0,0316 +j0,1621 0
21 17 18 0,0153 +j0,0861 0
22 3 18 0,0 +j0,0114 0
23 18 19 0,0306 +j0,1523 0
24 18 44 0,0344 +j0,176 0
25 18 44 0,0344 +j0,176 0
26 19 20 0,0245 +)0,1256 0
27 19 25 0,0 +j 0,030 0
28 20 21 0,0088 +)0,0415 0
29 21 22 0,0182 + ) 0,0935 0
30 21 22 0,0182 + ) 0,0935 0
31 21 26 0,0 +j 0,0062 0
32 22 23 0,0154 +)0,0776 0
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Tabela 13. Dados do sistema de transmissio. (Continuagdo).

Elemento do Sistema de Transmiss3o

No. |NOInicial | N6 Final I mpedancia série (pu) Susceptancia Shunt (pu)
(Z=R+jX)
33 22 23 0,0154 +j0,0776 0
34 23 24 0,0216 +j0,1105 0
35 23 24 0,0216 +j0,1105 0
36 23 28 0,0 +j 0,0062 0
37 24 35 0,018 +j 0,092 0
38 24 35 0,018 +j 0,092 0
39 4 25 0,0 +j 0,0067 0
40 25 26 0,0019 +j 0,028 0
41 25 27 0,0019 +j0,0274 0
42 25 29 0,0014 +j0,0195 0
43 25 36 0,0005 +j 0,007 0
44 26 27 0,0005 + j0,0069 0
45 26 28 0,0012 +)0,0175 0
46 29 30 0,0021 +j 0,0309 0
47 30 38 0,0 +j 0,0062 0
48 31 32 0,0022 +j 0,030 0
49 31 40 0,0 +j 0,0062 0
50 32 33 0,0014 +j0,0195 0
51 5 33 0,0 +j0,0114 0
52 33 36 0,0005 +j 0,007 0
53 6 34 0,0 +j 0,0871 0
54 34 35 0,0 +j 0,059 0
55 7 35 0,0 +j0,0701 0
56 35 0,0 +j 0,045 0
57 35 45 0,0129 +)0,0657 0
58 10 36 0,0 +j 0,0068 0
59 37 38 0,0022 +)0,0111 0
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Tabela 13. Dados do sistema de transmissio. (Continuagdo).

Elemento do Sistema de Transmiss3o

No. |NOInicial | N6 Final I mpedancia série (pu) Susceptancia Shunt (pu)
(Z=R+jX)
60 37 38 0,0022 +j0,0111 0
61 37 38 0,0022 +)0,0111 0
62 37 40 0,0207 +0,0933 0
63 37 40 0,0207 +j 0,0933 0
64 37 40 0,0207 +0,0933 0
65 9 39 0,0 +j 0,0236 0
66 39 40 0,0202 +)0,1129 0
67 41 42 0,0125 +)0,064 0
68 41 42 0,0125 +j 0,064 0
69 41 43 0,011 +j0,1184 0
70 41 44 0,0229 +j0,1174 0
71 42 43 0,0229 +j0,1174 0
72 42 43 0,0229 +j0,1174 0
73 43 44 0,0181 +j 0,0929 0
Tabela 14. Dados das barras.
Barra | Tipo (*) Poténcia ativa (pu) Poténcia reativa (pu)
1 2 6,5000
2 2 2,1500
3 2 10,5000
4 2 11,1000
5 2 13,2500
6 2 0,9000
7 2 1,2000

127




Tabela 14. Dados das barras. (Continuagéo).

Barra | Tipo (*) Poténcia ativa (pu) Poténcia reativa (pu)

8 2 2,4100

9 2 4,9000

10 3 referéncia

11 1 0 -2,1300
12 1 0 0
13 1 1,7700 0,6800
14 1 1,9100 0,4200
15 1 1,7100 0,1850
16 1 1,2600 0,4700
17 1 0,4600 0,1470
18 1 2,8100 0,5650
19 1 2,7900 0,6070
20 1 1,3000 -0,7060
21 1 4,2700 -1,2500
22 1 3,1000 0,4100
23 1 4,2400 -0,0940
24 1 1,1700 0,5310
25 1 0 0
26 1 0 -1,4470
27 1 3,6800 -0,7560
28 1 0 0
29 1 1,7400 -1,1380
30 1 0 -1,5960
31 1 0 -1,6030
32 1 0 -1,6150
33 1 0 0
34 1 1,2600 0,3980
35 1 0 0
36 1 0 0
37 1 8,1300 1,1000
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Tabela 14. Dados das barras. (Continuagéo).

Barra | Tipo (*) Poténcia ativa (pu) Poténcia reativa (pu)
38 1 6,1200 -4,5500
39 1 4,0400 1,3500
40 1 3,9300 -1,1100
41 1 2,6200 0,1320
42 1 2,2900 0,8300
43 1 1,8400 -0,3980
44 1 1,3900 -0,4630
45 1 0,9010 -0,4470

(*) Barratipo: 1 - barradecarga(PQ)
2 - Dbaradegeracéo (PV)
3

— barrade referéncia (P9).

Diagrama Unifilar do Sistema Elétrico

) Maringa Londrina
Campo Mouréo 230 kV 230 Curitiba-Norte

230 kV @D 525 525
_____ o __ BT Te T2 2 o 27
“p___C - - N Y @ Ivaiporé ‘
- ! (o) 4 i Areia
1 ! LR e 1 525

7!
(19 gl Ipley 4 Curitiba
——————— (41)  (44)
Apucarana 4
24)
() . zgoll\;l Segredo @ y @ I—@ @ |525 230 .
B &

|

]
PR 525 — e |59
Osorio 3 el | @ s B _: |
@_Igm_ I36 230 2 S. Mateus r_u_---—l P
138 ) e 230|421 ) |1 Joinvile
e ! 19 @Q___ZT)I Blumenau | - 53
¥ Pato 230 bo--mmommoomoooooo ) e
PL__ ey Branco } @) Barracio Er; e
| 1 525 13.8 525 —f -
: 230i09 - © r(ss): :(34)
0 [P .V B - 29 —®Rancho --}:
Xanxeré Passo 1 Queimado _zT
r-4, Fundo _1 230
|- - |
(38 @7

(18)! O _g. B 34
1 1 Forquilinha
d 13.8 45 -7~ 13.? 138

——

@91 l(l] (15) I_@ l_
e
Pinheiro AP N 230 J-Lacerea 11 6
32 ) PO S ¢ N IS /1) W Sideropolis 230~ !
i PR T I T O | Sider6polis 2% _uI@_l_( : ) A

, 13

1

fec)

V. Aires

)
-~ 1
Itauba ! 525 kV 230 kV .
13.8 230kV | I_<49>_ ------------------ — 13.8
[ YT i 7Y ) S 8
(2N I T Pt 525 = ROk
39 40 Gravatai

9 138
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Tabela 15. Principais contingéncias usadas nas simulagdes.

Contingéncia

Barra sob Curto-circuito

Linha de Transmissdo Removida

1 17 16 -17
2 15 15-16
3 36 25 -36
4 29 25-29
5 15 14-15
6 33 11-33
7 29 29 -30
8 16 16 -17
9 16 16-18
10 25 25-27
11 30 29 -30
12 39 39-40
13 13 13-45
14 25 25-29
15 25 25 - 26
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APENDICE E

ARTIGOS COMPLETOS PUBLICADOS

De acordo com as exigéncias do Regulamento do PPGEE (Programa de
Pés-graduacdo em Engenharia Elétrica) da Faculdade de Engenharia de Ilha
Solteira — UNESP o auno do Doutorado deverd ter publicado ou ter sido aceito para
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doutorado:
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Stability Analysis and Preventive Control of Electric Energy Systems’. S&o Paulo,
SP, Proceedings of VI Brazilian Conference on Neural Networks, pp. 91-96, June
2003.
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SBMAC, DINCON 2004, junho 2004, pp.1347-1354.

Foram publicados (ou aceitos para publicacéo), também , em parceria com 0s
demais integrantes da equipe de trabalho (Orientador / Orientandos), outros artigos
completos sobre andlise de estabilidade transitoria e previsdo de carga por redes neurais.
Estes artigos também estéo inseridos no contexto da pesquisa de doutorado, ou sga,

andlise de controle preventivo dinamico.
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“Neural Networks to Transient Stability Analysis of Electrical Power Systems’,
Proceedings of the V Brazilian Conference on Neural Networks - }° Congresso
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aceito para apresentacao e publicagéo.
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