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RESUMO

A aplicacao de técnicas de inteligéncia artificial € ampla e envolve ciéncias politicas,
econdmicas, geopoliticas, sociais, agrarias, ambientais, legais e outras. Nas
agrarias, elas séo utilizadas e experimentadas no reconhecimento de pragas,
classificacdo de culturas, contagem de individuos arboreos visando a otimizacéo e
reducdo de custos. Dentre estas técnicas, o deep learning, ou aprendizado profundo
de maquinas, é uma opcao interessante. Também conhecida como redes neurais
profundas convolucionais, tem por base modelos mateméticos capazes de realizar o
processo de classificacdo de imagens. No setor florestal, essa metodologia pode ser
aplicada visando a melhoria de produtividade e auxiliando na conservacdo. O
presente estudo teve como objetivo aplicar deep learning para classificar imagens de
mudas florestais no processo de identificacdo de mudas e progndstico visual. O
estudo envolveu a criacdo de dois datasets: um com 610 imagens, sendo 400 para
treino, 200 para teste e 10 para validacdo, balanceado entre as classes: pau d’alho e
ipé-verde; e 0 outro com imagens de cabreuva, pau d’alho, brinco-de-indio, jatoba e
ipé-verde, composto por 1298 imagens sendo 1022 para treino, 256 para teste e 20
para validacdo. As bibliotecas importadas para realizacdo do processamento e
classificagdo foram Keras, com o framework do Tensorflow, e Matplotlib, todas
usando a linguagem de programacao Python. A avaliacdo da performance preditiva
do modelo utilizou o 10-fold cross validation. Na classificacdo entre as mudas de pau
d’alho e ipé-verde, a acuracia média foi de 96,84%. Para o teste de prognostico
visual, as classes foram divididas em mudas com anomalia e mudas padréao, e a
acuracia media foi de 49,18%. Assim, para diferenciar as duas espécies, o modelo
pode ser incorporado em uma API ou Software para aplicagdo em viveiros florestais.
Para utilizacdo com fins de realizacdo do prognostico visual, serdo necessarias

adaptacoes.

Palavras-chave: inteligéncia artificial; redes neurais convolucionais; viveiros.






ABSTRACT

The application of artificial intelligence techniques is broad and involves political,
economic, geopolitical, social, agrarian, environmental, legal, and other sciences. In
the agrarian sciences, they are used and experimented with within the recognition of
pests, classification of crops, counting of tree individuals aiming at optimization, and
cost reduction. Among these techniques, deep learning or deep machine learning is
an interesting option. Also known as convolutional deep neural networks, it is based
on mathematical models capable of performing the image classification process. In
the forestry sector, this methodology can be applied to improve productivity and aid
in conservation. The present study aimed to apply deep learning to classify images of
forest seedlings in the process of seedling identification and visual prognosis. The
study involved the creation of two datasets: one with 610 images, 400 for training,
200 for testing and 10 for validation, balanced between the classes: pau d'alho and
ipé-verde and the other with images of cabrelva, pau d'alho, brinco- de-indio, jatoba,
and ipé-verde, composed of 1298 images, 1022 for training, 256 for testing and 20
for validation. The libraries imported for processing and classification were Keras,
with the Tensorflow framework, and matplotlib, all using the python programming
language. The evaluation of the predictive performance of the model used 10-fold
Cross-Validation. In the classification between pau d'alho and ipé verde seedlings,
the average accuracy was 96.84%. For the visual prediction test, the classes were
divided into seedlings with anomaly and standard seedlings, and the average
accuracy was 49.18%. Thus, to differentiate the two species, the model can be
incorporated into an API or Software for application in forest nurseries. For use for
visual prediction purposes, adaptations will be required.

Keywords: artificial intelligence; convolutional neural networks; nurseries.
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1 INTRODUCAO

As recentes aplicacbes em aprendizagem profunda de maquinas,
conhecida como deep learning, demonstram a relevancia dessa area de estudo.
Alguns campos de sua aplicacao sdo: estratégias de negocio; experimentos nas
areas medicas; politica; ciéncias sociais e ambientais; economia, além da sua
potencialidade em demais ciéncias (WANG, 2019).

A economia mundial, geopoliticas e rela¢des internacionais serdo cada vez
mais afetadas com a utilizacdo em larga escala dos recursos de inteligéncia
artificial, como deep learning (OSEI, 2020). No setor florestal ndo é diferente, o
uso desses recursos tem sido importante nas areas produtivas e em acodes de
conservacdo. No combate ao desmatamento ilegal, a ONG Rainforest
Connection realiza o monitoramento de aproximadamente 300ha de floresta
amazonica, captando os sons da floresta com celulares que seriam descartados,
servindo, essa sonoridade, de dados de entrada para que o sistema reconheca
padrbes e prognostique possiveis acdes ilegais dentro da area (DAUVERGNE,
2020). Na produtividade, o caso da Fibria da unidade de Trés lagoas (MS)
confirma essa questédo. A corporacao inaugurou, em 2017, o viveiro de mudas de
eucalipto com processos autbnomos baseados em inteligéncia artificial,
havendo, com isso, um diferencial na produgéo final de celulose (FIBRIA, 2017).

Os viveiros florestais sdo a base do setor, as mudas produzidas neles
podem ser utilizadas para plantios comerciais, recuperacdo de areas degradas,
arborizacdo urbana, entre outras. A otimizacdo de alguns ou todos processos
produtivos de mudas florestais pode gerar uma reducdo de custos e melhorias
no manejo. Dentre esses processos, citamos a identificagdo de mudas e
prognastico visual, visando as condi¢des de qualidade da planta. A identificacdo
correta resulta em assertividade no manejo final e o prognoéstico visual reduz
perdas e, se realizado no momento adequado, pode garantir a qualidade das
mudas e a sua sobrevivéncia em campo.

Assim, o presente trabalho teve como objetivo aplicar deep learning na
classificacdo de imagens de mudas florestais, visando a diferenciacdo de mudas
de pau d’alho e ipé-verde e, realizacdo de prognostico visual de mudas de
jatoba, pau d’alho, ipé-verde, brinco-de-indio e cabrelva, classificando as

espécies em duas classes: anomalia ou padrao.
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2 REVISAO DE LITERATURA

2.1 Identificacdo Botanica

O estudo da botanica se originou a partir de registros de plantas
medicinais nos livros dos templos egipcios, como o Livro dos Mortos e o Livro
dos Vivos. No Livro dos Mortos, os registros séo sobre as aplicagcdes de plantas
no embalsamento de cadaveres, enquanto no Livro dos Vivos, ha descri¢cdes e
usos de plantas no combate a diversas doencas. Também existem relatos sobre
gregos que registraram observacdes primitivas sobre plantas. Assim, a medida
gue o conhecimento aumentou, exigiu-se uma organizacdo maior dessas
informacdes (GEMTCHUJNICOV, 1976).

A Identificacdo Botanica € um ramo da Sistematica Vegetal que tem por
objetivo determinar se uma planta pertence a um grupo ja conhecido de plantas.
O conceito de identificacdo é muitas vezes confundido com o da classificacao,
gue consiste em localizar os organismos em um sistema de tdxons e de
categorias hierarquicas. Essas categorias sdo compostas de grupos grandes e
inclusivos de organismos, como Reino, Filo, Classe, Ordem, Familia, Género e
Espécies (JUDD et al., 2008).

O homem sempre teve a necessidade de classificar, por meio de
caracteres similares, seres e objetos para facilitar seu manuseio ou
reconhecimento (QUINE, 1987). Esse ato de classificar € uma capacidade inata
gue a mente humana realiza involuntariamente e que tem registro desde o
homem primitivo, que classificava as plantas em comestiveis e ndo comestiveis.

A necessidade de agrupar seres com caracteristicas comuns, e nomea-
los, deu-se a partir de observagdes e estudo dos seres vivos, criando sistemas
hierarquicos de categorias denominados sistemas de classificacao bioldgica, que
podem ser Artificiais, Naturais e Filogenéticos, cada qual construido por
diferentes objetivos, principio filosoficos, normativas e conjuntos de caracteres
distintos (BARROSO et al., 2002; BRITO; AGUIAR; LIMA, 2013).

Na Botanica, os sistemas de classificacdo se desenvolveram em quatro
periodos: o primeiro agrupava plantas com habitos semelhantes, como arvore,
arbustos, ervas e trepadeiras. Esse sistema era pouco elaborado e atendia as

necessidades humanas como alimentacdo, medicina, construgdo, entre outros.
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Dentre o principal nome do periodo tem-se Theophratus (370 a.C.), considerado
0 pai da Botéanica (BARROSO et al., 2002; JUDD et al, 2008).

O segundo periodo é caracterizado pelos sistemas artificiais, baseados
em caracteres numéricos, sem a preocupacado de mostrar relagdes de afinidade.
Nesse sistema é utilizado poucos caracteres para construir grupos, empregando,
por exemplo, numero de estames e sua posi¢ao na flor e nUmero de estilete para
agrupar individuos em diferentes categorias taxondémica. Lineu (1707-1778) foi o
principal nome desse periodo. Ele é considerado o pai da taxonomia moderna e
do sistema de nomenclatura que utilizamos na atualidade (BARROSO et al.,
2002; BRITO; AGUIAR; LIMA, 2013).

O terceiro periodo reflete os sistemas naturais, que utilizam muitos
caracteres para construir grupos. Ele surge com o crescimento da morfologia
vegetal, de novas colecBes originadas dos tropicos e da melhoria dos
instrumentos Opticos. Dentre os principais nomes do periodo tém-se a Familia
Jussieu, que reconheceu 100 ordens de plantas, hoje consideradas familias, e a
Familia De Candolle, que tentou descrever todas as espécies vegetais
conhecidas (BARROSO et al., 2002).

Com a teoria Evolucionista proposta por Darwin e Wallace na segunda
metade do século XVII, os sistemas naturais de classificacdo sdo finalizados,
pois, a partir desse ponto, os agrupamentos dos organismos d&o-se pela
afinidade, que esta baseada em ancestralidade e descendéncia. Assim, o quarto
periodo é caracterizado pelo sistema filogenético, que procura usar todas as
informacdes disponiveis no momento a respeito dos taxons envolvidos. Engler,
Bessey e Cronquist sdo os principais nomes desse sistema de classificacédo
(BARROSO et al., 2002).

Além de agrupar os sistemas de classificacdo, o homem sentiu a
necessidade de nomear esses grupos, facilitando o reconhecimento e estudos
dos seres. Assim, foram criados 0 nome cientifico e as categorias taxonémicas,
tornando, para comunidade cientifica, uma linguagem universal. Lineu criou o
sistema binomial de nomenclatura que é utilizado na atualidade e que, para
escrevé-lo corretamente, faz se 0 uso do Cddigo Internacional de Nomenclatura
para algas, fungos e plantas (ICN), que abrange um conjunto de normas e
recomendacdes e assegura que nao haja duplicidade nominal, tornando o taxon

reconhecivel e aceito em todo mundo (VIDE et al., 2018).
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Assim, para identificar um grupo taxonémico vegetal é necessario utilizar
um sistema de classificacdo. A identificacdo pode ser realizada por meio de
chaves de identificacdo, comparagcdo com téxons nos herbarios e por
especialista da area (SOUZA; LORENZI, 2014). No entanto, novas tecnologias
estdo sendo elaboradas no sentido de classificar e/ou identificar os taxons a
partir de imagens aéreas, visdo computacional e inteligéncia artificial (KLOTII,
2015; KOGAN, 2013). A interagdo entre essas ferramentas pode transformar de
forma positiva a diferenciacdo de téxons, melhorando o processo de
levantamento, acelerando e tornando-o menos oneroso, quando comparado com
0S métodos atuais.

Os métodos atuais sdo manuais e se referem a confeccéo de chaves de
identificacdo elaboradas pelo especialista da area. Esse processo pode ter uma
baixa eficacia, pois os caracteres apresentados na chave sao determinados pela
experiéncia do pesquisador e, quando utilizada por outras pessoas, pode gerar
davidas com relacdo aos caracteres aplicados para separar os tdxons em
guestdo e, assim, ndo poder chegar corretamente a categoria taxondmica
desejada. Essas dificuldades, presentes na taxonomia tradicional, refletem-se na
criacdo de métodos automatizados existentes, embora existam poucos trabalhos
em visdo computacional para classificacdo vegetal que utilizem imagens. Logo,
esse método pode vir a contribuir no processo de identificagdo vegetal em
diferentes areas (CASANOVA, 2008).

Dessa forma, esse novo modelo de identificacdo botanica permite, a curto
prazo e com baixo custo, o reconhecimento de espécimes boténicos de um
determinado bioma e, consequentemente, trara medidas imediatas visando a

mitigacdo com relacdo a perda de nossa biodiversidade vegetal.

2.2 Visdo Computacional

A visdo computacional € uma area de estudos que busca, por meio de
programas, identificar objetos representados em imagens digitalizadas
(BRITANNICA, 2020). Também pode ser definida como uma area especializada
no processamento de imagens, onde o dado de entrada (input) € uma imagem e
a saida (output) € um conjunto de valores numéricos que sdo utilizados na
interpretacdo dessa imagem (GONZALEZ, 2010). Szeliski (2010) definiu que, o

objetivo da visdo computacional é obter imagens por meio de um dispositivo e, a
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partir delas, realizar a extracdo de caracteristicas necessarias para efetuar-se o
processamento, possibilitando, assim, uma decisdo assertiva. Como, por
exemplo, um braco robético seletor de residuos em uma linha industrial.

A deteccdao, classificagao e identificacdo de objetos em uma imagem por
meio de algoritmos é a éarea conhecida na visdo computacional como
reconhecimento de padrdes (pattern recognition) (BALLARD; BROWN, 1982).
De acordo com Prince (2012), ha a possibilidade de se utilizar pré-
processamentos para que se atinja o objetivo da visdo computacional, devido ao
grande numero de elementos que uma imagem possui. Cita-se, como exemplos,
o recorte e adequacdo de dimensfes da imagem de entrada, com o intuito de
extrair e/ou identificar os elementos desejados, por meio de algoritmos
teorizados e testados.

Um sistema de visdo computacional envolve algumas etapas, como: a
aquisicdo da imagem; extracdo de caracteristicas; deteccdo de segmentacao;
pré-processamento e processamento de alto nivel (FACON, 2006). Neste
trabalho, foram aplicadas a aquisicéo e extracdo de caracteristicas.

2.3 Aprendizado de Maguinas ou Machine Learning

O aprendizado de maquinas é uma subarea da inteligéncia artificial com o
objetivo de estudar algoritmos e técnicas que permitem que o computador
aprenda (MONARD; BARANAUSKAS, 2003). Esse método é baseado no
principio da inferéncia por indugédo. Assim sendo, com um determinado conjunto
de dados é possivel obter conclusdes (LORENA, 2006). Para obter esses
resultados, existem trés tipos de aprendizado indutivo:
o Supervisionado: a maquina realiza o aprendizado baseando-se em
informacgdes ja conhecidas, ou seja, por meio de saidas predeterminadas que
viabilizam a inducdo, durante o aprendizado, e a obtencdo do resultado
esperado (HAYKIN, 1999). Dessa forma, o processo consiste na selecdo de
alguns exemplos e, se necessarias, informacgfes adicionais para o indutor. Apos
a inducao, o resultado deve ser avaliado, para identificar se a saida gerada
corresponde a saida esperada, ocorrendo, se preciso, a repeticdo do processo.
o Semi-supervisionado: rotular um grande niamero de dados pode ser uma

tarefa onerosa e delongada. Portanto, € possivel solicitar ao especialista no
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dominio, que classifiqgue apenas alguns exemplos do conjunto de dados, os
quais ele tenha certeza sobre os rotulos (labels) associados, utilizando, desse
modo, algoritmos semi- supervisionados.

o N&o-supervisionado: para esse aprendizado, a maquina € treinada com
uma base de informagBes sem saidas predeterminadas. Por isso, o sistema
agrupa, por similaridade, as amostras, formando os clusters. Essa técnica é
utilizada principalmente para reconhecer padrdes ou tendéncias que auxiliem no
entendimento dos dados (LORENA, 2006). Para tratar do aprendizado com uma
grande quantidade de informagbes de entrada, nasceu o0 conceito de

aprendizado profundo de maquinas ou deep learning.

2.4 Aprendizado Profundo ou Deep Learning

O aprendizado profundo de maquinas é um ramo do aprendizado de
méaquinas que vem se desenvolvendo nos ultimos anos (HINTON, 2007), tendo
seus estudos intensificados apds desenvolvimento de pesquisas da Google em
reconhecimento de imagens (LE et al., 2012).

O principal objetivo dessa técnica é utilizar classificadores, como as redes
neurais profundas (Deep Neural Networks), para possibilitar a deteccdo de
padrées mais abstratos e, portanto, complexos. As redes neurais artificiais
surgem como um esforco de imitar o funcionamento do cérebro humano e
adquirir a capacidade de executar tarefas. A deep learning baseia-se em uma
grande quantidade de camadas de redes neurais artificias (Figura 1) em
sequéncia que permite ao computador detectar padrbes e realizar tarefas de
classificacdo ou regressdo apds treinamento com um conjunto de dados

adequado (GOODFELLOW, BENGIO; COURVILLE, 2016).
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Figura 1 - Diferenca entre redes profundas e nédo profundas

"Non-deep" feedforward Deep neural network
neural network

hidden layer X hidden layer 1 hidden layer 2 hidden layer 3
input layer

input layer

Fonte: Stackexchange (2015).

A técnica pode ser aplicada na classificacdo de imagens, onde a rede
neural recebe como entrada imagens, como as RGB, e produz como saida a
probabilidade desse exemplo pertencer a um conjunto possivel de classes,
sendo possivel diferenciar cachorros, gatos, tartarugas e corujas, por exemplo.
Esse resultado na classificagdo gera uma fungdo, temos f(x) = y, onde X
representa a imagem e y a classe mais provavel para x (MENDOZA; VELASTIN,
2017). Assim, aliada ao sensoriamento remoto, pode ser uma técnica importante

na identificacdo de espécies por meio de imagens digitais.

2.4.1 Redes Neurais Convolucionais (CNN’s)

O conceito de aprendizado profundo usando redes neurais se depara com
limitagbes computacionais ligadas ao processo de treinamento dessas redes.
Isso porque as topologias das redes neurais no aprendizado profundo
necessitam de um grande numero de ligacdes entre cada uma de suas
camadas. Essas limitacoes sao tratadas por meio de diversas solugdes, como o
uso de redes neurais convolucionais.

As Redes Neurais Convolucionais (Convolutional Neural Networks -
CNNs), sdo um modelo matematico de classificacdo inspirado no sistema
biolégico de processamento de dados visuais. Foram obtidos resultados
satisfatorios com esses algoritmos para classificacdo vegetal entre outras
problematicas (GU et al., 2015; JASSMAN et al., 2015). As CNNs aplicam
diversos filtros nos dados de entrada, construindo uma espécie de hierarquia de

caracteristicas (Figura 2) que resultam em descritores precisos da imagem



24

(KRIZHEVSKY et al., 2012; CIRESAN et al., 2011). As informacfes da imagem
séo inseridas diretamente no modelo (Figura 2), que utiliza modelos matematicos
para a extracdo das caracteristicas (valores) dessa imagem. Dessa maneira, ndo
€ necessario aplicar o processo prévio de extragcdo de caracteristicas, como

guando aplicado a uma rede neural comum.

Figura 2 — Processamento de imagem em rede neural convolucional

+ BRS-Amazonas
S + BRS-Cerecaporanga

Entrada
RBG, 224x224

(RBG, 22

| f e 3 o BRS-Sateré

Extragéo de caracteristicas Classificacdo
(Camadas de convolugio e agrupamento) (Camadas perceptron totalmente conectadas)

Fonte: Vargas et al. (2016).

2.5 Viveiros Florestais

O viveiro de mudas florestais € a base da cadeia produtiva, sendo
responsavel pela producdo de mudas que abastecem projetos de recuperacao
de areas degradadas, arborizacdo urbana, plantio de povoamentos florestais,
restauracao florestal entre outras finalidades (WALKER et al., 2011). O Decreto
n® 5.153, de 23 de julho de 2004, da Lei n° 10.711/2003, define que o viveiro é
uma area demarcada e tecnicamente adequada para a manutencao e producao
de mudas (BRASIL, 2004). Segundo Wendling (2001), além da producédo e
manutencdo, o viveiro de producdo também realiza o acompanhamento do
desenvolvimento da muda até o tamanho ideal e qualidade adequada, para que
tenha a maior taxa de sobrevivéncia em campo.

A EMBRAPA (1998) classifica os viveiros florestais em permanentes ou
temporérios, sendo os permanentes aqueles onde a producdo de mudas ocorre
por varios anos e as instalacdes sdo maiores e melhor planejadas. Nos viveiros
temporarios, as mudas séo produzidas para suprir uma determinada demanda,
sendo instalados proximos ao local de plantio, que geralmente sdo de dificil
acesso. No diagnostico da producdo de mudas florestais nativas no Brasil, foi
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gerada uma lista com 1.276 viveiros produtores de espécies nativas, desses, 369
se encontram no estado de Sao Paulo (IPEA, 2015).

Figura 3 - Quantidade de Viveiros produtores de espécies nativas

levantados por unidade federativa (UF)

810w s4ow

= ———
A5

Quantidade
de viveiros
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Fonte: Ipea (2015).

Atualmente o estado de Sao Paulo € composto por 296 viveiros florestais,
concentrados nas regides do Sudeste e Centro do estado, com 72,6% (VIDAL,
RODRIGUES, 2019), demonstrando sua produtividade e potencial de mercado.
Existem algumas dificuldades na producéo de mudas nativas florestais, como a
falta de referéncias bibliograficas para producao (MARTINS, 2011), falta de
intercambio de experiéncia entre o0s produtores, organizacdo e gestdo
empresarial, concorréncia com viveiros informais e cumprimento da legislacéo
(VIDAL; RODRIGUES, 2019).

Segundo o IPEA (2015), os principais problemas relatados pelos
produtores entrevistados foram: a dificuldade técnica para cultivo (adubacéao,
pragas e doengas); dificuldade em armazenar e germinar sementes; falta de
organizacdo do setor; suprimentos de sementes; comercializacdo das mudas e

falta de méo de obra capacitada.
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Com o intuito de melhorar a produtividade e administracdo de viveiros
florestais, h4 o surgimento de alguns softwares. Um exemplo que pode ser
citado é o do viveiro web, que tem como objetivo: viabilizar a gestdo de mudas,
por meio de um planejamento a distancia da producao; gerenciar fornecedores;
rastrear lotes de producéo; controlar vendas; auditar atividades e usuarios; entre
outras funcbes (CAMPOS, 2020). Nesse contexto, um sistema inteligente, que
seja capaz de diferenciar mudas nativas e realizar progndsticos sobre o estado
fitossanitario, estado nutricional, estresse hidrico e outras varidveis de qualidade

da muda, baseado em modelos matematicos, pode trazer beneficios ao setor.

2.6 Prognostico visual

Monitorar o desenvolvimento das mudas nos viveiros florestais pode
reduzir os riscos com perdas ocasionadas por: ataque de pragas e doencas;
estresse hidrico; deficiéncia nutricional, entre outros. Fatores que, quando
diagnosticados e controlados, podem favorecer na obtengdo da “qualidade de
muda”. Fonseca (2002) relata que, para que a muda tenha qualidade, s&o
considerados alguns atributos ideais para o sucesso do plantio no campo.

A qualidade de mudas é um fator intrinseco a espécie e a escolha
adequada, somada aos tratos ideias, favorecerdo a adaptacdo e sobrevivéncia
das mudas no campo (CARNEIRO, 1995 apud SOUZA, 2017). Para determinar
esse fator, é necessario utilizar conceitos relacionados a morfologia e fisiologia
da planta (GOMES, 2002). Os parametros morfolégicos sdo os mais utilizados
nessa determinacdo (MULA, 2011), visto os atributos morfolégicos da planta
serem passiveis de analise visual, o que facilita a observacdo. Ha estudos que
objetivam mostrar a importancia dos critérios visuais, morfolégicos, no
desenvolvimento e sobrevivéncia das mudas ap06s plantio (FONSECA, 2002
apud SOUZA, 2017).

Para o bom desenvolvimento da floresta, € importante garantir que as
mudas estejam adequadas para 0 campo, assim o controle da qualidade da
mudas deve ser feito antes da expedi¢do (GOMES et al., 2002).

De tal modo, o desenvolvimento de um sistema capaz de prognosticar
gualquer indicador de perda na qualidade da planta, tais como: pragas visiveis a
olho nu; deficiéncia nutricional; estresse hidrico e outros, pode auxiliar no

controle da qualidade das mudas. Sladojevic et al. (2016) propuseram a
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deteccdo de doencas utilizando deep learning e redes neurais convolucionais.
Foram classificadas 13 doencas, tendo o modelo atingido 96,3% de acurécia.
Para classificagdo de cultivares de guaranazeiro, foi desenvolvido o sistema
WAVA, que utiliza redes neurais convolucionais para classificar imagens, obteve-
se, com esse sistema, 97% de acuracia (SOUSA; SALAME, 2017) .

Uma aplicacgdo movel que utiliza rede neural convolucional foi
desenvolvida para classificar doengas foliares (Figura 4) da videira e auxiliar
agricultores. O dataset foi composto por 4000 imagens distribuido nas classes:
Saudéavel, Black rot, Esca, Leaf Blight ou Isariopsis entre outros. O melhor
resultado em acuracia, dentre os modelos testados, foi de 97% (CARVALHO;
ZOBY, 2018).

Figura 4 - Interface do aplicativo para identificacdo de doenca foliar

esca:0.80
outros:0.16

Fonte: Carvalho e Zoby (2018).
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3 MATERIAL E METODOS

3.1 Estudos Preliminares

Foram feitas imagens das mudas florestais de canafistula (Peltophorum
dubium (Spreng.) Taub.) e pau d’alho (Gallesia integrifolia (Spreng.) Harms),
cedidas pelo Viveiro de Pesquisa em Producédo de Mudas Florestais, pertencente
ao Departamento de Ciéncia Florestal da Faculdade de Ciéncias Agronémicas
(FCA) - UNESP, no municipio de Botucatu — SP. As principais etapas do trabalho
(Figura 5) contaram com a definicAo do problema, pesquisa metodoldgica,

obtencado das mudas, coleta das imagens e treinamento do modelo.

Figura 5 - Fluxo de trabalho

Definicéo do Pesquisa i
problema metodoldgica i

v

Obtencédo das mudas

v

Coleta das imagens

|

Treinamento do
modelo

As imagens foram padronizadas na resolugédo de 1028 x 768 pixels e
feitas com um celular Smartphone. Para aumentar a quantidade de exemplos,
foram utilizados 3 individuos de cada espécie, totalizando 6 mudas, que foram
fotografadas individualmente (Figura 6) e agrupadas (Figura 7) entre os
individuos de mesma espécie. Além disso, as imagens foram coletadas em
angulos e horarios diferentes, visando o aumento de caracteristicas para
conjunto de dados (Dataset). Para Deng et al. (2009) e Sun et al. (2017), a
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utilizacdo de um grande volume de dados para aplicacbes em deep learning é

necessaria para se obter bons resultados.

Figura 6 - Imagens de canafistula (A) e pau d’alho (B) individuais na

bandeja de tubetes

Foto: Mateus de.Campos Leme - 2019

B)

Figura 7 - Imagens de canafistula (A) e pau d’alho (B) agrupadas na bandeja

de tubetes

Foto: Mateus de Campos Leme - 2019

B)

O experimento foi realizado em uma maquina com sistema Linux mint
baseado em Ubuntu versdo 14.1 com algumas ferramentas instaladas, que
otimizam a execugdo do treinamento. Foi utilizada uma arquitetura de rede

neural profunda convolucional (CNN) da competicAo Kaggle dogs and cats
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(Figura 8). Na sequéncia foi adaptada e treinada com as imagens das mudas
florestais para a classificacdo dos individuos.

Figura 8 - Importacdo do modelo dogs and cats no Jupyter Notebook

In [8]: model.load_weights("dogs_cats_saved.h5")

A arquitetura do algoritmo foi adquirida no maior repositério de codigo aberto,
para Akula, Yousefi e Garibay (2019), o GitHub usa a API escrita em Python
para redes neurais, o Keras. Essa API utiliza um framework de deep learning
como base, o Tensorflow da Google Brain.

O ambiente de programacéo utilizado para o treinamento e visualizacdo dos
resultados foi o Jupyter Notebook, presente nas bibliotecas do Anaconda.
Jupyter é uma ferramenta interativa da web de codigo aberto e gratuito,
conhecida como notebook computacional. A ambiente web é preparado para
combinar codigos em Python e obter de forma visual e logica a execucdo dos
scripts de programacao linear, sendo o processo de solucéo iterativa impresso,
apo6s a execucdo de um codigo (SUAREZ, 2018).

A distribuicdo Anaconda € um ambiente de desenvolvimento de cddigo aberto
para ciéncia de dados em Python e R, baseada no conceito de notebook
interativo (ANACONDA, 2020). Inclusas nas ferramentas utilizadas estdo o
Jupyter Notebook, TensorFlow, Numpy e matplotlib (Figura 12).

A importacao do Matplotlib foi realizada pela necessidade de plotar em 2D do
Python, niumeros de qualidade de publicagdo no ambiente interativo Jupyter
(MATPLOTLIB, 2020), permitindo a visualizagdo dos dados por meio da sua
interface grafica. Outra caracteristica importante deste recurso é a sua
capacidade de funcionamento para muitos sistemas operacionais e beck-end
graficos (VANDERPLAS,2017).

Alguns parametros sao importantes para a realizacdo do treinamento, sendo
eles o conjunto de treino, mini batch size e nimero de épocas (epochs) (Figura
9). O conjunto de treino, ou dataset, descrito acima foi dividido em 3, sendo uma
para treino, outra para teste e outra para validacdo. O conjunto de teste contém
0 maior numero de amostras, com 154 imagens, sendo 98 imagens de
Canafistula (Peltophorum dubium) e 56 imagens de pau d’alho (Gallesia
integrifélia). O conjunto do experimento continha 6 individuos de cada espécie.

As imagens utilizadas para treino, teste e validacdo nao foram repetidas,
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portanto, os dados utilizados no conjunto de treino sédo diferentes do conjunto de

teste e de validacéo.

Figura 9 - Tamanho do Batch size, nUmero de classes e numero de epochs

utilizadas no teste

In [2]: | batch sz = 8 # Batch size
nb_class = 2 # Ndmero de classes
nb_epochs = 48 # Nimerc de epochs de treinamento
img_h, img_ w = 64,64 # Altura e largura das imagens
dir_treino = './novoteste/train/'
dir_teste = './novoteste/test/’

O mini batch size ou tamanho do lote é o numero de exemplos de treino
executados para que o0s pesos sejam utilizados, devendo ser maior que 1, mas
menor que o tamanho total do conjunto de dados. No presente estudo foi
atribuido um valor de 8.

Uma época é uma iteracdo passando por todos os dados do conjunto de
treino e foi atribuido o niumero de 40 para esse experimento.

As funcdes das bibliotecas de cédigo aberto da Open Source Computer
Vision (Open cv) sao responsaveis por realizar a filtragem de ruidos,
reconhecimento de padrbes e isolar objetos de interesse na imagem
(MARENGONI; STRINGHININI, 2009).

As camadas convolucionais extraem caracteristicas locais para formar o
mapa de caracteristicas (feature maps), por meio de um filtro bidimensional
(kernel) que é deslizado por toda a entrada (imagem) (Figura 10). Neste
experimente, a convolucéo foi realizada usando um filtro de 3 x 3. As entradas e
as camadas convolucionais tém ligacdes com parametros (pesos), que sao
ajustados de forma autdbnoma durante o aprendizado (SOTHE et al., 2020).
Esses pesos, assim como o0 bias, sdo compartilhados por cada uma das
entradas que faz parte desse filtro. As convolu¢cbes sdo acompanhadas de uma
funcdo de ativacdo, como a Rectified Linear Units (ReLU), sendo um tipo de
funcdo de néo-linearidade, utilizadas em deep learning por acelerar a
aprendizagem (NAIR; HINTON, 2010).
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Figura 10 - Descricdo das camadas e execuc¢ao no Jupyter Notebook

In [6]: def conv3x3(input_x,nb_filters):
# Prepara a camada convolucional
return Conv2D(nb_filters, kernel_size=(3,3), use_bias=False,
activation='relu', padding="same")(input_x)

In [7]:
# Normaliza os valores dos pixels
x_treino = x_treino.astype( ' float32')
x_teste = x_teste.astype('float3z2')
x_treino /= 255.0
X_teste /= 255.0
# Converte os rotules para "One-hot encoding”:
y treino = keras.utils.to categorical(y treino, nb_class)
y_teste = keras.utils.to_categorical(y teste, nb_class)
# Cria o modelo executando um treine e avallacdo
inputs = Input(shape=(img_h, img_w, 1))
x = conv3x3(inputs, 32)
x = conv3x3(x, 32)
x = MaxPooling2D(pool_size=(2,2))(x)
X = conv3x3(x, 64)
x = conv3x3(x, 64)
x = MaxPooling2D(pool_size=(2,2))(x)
x = conv3x3(x, 128)
X = MaxPooling2D(pool_size=(2,2))(x)
x = Flatten()(x)
x = Dense(128, activation="relu")(x)
preds = Dense(nb_class, activation='softmax')(x)
model = Model(inputs=inputs, outputs=preds)

Uma subamostragem foi feita por uma camada tipica, a maxpooling, que
transmite o valor mais significativo (maximo de ativacédo) de determinada regido
da entrada. A aplicacdo desse recurso faz com que a dimenséo dos dados de
entrada seja reduzida, por exemplo, em uma entrada de 24 x 24 apoOs a
aplicacdo de um Maxpooling de 2 x 2, a saida sera de 12 x 12.

Apos as convolugdes, sdo acrescentadas duas ou mais camadas totalmente
conectadas (RNAs com RelLU), além da funcédo Softmax do Tensorflow utilizada
para normalizar os valores reais dos pontos na distribuicdo de probabilidades e,
por fim, uma camada de saida, onde é realizada a classificacao final ativada por
um sigmoide, no caso de classifica¢éo binaria (O ou 1).

A topologia da Rede Neural Convolucional (Figura 11) foi determinada com
uma entrada de 64 x 64 (dimensdo da imagem), sendo aplicados na sequéncia:
duas convolucdes de 3 x 3, com 32 mapas de caracteristicas, um Maxpooling de
2 X 2, mais duas convolucdes de 3 x 3, com 64 mapas de caracteristicas,
seguidas de um Maxpooling de 2 x 2, uma nova convolugcao de 3 x 3, com 128
mapas de caracteristicas, um novo Maxpooling de 2 x 2 e uma camada oculta
tradicional com 128 neurdnios. A camada de saida foi projetada com 2 neurdnios

para determinar as duas classes de resultado: canafistula ou pau d’alho.
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Figura 11 - Exemplo de Convolucédo e Maxpooling como processos de

amostragem e subamostragem para demonstrar a ativacdo das regides de

entrada
Entrada___ .
48 [ 97{40Q[163] 52 85 Convolugao p
Kemel2x2 1250|284 | 355 (104 | 165 | 209
66 | 85 |149| 0 | 23 ~o| = S
/176|299 70 | 152|247 34

299 | 355 | 247

Subamostragem
Max-pooling
2x2

—

= 1|0 |/
29

11 (48 x0)+ (97 x 2)

+(66x1)+(85x0) 85 26|53 |8 | 6 |22
0 260

45| 7 718 [141

3l a|al1]n

31 35|13 (27 | 44

7
|39
1 [ Trzotez{169| 33 | 39 0| 2
1237
1
3
0

151 0 0 0 0
Fonte: Schmidt (2018).

3.2 Open Source

O caddigo foi adquirido no maior repositorio de cédigos abertos, o GitHub,
gue conta com mais de 3 milhdes de desenvolvedores registrados (Thung et al.,
2013). Junto ao StackOverflow, uma plataforma de perguntas e respostas
direcionada para desenvolvedores de machine learning, foi possivel realizar as
adaptacbes necesséarias para a classificacdo, por meio da importacdo de

bibliotecas preparadas para realizacao do teste (Figura 12).

Figura 12 - Importagao das bibliotecas computacionais

import keras

import keras.backend as K

import os, random

from keras.layers import Dense, Conv2D, Input, MaxPooling2D, Flatten, Dropout
from keras.models import Model

from keras.datasets import fashion mnist
from keras.callbacks import ModelCheckpoint
import numpy as np

import matplotlib.pyplot as plt

from matplotlib import cm

import cwv2

from keras.preprocessing import image
smatplotlib inline

3.3 Experimento Final

Os estudos preliminares evidenciam toda a metodologia utilizada para
realizacdo do experimento. Para o experimento final, foram montados dois
datasets diferentes para os objetivos descritos. Para diferenciacdo de espécies,

foram fotografadas mudas de ipé-verde (Cybistax antisyphilitica (Mart.) Mart.) e
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pau d’alho (Gallesia integrifolia (Spreng.) Harms). Para o segundo conjunto, com
objetivo de predicao do prognéstico visual, foram selecionadas 5 espécies sendo
pau d’alho, brinco-de-indio (Cojoba arborea (L.) Britton & Rose, cabreuva
(Myroxylon peruiferum L. f.), ipé-verde e jatoba (Hymenaea courbaril L.).

Para ambos conjuntos de dados, todas as imagens foram padronizadas
na resolucéo 1028 x 768 pixels. Na classificacdo de imagens para diferenciacéo
das mudas, as imagens receberam os labels (Figura 13) de ipé e pau d’alho e o
dataset foi composto por 610 imagens, sendo 400 para treino, 200 para teste e

10 para validacéo, sendo balanceado entre as classes.

Figura 13 - Imagens utilizadas no dataset de classificagdo binaria

entre mudas de pau d’alho e ipé-verde

ateus fe Campg
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Figura 14 - Mudas florestais com anomalia (A) jatoba e (B) cabreuva e

mudas florestais padrédo (C) jatoba e (D) Cabretuva

D

Foto; Mateus-de Campos

Para classificacdo de imagens com o objetivo de progndéstico, os labels
foram padréo e anomalia (Figura 14) e o conjunto de dados foi formado por 1298
imagens sendo 1022 para treino, 256 para teste e 20 para validacao.

O tamanho do batch e nimero de epochs, que obtiveram os melhores
resultados quanto ao poder preditivo do modelo utilizados nos testes, foram de 6
e 150 para a classificacao das espécies e de 6 e 1000 para o prognéstico visual.
Para obtencao desses valores, foram experimentados valores entre 2 e 8 para o
batch e valores de 50, 150, 200, 500, 1000, 1500 e 2000 para as epochs.

Em machine learning € importante testarmos a capacidade de
generalizacdo ou poder preditivo do modelo experimentado e, para isso, foi feito
o teste de Cross Validation k- fold.
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3.4 Avaliacédo da performance preditiva do modelo

A avaliacdo da acuracia do algoritmo foi realizada por meio da validacéo
cruzada k-fold, utilizada em experimentos de machine learning. Para Nurhayati et
al. (2014), a validacdo cruzada € adequada para avaliar a performance do
modelo e por meio dela é possivel simular o desempenho preditivo. Com k=10
ou 10-fold, a base de dados € dividida em dez partes, onde 9 partes sdo
utilizadas para treino ou aprendizagem e a outra para teste (Figura 15). Isso é
repetido 10 vezes, de modo que toda a base de dados tenha servido como treino
e teste (HELMA et al.,, 2004). Apés a validacdo cruzada, foi feita a média
aritmética dos valores obtidos para a obtencdo da performance do modelo.

Figura 15 - Segmentacao do conjunto de dados para avaliagcéo do poder

preditivo do modelo, Cross Validation (k-fold)

Test Train on (k - 1) splits

|\

/‘

k-fold

Fonte: Coelho (2020).



37

4 RESULTADOS E DISCUSSAO

Os resultados iniciais mostraram a necessidade de adaptacdes no
trabalho, como o balanceamento entre as classes amostradas, tamanho e tipo
de dataset. Assim, é significativo ressaltar a realizacdo dos testes iniciais para o
desenvolvimento do projeto.

A utilizagdo do modelo matematico em software ou APl pode auxiliar no
manejo do viveiro quanto ao tipo de muda produzida. O sistema binario, capaz
de diferenciar as duas classes de dados (imagens de ipé-verde e pau d’alho),
pode reduzir erros de identificacdo de espécies produzidas em viveiros. Visando
estudos futuros e sua aplicacdo nas rotinas produtivas, h4 a necessidade do
aumento de classes, nova configuracdo do conjunto de dados, testagem de
outros modelos matematicos e avaliacdo da aplicacéo.

Além da identificacdo, o progndéstico € parte das praticas de processo de
producdo de mudas. O diagnostico precoce de pragas e doencas em mudas

florestais evita perdas produtivas para o viveiro.

Tabela 1 - Resultados do cross validation da classificacdo das imagens

de ipé-verde e pau d’alho

Teste Acurécia (%) Perda
k-1 95,0 0,7405
k-2 96,0 0,6250
k-3 95,0 0,7405
k-4 98,0 0,3223
k-5 99,4 0,0895
k-6 95,5 0,6326
k-7 95,0 0,7405
k-8 99,5 0,8050
k-9 97,5 0,4030

k-10 97,5 0,4030

Média aritmética 96,84 0,4777
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A acurécia é utilizada em estudos de machine learning para medi¢do do
poder preditivo do modelo (KUMAR, 2020). Para diferenciacdo das mudas de ipé
— verde e pau d’alho, o modelo apresentou valor médio de 96,84%. O valor
méaximo de 99,5% no k-8 e minimo de 95% no k-1 e k-3. O valor é significativo,
considerando o tamanho do conjunto de dados e o tempo médio de treinamento
gue foi de 28 minutos por k. Com esse resultado, pode-se aplicar o0 modelo para
a finalidade de diferenciagdo dessas duas mudas, seguindo a mesma
metodologia utilizada.

Para os valores de perda, quanto mais proximos de 1, maior a capacidade
preditiva do modelo para o determinado conjunto de dados. Significa que maior
sera a probabilidade dos labels pertencerem a uma determinada classe ou nao.
A perda também € um indicador do potencial preditivo do modelo. No algoritmo
foi utilizado o Categorical Cross Entropy Loss Function do Keras (KERAS, 2020).
O valor médio de perda foi de 0,4777, com valores de maxima 0,7405 no k1, k3

e k7 e valor de minimo de 0,0895 no k-5.

Tabela 2 - Resultados do cross validation no teste classificacdo de

imagens do progndstico visual

Teste Acuracia (%) Perda
k-1 50,00 0,0805
k-2 50,00 0,0805
k-3 50,00 0,0805
k-4 50,00 0,0805
k-5 50,00 0,0805
k-6 50,00 0,0805
k-7 49,80 0,7405
k-8 42,01 0,0934
k-9 50,00 0,0805

k-10 50,00 0,0805
Média aritmética 49,18 0,1478

Na avaliacdo do poder preditivo do modelo para prognéstico visual de
mudas, o k-médio foi de 49,18% com valor de maximo de 50% e minimo de
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42,01%. Esses valores nao significam que o modelo néo pode ser utilizado para
tal finalidade, mas que serdo necessarios novos testes para obtencdo da
melhora do poder preditivo, como indicado.

Os valores de perda ndo contrapdem o valor de acuracia, sendo a média
0,1478, distante de 1. A maxima foi de 0,7405 no k-7 e minima de 0,0805.

Os testes de classificacdo de imagens de mudas florestais para predicao
do tipo de muda (pau d’alho x ipé verde) e progndstico visual, utilizando o
modelo de machine learning, evidenciaram o potencial de aplicacdo da técnica
na rotina de viveiros florestais.

Com os resultados apresentados, a viabilidade pratica do modelo deve
sofrer alteragcdes no prognéstico visual. Para novos testes, modificagcdes no
conjunto de dados, testagem de novos modelos e a identificacdo da anomalia

podem ser considerados.

4.1 Aplicacdo da metodologia na identificacdo botanica e seus possiveis
impactos.

Os resultados obtidos nessa amostragem mostram potencial aplicacdo na
classificacdo botéanica. Solucionando e otimizando os processos ja citados no
trabalho. Assim, a continuacdo dos estudos na area se faz importante, uma vez
existente a possibilidade de fomento as ferramentas nessa linha de pesquisa.

Gonzales (2009) realizou um levantamento sobre a quantificacéo de custo
e tempo no processo de informatizacdo das colecbes bioldgicas brasileiras,
estudo realizado no maior jardim botanico do Rio de Janeiro, e que esta
diretamente ligada a este trabalho. Segundo o autor, o valor da informatizacao
fica em R$ 1,56 por espécie, valor estimado de forma adequada também por
Peixoto (2006), com um valor de R$ 1,51. O mesmo autor, em 2006, levou em
consideracao a informatizacdo de 332 mil espécimes de cerca de 17 instituicdes.

Os Impactos na classificacdo e identificacdo boténica serédo significativos
por meio da classificacdo de imagens utilizando técnicas de inteligéncia artificial,
como realizado no trabalho. A otimizagdo de alguns processos como ida a
campo, armazenamento e ordenamento de informacdes, precisdo e custo baixo

pode ocorrer com a aplicacéo da inteligéncia artificial no processo.
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4.2 Aplicacdo da inteligéncia artificial em viveiros e seus possiveis
impactos.

Em 2017 a Fibria, empresa do setor florestal, divulgou parte do seu
relatério anual. A companhia investiu no viveiro de mudas florestais, para
producdo de eucalipto, com o maior nUmero de processos autbnomos quando
comparado aos sistemas produtivos de mudas florestais pelo mundo. A unidade
fica na cidade de Trés Lagoas (MS) e como resultado foi obtido um acréscimo de
quase 2 milhBes de toneladas/ano de celulose a capacidade produtiva da
empresa. A capacidade produtiva do viveiro € de 43 milhées de mudas por ano
(FIBRIA, 2017).

Dentro dos processos de automagéo da companhia, sao utilizados alguns
sistemas inteligentes no controle de qualidade das mudas. Esses sistemas s&o
capazes de otimizar processos, devido a capacidade de processamento de um
grande namero de dados em pouco tempo. Assim, serdo necessarios estudos
para validacdo dos reais impactos da utilizagcdo de técnicas de inteligéncia

artificial em viveiros florestais.
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5 CONCLUSOES

A aplicacdo de técnicas computacionais é abrangente e no presente
trabalho se mostrou satisfatoria em ambos testes. O teste preliminar demonstrou
a necessidade de alteracdo no balanceamento dos dados e da avaliagdo do
poder preditivo do modelo pelo método do cross validation.

Nos experimentos finais, com novos conjuntos de dados, sendo um para
identificacdo de duas espécies e outro para prognostico visual de mudas
florestais, o poder preditivo médio do modelo foi de 96,84% para classificacdo e
49,18% para prognaostico.

Assim, para utilizagdo do modelo, visando uma API ou Software na
identificacdo, o valor de acuracia indicou resultados satisfatérios, sem a
necessidade de alteracbes quanto a quantidade e tipo de dados. Para a

aplicacao, com o objetivo de progndstico visual, serdo necessarios novos testes.
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