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Resumo

Recentemente, aplicações de localização em ambientes internos e fechados têm utilizado uma infraestrutura de redes
de sensores sem fio, com tecnologias de comunicação como Wi-Fi, Bluetooth, Zigbee, UWB (Ultra Wideband), entre
outras. Neste tipo de implementação tipicamente estão presentes um dispositivo móvel – cuja posição será estimada
– e dispositivos fixos – denominados âncoras – que servem como pontos de referência. O processo de estimativa de
localização é feito a partir da comunicação entre estes dois elementos. Contudo, esse sinal, em ambientes internos, está
sujeito a interferências e depreciações em sua qualidade. Algoritmos de Aprendizado de Máquina têm sido aplicados
nesse cenário com o intuito de estimar a posição de dispositivos a partir dos sinais das entradas das âncoras. O treina-
mento desses algoritmos requer uma base de dados que mapeie os sinais de entrada das múltiplas âncoras disponíveis
no ambiente – tal como recebidos – para a posição do dispositivo que as recebeu. Essa abordagem é denominada de
análise de cena, ou simplesmente fingerprint. Nesse cenário, utilizando como parâmetro de entrada os níveis de potên-
cia de sinal (RSSI) recebidos das âncoras no ambiente, é razoável assumir como hipótese que aquelas com sinais de
maior potência sejam mais relevantes para os algoritmos de localização. Utilizando esta estratégia, o presente trabalho
propõe a adoção de um filtro de âncoras como metodologia para reduzir o número de sinais a serem observados pelos
algoritmos de localização. Utilizando a tecnologia sem fio Bluetooth Low Energy e como métrica o indicador RSSI,
uma base de dados de localização 3D com diversas âncoras foi experimentalmente levantada em um ambiente interno.
Com a abordagem de filtro de âncoras foram implementadas e testadas 3 técnicas de Aprendizado de Máquina para
estimação de localização: K-vizinhos mais próximos (KNN), árvore de regressão e redes neurais artificiais. Os testes
realizados demonstraram que, no contexto do ambiente e dos algoritmos escolhidos, utilizando o sinal de a partir de 3
âncoras do ambiente já é possível obter um nível satisfatório de qualidade na localização.

Palavras-chave: Localização. Internet das coisas. Inteligência artificial.





Abstract

Recently, indoor localization applications have been using wireless sensor network infrastructure, with communication
technologies such as Wi-Fi, Bluetooth, Zigbee, UWB (Ultra Wideband) , among others. In this type of implementation
there are typically a mobile device – whose position will be estimated – and fixed devices – called anchors – that serve
as reference points. The location estimation process is made from the communication between these two elements.
However, this signal, in indoor environments is subject to quality interference and deterioration. Machine Learning
Algorithms have been applied in this scenario in order to estimate the position of devices from the anchor input signals.
Training these algorithms requires a database that maps the input signals from the multiple anchors available in the
environment – as received – to the position of the receiving device. This approach is called scene analysis, or simply
fingerprint. In this scenario, using as input parameter the received signal strength indication (RSSI) detected from
the anchors in the environment, it is reasonable to assume that those with higher power signals are more relevant
for the localization algorithms. Using this strategy, the present work proposes the adoption of an anchor filter as a
methodology to reduce the number of signals to be observed by the localization algorithms. Using the Bluetooth Low

Energy wireless technology and the RSSI indicator as a metric, a 3D localization database with several anchors was
experimentally built indoors. Using the anchor filter approach, 3 Machine Learning techniques were implemented and
tested to the localization estimation task: K-Nearest Neighbors (KNN), regression tree and artificial neural networks.
The tests performed showed that, in the context of the environment and the chosen algorithms, using the 3 anchors
signal from the environment it is already possible to obtain a satisfactory level of quality in the localization estimation.

Keywords: Location. Internet of things. Artificial intelligence.
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1 INTRODUÇÃO

"The desert mocked the map-makers."
(Dean F. Wilson)

Hopebreaker

1.1 Contextualização

Um dos tópicos mais importantes na indústria de tecnologia nos últimos anos, a internet das coisas (do inglêsInter-

net of Things- IoT) está incorporada em um amplo espectro de produtos, sensores, sistemas, com base na evolução

constante de poder computacional, aliado a miniaturização de eletrônicos, oferecendo novas possibilidades de solu-

ção para demandas em diversos segmentos, desde a indústria, agricultura e governo (ROSE; ELDRIDGE; CHAPIN,

2015). O termo “Internet of Things” foi utilizado pela primeira vez em 1999 pelo britânico Kevin Ashton, pesquisador

do Massachusetts Institute of Technology (MIT), para descrever uma aplicação para rastreabilidade de produtos na

cadeia logística através do uso de etiquetas de identi�cação por radiofrequência (do inglêsRadio Frequency Identi�-

cation- RFID), e assim como nessa implementação, conceitualmente a expressãoInternet of Thingsdescreve cenários

onde se reúne conectividade com a internet a dispositivos, sensores e itens do dia a dia para realização de tarefas de

monitoramento e controle (ROSE; ELDRIDGE; CHAPIN, 2015).

Nesse sentido, dispositivos conectados são encontrados cada vez mais facilmente em aplicações do cotidiano, como

termômetros, sensores industriais, relógios que medem batimentos cardíacos, entre outros, e a quantidade dos mesmos

cresce exponencialmente, sendo que estudos recentes estimam que o número de dispositivos IoT pode chegar a 125

bilhões em 2030 (MARKIT, 2017). Essa popularização torna estes dispositivos cada vez mais baratos, acessíveis, e

com consumos cada vez menores, permitindo anos de vida útil de bateria (LU et al., 2017).

Aplicações compostas por um grande número de dispositivos IoT são as denominadas redes de sensores sem �o

(do inglêsWireless Sensor Networks- WSN), onde sensores com baixo processamento e capacidade de energia e

armazenamento limitados, alimentados a bateria, se comunicam em redes de curto alcance entre si ou mesmo com uma

estação de maior capacidade computacional, os gateways (SHAIKH; ZEADALLY, 2016). Os dispositivos sensores

tem funções especí�cas de aquisição de dados como temperatura, umidade, condição de equipamentos, etc. Enquanto

isso, com maior capacidade de processamento, os gateways também tem a tarefa de coletar informações dos sensores

em campo e realizar o envio dos dados para algum local onde eles serão consumidos, por um usuário ou sistema de

automação, o quem também exige que estes dispositivos possam transmitir pacotes utilizando mais de um protocolo

de comunicação, um de baixo consumo e curto alcance para varredura dos sensores, e outro para direcionar a internet

(SHAIKH; ZEADALLY, 2016). A arquitetura básica de uma rede de sensores sem �o pode ser visualizada na �gura 1.

Frente a uma demanda crescente de consumo dos setores da indústria, governo, serviços, e mesmo dos consumido-

res �nais, se investe cada vez mais no desenvolvimento, produção e comercialização de dispositivos IoT, o que causa

uma presença massiva de dispositivos como smartphones, sensores inteligentes e redes Wi-Fi em praticamente qual-

quer tipo de ambiente fechado, o que permite uma ampla gama de aplicações, entre elas a localização em ambientes

internos (ZAFARI; GKELIAS; LEUNG, 2019). Em locais externos, máquinas, carros e pessoas podem ter sua locali-

zação estimada utilizando o sistema de posicionamento global (do inglêsGlobal Positioning System- GPS), entretanto,

para ambientes internos e fechados, esse tipo de recurso para posicionamento é ine�caz, uma vez que a propagação do

sinal de satélite pode ser facilmente interferida por coberturas, podendo não atingir o interior destes ambientes (DAI et

al., 2019).
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Figura 1 – Arquitetura básica de uma rede de sensores sem �o.

Fonte: Autor.

Nesse contexto, redes de sensores sem �o podem oferecer a infraestrutura e equipamentos para cumprir a tarefa de

localização em ambientes internos, tema que tem sido amplamente investigada nas últimas décadas, para aplicações

de localização diversas (ZAFARI; GKELIAS; LEUNG, 2019). Em ambientes hospitalares, aplicações de localização

podem atender demandas como a localização de pacientes e das equipes médicas, auxiliar no rastreamento de equi-

pamentos assistenciais, visibilidade e monitoramento do �uxo de pessoas nas dependências hospitalares, bem como a

segurança de recém-nascidos (CALDERONI et al., 2015). Na indústria, a gestão e rastreabilidade de ativos sempre

foi uma questão importante, devido a quantidade de equipamentos e materiais utilizados nos processos produtivos,

muitas vezes de alto valor, que dependem frequentemente de registros e controles manuais, que podem trazer prejuízos

�nanceiros, aumento no tempo de produção, e impacto nas metas da instituição (LEE et al., 2019).

As técnicas de localização baseadas em redes de sensores sem �o utilizam, a partir da comunicação entre esses

dispositivos, métodos de medição de posição, distância e orientação, para dessa forma calcular uma localização es-

timada de um determinado objeto. Entretanto, esse tipo de implementação deve considerar diferentes equipamentos,

tecnologias e algoritmos que irão impactar no custo de desenvolvimento, complexidade e acurácia (YASSIN et al.,

2016).

Nesse sentido, este trabalho apresenta o detalhamento para a criação de uma base de dados para localização 3D

em ambientes fechados, e implementação da proposta de�ltro de âncoras , abordagem que seleciona dentre os pontos

de referência detectados, constituídos por dispositivos sem �o �xos no ambiente (também chamados de âncoras), os

que tem maior nível de sinal percebido. A implementação dessa abordagem tem o intuito de testar a hipótese de que,

em um conjunto de âncoras detectadas, as que apresentam menor nível de sinal percebido tem menos in�uência como

atributos de entrada de algoritmos de localização.

1.2 Motivação

Aplicações para localização em ambientes internos têm sido demandadas por diversos segmentos da sociedade, por

questões de segurança, produtividade, entretenimento, entre outras (YASSIN et al., 2016). A execução desse tipo de

empreitada exige abordagens e tecnologias diferentes com relação a disponibilidade de recursos e infraestrutura para

que sejam viabilizadas. Certas tecnologias sem �o, como oBluetoothestão presentes na maioria dos dispositivos
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eletrônicos pessoais, aparelhos utilizados ambientes fechados, locais públicos ou privados, permitindo explorar o po-

tencial destes equipamentos para aplicações de localização (GUPTA, 2016). Sendo assim, optou-se para a proposta

deste trabalho o uso da tecnologia sem �oBluetooth Low Energy(BLE) para localização em ambientes internos.

No contexto de Aprendizado de Máquina, bases de dados para treinamentos de modelos e algoritmos são essen-

ciais, e a disponibilização destas bases permitem o estudo e evolução de toda uma comunidade de desenvolvedores.

Repositórios como o da Universidade da Califórnia em Irvine disponibiliza e mantêm centenas de bases de dados

como um serviço para a comunidade de aprendizado de máquina, enquanto sites como o Kaggle proporcionam não so-

mente bases de dados, mas um ambiente de máquina virtual para desenvolvimento de implementação de forma gratuita

(KAGGLE, 2021; UCI, 2021). Bases de dados para aplicações de localização indoor também podem ser encontradas,

em repositórios públicos ou próprios dos autores de trabalhos cientí�cos, no entanto os disponibilizados são para um

contexto 2D, não sendo encontradas bases para implementações com 3 dimensões, reduzindo a possibilidade de com-

paração de resultados entre diferentes pesquisadores. Nesse sentido, uma das partes deste trabalho será a criação e

disponibilização de uma base de dados para localização 3D em um ambiente fechado.

Em ambientes internos, sistemas de localização com redes de sensores sem �o encontram diversos obstáculos para

propagação dos sinais, como mobílias e equipamentos, que podem provocar eventos de re�exão, refração, difração,

espalhamento e multi percurso durante a transmissão entre os dispositivos (LU et al., 2010). Mesmo sem a presença

destes objetos, espaços internos costumam ter menores dimensões, di�cultando a comunicação entre dispositivos e

âncoras, e dessa forma degradando a acurácia dos algoritmos de localização. Dessa forma, uma abordagem para

tratamento dos atributos de entrada é necessária para obtenção de melhores resultados dos sistemas de localização

em ambientes internos. Dessa maneira, este trabalho propõe uma abordagem para redução e seleção dos melhores

parâmetros de entrada de algoritmos de localização em ambientes internos.

1.3 Objetivos

Considerando o contexto de IoT (Internet of Things), este trabalho tem os seguintes objetivos:

� Criação de uma base de dados de localização 3D em ambientes internos utilizando a tecnologia deBluetooth

Low Energypara utilização nesta dissertação e disponibilização para a comunidade cientí�ca;

� No contexto de algoritmos para localização em ambientes internos, a implementação de uma abordagem para

seleção dos melhores e/ou mais representativos atributos de entrada, denominada�ltro de âncoras , detalhamento

dos testes para validação da hipótese levantada e discussão de resultados obtidos.

1.4 Organização do Trabalho

Esta dissertação está organizada da seguinte forma:

� O capítulo 1 traz uma breve contextualização do trabalho, salientando a motivação, objetivos do seu desenvolvi-

mento, além das contribuições esperadas.

� No capítulo 2 as principais tecnologias de redes de sensores sem �o empregadas para sistemas de localização

em ambientes internos serão apresentadas, sendo discutidos os benefícios e restrições no uso de cada uma, e

�nalmente uma comparação entre desempenho e recursos e infraestrutura necessárias.

� O capítulo 3 apresenta as principais técnicas para medição de distância baseadas em redes de sensores sem �o,

com um detalhamento das equações envolvidas em cada um dos métodos.
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� No capítulo 4 são descritos os principais métodos para localização em ambientes internos.

� O capítulo 5 é estruturado para apresentar os principais algoritmos de Aprendizado de Máquina empregados para

aplicações de localização em ambientes internos.

� O capítulo 6 traz um levantamento de trabalhos correlatos ao tema de localização em ambientes internos com

uso de redes de sensores sem �o.

� O capítulo 7 apresenta a proposta deste trabalho, com a discussão das principais justi�cativas para adoção da

abordagem e algoritmo para a sua implementação.

� O capítulo 8 descreve o procedimento adotado para a criação da base de dados para implementação do trabalho

e aplicação dos algoritmos de Aprendizado de Máquina. Os algoritmos e plataformas utilizadas são expostos

detalhadamente.

� O capítulo 9 estrutura a metodologia, materiais e ferramentas utilizadas para esse trabalho, como os ambientes

para testes, linguagens de programação e plataformas e experimentos propostos. Além disso as métricas para

avaliação dos resultados também são apresentadas.

� No capítulo 10 é realizada a análise dos resultados comparativos, para validação da proposta deste trabalho,

utilizando as métricas apresentadas anteriormente.

� O capítulo 11 traz as discussões �nais e conclusões desta dissertação, além de propostas de trabalhos futuros.
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2 Redes de sensores sem �o para localização em ambi-

entes internos

É possível estimar a localização de um objeto em um ambiente interno através de implementações utilizando a comu-

nicação entre dispositivos sem �o, no qual alguns equipamentos irão operar como pontos de referência com posição

�xa, também chamados de âncoras, e um outro dispositivo terá sua localização estimada através de métricas baseadas

na comunicação entre estes elementos (LAZIK et al., 2015). Em ambientes internos da indústria, varejo, saúde, alguns

tipos de rede de comunicação sem �o comoBluetoothe Wi-Fi já estão amplamente presentes (KHALID; AKAN,

2016) e têm sido implantados para �ns diversos como a localização em tempo real e inventário de itens (MOTRONI

et al., 2018). Nas próximas seções serão abordadas as seguintes tecnologias:Bluetooth(e sua versãoBluetooth Low

Energy), tecnologia sem �o escolhida para implementação deste trabalho, além de outras possíveis para aplicação de

localização em ambientes internos, comoZigbee, Wi-Fi (padrão IEEE 802.11b), UWB (Ultra Wideband). Por �m uma

breve comparação entre as tecnologias será apresentada com relação a acurácia e complexidade com base na literatura

consultada.

2.1 Bluetooth

A tecnologia de comunicação sem �oBluetoothtem como base o padrão IEEE 802.15.1 (normalizado pela organização

Institute of Electrical and Electronics Engineers), sendo um protocolo de comunicação sem �o para curto alcance, uti-

lizado para dispositivos de baixo consumo energético (TJENSVOLD, 2007). Esse padrão opera na banda de frequência

não licenciada de 2.4 GHz, banda de rádio dedicada ao desenvolvimento de aplicações industrias, cientí�cas e médicas

(do inglêsIndustrial, Scienti�cal and Medical- ISM), permitindo o suporte a aplicações e produtos como equipa-

mentos médicos, fones de ouvido, sensores industriais, e outras aplicações diversas (SIG, 2021). Devido ao fato de

outros protocolos de comunicação sem �o, como o Wi-Fi (IEEE 802.11b) eZigbee(IEEE 802.15.4), também opera-

rem na banda de 2.4 GHz, cada tecnologia utiliza um método de sinalização diferente de forma a evitar interferências

(TJENSVOLD, 2007).

Na década de 90, a empresa Ericsson começou a investir no desenvolvimento de uma tecnologia de rádio de curto

alcance que apoiaria a comunicação entre aparelhos celulares e fones de ouvido sem �o (SIG, 2021). Em parceria

com IBM, Intel, Nokia e Toshiba foi formalizado então em 1998 um grupo para desenvolvimento, padronização e

interoperabilidade da tecnologia, oBluetoothSIG, do inglêsSpecial Interest Group(SIG, 2021). A inspiração ao nome

dado a essa tecnologia de comunicação tem origem em Harald Blatand, rei da Dinamarca entre os anos 940 a 985 d.C.,

considerado um dos principais responsáveis pela união entre povos nórdicos, em referência a união das multinacionais

da região da Escandinávia envolvidas no projeto (MILLER; BISDIKIAN, 2001).Bluetoothé a tradução do nome do

rei Blatand para o inglês, com explicações diversas e incertas sobre sua origem, como a que o apelido seria devido a sua

pele morena e cabelos escuros, ou outras mais folclóricas, de que o rei era conhecido por seu gosto por mirtilos, que

deixavam seus dentes com uma tonalidade azulada (MILLER; BISDIKIAN, 2001). O logotipo símbolo da tecnologia,

inclusive, é inspirado nas iniciais de Harald Blatand,hb, em caracteres rúnicos (MILLER, 2001).

Para aplicações como transmissão de áudio de alta qualidade entre um smartphone e fones de ouvido, transferência

de dados entre um tablet e dispositivo médico, ou telemetria em prédios inteligentes, o padrãoBluetoothdisponibiza

atualmente dois principais tipos de rádio, sendo eles oBluetooth Low Energy(BLE) e Bluetooth Classic, projetados
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para atender às necessidades exclusivas de acordo com a demanda com relação a consumo de dados e energia (SIG,

2021). O padrão BLE, tecnologia escolhida para a proposta deste trabalho será descrita na próxima seção.

2.1.1 Bluetooth Low Energy

Um dos aprimoramentos da tecnologiaBluetooth, o padrão BLE (Bluetooth Low Energy) foi adicionado como parte da

especi�cação doBluetooth4.0, destinado principalmente a dispositivos de baixíssimo consumo de energia, uma vez que

dispositivos compatíveis com esse padrão podem operar por meses, ou até anos com baterias do tamanho de moedas ou

menores, sem a necessidade de recarga ou troca (GUPTA, 2016). Também conhecido comoBluetooth Smarto padrão

BLE é dedicado especi�camente para aplicações que necessitem de baixo consumo, que exijam apenas transmissões

esporádicas e com baixa taxa de transferência de dados (GUPTA, 2016). Exemplos de aplicações com BLE podem ser

citados: detecção de proximidade e presença de dispositivos como chaves e celulares, comunicação com equipamentos

médicos como termômetros e medidores de glicose, dispositivos vestíveis, sensores para agricultura, e outros mais

(GUPTA, 2016). Devido à esta ampla presença em diversas aplicações do cotidiano, oBluetooth Low Energyfoi a

tecnologia sem �o escolhida para implementação da proposta deste trabalho.

O rádio BLE pode suportar taxas de dados de 125 Kb/s a 2 Mb/s, embora por via de regra as taxas mais baixas

sejam mais utilizadas, uma vez que o BLE não se aplica a aplicações como streamings de áudio, por exemplo (SIG,

2021). A faixa de potência para o padrão BLE, pode variar de 1mW a 100 mW, com consumo energético médio de

menos de 5% em relação aoBluetooth Classic(SIG, 2021)

Implementações de localização em ambientes internos com BLE tem atraído grande atenção devido não somente ao

baixo consumo de energia dos rádios (SHAO; NIRJON; FRAHM, 2016) mas também a disponibilidade desse padrão

em praticamente qualquer aparelho celular (XIAO et al., 2017). Aplicações com dispositivos utilizando BLE são

empregadas na localização de pessoas dentro de supermercados, shoppings e hospitais (CHOOSAKSAKUNWIBOON

et al., 2018) ou para o rastreamento de ativos dentro de armazéns utilizando dispositivos alimentados por bateria,

dedicados a emissão de sinais BLE, os chamadosbeacons(LEE et al., 2019).

Uma característica especí�ca do BLE que torna mais adequada para aplicações de localização é opção de topologia

de rede de broadcast, arquitetura que permite que em ambientes internos,beaconssejam distribuídos de maneira �xa

como âncoras, e a leitura do sinal proveniente de cadabeaconpossibilite o processamento de algoritmos de localização

(VAŠ �CÁK; SAVKO, 2018).

2.2 Zigbee

A tecnologia sem �oZigBeefoi implementada com referência no IEEE 802.15.4, padrão proposto para abordar as

necessidades de redes de área pessoal sem �o de baixa taxa de transmissão de dados (do inglêsLow Rate Wireless Per-

sonal Area Network- LR-WPAN) operando na banda de frequência ISM de 2.4 GHz, com foco na habilitação de redes

de sensores sem �o simples, implementações usualmente com restrições de baixo custo e baixo consumo de energia

(RAMYA; SHANMUGARAJ; PRABAKARAN, 2011). Desenvolvido pela aliançaZigBee, que tem como membros

centenas de empresas fabricantes de semicondutores e desenvolvedores de software, as razões sugeridas para uso dessa

tecnologia são: con�abilidade, fácil implantação, baixo custo e consumo energético (permitindo equipamentos ali-

mentados a bateria), suporte a grande números de nós, licenças de uso aberta ou de preços insigni�cantes (RAMYA;

SHANMUGARAJ; PRABAKARAN, 2011).

As características anteriormente citadas tornam a tecnologiaZigBeeadequada para diversos tipos de aplicação em

smart cities, indústria, agricultura, e outras (OLIVEIRA et al., 2017). Explorando principalmente a vantagem de baixo

consumo e longo alcance, que permite dispositivos móveis alimentados a bateria em grandes ambientes internos e
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fechados, aplicações de localização tem utilizado a tecnologiaZigBeeem sua arquitetura (SADOWSKI; SPACHOS,

2018).

2.3 WiFi (IEEE 802.11b)

Desde 1990, com a introdução do padrão IEEE 802.11 de redes de área local sem �o (do inglêsWireless Local Area

Network- WLAN) veri�cou-se um crescimento exponencial do mercado de dispositivos para computação móvel e

acesso à Internet, impactando em áreas públicas, escritórios e residências (HIERTZ et al., 2010). O padrão de rede Wi-

Fi, que opera na banda de 2.4 GHz, está amplamente presente em aplicações na indústria,hotspotsem locais públicos,

corporativos e residenciais, devido a sua adoção em equipamentos como impressoras,smartphones, computadores

pessoais, telefones VoIP, televisores, e muitos outros dispositivos que incorporam a tecnologia de rede de área local

sem �o. (LIU et al., 2007; SALMAN et al., 2018).

Para o cenário de localização em ambientes internos e IoT no entanto, dispositivos Wi-Fi tem desvantagem com

relação a outras tecnologias em relação a potência necessária, consumindo para tarefas de transmissão e recepção

cerca de 7 vezes mais potência em relação aoZigBee, e um tendo um consumo 10 vezes mais potência em relação

ao Bluetooth Low Energy(KAZEEM; AKINTADE; KEHINDE, 2017). Em função da menor e�ciência energética,

e a acurácia de localização semelhante, o padrão Wi-Fi tem se tornado menos interessante do que outras tecnologias

wirelesspara aplicações de localização em ambientes internos (ZAFARI; GKELIAS; LEUNG, 2019).

2.4 UWB

Enquanto tecnologias comoBluetooth, ZigBee, Wi-Fi e outras utilizam porções de bandas de frequência ISM, faixas

de trabalho disputadas, o amplo espectro utilizado pelo UWB (Ultra Wideband), de 3.1 à 10.6 GHz (vide �gura 2),

permite uma melhor performance de comunicação imune à colisões e interferências (ABINADER et al., 2018; ZA-

FARI; GKELIAS; LEUNG, 2019). A título de exemplo, um produto desenvolvido com essa tecnologia para aplicações

de localização interna, o Dart UWB da fabricante Zebra, utiliza um intervalo de frequência de 6.35 GHz a 6.75 GHz

(ZEBRA, 2021).

Figura 2 – Espectro de frequência de algumas tecnologiaswireless

Fonte: (DODDIPALLI; KOTHARI, 2018)
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Em aplicações com UWB, pulsos ultracurtos com duração de menos de 1 nanossegundo são transmitidos operando

em uma grande largura de banda, maiores do que 500 MHz, dentro do espectro de 3.1 to 10.6 GHz, utilizando técnicas

de medição de distância baseadas em tempo, conforme detalhado na seção 3.2, menos afetado por interferências e

condições de falta de linha de visada direta (do inglêsNon Line of Sight- NLOS), por ser capaz de penetrar em certos

tipos de materiais, além de utilizar um ciclo de trabalho muito baixo que resulta em consumo de energia reduzido

(ZAFARI; GKELIAS; LEUNG, 2019).

Pelos motivos citados anteriormente, essa tecnologia tem sido particularmente atraente para localização em ambi-

entes internos, com este modelo podendo chegar a um acurácia de posicionamento de 30cm (RIDOLFI et al., 2016),

entretanto o uso do UWB exige uma infraestrutura especí�ca e rede proprietária, e a aplicação de métodos de cál-

culo de distância baseados em tempo dependem de sincronização estrita entre transmissores e receptores (ZAFARI;

GKELIAS; LEUNG, 2019).

2.5 Comparação de performance de localização entre redes de sensores sem �o

A comparação de redes de sensores sem �o aplicadas a localização em ambientes internos pode ter diferentes inferên-

cias e conclusões de acordo com a ótica de implementação, algoritmos utilizados, hardware disponível, etc. Entretanto,

é possível citar algumas características básicas com relação a viabilidade e benefícios da aplicação de cada uma destas

tecnologias, entre elas podem ser citadas: acurácia (que pode variar para cada tecnologia de acordo com a bibliogra-

�a), consumo de energia, vantagens e alguns inconvenientes de cada uma das tecnologias. Com base nos trabalhos de

(LASHKARI et al., 2018; ZHOU et al., 2018) foi possível coletar algumas dessas informações e organizar a tabela 1,

e o grá�co na �gura 3.

Das quatro tecnologias de sensores sem �o apresentadas a UWB se mostra como de maior complexidade, isso

devido a necessidade de uma infraestrutura proprietária, por não ser uma rede disponível de forma ampla em outros

tipos de aplicações cotidianas, e como consequência tem uma baixa variedade de produtos de prateleira, ocasionando

um alto custo (ZAFARI; GKELIAS; LEUNG, 2019). No entanto aplicações com UWB encontram resultados de

acurácia submétricos, devido a sua imunidade a interferência e larga banda de frequência para atuação (LASHKARI et

al., 2018). A tecnologiaZigbee, embora também dependente de uma infraestrutura e hardware especí�co ainda pouco

difundida em ambientes internos, tem sido aplicado na área de sensores para a agricultura, com uma arquitetura de

redes em malha sem �o, proporcionando dispositivos de baixo consumo e mais acessíveis (OLIVEIRA et al., 2017).

Tabela 1 – Comparação de tecnologias de localização em ambientes internos com redes de sensores sem �o.

Tecnologia UWB Zigbee Wi-Fi
Bluetooth Low
Energy

Consumo de
energia

Moderado Baixo Moderado Muito Baixo

Acurácia 30cm-1m 1-10m 1-7m 1-5m

Vantagens
Imune a
interferências

Baixo consumo
Ampla
disponibilidade

Baixo consumo,
Ampla
disponibilidade

Desvantagens

Alto custo,
Necessário
infraestrutura
proprietária

Necessário
infraestrutura
proprietária

Propenso a
interferência e ruído

Propenso a
interferência e ruído

Fonte: Autor.
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Em contrapartida, a ampla presença de infraestrutura Wi-Fi em ambientes fechados públicos, residenciais e cor-

porativos faz com este padrão seja provavelmente o mais acessível para desenvolvimento de sistemas de localização,

entretanto com resultados de acurácia próximos ou inferiores às outras tecnologias que compartilham as faixas de

frequência ISM (Industrial, Scienti�cal and Medical) (LASHKARI et al., 2018). Assim como o Wi-Fi, implementa-

ções de localização em ambientes internos comBluetooth Low Energypodem ser consideradas de baixa complexidade

devido a disponibilidade desse tipo de comunicação em dispositivos pessoais como tablets, celular e computadores

pessoais, com uma variedade de softwares e aplicativos já desenvolvidos que podem servir como base para novas

aplicações (GUPTA, 2016).

Por �m, a tecnologia UWB para aplicações de localização, única a alcançar resultados sub-métricos de acurácia,

ainda encontra obstáculos na adoção da solução para uma variedade de ambientes devido ao custo e complexidade de

implantação de tecnologia e pouca difusão em dispositivos portáteis (LASHKARI et al., 2018).

Figura 3 – Comparação de complexidade de hardware x acuracidade de localização.

Fonte: Autoria própria com base em (LASHKARI et al., 2018; ZHOU et al., 2018)
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3 Técnicas de medição de distância baseadas em redes

de sensores sem �o

Aplicações de localização dependem de métodos para estimar a distância entre os dispositivos �xos com posições

previamente conhecidas (âncoras) e os dispositivos que se pretende localizar (YASSIN et al., 2016). A utilização de

redes de sensores sem �o para esse tipo de aplicação permite utilizar parâmetros da comunicação entre os dispositivos,

os quais são disponibilizados por fabricantes de chips para outras necessidades, como veri�cação de potência ou

qualidade de sinal, latência e outros. Neste capítulo serão apresentadas algumas das técnicas para medição de distância

baseadas em redes de sensores sem �o empregadas para aplicações de localização, mais especi�camente as possíveis

para redes de curto alcance, utilizadas em ambientes internos.

3.1 Indicador de potência do sinal recebido - RSSI

O conceito do índice de potência de sinal recebido (do inglêsReceived Signal Strength Indicator- RSSI) descreve a

relação entre sinais de dispositivos sem �o, referente a potência transmitida por determinado dispositivo e o nível de

potência detectada pelo receptor. O RSSI geralmente é medido em decibéis-miliWatts (dBm) ou miliWatts (mW), e

fabricantes de semicondutores com suporte a conectividade disponibilizam comandos para obtenção de dados de RSSI

associado ao pacotes recebidos de outros dispositivos (GUPTA, 2016). Para aplicações de localização, o RSSI pode

ser usado para estimar a distância entre um dispositivo transmissor (Tx) e um receptor (Rx), utilizando o modelo o

seu modelo de perda de sinal, que estima a degradação na intensidade de um sinal emitido a partir de uma antena e

propagado através de um espaço até o alvo receptor, apresentado na equação 1:

RSSI= � 10nlog10(d)+ C (1)

No modelo de perda de sinal,n é o parâmetro de perda de intensidade de sinal na trajetória relacionado ao ambiente

especí�co de transmissão sem �o,d é a distância entre os dispositivos de transmissão e recepção, eC é uma constante

�xa de perdas do sistema (SADOWSKI; SPACHOS, 2018). Dessa forma, quanto maior o valor de RSSI, menor é

a distância entre Tx e Rx, conforme pode ser observado na �gura 4, referente ao modelo de perda de sinal de um

dispositivoBluetooth Low Energy, um beaconGimbal Series 10, utilizado em um ambiente interno no trabalho de

(SADOWSKI; SPACHOS, 2018), no grá�co as marcações de "X"em azul representam medições em laboratório do

nível de RSSI medido em relação a distância e em vermelho se observa a curva ajustada.

O indicador RSSI é uma medida relativa de potência que depende de características especí�cas de cada fornecedor

de chip, como potência de saída da antena, sensibilidade de recepção, entre outras especi�cações. O rádioBluetooth

Low Energydo chipset ESP32-WROOM-32 da fabricante Espressif, por exemplo, tem um intervalo de medição de

potência de sinal que pode ir de 0 até -97 dBm, enquanto no rádioZigbeeCC2420 da Texas Instruments a variação

de detecção de RSSI está entre 10 e -95 dBm (TI, 2021; ESPRESSIF, 2021). Dessa forma a aplicação de técnicas

de medição de distância baseadas em RSSI depende não somente do respectivo modelo de perda de sinal, mas que

também sejam observadas as especi�cações do dispositivo utilizado com relação ao intervalo de detecção de potência

recebida.

O comportamento logarítmico decrescente do modelos de RSSI x distância física pode in�uenciar na degradação da

acurácia conforme o espaço entre transmissor e receptor aumenta, essa relação pode afetar a performance de algoritmos

de localização (XUE et al., 2018), o que exige abordagens que considerem esse comportamento, deterioração devido
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Figura 4 – Modelo de perda de sinal por distância (path loss) para um dispositivo BLE.

Fonte: (SADOWSKI; SPACHOS, 2018)

a obstáculos, e interferência e �utuação no sinal (XIAO et al., 2017). Devido a simplicidade de implementação de

algoritmos utilizando RSSI, e presença em praticamente todos tipos dispositivos IoT, essa medidas têm sido utilizada

em diversas aplicações localização e proximidade (BIANCHI; CIAMPOLINI; MUNARI, 2018). Este trabalho irá

utilizar o RSSI como técnica de medição de distância, baseado na tecnologia de comunicação sem �o BLE (Bluetooth

Low Energy).

3.2 Técnicas de medição de distância baseadas em tempo

Técnicas de medição de distância baseadas em tempo medem o intervalo da transmissão até a recepção de um sinal

para estimar espaço entre dois dispositivos de comunicação sem �o (BABA, 2011). Diferentes técnicas podem ser

desenvolvidas utilizando essa métrica, uma delas é o de tempo de voo (do inglêsTime of Flight - TOF), também

denominada deTwo-Way RangingTOF, nesse método um dispositivo A envia, através de comunicação sem �o, um

pacote de dados (com sua identi�cação ou pseudo-ruído qualquer) para um segundo dispositivo B, que ao receber,

responde de volta com outro pacote depois de um intervalo de tempotreply (referente ao suposto período processamento

desse dispositivo), o dispositivo A ao detectar a resposta, calcula o período desde o início do processo, o chamado

intervalo deround-trip time trtt , conforme observado na �gura 5 (MALETIC et al., 2019).

Subtraindo o tempo de respostatreply do tempo totaltrtt , resta apenas o tempo de envio e de retorno do sinal, que

aqui se assume que esses dois intervalos são iguais, logo se divide essa diferença por 2, e assim se obtém o tempo de

voo (TOF) em segundos, vide equação 2. A distância é então calculada multiplicandoc (velocidade da luz' 3x108

m/s) pelo TOF obtido, chegando na distância estimada em metros em os dois dispositivos (BABA, 2011).

TOF =
trtt � treply

2
; d = c:TOF (2)

A técnica de tempo de chegada (do inglêsTime of Arrival- TOA), mais simples do que aTwo-Way RangingTOF,

depende da identi�cação do intervalo em segundos entre o momento de transmissão de um sinalt1 e o instante de
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chegadat2 do mesmo, permitindo estimar a distância em metros entre os dois dispositivos (vide equação 3), em quec

é a velocidade da luz (BENSKY, 2019). Essa técnica exige, no entanto, uma ótima sincronização de tempo entre os

nós, dados que os instantes de envio e de chegada serão detectados por dispositivos diferentes.

d = ( t2� t1):c (3)

Outras técnicas podem explorar diferentes processos para estimar a distância, o método de diferença de tempo de

chegada (do inglêsTime Difference of Arrival- TDOA), explora a diferença nos tempos de propagação dos sinais de

diferentes transmissores, ou seja, depende do cálculo do tempo de percurso a partir de um dispositivo e sua aquisição

por mais de um receptor, diferentemente da técnica TOF, por exemplo, onde é necessário apenas o tempo de propagação

do sinal absoluto entre 2 dispositivos.

A utilização de técnicas para medição de distância baseadas em tempo depende criticamente da precisão dos dis-

positivos em detectar os instantes de envio e recepção dos pacotes, considerando que, se um sinal sem �o propaga-se

na velocidade da luz, uma imprecisão de microssegundos de detecção podem causar erros de medição de centenas de

metros (BABA, 2011).

Figura 5 – Esquema da técnica de Time of Flight com Two Way Range.

Fonte: (MALETIC et al., 2019)

3.3 Técnicas de medição de distância baseadas em recursos especí�cos de hardware

Algumas técnicas para medição de distância com redes de sensores sem �o dependem de recursos especí�cos de

hardware, como arranjos de antenas para recepção de sinal. Uma destas técnicas é a de ângulo de chegada (do inglês

Angle of Arrival- AOA), utilizada para medição de posicionamento a partir do cálculo da direção de um sinal recebido,

através da estimativa do seu ângulo em que o sinal atingiu o arranjo de antenas. Para essa abordagem é necessário

um arranjo de antenas direcionais, possibilitando calcular o ângulo em que o sinal transmitido colide com o receptor

(SCHÜSSEL, 2016). Basicamente, é possível calcular o ângulo de chegada de um sinal, se tivermos as seguintes

informações: distância entre as antenas no arranjo, diferença de fase entre o mesmo sinal chegando nas duas antenas,

e o comprimento de onda do sinal (WOOLLEY, 2020).
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De posse destas informações é possível calcular o ângulo do sinal utilizando a equação 4:

q = arcsen
�

y :g
� 2p:d

�
(4)

ondeq representa o ângulo de chegada do sinal,y é a diferença de fase do sinal recebido entre as antenas 1

e 2, g é o comprimento de onda, ed a distância entre as duas antenas. A �gura 6 demonstra a ideia de como um

sinal de entrada pode ter seu ângulo de chegada calculado a partir de duas antenas. A técnica de ângulo de chegada

permite aplicações para detectar a direção de objetos, através da utilização de dispositivos IoT, e com a aplicações de

localização, implementando algoritmos como o de triangulação, conforme será melhor detalhado na seção 4.3.

Figura 6 – Sinal de entrada atingindo um conjunto de antenas e medição de ângulo de chegada.

Fonte: (WOOLLEY, 2020).
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4 Técnicas de localização para ambientes internos

A partir dos tipos de redes de sensores sem �o apresentados, métodos para estimar distância e ângulo entre esses

dispositivoswireless, algumas técnicas e algoritmos podem ser utilizados para inferir a localização de um objeto.

Nesse sentido, alguns dos métodos para localização serão descritos nessa seção, entre elas: proximidade, trilateração,

triangulação e�ngerprint, sendo esta última a técnica estado da arte para implementações de localização em ambientes

internos com dispositivos IoT, e a abordagem utilizada na proposta deste trabalho.

4.1 Proximidade

Um dos métodos mais básicos para localização em ambientes fechados é a técnica da proximidade, que se baseia

no seguinte conceito: se o dispositivo que se pretende localizar está dentro do alcance de comunicação, ou seja, que

possa enviar ou receber dados de uma determinada estação ou âncora, de localização previamente conhecida, logo o

dispositivo pode ter seu posicionamento aproximado ou associado ao local onde este ponto de acesso (a âncora) que o

identi�cou foi �xado (LIU, 2014). Este tipo de técnica não exige cálculos especí�cos para estimar a localização devido

a sua simplicidade, necessitando apenas vincular o dispositivo a ser localizado com a posição da âncora conhecida.

4.2 Trilateração

A trilateração é uma técnica utilizada para estimar as coordenadas de um determinado objeto, a partir de dados de

elementos emissores �xos com posição já previamente conhecida (BLAS; IPIÑA, 2017). O processo de trilateração

pode ser descrito basicamente como o problema de encontrar a interseção de três esferas, no centro de cada uma das

esferas há uma estação ou elemento emissorAi , de posiçãopi = ( xi ;yi ;zi), e di é a medição de distância entre cada

estaçãoi e a intersecção (THOMAS; ROS, 2005). De posse das informações depi, e di de cada uma das estações

em relação a intersecção das esferas, a localização desconhecida é encontrada realizando para o sistema de equações

quadráticas descrito em (5).

(x� x1)2 + ( y� y1)2 + ( z� z1)2 = d2
1

(x� x2)2 + ( y� y2)2 + ( z� z2)2 = d2
2

(x� x3)2 + ( y� y3)2 + ( z� z3)2 = d2
3

(x� x4)2 + ( y� y4)2 + ( z� z4)2 = d2
4

(5)

Na �gura 7, se observa um objeto de localização incógnitaS, os segmentos em azul correspondem às medidas

de distância estimadas por algum método de medição de distância conforme citado no capítulo 3 entre o objeto e as

âncorasAi . Para localizar um objeto em um espaço bidimensional, são necessárias três estações �xas (ou âncoras),

assim como para um espaço 3D são necessárias no mínimo 4 âncoras (SHIH; MARRÓN, 2010).

O exemplo mais famoso e comum hoje em dia de aplicação com trilateração é o do GPS (Global Positioning

System), que estima uma localização desconhecida a partir do cálculo do intervalo que um sinal leva ao ser enviado

de um satélite até um receptor em terra, utilizando métodos de alcance baseados em tempo como a TOA (Time of

Arrival) (DJUKNIC; RICHTON, 2001). Em teoria o sistema GPS necessita que este dispositivo receba sinais de pelo

menos 3 satélites, mas para melhor acurácia e dependendo da localidade, é possível receber o sinal de dezenas deles

(DJUKNIC; RICHTON, 2001). Para ambientes internos a trilateração pode utilizar outros métodos de alcance, como

por exemplo o modelo de perda de sinal, que estima como o sinal de um emissor irá se degradar em função da distância.
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Figura 7 – Conceito fundamental da técnica de trilateração 3D.

Fonte: (SHIH; MARRÓN, 2010).

No entanto o método de trilateração tem um melhor desempenho em condições de linha de visada direta (do inglêsLine

of Sight- LOS) pois nestas circunstâncias as métricas de medição de distância tendem a ter melhor acurácia, enquanto

na presença de obstáculos essa técnica de localização pode ter desempenhos inferiores e consequentemente maiores

erros.

4.3 Triangulação

Outra técnica de localização é a triangulação, que utiliza as propriedades geométricas de triângulos para estimar o

posicionamento de um objeto (LEE et al., 2014). Este princípio consiste em no mínimo em três pontos, sendo dois

pontos de referência (F1 e F2), com localização previamente conhecida, e um ponto-alvo que se deseja estimar sua

posição (T), como é ilustrado na �gura 8. A técnica de triangulação depende de métodos como o de medição de ângulo

de chegada de um sinal (AOA, conforme citado na seção 3.3), de modo que, possuindo a informação desse ângulo em

relação aos pontos de referência a localização do ponto alvo pode ser estimada através da equação 6 (BENSKY, 2019).

y =
y2 : tan(q2) � x2

tan(q2) � tan(q1)
; x = y : tan(q1) (6)

4.4 Fingerprint

A técnica de�ngerprint utiliza uma infraestrutura de redes sem �o em áreas internas ou outros locais onde o GPS

não funciona corretamente, podendo inclusive oferecer serviços de valor agregado para redeswirelessjá existentes

(KHALEL, 2010). Essa técnica de localização também é conhecida como análise de cena, dado que ela requer uma

pesquisa/site surveydo ambiente onde o sistema de posicionamento será processado (ZAFARI; GKELIAS; LEUNG,

2019). Osite surveyconsiste na criação prévia de uma base de dados fundamentada em alguma métrica para cálculo

de distância ou ângulo (apresentadas no capítulo 3) no ambiente interno onde se deseja que o processo de localização

seja feito.
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Figura 8 – Conceito fundamental da técnica de triangulação.

Fonte: (BENSKY, 2019).

No contexto de Aprendizado de Máquina supervisionado, uma base de dados tem atributos, que servem como

entrada para os algoritmos, e rótulos, que são dados que classi�cam cada conjunto de entradas. Para uma base de

dados de�ngerprint os atributos de entradas são dados detectados, como o nível de potência sinal recebido das âncoras

(RSSI) ou o tempo de chegada do sinal (TOA) por exemplo, e os rótulos são as localizações referentes a cada ponto

de coleta (JIANG et al., 2016). Neste sentido, é possível dividir o processo de análise de cena em 2 fases: Fase de

treinamento, também chamada deof�ine, que se inicia com a criação da base de dados e posteriormente o treinamento

de algoritmos de Aprendizado de Máquina que serão utilizados, e a fase de testes (online), onde o modelo é colocado

em prática para estimativa de localização. As duas fases serão detalhados com mais profundidade a seguir.

4.4.1 Treinamento

Na primeira parte do processo, a faseof�ine, o ambiente de interesse (onde deve ser estimada a localização de algum

elemento) é dividida com a ajuda de uma planta baixa ou mapa do local em partes ou células menores, que serão

utilizados como pontos de referência (JIANG et al., 2016). O número total de células pode ser representado porN,

e cada ponton tem uma posição conhecidapn, representada em um cenário 3D comopn = [ xn;yn;zn]. O número de

células escolhido in�uencia na granularidade das informações de localização colhidas, no tamanho da base de dados

e no modelo de algoritmo de Aprendizado de Máquina que será treinado. A divisão de células no ambiente é feita,

quando possível, no formato de umgrid ou rede, de modo a obter uma distribuição regular dos dados.

A partir da tecnologia e métrica escolhidas é realizado o processo de coleta dos dados de entrada, detectados por

um elemento receptor (intensidade do sinal recebido, por exemplo), referente a um número de âncorasM, em que,

para cada posiçãopn é coletado um vetorfn com dados de mediçãor para cada âncoram detectada, formando para

cada ponto o registrofn = [ r1n;r2n; :::; rmn] (XIAO et al., 2017). Dessa forma, a base de dados�ngerprint F pode ser

expressada como um conjunto de tuplasfn e pn para asN células escolhidas:
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Figura 9 – Mapa e operação básica de algoritmo baseado em �ngerprint.

a) Mapa de impressão digital em um
sistema de localização interna Wi-Fi.

b) Operação básica de um algoritmo de �ngerprint.

Fonte: (HE; CHAN, 2015)

F = f ( f1; p1); ( f2; p2); :::( fn; pn)g

Conforme explicado anteriormente, a base de dados servirá para treinar algum tipo de algoritmo de Aprendizado

de Máquina supervisionado, ela é composta basicamente por dados de entrada e rótulos. Uma representação visual

dessa metodologia pode ser observada na �gura 9a) em que os pontos azuis representam cada ponto de referência onde

os dados foram coletados durante a criação da base, referente às 3 âncoras �xadas no ambiente.

A partir da base de dados de�ngerprint, métodos estatísticos e de Aprendizado de Máquina supervisionado serão

então utilizados para criação de modelos que, a partir dos dados de entrada, seja possível extrapolar e estimar a locali-

zação do elemento móvel. Alguns modelos usados são: Naive Bayes, K-vizinhos mais próximos (do inglêsK-Nearest

Neighbors- KNN), redes neurais, entre outros, os quais serão melhor abordados no capítulo 5.

A fase de treinamento procura adquirir uma quantidade satisfatória de medições para que se tenha uma massa de

dados com informações su�cientes que caracterizem como a métrica escolhida (RSSI, TOA, etc.) se comporta no

ambiente (PECORARO et al., 2018). Para explorar resultados diferentes, a etapa de treinamento do�ngerprint pode

também optar por, quando possível, coletar mais de uma métrica de medição referente às âncoras, ou mesmo dados

de mais sensores como informações de entrada dos algoritmos de localização, principalmente em cenários onde o

elemento receptor que será localizado pode se movimentar durante a etapaonline(BELMONTE-HERNÁNDEZ et al.,

2019).

4.4.2 Teste

Na segunda fase, consideradaonline, com a base de dadosF construída e o modelo de aprendizado treinado, o ele-

mento receptor (que se deseja localizar) irá realizar novas leituras baseados na métrica escolhida em uma localização

desconhecidapi , formando o vetorfi com dados detectados dasM âncoras,fi = [ r1i; r2i; :::rmi]. Coletado o vetorfi
será então utilizado o algoritmo treinado para inferir sua localização desconhecidapi = [ xi ;yi ;zi ]. É possível observar

na �gura 9a) um exemplo de localização durante a fase de teste, onde, em um ponto de localização desconhecida em
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vermelho, é realizada uma leitura referente ao nível de sinal detectado das âncoras, que será utilizada para inferir a

localização incógnita. Na �gura 9b) o �uxo básico de�ngerprint é exibido, detalhando as fasesof�ine eonline.
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5 Algoritmos de aprendizado de máquina para localiza-

ção interna

Entre as abordagens para sistemas de localização em ambientes internos, as baseadas em algoritmos de Aprendizado

de Máquina têm tido sucesso em sua implementação devido a sua capacidade de estimar o posicionamento através do

uso de dispositivos sem �o mesmo em condições de falta de linha de visada direta (NLOS), multipercurso (múltiplas

ondas de rádio oriundas do mesmo transmissor chegando em momentos diferentes) e �utuação de sinal, sem afetar

drasticamente a acurácia, o que acontece com algoritmos de localização puramente baseadas nas técnicas de medição,

como trilateração e triangulação (ROY; CHOWDHURY, 2021).

Algoritmos de Aprendizado de Máquina dependem inicialmente de uma base de dados com informações su�cientes

para que um modelo seja treinado, e possa proporcionar resultados de acurácia aceitáveis. Nesse sentido, a aplicação

destes algoritmos depende de um estágio de coleta de dados, no caso de aplicação de localização, das métricas utilizadas

para medição, explicadas no capítulo 3, associadas a posição da coleta, primeira etapa para o processo de�ngerprint,

conforme descrito na seção 4.4.1. Este capítulo irá abordar as principais técnicas de Aprendizado de Máquina utilizadas

para aplicações de localização com base de dados de�ngerprint, em especial para ambientes internos. Dentre as

técnicas de Aprendizado de Máquina apresentadas aqui 3 serão utilizadas para as implementações deste trabalho: K-

vizinhos mais próximos (KNN), árvore de regressão e redes neurais arti�ciais.

5.1 K-vizinhos mais próximos - (KNN)

O algoritmo de K-vizinhos mais próximos (do inglêsK-Nearest Neighbors- KNN) é um tipo de aprendizado ba-

seado na comparação de instâncias para resolver problemas de classi�cação e regressão. No KNN, uma amostra é

classi�cada pela sua similaridade com seusk vizinhos mais próximos, sendo atribuída a ela a mesma classe dessas

instâncias vizinhas, ou no caso de um problema de regressão, a média dos valores dosk vizinhos mais próximos (ROY;

CHOWDHURY, 2021). Para aplicações de localização, é feita uma comparação entre dados coletados da instância,

referente ao objeto com posição desconhecida, com informações existentes na base de dados, por exemplo, os valores

RSSI (nível de potência de sinal recebida) comparados aos valores da base de dados utilizando como cálculo a distância

euclidiana (SADOWSKI; SPACHOS; PLATANIOTIS, 2020).

Conforme se observa na equação 7, para uma situação hipotética de atributos de entrada baseados no nível de

potência detectado (RSSI), a primeira etapa consiste em calcular a distância euclidiana entre o registro em uma loca-

lização desconhecidaj e uma posição conhecidai, presente na base de dados. A distância é calculada considerando

as medições referentes a uma âncoran, de um total de âncorasM. Di j é calculada entre os RSSI coletados na po-

sição desconhecida (RSSIjn), e o registro com posição conhecida (RSSIin), referente a instância da base de dadosi

de um total de instânciasM. Após realizado o cálculo da distância entre a coleta atual e todas as instâncias da base

de dados, ask correspondências mais próximas são selecionadas e as posições (xi ;yi ;zi) desses pontos são utilizadas

para estimar a localização do receptor (equação 8). No caso mais simples (k = 1), o algoritmo encontra a única cor-

respondência mais próxima e usa a localização dessa instância como estimativa (CHUENURAJIT; PHIMMASEAN;

CHERNTANOMWONG, 2013).

Di j =

s
N

å
n= 1

(RSSIin � RSSIjn)2; i = 1;2;3; ::;M (7)
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(x j ;y j ;zj ) =
1
k

k

å
i= 1

(xi ;yi ;zi) (8)

5.2 Naive Bayes

Abordagens bayesianas são algoritmos de regressão probabilísticos, baseado no teorema de bayes, que assume a inde-

pendência entre os atributos de entrada, desconsiderando a correlação entre as variáveis (ROY; CHOWDHURY, 2021).

Em uma aplicação de localização, utilizando como exemplo a métrica de RSSI, a utilização de um �ltro bayesiano em

uma base de dados de�ngerprint compara vetores de RSSI de âncoras �xas coletados a partir de um local desconhecido

com valores RSSI armazenados em uma base de dados construída durante o treinamento. A posição do receptor é então

estimada calculando e comparando a probabilidade de se receber o vetor de RSSI em um local especí�co (KLEPAL;

PESCH et al., 2007). A partir do teorema de bayes, a localização da proposta em questão é estimada através da equação

9.

P(Li jx) =
P(xjLi):P(Li)

P(x)
(9)

Na equação 9,Li representa o vetor de RSSI's recebido das âncoras em uma determinada posiçãoi, armazenada

na base de dados,x é o vetor de RSSI's coletados a partir de uma posição desconhecida, eP(Li jx) a probabilidade

do vetor RSSIx estar na posiçãoi, dado o vetor RSSI armazenadoLi (SADOWSKI; SPACHOS; PLATANIOTIS,

2020). Para calcularP(x), conforme é visto na equação 10, a soma das probabilidades de um vetor de valores RSSIx

observado em uma localização desconhecida, iteradas em relação ao vetor de medições na localizaçãoi e multiplicada

pela probabilidade do vetor RSSI ocorrer na base de dados, sendon o número de registros de locais armazenados

(SADOWSKI; SPACHOS; PLATANIOTIS, 2020).P(xjLi) é calculado considerando todos os valores RSSI possíveis

com distribuição gaussiana baseados nas medidas que foram coletadas durante a fase de treinamento.

P(x) =
n

å
i= 1

(P(xjLi):P(Li)) (10)

Nesse sentido, para determinar a localização que maximiza a funçãoP(Li jx), considerando todos os registros de

posição da base de dados, pode ser realizada uma média de probabilidades. O cálculo para essa �nalidade pode ser

observado na equação 11, sendon o número de registros de vetores de RSSI da base de dados, ej referindo a uma

instância especí�ca de localização conhecida (SADOWSKI; SPACHOS; PLATANIOTIS, 2020).

P(Li jx) =
1
n

n

å
i= 1

P(Li j jx j ) (11)

Outras abordagens baseadas na inferência bayesiana também são utilizadas em uma variedade de aplicações de

localização em ambientes internos, assim como rastreamento e navegação. Filtros bayesianos podem ser empregados

em aplicações de localização para redução de ruídos das leituras de sensores, de forma a reduzir o erro quadrático

médio das leituras dos sensores, e no caso de sistemas com redes de sensores sem �o, minimizar o erro das estima-

tivas de localização de outros algoritmos (ROY; CHOWDHURY, 2021). Aplicações em ambientes internos têm sido

desenvolvidas utilizando �ltros como o �ltro de partículas e �ltro de kalman, para melhora da acurácia de localização,

entretanto, sendo aplicados em cenários mais especi�camente de navegação, minimizando o erro de posição durante

trajetórias (AYKAÇ; ERÇELEBI; ALDIN, 2017).
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5.3 Árvore de regressão

O método de indução a partir de árvores de decisão pode ser considerada como uma das formas mais simples e ainda as-

sim bem-sucedidas de Aprendizado de Máquina, técnica que utiliza uma estrutura em formato de árvore para construir

os modelos de classi�cação ou regressão (RUSSELL; NORVIG, 2010). O ponto de partida da árvore é denominado

nó raiz, de onde são geradas as rami�cações, que representam as hipóteses ou testes, também chamadas de nós folhas,

e dessa forma, uma árvore chega a sua decisão (discreta ou contínua), através da execução de uma sequência de testes

(RUSSELL; NORVIG, 2010).

A árvore de regressão é um algoritmo capaz de criar modelos referentes a funções complexas e não lineares,

particionando regiões da função através das suas rami�cações. Considerando um problema de regressão com resposta

contínuaY e entradasX1 e X2, é possível modelar uma função não linear a partir desse princípio de particionamento.

A �gura 10a) mostra o plano com os atributosX1 e X2, e onde são agrupadas partições, em que cada uma é possível

modelar a funçãoY (HASTIE; TIBSHIRANI; FRIEDMAN, 2009).

Para simpli�car a modelagem, o espaço do atributos de entrada é dividido nas regiõesRn, onde a função se com-

porta de maneira diferenciada em relação a outras regiões. As regiões são delimitadas pelos faixastn, que permitem,

através da estrutura de uma árvore com rami�cações binárias, simpli�car e classi�car o problema da modelagem para

partições menores da função (HASTIE; TIBSHIRANI; FRIEDMAN, 2009), podendo ser modeladas como uma cons-

tante, conforme visto na �gura 10b). No topo da árvore está o conjunto de dados referente a função a ser modelada,

descendo o nível das rami�cações os testes condicionais direcionam para um ramo ou outro da árvore, e nos nós folhas

terminais são classi�cadas nas respectivas regiões (HASTIE; TIBSHIRANI; FRIEDMAN, 2009). Na �gura 10c) é

demonstrado um grá�co tridimensional da superfície do modelo a partir do algoritmo de árvore de regressão.

De forma semelhante, para funções não lineares com um número maior de entradas e múltiplas saídas, caso de

problemas de localização, o algoritmo de árvore de regressão permite utilizar sua estrutura para treinar modelos de

regressão através de uma constante reorganização da suas rami�cações. No entanto, caso o tamanho da base de dados

de treinamento for extensa, uma única árvore pode se tornar exageradamente complexa, tendendo a uma sobreajuste

(do inglêsover�tting), quando o modelo perde a capacidade de generalizar, com um ótimo desempenho para o conjunto

de dados de treinamento, mas ine�caz para predição de novos resultados (ROY; CHOWDHURY, 2021).

5.4 Redes neurais arti�ciais

Redes neurais arti�ciais (do inglêsArti�cial Neural Networks- ANN, também conhecidas pela sigla RNA) são estrutu-

ras inspiradas em funções de um cérebro biológico, onde são criados modelos computacionais que podem ser treinados,

aprendendo a estimar e generalizar a partir da observação da relação entre dados de entrada e saída, possibilitando im-

plementações para reconhecimento de padrões, tarefas de classi�cação, modelos preditivos de regressão linear e não

linear, entre outras (RUSSELL; NORVIG, 2010).

No contexto de inteligência arti�cial, um neurônio, também chamado de nó ou perceptron, é uma unidade compu-

tacional que é composto por uma ou mais ligações de entrada, uma função de ativação, e uma conexão para a saída. É

possível observar na �gura 11 um modelo simpli�cado de um neurônio, onde o processo se inicia na inserção do vetor

de entradasai , com cada nó de entrada ponderado pelos pesoswi; j , a função de entradaå in j realiza soma ponderada

das entradas. Em seguida, a função de ativaçãog é aplicada nesta soma ponderada para gerar a saída do neurônioa j

(vide equação 12), que representa a predição do modelo (RUSSELL; NORVIG, 2010).

a j = g(in j ) = g(
n

å
i= 0

wi; jai) (12)
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Figura 10 – Etapas do algoritmo de árvore de regressão.

a) Plano referente aos atributosX1 eX2 particionado
nas regiões de�nidas.

b) Estrutura em árvore para classi�cação das
regiões.

c) Superfície do modelo a partir do algoritmo de
árvore de regressão.

Fonte: (HASTIE; TIBSHIRANI; FRIEDMAN, 2009)

Uma rede neural consiste basicamente em camadas de neurônios interconectados, com uma camada de entrada,

uma ou mais camadas ocultas e uma camada de saída, todas estas camadas compostas por nós, e sua modelagem é

determinada por sua topologia e pelas propriedades dos neurônios (RUSSELL; NORVIG, 2010). Um das arquiteturas

mais populares de redes neurais arti�ciais o perceptron multicamadas (do inglêsMultilayer Perceptron- MLP), que

será melhor detalhada a seguir.
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Figura 11 – Modelo matemático simples de um neurônio.

Fonte: (RUSSELL; NORVIG, 2010)

5.4.1 Perceptron multicamadas (MLP)

Uma limitação do modelo de neurônio único é sua capacidade de aprender apenas funções linearmente separáveis, ou

seja, problemas que possam ser classi�cados apenas com a implementação de uma linha reta (TAUD; MAS, 2018). Na

�gura 12a é possível observar um grá�co de duas dimensões, com um exemplo de uma função linearmente separável.

Entretanto há situações em que problemas que funções lineares não são capazes de resolver, e modelos mais complexos

são necessários, como a curva hipotética vista na �gura 12b. Contudo, uma arquitetura com múltiplas camadas de

neurônios, como o perceptron multicamadas (MLP), é capaz de aprender problemas complexos, e treinar modelos para

classi�cação ou regressão de problemas não lineares.

A arquitetura do perceptron multicamadas é composto basicamente por uma camada de entrada, com o mesmo

número de neurônios aos atributos introduzidos na rede (TAUD; MAS, 2018). Os neurônios de entrada são conectados

a uma segunda camada, denominada camada oculta, que terá uma quantidade de neurônios de acordo com a comple-

xidade do problema que a rede deverá resolver, e também será totalmente conectada a camada de saída. Na �gura 13 é

Figura 12 – Modelagem para funções linearmente e não linearmente separáveis.

a) Função linearmente separável. b) Função não linearmente separável.

Fonte: (TAUD; MAS, 2018)



42

possível observar o esquema básico de uma rede neural perceptron multicamadas. O treinamento desse modelo é feito

inserindo dados nos neurônios de entrada, e comparando a saída prevista pela rede com a saída real, e calculando a

diferença como o erro. O erro então é propagado de volta pela rede, e é modi�cado o peso de cada conexão entre os

nós, processo denominado de retropropagação, que é repetido o número necessário de vezes até que o erro diminua, e

a rede seja ajustada para fornecer uma precisão razoável (ROY; CHOWDHURY, 2021).

Devido a possibilidade de modelagem de funções não lineares complexas, com múltiplas entradas e saídas, im-

plementações de localização com utilização de algoritmos de aprendizado com redes neurais encontram desempenhos

satisfatórios, tanto em condições com linha de visada livre (LOS), quando com ambientes com obstáculos (NLOS -

Non Line of Sight) (ROY; CHOWDHURY, 2021).

Figura 13 – Esquema de uma rede neural perceptron multicamadas.

Fonte: (FATH; POURANFARD; FOROUGHIZADEH, 2018)

5.5 Algoritmos de agrupamento de dados

Algoritmos de agrupamento de dados são técnicas de Aprendizado de Máquina não supervisionado, ou seja, que

não exige dados previamente rotulados ou classi�cados, e tem como principal função agrupar as instâncias de um

determinado conjunto de dados a partir de algum parâmetro de similaridade entre os dados (ROY; CHOWDHURY,

2021). Um dos algoritmos clássicos para o agrupamento de dados é oK-means, que a partir da de�nição da quantidade

de grupos no momento inicial da implementação, através do parâmetroK, irá de�nir a forma como o algoritmo irá

agrupar os dados focando em uma otimização a partir da escolha do melhorK, que na maioria das vezes não é conhecido

a priori (ROY; CHOWDHURY, 2021).

O processo de agrupamento é iniciado com um conjunto de dadosX = f x1; :::;xng, onden é a quantidade total de

instâncias, e se deseja agrupar emK clusters(agrupamento de dados), em um conjuntoC = f c1; :::;ckg. O algoritmo

irá inicialmente de forma aleatória de�nir pontos centrais para cada um dosclusters(também chamado de centróide)

mk, e em seguida passar para a etapa de otimização, em que o objetivo é minimizar o erro totalE(Ck) (equação 13),

referente a distância euclideana de cada instânciaxi em relação ao centróidemk de cada cluster, e assim o agrupamento



43

será otimizado alterando até encontrar o conjunto de centróides que produzir o menor erro de distância total para osK

clusters(JAIN, 2010).

E(C) =
K

å
k= 1

å
xi2Ck

jj xi � mkjj
2 (13)

O uso de algoritmos de agrupamento de dados permite estratégias para redução de esforços na criação de bases de

dados de�ngerprint, como a etapa de análise de cena, onde cada posição coletada deve ser rotulada com sua localização

(ROY; CHOWDHURY, 2021).
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6 Trabalhos Correlatos

Diversos trabalhos têm sido publicados sobre sistemas de localização com dispositivos sem �o em ambientes inter-

nos, que podem utilizar diferentes tipos de tecnologia, métricas e técnicas para realizar a tarefa de estimar a posição

desconhecida de algum dispositivo, e proporcionam bases para comparação de desempenho dessas abordagens. Nesse

sentidos, com relação as redes de sensores sem �o citadas neste trabalho, como Wi-Fi, UWB,Zigbee, e Bluetooth

Low Energy(tecnologia escolhida para implementação deste trabalho) essa revisão apresentará trabalhos que trazem

a técnica estado da arte para localização em ambientes internos, algoritmos de Aprendizado de Máquina com base na

abordagem de�ngerprint.

A abordagem de análise de cena ou�ngerprint utiliza conceitos e procedimentos básicos de algoritmos de Aprendi-

zado de Máquina, onde, a partir de uma base de dados com informações que representam o padrão de comportamento

de uma determinada variável de entrada, seja possível treinar e modelar um algoritmo para calcular a localização es-

timada de um elemento na etapa seguinte de testes, com base em novos dados de entrada. Nesse sentido, diversos

algoritmos de Aprendizado de Máquina têm sido implementados para sistemas de localização em ambientes fechados

com a abordagem de�ngerprint, como redes neurais, árvores de regressão, K-vizinhos mais próximos (KNN), entre

outras, assim como diversas tecnologias e métricas para distância (ZAFARI; GKELIAS; LEUNG, 2019). Um resumo

de alguns trabalhos nessa área, com seus algoritmos e tecnologias utilizadas pode ser visto na tabela 2.

Tabela 2 – Trabalhos na área de localização em ambientes internos com redes de sensores sem �o.

Trabalho BLE UWB Wi-Fi Zigbee Métrica Algoritmos aplicados

(AHMADI; BOUALLEGUE, 2015) X RSSI Árvore de regressão,
mínimos quadrados, MLP

(BELMONTE-HERNÁNDEZ et al.,
2019)

X X X RSSI
Deep Learning, Filtro de
partículas

(BREGAR; HROVAT; MOHORCIC,
2016)

X CIR MLP

(CHUENURAJIT; PHIMMASEAN;
CHERNTANOMWONG, 2013)

X RSSI KNN

(DJOSIC et al., 2021) X TOF Trilateração, KNN

(JONDHALE et al., 2020) RSSI
GRNN, MLP, RBFN,
FFNT, trilateração

(MOHAMMADI et al., 2017) X RSSI DRL semisupervisionado

(PENG et al., 2017) RSSI SWBN

(SADOWSKI; SPACHOS;
PLATANIOTIS, 2020)

X X X RSSI
Trilateração, KNN, Naive
Bayes

(XIAO et al., 2017) X RSSI
Denoising autoencoder,
KNN

Fonte: Autor.

Um dos primeiros trabalhos desenvolvidos com a técnica de�ngerprint para localização 3D com redes de sensores

sem �o, o artigo de (CHUENURAJIT; PHIMMASEAN; CHERNTANOMWONG, 2013) utiliza o padrão de tecnologia

Zigbeebaseado no RSSI (índice de potência de sinal recebido). Como algoritmo é utilizada a técnica de KNN utilizando
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como métrica a distância euclideana entre os dados de entrada e as instâncias presentes na base de dados, classi�cando

como vizinhos os atributos da base mais próximos. Neste trabalho os autores implementam âncoras em uma prateleira

de livros com 4 níveis de altura, conforme se observa na �gura 14. Devido a seus bons resultados, e simplicidade

de implementação, a técnica de KNN têm sido utilizada amplamente para resultados comparativos em trabalhos de

localização utilizando�ngerprint.

O trabalho de Sadowski, Spachos e Plataniotis (2020) compara a técnica de localização em um ambiente 2D base-

ada em trilateração com dois algoritmos de análise de cena, KNN e Naive Bayes, utilizando 3 diferentes tecnologias

de dispositivos sem �o,Zigbee, Bluetooth Low Energye WiFi, e como atributo de entrada os níveis de potência de

sinal detectados (RSSI). Os testes são feitos em 3 cenários bidimensionais com diferentes tamanhos e níveis de inter-

ferência. A respeito dos resultados, a melhor acurácia (menor erro quadrático médio entre a localização prevista e a

real) é obtida com o modelo baseado no algoritmo de KNN, enquanto o pior desempenho é observado com a técnica

de trilateração, devido à forte dependência dessa técnica dos métodos de medição de distância (conforme comentado

na seção 4.2), neste caso o modelo de perda de sinal de RSSI, que em um cenário com obstáculos ou interferências

tem um comportamento instável. Entretanto, em relação aos resultados obtidos neste trabalho, é importante ressal-

tar que algoritmos de localização baseados em Aprendizado de Máquina precisam da construção de bases de dados

para treinamento e consulta durante os testes, gerando maiores esforços para sua implementação e custos computacio-

nais superiores aos da trilateração, que devem ser considerados na avaliação de viabilidade da solução (SADOWSKI;

SPACHOS; PLATANIOTIS, 2020).

O algoritmo de árvore de regressão é proposto para localização em ambientes internos no trabalho de Ahmadi

(2015). Este trabalho utiliza uma base de dados de localização a partir de dispositivos com a tecnologiaZigbee,

utilizando como métrica o RSSI detectado das âncoras. No artigo, é descrita a modelagem da árvore, com uma iteração

entre todas as divisões binárias possíveis para cada folha, com o erro sendo avaliado pelo erro quadrático médio (do

Figura 14 – Desenho do setup experimental para localização 3D.

Fonte: (CHUENURAJIT; PHIMMASEAN; CHERNTANOMWONG, 2013)
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inglêsMean Square Error- MSE) referente a localização estimada e real da base de dados. Como em outros trabalhos,

os resultados são comparados a outros algoritmos da literatura, neste caso aos métodos de mínimos quadrados, e

perceptron multicamadas (MLP), e nos testes comparativos os autores obtêm melhores resultados de acurácia e menor

tempo de processamento com a árvore de regressão em comparação com os outros dois algoritmos, principalmente

quando a quantidade de âncoras é reduzida no ambiente.

O trabalho de Peng et al. (2017) implementa o método SWBN (spectral clustering and weighted backpropagation

neural network) para melhorar a acurácia de localização 3D em ambientes internos com o uso de RSSI. A proposta do

processo de agrupamento de dados visa, com base nos pontos de referência capturados na faseof�ine do �ngerprint,

dividir a massa de dados em n grupos, baseados na correlação e similaridade de cossenos dos vetores de RSSI das ânco-

ras (ou access points), no caso, no ângulo entre esses vetores no espaço, atribuindo importância às diferenças re�etidas

na direção dos mesmos, e não em sua posição, característica que o diferencia de outros algoritmos implementados na

literatura. O trabalha não detalha que tipo de tecnologia sem �o é utilizada.

O trabalho de Mohammadi et al. (2017) seguem uma abordagem para localização em ambientes internos baseada

em coleta de dados de RSSI de 13 âncoras comunicando-se com o protocoloBluetooth Low Energy, utilizando como

ambiente de testes a biblioteca Waldo naWestern Michigan University, um ambiente real com pilares, equipamentos,

circulação de pessoas, en�m, variáveis que podem deteriorar os sinais dosbeacons. A proposta utiliza um modelo de

aprendizado profundo por reforço semi-supervisionado, baseando-se no argumento da necessidade de treinar algorit-

mos com dados não rotulados, em razão do esforço realizado na criação de bases de dados de�ngerprint.

Neste trabalho, o algoritmo de aprendizado profundo por reforço procura treinar um modelo capaz de aprender

as melhores políticas de posicionamento para predição de uma localização desconhecida a partir de dados rotulados e

não rotulados do ambiente, e obter melhores resultados em comparação com o uso de um conjunto de dados apenas

com instâncias rotuladas em um modelo totalmente supervisionado. Os resultados da abordagem mostram uma me-

lhoria de 23% na precisão da localização com o modelo semi-supervisionado proposto em comparação aos modelos

supervisionados (MOHAMMADI et al., 2017). Vale ressaltar que este trabalho apresenta mais uma proposta de algo-

ritmo de navegação do que de localização estática, devido a necessidade de diferença temporal para abordagens com

aprendizagem por reforço.

O trabalho de Belmonte-Hernandez et al. (2019) faz uma análise dos parâmetros mais in�uentes na construção

de um�ngerprint e implementa uma abordagem comdeep learningcombinado com métodos estatísticos para estimar

localização em ambientes internos. Esse trabalho utilizou 3 dispositivos de redes de sensores sem �o (Zigbee, Bluetooth

Low Energye Wi-FI) mas também uma unidade de medida inercial (do inglêsInertial measurement unit- IMU) para

monitoramento da orientação e aceleração do elemento móvel. Na �gura 15 pode-se observar o layout do ambiente

de testes e a divisão de células para coleta dos dados de�ngerprint. Foram de�nidas dentro do ambiente 70 células,

pontos de medição onde cada registro tem como atributos de entradas os RSSI detectados de 5 âncoras (destacadas

em cores diferentes na �gura 15), além de dados de aceleração e orientação da IMU, rotulados com a localização

da célula. Os atributos de entrada e rótulos foram usados para treinamento de uma rede neural profunda. Como

para essa proposta também é considerada a movimentação do elemento (colhida com o sensor IMU), além do uso de

redes neurais também são aplicadas abordagens estatísticas como �ltros gaussianos e de partículas para melhora da

performance do rastreamento (BELMONTE-HERNÁNDEZ et al., 2019).

Outras métricas de distância ou qualidade do sinal podem ser utilizadas para aplicações de localização. No trabalho

de Bregar, Hrovat e Mohorcic (2016) é utilizado como variável de entrada a resposta ao impulso do canal (do inglês

Channel Impulse Response- CIR), dado referente a amplitude e fase do canal em no recebimento de um determinado

sinal. Esse atributo é utilizado juntamente com uma rede neural perceptron multicamadas (MLP) para classi�cação da

condição de sinais recebidos como com linha de visada direta (LOS) ou sem linha de visada direta (NLOS). Tecnologias

comoUltra Wideband(UWB) permitem também a utilização de métricas de distância baseadas em tempo, como no
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trabalho de (DJOSIC et al., 2021) que utiliza a técnica de medição de tempo de diferença de chegada (TDOA) para um

abordagem que mistura trilateração e KNN para localização em ambientes fechados.

Figura 15 – Planta baixa do ambiente de testes, com células e posição das âncoras.

Fonte: (BELMONTE-HERNÁNDEZ et al., 2019).

Técnicas tradicionais de localização com redes de sensores sem �o como a trilateração necessitam prioritariamente

da acurácia de métodos de medição de distância, fazendo com que oscilações, ruídos e outras anormalidades de sinais

afetem sua performance. Em contrapartida, abordagens com rede neurais arti�ciais por padrão não necessitam de um

conhecimento prévio do comportamento ou modelo de sinais dentro de ambientes fechados e podem ser utilizadas em

aplicações de localização mesmo em condições de falta de linha de visada direta (JONDHALE et al., 2020). Nesse

sentido, o trabalho de Jondhale et al. (2020) avalia o desempenho de algumas arquiteturas de redes neurais em relação

a técnica de trilateração para localização indoor. As arquiteturas empregadas foram: rede neural de regressão gene-

ralizada (GRNN), perceptron multicamadas (MLP), rede de função de base radial (RBFN) e rede neuralfeedforward

(FFNT). Para esse trabalho nenhum dispositivo sem �o especí�co foi utilizado, mas sim medições RSSI são geradas

usando o modelo especí�co do software MATLABR
 .

Aplicações de localização em ambientes internos com uso do nível de sinal detectado (RSSI) podem sofrer com

problemas de ruído na propagação de sinal ou multipercurso (quando sinais de rádio de um mesmo transmissor alcan-

çam a antena receptora por mais de caminho), entretanto, resultados obtidos em (JONDHALE et al., 2020) demonstram

que o uso de redes neurais para essa abordagem podem trazer resultados de acurácia em comparação com a técnica de

trilateração, sendo que a que apresentou menor erro médio a rede neural de regressão generalizada (GRNN).

Ainda no contexto do impacto de perturbações e �utuações nos níveis de sinal detectado, no trabalho de Xiao

et al. (2017), é proposto o uso de um modelo de rede neural chamadodenoising autoencoder(para eliminação de

ruído), que tem uma camada de entrada que faz um processo chamado de "corrupção estocástica", que basicamente

escolhe entre os valores do vetor de entrada (nível RSSI das âncoras) e os anula multiplicando-os por 0, realizando

uma série de iterações de treinamento para veri�car quais entradas podem ser anuladas de forma a manter ou aumentar
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o desempenho de localização. Na proposta, é feito o treinamento de uma rede eliminadora de ruído para cada local de

referência da base de dados de�ngerprint para localização 3D em ambientes internos. Esse processo tem o objetivo de

caracterizar a ocorrência de perturbações na coleta de dados durante o treinamento.

Na etapa de testes proposta por Xiao et al. (2017), cada novo vetor de RSSI's coletados de um ponto de locali-

zação desconhecida é comparado aos registros dos pontos de referência da base de dados (já processados pela rede

eliminadora de ruídos) e um algoritmo de KNN é utilizado para selecionar osk vizinhos mais próximos, e através

da média ponderada dos locais de referência destes calcular a localização estimada. O trabalho traz uma interessante

contribuição com relação a possibilidades do uso de redes neurais para tratamento de perturbações comuns a medição

de RSSI.

Esta dissertação considera o trabalho de Xiao et al. (2017) como uma base importante tanto para a sua hipótese

quanto para sua abordagem proposta. Com relação a hipótese, a veri�cação que dentre os elementos de entrada existem

atributos que não contribuem para uma boa performance dos algoritmos de localização, e até pelo contrário, podem

ser considerados ruídos de medição e sua eliminação pode melhorar sua acurácia, nesse sentido é necessária uma

abordagem para tratar esses parâmetros. A proposta de Xiao et al. (2017) propõe um tratamento para os atributos de

entrada para que �utuações e ruídos sejam anulados, assim como esta dissertação, que com a abordagem de�ltro de

âncoraspretende utilizar apenas leituras referentes aos maiores níveis de sinal detectadas, associados a localização das

respectivas âncoras.
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7 A abordagem do �ltro de âncoras

Conforme apresentado no capítulo 6, algoritmos de Aprendizado de Máquina têm sido aplicados em ambientes internos

com o intuito de estimar a posição de dispositivos a partir dos sinais das entradas das âncoras. Considerando as

discussões realizadas na seção 3.1, particularmente o modelo de comportamento logarítmico decrescente da perda de

potência de sinal (RSSI) x distância física, percebe-se que à medida que o espaço entre o dispositivo emissor e o

receptor aumenta, há uma degradação signi�cativa na acurácia da medição de distância. Essa degradação da potência

detectada também ocorre em condições de falta de linha de visada direta (NLOS) ou na presença de obstáculos entre o

emissor e o receptor. Essa situação é destacada esquematicamente na �gura 16.

Figura 16 – Condições de detecção e não detecção de âncoras.

Fonte: Autor

Nesse cenário, tomando como parâmetro de entrada os níveis de potência de sinal (RSSI) recebidos das âncoras no

ambiente, é razoável assumir comohipóteseque as redes com sinais de maior potência em cada ponto do ambiente

sejam mais relevantes para os algoritmos de localização. Em outros termos, o presente trabalho busca investigar se uti-

lizando apenas parte das âncoras detectadas pelo dispositivo receptor – ou seja, adotando-se uma estratégia doravante

denominada�ltro de âncoras – os algoritmos de localização poderiam obter resultados similares utilizando menos

atributos de entrada. Ainda, sob outro prisma, a possibilidade de algoritmos de Aprendizado de Máquina trabalharem

com um número reduzido de dimensões de entrada pode ter implicações tais como a redução da necessidade de trata-

mento prévio de dados (para casos de sinais não detectados, por exemplo) e da complexidade do treinamento desses

algoritmos.

A �gura 17 sintetiza a abordagem proposta. A partir de um número de dimensõesn escolhido para o �ltro, serão

selecionadas dentre as âncoras detectadas aquelas com osn maiores níveis de potência. Importante ressaltar que a

utilização da estratégia do �ltro de âncoras implica em alterações na dinâmica do sistema tanto durante o aprendizado

– com diferentes implicações a depender do algoritmo de localização utilizado – quanto em tempo de execução. A

seção 7.1, a seguir, aborda com mais detalhes o algoritmo do �ltro de âncoras utilizado para adequação da base de
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dados. A seção 7.2 destaca os procedimentos relacionados aos algoritmos de Aprendizado de Máquina que serão

abordados no decorrer do trabalho.

Figura 17 – Abordagem proposta para o �ltro de âncoras.

Fonte: Autor

7.1 Algoritmo para adequação da base de dados para a proposta (�ltro de âncoras)

O algoritmo 1 detalha o procedimento proposto para adaptar a base de dados utilizando a estratégia �ltro de âncoras.

O algoritmo inicialmente recebe a base de dados de�ngerprint, as posições das âncoras �xadas no ambiente e o

número de dimensõesn, que de�ne a quantidade de âncoras que serão consideradas. O algoritmo realiza então uma

ordenação dos registros de acordo com a potência detectada, classi�cando do maior para o menor nível de potência.

Após a ordenação, as âncoras com asn maiores potências são selecionadas, e o número de dimensões de entrada

é então reduzido a esses valores. Desta forma, uma instânciaf da base de dados anteriormente organizada como

f = f r; pg, onder contém os registrosr = f r1; r2; :::; rmg dasm âncoras detectadas em uma posiçãop, passará a ter o

registro j = f j1; j2; :::; jng, referente asn maiores potências detectadas pelo receptor, e cada item do registro apontará

a potência detectada e localização da âncora emissorajn = f rn;xn;yn;zng. Cada instância redimensionada é adicionada

como uma nova entrada em uma nova base de dados, que ao �nal da estrutura de repetição gera o arquivo da base de

dados adaptada. Relevante observar que este algoritmo destina-se prioritariamente à adaptação da base de dados para o

treinamento dos algoritmos de localização. De forma análoga, em tempo de execução, apenas as leituras dasn âncoras

de maior potência serão consideradas.

7.2 Algoritmos de Aprendizado de Máquina para localização

A abordagem de �ltro de âncoras proposta realizará uma redução da dimensionalidade dos atributos de entrada do

sistema de localização 3D em ambientes internos. Essa redução, evidentemente, terá impactos nos algoritmos de

Aprendizado de Máquina selecionados para estimar a posição do dispositivo no ambiente. Nesse cenário, o presente

trabalho propõe investigar o impacto desta estratégia sobre 3 (três) diferentes algoritmos de Aprendizado de Máquina:
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Algoritmo 1: Algoritmo para �ltro de âncoras para adequação da base de dados.

1. Carrega base de dados de�ngerprint ;
2. Carrega informações de localizações das âncoras;
3. n  De�ne a quantidade de âncoras para �ltro, referente aos maiores níveis de potência detectada dentre os
registros;

4. for cada registro da base de dadosdo
4.1. Registros de RSSI Ordena registros RSSI de âncoras de acordo com o nível de potência detectada;
4.2. Registros de RSSI Selecionan primeiros registros de RSSI;
4.3. Nova instância Associa a posição da âncora com seu respectivo RSSI da listaRegistros de RSSI;
4.4. AdicionaNova instânciapara a base de dados adaptada;

end
5. Cria arquivo de base de dados para a abordagem de �ltro de âncoras;

1. K-vizinhos mais próximos (KNN);

2. Árvore de regressão, e

3. Rede neural Arti�cial (RNA) do tipo perceptron multicamadas (MLP).

O �uxo de trabalho para essa investigação é apresentado esquematicamente na �gura 18. O processo tem início

com o carregamento da base de dados de�ngerprint, que contém os dados coletados em campo, com os níveis de RSSI

detectados associados a posição do receptor. Para adaptar os dados de entrada (níveis RSSI das âncoras) ao formato da

proposta de �ltro de âncoras, as instâncias da base de dados são submetidas ao algoritmo descrito na seção 7.1. A base

de dados já organizada passa então por um processo para particionar os conjuntos de treinamento, validação e testes,

para utilização no treinamento dos algoritmos previamente de�nidos. Os materiais e métodos utilizados nos testes para

veri�cação do desempenho dos algoritmos de Aprendizado de Máquina serão melhor detalhados nas próximas seções.

Figura 18 – Fluxo de trabalho com os algoritmos de Aprendizado de Máquina.

Fonte: Autor.
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8 Criação da base de dados para Fingerprint

Neste capítulo serão descritas as etapas e os procedimentos realizados para a criação da base de dados de�ngerprint

para algoritmos de localização 3D em ambientes internos. Os seguintes tópicos serão abordados:i) pesquisa de bases

de dados existentes;ii) escolha do ambiente para testes;iii) de�nição de posicionamento das âncoras e pontos de

medição;iv) suporte utilizado para medição;v) procedimento para a coleta de dados;vi) algoritmos para coleta de

dados, evii) testes preliminares.

8.1 Pesquisa de base de dados para localização em ambientes internos utilizando �ngerprint

Uma pesquisa de trabalhos acadêmicos foi inicialmente realizada para veri�cação da existência de alguma base de da-

dos de localização 3D em ambientes internos disponível para comparação de desempenho de algoritmos. Inicialmente

se pesquisou no siteGoogle Scholarpor trabalhos publicados a partir de 2015, utilizando as palavras-chave: 3Dindoor

localization, 3D indoor positioning, RSSI BLEDatabase, 3D �ngerprint. Nos 100 primeiros resultados apresentados

pela pesquisa utilizado cada palavra-chave não foi encontrado nenhum trabalho com base de dados disponível para

outros pesquisadores, apesar de existirem publicações sobre algoritmos de localização tridimensional para ambientes

internos com uso de base de dados para�ngerprint. O mesmo critério de pesquisa foi utilizado nos sites dos journals:

IEEE (Sensors, Internet of Things, Access), Springer, Elsevier e MDPISensors.

Também foram pesquisados em sites repositórios de bases de dados: Kaggle, UCImachine learning repository,

github e IEEEDataport. Para a pesquisa foram utilizadas as mesmas palavras-chave citadas anteriormente. Na pesquisa

apenas foram encontradas bases de dados para�ngerprint 2D. O resultado dessa pesquisa demonstrou a necessidade

da criação e disponibilização de uma base de dados tridimensional para algoritmos de análise de cena (�ngerprint),

de forma a dar suporte às análises necessárias no âmbito do presente trabalho, e também para uso e comparação de

desempenho de algoritmos implementados por outros pesquisadores.

8.2 Escolha do ambiente

O laboratório do Grupo de Automação e Sistemas Integrados (GASI), com aproximadamente 150 m2, foi escolhido

como ambiente para o levantamento da base de dados tridimensional devido ao amplo espaço interno disponível para

ensaios, existência de diversidade de elementos no ambiente (bancadas, motores, dispositivos eletrônicos, �os, cabos e

correlatos), existência de pontos de alimentação em abundância para as âncoras, além da existência de aparelhos de ar

condicionado, que permitem manter condições ambientais e de temperatura semelhantes por um período prolongado

durante os períodos de testes e coleta de dados.

No contexto de uma implementação de localização 3D para ambientes internos, o local escolhido proporciona um

espaço onde estão contidas condições de linha de visada livre (LOS) - no espaço livre acima das bancadas - e falta

de linha de visada direta (NLOS) - abaixo da altura das bancadas, com adição de obstáculos como equipamentos e

cadeiras. Estas características do local possibilitam testar a robustez dos algoritmos de localização implementados em

condições favoráveis e adversas.
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8.3 De�nição do posicionamento das âncoras e pontos para medição

De posse da planta baixa do laboratório do GASI, foi realizada uma investigação dos possíveis pontos para instalação

das âncoras. Cada dispositivo exige um ponto com alimentação, e uma boa visão do ambiente. Considerando o plano

x,y as âncoras foram preferencialmente posicionadas nas extremidades do laboratório, próximas às paredes. Depois de

de�nidas as posições x,y das âncoras, procurou-se explorar diferentes níveis no eixo z.

Em seguida, foram analisados os pontos para medição e coleta para a base de dados de�ngerprint. A proposta

inicial que norteou a de�nição dos pontos foi a intenção de gerar umgrid 3D, com distribuição aproximadamente

homogênea dos pontos nos 3 eixos. Entretanto, foi necessário alterar a posição de alguns dos pontos para a alocação

do suporte para medição (descrito na próxima seção). Sendo assim foram descartados pontos acima de bancadas e

equipamentos. Com base nessas diretrizes, foram de�nidos ao total as coordenadas x e y para 85 pontos de medição.

A posição no plano x, y e z (altura) das âncoras pode ser observada na tabela 3. A posição dos pontos de coleta e das

âncoras pode ser visualmente observada na �gura 19.

Tabela 3 – Posição das âncoras.

Âncora x y z
1 0.16 0.90 1.35
2 0.05 0.10 0.42
3 5.95 0.10 1.35
4 9.66 2.50 2.30
5 11.78 7.33 1.35
6 14.05 0.05 0.42
7 21.00 7.30 0.75
8 22.29 0.10 1.35

Fonte: Autor.

Figura 19 – Posição dos pontos de medição para�ngerprint e das âncoras no laboratório do GASI.

Fonte: Autor.
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