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RESUMO 

A bananicultura ocupa um papel de destaque na produção agrícola mundial, sendo a 

banana a fruta mais consumida in natura. O Brasil ocupa o quinto lugar de maior produtor 

global, com o Estado de São Paulo liderando a produção nacional. O Vale do Ribeira 

apresenta destaque estadual, pois é responsável por mais de 70% da produção paulista, 

evidenciando a relevância econômica e social da cultura para a região. Entre os principais 

fatores que comprometem a produtividade da bananeira está a presença de plantas 

daninhas, que competem por nutrientes, dificultam práticas culturais e podem servir de 

abrigo para pragas e patógenos. Com o avanço da agricultura de precisão, o uso de 

tecnologias como drones e sensores embarcados tem ganhado espaço. Ainda existe uma 

lacuna na literatura científica, principalmente na cultura da banana, para a identificação e 

quantificação de daninhas. Nesse contexto, o presente trabalho teve como objetivo 

estimar a densidade de plantas daninhas em bananais, a partir de imagens RGB (Red, 

Green, Blue) obtidas por drones. O estudo foi realizado no município de Registro/SP, na 

unidade da UNESP – Fazenda Agrochá. Foram realizadas capturas aéreas com drone DJI 

Mavic Air 3, além de coleta de pontos com GPS Garmin, posteriormente 

georreferenciados com auxílio do software Quantum GIS (QGIS). Para reduzir a 

subjetividade na análise, foi desenvolvida uma escala com fotos, permitindo a atribuição 

de notas com maior precisão para avalições de foco das plantas daninhas, realizadas a 

campo por avaliadores. As imagens foram submetidas a técnicas de processamento digital 

de imagens (PDI), envolvendo classificação não supervisionada, reclassificação para 

binarização das imagens, visando separar visualmente áreas ocupadas pela cultura de 

interesse e as plantas daninhas. Em seguida, foram extraídos atributos estatísticos zonais 

das imagens originais e com as folhas removidas (mascaradas), e eles foram analisados 

por meio de uma análise de correlação, e modelagem preditiva utilizando o algoritmo 

Random Forest, por meio do software Weka. Os resultados indicaram que as imagens 

mascaradas apresentaram maior correlação com os dados de campo, com um valor de 

0,52, resultado obtido com um conjunto teste de 66% e 33% dos dados remanescente para 

validação, já o R² da predição das notas do campo, considerando o conjunto total com 

66% dos dados utilizados para treinamento e posteriormente a validação com o conjunto 

completo dos dados, foi de 0,60, demonstrando uma relação moderada entre esses valores.  

Apesar dos resultados serem limitados à área de estudo, e não permitirem concluir sobre 

a viabilidade da metodologia proposta para aplicação operacional, foi demonstrado o 

potencial da integração entre drones, PDI e algoritmos de aprendizado de máquina para 



 

o monitoramento de plantas daninhas em bananais. Além disso, os resultados encorajam 

o desenvolvimento de futuras pesquisas com outras técnicas de PDI, como o uso de 

métricas de textura, diferentes algoritmos de regressão, além de outros sensores, como 

multiespectrais e termais. 

Palavras-chave: Frutífera, sensoriamento remoto, agricultura de precisão, mapeamento de 

infestação 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

ABSTRACT 

Banana cultivation plays a prominent role in global agricultural production, with bananas 

being the most consumed fresh fruit worldwide. Brazil ranks fifth among the largest 

global producers, with the state of São Paulo leading national production. The Vale do 

Ribeira region stands out within the state, accounting for over 70% of São Paulo's output, 

underscoring the crop’s socioeconomic relevance in the region. One of the main factors 

affecting banana productivity is weed infestation, which competes for nutrients, hinders 

cultural practices, and may harbor pests and pathogens. With the advancement of 

precision agriculture, the use of technologies such as drones and onboard sensors has 

gained space. However, a gap persists in the scientific literature, especially regarding the 

identification and quantification of weeds in banana crops. In this context, the present 

study aimed to estimate weed density in banana plantations using RGB (Red, Green, 

Blue) images captured by drones. The research was conducted in Registro/SP, at the 

UNESP experimental farm Agrochá. Aerial imagery was obtained with a DJI Mavic Air 

3 drone, and control points were collected using a Garmin GPS, later georeferenced 

through the Quantum GIS (QGIS) software. To reduce subjectivity in visual analysis, a 

photographic scale was developed to allow evaluators to assign more precise scores to 

weed infestation in the field. The images underwent digital image processing (DIP) 

techniques, including unsupervised classification and binarization, aiming to visually 

separate crop areas from weed-infested regions. Subsequently, zonal statistical attributes 

were extracted from the original and masked images (with banana leaves removed), and 

analyzed through correlation analysis and predictive modeling using the Random Forest 

algorithm within Weka software. Results showed that the masked images had a higher 

correlation with field data (r = 0.52), obtained from a training set comprising 66% of the 

data and a validation set with the remaining 33%. The R² for field score prediction using 

the full dataset, trained on 66% and later validated on the complete set, reached 0.60, 

indicating a moderate relationship. Although the findings are limited to the study area and 

do not confirm operational viability, the potential of integrating drones, DIP techniques, 

and machine learning algorithms for weed monitoring in banana plantations is evident. 

The results also encourage future research using other DIP techniques—such as texture 

metrics, alternative regression algorithms, and different sensors, including multispectral 

and thermal imaging. 

Keywords: fruit crop, remote sensing, precision agriculture, infestation mapping. 



 

SUMÁRIO 

 

1. INTRODUÇÃO .......................................................................................................... 12 

2. REVISÃO BIBLIOGRÁFICA ................................................................................... 15 

2.1. Cultura da Bananeira ........................................................................................... 15 

2.2. Sensoriamento Remoto e Processamento Digital de Imagens ............................. 16 

2.3. Inteligência Artificial na Agricultura ................................................................... 19 

3. MATERIAL E MÉTODOS ........................................................................................ 21 

3.1 Localização da Área ....................................................................................... 21 

3.2 Materiais ......................................................................................................... 21 

3.3 Desenvolvimento Metodológico..................................................................... 22 

3.3.1 Aquisição das Imagens .................................................................................. 22 

3.3.2. Georreferenciamento das Imagens ............................................................... 23 

3.3.3 Escala de Fotos e Amostragem ...................................................................... 25 

3.3.4. Classificação Não Supervisionada................................................................ 27 

3.3.5 Binarização .................................................................................................... 27 

3.3.6 Mascaramento ................................................................................................ 27 

3.3.7 Extração dos Atributos com Operador Zonal ................................................ 28 

3.4 Modelagem e Análise dos Resultados .................................................................. 28 

4. RESULTADOS E DISCUSSÕES .............................................................................. 30 

5. CONCLUSÃO ............................................................................................................ 40 

6. REFERÊNCIAS BIBLIOGRÁFICAS ....................................................................... 41 

APÊNDICE A. Tabelas com os valores dos atributos extraídos pelo operador zonal 

(imagem original e mascarada)....................................................................................... 46 

 

 

 

 

  

 



    12 
 

 

1. INTRODUÇÃO  

A cultura da bananeira (Musa spp.) é de extrema importância para a agricultura mundial, 

pois além de gerar milhares de empregos, é a fruta mais consumida no mundo por todas as 

classes sociais, além disso, o Brasil, quinto maior produtor mundial, com uma área de produção 

com pouco mais de 456.000 hectares, consegue atingir números superiores a 6,8 milhões de 

toneladas produzidas (FAO, 2023). O Estado de São Paulo é o maior produtor nacional, 

possuindo uma área de plantio com pouco mais de 45.600 hectares, e produção de mais do que 

958.000 toneladas, o que equivale a 13,7% de toda a produção nacional. A região com maior 

destaque no estado é o Vale do Ribeira, responsável por mais do que 70% de toda a produção 

estadual (IBGE, 2024). Devido a sua elevada expressão socioeconômica, torna-se necessário o 

desenvolvimento de tecnologias que auxiliem os produtores a alcançarem a máxima produção 

de suas áreas. Um dos grandes problemas na produção de banana são as plantas daninhas, pois 

além de competirem por água, luz, nutrientes e espaço, elas também podem ser vetores de 

doenças e pragas (GOMES et al., 2010). 

A adoção de ações de controle durante o período de maior vulnerabilidade, até cinco 

meses após o plantio das mudas, é fundamental para maximizar a capacidade competitiva da 

cultura contra a comunidade daninha (EMBRAPA, 2010). O controle cultural de plantas 

daninhas evidencia uma forma de manejo eficiente e com menores custos de implantação. O 

espaçamento entre linhas e a densidade de plantio podem influenciar a capacidade da cultura 

em competir com as plantas daninhas por recursos e, portanto, pode afetar o manejo dessas 

espécies (ISAAC et al., 2007). 

O controle de plantas daninhas por meio de herbicidas específicos é a principal técnica 

de controle utilizado ao redor do mundo (CHENG et al., 2021). O controle químico tradicional 

dar-se por meio da remoção das plantas pela aplicação uniforme em toda a área cultivada, o que 

resulta em pulverização excessiva em áreas livres de plantas daninhas, sendo que tal abordagem 

resulta em grande geração de resíduos e poluição do ambiente agrícola (CHIVASA et al., 2021).  

Desta forma, o uso de tecnologias digitais visando o mapeamento da infestação e 

identificação das espécies de plantas daninhas, combinado aos estudos fitossociológicos que 

inclui a previsão da composição e a densidade de sementes presentes no banco de sementes, 

podem auxiliar o produtor na melhor decisão de manejo, uma vez que as informações passam 

a ser mais assertivas e eficientes (PEÑA et al., 2015; OLIVEIRA et al., 2020). 
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Com o avanço das tecnologias, os sensores remotos para imageamento, embarcados em 

aeronaves ou em implementos agrícolas para identificação das plantas daninhas vem 

melhorando a precisão do mapeamento destes alvos (GAGO et al., 2015). Tal fato pode ser 

relacionado à integração desses sensores ao uso de técnicas computacionais mais avançadas, 

como a inteligência artificial, o que auxilia na tomada de decisões (HUANG et al., 2018).  

Os veículos aéreos não tripulados (VANT) ou drones têm revelado um grande potencial 

de aplicações de estudos de trabalhos com plantas daninhas, uma vez que possuem facilidade 

de uso e elevado custo-benefício para aquisição de dados (RODRIGUEZ et al., 2021). Com a 

utilização de VANT, Arantes et. al., (2019) obtiveram sucesso no mapeamento de plantas 

daninhas presentes em plantações de mandioca, utilizando-se de índices de vegetação. Tais 

equipamentos são considerados plataformas úteis para embarcar tecnologias e sensores para 

aplicação na agricultura (MALAMIRI et al., 2021), além disso, a utilização de drones equipados 

com câmeras RGB (Red, Green, Blue) tem demonstrado potencial real na identificação de 

plantas daninhas em campo. Estudos como o de Yano et al. (2022) evidenciam resultados 

práticos, com níveis de acurácia entre 72% e 77% na cultura da cana de açúcar, o que reforça a 

aplicabilidade da abordagem no manejo de infestantes em lavouras extensivas e justificam a 

escolha da metodologia no presente trabalho. Os sensores para estudo das plantas daninhas 

podem estar embarcados nos drones e terem diferentes níveis tecnológicos, que vão de sensores 

mais econômicos com aquisição de imagem RGB, passando por sensores multiespectrais com 

maior resolução espectral (incluindo bandas nas regiões do infravermelho, por exemplo), ou até 

mesmo hiperespectrais (com dezenas ou centenas de bandas espectrais). Dispondo de altíssima 

resolução espacial (pixels com tamanhos na ordem de centímetros), e com diferentes resoluções 

espectrais, essas imagens apresentam um grande potencial para serem utilizadas no 

monitoramento de plantas invasoras, viabilizando o manejo correto das mesmas (CAO et al., 

2020).  

O uso de técnicas de processamento digital de imagens (PDI) aplicado a culturas 

agronômicas destaca-se pelo grande potencial para subsidiar na tomada de decisão no ambiente 

agrícola, reduzindo o tempo e custo de observação no campo (JORGE; CRESTANA, 2007). O 

processamento digital de imagens é caracterizado por envolver um conjunto de técnicas 

aplicadas sobre imagens digitais com o objetivo de realçar, segmentar e extrair informações 

específicas de interesse (GONZALEZ; WOODS, 2011). De acordo com o INPE (2006), análise 

de dados multidimensionais, adquiridas através de sensores ou drones, são conhecidas como 

PDI, pois para interpretar seus resultados, os arquivos de entrada e saída são imagens, e a partir 
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do que é gerado durante essas fases de interpretação, é possível gerar mais produtos para 

processamentos posteriores. 

As técnicas de aprendizado de máquina, são um campo de estudo dentro da área de 

Inteligência Artificial, e têm o objetivo de aprender com padrões, a partir de um processo de 

treinamento supervisionado ou não supervisionado, buscando minimizar o erro entre a verdade 

de campo e valor predito pelo modelo. Essas técnicas são muito utilizadas em problemas de 

classificação e regressão, no processamento digital de imagens, e envolvem algoritmos como 

florestas aleatórias (ou no inglês, Random Forest) (BREIMAN, 2001), RNA (Redes Neurais 

Artificiais) e máquinas de vetores de suporte (Support Vector Machine – SVM) (CORTES; 

VAPNIK, 1995).  Pesquisas como as de Lottes et al. (2017) e Peña et al. (2015), demonstram a 

eficácia da combinação entre imagens obtidas por drones e algoritmos de aprendizado de 

máquina na identificação de plantas daninhas em diversas culturas agrícolas. 

Ainda existe uma lacuna na literatura científica, no que tange a gama de possíveis 

técnicas de inteligência artificial no processamento das imagens aplicadas no manejo 

agronômico, principalmente considerando estudos relacionados a identificação e quantificação 

de plantas daninhas na cultura da bananeira.  

Dessa maneira o objetivo do trabalho foi desenvolver uma metodologia capaz de estimar 

a densidade de plantas daninhas em bananais, por meio do uso de imagens de drone e técnicas 

de processamento digital de imagens e aprendizado de máquina. 
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2. REVISÃO BIBLIOGRÁFICA  

2.1. Cultura da Bananeira 

A cultura da bananeira (Musa spp.) é uma das mais importantes para a agricultura 

mundial, destacando-se tanto pelo volume de produção quanto por sua presença significativa 

na dieta alimentar global. Segundo a FAO (2023), o Brasil ocupa a quinta posição entre os 

maiores produtores mundiais de banana, com uma área cultivada superior a 450 mil hectares e 

uma produção anual de aproximadamente 6,7 milhões de toneladas. O Estado de São Paulo 

contribui com cerca de 12% dessa produção, sendo o Vale do Ribeira a principal região 

produtora estadual, concentrando mais de 80% da produção paulista (IBGE, 2024). De acordo 

com Frizo (2015), mais de 90% das propriedades produtoras de banana no Vale do Ribeira são 

classificadas como pertencentes à agricultura familiar, evidenciando a importância 

socioeconômica da cultura para pequenos produtores rurais. 

Agronomicamente, a bananeira é uma planta perene, com sistema radicular superficial 

e alta exigência hídrica e nutricional (SOUZA et al., 2010). Essas características a tornam 

vulnerável a fatores ambientais adversos, incluindo a competição com plantas daninhas, que 

podem comprometer o desenvolvimento inicial da cultura (EMBRAPA, 2010). 

As plantas daninhas representam um dos principais desafios fitossanitários para a 

bananicultura, especialmente em regiões tropicais como o Vale do Ribeira. Essas espécies 

competem diretamente por recursos como água, luz, nutrientes e espaço, podendo reduzir o 

crescimento vegetativo e a produtividade da bananeira (ALMEIDA et al., 2018). Segundo 

Gomes et al. (2010), “a competição com plantas daninhas durante os estágios iniciais de 

desenvolvimento da bananeira é particularmente prejudicial, podendo comprometer a formação 

adequada do sistema radicular e a emissão das primeiras folhas”. A fase mais crítica de 

interferência é reconhecida nos cinco primeiros meses após o plantio, exigindo atenção especial 

no manejo (EMBRAPA, 2010). 

Além da competição direta, as plantas daninhas também atuam como hospedeiras de 

pragas e doenças. Oliveira e Souza (2000) destacam que a vegetação espontânea serve como 

abrigo para pragas agrícolas como a broca-do-rizoma (Cosmopolites sordidus), além de 

favorecer a ocorrência de patógenos de solo. Estudos fitossociológicos realizados por Oliveira 

et al. (2017) identificaram uma elevada diversidade de plantas daninhas em bananais do Vale 

do Ribeira, com predominância de espécies das famílias Poaceae, Cyperaceae e Asteraceae. Os 
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autores ressaltam a importância de estratégias de manejo específicas e integradas para o 

controle dessas espécies. 

Os métodos de controle mais utilizados são a capina manual, a roçada e a aplicação de 

herbicidas. No entanto, o uso excessivo de defensivos químicos pode causar impactos 

ambientais significativos, como contaminação de recursos hídricos e redução da biodiversidade 

(CHIVASA et al., 2021). 

 

2.2. Sensoriamento Remoto e Processamento Digital de Imagens 

O sensoriamento remoto é uma ferramenta cada vez mais integrada à agricultura de 

precisão, oferecendo dados cruciais para o acompanhamento da saúde das lavouras, do solo e 

de fatores ambientais. De acordo com Surendran (2024), essa tecnologia permite a obtenção de 

informações sobre uma área ou objeto sem a necessidade de contato direto, por meio de sensores 

instalados em plataformas como drones, satélites ou equipamentos terrestres. Isso possibilita 

uma tomada de decisão mais eficiente, reduzindo custos operacionais e aumentando a 

produtividade de forma sustentável. Os Veículos Aéreos Não Tripulados (VANT), conhecidos 

popularmente como drones, vêm se destacando como ferramentas fundamentais na agricultura 

de precisão. Sua capacidade de captar imagens aéreas com alta resolução espacial, aliada à 

agilidade nas operações e ao baixo custo, tem tornado seu uso viável não apenas em grandes 

propriedades, mas também entre pequenos e médios produtores. De acordo com Li e Li (2025), 

a integração de sensores multiespectrais e algoritmos de inteligência artificial nesses 

equipamentos tem ampliado significativamente seu potencial, permitindo o mapeamento 

detalhado de áreas cultivadas, a identificação de plantas daninhas e a tomada de decisões 

agronômicas com maior assertividade e economia Os sensores remotos mais comuns 

embarcados em drones para agricultura são as câmeras RGB, multiespectrais e hiperespectrais, 

possibilitando aplicações como detecção de estresse hídrico, monitoramento nutricional e 

identificação de plantas daninhas (GAGO et al., 2015). Ao realizar um mapeamento aéreo, o 

VANT registra imagens sobrepostas de alta resolução espacial da região de interesse, que 

posteriormente são agrupadas em um único mapa ortomosaico georreferenciado de alta 

resolução, cobrindo áreas (talhões) agrícolas de pequeno/médio porte (SUZUKI et al. 2010). 

Com estes mapas georreferenciados, é possível obter informações sobre a localização, 

distribuição e variabilidade das plantas invasoras no campo.  
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Uma imagem digital pode ser definida como uma função f (x, y) em que tanto o domínio 

quanto a imagem são valores finitos e discretos. As variáveis x e y são coordenadas espaciais 

no plano cartesiano, enquanto a amplitude de f no ponto (x, y) é chamada de intensidade ou 

nível de cinza da imagem nesse ponto. Cada par (x, y) é denominado de pixel e este é definido 

como o elemento básico de uma imagem (GONZALES; WOODS 2011). A Figura 1 demonstra 

o conceito básico de pixel. 

 

Figura 1 – Demonstração do que é um pixel. Fonte: Retirado de Lungov (2016). 

O processamento digital de imagens envolve um conjunto de técnicas aplicadas sobre 

imagens digitais com o objetivo de realçar, segmentar e extrair informações específicas de 

interesse (GONZALEZ; WOODS, 2011).  

Na agricultura, essas técnicas são empregadas em diversas aplicações, como por 

exemplo mapeamento de culturas, detecção de falhas de plantio e identificação de plantas 

daninhas (LOTTES et al., 2017). Segundo Zhang (2020), o desenvolvimento da tecnologia de 

PDI e reconhecimento de plantas daninhas no estágio de plântula de milho, integrando 

inteligência artificial, permite identificar com precisão as infestantes e aplicar herbicida de 

forma direcionada, promovendo a agricultura de precisão.  

As etapas básicas do PDI o incluem: 1) pré-processamento das imagens, envolvendo 

por exemplo técnicas de realce, correção radiométrica, geométrica; 2) segmentação e 

classificação (técnicas para agrupar, em regiões na imagem, pixels com valores similares, ou 

que caracterizem um padrão específico); 3) extração de características espectrais, texturais e 

morfológicas (YANG et al., 2019); e 4) Análise dos resultados para geração de uma informação 

útil para tomada de decisão em um sistema. 

As técnicas de classificação de imagens podem ser separadas entre técnicas 

supervisionadas e não-supervisionadas. No aprendizado supervisionado, os modelos aprendem 
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com um conjunto de dados que possuem a resposta de saída associadas. O objetivo do 

aprendizado supervisionado é criar um modelo que possa mapear entrada para a sua respectiva 

saída, desse modo podendo predizer a saída correta para novas entradas não rotuladas. No 

aprendizado não supervisionado, o conjunto de dados fornecido ao modelo possui apenas as 

entradas, sem rótulos de saída. O intuito do aprendizado não supervisionado é procurar padrões 

entre os dados, formando clusters ou agrupamentos como saída (ARAÚJO, 2021). 

Entre os métodos não-supervisionados, para realizar um agrupamento sobre um 

conjunto de dados, o algoritmo K-médias é um dos mais simples e populares (MACQUEEN, 

1967). Esse algoritmo agrupa os dados que mais se aproximam entre si, e para representá-los 

cria-se um centroide, de modo que um agrupamento (cluster) possua um centroide e os dados 

selecionados. O algoritmo tem como parâmetros a quantidade de agrupamentos, nomeada de 

K, a métrica que mede a similaridade dos dados e a inicialização aleatória. A métrica mais 

utilizada é a distância Euclidiana ao quadrado, devido a existência e unicidade do ponto que a 

minimiza e este mesmo ponto, sendo o centroide, descrito matematicamente pela média 

aritmética. A Figura 2 abaixo demonstra como o K-médias funciona. 

 

Figura 2 – Fluxograma do funcionamento do K-médias. Fonte: Retirado de Marília Magalhães 

Maia (2021). 

A binarização de imagens, também conhecida como limiarização, é uma técnica de PDI 

aplicado à agricultura, muito utilizada na identificação de plantas daninhas. Conforme 

destacado por Hassanein et al. (2018), tais imagens binárias de vegetação podem ser usadas 

para o manejo de plantas daninhas, detecção de linhas de cultivo e monitoramento da saúde das 

culturas. Essa técnica permite separar objetos de interesse, como as folhas de uma vegetação, 

do solo na imagem, facilitando etapas posteriores de segmentação e identificação dos alvos de 

interesse. Uma vez os objetos de interesse estando isolados do restante da imagem, obtendo 

assim, uma imagem binária, onde é atribuído o valor 1 para os pixels do alvo de interesse, e o 
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valor 0 para os pixels do restante da imagem, é possível mascarar a imagem original, mantendo 

assim, apenas os pixels do alvo de interesse. Uma estratégia que pode ser utilizada, é a partir de 

uma imagem classificada, aplicar uma binarização por meio da reclassificação da imagem, onde 

classes que compõem o alvo de interesse sejam rotuladas como 1, e o restante como 0, para que 

possam ser descartadas na análise. De acordo com Aljahdali, Eltawil e Qahwaji (2018), a 

geração de imagens binárias a partir de sensores RGB, por meio de limiares baseados em canais 

de cor ou índices como o Excesso de Verde (ExG), tem se mostrado eficaz na separação entre 

a cultura de interesse e as espécies invasoras, possibilitando o desenvolvimento de sistemas 

automatizados de detecção e manejo.  

Além de técnicas de classificação, no processamento digital de imagens, as imagens 

processadas, ou os valores obtidos delas, também podem ser utilizados para inferir processos 

ou outros fenômenos, indiretamente, por meio de técnicas de regressão. Em culturas de batata, 

Duarte-Carvajalino et al. (2018) aplicaram técnicas de regressão em imagens de UAV para 

avaliar a severidade da requeima tardia, comprovando a aptidão da técnica para monitoramento 

confiável em campo. Além de auxiliar na quantificação da severidade de doenças, segundo 

Pansera (2021), as técnicas de regressão apresentaram resposta positiva ao serem usadas para 

quantificar a necessidade de adubações de nitrogênio em grãos de aveia, evidenciando a 

aplicação dessas técnicas. 

 

2.3. Inteligência Artificial na Agricultura 

A aplicação de Inteligência Artificial (IA) na agricultura tem ganhado destaque, 

especialmente em atividades que demandam o processamento de grandes volumes de dados, 

como o monitoramento de plantas daninhas (HUANG et al., 2018). Dentro da IA, o aprendizado 

de máquina (Machine Learning) é uma das abordagens mais utilizadas, sendo definido por 

Mitchell (1997) como um campo que dá aos computadores a capacidade de aprender a partir de 

dados. Entre os algoritmos mais aplicados na agricultura estão as Redes Neurais Artificiais 

(RNA), as Máquinas de Vetores de Suporte (SVM), as Árvores de Decisão (KAMILARIS; 

PRENAFETA-BOLDÚ, 2018) e as florestas aleatórias (ou no inglês, Random Forest) 

(BREIMAN, 2001).  Aprendizado de máquina (AM) é uma das subáreas da IA que surgiu com 

o propósito de “melhorar a si mesmas”. Para isso, estuda a construção de algoritmos que 

possibilitam que programas de computador melhorem seu desempenho automaticamente à 

medida que são fornecidos novos exemplos de entrada (MONARD; BARANAUSKAS, 2003). 

Muitos sistemas são desenvolvidos com o objetivo de usufruir dessa capacidade de 
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aprendizagem. Sendo destaque para tarefas a extração de dados, onde os algoritmos de AM são 

utilizados para identificar padrões em grandes volumes de dados (FACELI et al., 2011). 

Um dos algoritmos mais utilizados para a classificação de imagens de dados agrícolas é 

o Random Forest (RF), que é um algoritmo de aprendizado de máquina que combina múltiplas 

árvores de decisão independentes para realizar previsões (BELGIU; DRĂGU, 2016). O RF tem 

sido utilizado na agricultura para diversos fins, como para otimização da irrigação (PREITE; 

VIGNALI, 2024), para predição de produtividade de culturas (JHAJHARIA; MATHUR, 2023) 

e para diferenciação entre plantas daninhas e plantas de interesse (GAO et al., 2018), sendo 

conhecido por ser capaz de analisar grandes volumes de dados com múltiplas colinearidades 

com boa precisão (BELGIU; DRĂGU, 2016). 

Pesquisas recentes, como as de Silva (2024), e Verçosa et al. (2022), demonstram a 

eficácia da combinação entre imagens obtidas por drones e algoritmos de aprendizado de 

máquina na identificação de plantas daninhas em diversas culturas agrícolas. Contudo, a 

aplicação dessas técnicas especificamente em bananais ainda é pouco explorada, o que reforça 

a relevância científica e a busca por respostas do presente trabalho. 
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3. MATERIAL E MÉTODOS 

3.1 Localização da Área 

O experimento prático foi realizado na Faculdade de Ciências Agrárias do Vale do 

Ribeira (FCAVR), que é localizada na cidade de Registro – São Paulo, unidade Campus 

Fazenda Agrochá. O local conta com um bananal próprio, separado em dois talhões e com 

tamanho de 1 hectare (Figura 3). Atualmente há duas variedades de banana, Prata Hayashi, 

variedade da Musa acuminata e Nanica Williams, que é um grupo derivado da Cavendish. 

 

 

 

Figura 3 – Mapa da área onde o estudado foi realizado. A seta aponta para o ponto cardeal 

Norte. Fonte: Autor. 

 

3.2 Materiais 

Para realizar o trabalho de pesquisa foram usados o seguinte material:  GPS Garmin, 

disponibilizado pela própria faculdade, o aparelho foi o acessório utilizado para a coleta dos 

pontos de controle e amostragem, além disso, possibilitou o georreferenciamento das imagens, 

através do uso das coordenadas geográficas, como longitude e latitude. O drone utilizado para 

o experimento foi o Mavic Air, da DJI, equipado com uma câmera RGB de 1/1.3” CMOS 

(Complementary Metal-Oxide-Semiconductor), com resolução de até 48 MP. O equipamento 

pesa em média 450 gramas. Uso do software QGIS Desktop 3.40.6, para realizar o 

georreferenciamento das imagens, juntamente com o GPS (QGIS Development Team, 2025). 

Os softwares Weka 3.8.6 (FRANK et al 2016), para auxiliar a interpretação dos dados obtidos 

e o Excel, para gerar gráficos de fácil compreensão. 
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3.3 Desenvolvimento Metodológico 

As atividades iniciais foram desenvolvidas seguindo a ordem da Figura 4. 

 

Figura 4 –Diagrama da metodologia. Fonte: Autor. 

A seguir cada etapa será descrita em uma subseção.  

3.3.1 Aquisição das Imagens 

As imagens foram adquiridas com o uso do drone DJI Mavic Air. O voo foi realizado 

dia 26/04/2025, às 10:00 horas da manhã, em uma altura de 50 metros, coletando imagem dos 

dois talhões da área estudo, como exibido na Figura 5. As imagens foram obtidas com uma 

câmera RGB, o que permitiu a análise do brilho das imagens sobre as áreas cultivadas e das 

plantas daninhas presentes nos bananais.  

 

Figura 5 – Imagens obtidas com o sobrevoo do drone DJI Mavic Air, as 10:00 horas manhã, em 

Registro – SP, dia 26/04/2025. As imagens coletadas são referentes aos dois talhões estudados, 

o talhão 1 a esquerda e o talhão 2 a direita. Fonte: Autor. 

 

1 
2 
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3.3.2. Georreferenciamento das Imagens 

Após a coleta das imagens, foi necessária a etapa de georreferenciamento das imagens, 

também conhecida como registro de imagens. Essa etapa foi marcada por coletar os pontos de 

controle, com auxílio do GPS. Prosseguimos com a coleta na área representada pela Figura 1, 

e foram coletados 21 pontos no total (Figura 6 e 7). Os pontos de controle têm a finalidade de 

subsidiar o processo de georreferenciamento das imagens. A ideia é selecionar pontos como as 

bordas dos talhões e outros de fácil identificação na imagem, como árvores ou estruturas, para 

que esses pontos de coordenadas correspondam à mesma região física da imagem a ser 

registrada. A coleta foi realizada dia 26/04/2025, no momento do sobrevoo.  

 

Figura 6 – Pontos de Controle (em azul) sob o mosaico de imagens de satélite disponível via 

Google Satélite, visualizada no software QGIS. Fonte: Autor. 

 

 

Figura 7 – Pontos de Controle (em azul) – Imagens coletadas via drone e georreferenciadas com 

os pontos de controle, relacionadas ao voo que ocorreu ao longo da área de estudo, em uma 

altura de 50 metros. Fonte: Autor. 

 

O georreferenciamento das imagens nem sempre apresenta precisão absoluta, o que 

decorre de algumas variáveis, sendo uma delas o GPS que está sendo utilizado para coleta das 
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coordenadas e sua precisão, o que pode variar também com a cobertura de nuvens no dia. Em 

decorrência desse fator, as Tabelas 1 e 2 demonstram o erro obtido em número de pixels, para 

cada ponto de controle georreferenciado. Esses pixels residuais são estimativas de quantos 

pixels podem estar distorcidos geometricamente para cada ponto. Obteve-se o erro médio de 6 

metros para cada ponto, considerando a quantidade de pixels residuais, multiplicados por 6 cm, 

que é o tamanho de cada pixel. 

 

Tabela 1 – Quantidade de pixels residuais para cada ponto de controle. Pontos relacionados ao 

talhão 1. Esses valores são calculados com base nos vetores de georreferenciamento. 

Pontos Pixels Residuais Distância em Metros 

0 40,62 2,44 

1 37,35 2,24 

2 44,71 2,68 

3 110,56 6,63 

4 110,93 6,65 

5 40,61 2,44 

6 107,23 6,44 

7 120,91 7,25 

 

Tabela 2 – Quantidade de pixels residuais para cada ponto de controle. Pontos relacionados ao 

talhão 2.  

Pontos Pixels Residuais Distância em Metros 

0 195,30             11,72 

1 44,73 2,68 

2 115,37 6,92 

3 179,23 10,75 

4 252,41 15,14 

5 29,62 1,78 

6 154,56 9,27 

7 25,78 1,54 

8 123,53 7,41 

9 154,94 9,30 

10 189,60 11,38 

11 63,21 3,79 

12 117,73 7,06 
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3.3.3 Escala de Fotos e Amostragem 

Os pontos de amostragem foram coletados para medir a densidade de plantas daninhas 

no campo, com um total de 20 pontos, sendo 10 em cada talhão, conforme ilustrado na Figura 

8. Para estabelecimento da unidade de amostra, foram selecionados quadrados de 100 m² (10m 

x 10m), centralizando o GPS no centroide do quadrado, buscando a maior variabilidade de 

níveis de infestação, com diferentes densidades de plantas daninhas, considerando toda a área 

estudada. 

Esses quadrados foram definidos a partir de buffers, ilustrados na Figura 9, gerados para 

cada amostra, considerando o ponto central coletado com o GPS. A criação dos buffers é uma 

técnica que auxilia a delimitar a região de estudo e facilita a captação de componentes da área, 

como no caso do estudo, a densidade das plantas daninhas. Os quadrados apresentam raio de 5 

metros de comprimento. 

 

 

Figura 8 – Pontos de Amostra (em vermelho). Imagens coletadas via drone, relacionadas ao voo 

que ocorreu ao longo da área de estudo, em uma altura de 50 metros. Fonte: Autor. 

 

 

Figura 9 – Buffers para delimitação da área amostrada e extração de atributos da imagem. Fonte: 

Autor. 
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As escalas de fotos são utilizadas na orientação de uma estimativa visual de tal modo 

que a avaliação se torne mais precisa e acurada após a comparação da amostra com a 

representação na escala. Quando a avaliação visual é feita sem o auxílio de escalas, o avaliador 

pode atribuir qualquer valor no intervalo de zero a 100% para a superfície ocupada pelo 

fenômeno avaliado, podendo ser doenças em folhas ou frutos, ou o percentual de infestação de 

plantas daninhas. O uso da escala permite ao avaliador situar sua estimativa num intervalo 

menor, compreendido entre dois dos níveis representados por seus diagramas (AMORIM, 

1995). A utilização de escalas pode reduzir a subjetividade das estimativas de severidade entre 

os avaliadores, melhorando a acurácia e a precisão das avaliações (MARTINS et al., 2004). 

A escala criada teve como base os focos de infestação e densidade de plantas daninhas 

presentes na área estudada. Ela foi criada e utilizada para que houvesse a diminuição da taxa 

do erro durante o período de avaliação, e para que os avaliadores de infestação pudessem dar 

notas com base em parâmetros reais estudados e definidos. A escala foi criada no dia 16/04/2025 

(Figura 10). 

O voo e a avaliação da densidade de plantas invasoras foram realizados no mesmo dia, 

para que ambos os dados estivessem sob a mesma condição climática e vegetativa, pois 

avaliações em dias diferentes poderiam sofrer com interferência de condições climáticas ou 

antrópicas, evidenciando que em caso de divergência entre drone e análise visual seja 

meramente ao acaso.  

 

Figura 10 – Escala de Fotos. Desenvolvida para a quantificação de daninhas presentes na área 

de estudo. Fonte: Autor. 
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3.3.4. Classificação Não Supervisionada 

A classificação não-supervisionada ou agrupamento não supervisionado foi realizado 

como a primeira etapa para a remoção das folhas da imagem. Ela foi realizada utilizando o 

algoritmo k-médias, implementado no QGIS por meio do plugin Unsupervised Classifier. Este 

plugin oferece uma interface fácil de usar para carregar imagens e selecionar entre uma 

variedade de métodos de classificação não supervisionados, incluindo K-médias. Basta o 

usuário definir o número de clusters esperado, e selecionar a imagem e as respectivas bandas a 

serem utilizadas. No nosso caso, foi selecionado empiricamente, balizado por uma avaliação 

visual, o número de 5 clusters. Essa técnica consiste em procurar os padrões que as folhas de 

bananeira e as plantas daninhas apresentam, por meio do comportamento do brilho dos pixels 

da imagem em cada banda RGB, e com isso é possível formar os clusters (grupos). 

Posteriormente, a identificação do significado das classes foi feita de forma visual e manual, 

rotulando cada classe, ao observar se ela se referia a área das folhas de bananeira, ou não. 

 

3.3.5 Binarização  

Após a classificação não-supervisionada, a binarização foi realizada. A imagem foi 

separada em cinco classes, de zero a quatro, a partir da aplicação do algoritmo k-médias. E na 

etapa de binarização, a ideia é agrupar essas classes obtidas na etapa anterior em apenas duas 

classes: classe zero (cor preta) e classe um (cor branca). A binarização foi realizada por meio 

de uma reclassificação, onde as classes as quais observou-se que eram correspondentes as folhas 

de bananeira, foram reclassificadas para classe zero, e as classes correspondentes as áreas sem 

folhas de bananeira, foram reclassificadas para classe um. Esse procedimento foi realizado a 

ferramenta de Calculadora Raster, disponível no QGIS. 

 

3.3.6 Mascaramento 

Com a binarização realizada, a etapa de conclusão do processo é o mascaramento da 

imagem original, que consiste na multiplicação da imagem binária pela imagem original. Como 

a imagem binária (agora, chamada de máscara), possui o alvo de interesse (áreas sem folhas de 

bananeira) compostas por pixels com valor 1, ao multiplicá-la pela imagem original, estes alvos 

serão mantidos na imagem resultante, e o que é multiplicado por zero (cor preta, representando 

as folhas de bananeira), será removido da imagem final. Diante disso, é possível remover as 
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folhas das bananeiras da imagem e extrair apenas os dados gerados pela densidade de plantas 

daninhas, ou ausência delas, na área não ocupada pelas folhas. 

 

3.3.7 Extração dos Atributos com Operador Zonal 

Posterior à binarização, aplicou-se então o operador zonal, disponibilizado pelo 

software QGIS, para extrair os valores dos pixels das imagens e então gerar a tabela de atributos. 

Considerou-se como experimento, a análise das imagens tanto com as folhas removidas pelo 

processo anterior, quanto com as imagens originais, ou seja, ainda contendo as folhas de 

bananeira. A ideia foi analisar se com a remoção das folhas nas imagens, seria possível melhorar 

a correlação dos valores dos pixels das amostras com a densidade de plantas daninhas, uma vez 

removendo o efeito dos pixels correspondentes ao dossel. Para isso, extraíram-se as seguintes 

variáveis: média, mediana e variância, cada uma delas aplicadas para as três bandas RGB.  

 

3.4 Modelagem e Análise dos Resultados 

A princípio foi realizada uma análise exploratória dos dados, com objetivo de identificar 

se existem correlações entre as variáveis extraídas da imagem com as notas atribuídas em 

campo. A análise foi feita com base em valores de entrada e saída, os valores de entrada são a 

média, mediana e variância para cada uma das três bandas, considerando os valores dos pixels 

contidos na área dos buffers das amostras, e os valores de saída são as médias das notas dadas 

com base na escala de fotos, para a amostra correspondente. Foram geradas nove colunas de 

atributos para a imagem completa e nove colunas para a imagem com as folhas removidas 

(mascarada). A partir disso foi possível realizar uma análise de correlação de cada variável com 

a nota final.  

Com o objetivo de testar se seria possível construir um modelo capaz de estimar a 

densidade de plantas daninhas, no bananal analisado, a partir dos atributos extraídos da imagem, 

considerando uma abordagem multivariada, foi utilizado um algoritmo de aprendizado de 

máquina chamado Random Forest (BREIMAN, 2001), disponível no software do Weka. Esse 

algoritmo é muito utilizado para problemas de regressão. Para o treinamento do modelo foram 

consideradas 100 árvores, e o parâmetro de profundidade máxima da árvore foi configurado de 

acordo com o padrão do software. O modelo utilizou 66% dos dados para treinamento e 33% 

para teste. Essa modelagem combina as saídas de várias árvores de decisão para identificar e 

selecionar os atributos mais relevantes, a fim de alcançar um único resultado para solucionar 
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problemas de regressão e classificação (CHAROEN-UM et al., 2019). Foram gerados dois 

modelos, considerando os dois conjuntos de dados, sendo eles, os atributos extraídos da imagem 

original, e mascarada (ou seja, com as folhas de bananeira removidas da imagem). As acurácias 

dos modelos foram obtidas pelo coeficiente de correlação (r) e a Raiz Quadrada do Erro Médio 

(RMSE). 
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4. RESULTADOS E DISCUSSÕES 

Os resultados obtidos com a avaliação em campo para quantificar a densidade das 

plantas daninhas com base na escala de fotos, são compostos pela média das notas que os três 

avaliadores deram para cada ponto amostragem, a escala de fotos foi utilizada para diminuir a  

subjetividade das avaliações visuais. A atribuição de notas foi realizada por 3 avaliadores 

diferentes com o objetivo de reduzir a subjetividade da análise e eliminar viés. Os pontos de 

amostragem e a média das respectivas notas, atribuidas pelos avaliadores, são representados na 

Tabela 3 e 4. 

 

Tabela 3 – Identificadores das amostras correspondentes ao talhão 1 e respectivas médias das 

notas de densidade de plantas daninhas atribuídas pelos avaliadores. 

Pontos Coletados Média das Notas 

22 6,83 

23 3,67 

24 5,67 

25 5,67 

27 5,5 

28 4,17 

29 4,00 

31 4,33 

33 6,33 

34 8,00 

Tabela 4 – Identificadores das amostras correspondentes ao talhão 2 e respectivas médias das 

notas de densidade de plantas daninhas atribuídas pelos avaliadores. 

Pontos Coletados Média das Notas 

35 2,00 

36 2,00 

37 2,83 

38 3,17 

39 4,17 

40 4,33 

41 3,65 

43 5,50 

44 5,33 

45 2,50 

 

Observa-se que as notas variaram entre 2,00 e 8,00, com média de 4,45 e mediana 4,25. 

A escala foi desenvolvida considerando a variação máxima observada no campo, no entanto, 
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não ocorreram amostras com 0% ou 100% de presença de daninhas, a miníma ocorrência de foi 

de 20% e a máxima de 80%, seguindo a escala de fotos.  

A Figura 11 apresenta uma amostra de imagem com o resultado da classificação não-

supervisionada utilizando o algoritmo k-médias, considerando 5 classes.  

 

Figura 11 – Resultado da aplicação do algoritmo K-médias, para separar a imagem em 5 classes 

diferentes. Fonte: Autor. 

 

A Figura 12 ilustra um exemplo de como foi feita a rotulação das classes obtidas pelo 

processo, identificando as classes que continham majoritariamente pixels correspondentes as 

folhas das bananeiras, e as que continuam maior presença de elementos do fundo, como solo 

exposto, plantas daninhas, sombra do dossel e palhada. 

 

Figura 12 – 1) Resultado da aplicação do algoritmo k-médias para a separação da imagem em 

5 classes diferentes (de zero a quatro). 2) Imagem original, com os números das classes obtidas 

automaticamente, sobre as respectivas feições na imagem, ilustrando o processo de rotulação 

visual. Fonte: Autor. 

1 2 
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Visualmente observou-se que as classes 0 e 1 correspondiam majoritariamente às áreas 

sem folha, enquanto as classes de 2, 3 e 4, às folhas de bananeira.  

Finalmente, após a reclassificação foi possível obter a imagem binária que foi utilizada 

no processo de mascaramento da imagem original. As classes foram agrupadas entre classe zero 

(cor preta) e classe 1 (cor branca), demonstradas na Figura 13.  

 

Figura 13 – Imagem binária, que posteriormente foi utilizada para o processo de mascaramento. 

Fonte: Autor. 

 

Conforme ilustrado na Figura 14, com a binarização completa, foi realizado o 

mascaramento da imagem original, onde foi possível separar o alvo de interesse, no caso as 

plantas daninhas, e a separação do que poderia distorcer a avaliação da densidade, as folhas de 

bananeira. 

 

Figura 14 – 1) Imagem mascarada, sem a presença de folhas de bananeiras. 2) Imagem completa 

do bananal, para facilitar a compreensão do mascaramento. Fonte: Autor. 

Pode-se observar, que as áreas da imagem remanescentes após o mascaramento 

apresentam uma tonalidade mais escura, por conta do efeito do sombreamento, mas em algumas 

1 2 
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áreas ainda é possível observar a presença do extrato herbáceo no fundo, assim como, mesmo 

nas áreas sombreadas, é possível obter alguma informação do brilho da imagem. A hipótese do 

trabalho foi de que se porventura haja a presença de plantas daninhas, algum sinal na imagem 

poderia refletir isso, sobretudo, uma maior variabilidade nos valores quando com uma maior 

densidade de plantas daninhas. 

As Tabelas A1 e A2, apresentadas no Apêndice A, apresentam os valores de cada 

atributo, que foram extraídos com auxílio do operador zonal, respectivamente para as imagens 

originais e mascaradas. Elas são compostas por uma coluna com a numeração dos pontos de 

amostragem coletados e nove colunas dos dados estudados, para todas as bandas. A 

nomenclatura foi dividida da seguinte forma: a letra “b” refere-se a banda, os números 1, 2 e 3 

são para definir qual a banda (RGB) é, 1 – banda vermelha, 2 – banda verde e 3 – azul, a letra 

“c” presente na nomenclatura demonstra que os dados são provenientes da amostra com folha, 

já a letra “s” demonstra que os dados são provenientes da amostra sem folha. Os dados estão 

distribuídos sequencialmente em média, mediana e variância sucessivamente para cada uma 

das bandas.  

Com os dados obtidos nas Tabelas A1 e A2, foi possível correlacionar esses valores de 

entrada com os valores de saída. O coeficiente de correlação é descrito pela letra “r”, e 

demonstra se há alguma relação linear dos pontos no gráfico. As Tabelas 5 e 6 demonstram esse 

coeficiente de correlação. 

 

Tabela 5 – Correlação entre os atributos extraídos pelo operador zonal e as médias das notas 

com base na escala de fotos, imagem com folhas de bananeira. 

Atributos Correlação 

_b1c_média 0,26 

_b1c_mediana 0,17 

_b1c_variância 0,38 

_b2c_média 0,06 

_b2c_mediana 0,01 

_b2c_variância 0,29 

_b3c_média 0,37 

_b3c_mediana 0,10 

_b3c_variância 0,46 

Tabela 6 – Correlação entre os atributos extraídos pelo operador zonal e as médias das notas 

com base na escala de fotos, imagem sem as folhas de bananeira. 



    34 
 

 

 

Atributos 

 

Correlação  

_b1s_média 0,09 

_b1s_mediana 0,03 

_b1s_variância -0,05 

_b2s_média -0,16 

_b2s_mediana -0,19 

_b2s_variância -0,53 

_b3s_média -0,06 

_b3s_mediana -0,14 

_b3s_variância -0,21 

 

De acordo com a Tabela 5, o atributo do operador zonal que mais se correlacionou com 

as notas, foi o da variância da Banda 3 (Azul).  

Conforme apresentado na Tabela 6, o atributo que mais se correlacionou com as notas, 

foi o da variância da Banda 2 (Verde), mesmo que apresente uma correlação negativa, é possível 

concluir que os dados são variáveis inversamente proporcionais, à medida que uma dessas 

variáveis sobe, a outra irá descer, demonstrando que há correlação entre elas.  

A Figura 15 apresenta o gráfico de dispersão entre a variância da Banda 3 (eixo y) 

extraída pelo operador zonal e as notas atribuídas a campo (eixo x) com auxílio da escala de 

fotos. 

 

Figura 15 – Gráfico de dispersão entre a variância da banda 3 e sua correlação com as notas. 

Com folha de bananeira. Fonte: Autor. 
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A Figura 16, demonstra a dispersão entre a variância da Banda 2, em relação com as 

notas atribuídas a campo.  

 

Figura 16. Gráfico de dispersão entre a variância da banda 2 e sua correlação com as notas. Sem 

folha de bananeira. Fonte: Autor. 

A partir das variáveis com maiores correlações analisadas em relação as notas 

relacionadas a intensidade de plantas daninhas nas áreas, observou-se que existe uma correlação 

moderada, com os valores de variância nas bandas do verde (banda 2) e azul (Banda 3). A banda 

verde possui uma correlação positiva com às notas, considerando os atributos extraídos das 

imagens originais (com presença de áreas do dossel do bananal), indicando, que quanto maior 

a variância dos pixels nessa banda, maior a densidade de plantas daninhas no bananal analisado. 

Por outro lado, a variância na banda azul (banda 3) possui uma correlação moderada negativa, 

indicando que quanto menor a variância observada nesta banda, maior a densidade de plantas 

daninhas.  

A partir de testes empíricos, e com base na literatura científica, considerou-se o 

algoritmo Random Forest para realização de um exercício de modelagem, com objetivo de 

analisar o potencial de se estimar indiretamente, por meio da imagem de drone, a densidade de 

plantas daninhas no bananal analisado. Conforme descrito na metodologia, foram considerados 

os dois conjuntos de dados (obtidos a partir das estatísticas extraídas da imagem mascarada e 

da imagem original), e para ambos, foi realizado um teste, considerando a abordagem de 

validação “Percentage split”, onde 66% das amostras são utilizadas para treinamento, e a 

validação realizada com os 33% remanescentes, utilizando o software Weka. 
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 A Tabela 7 apresenta os resultados obtidos por meio das métricas de coeficiente de 

correlação e Raiz Quadrada do Erro Médio (RMSE), considerando os dois conjuntos de dados. 

 

Tabela 7. Resultados obtidos por meio das métricas de coeficiente de correlação e Raiz 

Quadrada do Erro Médio (RMSE), considerando os dois conjuntos de dados, utilizando o 

algoritmo Random Forest. 

 Coeficiente de Correlação 

(r) 

Raiz Quadrada do Erro 

Médio (RMSE) 

Imagem mascarada 

(sem folhas) 

        0,52         0,99 

Imagem original (com 

folhas) 

        -0.26         1.49 

 

Conforme apresentado na Tabela 7, é possível observar que o modelo Random Forest 

considerando o conjunto de dados obtido da imagem mascarada (sem folhas), obteve um menor 

RMSE e um maior coeficiente de correlação, indicando uma maior capacidade de estimar a 

densidade de plantas daninhas, embora segundo Rumsey (2023) o coeficiente aproximado de 

0,50 represente uma correlação moderada. Tal resultado, corrobora com a hipótese inicial do 

trabalho, uma vez que era esperado que ao remover a influência das folhas de bananeira na 

imagem, poderia ser observada uma melhora na capacidade de se correlacionar valores 

extraídos da imagem com a densidade de daninhas no campo. 

Para demonstrar a aplicação do modelo, foi obtido um modelo médio considerando o 

particionamento dos dados descrito acima, iterado 100 vezes, para garantir uma maior 

aleatoriedade. Este modelo, treinado apenas com 66% dos dados, foi aplicado no conjunto total 

das amostras, e o resultado é apresentado na Figura 17. 
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Figura 17. Gráfico de dispersão obtido a partir das predições do modelo médio do Random 

Forest, treinado com 66% dos dados, aplicado ao conjunto total das amostras, e os dados reais 

obtidos pelos avaliadores no campo. Fonte: Autor. 

 

É possível observar um (R²) de 0,60, considerado moderado, sendo que cerca de 15% 

dos dados não apresentaram um bom ajuste. Não foi investigado o comportamento isolado 

destes outliers para levantar hipóteses sobre este comportamento.  

Porém, apesar de ser um estudo preliminar, em uma área limitada, disponível para a 

realização do experimento, que resultou em uma quantidade mínima de amostras, a estimativa 

moderada, mesmo que não seja conclusiva, encoraja a investir em trabalhos futuros nesta linha, 

pois a banana além de apresentar grande expressão agrícola mundial, as daninhas continuam 

sendo um desafio para a cultura, e manejá-las de forma correta além de diminuir o custo de 

aplicação com defensivos e preservar o meio ambiente, pode impactar de forma direta na 

produção do bananal.  

Outro fator importante de ser considerado na avaliação dos resultados, é, além do baixo 

número de amostras, o GPS Garmin, que foi utilizado para coleta dos pontos de controle ao 

longo do experimento não apresenta elevada precisão, podendo deslocar o ponto coletado entre 

1 a 3 metros, algo que impactou diretamente a extração de valores para atributo analisado, esses 

fatores aliados ao erro médio obtidos durante a etapa de registro da imagem, é possível estimar 

um valor médio de 6 metros entre a posição coletada a campo e as coordenadas que foram 

processadas no QGIS.  

Considerando a área amostrada, como um quadrado de 10 por 10 metros para extração 

de atributos e avaliação, imagina-se que o erro médio obtido pelo registro das imagens, possa 
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impactar de forma negativa para a obtenção de resultados mais assertivos ao longo do 

processamento das imagens, uma vez que áreas adjacentes, com diferentes níveis de densidade 

de plantas daninhas, possam estar sendo consideradas. Idealmente, para alcançar resultados 

mais precisos, seria interessante a utilização de um GPS geodésico, que permitiria a obtenção 

de uma precisão centimétrica no registro da imagem, essa elevada precisão pode ser obtida com 

o uso do GPS RTK (Real Time Kinematic). 

Além disso, a classificação não-supervisionada utilizada no trabalho, é passível de erros 

inerentes do processo, pois é possível que inclua margens das folhas de bananeira do dossel, 

folhas do baixeiro, ou até mesmo folhas que foram podadas e se encontram postas ao solo, 

impactando diretamente nos valores de variância obtidos pelo operador zonal. Para que seja 

possível aumentar a taxa de sucesso de separação correta da imagem, seria a utilização de 

drones mais robustos, com melhor qualidade de sensores sendo eles multiespectrais com banda 

do infravermelho, pois mais bandas poderiam ser exploradas, o que possivelmente facilitaria a 

separação da cultura de interesse e as daninhas. Além disso, a utilização de métricas de textura, 

como dissimilaridade, contraste, entropia e homogeneidade, extraídas da matriz de co-

ocorrência de níveis de cinza (Gray-Level Co-occurrence Matrix – GLCM), descritas por 

Haralick et al (2007), poderia agregar na análise por serem medidas de textura locais, menos 

suscetíveis a presença de valores espúrios na imagem, como no caso da variância. Outros 

autores relataram a importância da utilização dessas métricas em trabalhos para identificação 

de plantas daninhas (PHAM et al., 2024).  

Outros trabalhos desenvolvidos com objetivo de identificar plantas daninhas utilizando 

imagens de drone obtiveram melhores resultados, uma vez que na maioria deles, trata-se de 

culturas anuais, em problemas onde o objetivo era identificar a planta, ainda na fase de pré-

emergência. Desta forma, a tarefa do classificador consistia na maioria das vezes em separar 

plantas de folha larga e folha estreita, ou então, separar as plantas daninhas do fundo, que 

consistia em solo exposto ou palhada unicamente, diminuindo a complexidade. No presente 

trabalho, diferentemente, trata-se de uma cultura perene, de modo que na maior do ciclo irá 

apresentar um dossel com grande cobertura da área, sendo a análise limitada a regiões da 

entrelinha das plantas onde é possível obter uma resposta do fundo, mas que, porém, 

influenciada pela sombra das folhas e mesmo outras folhas do baixeiro. Para nosso 

conhecimento, não existe na literatura nenhum trabalho similar, sendo assim, este trabalho 

reflete um avanço na pesquisa nesta área, indicando uma metodologia que pode ser melhorada, 

ou adaptada para estudos futuros, uma vez que por não ter base de outros estudos relacionados 
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com esse, o experimento foi um teste para analisar a possibilidade de quantificar daninhas 

seguindo metodologias que apresentaram sucesso em outras literaturas e com outras culturas. 

Uma alternativa interessante que deve ser explorada também para aumentar a 

quantidade de dados para comparação, seria uma coleta de amostras mais expressiva e em uma 

área maior, para que haja maior variação de dados. Além disso, voos em outra estação do ano 

poderiam ser uma opção viável, uma vez que as daninhas se comportam de forma diferente de 

acordo com cada estação do ano (EMBRAPA, 2003).  
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5. CONCLUSÃO 

Diante dos resultados apresentados, observou-se que a correlação entre os dados obtidos 

pelo operador zonal e as notas atribuídas a campo, foi de -0,26 para as imagens completas, 

enquanto a mesma análise para a imagem sem as folhas de bananeira, resultou em uma 

correlação de 0,52, valor que demonstra relação moderada entre os dados.  

Ao utilizar o modelo treinado com os dados parciais, para realizar uma predição no 

conjunto total dos dados, observou-se um coeficiente de determinação (R²) de 0,60. 

Em suma, o uso de imagens de drone com câmera RGB não apresentou resultado 

satisfatório com precisão da estimativa da densidade de plantas daninhas em bananais. 

Entretanto, com a remoção das folhas de bananeira das imagens, essa correlação de 

dados aumenta, demonstrando que há uma relação entre os dados, encorajando o 

desenvolvimento de trabalhos futuros. 
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APÊNDICE A. Tabelas com os valores dos atributos extraídos pelo operador zonal (imagem original e mascarada). 

 

Tabela A1. Valores de cada atributo, que foram extraídos com auxílio do operador zonal, para a imagem original.  

 

 

 

 

Pontos _b1c_média _b1c_mediana _b1c_variância _b2c_média _b2c_mediana _b2c_variância _b3c_média _b3c_mediana _b3c_variância Nota 

22 97,71 79,00 5181,33 116,12 102,00 5494,38 73,78 53,00 3970,83 6,83 

23 101,97 89,00 4889,43 120,31 111,00 5176,09 72,03 54,00 3594,75 3,67 

24 104,68 92,00 4981,15 123,56 116,00 5103,90 74,97 56,00 3883,17 5,67 

25 91,14 70,00 4972,09 107,46 92,00 5168,25 71,56 48,00 3966,37 5,67 

27 96,22 83,00 4415,78 113,09 104,00 4549,42 69,07 52,00 3331,03 5,50 

28 80,58 58,00 4197,39 96,24 79,00 4500,64 63,23 42,00 3212,78 4,17 

29 77,58 54,00 4036,80 93,93 75,00 4313,40 60,98 40,00 3121,94 4,00 

31 81,95 61,00 4196,15 97,11 82,00 4532,98 67,48 47,00 3425,68 4,33 

33 78,57 59,00 3820,47 93,40 78,00 4121,89 65,09 44,00 3238,34 6,33 

34 99,11 90,00 3825,16 113,58 107,00 3893,90 78,25 64,00 3464,30 8,00 

35 97,99 87,00 3834,94 118,81 112,00 4010,52 75,23 60,00 3261,21 2,00 

36 85,63 70,00 3759,54 106,22 97,00 4194,80 68,51 54,00 3035,52 2,00 

37 86,03 70,00 3882,42 107,05 97,00 4276,46 66,75 50,00 3134,81 2,83 

38 91,17 80,00 3635,70 114,78 110,00 4011,96 66,66 54,00 2755,96 3,17 

39 95,51 86,00 3518,26 120,06 116,00 3846,24 65,96 54,00 2668,25 4,17 

40 92,03 81,00 3731,23 113,87 108,00 4043,63 68,50 56,00 2880,48 4,33 

41 92,88 82,00 3771,91 114,99 109,00 4136,98 69,52 56,00 3021,83 3,67 

43 107,40 104,00 3758,93 130,50 132,00 4049,98 73,36 65,00 2873,79 5,50 

44 100,54 97,00 3590,93 126,22 127,00 4010,33 70,14 61,00 2684,71 5,33 

45 92,28 82,00 3534,74 115,82 111,00 3961,11 69,27 57,00 2799,82 2,50 
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Tabela A2. Valores de cada atributo, que foram extraídos com auxílio do operador zonal. Os dados correspondem a análise feita na imagem 

mascarada (sem folha de bananeira). 
 

Pontos _b1c_média _b1c_mediana _b1c_variância _b2c_média _b2c_mediana _b2c_variância _b3c_média _b3c_mediana _b3c_variância Nota 

22 29,42 27 204,14 44,20 42,00 401,95 18,75 17 117,46 6,83 

23 32,09 30 213,44 46,81 46,00 401,21 18,49 16 123,70 3,67 

24 32,12 30 206,73 47,99 47,00 391,66 18,54 17 118,62 5,67 

25 28,87 26 197,73 42,56 41,00 365,42 19,88 18 121,49 5,67 

27 31,86 30 215,44 46,26 46,00 391,91 18,47 17 116,41 5,50 

28 28,51 26 200,46 41,17 39,00 400,43 20,13 18 126,62 4,17 

29 27,96 26 208,02 41,69 41,00 386,60 19,85 18 135,00 4,00 

31 27,99 25 207,17 39,55 38,00 403,82 21,15 19 143,03 4,33 

33 28,40 26 203,15 40,11 38,00 371,49 21,51 19 140,61 6,33 

34 35,32 35 199,04 47,71 47,00 299,01 21,75 20 127,34 8,00 

35 33,49 32 215,06 50,56 50,00 387,64 20,97 20 126,37 2,00 

36 30,00 29 203,57 44,87 44,00 415,53 21,46 20 144,28 2,00 

37 29,90 29 208,59 45,99 45,00 404,85 19,95 18 129,84 2,83 

38 31,12 29 201,58 48,70 48,00 454,42 18,53 17 114,88 3,17 

39 33,85 33 199,90 52,53 52,00 411,47 18,00 16 115,12 4,17 

40 30,94 29 203,70 47,81 47,00 388,28 19,06 17 121,49 4,33 

41 31,85 31 203,67 48,59 48,00 415,07 19,69 18 125,62 3,67 

43 34,46 33 215,97 52,26 52,00 414,97 17,32 16 112,97 5,50 

44 32,08 30 215,71 50,75 50,00 462,72 18,41 16 122,43 5,33 

45 32,32 31 195,22 49,26 49,00 425,21 19,39 18 122,71 2,50 
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