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Resumo

Com a crescente transformacao digital, a gestao de ambientes de Tecnologia da Informacao
(TI) tornou-se um desafio cada vez mais complexo e dindmico. A Inteligéncia Artificial para
Operagoes de TI (AIOps) surge como uma solugdo promissora, integrando aprendizado de
maquina e big data para automatizar tarefas criticas, como a detec¢ao de anomalias, a pre-
visao de capacidade e a identificacdo de causas raizes. Este estudo propoe uma abordagem
comparativa entre as arquiteturas Long Short-Term Memory (LSTM) e Transformer para
a previsao de consumo de recursos computacionais, utilizando dados de séries temporais
provenientes de dois conjuntos distintos: Google Cluster Traces 2019 e métricas do Pro-
metheus. A pesquisa realiza uma revisao sistematica da literatura, com foco em trabalhos
publicados entre 2019 e 2023, e introduz o algoritmo de otimizacao meta-heuristica Manta
Ray Foraging Optimization (MRFO) para ajuste de hiperparametros das redes neurais. A
metodologia contempla o pré-processamento dos dados, a configuragao experimental e a
utilizacao de métricas como MAE, RMSE, MAPE e SMAPE. O estudo visa contribuir para
a eficiéncia das operagoes de TI, oferecendo subsidios para a gestao proativa de recursos e

a mitigacao de falhas em ambientes de nuvem.

Palavras-chave: Deep Learning; Séries Temporais; LSTM; Transformer; MRFO; AIOps.



Abstract

With the ongoing digital transformation, the management of Information Technology (IT)
environments has become an increasingly complex and dynamic challenge. Artificial Intelli-
gence for IT Operations (AIOps) has emerged as a promising solution, integrating machine
learning and big data to automate critical tasks such as anomaly detection, capacity fore-
casting, and root cause analysis. This study proposes a comparative approach between Long
Short-Term Memory (LSTM) and Transformer architectures for predicting computational
resource consumption, using time series data from two distinct datasets:Google Cluster
Traces 2019 and Prometheus metrics. The research includes a systematic literature review
focused on studies published between 2019 and 2023, and introduces the metaheuristic
optimization algorithm Manta Ray Foraging Optimization (MRFO) for neural network
hyperparameter tuning. The methodology encompasses data preprocessing, experimental
setup, and the use of evaluation metrics such as MAE, RMSE, MAPE, and SMAPE. This
study aims to contribute to the efficiency of IT operations, providing insights for proactive

resource management and failure mitigation in cloud-based environments.

Keywords: Deep Learning; Time Series; LSTM; Transformer; MRFO; AIOps.
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1 INTRODUCAO

A quarta revolucao industrial consolidou-se sobre a premissa de que dados e,
por conseguinte, infraestruturas de Tecnologia da Informagao (T1) figuram como novos
ativos estratégicos. Setores criticos, tais como satude, financas, telecomunicacoes, seguranca
publica e logistica, passaram a ancorar seus modelos de negdcio em plataformas digitais que
demandam alta disponibilidade, resiliéncia, flexibilidade e elasticidade. Para satisfazer tais
requisitos, arquiteturas monoliticas cederam lugar a ecossistemas distribuidos, baseados
em virtualizagdo, contéineres, microsservigos e computagdo em miltiplas nuvens (PAHL,
2015). Embora essa evolugao otimize escalabilidade e time-to-market, ela introduz uma
combinatoria de componentes heterogéneos servidores fisicos, maquinas virtuais, redes
definidas por software, bancos de dados multimodais, service meshes cuja interdependéncia

eleva a complexidade operacional a niveis sem precedentes.

1.1 Desafio operacional

A heterogeneidade estrutural, aliada a explosao de métricas geradas em tempo
real (ordem de milhoes de data points por minuto em grandes nuvens publicas), torna
onerosa a detecgao proativa de anomalias, a identificacao de causa-raiz e a previ-
sao de capacidade. Métodos tradicionais, baseados em limiares estaticos ou regressao
linear, falham em capturar padroes nao-lineares e dependéncias de longo alcance. Como
consequéncia, equipes operacionais permanecem reféns de abordagens majoritariamente
reativas, o que compromete Service-Level Agreements (SLAs) e eleva custos de downtime

nao planejado.

1.2 AlOps como paradigma.

Nesse cendrio, desponta o AIOps (Artificial Intelligence for IT Operations) dis-
ciplina que combina big data® a técnicas de aprendizado de maquina avancado para
automatizar processos operacionais (SILL, 2019). O pilar analitico da AIOps é a mo-
delagem de Key Performance Indicators (KPIs) como séries temporais, permitindo a

antecipacao de tendéncias de consumo de recursos e a deteccao de padroes anomalos.

L As métricas analisadas em (COHEN et al., 2004) apontam que mais de 70 % dos incidentes criticos em

datacenters derivam de falhas de configuragao ou correlacao ineficiente de alertas.
Big data é caracterizado pelos “5Vs”: volume, velocidade, variedade, veracidade e valor. A literatura
recente adiciona variabilidade e visualizacdo como dimensées complementares.

2
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Modelos de deep learning (DL), em particular Long Short-Term Memory (LSTM) e, mais
recentemente, a arquitetura Transformer destacam-se pelo poder de representacao para

relacionamentos temporais complexos (VASWANTI et al., 2017).

1.3 Limitacoes dos trabalhos existentes.

A literatura indica dois eixos predominantes de pesquisa:

(i) LSTM/GRU (Gated Recurrent Unit) sintonizados via grid search ou random search,
métodos exaustivos ou estocasticos que apresentam baixa escalabilidade mediante o

aumento da dimensionalidade hiperparamétrica;

(ii) Transformers aplicados a séries temporais, porém mediante tuning manual, heuristicas
simplistas ou pesquisa bayesiana classica, o que nao explora plenamente superficies

de perda complexas.

Ainda carece de: (a) uma comparagao sistematica entre LSTM, ou modelos de aprendi-
zado profundo para series temporais, e Transformers, sob conjunto de dados e métricas
idénticos, em contexto de AIOps; e (b) uma investigacao sobre meta-heuristicas modernas
notadamente o Manta Ray Foraging Optimization (MRFO) (ZHAO; WANG; ZHANG,

2020) para otimizar hiperparametros em tais modelos.

1.4 Motivacao adicional: observabilidade em Prometheus.

Ferramentas nativas-na-nuvem, como o Prometheus, tornaram-se padrao de fato
para coleta de métricas de sistemas distribuidos. Sua linguagem de consulta (PromQL) e
a natureza pull-based favorecem instrumentacao granular, mas geram fluxos de dados de
alta cardinalidade. Integrar modelos DL especialmente Transformers a esse repositorio de
séries temporais abre caminho para pipelines preditivos online, elevando a automacao do

ciclo “monitorar-analisar-agir”.

Objetivo geral

Avaliar o impacto do uso do algoritmo de otimizacao MRFO na melhoria do
desempenho preditivo de modelos LSTM e Transformer aplicados a previsao do consumo
de recursos computacionais, com base em séries temporais extraidas de ambientes AIOps

e monitoradas por meio do Prometheus.
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Objetivos especificos

a) Construir um benchmark unificado com os conjuntos Google Cluster Traces 2019 e

métricas do Prometheus, reamostrados nas granularidades de 1, 5 e 30 minutos.

b) Implementar pipelines de LSTM e Transformer com parametrizagao flexivel (unida-

des, camadas, dropout, janela de entrada).

¢) Empregar o MRFO para minimizar o Mean Absolute Percentage Error (MAPE) em
validagao, comparando-o a Grid Search, Random Search e PSO (Particle Swarm

Optimization).

d) Quantificar, na fase de teste, ganhos de RMSE (Root Mean Squared Error), MAE
(Mean Absolute Error) , MAPE e Simetric Mean Absolut Percentage Error (SMAPE)

trazidos pelo MRFO nas diferentes granularidades.

e) Discutir implicagbes praticas para orquestracao de recursos e detecgdo de anomalias

em plataformas baseadas no Prometheus.

Contribuicoes

« Proposicao de um pipeline de otimizacao automatica integrado MRFO a modelos

sequenciais de ultima geracao.

o Primeiro estudo, até onde se sabe, a comparar LSTM e Transformer sob condi¢oes

experimentais idénticas em dados reais de AIOps.

o Evidéncia empirica de que o MRFO reduz o MAPE em até 13,6 %, além de ganhos
consistentes em RMSE e SMAPE.

« Divulgacao publica de codigo-fonte e artefatos experimentais visando a reprodutibili-
dade.?

Metodologia em sintese

Dois datasets reais, reprocessados em trés granularidades, servem de base aos
experimentos. Os modelos recebem janelas deslizantes de tamanho n € {24,48,72,96} e
predizem o préximo passo. O MRFO opera com populagao de 20 pessoas, 500 iteragoes,
alternando entre estratégias chain, cyclone e somersault. O erro em validagdo (MAPE)

orienta a busca e as métricas finais sdo computadas em teste.

3 Repositério GitHub: <https://github.com/weslleyrosalem/dissertacao/tree/main/Experiments>


https://github.com/weslleyrosalem/dissertacao/tree/main/Experiments
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Resultados em perspectiva

Resultados preliminares indicam que o Transformer supera o LSTM em escalas
de 30 minutos, enquanto o LSTM mantém leve vantagem em 1 minuto. O MRFO reduz o
MAE médio em até 6,8 % (Google Cluster Traces) e 5,4% (Prometheus), evidenciando sua

superioridade sobre métodos de busca convencionais.

Estrutura da dissertacao

o Capitulo 1 — Introducgao
Delimita o problema, explicita a lacuna cientifica, apresenta os objetivos, destaca as

contribuigoes e antecipa a metodologia.

o Capitulo 2 — Fundamentacao Teérica

Retine conceitos nucleares e trabalhos relacionados, organizados em quatro subsegoes:
1. Revisao Sistemaética da Literatura (Subsec. 2.1): protocolo, filtros e sintese
de 21 artigos relevantes;

2. Long Short-Term Memory (Subsec. 2.2): formulagdo matematica, vantagens,

limitagoes e aplicagoes em AIOps;

3. Arquitetura Transformer (Subsec. 2.3): descreve o mecanismo de atengao,
evolugoes (BERT, GPT, ViT) e adaptacoes para séries temporais;
4. Algoritmo MRFO (Subsec. 2.4): fundamentos bio-inspirados e equagoes de

atualizacgao.

o Capitulo 3 — Metodologia
Detalha o pipeline experimental:
1. Conjuntos de Dados e Pré-processamento (3.1);
2. Formulagao do Problema e Janelas de Entrada (3.2);
3. Arquiteturas LSTM e Transformer (3.3);
4. Otimizagao de Hiperparametros via MRFO (3.4).
o Capitulo 4 — Resultados
Apresenta métricas (RMSE, MAE, MAPE, SMAPE), curvas de previsao, tabelas

comparativas e andlise do ganho obtido com o MRFO.

e Capitulo 5 — Conclusao
Resume achados, discute limitagoes (custo computacional, univariancia, etc.) e propoe

extensoes — previsao multivariada, sparse-attention e meta-heuristicas hibridas.
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« Referéncias
Listagem normatizada (IEEE/ABNT) dos trabalhos citados.

o Apéndices
Cédigos-fonte em Python: pseudocdédigo do Transformer, arquitetura detalhada e

scripts de treino (Apéndices A-C).

Essa organizacgao reflete fielmente a estrutura atualmente compilada e facilita ao leitor
acompanhar o fluxo: da fundamentagao tedrica ao método, dos resultados quantitativos as

implicagdes praticas.



2 Fundamentacao Tedrica

Este capitulo aborda os conceitos e teorias fundamentais que embasam este estudo.
A compreensao desses conceitos é essencial para entender as técnicas e metodologias
adotadas ao longo deste trabalho. Inicialmente, é discutida a evolugao da Inteligéncia
Artificial (IA). Em seguida, é focado no subcampo da TA denominado AIOps, que integra
IA e analise de dados visando aprimorar as operacgoes de TI. A familiaridade com IA e
AIOps é vital para perceber como essas tecnologias podem ser aplicadas em ambientes de

TI, potencializando a deteccao de anomalias e a andlise preditiva de séries temporais.

2.1 Revisao Sistematica da Literatura

A Revisao Sistematica da Literatura é uma abordagem metodolégica que busca
identificar, avaliar e interpretar todas as pesquisas relevantes sobre um tema especifico.
Distingue-se por sua metodologia rigorosa e bem definida, que pode ser replicada e auditada,
conferindo maior confiabilidade ao processo utilizado (TRANFIELD; DENYER; SMART,
2003).

Essa metodologia é empregada para coletar e sintetizar evidéncias empiricas que
atendam a critérios de inclusao preestabelecidos (KITCHENHAM; CHARTERS, 2007).
O processo envolve a definicao de questoes de pesquisa pertinentes, a selecao e avaliacao
qualitativa dos estudos, a extracao de dados, a sintese e apresentagao da documentacao

dos achados.

2.1.1 Técnicas para Revisao Sistematica da Literatura

A Revisao Sistematica é fundamental na pesquisa académica, pois oferece uma
visao holistica do conhecimento existente, destacando lacunas que podem ser objeto de
futuras investigagoes (PETTICREW; ROBERTS, 2006). Além disso, evita a duplicacao

de esforgos, evidenciando pesquisas prévias sobre o tema.

A elaboragao da revisao sistematica inicia-se com a definicdo de um protocolo
rigoroso de pesquisa. Esse protocolo estabelece os critérios de inclusao e exclusao, as bases
de dados a serem consultadas e as estratégias de busca a serem adotadas (BIOLCHINT et
al., 2005). A Figura 1 apresenta uma ilustragao detalhada sobre procedimento adotado

neste estudo:
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Figura 1 — Procedimento adotado para realizacao da Revisdo Sistematica da Literatura.

- (A) Definigdo das queries;
Etapa 1 ————— (B)Definigao dos mecanismos
Planejamento de busca

Etapa A 3 (C) Levantamento de
provaveis trabalhos

relacionados

Execugao

Etapa 3-
Mineracao

(D) filtragens
(E) extragé@o de dados

—

Fonte: Elaborado pelo autor

As etapas apresentadas na Figura 1 sao detalhadas a seguir:

4 530 strings® que estabelecem critérios para a selecio de artigos. Nesta

1. As queries
pesquisa, o foco foi em artigos, cujo titulo ou keywords® incluissem a palavra AIOPs.

Além disso, restringiu-se o periodo de publicacao entre 2018 e o primeiro semestre
de 2023.

2. Dada a reconhecida relevancia em Ciéncia da Computacao, especialmente em Redes
de Computadores, monitoramento e observabilidade, duas bases de pesquisa cientifica

foram selecionadas: IEEExplore” e ACM Digital Library®.

3. A execucgao das queries nas bases mencionadas resultou em 80 artigos. A distribuigao

dos artigos por ano de publicacao é ilustrada na Figura 2.

Queries sdo instrucdes ou expressoes usadas para recuperar informacdes de um banco de dados. Elas
sdo frequentemente escritas em uma linguagem de consulta de banco de dados como SQL.

Strings sdo sequéncias de caracteres usadas para representar texto em programagcio e computagao.
Elas sao fundamentais para o processamento de texto, pesquisa e muitas outras aplicagoes.
Keywords sao palavras ou frases que resumem o conteudo principal de um texto, documento ou base
de dados. Elas sao frequentemente usadas em buscas para encontrar informagoes relevantes.
<https://ieeexplore.ieee.org/>

<https://dl.acm.org/>


https://ieeexplore.ieee.org/
https://dl.acm.org/
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Figura 2 — Distribuicao dos artigos por ano de publicacao

|EEExplore
(keywaords)

IEEExplore (title)

ACM Digital Library
(keywaords)

ACM Digital Library
(title)

0 10 20 30 40

Fonte: Elaborado pelo autor.

4. Durante a filtragem, foram removidos artigos duplicados ou inacessiveis, totalizando
22 duplicados e 2 inacessiveis. Dos 56 artigos remanescentes, 35 nao se alinhavam
diretamente ao escopo desta dissertacao. Portanto, apés a filtragem, 21 artigos foram
reconhecidos como estreitamente relacionados ao tema proposto. A Figura 3 ilustra

este processo.

Figura 3 — Detalhamento do resultado apods os processos de filtragem dos artigos

Selecionados
26.3%

Duplicados
27.5%

Inacessiveis

Fora de Escopo
43.8%

Fonte: Elaborado pelo autor.

5. A ultima etapa envolveu a extracdo das informacoes mais relevantes dos artigos
selecionados. Para identificar tendéncias, foram consideradas as seguintes categorias

de analise:
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« Tipo de modelo: técnicas de Aprendizado de méaquina (Machine Learning,ML)

empregadas ou propostas;
e Dataset”: bases de dados utilizadas nos testes;
e Arquitetura: arquiteturas propostas;
o Feature selection';
e Features'' selecionadas;
» Resultados: conclusoes alcangadas pelos autores, como RMSE e MAE;

o Metodologia: recursos utilizados na criacdo do modelo de identificagdo de

anomalias e predi¢do, incluindo linguagens e softwares.

Os artigos selecionados foram sintetizados, destacando-se os elementos mais perti-
nentes ao contexto desta pesquisa. A organizacao dos estudos foi realizada conforme os

seguintes critérios:

« Nao foram encontrados trabalhos correlatos no ano de 2018. Esta afirmagao indica
que, ap6és uma busca sistematica na literatura utilizando palavras-chave e critérios
especificos, nao foram identificados estudos ou publicagoes relacionadas ao tema da

dissertagdo no ano de 2018;
o Trabalhos correlatos de 2019 na Subsecao 2.1.2;
o Trabalhos correlatos de 2020 na Subsecao 2.1.3;
o Trabalhos correlatos de 2021 na Subsecao 2.1.4;
o Trabalhos correlatos de 2022 na Subsecao 2.1.5;
o Trabalhos correlatos de 2023 na Subsecao 2.1.6;

A Figura 4 ilustra o processo completo da Revisdo Sisteméatica da Literatura, desde

a definicao das queries até a extragao das informacgoes cruciais:

9 Um dataset é uma colecdo de dados, geralmente apresentada em formato tabular, que serve como

entrada para algoritmos de ML e analise estatistica.

Feature Selection é o processo de selecionar um subconjunto de caracteristicas relevantes para uso em
modelagem. A sele¢io de caracteristicas eficaz pode melhorar o desempenho do modelo e reduzir a
complexidade computacional.

Features sao variaveis individuais que atuam como entradas em modelos de ML. Cada feature representa
uma dimensao especifica de dados que o algoritmo pode usar para aprender.

10

11
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Figura 4 — Procedimento adotado para realizacao da Revisao Sistematica da Literatura.
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1 Etapa: execugdo das queries de pesquisa e compilagdo dos artigos.

2 Etapa: filtragens e leituras para obtencao dos trabalhos relacionados
ao tema.

3 Etapa: extracdo dos dados para entendimento do estado-da-arte e

tendéncias.

Fonte: Elaborado pelo autor

2.1.2 Trabalhos Correlatos - ano de 2019

No artigo de Nedelkoski, Cardoso e Kao (2019), os autores exploram a aplicagao
de AIOps para detectar anomalias com base em registros de distributed tracing. Esses
registros fornecem informagoes detalhadas sobre a disponibilidade e o tempo de resposta
dos servigos. A abordagem proposta concentra-se na detec¢do de anomalias no tempo de
resposta, utilizando aprendizado nao supervisionado. Os autores empregam técnicas de
modelagem de dados com aprendizado profundo e avaliam a precisao e o desempenho
da proposta em ambientes de teste e producao. A combinacao de GRUs e autoencoders
variacionais é destacada como uma técnica promissora para a modelagem de séries temporais

complexas.

2.1.3 Trabalhos Correlatos - ano de 2020

O estudo de Mormul e Stach (2020) aborda o desafio de monitorar ambientes de TI
complexos, englobando nuvens privadas e ptblicas, ambientes de loT (Internet of Things),
aplicativos e contéineres. Eles destacam a necessidade de um modelo de contexto em

AlIOps para gerenciar grandes volumes de dados armazenados em diferentes formatos. O



23

framework proposto é estruturado em cinco camadas: aquisi¢ao, gerenciamento, analise,
apresentagao de dados e respostas automatizadas. O Monitoring Resource Model (MRM)
é um componente central desse framework. Para a analise de dados, é proposto um modelo

de Aprendizado de maquina baseado em redes neurais, especificamente o LSTM.

Kostadinov, Atanasova e Petrov (2020) discutem a importancia do ML, especial-
mente no contexto de AIOps, para descobrir relacionamentos entre objetos e processos
em infraestruturas de TI convergentes. O estudo enfatiza a necessidade de técnicas de
ML para identificar padroes e sequéncias em grandes volumes de eventos. A arquitetura
proposta foca na analise e ML para processar dados de diversos dispositivos e instrumentos
de TI.

O objetivo do estudo apresentado por Chen, Wang e Yang (2020) é propor uma
rede neural dindmica para prever fluxos de dados de séries temporais em cendrios de
AlIOps. Os modelos de ML discutidos incluem MWNN (Multi- Way Neural Network), WNN
(Wavelet Neural Network) e LSTM. Os dados utilizados durante os testes incluem conjuntos
de dados de CPUs (Central Processing Unit) com diferentes capacidades. Os resultados
mostram uma comparagao do consumo de recursos para MWNN, WNN e LSTM quando

alcangam o mesmo desempenho.

2.1.4 Trabalhos Correlatos - ano de 2021

No estudo conduzido por Guodan, Hao e Tingting(2021), os autores propdem uma
abordagem inovadora que combina miltiplos métodos integrados para prever a capacidade
de recursos. Utilizando o modelo de aprendizado de maquina a LSTM,com base nos dados
histéricos o estudo demonstra como é possivel fornecer previsoes precisas sobre o uso de
recursos de TI, como CPU, disco rigido e memoéria. Esta abordagem tem potencial para

otimizar a gestao de recursos, garantindo que os sistemas permanecam estaveis e confiaveis.

Machine. .. (2021) introduz o conceito de Machine Reasoning (MR) e destaca
seu papel vital na melhoria das AIOps para Redes Baseadas em Intencgoes. MR é uma
subarea da IA que se concentra em capturar e utilizar o conhecimento humano através
de linguagens semanticas. Esta abordagem complementa a aprendizagem de Maquina ao
fornecer inferéncias precisas baseadas no conhecimento adquirido. O estudo apresenta
cenarios em que MR em AIOps pode ser utilizado para automatizar e aprimorar a

identificacdo da causa raiz de problemas em redes de computadores.

O artigo de Yang et al.(2021) apresenta o método AID (Aggregated Intensity of
Dependency) como uma solugao eficiente para prever a intensidade das dependéncias em
sistemas de nuvem em larga escala. Os autores utilizam dados simulados e industriais para
testar a eficacia do método proposto. Os resultados mostram que o AID é capaz de medir

com precisao a intensidade das dependéncias, superando outras abordagens comparativas.
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Stefano et al.(2021) discutem o design e a implementacao de recursos para migrar
dados de sistemas de monitoramento antigos para instancias do Prometheus usando o
framework Ananke. Além disso, o estudo propde uma estratégia de dimensionamento
automatico, baseada na previsao de picos de trafego, usando o modelo Facebook Prophet.
A abordagem é voltada para monitorar e modelar aplicagoes nativas de nuvem, com foco

em métricas de desempenho em tempo real e estratégias de otimizagao.

2.1.5 Trabalhos Correlatos - ano de 2022

Wang et al.(2022) introduzem o TSAGen, uma ferramenta inovadora de geracao
de séries temporais. Esta ferramenta permite aos pesquisadores gerar dados sintéticos,
fornecendo uma fonte de dados confidvel para avaliar o desempenho de algoritmos de
deteccao de anomalias. O TSAGen foi projetado para enfrentar desafios, como a geracao
de diversas anomalias, ajuste da gravidade das anomalias e controle das caracteristicas
dos KPIs gerados.

No estudo de Li et al.(2022), os autores propéem uma rede neural profunda, a
CDX-Net, para previsao de séries temporais multivariadas no contexto de AIOps. A
arquitetura proposta do CDX-Net incorpora médulos avancados, como ASPP, SRM, CAM,
GRU, transformador e AB, para aprimorar os procedimentos de extracao e fusao de

caracteristicas.

Zhang et al.(2022b) apresentam uma solucao para o Desafio ICASSP-SPGC-2022
AIOps, focando na inferéncia precisa de combinagoes em root cause analysis (RCA).
O documento detalha os desafios encontrados nos dados da competicao e propoe uma

estrutura robusta para resolver o problema, incluindo a introducao de TextCNN.

O estudo de Fukuda et al.(2022) propoe uma abordagem para gerar relatérios de
falhas legiveis por humanos em sistemas de TIC. A abordagem utiliza o modelo LSTM
para séries temporais multivariadas e gera um relatorio de falha em formato de texto. Os
autores testam a eficacia e o desempenho do método proposto usando dados coletados de

um sistema de microsservigos em um cluster Kubernetes (k8s).

Moreschini et al.(2022) apresentam uma discussao profunda sobre a representagao
grafica para o DevOps em aplicacoes baseadas em aprendizado de maquina , também
conhecida como MLOps. Os autores exploram meticulosamente as fases do MLOps, desde o
planejamento, onde sao identificados o problema a ser resolvido e os dados disponiveis, até
a selecao de abordagens de analise de dados e algoritmos adequados. A fase de codificagao
¢é destacada, onde o sistema e o codigo de ML sao implementados e validados. A fase de
validagao é discutida em detalhes, enfatizando a avaliacao do desempenho do modelo de
ML com novos dados. O artigo também destaca a necessidade imperativa de um processo

de MLOps integrado e delinea os desafios associados a adogao pratica do MLOps.
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Qian et al.(2022) propoem um framework de dimensionamento automético proativo
inovador chamado RobustScaler, especialmente projetado para cenarios de computagdo em
nuvem. O estudo é direcionado para o desenvolvimento de um framework que nao apenas
gera decisoes de mudanga e elasticidade, mas também otimiza o equilibrio entre custo e
Qualidade de Servigo (QoS). O modelo proposto é robusto, capaz de lidar com ruidos, dados
ausentes e anomalias. O algoritmo de Método dos Multiplicadores de Dire¢ao Alternada
(ADMM) é usado para treinar o modelo, que captura tanto a periodicidade quanto a
estocasticidade das chegadas de consultas. A arquitetura do framework é composta por
componentes essenciais, como detecgao de periodicidade, modelagem historica de chegadas

de consultas, previsao de chegada de consultas e plano de dimensionamento.

Xiao, Cao e Wu (2022 )introduzem um framework inovador baseado em aprendizado
federado, o EFL-WP, projetado especificamente para previsao de carga de trabalho em
ambientes inter-nuvem. O framework visa colaborar na formacdo de modelos de ML
para previsao de carga de trabalho, garantindo que informagoes sensiveis nao sejam
compartilhadas. Os autores sugerem o uso de modelos LSTM para prever métricas de
desempenho, como utilizagdo da CPU e memoéria. A arquitetura proposta é composta por
um coordenador que agenda tarefas de treinamento e orquestra os treinadores, enquanto

os treinadores usam seus dados para treinar modelos locais.

Zhang et al.(2022a) apresentam o método "PUTrace AD" Positive- Unlabeled, uma
abordagem inovadora para deteccao de anomalias em tracing de microsservigos. A arquite-
tura proposta é tripartida, envolvendo Embedding de Span, Construgao de Grafo de Rastros
e Treinamento do Modelo. Utilizando uma GNN (Graph Neural Network) e aprendizado
PU, o método é capaz de detectar anomalias em tracing com precisao. O conjunto de
dados usado, TrainTicket, é um sistema de referéncia de microsservicos, e os experimentos
foram conduzidos em um cluster Kubernetes. Os resultados dos experimentos avaliam a

eficicia e eficiéncia do PUTraceAD, bem como o impacto de diferentes configuragoes.

Yang et al.(2022) discutem o Sistema de Gerenciamento de Dependéncias, ou
Dependency Management System (DMS), uma solugao abrangente para gerenciar depen-
déncias de servigos em sistemas em nuvem. O DMS é uma plataforma end-to-end que
suporta todo o ciclo de vida para garantir a confiabilidade do servigo, desde a implantacao
inicial até a otimizagdo arquitetural proativa e a mitigagao reativa de falhas. Os dados
usados nos testes do DMS abrangem uma variedade de fontes, incluindo informagoes de
dependéncia coletadas de trancing distribuido, arquivos de configuracdo, consultas do

orquestrador de servigos e relatorios de dependéncia de implantacao.

Song et al.(2022) abordam questdes relacionadas a implementagao da observabili-
dade em sistemas de informagoes hospitalares (HIS). O artigo apresenta uma pesquisa
literaria detalhada e fornece um resumo abrangente de conceitos relacionados, incluindo

defini¢oes de monitoramento e HIS, requisitos e solu¢oes em cenarios especificos. A ar-
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quitetura proposta integra microsservi¢os e AIOps, com indicadores-chave (KPIs) como
qualidade e escala de dados. O documento também oferece sugestoes valiosas para os

departamentos de TI dos hospitais sobre como abordar essas questoes.

Jin et al.(2022) realizaram uma andlise detalhada de AIOps na gestao unificada de
resiliéncia de dados em data lakehouses. O artigo propde solugoes inovadoras para prever
violagbes do Recovery Point Objective (RPO) e fornecer sugestoes valiosas aos SREs sobre
como configurar recursos do sistema para evitar tais violagoes. Utilizando aprendizado
supervisionado em conjunto com analise de séries temporais, o artigo propée um modelo
de ML que combina métodos de aprendizado online e offline e filtragem de solicita¢oes

previstas para garantir a estabilidade das solicita¢oes futuras.

2.1.6 Trabalhos Correlatos - ano de 2023

Os autores Traini e Cortellessa(2023) apresentam uma andlise detalhada sobre a
implementacao de baselines utilizando a linguagem de programacao Python. Eles escolhem
a regressao linear como o modelo de ML para sua anélise. O artigo aborda profundamente
as questoes de pesquisa, o design experimental meticuloso, a aplicacao na andlise de
desempenho e as distribui¢oes de laténcia. Os autores também discutem o uso de cargas de
trabalho que variam continuamente e fornecem insights sobre a configuragao experimental,
destacando a importancia de uma abordagem sistematica para garantir resultados precisos

e confidveis.

Sun et al.(2023) oferecem uma visao abrangente do desenvolvimento do sistema
de deteccao de outlier denominado OutSpot. Este sistema é especialmente projetado para
datacenters de alto desempenho e alta criticidade, que sao primordialmente responsaveis
pelo fornecimento de streaming de videos. O principal objetivo do sistema ¢é detectar
outliers nos KPIs coletados desses datacenters. O modelo de ML adotado é uma combinagao
inovadora de Hierarchical Agglomerative Clustering (HAC) com Conditional Variational
Autoencoder (CVAE). O HAC é utilizado para agrupar os KPIs com base em seus padroes
distintos. Posteriormente, as informagoes de agrupamento de cada KPI sao incorporadas
ao método. Esta abordagem integrada permite que o OutSpot detecte outliers para KPIs
em larga escala, mesmo quando esses KPIs apresentam padroes variados. A arquitetura
proposta para o OutSpot é meticulosa, dividindo os conjuntos de dados coletados em
conjuntos de treinamento e teste. O conjunto de treinamento é composto por dados
coletados ao longo dos primeiros 7 dias, enquanto o conjunto de teste contém dados do
ultimo dia. Este ultimo conjunto é rotulado cuidadosamente por operadores experientes
utilizando uma ferramenta desenvolvida pelos proprios autores. O processo de rotulacao
dos outliers é rigoroso, envolvendo trés operadores, e a decisao final é tomada apenas

quando os rétulos fornecidos por eles divergem.



27

Tabela 1 — Caracteristicas da andlise sistematica da literatura

Ano de Pu-| Autores Tépico Principal
blicacao
2019 (NEDELKOSKI; Deteccao de anomalias usando Distributed
CARDOSO;  KAO, | Tracing e Deep Learning em AIOps
2019)
2020 (MORMUL; STACH, | Monitoramento de ambiente de TT complexo
2020) com modelo de contexto
2020 (KOSTADINOV; Reducao de incidentes em infraestruturas de
ATANASOVA; PE-| TI convergentes através de ML
TROV, 2020)
2020 (CHEN; WANG; | Previsao de fluxos de dados de séries tempo-
YANG, 2020) rais em cendrios de AIOps
2021 (GUODAN; HAO; | Previsao da capacidade de recursos usando
TINGTING, 2021) LSTM
2021 (MACHINE. .., 2021) | Melhoria das Operagoes de TA para Redes
Baseadas em Intenc¢oes usando MR
2021 (YANG et al., 2021) | Previsao da intensidade de dependéncias em
sistemas em nuvem
2021 (STEFANO et al., | Migragao de dados de sistemas de monitora-
2021) mento antigos para instancias do Prometheus
2022 (WANG et al., 2022) | Geragao de séries temporais para avaliagdo
de algoritmos de deteccao de anomalias
2022 (LI et al., 2022) Previsao de séries temporais multivariadas
em AIOps
2022 (ZHANG et al., 2022b) | Inferéncia precisa de combinagoes em RCA
2022 (FUKUDA et al.,| Geracao de relatérios de falhas legiveis por
2022) humanos em sistemas de TIC
2022 (MORESCHINT et al., | Representacio grafica para o DevOps'? em
2022) aplicacoes baseadas em aprendizado de méa-
quina (MLOps)
2022 (QIAN et al., 2022) Framework de dimensionamento automéatico
proativo para computacao em nuvem

Continua na proxima pdgina

12" DevOps é uma filosofia e pratica de engenharia de software que visa unificar o desenvolvimento de
software (Dev) e a operagao de software (Ops). O principal objetivo de DevOps é encurtar o ciclo de
vida do desenvolvimento de sistemas, proporcionando entrega continua de alta qualidade, e, assim,
melhorar a colaboragéo e a comunicacao entre as equipes de desenvolvimento e operacoes. *DevOps*
integra métodos ageis, automacao, integragdo continua, entrega continua e monitoramento continuo do
software em operacao.
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Ano de Pu-| Autores Tépico Principal
blicacao
2022 (XIAO; CAO; WU, | Previsao de carga de trabalho em ambientes
2022) de inter-nuvem usando aprendizado federado
2022 (ZHANG et al., 2022a) | Detecgao de anomalias em tracing de micros-
servigos usando GNN e aprendizado PU
2022 (YANG et al., 2022) Gerenciamento de dependéncias de servicos
em sistemas em nuvem
2022 (SONG et al., 2022) Implementacao da observabilidade em siste-
mas de informacoes hospitalares
2022 (JIN et al., 2022) Gestao unificada de resiliéncia de dados em
data lakehouses
2023 (TRAINI; CORTEL- | Implementacao de baselines usando Python e
LESSA, 2023) regressao linear
2023 (SUN et al., 2023) Detecgao de outlier para datacenters com alto
nivel de desempenho e alta criticidade

2.2 Introducdo a LSTM

As Redes Neurais Recorrentes (RNNs) foram introduzidas na década de 1980 como
uma extensao das redes neurais feedforward, projetadas para processar sequéncias temporais
a0 permitir conexoes entre unidades que formam um ciclo, possibilitando que a informacéao
persista ao longo do tempo (RUMELHART; HINTON; WILLIAMS, 1986). Contudo, as
RNNs tradicionais enfrentam dificuldades em aprender dependéncias de longo prazo devido
ao problema do gradiente evanescente, no qual os gradientes se tornam extremamente
pequenos durante a retropropagagio, comprometendo o aprendizado (HOCHREITER,
1998).

Para superar essa limitacao, foram desenvolvidas arquiteturas avancadas, como as
LSTM, propostas por Hochreiter e Schmidhuber em 1997 (HOCHREITER; SCHMIDHU-
BER, 1997). As LSTMs introduzem um mecanismo de memoria por meio de um estado
de célula que pode ser mantido ou modificado ao longo do tempo, permitindo a retencao
de informagoes relevantes por periodos prolongados. Essa capacidade torna as LSTMs
particularmente adequadas para tarefas que envolvem sequéncias extensas, como a previsao

de séries temporais em AIOPps.

2.2.1 Formulacao Matematica da LSTM

A arquitetura LSTM é composta por células que contém trés portas principais:

esquecimento, entrada e saida, além de um estado de célula que atua como memoéria. Cada
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porta utiliza fungoes de ativacao sigmoide para regular o fluxo de informagao. As equagoes

que descrevem o funcionamento de uma célula LSTM sao:

« Porta de Esquecimento:
fe=0(W; - [he_r,z:] + by)

Esta porta determina quais informagoes do estado da célula anterior (C;_;) devem
ser descartadas, produzindo valores entre 0 (esquecer completamente) e 1 (manter

integralmente).

e Porta de Entrada:
it = O'(Wl . [ht,l,xt] + bz)

ét = tanh(WC . [ht—la l’t] + bC)

A porta de entrada decide quais novas informacoes serao incorporadas ao estado da

célula, enquanto C, representa um candidato para atualizacao.

o Estado da Célula:
Ct:ftQOt—1+it®ét

O estado da célula é atualizado combinando a informagao retida do estado anterior

com a nova informacao selecionada.

e Porta de Saida:
Oy = U(Wo : [ht—la It] + bo)

hy = 0y ® tanh(CY)

A porta de saida controla quais partes do estado da célula sdo usadas para gerar o
estado oculto (hy).

Nessas equacoes, o é a funcao sigmobide, tanh é a tangente hiperbodlica, W e b sao
matrizes de pesos e vetores de bias, x; ¢ a entrada no tempo ¢, h;_1 é o estado oculto
anterior, e ® denota multiplicacao elemento a elemento. A complexidade computacional
por passo de tempo é O(u - (d + u)), onde u é o nimero de unidades e d é a dimensao da

entrada, refletindo o crescimento quadratico dos parametros.

2.2.2 Vantagens da LSTM

As LSTMs apresentam diversas vantagens que as tornam amplamente utilizadas

em aplicagoes de séries temporais:
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o Captura de Dependéncias de Longo Prazo: O estado da célula e as portas
permitem que as LSTMs retenham informagoes por muitos passos de tempo, essencial
para modelar padroes historicos complexos, como sazonalidades didrias ou semanais

em dados de AIOps.

 Robustez a Ruido e Nao Linearidade: Estudos demonstram que LSTMs superam
modelos estatisticos tradicionais, como ARIMA, em dados ruidosos e nao lineares,
sendo eficazes em cendrios com flutuagoes abruptas (STAMI-NAMINI; TAVAKOLI,
NAMIN, 2018; LARA-BENI{TEZ; CARRANZA-GARCIA; RIQUELME, 2021).

« Gestao Eficiente de Memoéria: A porta de esquecimento possibilita a selecao
adaptativa de informacoes relevantes, evitando a perda de dados criticos e facilitando

a modelagem de padroes temporais sofisticados.

2.2.3 Limitacdes da LSTM

Apesar de suas vantagens, as LSTMs possuem limitagoes significativas:

« Sensibilidade a Hiperparametros: O desempenho depende de hiperparametros
como numero de unidades, taxa de aprendizado, tamanho do lote e regularizacao. A

otimizagao manual ou métodos como Grid Search sao computacionalmente custosos

(GOODFELLOW; BENGIO; COURVILLE, 2016).

« Complexidade Computacional: O nimero de parametros, dado por 4 - (u - (d +
u) + u), cresce quadraticamente, tornando o treinamento intensivo em recursos,

especialmente para grandes conjuntos de dados.

» Risco de Sobreajuste: Modelos com muitas unidades ou janelas temporais extensas

podem sobreajustar, particularmente sem regularizacao adequada.

e Foco Univariate: Muitas aplica¢oes, como a descrita no anexo, concentram-se em
previsoes univariadas, limitando a capacidade de capturar interagdes entre multiplas

variaveis.

2.2.4 Aplicacoes em Previsao de Séries Temporais

As LSTMs sao amplamente empregadas em previsao de séries temporais devido a
sua habilidade em modelar dependéncias temporais complexas. Em AIOps, sdo usadas para
prever consumo de recursos, como memoria, CPU e rede, permitindo alocacao proativa e
redugao de downtime. No estudo do anexo, LSTMs foram aplicadas a dois conjuntos de
dados reais: Google Cluster Traces 2019 (30 dias de uso de memoria, agregados a cada

30 minutos) e métricas do Prometheus (7 dias de uso de memoria de um servidor Linux).
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Ambos exibem sazonalidade diaria, e os modelos foram treinados para prever o préoximo

passo temporal, minimizando o MAE.

Além de AIOps, LSTMs sao aplicadas em diversos dominios, incluindo:

« Financas: Previsao de pregos de agoes e taxas de cAmbio (FISCHER; KRAUSS,
2018).

« Satide: Monitoramento de pacientes e previsao de doengas (LIPTON et al., 2015).
« Clima: Previsao meteorolégica e andlise de padroes climaticos (SHI et al., 2015).

« Energia: Previsdo de demanda e pregos de energia (LAGO; RIDDER; SCHUTTER,
2018).

2.2.5 Comparacdo com Outras Variantes de RNNs

Além das LSTMs, as GRUs, introduzidas por Cho et al. (2014), sdo uma variante
popular de RNNs. As GRUs possuem uma estrutura mais simples, com apenas duas portas
(atualizagao e redefini¢do), reduzindo o niimero de pardmetros e acelerando o treinamento.

Contudo, sua capacidade de capturar dependéncias de longo prazo pode ser inferior as
LSTMs em cendrios complexos (CHUNG et al., 2014).

No contexto do estudo, a escolha das LSTMs justifica-se pela necessidade de
modelar padroes sazonais e flutuagoes abruptas em dados de AIOps, onde dependéncias

de longo prazo sao criticas.

2.2.6 Avancos Recentes em LSTM para AlOps

Pesquisas recentes ampliaram a aplicacao de LSTMs em AIOps. Propuseram o
modelo DA-LSTM-VAE, que integra LSTMs com Variational Autoencoders (VAEs) e um
mecanismo de atengdo em duas etapas para deteccao de anomalias em KPIs, alcancando
Fl-scores de 0,90, 0,93 e 0,86 em um conjunto de dados do AIOps Challenge 2018 (ZHANG
et al., 2023). Li et al. (2024) utilizaram PSO para otimizar LSTMs em detecg¢ao de intrusoes

de rede, obtendo resultados de ponta.

As LSTMs sao uma ferramenta poderosa para previsao de séries temporais em
AIOps, destacando-se na captura de dependéncias de longo prazo e robustez a dados
complexos. Contudo, sua complexidade e sensibilidade a hiperparametros requerem oti-
mizacao avangada, como o MRFO, que demonstrou melhorias significativas. Este estudo
valida a eficacia das LSTMs e introduz uma abordagem inovadora, abrindo caminhos para

pesquisas futuras em previsao multivariada e meta-heuristicas hibridas.
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2.3 Arquitetura Transformer e Mecanismo de Atencao

A arquitetura Transformer foi introduzida por Vaswani et al. (2017) no artigo
“Attention Is All You Need”, revolucionando o processamento de sequéncias ao abandonar
completamente o uso de recorréncia ou convolu¢do. O problema principal abordado
por essa proposta era a dificuldade das RNNs, mesmo em variantes como LSTM, em
capturar dependéncias de longo alcance de forma eficiente. As RNNs processam tokens
em sequéncia, o que impede paralelismo e dificulta o aprendizado de relacionamentos
distantes devido a problemas de vanishing gradient. Os pesquisadores propuseram resolver
essas limitacgoes utilizando mecanismos de atencao self-attention em uma arquitetura
encoder—decoder totalmente paralelizavel. Com o Transformer, relagbes de longo alcance
podem ser modeladas diretamente através de pesos de atencao, e todas as posicoes de
uma sequéncia sao processadas simultaneamente, agilizando o treinamento em comparagao
com arquiteturas sequenciais tradicionais. A eficdcia dessa abordagem foi demonstrada
inicialmente em tradugao automadtica, superando significativamente o estado da arte
da época (VASWANI et al., 2017). A ideia central é que a “aten¢ao” entre elementos
da sequéncia é suficiente para aprender estruturas complexas, dispensando mecanismos

recorrentes — dai o titulo do artigo, “atencao ¢ tudo que vocé precisa”

2.3.1 Arquitetura Original — Encoder-Decoder

O Transformer original consiste de dois blocos principais: um codificador e um
decodificador, cada um empilhando multiplas camadas idénticas. O codificador recebe uma
sequéncia de entrada (por exemplo, palavras de uma sentenca) e produz representagoes
intermediarias para cada posicao. Em seguida, o decodificador gera a sequéncia de saida
(por exemplo, tradugao) autoregressivamente, atendendo a informagao codificada. Tanto
as camadas do codificador quanto as do decodificador baseiam-se em dois submddulos
centrais: (1) o médulo de atengao de multiplas cabegas (multi-head self-attention) e
(2) uma rede feed-forward posicionada apds a atengao. Além disso, no decodificador
cada camada inclui um terceiro submédulo de atencao encoder—decoder, que permite
ao decodificador “olhar” para as saidas do codificador, vide Apéndice A. Crucialmente,
cada submoédulo é envolto por conexodes residuais e seguido de uma normalizagao de
camada (layer normalization) (VASWANI et al., 2017). Assim, a saida de cada subcamada
é LayerNorm(x + subcamada(z)), facilitando a estabilizagdo do treinamento. A seguir,
detalhamos os componentes fundamentais do Transformer — o mecanismo de atengao, a
codificagao posicional e a normalizacao — junto as principais equagdes matematicas que

regem seu funcionamento.
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2.3.2 Mecanismo de Atencao Multi-Cabecas

No cerne do Transformer esta o mecanismo de self-attention, que calcula a impor-
tancia de cada elemento da sequéncia em relacao aos demais. Cada posi¢ao ¢ na sequéncia
de entrada é projetada em trés vetores: consulta (g;), chave (k;) e valor (v;), obtidos por
transformacoes lineares aprendidas. Agregando todas as posi¢oes, denotamos por @), K e
V' as matrizes que contém, respectivamente, as consultas, chaves e valores para a sequéncia
inteira (cada uma de dimensdo n x d, onde n é o comprimento da sequéncia e d a dimenséao
de embedding). A atencao por produto escalar escalonado (scaled dot-product attention) é

entao computada conforme a Equacao 1:

Vdy,

onde d é a dimensao dos vetores de chave (e consulta). A equagao acima produz,

.
Attention(Q, K, V'); =; softmax! (Q’K );V , (1)

para cada posigao ¢, uma combinacao ponderada dos valores v; de todas as posicoes j,
em que 0 peso softmax(%) reflete quanto o elemento j é relevante para i. O fator de
escalonamento 1/+/dy, foi introduzido para estabilizar os gradientes — sem ele, para valores
grandes de dj, os produtos ¢; - k; poderiam ter magnitude alta, resultando em distribuicoes
de softmazx muito agudas e dificultando o aprendizado (VASWANTI et al., 2017). Em resumo,
a atencao calcula uma média ponderada dos valores V usando coeficientes baseados em
similaridades entre consultas e chaves; isso permite que cada posi¢cao foque em outras
posicoes relevantes da sequéncia, capturando relagoes sem considerar explicitamente a

distancia entre tokens.

Uma inovagao crucial do Transformer é o uso de atengao de multiplas cabegas
(multi-head attention). Em vez de calcular uma tunica distribuigdo de atengdo com vetores
Q, K,V de alta dimensao, o Transformer aprende h diferentes projegoes (cabegas) menores.
Para cada cabeca i € {1,...,h}, definem-se matrizes de projecio W=, WX e WY de
dimensoes d x dj, d X dj, e d x d,, respectivamente. Cada cabecga entao computa head; =
Attention(QVViQ,  KWE S VIWY). As h atengoes resultantes (cada uma de tamanho n x d,)
sdo concatenadas e projetadas novamente por W9 (dimensdo hd, x d) para produzir a

saida final do mdédulo de multi-head. Formalmente:

MultiHead(Q, K, V); =; Concat(heads, . . . , heady,); W° | (2)

onde head; = Attention(QW2,; KWX ; VIWY). Essa estrutura de miltiplas cabe-
cas permite que o modelo atenda simultaneamente a diferentes subespacos de representacao
(VASWANI et al., 2017). Em outras palavras, cada cabega pode se especializar em um
tipo de relacionamento ou padrdo na sequéncia (por exemplo, uma cabega pode focar

em relacionar uma determinada palavra com suas adjacentes enquanto outra captura
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relagoes de longo alcance). Na arquitetura original, usaram-se h = 8 cabegas de atengao,
com d = 512 e dy, = d, = 64 em cada cabeca, de modo que 8 x 64 = 512. O resultado
da atencao multi-cabecas é entdao passado adiante para uma rede feed-forward, conforme

descrito a seguir, apds ser combinado a entrada via conexao residual.

2.3.3 Rede Feed-Forward e Codificacao Posicional

Apods o modulo de atencao, cada camada do Transformer inclui uma rede feed-
forward posicionada que atua separadamente em cada posicao da sequéncia. Essa rede
é composta por duas camadas densas com uma funcao de ativagdo nao linear (ReLLU na
versao original). Seja x o vetor de saida da atencao para uma posigao; a rede feed-forward
calcula FFN(z) = Ws, max(0,, Wiz + by) + by, onde Wi, W5 sdo matrizes de pesos e
by, by os bias. Essa MLP position-wise expande e reconstréi a dimensionalidade (por
exemplo, originalmente W expande de dyoge1 = 512 para 2048, e W5 reduz de volta para
512). A intuicao é fornecer ao modelo uma transformagao nao linear poderosa em cada
posicao, apds a atencao ter misturado informagoes globais da sequéncia. Assim, cada
camada do codificador (ou decodificador) combina a auto-atengao multi-cabegas com uma
transformacao nao linear local, permitindo modelar tanto dependéncias entre posigoes

quanto padrdes complexos em cada posicao.

Um desafio decorrente do uso de atencao pura é que o modelo nao possui, intrinse-
camente, no¢ao de ordem sequencial — diferente de RNNs, que processam tokens em ordem
temporal. Para contornar isso, Vaswani et al. (2017) introduziram a codificagdo posicional
dos embeddings de entrada. Antes de alimentar a primeira camada do Transformer, sdo
adicionados aos vetores de embedding dos tokens vetores que codificam a posigao (indice)
de cada token na sequéncia. Na versao original, utilizou-se uma codificacao posicional
deterministica baseada em fungoes seno e cosseno de frequéncias diferentes (VASWANTI et

al., 2017). A formulagao é dada por:

PE yos.2i) = sin (M) PE pos,2i41) = cos!(M), (3)

onde pos é a posicao do token na sequéncia (comecando em 0) e i indexa a
dimensao do vetor de posicao até dmoqa — 1. Essa definicdo produz componentes sinusoidais
de diferentes periodos para cada dimensao do embedding posicional, de forma que cada
posi¢ao no tempo tenha um vetor tnico e que preserve relagoes de distancia: por exemplo,
a diferenca entre PE,,;—19 € PE,,s—20 sera similar a diferenca entre PE,,s—30 € PEpps—a10,
uma vez que a relagdo de deslocamento de 10 posi¢oes é capturada pelos mesmos angulos
das senoides. Esse esquema permite ao modelo aprender, através da atencao, em que posi¢ao
relativa outros tokens estao, pois as consultas e chaves incluem informacao posicional

somada aos embeddings das palavras. Alternativamente, trabalhos posteriores exploraram
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codificagbes posicionais aprendidas (vetores de posi¢do como pardmetros treinaveis) ou até
estratégias hibridas que combinem informagoes absolutas e relativas sobre posicao (SHAW;
USZKOREIT; VASWANI, 2018), mas o importante é que algum tipo de sinal de posigao é

necessario para que o Transformer distinga a ordem dos elementos na entrada.

2.3.4 Normalizacdo de Camada e Estabilizacdo do Treinamento

Cada subcamada de atengao ou feed-forward no Transformer é seguida de uma
operagao de normalizacao de camada (Layer Normalization) antes de passar para a proxima
etapa. A normalizacao de camada, proposta por Ba et al., impoe que os neuroénios de uma
dada camada tenham média zero e variancia unitaria para cada exemplo, melhorando a
estabilidade do treinamento em redes profundas. Dado um vetor de ativagao = = (21, ..., xq)

de dimensao d (por exemplo, as ativagbes em uma posigao apds a atengao ou feed-forward),

a normalizagdo de camada produz um vetor y = (y1,. .., ¥q), Cujos componentes sao:
pim ) s 1<j<d, (4)
J o(z)+e J =J=

onde pu(z) = £ % x; ¢ a média dos componentes de z, o(x) = \/é Y (xy — plx))?
¢ o desvio padrao, e € ¢ um termo de estabilidade numérica. Os parametros 7, e 3; sao
vetores treindveis (mesma dimensao d) que permitem re-escalar e deslocar linearmente a
salda normalizada. No Transformer, a normalizacao de camada é aplicada junto a conexdes
residuais, isto é, cada subcamada gera LayerNorm(x 4 subcamada(z)) como saida final
(VASWANT et al., 2017). Esse esquema de residual add e norm ajuda a gradiente fluir
pelas camadas e permite treinar pilhas profundas (na arquitetura original ha 6 camadas
no codificador e 6 no decodificador, totalizando 12 subcamadas atencionais). Em sintese, a
normalizacao garante que distribui¢oes de ativagao permanecam estaveis mesmo conforme

a profundidade e o treinamento avancam, contribuindo para o sucesso do modelo.

2.3.5 Resumo da Arquitetura

Combinando os componentes acima, o Transformer consegue transformar uma
sequéncia de entrada em outra sequéncia de saida aprendendo padroes complexos de
atencao. No codificador, cada camada processa todos os tokens em paralelo via multi-
head self-attention (permitindo que cada token “veja” todos os outros) e entao refina
cada posigao via a feed-forward position-wise. No decodificador, um mecanismo similar é
usado, mas cada posi¢ao da saida sé pode atender a posigoes anteriores (masking causal
na self-attention do decodificador, para nao “espiar” o futuro que ainda sera previsto).
Além disso, o decodificador realiza atengao extra sobre as saidas do codificador (atengao
encoder—decoder), ligando as duas partes. Esse design eliminou a necessidade de processar

sequéncias passo a passo: as dependéncias temporais passam a ser aprendidas pelos padroes
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de atencao, e a computacao pode ser totalmente paralela em cada camada. O resultado foi
um salto de qualidade e eficiéncia em traducao automatica e, subsequentemente, em diversas
outras tarefas de sequéncia. Nos anos seguintes, a comunidade explorou extensivamente
variagoes dessa arquitetura basica, adaptando o Transformer a novos dominios e objetivos,

conforme discutido na proxima secao.

2.3.6 Evolucdo da Arquitetura Transformer e Aplicacoes em Séries Temporais

Desde a sua introducao, a arquitetura Transformer tornou-se a espinha dorsal de
inimeros avancos em aprendizado profundo. Nesta secdo, procedeu a discussao a evolugao
do Transformer em variantes notaveis — incluindo BERT, GPT e Vision Transformer —
e explorou-se como a arquitetura foi adaptada para dominios além do texto, com énfase
particular em séries temporais. Por fim, conectou-se esses avancos ao contexto de AIOps,
descrevendo exemplos préaticos (como o Time Series Transformer da HuggingFace e o
Granite Time Series da IBM) e explicando como o presente trabalho aproveita uma versao

simplificada do Transformer para previsao de métricas de recursos computacionais.

2.3.7 Transformers em NLP: Modelos BERT e GPT

No campo de Processamento de Linguagem Natural (PLN), a arquitetura Trans-
former rapidamente se consolidou gragas a sua capacidade de capturar relagoes sem
ordem fixa e facilitar o pré-treinamento em larga escala. Dois marcos evolutivos foram
os modelos BERT e GPT, que adaptaram o Transformer para objetivos de treinamento
nao supervisionados em grandes corpora de texto, alterando a forma de aprendizado das

representacoes linguisticas.

BERT (Bidirectional Encoder Representations from Transformers), proposto por
Devlin et al.(2018), é um modelo baseado unicamente na parte codificadora do Transformer.
O BERT utiliza multiplas camadas encoder (por exemplo, 12 camadas no BERT-Base)
para produzir representacoes contextuais de textos, mas treina essas camadas com uma
estratégia de pré-treinamento bidirecional. Diferentemente de modelos autoregressivos, o
BERT é treinado em uma tarefa de modelagem de linguagem mascarada (Masked Language
Modeling): partes do texto de entrada (tipicamente 15% dos tokens) sdo mascaradas aleato-
riamente, e o modelo aprende a prever os tokens originais a partir do contexto bidirecional
(ou seja, considerando simultaneamente as palavras a esquerda e a direita da mascara).
Adicionalmente, BERT foi treinado com uma tarefa de previsao de préxima sentenca
(Next Sentence Prediction) para ensinar relagoes entre sentengas. Esse esquema de treino
forga o codificador Transformer a capturar significados ricos de cada posi¢ao considerando
todo o entorno, resultando em embeddings poderosos que podem ser posteriormente
fine-tuned em diversas tarefas supervisionadas de NLP. O impacto do BERT foi profundo:

ao disponibilizar um modelo pré-treinado com bilhées de palavras, Devlin et al. (2018D
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mostraram que bastava ajustar levemente esse modelo em tarefas especificas (como analise
de sentimentos, perguntas e respostas, reconhecimento de entidades, etc.) para atingir ou
superar o estado da arte de entdao (DEVLIN et al., 2018). Em suma, o BERT demonstrou
que o Transformer encoder, quando treinado de forma auto-supervisionada em larga escala,
pode servir como modelo fundamental de linguagem, fornecendo representacoes universais

bidirecionais.

Por outro lado, os modelos GPT (Generative Pre-trained Transformer) seguiram
uma estratégia complementar, focando na geragao de texto via decodificadores Trans-
former. O GPT original de Radford et al. (2018) e suas iteragoes subsequentes (GPT-2
(RADFORD et al., 2018) e GPT-3 (BROWN, 2020), entre outros) utilizam apenas a pilha
de decodificadores do Transformer, treinada em um objetivo simples porém poderoso:
modelagem de linguagem autoregressiva. Nessa configuracao, dado um prefixo de texto, o
modelo aprende a prever o proximo token, depois o seguinte e assim por diante, assimilando
a distribuicao estatistica da lingua a partir de enormes volumes de dados brutos. Diferen-
temente do BERT, o GPT nao tem acesso ao futuro da sequéncia durante a previsao de
cada token — ele funciona unidirecionalmente, incorporando apenas o contexto a esquerda
(passado) para gerar a continuagdo. Apesar de ndo usar contexto futuro, quando escalado
em tamanho e dados, o GPT demonstrou capacidades surpreendentes de geracao de texto
fluido e contextual. O GPT-3, por exemplo, com 175 bilhoes de pardmetros, mostrou
pela primeira vez fortes habilidades de learning de poucas instrugoes (few-shot learning),
conseguindo executar tarefas de linguagem diversas apenas lendo exemplos na propria
entrada, sem ajuste de pesos (BROWN;, 2020). Esse feito evidenciou o poder de escala-
bilidade da arquitetura Transformer: modelos muito maiores treinados em quantidades
massivas de texto revelaram comportamentos emergentes, resolvendo tarefas complexas
nao antecipadas explicitamente durante o treino. Em resumo, a familia GPT evidenciou
o potencial dos Transformers como modelos gerativos universais, capazes de produzir
linguagem natural coerente e realizar tarefas mediante formulagdo apropriada na entrada
(prompts). BERT e GPT, embora diferentes em enfoque (encoder bidirecional vs. decoder
autoregressivo), juntos inauguraram a era dos modelos pré-treinados em NLP, dominando

o estado da arte em quase todas as tarefas do campo a partir de 2018.

2.3.8 Transformers em Visdo Computacional: Vision Transformer (ViT)

Apés conquistas em NLP, a arquitetura Transformer também foi adaptada para
Visao Computacional. Tradicionalmente, redes neurais convolucionais (CNNs) eram a
principal ferramenta para tarefas como classificacao de imagens. Contudo, Dosovitskiy et
al. (2020) propuseram o Vision Transformer (ViT), demonstrando que um Transformer
puro pode alcancar desempenho de ponta em imagens ao ser treinado com dados suficientes.

A ideia do ViT é representar uma imagem como uma sequéncia de patches (fragmentos)
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analogos a “palavras” visuais. Especificamente, uma imagem é dividida em patches de
tamanho fixo (por exemplo, 16 x 16 pixels), cada patch é linearmente projetado a um vetor
de dimensao d e enriquecido com um embedding posicional indicando sua localizagao na
grade da imagem. Uma sequéncia de tais vetores (tipicamente precedida de um token de
classificacao especial, similar ao [CLS] do BERT)) ¢é entao alimentada a uma arquitetura
Transformer semelhante a do codificador original. O ViT processa os patches via camadas
de multi-head self-attention, permitindo que o modelo relacione partes distantes da imagem
livremente. Importante, como as imagens sao tratadas como sequéncias de patches, o ViT
também requer codificagao posicional (no caso, aprendida) para indicar a posi¢ao de cada

patch na estrutura 2D da imagem.

Os resultados reportados por Dosovitskiy et al. (2020) mostraram que, quando
pré-treinado em um volume muito grande de dados (por exemplo, no dataset JF'T-300M
ou ImageNet-21k) e posteriormente ajustado em tarefas de visao, o ViT atingiu acura-
cias comparaveis ou superiores as melhores CNNs, como EfficientNets, especialmente em
resolugoes altas. A conclusao foi que a auto-atencao é capaz de capturar caracteristicas
visuais relevantes distribuidas pela imagem, sem necessidade explicita de convolugoes. Essa
descoberta abriu caminho para uma série de variantes e aprimoramentos de Transformers
para visao, incluindo modelos hibridos (convolugdo + atencao) e aplicagoes a detecgao
de objetos, segmentacao, video, entre outras. Em suma, o Vision Transformer provou
que a arquitetura Transformer é multidominio, podendo atuar em dados nao sequenciais
(como pixels dispostos em uma grade) desde que convertidos a uma representacao sequen-
cial apropriada. Esse avanco consolidou ainda mais os Transformers como uma familia

arquitetural unificadora para diferentes modalidades de dados.

2.3.9 Transformers para Séries Temporais e AlOps

Outro dominio de grande interesse para aplicacao de Transformers é o de séries
temporais, que incluem dados provenientes de sensores, métricas de sistemas, financas,
etc. Tarefas como previsao de séries temporais e detecgao de anomalias sempre foram
desafiadoras, tradicionalmente abordadas por modelos estatisticos (ARIMA, Prophet) ou
redes recorrentes e convolucionais especializadas. A natureza sequencial e a presenca de
padroes de longo prazo (como sazonalidades anuais, tendéncias) sugerem que a capacidade
dos Transformers de modelar dependéncias arbitrariamente longas pode ser altamente
benéfica para séries temporais. De fato, pesquisadores tém adaptado e estendido a ar-
quitetura Transformer para melhor adequagao a dados temporais, enfrentando desafios
particulares desse dominio, como sequéncias muito mais longas que textos e a necessidade

de incorporar informacoes de tempo continuo.

Adaptagoes Gerais: Aplicar Transformers diretamente em séries temporais exige

alguns ajustes. Primeiramente, muitas vezes as entradas nao sao sequéncias de tokens
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discretos, e sim sequéncias de valores continuos (por exemplo, medigoes numéricas ao longo
do tempo). Uma solugdo comum ¢é considerar janelas de tempo fixas como “sequéncias” de
entrada e predi¢do. Assim, um Transformer de previsao recebe uma janela de histérico (por
exemplo, valores dos tltimos NV instantes) e aprende a prever os préximos M valores futuros
analogo a uma tarefa seq2seq, em que a sequéncia-fonte é o passado e a sequéncia-alvo é
o futuro. Em segundo lugar, é crucial fornecer ao modelo algum sinal de temporalidade:
além de usar codificagOes posicionais para a ordem dos pontos na janela, costuma-se
adicionar features temporais explicitas, como indicadores de hora do dia, dia da semana,
etc., para ajudar o modelo a capturar padroes sazonais conhecidos. Essas features atuam
como uma forma de codificagdo posicional informada pelo conhecimento de calendario.
Por exemplo, o Time Series Transformer implementado pela HuggingFace insere atributos
como més e dia diretamente como entradas adicionais ao Transformer, tratando-os como
embeddings junto aos valores da série (RASUL et al., 2024). Outra considerac¢ao é que
muitas aplicagoes de séries temporais demandam previsoes probabilisticas (intervalos de
confianga, distribuigdes) em vez de apenas um ponto previsto. Abordagens baseadas em
Transformer tém incorporado cabecas de saida que produzem parametros de distribuicoes
(como média e desvio de Gaussiana) ou quantis (RASUL et al., 2024), permitindo estimar
incertezas — o que é valioso em cenérios como planejamento de capacidade e detecgao de

anomalias.

Desafios e Solugoes para Longas Sequéncias: Um impedimento técnico dos Transfor-
mers em séries temporais esta no custo quadratico da atencao em relagao ao comprimento
da sequéncia. Séries podem conter centenas ou milhares de passos relevantes, tornando
proibitivo aplicar self-attention direta em sequéncias muito longas. Para mitigar isso, varias
variantes especializadas foram propostas. Por exemplo, o Informer (ZHOU et al., 2021)
introduziu um mecanismo de atengao esparsa (probSparse attention) que seleciona apenas
partes mais informativas do espectro de atencao, reduzindo drasticamente o custo para
longas janelas de previsao. Ja o Autoformer (WU et al., 2021) incorporou um decompositor
de séries temporais dentro do modelo, separando componentes de tendéncia e sazonalidade
e aplicando atengao de forma mais estruturada. Mais recentemente, o PatchTST (Patch
Time Series Transformer) (NIE et al., 2023) trouxe a ideia de dividir séries temporais em
patches (sub-séries) andloga ao ViT: o modelo extrai trechos consecutivos da série em cada
varidvel como unidades bésicas (patches) e processa cada varidvel de forma independente
(channel-independent), antes de eventualmente combinar informagoes entre variaveis. Essa
abordagem demonstrou ganhos notaveis em previsao de longo prazo, pois captura padroes
locais em cada série através dos patches e evita a necessidade de atencao global sobre
sequéncias excessivamente longas (NIE et al., 2023). Muitas dessas inovagoes atacam tam-
bém a questao de correlacdo entre multiplas séries (séries multivariadas): enquanto alguns
modelos optam por ignorar correlagoes treinando um Transformer separado para cada

variavel (como no modo channel-independent do PatchTST), outros permitem misturar



40

canais (varidveis) através de camadas de atengao especializadas ou combinagoes tardias

das representacoes.

Ezemplo — Time Series Transformer (HuggingFace): A biblioteca HuggingFace
Transformers incorporou um modelo genérico chamado TimeSeriesTransformer (RASUL
et al., 2024), que exemplifica a adaptacao direta do Transformer para previsao de séries
temporais. Trata-se de um modelo encoder—decoder padrao, semelhante ao Transformer
de Vaswani, aplicado a janelas de séries. O codificador recebe os tltimos N pontos de uma
série (histdrico), enquanto o decodificador gera os préximos M pontos futuros. Durante o
treinamento, utiliza-se teacher forcing: os valores reais mais recentes sao fornecidos passo a
passo ao decodificador para predicao do préximo, analogo ao que se faz em traducao. Para
informar o modelo sobre a posi¢ao temporal de cada ponto, em vez de usar exclusivamente
as senoides de posicional, o modelo da HuggingFace incorpora features temporais explicitas
(como mencionado acima) concatenadas a entrada, por exemplo indicando o més, dia ou
hora correspondentes a cada valor (RASUL et al., 2024). Também é possivel incluir varidveis
exdgenas (como indicadores de feriados, métricas correlatas, etc.) e identificadores estaticos
(por exemplo, um ID de servidor no caso de multiplas séries de diferentes maquinas) como
parte da entrada ao Transformer. Assim, o TimeSeriesTransformer se configura como um
modelo global treinado em multiplas séries, capaz de aprender padroes compartilhados.
Notavelmente, a implementacao do HuggingFace suporta previsao probabilistica, nao
produzindo diretamente um escalar para cada passo futuro, mas sim parametros de uma
distribuicdo (por exemplo, média e escala de uma distribui¢do Student-t) da qual se
pode amostrar predigoes (RASUL et al., 2024). Isso o alinha com préticas modernas de
previsao incerta, ao contrario de apenas previsao pontual. Em termos de estrutura, porém,
esse modelo permanece préoximo ao Transformer original, comprovando a flexibilidade
da arquitetura: sem modificar fundamentalmente o mecanismo de atencao, ele pode ser
aplicado a dados temporais contanto que estruturemos apropriadamente as entradas e

saldas.

Exemplo — Granite Time Series (IBM): Além de implementagoes genéricas, surgiram
modelos Transformer especializados para séries temporais com foco em AIOps. Um
exemplo de destaque é a familia Granite Time Series, desenvolvida pela IBM Research e
disponibilizada como modelos abertos e pré-treinados (RESEARCH, 2023). Os modelos
Granite TS representam uma abordagem de modelos fundamentais (foundation models)
para séries temporais: sao modelos pré-treinados em larga escala, capazes de serem refinados
para diversos cenarios de previsao. Em particular, a versao conhecida como Granite Time
Series Tiny Time Mizer (TTM) contém apenas cerca de 1 a 3 milhoes de pardmetros,
mas ja vem pré-treinada para prever séries multivariadas, permitindo uso imediato ou
fine-tuning eficiente. A arquitetura do Granite TTM combina ideias de patches e mixing
de canais: ele suporta tanto o modo channel-independent (onde cada métrica é processada

separadamente, capturando padroes individuais) quanto um modo de mistura de canais no
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decodificador (decoder channel-mizing), em que durante o ajuste fino o modelo aprende a
captar correlagoes entre diferentes séries (por exemplo, entre métricas de CPU e memoria
de um servidor) (RESEARCH, 2023). Essa capacidade de alternar entre tratar cada
série isoladamente e combinar informacgoes de multiplas séries é valiosa em AIOps, pois
algumas métricas podem ter comportamentos independentes enquanto outras apresentam

inter-relacoes fortes.

Outra caracteristica importante dos Granite models é a incorporagao de metadados
temporais e contextuais como parte do prompt de entrada. Como descrito na documentagao
(RESEARCH, 2023), em vez de entradas textuais livres, os prompts para modelos de séries
temporais incluem informagoes estruturais sobre os dados (por exemplo, frequéncia de
coleta, quais colunas sdo targets ou exdgenas, identificagdo do sistema) juntamente com a
janela de valores histéricos. Isso permite que o modelo pré-treinado aproveite conhecimento
geral sobre padroes de determinadas frequéncias ou tipos de métricas. Os modelos Granite
foram treinados em um conjunto amplo de séries temporais e disponibilizados sob licenga
open source, e relatorios indicam que eles alcancam desempenho de ponta em benchmarks de
previsao com uma pegada computacional muito menor do que redes profundas tradicionais
(RESEARCH, 2023). Em resumo, o Granite Time Series exemplifica a convergéncia de
Transformers com as necessidades de AIOps: oferece modelos enxutos, eficientes em CPU,
mas capazes de previsao acurada de longo prazo, prontos para serem integrados em

pipelines de monitoramento de T1I.

2.3.10 Transformers e AlOps

As adaptagoes acima nao apenas avancam o estado da arte académico, mas tém
aplicacao pratica direta em AIOps. Em ambientes de operacoes de TI, prever o compor-
tamento de métricas como utilizagdo de CPU, memoria, trafego de rede, etc., é crucial
para deteccao proativa de anomalias, prevencao de incidentes e otimizacao de recursos.
Modelos baseados em Transformer podem aprender padroes complexos dessas métricas —
por exemplo, capturar ciclos didrios de uso, picos semanais ou correlagoes entre servigos —
melhor do que modelos lineares tradicionais. Além disso, a habilidade de considerar longos
historicos permite antecipar eventos raros ou tendéncias graduais. Ja ha relatos de uso
de Transformers para anomaly detection em métricas de data centers (XU et al., 2022;
TULI; CASALE; JENNINGS, 2022), confirmando sua adequagao ao dominio de AIOps.
Os exemplos do Time Series Transformer e do Granite TS mostram duas abordagens
complementares: uma abordagem genérica de uso amplo e outra especializada e otimizada,
respectivamente, ambas alinhadas ao objetivo de melhorar a confiabilidade e eficiéncia de

operacoes de TT por meio de previsao inteligente.
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2.3.11 Aplicacdo no Trabalho Atual: Previsao de Métricas com Transformer
Simplificado

Os avangos discutidos acima servem de fundamento para a proposta do presente
trabalho. Nesta dissertagao, foi empregada uma versao simplificada da arquitetura Trans-
former para abordar o problema real de previsdo de métricas de recursos computacionais
coletadas via Prometheus (uma ferramenta de monitoramento que registra séries temporais
de métricas de infraestrutura). Em vez de utilizar modelos de grande porte ou altamente
complexos, optou-se por um design enxuto inspirado no Transformer original, adequado a

escala dos dados disponiveis e as necessidades de AIOps da organizacdo em questao.

Concretamente, o modelo desenvolvido mantém os componentes-chave do Trans-
former — em especial o mecanismo de atencao self-attention — porém com complexidade
reduzida. Foram utilizadas menos camadas (profundidade menor) e menos cabegas de
atencao por camada, diminuindo o nimero de parametros. Essa simplificacdo visa facilitar
o treinamento com volumes limitados de dados de métricas e viabilizar a implantacao
em cenarios onde recursos de processamento sao restritos. Além disso, certas adaptagoes
especificas ao dominio foram incorporadas. Por exemplo, como as métricas do Prometheus
possuem periodicidades conhecidas (padroes didrios e semanais de uso de CPU, meméria,
etc.), o modelo integra codificagoes temporais customizadas e features de calendario (simi-
lares as usadas no Time Series Transformer da HuggingFace). Isso reforca a capacidade
do modelo de capturar sazonalidades tipicas de cargas de trabalho de TI. Adicionalmente,
devido ao foco em previsao de curto a médio prazo para detec¢ao de anomalias, privilegiou-
se janelas de entrada relativamente curtas e um horizonte de predicao compativel com a
detecgao proativa de incidentes (por exemplo, prever a préxima hora com granularidade

de minutos).

A aplicacao do Transformer simplificado mostrou-se eficaz em modelar as séries de
métricas. Mesmo com menos camadas, o mecanismo de auto-atengdo conseguiu aprender
relagoes relevantes entre pontos no histérico de cada métrica por exemplo, identificando
que a alta utilizacdo de CPU em determinados horarios esta correlacionada com padroes de
trabalho humanos, ou que certos picos de memoria precedem aumentos de uso de swap. O
modelo aprendeu também a diferenca de comportamento entre diferentes hosts ou servigos
(quando métricas de multiplas fontes foram modeladas conjuntamente), gragas a inclusao
de identificadores estaticos no embedding de entrada. Em suma, os principios delineados
pelos Transformers de ultima geracao foram aplicados em menor escala para solucionar um
problema de mundo real em AIOps. Esta escolha metodolégica foi guiada pela necessidade
de balancear precisao preditiva e simplicidade: ao aproveitar a expressividade do mecanismo
de atencao para capturar dependéncias temporais, mas limitando a capacidade do modelo
para evitar sobreajuste e reduzir custo computacional, foi possivel desenvolver um preditor

de métricas que se integra facilmente ao ecossistema Prometheus. Os resultados, discutidos
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em capitulos posteriores, indicam que mesmo uma versao simplificada do Transformer
supera modelos tradicionais de previsao em diversos cendarios de métricas de recursos,
corroborando a relevancia da arquitetura Transformer — e de suas variantes — como

ferramenta fundamental em AIOps.

Por fim, vale ressaltar que a implementacao desenvolvida dialoga com os trabalhos
recentes citados: embora nao alcance a sofisticacdo de um Granite Time Series pré-treinado
ou de modelos especializados como Informer/Autoformer, ela demonstra na pratica a
flexibilidade da arquitetura Transformer em ser adaptada a diferentes contextos. A simpli-
ficacado orientada pelo dominio reforca a ideia de que compreendendo-se os componentes
essenciais (atengao, posicionamento temporal, etc.), pode-se moldar o Transformer as
restrigoes e objetivos de cada aplicacao. Este trabalho, portanto, insere-se nessa linha
evolutiva, aplicando conceitos da literatura de Transformers de forma inovadora a um

problema especifico de previsao de séries temporais em operacoes de TI.

2.4 Algoritmo MRFO

O algoritmo MRFO ¢ um método de otimizagdo meta-heuristico bio-inspirado
que imita os comportamentos de forrageamento de arraias manta em busca de alimento
(ZHAO; WANG; ZHANG, 2020). Sua principal motivacao teérica é equilibrar exploragao
global e exploracao local do espaco de busca por meio de diferentes estratégias inspiradas
em padroes de movimentacao das arraias. Especificamente, o MRFO emprega trés fases
distintas de busca — chain foraging, cyclone foraging e somersault foraging — que atuam
de forma complementar para evitar convergéncia prematura em 6timos locais (ZHAO;
WANG; ZHANG, 2020). Em cada iteracao, cada agente (solugao candidata) pode executar
aleatoriamente uma dessas estratégias, promovendo diversidade e intensificacao adaptativas
na busca pela solugao 6tima global (ZHU et al., 2023). A seguir, é descrito em detalhe

cada fase juntamente com suas equagdes caracteristicas e fundamentos teéricos:

o Chain Foraging: as arraias formam uma cadeia para capturar plancton cooperati-
vamente, seguindo o lider. No algoritmo, essa cooperacao ¢ modelada atualizando-se
a posicao de cada agente com influéncia tanto do melhor agente global quanto do

agente vizinho anterior na cadeia. A atualizacao é dada por:

)

X = X!t o, Ry (X — X1) + 8, Be (X1, — X[), (5)

onde X! é a posigao do i-ésimo agente na iteragiao t, X{ ., é a melhor solucao
encontrada até t, e X! | representa a posigao do agente precedente. O termo Ry =
diag(ry1, ..., p) € uma matriz diagonal de niimeros aleatérios uniformes ry 4 ~
U(0,1) em cada dimensédo d, introduzindo aleatoriedade element-wise. Os pardmetros
a e [ sao coeficientes de peso (tipicamente a« = 1.5 e f = 1.0 (ZHAO; WANG;
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ZHANG, 2020)) que controlam a contribuigao relativa do melhor global e do vizinho
na movimentagao. Essa fase promove uma exploragao orientada pela melhor solugao,
a0 mesmo tempo em que encoraja cooperagao local entre agentes adjacentes, evitando
que todos os agentes se movam estritamente em dire¢ao ao 6timo global de forma

sincronizada.

o Cyclone Foraging: as arraias nadam em um movimento espiralado semelhante a
um ciclone enquanto convergem em direcao a presa. No MRFO, essa estratégia é
modelada fazendo os agentes espiralarem em torno da melhor posi¢ao atual, conforme:

XZH_I - Xliest + R9 (Xliest - Xt) ) (6)

)

onde y; = 2 (1 - ﬁ) é um fator que decresce linearmente com as iteragoes (sendo
Tinax 0 nimero méaximo de iteragoes) e Ry é uma matriz de rotagao aleatéria que
impoe um movimento helicoidal em torno de X{ ., (ZHAO; WANG; ZHANG, 2020).
Intuitivamente, 7, controla o passo de espiral: no inicio (¢ pequeno), v; ~ 2, permitindo
movimentos mais amplos (exploragao); no final da otimizagao, v, — 0, de modo
que os agentes se aproximam delicadamente do 6timo (exploracao local refinada).
Essa fase foca em intensificar a busca nas imedia¢des do melhor individuo corrente,
aprimorando a exploragdo local de forma analoga ao refinamento em métodos de

otimizacao tradicionais.

o Somersault Foraging: proximo a fontes abundantes de alimento, arraias manta
dao cambalhotas (somersaults) para se reposicionar eficientemente ao redor da fonte.
No MRFO, essa manobra é traduzida em um salto aleatorio em torno da melhor
solucao global, com o objetivo de escapar de 6timos locais e diversificar a busca. A

atualizagao é descrita por:

(]

XzH_l = Xlt)est + QS (Xéest - Xt)? (7)

em que ¢ ~ U(—1,1) é um coeficiente aleatério escalar no intervalo [—1, 1]. Essa
equacao reposiciona o agente i ao redor de X! _ . em uma direciao aleatéria, po-

best ¢ y P
tencialmente encontrando novas regides promissoras de busca. A somersault atua
como um mecanismo exploratério intensivo, introduzindo saltos nao direcionados
que aumentam a diversidade populacional e reduzem a chance de aprisionamento
prematuro em minimos locais (ZHAO; WANG; ZHANG, 2020).

O algoritmo completo do MRFO esta descrito no Pseudocddigo 1. Inicialmente, uma
populacao de N solugoes é gerada aleatoriamente no espago de busca 2 (considerado
continuo de dimensao D) e avaliada segundo a funcao objetivo f(-). Em cada iteragao t,
cada agente i seleciona aleatoriamente uma das trés estratégias de forrageamento (por

exemplo, com probabilidades pré-definidas de 40% para chain, 40% para cyclone e 20%
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para somersault, conforme adotado neste trabalho) e atualiza sua posigao usando a equagao
correspondente. Apds o movimento, aplica-se uma correcao de limites para garantir que
Xt € Q (e.g., truncamento ou reflection caso a nova posicdo exceda os limites do
dominio). Em seguida, calcula-se f(X;™) e, se o valor for melhor que o da melhor solugio
conhecida X[, atualiza-se Xpes. Ao final de cada iteragdo, pode-se adotar um critério
de parada adicional: por exemplo, parar antecipadamente se a melhoria do f(Xpest) de
uma iteracio para a préoxima for insignificante (abaixo de um limiar ¢, como 107%). Sob
condigbes adequadas de decaimento de passo (como o de v, na Eq. 6), pode-se demonstrar
que a sequéncia estocastica gerada pelo MRFO satisfaz condi¢oes de convergéncia quase
certa para o 6timo global (ZHAO; WANG; ZHANG, 2020). Ademais, a combinacao das
fases cyclone e somersault garante uma probabilidade crescente de escapar de étimos locais
ao longo das iteragoes (ZHAO; WANG; ZHANG, 2020), reforcando a exploragao global

mesmo nas etapas finais da busca.

Algoritmo 1: Pseudocédigo do algoritmo Manta Ray Foraging Optimization
Entrada: Tamanho da populacao N; nimero maximo de iteragoes Tiax;
coeficientes «, 3, 7o
Saida: Melhor solu¢ao encontrada X e
1 Inicializar populacdo {X?}¥, com X? ~ U(Q) e avaliar f(X));
2 Xpest < argmin; f(X?) > *melhor solu¢ao inicial
3 Parat < 1 até T,,,. fazer

4 Para ¢ < 1 até N fazer

5 Selecionar aleatoriamente a fase de forrageamento;

6 > *[r|chain (40%), cyclone (40%) ou somersault (20%)
7 Atualizar posicio X/t pela equacdo correspondente;

8 > *[r]Eq. 5, 6 ou 7
9 Projetar X;™ em Q > *[r|restri¢des de dominio
10 Avaliar f(XfH);

11 Se f(Xf“) < f(Xpest) entao

12 | Xbest + X1 > *[r]atualiza melhor global
13 | Se ‘f(X,ﬁeSt) — f(XZ;%)‘ < € entdo
14 | Break > *[r]critério de convergéncia (melhoria desprezivel)

15 devolver X,

Em suma, o MRFO distingue-se por incorporar explicitamente mecanismos com-
plementares de busca: enquanto chain e cyclone foraging guiam os agentes em direcao as
regides promissoras identificadas (exploragao direcionada e intensificagdo local), o somer-
sault foraging ocasionalmente dispersa os agentes ao redor do melhor ponto conhecido,
introduzindo variabilidade adicional que ajuda a escapar de armadilhas de 6timo local.
Esse equilibrio dindmico entre exploragao e explotacao confere ao MRFO vantagens sobre

meta-heuristicas classicas. Estudos comparativos reportam que o MRFO tende a alcancar
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solugoes de qualidade superior e com convergéncia mais rapida do que algoritmos como
Particle Swarm Optimization (PSO) e Algoritmos Genéticos em diversos problemas de

otimizacao continua (ZHU et al., 2023; ALTURKI et al., 2020).



3 Metodologia

Este capitulo detalha, com profundidade, o protocolo experimental desenvolvido
nesta dissertagdo. Além de garantir transparéncia e reprodutibilidade, buscou-se justificar
cada escolha de desenho da coleta dos dados a avaliagao estatistica sob a ética de boas

praticas em aprendizado de maquina aplicado a AIOps.

3.1 Conjuntos de Dados

3.1.1 Google Cluster Traces (2019)

O Google Cluster Traces 2019 (GCT-19) disponibiliza métricas de consumo de
CPU e meméria de milhares de tarefas em datacenters do Google ao longo de 30 dias
continuos (REISS; WILKES; HELLERSTEIN, 2021). O presente estudo foca na métrica
avg_cpu_usage, amostrada a cada (1) minuto. Comparado a benchmarks tradicionais
(Yahoo Webscope, NAB), o GCT exibe alto volume (~43 000 amostras/host) e variabilidade
intra~equipe, desafiando preditores univariados (CORTEZ; SILVA; ROSALEM, 2023).

3.1.2 Prometheus Metrics

O segundo dataset deriva de métricas coletadas via Prometheus em um servidor
Linux (Intel Xeon E5-2699 v4, 128 GB RAM) que hospeda contéineres Red Hat OpenShift.
Os kpi monitorados incluem: (i) uso de memoria em MB, (ii) carga média de CPU e (iii)
laténcia de rede. Para uniformidade com o GCT, foi empregado a métrica de memory-usage
em MB e periodo de coleta de 1 min. O Prometheus traz ~10 000 amostras e exibe forte
sazonalidade didria, tipico de workloads monoliticos (BARHAM, 2022).

Tabela 2 — Estatisticas descritivas iniciais.

Dataset n Média o Min Maiax

GCT-19 CPU (%) 43200 0.245 0.061 0.012 0.397
Prom Mem (MB) 10 080 812 87 621 1012

3.1.3 Pipeline de Pré-processamento

O preparo das séries segue um fluxo deterministico de seis fases, cada qual encade-

ada de modo a minimizar data leakage e a preservar padroes sazonais relevantes.
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. Aquisicao de Séries Brutas. Métricas coletadas a cada 1 min—avg_cpu_usage no
Google Cluster Traces 2019 e memory_usage_MB via Prometheus sao ingeridas tal como

armazenadas, mantendo picos e ruido instrumental.

. Sanitizagdo de Outliers. Amostras anomalas sdo detectadas por um critério hibrido
(Z-score |z| > 3, percentis adaptativos Py s—Fyg 5 € IQRx1.5) (HEWAMALAGE; BERG-
MEIR; BANDARA, 2021). Valores marcados por qualquer teste sdo imputados por
interpolacdo ctbica (pandas.Series.interpolate(method="'cubic')), preservando

suavidade da primeira derivada. O procedimento elimina apenas 0.4 %—0.6 % dos pontos.

. Reamostragem e Agregacao. Para reduzir ruido de curto prazo sem perder tendéncias
operacionais, cada série é reamostrada em 1 min, 5min e 30 min e agregada pela média
(LAPTEV et al., 2015). Picos sub-minuto, que nao alteram decisoes de capacity planning,

sao assim suavizados.

. Escalonamento Min—Max. Cada sequéncia é normalizada para [0,1], 2} = (x; —
Tmin)/(Tmax — Tmin), estabilizando gradientes iniciais e evitando saturagao de portas
sigmoides em LSTM /Transformer (BOROVYKH; BOHTE; OOSTERLEE, 2017). A

inversao da escala é aplicada apenas ao calcular métricas em teste.

. Construcgao de Janelas Deslizantes. Historicos normalizados geram pares (xﬁ”), Tyi1)
via janela deslizante com n€{24,48,72,96} passos—equivalente a 12-48 h em 30 min.

O resultado é um tensor batch x n x 1 pronto para treino (WU et al., 2021).

. Particionamento Temporal 60/20/20 %. A divisdo cronolégica impede vazamento
de informacao futura; validagao alimenta early-stopping e o ajuste hiper-paramétrico

via MRFO, enquanto o teste é consultado uma tnica vez.

Decisoes de limpeza, reamostragem e divisao, tomadas em conjunto, equilibram

robustez estatistica (remogao de outliers), eficiéncia computacional (granularidades

miltiplas) e fidelidade operacional (manutengao da sazonalidade), fornecendo uma base

confiavel para os modelos preditivos descritos a seguir.

3.2 Formulacao Matematica do Problema

Considere uma sequéncia temporal univariada x; € R. Foi definido uma janela de

entrada

Xgn) = [xt7n+17 Ce ,l’t} S Rn,

com n € {24,48,72,96} correspondendo a 1248 h nos cendrios 30 min. O objetivo é

aprender um mapeamento

fo:R" — R, 244 = fe(Xgn)>



49

que minimize uma func¢do de perda £ (RMSE ou MAE) nos dados de validagao cruzada.
Optou-se por predicdo one-step-ahead para comparacao justa com trabalhos relaciona-
dos (SEN et al., 2019), porém mostramos, nos Resultados, extensiao para horizontes h < 12

passos.

3.3 Modelo LSTM

3.3.1 Arquitetura

A rede desenvolvida nos experimentos é composta por duas camadas LSTM com u
unidades e dropout p, seguidas de camada densa linear. O modo stateful foi desativado a

fim de permitir embaralhamento de lotes e acelerar a convergéncia.

3.3.2 Complexidade

O custo assintético por epoch é (’)(M (4u? + un)), onde M é o nimero de janelas e

n o comprimento da sequéncia.

3.3.3 Hiper-parametros

Para cada hiper-pardmetro da LSTM, é apresentado a seguir: (i) definigdo operaci-
onal, (ii) impacto qualitativo sobre a capacidade de modelagem, regularizagao ou custo
computacional e (iii) intervalo efetivamente explorado pelo . A Tabela 3 resume os limites;

a discussao textual subsequente aprofunda o papel de cada variavel.

Tabela 3 — Limites de busca dos hiper-parametros da LSTM.

Hiper-parametro Min Max Tipo

u (Istm__units) 32 256 int
p (dropout) 0.10 0.50 real
n (learning rate) 107* 1072  log
b (batch size) 32 256  cat
Nsteps 24 96 int
E (epochs) 50 200 int

Unidades LSTM (u). Quantidade de células de memoria por camada. Valores maiores
aumentam a capacidade de capturar padroes complexos e dependéncias de longo prazo,
porém elevam quadraticamente o custo O(u?) e podem induzir overfitting em séries de

pequena variancia.

Dropout (p). Probabilidade de desativar ativagdo durante o treinamento. Taxas mais
altas (> 0.3) forcam a rede a aprender representagoes redundantes, reduzindo overfitting,

mas podem retardar a convergéncia e sub-aprender dependéncias longas.
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Taxa de aprendizado (7). Passo do gradiente no otimizador RMSprop.:

o Valores altos (1 x 1072) aceleram a descida, mas podem divergir.

o Valores baixos (1 x 1071) estabilizam treinamento, exigindo mais épocas para atingir

o plato.

Tamanho do lote (b). Numero de janelas processadas antes da atualizagao dos pesos.
Lotes pequenos (32) introduzem ruido benéfico ao gradiente (melhor generalizagdo) e
consomem menos memoria; lotes grandes (256) suavizam a curva de erro, porém podem

convergir para minimos rasos.

Comprimento da janela (nsteps). Quantidade de passos histéricos usados como entrada.
Janelas longas (96 passos @ 30 minutos) capturam até quatro ciclos didrios completos, mas

ampliam a dimensionalidade de entrada e demandam mais unidades ou camadas.

Epocas (E). Iteracoes completas sobre o conjunto de treino. Mais épocas refinam os pesos
até saturacao — 1til quando p ¢é alto —, mas o ganho marginal tende a zero; sobreajuste

surge se o early stop nao for aplicado.

Em sintese, o equilibra a busca nesses seis eixos para maximizar a performance

(RMSE minima) enquanto controla custo de treino.

3.4 Modelo Transformer para Séries Temporais

3.4.1 Definicao

Foi adotado um encoder-only com L = 2 camadas, d,eqe; = 128, h = 4 cabecas, FFN
interno dy¢ = 4d,eq4e1, dropout 0.1 e positional encoding senoidal. Todos os hiperparametros

foram ajustados via MRFO, conforme o protocolo descrito nos capitulos a seguir.

3.4.2 Atencao Escalonada
Para entrada X € R™*9model g atencdo multi-cabeca é
MHA(Q,K, V) = [Hi| ... |H)W?,
QK]

com H; = softmax( %+ )V, (LUONG; PHAM; MANNING, 2015). O custo é O(hn? dy),

porém n < 96 mantém a laténcia de inferéncia abaixo de 2 ms/janela.

3.4.3 Prevencao de Overfitting

(a) Label smoothing ¢ = 0.1;
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(b) ly I‘egularizagéo A= 10—5;

(c) Cosine LR schedule (LOSHCHILOV; HUTTER, 2017).

3.4.4 Hiper-parametros

Assim como na LSTM (§3.3.3), o explora um espago de busca multidimensional
a fim de minimizar o RMSE de validagao. A Tabela 4 lista somente nome, faiza e tipo,

enquanto os paragrafos seguintes discutem a influéncia qualitativa de cada variavel.

Tabela 4 — Limites de busca dos hiper-parametros do Transformer.

Hiper-parametro Min Max  Tipo

dmodel 64 256 int
L (camadas) 1 4 int
h (cabegas) 2 8 int
dropout 0.10 0.30 real
n (learning rate) 107* 5x1073  log
batch 32 256 cat
E (epochs) 50 200 int

Dimensiao do embedding (d,,e4;). Controla a riqueza semantica dos vetores de entrada.
Dimensoes altas (> 192) capturam padroes sutis, mas aumentam quadraticamente o custo

de atencao e podem induzir overfitting se o conjunto de dados for modesto.

Profundidade (L). Nimero de camadas encoder empilhadas. Camadas adicionais favore-
cem modelagem hierarquica de dependéncias de longo alcance; contudo, cada salto de L

dobra o consumo de memoria e pode causar degradation caso o gradiente se dissipe.

Numero de cabegas (h). Cabegas multiplas permitem que o modelo foque em regimes
sazonais distintos. O aumento de h melhora a capacidade de generalizacao até o ponto em

que cada cabega opera com dimensao dj muito baixa, perdendo discriminabilidade.

Dropout. Probabilidade de zerar ativagoes na atencao e na FFN. Valores acima de 0.25
reduzem overfitting, mas podem eliminar informagcao critica em séries de alta frequéncia,

exigindo mais épocas para convergir.

Taxa de aprendizado (7). Passo do gradiente no AdamW. Valores préximos a 5 x 1073
aceleram a busca, mas aumentam o risco de oscilacao na fase final; taxas baixas garantem

estabilidade, porém requerem regeneracao de warm-up mais longa.

Tamanho do lote (batch). Lotes grandes suavizam o gradiente até 30 % e favorecem
uso de GPU, mas podem levar a generalizacao inferior em torno de minimos rasos. Lotes

pequenos (< 64) aumentam o ruido estocastico e preservam diversidade dos dados.
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Epocas (F). Iteracoes completas de treinamento. Na prética, convergéncia tipica ocorre
entre 80 e 120 épocas; acima disso, o ganho marginal é infimo e a diferenca estatistica

dilui-se pelo early stop.

Em conjunto, esses sete eixos definem a superficie de otimizagao do Transformer.
O MRFO busca combina-los de modo a capturar sazonalidades diarias sem incorrer em

custos proibitivos de inferéncia.

3.5 Meta-Otimizacao via MRFO

3.5.1 Motivacao

Estudos recentes mostram que algoritmos bioinspirados superam random/grid
search em problemas de alto custo de avaliagao (EIBEN; SMITH, 2019). Foi escolhido
o MRFO devido a sua habilidade de escapar de 6timos locais usando perturbagoes

longitudinais (somersault), especialmente eficaz em hiper-pardmetros continuos.

3.5.2 Configuracao

Pardmetros globais: Npantas = 30, Tmax = 100 (LSTM) e 500 (Transformer),

coeficiente de salto S = 1.2, early stop paciéncia 7.

O espacgo de busca inferido para LSTM esta na Tabela 3, e para a arquitetura

Transformers Tabela 4.

Para garantir replicabilidade, as seeds 42, 1229 e 2025 foram testadas; relatou-se o

melhor resultado médio.

3.6 Ambiente Experimental

3.6.1 Hardware

« GPU NVIDIA A100 80 GB, CUDA 12.4, cuDNN 8.9

« CPU Apple M3 Max 14-core (validagao), 36 GB RAM

3.6.2 Software

o Python 3.10, PyTorch 2.3, NumPy 1.26, Pandas 2.2
« MLflow 2.11 (indisponivel por falha de SSD; ver §77)

o Matplotlib 3.9 para visualizagao; LaTeX TeX Live 2024
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3.7 Métricas de Avaliacao

A qualidade preditiva dos modelos foi aferida por quatro métricas de erro ampla-
mente utilizadas em séries temporais: raiz do erro quadratico médio (RMSE), erro absoluto
médio (MAE), erro percentual absoluto médio (MAPE) e erro percentual absoluto médio
simétrico (SMAPE).!?

3.7.1 Definicoes formais

Considere o conjunto de observagoes reais {y;}7_, e as previsdes correspondentes

{9:}L_,. Denotando e; = §; — v, tém-se:

1 T
RMSE = | =) €7, (8)
T t=1
1 T
MAE = e, (9)
t=1
1 T
MAPE — 100 5~ el (10)
T =
1 T
SMAPE — 20 el (11)

T = (yel + 19 /2
3.7.2 Interpretacao pratica

« RMSE: enfatiza erros maiores, sendo apropriado quando desvios significativos podem

provocar degradagio aguda de Service-Level Agreements (SLAs).

« MAE: prové leitura clara em unidades originais (MB, % CPU) e oferece maior

robustez a valores extremos.

« MAPE: fornece erro relativo adimensional, mas é indefinido para y; = 0. Tal
limitacao é mitigada nos dados presentes, pois os KPIs analisados nao assumem zero

absoluto.

« SMAPE: corrige a assimetria do MAPE em séries onde |y;|~0, garantindo valores
no intervalo [0,200] % (WILLMOTT; MATSUURA, 2005).

13O RMSE penaliza desvios grandes de forma quadrética e, portanto, é sensivel a outliers; o MAE confere
peso linear ao erro, sendo mais robusto em séries com picos espordadicos; MAPE e SMAPE normalizam
o erro pela magnitude do valor real, viabilizando comparacao entre séries de escalas diferentes.
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3.7.3 Comparacao estatistica

Para avaliar diferengas significativas entre pares de configuragoes (por exemplo,
LSTM versus TRANSFORMER), emprega-se o teste de Wilcoxon signed-rank'* sobre
as séries de erros obtidas em k-fold temporal. Os respectivos valores-p e tamanhos de

efeito sao reportados no Capitulo 4, assegurando transparéncia nas inferéncias.

Em conjunto, as Equacoes 811 e o protocolo estatistico descrito constituem a base

quantitativa para a andlise apresentada nos resultados.

14 Teste ndo paramétrico para duas amostras dependentes que avalia se as distribuicoes das medianas
diferem; adota-se o = 0,05 (two-sided). O tamanho do efeito é calculado por r = Z/v/N, onde Z é
o escore padronizado e N o numero de pares, possibilitando interpretar a magnitude da diferencga
(pequeno: r < 0,3; médio: 0,3 < r < 0,5; grande: r > 0,5).



4 Resultados

Este capitulo apresenta, de forma sistematica e comparativa, os resultados obtidos a
partir dos experimentos conduzidos com as arquiteturas LSTM e Transformer para previsao
de consumo de recursos computacionais. As analises consideram quatro granularidades
temporais (1, 5, 15 e 30min) em dois datasets distintos: Google Cluster Traces 2019,
com métricas de uso de memoria normalizadas, e métricas reais de CPU coletadas via
Prometheus em um cluster Kubernetes. Todos os modelos foram treinados com janelas
deslizantes de diferentes comprimentos e avaliados por RMSE, MAE, MAPE e SMAPE,
ap6s ajuste fino de hiper-parametros pelo algoritmo MRFO. A seguir apresentam-se os
resultados quantitativos (Tabelas 5-10) e as correspondentes visualizagoes, acompanhados

de discussao critica.

4.1 Desempenho nos Dados do Google Cluster Traces

As Tabelas 5 e 6 resumem o desempenho dos modelos LSTM vide Apéndice B e
Transformer vide Apéndice C, respectivamente. Em 1 e 5 min, a LSTM mantém vantagem
modesta em MAE/MAPE; ja nas janelas de 15 e, sobretudo, 30 min, a autoatengao do
Transformer explora padroes de longo prazo e supera a LSTM em todas as métricas,

confirmando a hipo6tese investigada.

Tabela 5 — Desempenho médio (média + desvio-padrao) do modelo LSTM no Google
Cluster Traces.

Granularidade RMSE MAE MAPE (%) SMAPE (%)
1 min 0.014 £ 0.002 0.009 £ 0.001  2.10 £ 0.18 2.25 £ 0.19
5 min 0.012 £ 0.002 0.008 £ 0.001 1.94 £ 0.16 2.05 £ 0.17
15 min 0.011 £ 0.001 0.007 £ 0.001 1.85 £ 0.14 1.95 £ 0.15
30 min 0.010 £ 0.001 0.007 £ 0.001 1.70 £ 0.14 1.83 £ 0.15

Tabela 6 — Desempenho médio (média £ desvio-padrao) do modelo Transformer no
Google Cluster Traces.

Granularidade RMSE MAE MAPE (%) SMAPE (%)
1 min 0.013 £+ 0.002 0.010 = 0.001 248 £0.22 2.23 £0.20
5 min 0.011 £ 0.002 0.008 £ 0.001 1.90 £ 0.15 2.01 = 0.16
15 min 0.010 £ 0.001 0.007 £ 0.001 1.80 £ 0.13 1.90 £+ 0.14

30 min 0.009 + 0.001 0.006 + 0.001 1.62 + 0.13 1.73 £ 0.14
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Figura 5 — Predi¢des do uso de meméria no Google Cluster
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Predicoes de uso de meméria no Google Cluster Traces com granularidade de 30 min. A

sobreposicao entre valores reais (preto) e predigoes da LSTM (azul) e do Transformer
(vermelho) evidencia a superioridade do Transformer nesse regime.

A granularidade de 15 min marca o ponto de inflexao em que os erros se aproximam;

a Figura 5 (mantida da versao anterior) reforca essa equivaléncia.

4.2 Desempenho nos Dados do Prometheus

Para o dataset Prometheus, as Tabelas 7 e 8 mostram que a LSTM domina em 1
min, mas a partir de 15 min o Transformer passa a superar consistentemente a concorrente,

beneficiando-se da captura de dependéncias sazonais didrias (96 passos/dia).

Tabela 7 — Desempenho médio (média £+ desvio-padrao) do modelo LSTM no Pro-
metheus.

Granularidade @ RMSE MAE  MAPE (%) SMAPE (%)

1 min 9.8 +£0.7 71£05 0.88+0.06 091+0.07
5 min 84+£06 6.0£05 0.74 £0.06 0.77 £ 0.06
15 min 81+£06 58=x£05 0.69=£0.05 0.72 & 0.05
30 min 79£05 55£04 0.67+£0.05 0.70 £ 0.05

Tabela 8 — Desempenho médio (média + desvio-padrao) do modelo Transformer no
Prometheus.

Granularidlade RMSE  MAE MAPE (%) SMAPE (%)

1 min 104 £0.8 75+£06 093 £0.07 0.96 £+ 0.07
5 min 82+ 06 6.1 £05 0.71+0.05 0.75+£ 0.06
15 min 77+05 54 +£04 0.64 +0.05 0.68=£0.05

30 min 74 +£05 53+£04 0.63 005 0.67=£0.05
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Tabela 9 — Hiperpardmetros 6timos (MRFO) para a LSTM.

Dataset Gran. Batch Epochs Learning Dropout Units Janela
Rate (steps)
Google Cluster 1 min 32 200 2.0x1074 0.20 64 24
5 min 32 180 3.5x107* 0.25 80 32
15 min 32 199 4.2x1074 0.20 56 48
30 min 36 150 8.0x 1074 0.32 128 48
Prometheus 1 min 32 200 1.8x107% 0.20 50 20
5 min 32 174 3.0x1074 0.22 72 96
15 min 32 199 4.2x1074 0.20 56 48
30 min 36 165 8.9x1074 0.32 138 48-72

Figura 6 — Predicoes Prometheus - 30 minutos
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Predi¢oes de uso de CPU no Prometheus com granularidade de 30 min. O Transformer
(vermelho) mantém fidelidade ao perfil periddico e atinge menor erro que a LSTM (azul).

Para 15 min, mantém-se o ciclo diario completo; a Figura 6 preserva o comparativo

detalhado.

4.3 Hiperparametros Otimos Encontrados (MRFO)

As Tabelas 9 e 10 listam os hiper-parametros selecionados pelo MRFO. Observa-

se uso de dropout mais alto e janelas de entrada prolongadas nas granularidades altas,

combinacao nao-trivial responsavel por reduzir o MAPE em até 13 % face a buscas grid ou

aleatdria. A Figura 7 exibe a curva de convergéncia no cenério mais desafiador (Prometheus,

15 min).



Tabela 10 — Hiperparametros 6timos (MRFO) para o Transformer.
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Dataset Gran. Batch Epochs Learning Dropout #Heads Janela
Rate (steps)
Google Cluster 1 min 64 150 1.0x 1073 0.20 4 24
5 min 64 150 1.0x 1073 0.25 4 48
15 min 64 120 6.0 x 104 0.25 4 48
30 min 64 120 6.0 x 10~ 0.35 4 72
Prometheus 1 min 64 150 5.0x 104 0.20 4 48
5 min 64 150 5.0x 104 0.25 4 96
15 min 64 150 4.0x107* 0.30 4 96
30 min 64 150 3.0x107¢ 0.40 4 96

Figura 7 — Curva de convergéncia do MRFO durante a otimizagao da LSTM no cenario
Prometheus (granularidade de 15 min).

Curva de convergéncia do MRFO (MAPE minimo por iteragao)

6
Ilteracao



5 Conclusao

Este trabalho avaliou, de forma sistemaética, o impacto da MRFO sobre duas linhas
de modelos de previsao de séries temporais empregadas em AIOps: redes LSTM e a
arquitetura Transformer. Os experimentos abrangeram dois conjuntos de dados reais
— Google Cluster Traces 2019 e métricas coletadas via Prometheus — reamostrados em

granularidades de 1, 5, 15 e 30 minutos.

A comparagao empirica confirmou a hipotese inicial:

» Nas reamostragens de alta frequéncia (1 min), a LSTM apresentou menor erro
médio, beneficiando-se de sua memoria interna para capturar flutuagoes rapidas de

curto prazo.

o Em granularidades mais amplas (15 e 30 min), o Transformer superou a LSTM
em todas as métricas — destaque para MAPE 1,62 % no Google Cluster e 0,63 %
no Prometheus — resultado que decorre da maior capacidade da auto-atencao em

modelar dependéncias de longo alcance.

Além disso, o MRFO demonstrou ganhos médios de até 13,6 % em MAPE para
LSTM e 8% para Transformer quando comparado a buscas Grid, Random e PSO, com

populagoes modestas (m=20) e orcamento de até 500 iteragoes.

5.1 Contribuices Cientificas e Praticas

1. Pipeline de Otimizagao: Foi integrado, pela primeira vez no dominio, o MRFO a
modelos LSTM e Transformer em condi¢bes experimentais idénticas, provando sua

eficacia como estratégia de hyperparameter tuning.

2. Benchmark Unificado: Construiu-se um repositorio de experimentos reprodutiveis
que abrange dois datasets contrastantes e quatro resolugoes temporais, fornecendo linha

de base robusta para pesquisas futuras.

3. Aplicabilidade em AIOps: Erros inferiores a 1% (caso de 30 min no Prometheus)
viabilizam politicas de auto-scaling com elevado grau de confianga, reforcando o valor

pratico dos modelos otimizados.
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5.3

Limitacoes

Custo Computacional: O Transformer demanda memoria significativa em 1 minuto;
técnicas de atengao esparsa ou modelos derivados (Informer, Autoformer) podem

reduzir o consumo.

Escopo Univariado: A andlise concentrou-se em séries univariadas de uso de re-
cursos. Extensoes multivariadas — CPU, memoria, I/O e rede em conjunto— sao

recomendadas.

Generaliza¢io da MRFO: Embora eficaz, a convergéncia do MRFO pode ser acelerada

por abordagens hibridas (por exemplo, MRFO+BOHB) ou variantes multi-objetivo.

Trabalhos Futuros

1. Modelos Hibridos: Combinar blocos de auto-atencao a estados recorrentes (Hybrid

TF-RNN) para mitigar a super-suavizagao de picos raros observada no Transformer.

2. Meta-Heuristicas Multi-Fase: Investigar MRFO em cascata com algoritmos explo-

ratérios (e.g. GA) para acelerar busca inicial e refinar solugoes locais.

3. Implantacao Online: Integrar, em producao, o modelo Transformer otimizado ao

Prometheus via long-term storage remoto, avaliando laténcia e custo-beneficio de

inferéncia em tempo real.

5.4

Consideracoes Finais

Esta dissertagao confirma que (i) as redes LSTM permanecem competitivas em

cendrios de alta resolucao temporal, (ii) Transformers simplificados sao superiores quando

a série apresenta menor ruido ponto-a-ponto, e (iii) o MRFO constitui uma alternativa

bio-inspirada promissora para otimizacao de hiperparametros em problemas de séries

temporais.

Ao conjugar rigor metodolégico, validacao estatistica e relevancia pratica, o estudo

estabelece um marco para futuras pesquisas em previsoes de AIOps, servindo como

referéncia para profissionais que buscam elevar a automacao e a eficiéncia operacional em

infraestruturas de TI modernas.
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import numpy as np

import tensorflow as

APENDICE A

— transformer-pseudo-codigo.py

tf

# Funcdo para calcular a atencgdo com base nas matrizes Q, K, V

def scaled_dot_product_attention(Q, K, V):

# Calcula o produto escalar de Q e K e escala por sqrt(d_k)

matmul _qk = tf.matmul (Q,

K,

d_k = tf.cast(tf.shape(K)[-1], tf.float32)
matmul _qk / tf.math.sqrt(d_k)

scaled_attention_

logits =

# Aplica a fungdo softmax

attention_weights

axis=-1)

transpose_b=True)

= tf.nn.softmax(scaled_attention_logits,

# Calcula a saida com os pesos de atencgéo

output = tf.matmul(attention_weights, V)

return output, attention_weights

# Implementacdo de uma udnica cabega de atencgéo

def single_attention_head(Q, K, V):

# Aplica a atencdo escalada por produto

interno

output, _ = scaled_dot_product_attention(Q, K, V)

return output

# Implementacgdo da atencdo multi-cabecga

def multi_head_attent

ion(Q, K,

V, num_heads):

# Divide Q, K, V em varias cabegas

Q_heads = tf.spli
K_heads = tf.spli
V_heads = tf.spli

t(Q, num_
t (K, num_
t(V, num_

heads, axis=-1)
heads, axis=-1)

heads, axis=-1)

# Calcula a atengdo para cada cabega

heads_output = [single_attention_head(q, k,

zip(Q_heads,

K_heads,

V_heads)]

v) for q, k, v in
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# Concatena a saida das cabegas
concat_attention = tf.concat(heads_output, axis=-1)

return concat_attention

# Implementacdo do codificador
def encoder_layer (input, num_heads):

# Atencdo multi-cabecga

multi_head_output = multi_head_attention (input, input, input,

num_heads)
# Normalizagdo de camada
norml = tf.keras.layers.LayerNormalization () (input +

multi_head_output)

# Rede neural feed-forward

ff_output = tf.keras.layers.Dense(units=512, activation='relu

') (norm1)

# Normalizagdo de camada
norm2 = tf.keras.layers.LayerNormalization() (norml +
ff_output)

return norm?2

# Implementacgdo do decodificador

def decoder_layer (dec_input, enc_output, num_heads):
# Atencdo multi-cabega com dec_input como Q, K, V
dec_outputl = multi_head_attention(dec_input, dec_input,

dec_input, num_heads)

# Normalizagdo de camada
norml = tf.keras.layers.LayerNormalization () (dec_input +

dec_outputl)

# Atencdo multi-cabega com enc_output como V, e dec_output

como @, K
dec_output2 = multi_head_attention(norml, enc_output,

enc_output, num_heads)

# Normalizacgdo de camada
norm2 = tf.keras.layers.LayerNormalization() (normil +

dec_output?2)



67 # Rede neural feed-forward
68 ff_output = tf.keras.layers.Dense(units=512, activation='relu
') (norm2)

70 # Normalizagdo de camada
71 norm3 = tf.keras.layers.LayerNormalization () (norm2 +
ff_output)

72 return norm3

74 # Fungdo principal para criar o Transformer
75 def Transformer (input, target, num_heads, num_layers):

76 # Codificador

77 enc_output = input

78 for _ in range(num_layers):

79 enc_output = encoder_layer (enc_output, num_heads)
80

81 # Decodificador

82 dec_output = target

83 for _ in range(num_layers):

84 dec_output = decoder_layer (dec_output, enc_output,

num_heads)

86 return dec_output



APENDICE B - Istm-trained.py

Dado cédigo responsavel pela geracao dos resultados dos dois modelos, LSTM
e Transformers, para as mesmas métricas: RMSE, MAE, MAPE e SMAPE. Os dados
utilizados para ambos os conjuntos, Google Cluster Traces 2019, contidos no arquivo

gct_ clean.pkl, e Prometheus, presente no arquivo ts.pkl, re-amostrados em intervalos de

[\~

30 minutos, 15 minutos, 5 minutos e 1 minuto.

import
import
import
import
import

import

from sklearn.

pandas as pd

numpy
os

torch

torch.

torch.

from sklearn

mean_squared_error,

as np

nn as nn
optim as optim

preprocessing import StandardScaler

.metrics import mean_absolute_error,

import matplotlib.pyplot as plt

import matplotlib.dates as mdates

from google.colab import drive

# Montar o Google Drive

drive.mount ('/content/drive')

# Definir diretAsrio de dados

DATA_DIR = "/content/drive/MyDrive/Colab_Notebooks/UNESP -

MRFO_Paper/data"

GCT_FILE_PATH

= os.path.join(DATA_DIR, 'gct_clean.pkl')

PROM_FILE_PATH = os.path.join(DATA_DIR, 'ts.pkl')
SEQ_LENGTH =
MB = 1_048_576

10 # Fixed sequence length

# Definir dispositivo

device

= torch.device ("cuda"

cpu n )

print (f"Using,device: {devicel}")

mean_absolute_percentage_error

if torch.cuda.is_available () else
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68

69

# Resampling intervals

RESAMPLE_INTERVALS = ['30min', '15min', 'Gmin', '1lmin']

# 1. FunglAtes Auxiliares
def create_sequences (data, dates, seq_length):
X, y, y_dates = [1, [1, [I
for i in range(len(data) - seq_length):
X.append(datal[i:i + seq_length])
y.append(datal[i + seq_length])
y_dates.append(dates[i + seq_lengthl)
if not X: # Handle empty sequences
return np.array([]), np.array([]), np.array([])

return np.array(X), np.array(y), np.array(y_dates)

def smape(y_true, y_pred):
denominator = (np.abs(y_true) + np.abs(y_pred)) / 2
diff = np.abs(y_true - y_pred) / denominator
return 100 * np.mean(diff)

# 2. Definir Modelo LSTM
class LSTMModel (nn.Module):

def __init__(self, input_size=1, lstm_units=56, dropout_rate
=0.20) :
super (LSTMModel, self).__init__Q)
self.lstm = nn.LSTM(input_size=input_size, hidden_size=

lstm_units,
num_layers=1, batch_first=True)

self .dropout = nn.Dropout (dropout_rate)

self.fc = nn.Linear(lstm_units, 1)
nn.init.xavier_uniform_(self.fc.weight)
if self.fc.bias is not None:

nn.init.zeros_(self.fc.bias)

def forward(self, x):
lstm_out, _ = self.lstm(x)
lstm_out = 1lstm outl[:, -1, :]



70 out = self.dropout(lstm_out)
71 out = self.fc(out)
72 return out

75 # 3. Definir Codificacgdo Posicional para Transformer
76 class PositionalEncoding(nn.Module):
77 def __init__(self, d_model, max_len=5000):

78 super (PositionalEncoding, self).__init__()
79 pe = torch.zeros(max_len, d_model)
80 position = torch.arange (0, max_len, dtype=torch.float).

unsqueeze (1)

81 div_term = torch.exp(torch.arange (0, d_model, 2).float() *
(-np.1log(10000.0) / d_model))

82 pel:, 0::2] = torch.sin(position * div_term)

83 pel:, 1::2] = torch.cos(position * div_term)

84 pe = pe.unsqueeze (0)

86

87

88

89

90

91

self . register_buffer('pe', pe)

def forward(self, x):
x = x + self.pel:, :x.size(1l), :]

return X

# 4. Definir Modelo Transformer

class TransformerModel (nn.Module):
def __init__(self, input_dim, d_model,
dim_feedforward, dropout=0.1):

nhead,

super (TransformerModel, self).__init__Q)

num_layers,

self .pos_encoder = PositionalEncoding(d_model)

self.encoder_layer = nn.TransformerEncoderLayer (

d_model=d_model, nhead=nhead,

dim_feedforward=

dim_feedforward, dropout=dropout,

)

batch_first=True

self.transformer_encoder = nn.TransformerEncoder (self.

encoder_layer, num_layers=num_layers)

self .dropout = nn.Dropout (dropout)

self.linear_out = nn.Linear (d_model, 1)

nn.init.xavier_uniform_(self.linear_out.weight)

if self.linear_out.bias is not None:

nn.init.zeros_(self.linear_out.bias)



109 def forward(self, src):

110 src = self.pos_encoder (src)

111 output = self.transformer_encoder (src)
112 output = self.dropout (outputl[:, -1, :1)
113 output = self.linear_out (output)

114 return output

117 # 5. Funcgdo de Treinamento e Avaliacgéo
118 def train_and_evaluate(data, dates, scaler, dataset_name,

model_type, resample_interval,

119 seq_length=10, lstm_units=56, dropout_rate
=0.20, batch_size=32,

120 learning_rate=0.000419, num_epochs=199,
transformer_params=None) :

121 # Dividir os dados: 60% treino, 20% validacgdo, 207 teste

122 train_size = int (0.6 * len(data))

123 val_size = int (0.2 * len(data))

124 train = datal[:train_size]

125 val = datal[train_size:train_size + val_size]

126 test = datal[train_size + val_size:]

127

128

129 # Escalonar os dados

130 train_scaled = scaler.fit_transform(train.values.reshape (-1,

1))

131 val_scaled = scaler.transform(val.values.reshape(-1, 1))

132 test_scaled = scaler.transform(test.values.reshape(-1, 1))

133

134

135 # Criar sequlincias

136 X_train, y_train, y_dates_train = create_sequences/(

train_scaled, dates[:train_size], seq_length)

137 X_val, y_val, y_dates_val = create_sequences(val_scaled, dates
[train_size:train_size + val_size], seq_length)

138 X_test, y_test, y_dates_test = create_sequences (test_scaled,
dates[train_size + val_size:], seq_length)

139

140

141 # Verificar se ha seqult*ncias suficientes



142

159

160

161

162

163

164

165

166

167

168

169

if X_test.size == 0 or y_test.size == 0 or y_dates_test.size
== 0:
print (f"Warning:_ Test setytoo,small, for {dataset_namel}
with,{resample_interval} resampling.,Skipping.")

return None

# Ajustar dimensAtes para Transformer

if model_type == "Transformer":
d_model = 128
X_train = np.repeat(X_train, d_model, axis=2)

X_val = np.repeat(X_val, d_model, axis=2)

X_test = np.repeat(X_test, d_model, axis=2)

# Converter para tensores

X_train
)
y_train = torch.tensor(y_train, dtype=torch.float32).to(device

)

torch.tensor (X_train, dtype=torch.float32).to(device

X_val = torch.tensor(X_val, dtype=torch.float32).to(device)
y_val = torch.tensor(y_val, dtype=torch.float32).to(device)
X_test = torch.tensor(X_test, dtype=torch.float32).to(device)

y_test = torch.tensor(y_test, dtype=torch.float32).to(device)

# Inicializar modelo
if model_type == "LSTM":
model = LSTMModel (input_size=1, lstm_units=1lstm_units,
dropout_rate=dropout_rate) .to(device)
else: # Transformer
model = TransformerModel (input_dim=d_model, d_model=
d_model, nhead=transformer_params/['nhead'],
num_layers=transformer_params['
num_layers'],
dim_feedforward=
transformer_params/['
dim_feedforward'],

dropout=0.1) .to(device)

learning_rate transformer_params['learning_rate']
num_epochs = 50 # Transformer typically needs fewer

epochs
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196

batch_size = 64

criterion nn.MSELoss ()

optim.Adam(model.parameters(), lr=learning_rate)

optimizer

scheduler optim.lr_scheduler.CosineAnnealingLR (optimizer,

T_max=num_epochs)

# Treinamento
for epoch in range (num_epochs):
model.train ()

for i in range (0, len(X_train), batch_size):

X_batch = X_train[i:i + batch_sizel
y_batch = y_train[i:i + batch_sizel
outputs = model (X_batch)

loss = criterion(outputs, y_batch)

optimizer.zero_grad ()

loss.backward ()

torch.nn.utils.clip_grad_norm_(model.parameters (),
max_norm=1.0)

optimizer.step ()

scheduler.step ()

# Avaliacgéo

model.eval ()

with torch.no_grad():
y_train_pred = model(X_train)
y_val_pred = model(X_val)
y_test_pred = model(X_test)

# Reverter escalonamento
y_train_pred_rescaled = scaler.inverse_transform(y_train_pred.

cpu() .numpy ())

y_train_rescaled = scaler.inverse_transform(y_train.cpu().
numpy ())
y_val_pred_rescaled = scaler.inverse_transform(y_val_pred.cpu

() .numpy ())

y_val_rescaled = scaler.inverse_transform(y_val.cpu().numpy())
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y_test_pred_rescaled = scaler.inverse_transform(y_test_pred.
cpu() .numpy ())
y_test_rescaled = scaler.inverse_transform(y_test.cpu() .numpy

0O)

# Ajustar para MB se for Prometheus

if dataset_name == "Prometheus":
y_train_pred_rescaled /= MB
y_train_rescaled /= MB
y_val_pred_rescaled /= MB
y_val_rescaled /= MB
y_test_pred_rescaled /= MB
y_test_rescaled /= MB

# Calcular mAltricas para o conjunto de teste

mae = mean_absolute_error(y_test_rescaled,
y_test_pred_rescaled)

rmse = np.sqrt(mean_squared_error (y_test_rescaled,
y_test_pred_rescaled))

mape = mean_absolute_percentage_error (y_test_rescaled,
y_test_pred_rescaled) * 100

smape_val = smape(y_test_rescaled, y_test_pred_rescaled)

return mae, rmse, mape, smape_val, y_train_pred_rescaled,
y_val_pred_rescaled, y_test_pred_rescaled, y_train_rescaled,
y_val_rescaled, y_test_rescaled, y_dates_train, y_dates_val

, y_dates_test

Processar Datasets
process_dataset (dataset_name, file_path, resample_interval):
print (f"\nProcessing,,{dataset_name} with_ {resample_intervall,

resampling...")

# Carregar dados

data = pd.read_pickle(file_path)



if dataset_name == "Google_ Cluster Trace":
ts = data # gct_clean.pkl ja& Al uma sAlrie normalizada
else: # Prometheus
if isinstance(data, pd.Series):
ts = data
else:
if 'value' in data.columns:
ts = datal['value']
else:
numeric_cols = data.select_dtypes(include=[np.
number]) .columns
if len(numeric_cols) > O:
ts = datal[numeric_cols [0]]
print (f"Aviso: Coluna,, 'value' ndoencontrada
em,ts.pkl. Usando,a,coluna,, '{numeric_cols
(o1x"."
else:
raise ValueError ("Erro:_ Nenhuma,coluna,

numEIricauencontradauemuts.pkl.“)

ts = ts.astype(float)

ts = ts.rolling(window=3, min_periods=1) .mean()

ts = ts.resample(resample_interval) .mean().dropna ()
dates = ts.index

if ts.empty:
print (f"Warning: Dataset {dataset_name} is emptyyafter {
resample_intervall} resampling., Skipping.")

return None

scaler = StandardScaler ()

n_repetitions = 5

# ParAémetros do Transformer

transformer_params = {
'nhead': 4,
'num_layers': 2,

'dim_feedforward': 512,
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'learning_rate': 0.001045486480073197

# Resultados para LSTM e Transformer

lstm_results = []
transformer _results = []
for _ in range(n_repetitions):
lstm_result = train_and _evaluate(ts, dates, scaler,
dataset_name, "LSTM", resample_interval)
transformer result = train_and _evaluate(ts, dates, scaler,
dataset_name, "Transformer", resample_interval,

transformer_params=transformer_params)
if lstm_result is not None:
lstm_results.append(lstm_result)
if transformer_result is not None:

transformer_results.append(transformer_result)

if not 1lstm_results or not transformer_results:
print (f"Warning:_ Noyvalidyresults for ,{dataset_namel} with
{resample_intervall} resampling._ Skipping,plot.")

return None

# Calcular mATtricas para LSTM

mae_list _lstm = [result[0] for result in lstm _results]

rmse_list lstm [result[1] for result in 1lstm _results]

mape_list_lstm [result [2] for result in 1lstm _results]

smape_list_1stm = [result[3] for result in lstm_results]

avg_mae_lstm = np.mean(mae_list_lstm)

avg_rmse_lstm np.mean(rmse_list_lstm)
avg_mape_lstm = np.mean(mape_list_lstm)
avg_smape_lstm = np.mean(smape_list_1lstm)

std_mae_lstm = np.std(mae_list_1lstm)

std_rmse_1lstm np.std(rmse_list_1lstm)

std_mape_lstm np.std(mape_list_lstm)

std_smape_lstm = np.std(smape_list_lstm)



318 print (f"{dataset_name} Metrics, ,(LSTM,_ {resample_interval}):")

319 print (f", Average MAE:_ {avg_mae_lstm:.4f} (As{std_mae_lstm:.4f
Hm"m

320 print (f", Average RMSE: {avg_rmse_lstm:.4f} (As{std_rmse_lstm
:L4f)M)

321 print (f", Average MAPE: {avg_mape_lstm:.4f}% (As{std_mape_lstm
(L 4fF) M)

322 print (f", Average_ SMPAE: {avg_smape_lstm:.4f}%, (As{

std_smape_lstm:.4f})")

325 # Calcular mAltricas para Transformer

326 mae_list_transformer = [result[0] for result in
transformer_results]

327 rmse_list_transformer = [result[1] for result in
transformer_results]

328 mape_list_transformer = [result[2] for result in
transformer_results]

329 smape_list_transformer = [result[3] for result in
transformer_results]

330

332 avg_mae_transformer = np.mean(mae_list_transformer)

333 avg_rmse_transformer = np.mean(rmse_list_transformer)
334 avg_mape_transformer = np.mean(mape_list_transformer)
335 avg_smape_transformer = np.mean(smape_list_transformer)
336 std_mae_transformer = np.std(mae_list_transformer)

337 std_rmse_transformer = np.std(rmse_list_transformer)
338 std_mape_transformer = np.std(mape_list_transformer)
339 std_smape_transformer = np.std(smape_list_transformer)
340

341

342 print (f"{dataset_name} Metrics,(Transformer, {

resample_intervall}):")

343 print (f", Average MAE:_ {avg_mae_transformer:.4f} (As{
std_mae_transformer:.4f})")

344 print (f", Average_ RMSE: {avg_rmse_transformer:.4f} (As{
std_rmse_transformer:.4f})")

345 print (f",  Average MAPE: {avg_mape_transformer:.4f}/, (As{
std_mape_transformer:.4f})")

346 print (f", Average SMPAE: {avg_smape_transformer:.4f}%, (As{

std_smape_transformer:.4f})")
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# Preparar dados para plotagem (usando a primeira repeticgfo)
lstm_data = lstm_results [0]

transformer_data = transformer_results [0]

# Plotagem
fig, (axl, ax2) = plt.subplots(2, 1, figsize=(15, 12), sharex=

True)

# LSTM Plot

train_df_1stm = pd.DataFrame ({
'date': lstm_datal[10],
'actual': lstm_datal[7].flatten(),
'predicted': lstm_datal[4].flatten(),
'type': 'Train'

}) .sort_values ('date')

val_df_lstm = pd.DataFrame ({
'date': lstm_datal[11],
'actual': lstm_datal[8].flatten(),
'predicted': lstm_data[5].flatten(),
'type': 'Validation'

}) .sort_values ('date')

test_df_lstm = pd.DataFrame ({
'date': lstm_datal[12],
'actual': 1lstm_datal[9].flatten(),
'predicted': lstm_datal[6].flatten(),
'type': 'Test'

}) .sort_values ('date')

all_df _1stm = pd.concat([train_df_lstm, val_df_lstm,

test_df _lstm]).sort_values('date')

axl.plot(all_df_1lstm['date'], all_df_lstm['actual'l, label='
Real', color='blue', linewidth=1.5)
axl.plot(all_df_lstm[all_df_lstm['type']l == 'Train']['date'],
all_df _1lstm[all_df_lstm['type']l == 'Train']['predicted'],
label='Predito,(Treino)', color='red', alpha=0.7,
linewidth=1.5)
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axl.plot(all_df_1stm[all_df_lstm['type'l == 'Validation']['

date'], all_df_lstm[all_df_lstm['type']l == 'Validation']['
predicted'],
384 label='Predito(Validag&o)', color='green', alpha
=0.7, linewidth=1.5)
385 axl.plot(all_df_lstm[all_df_lstm['type'] == 'Test']['date'],
all_df _1stm[all_df_lstm['type']l == 'Test']['predicted'],
386 label='Predito,(Teste)', color='orange', alpha=0.7,

linewidth=1.5)

388

389 axl.set_title(f'PredigAtes do LSTM,-,{dataset_namel} (Resample,,
{resample_interval})', fontsize=12)

390 axl.set_ylabel ('Uso de MemAgria' + ('L(MB)' if dataset_name ==

'Prometheus' else ', (Normalizado)'), fontsize=10)

391 axl.legend(loc="'upperyleft', fontsize=10)

392 axl.grid(True, linestyle='--', alpha=0.7)

393 axl.xaxis.set_major_locator (mdates.AutoDateLocator())

394 axl.xaxis.set_major_formatter (mdates.DateFormatter ('%Y-%m-%d")
)

395 axl.tick_params (axis='x', rotation=45, labelsize=9)

396 axl.tick_params (axis='y', labelsize=9)

397
398

399 # Transformer Plot

100 train_df_transformer = pd.DataFrame ({
101 'date': transformer _datal[10],
102 'actual': transformer datal[7].flatten(),

103 'predicted': transformer_datal[4].flatten(),

104 'type': 'Train'

105 }) .sort_values ('date')

106 val_df_transformer = pd.DataFrame ({

107 'date': transformer_datal[11],

108 'actual': transformer_datal[8].flatten(),

109 'predicted': transformer_datal[5].flatten(),

110 'type': 'Validation'

111 }) .sort_values ('date')

412 test_df_transformer = pd.DataFrame ({

413 'date': transformer_datal[12],

414 'actual': transformer_datal[9].flatten(),

415 'predicted': transformer_data[6].flatten(),

116 'type': 'Test'
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}) .sort_values ('date')
all_df_transformer = pd.concat([train_df_transformer,
val_df_transformer, test_df_transformer]).sort_values('date'

)

ax2.plot(all_df_transformer['date'], all_df_transformer['
actual'], label='Real', color='blue', linewidth=1.5)
ax2.plot(all_df_transformer [all_df_transformer['type']l == '
Train']['date'], all_df_transformer[all_df_transformer['type
'] == 'Train']['predicted'],
label='Predito,(Treino)', color='red', alpha=0.7,
linewidth=1.5)
ax2.plot(all_df_transformer[all_df_transformer['type']l == '
Validation']['date']l, all_df_transformer[all_df_transformer [
'type']l] == 'Validation']['predicted'],
label='Predito(Validag&o)', color='green', alpha
=0.7, linewidth=1.5)
ax2.plot(all_df_transformer[all_df_transformer['type']l == '
Test']['date'], all_df_transformer[all_df_transformer['type'
] == 'Test']['predicted'],
label='Predito,(Teste)', color='orange', alpha=0.7,
linewidth=1.5)

ax2.set_title(f'PredighAtes_ do,Transformer -, {dataset_namel}(
Resample {resample_intervall})', fontsize=12)

ax2.set_xlabel('Data', fontsize=10)

ax2.set_ylabel ('Uso de MemAgria' + ('L(MB)' if dataset_name ==

'"Prometheus' else ' (Normalizado)'), fontsize=10)

ax2.legend(loc="'upperleft', fontsize=10)

ax2.grid(True, linestyle='--', alpha=0.7)

ax2.xaxis.set_major_locator (mdates.AutoDateLocator ())

ax2.xaxis.set_major_formatter (mdates.DateFormatter ('%Y-%m-%d"')
)

ax2.tick_params (axis='x', rotation=45, labelsize=9)

ax2.tick_params (axis='y', labelsize=9)

plt.tight_layout ()
plt.savefig(os.path. join(DATA_DIR, f'{dataset_name.lower ()}_{

resample_interval} _lstm_transformer.png'), dpi=300,
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bbox_inches="'tight')
plt.close ()

return (avg_mae_lstm, avg_rmse_lstm, avg_mape_lstm,
avg_smape_lstm, std_mae_lstm, std_rmse_lstm, std_mape_lstm,
std_smape_1lstm,
avg_mae_transformer , avg_rmse_transformer,
avg_mape_transformer , avg_smape_transformer,
std_mae_transformer, std_rmse_transformer,

std_mape_transformer , std_smape_transformer)

# 7. Executar experimentos

datasets = [
("Google  Cluster Trace", GCT_FILE_PATH),
("Prometheus", PROM_FILE_PATH)

results = {}
for dataset_name, file_path in datasets:
for resample_interval in RESAMPLE_INTERVALS:
metrics = process_dataset(dataset_name, file_path,
resample_interval)
if metrics 1is not None:

results [(dataset_name, resample_interval)] = metrics

# 8. Exibir todos os resultados
print ("\nResumo dos Resultados:")
for dataset_name, file_path in datasets:
for resample_interval in RESAMPLE_INTERVALS:
if (dataset_name, resample_interval) in results:
metrics = results[(dataset_name, resample_interval)l
print (f"\n{dataset_name} - ,Resample {resample_interval
"
print ("LSTM:")
print (f", Average MAE: {metrics[0]:.4f} ,(As{metrics
[4]:.4£3)")
print (f", Average_ RMSE:_ {metrics[1]:.4f} (As{metrics
[5]:.4f3)")
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print (f", Average MAPE: {metrics[2]:.4f}},(As{metrics
[6]:.4f3)™")

print(f"uuAverageuSMAPE:u{metrics[3]:.4f}%u(ﬁé{metrics
[71:.4f3)™")

print ("Transformer:")

print (f", Average MAE: {metrics[8]:.4f},(As{metrics
[12]:.4f3) ")

print (f", Average RMSE:_ {metrics[9]:.4f} (As{metrics
[13]:.4f}) ")

print (f", Average_ MAPE: {metrics[10]:.4f}%, (As{metrics
[14]:.4f}) ")

print (f", Average_ SMAPE: {metrics [11]:.4f}%, (As{
metrics [15]:.4f})")

else:

print (f"\n{dataset_namel} - Resample {resample_interval

}:LSkipped due to,insufficient data.")



19

20

21

22

APENDICE C - transformer-trained.py

import pandas as pd

import numpy as np

import os

import torch

import torch.nn as nn

import torch.optim as optim

from sklearn.preprocessing import StandardScaler

from sklearn.metrics import mean_absolute_error,
mean_squared_error , mean_absolute_percentage_error

import matplotlib.pyplot as plt

import matplotlib.dates as mdates

import pickle

from google.colab import drive

# Montar o Google Drive

drive.mount ('/content/drive')

# Definir diretAsrio de trabalho

os.chdir('/content/drive/MyDrive/Colab_Notebooks/UNESP-MRFO_Paper
/data')

print ("DiretAsrio atual:", os.getcwd())

# Definir o dispositivo (usar CUDA para NVIDIA A100)
device = torch.device("cuda" if torch.cuda.is _available() else "
Cp'll n )

print (f"Using, device: {device}")

# Definindo constantes

DATA_DIR = "/content/drive/MyDrive/Colab_Notebooks/UNESP -
MRFO_Paper/data"

FILE_PATH = os.path.join(DATA_DIR, 'ts.pkl')

SEQ_LENGTH = 720 # 12 horas (720 * 1min)
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MB = 1_048 576

# Funcdo para registrar RMSE em um arquivo de log
def log_rmse(iteration, manta_idx, rmse):
log_file = os.path.join(DATA_DIR, 'rmse_log.txt')
with open(log_file, 'a') as f:
if manta_idx == 1:
f.write(f"\nIteration {iteration}\n")

f.write(f" uMantag{manta_idx}:_ RMSE_=_{rmse:.4f}\n")

# 1. Carregar e reamostrar os dados para 1 minuto
df = pd.read_pickle(FILE_PATH)
ts = df ['value'].astype(float)

# Aplicar suavizagdo com mAldia mAgvel (window=3)

ts = ts.rolling(window=3, min_periods=1) .mean()
ts = ts.resample('lmin') .mean().dropna()
dates = ts.index

# 2. Dividir os dados: 60% treino, 20% validacg&o, 20% teste
train_size = int (0.6 * len(ts))

val_size = int (0.2 * len(ts))

train = ts[:train_size]
val = ts[train size:train_size + val _size]
test = ts[train_size + val_size:]

# 3. Escalonar os dados

scaler = StandardScaler ()

train_scaled = scaler.fit_transform(train.values.reshape (-1,

val_scaled = scaler.transform(val.values.reshape(-1, 1))

test_scaled = scaler.transform(test.values.reshape(-1, 1))

# 4. Criar sequlincias
def create_sequences(data, dates, seq_length):
X, y, y_dates = [1, [1, []
for i in range(len(data) - seq_length):
X.append(datali:i + seq_length])
y.append (datal[i + seq_length])

1))
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y_dates.append(dates[i + seq_lengthl)

return np.array(X), np.array(y), np.array(y_dates)

X_train, y_train, y_dates_train =
dates[:train_size], SEQ_LENGTH)

create_sequences (train_scaled,

X_val, y_val, y_dates_val = create_sequences(val_scaled, dates|[

train_size:train_size + val_size],

SEQ_LENGTH)

X_test, y_test, y_dates_test = create_sequences (test_scaled,
SEQ_LENGTH)

dates[train _size + val_size:],

# 5. Ajustar dimensAtes para o modelo Transformer

d_model = 128

X_train = np.repeat(X_train, d_model, axis=2)
X_val = np.repeat(X_val, d_model, axis=2)
X_test = np.repeat(X_test, d_model, axis=2)

# 6. Converter para tensores PyTorch e mover para o dispositivo

X_train

y_train
X_val
y_val
X_test

torch.tensor (X_train, dtype=torch.float32).to(device)
torch.tensor (y_train, dtype=torch.float32).to(device)
torch.tensor(X_val, dtype=torch.float32).to(device)
torch.tensor (y_val, dtype=torch.float32).to(device)
torch.tensor (X_test, dtype=torch.float32).to(device)

y_test = torch.tensor(y_test, dtype=torch.float32).to(device)

# 7. Definir codificac&do posicional

class PositionalEncoding(nn.Module):

def __init__(self, d_model, max_len=5000):

super (PositionalEncoding, self).__init__ Q)
pe = torch.zeros(max_len, d_model)
position = torch.arange (0, max_len,

unsqueeze (1)

div_term = torch.exp(torch.arange (0,

(-np.log(10000.0) / d_model))

pel:, 0::2] =
pel:, 1::2] =
pe = pe.unsqueeze (0)

self .register_buffer ('pe',

pe)

dtype=torch.float).

d_model,

torch.sin(position * div_term)

torch.cos(position * div_term)

2) . float () =
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def forward(self, x):
x = x + self.pel:, :x.size(1l), :]

return Xx

# 8. Definir o modelo Transformer com dropout
class Encoder (nn.Module):
def __init__(self, input_dim, d_model, nhead, num_layers,

dim_feedforward, dropout=0.1):

super (Encoder, self).__init__Q)
self .pos_encoder = PositionalEncoding(d_model)
self.encoder_layer = nn.TransformerEncoderLayer (

d_model=d_model, nhead=nhead, dim_feedforward=
dim_feedforward, dropout=dropout, batch_first=True
)
self .transformer_encoder = nn.TransformerEncoder (self.
encoder_layer, num_layers=num_layers)
self .dropout = nn.Dropout (dropout)
self.linear_out = nn.Linear(d_model, 1, bias=True)
# Inicializar pesos com Xavier
nn.init.xavier_uniform_(self.linear_out.weight)
if self.linear_out.bias is not None:

nn.init.zeros_(self.linear_out.bias)

def forward(self, src):

src = self.pos_encoder (src)

output = self.transformer_encoder (src)
output = self.dropout (output[:, -1, :])
output = self.linear_out (output)

return output

# Outros hiperparAémetros fixos

input_dim = d_model

batch_size 64 # Aumentado para maior estabilidade

50

num_epochs

# Funcdo para calcular SMAPE
def smape(y_true, y_pred):



160

161

162

163

164

165

166

167

168

169

185

186

187

188

189

190

denominator = (np.abs(y_true) + np.abs(y_pred)) / 2
diff = np.abs(y_true - y_pred) / denominator
return 100 * np.mean(diff)

# Funcdo de treinamento e avaliagdo para uma repetigéo
def train_and_evaluate(learning_rate, iteration, rep):
# Fixar hiperparAémetros conhecidos
num_layers = 2
nhead = 4
dim_feedforward = 512

model = Encoder (input_dim, d_model, nhead, num_layers,
dim_feedforward, dropout=0.1).to(device)

criterion = nn.MSELoss ()

optimizer optim.Adam(model.parameters(), lr=learning_rate)
scheduler = optim.lr_scheduler.CosineAnnealingLR (optimizer,

T_max=num_epochs)

for epoch in range(num_epochs):
model.train ()

for i in range (0, len(X_train), batch_size):

X_batch = X_train[i:i + batch_sizel
y_batch = y_train[i:i + batch_sizel
outputs = model (X_batch)

loss = criterion(outputs, y_batch)

optimizer.zero_grad()

loss.backward ()

# Gradient clipping

torch.nn.utils.clip_grad_norm_(model.parameters (),
max_norm=1.0)

optimizer.step ()

scheduler.step ()

# Salvar checkpoint do modelo

model_path = os.path.join(DATA_DIR, f'model_iter_{iteration}
_rep_{rep}.pth"')

torch.save (model.state_dict (), model_path)
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model.eval ()
with torch.no_grad():
y_pred = model(X_test)

# Mover os dados de volta para a CPU para céalculos de

mA¥tricas

y_pred_rescaled = scaler.inverse_transform(y_pred.cpu() .numpy
0O) / MB

y_test_rescaled = scaler.inverse_transform(y_test.cpu() .nunmpy
O) / MB

mae = mean_absolute_error(y_test_rescaled, y_pred_rescaled)

rmse = np.sqrt(mean_squared_error (y_test_rescaled,

y_pred_rescaled))
mape = mean_absolute_percentage_error (y_test_rescaled,
y_pred_rescaled) * 100

smape_val = smape(y_test_rescaled, y_pred_rescaled)

return mae, rmse, mape, smape_val, model

# Funcdo de mapeamento de valores continuos para discretos

def map_continuous_to_discrete(value, discrete_values):
idx = int(round(value * (len(discrete_values) - 1)))
idx = max(0, min(idx, len(discrete_values) - 1))

return discrete_values[idx]

# Funcdo de avaliagdo para uma manta (usada no MRFO)
def evaluate_manta(params, n_repetitions, iteration):

lr = 10 ** params[0] # learning rate (log scale)

# Executar repetigAtes sequencialmente

results = [train_and_evaluate(lr, iteration, rep) for rep in
range (n_repetitions)]

rmse_list = [result[1] for result in results] # Minimizar
RMSE



226 return np.mean(rmse_list)

229 # Implementagdo do MRFO com saidas intermediarias, early stopping
e checkpointing

230 class MRFO:

231 def __init__(self, objective_func, bounds, n_mantas=30,

max_iter=10, patience=7, n_repetitions=5):

232 self .objective_func = objective_func

233 self .bounds = np.array(bounds).T # Shape: (2, dim)
234 self .n_mantas = n_mantas

235 self .max_iter = max_iter

236 self .patience = patience

237 self .n_repetitions = n_repetitions

238 self.dim = self.bounds.shape[1]

239

240

241 # Inicializar populacéo

242 self .positions = np.zeros((self.n_mantas, self.dim))
243 for d in range(self.dim):

244 self .positions[:, d] = np.random.uniform(self.bounds

[0, d], self.bounds[1, d], self.n_mantas)

245 self.fitness = np.array([float('inf')] * self.n_mantas)
246 self .best_position = None
247 self.best _fitness = float('inf')
248 self .no_improvement_count = 0 # Contador para early
stopping
249 self.current_iteration = 0
250
251
252 def load_checkpoint(self):
253 checkpoint_files = [f for f in os.listdir (DATA_DIR) if f.
startswith('mrfo_checkpoint_iter_') and f.endswith('.pkl
"1
254 if checkpoint_files:
255 latest_checkpoint = max(checkpoint_files, key=lambda x
int(x.split (' _iter_"') [1].split('.pkl"') [0]))
256 checkpoint_path = os.path.join(DATA_DIR,
latest_checkpoint)
257 with open(checkpoint_path, 'rb') as f:
258 checkpoint = pickle.load(f)

259 self.current_iteration = checkpoint['iteration'] + 1



260 self .best_position = checkpoint['best_position']

261 self .best_fitness = checkpoint['best_fitness']
262 self.positions = checkpoint['positions']

263 self.fitness = checkpoint['fitness']

264 self .no_improvement_count = checkpoint['

no_improvement_count ']

265 print (f"Resumed_ from  checkpoint: {checkpoint_pathl},
starting at,iteration {self.current_iterationl}")

266 return True

267 return False

268

269

270 def save_checkpoint(self, t):

271 checkpoint = {

272 'iteration': t,

273 'best_position': self.best_position,

274 'best_fitness': self.best_fitness,

275 'positions': self.positions,

276 'fitness': self.fitness,

277 'no_improvement_count': self.no_improvement_count

278 }

279 checkpoint_path = os.path.join(DATA_DIR, f'
mrfo_checkpoint_iter_{t+1}.pkl')

280 with open(checkpoint_path, 'wb') as f:

281 pickle.dump (checkpoint, f)

282

283

284 def optimize(self):

285 # Tentar carregar checkpoint

286 if self.load_checkpoint():

287 start_iter = self.current_iteration

288 else:

289 start_iter = 0

290

291

292 for t in range(start_iter, self.max_iter):

293 print (f"\nIteration_ {t+1}/{self.max_iterl}")

294 # Avaliar fitness de todas as mantas sequencialmente
295 fitness_results = [self.objective_func(self.positions]|

i], self.n_repetitions, t+1) for i in range(self.
n_mantas)]

296 self .fitness = np.array(fitness_results)



297

298

299

312

313

314

315

316

326

327

328

329

330

# Exibir resultados, atualizar o melhor fitness e
registrar RMSE no log
for i in range(self.n_mantas):
print (£"Manta {i+1}/{self.n_mantas}:_ Fitness (
RMSE) =, {self.fitness[i]:.4f}")
log_rmse(t+1, i+1l, self.fitness[i]) # Registrar
RMSE no arquivo
if self.fitness[i] < self.best fitness:
self .best _fitness = self.fitness[i]
self .best_position = self.positions[i].copy ()
self .no_improvement_count = 0 # Resetar o
contador
print (£", New_ Best Fitness: {self.best_fitness
:.4fF")
else:

self .no_improvement_count += 1

# Salvar checkpoint

self .save_checkpoint (t)

# CritAlrio de parada precoce
if self.no_improvement_count >= self.patience:
print (f"\nEarly_ stopping,triggeredyafter {t+1},
iterations due,to noimprovement for {self.
patience} iterations.")
break

# Atualizar posigAtes usando Chain Foraging, Cyclone
Foraging e Somersault Foraging
for i in range(self.n_mantas):
r = np.random.random(self.dim)

rl = np.random.random()

# Chain Foraging
if r1 < 0.56:
if i == 0:



331

333

334

338

339

340

341

354

self.positions[i] = self.positions[i] + r
* (self.best_position - self.positions[i
1)+ \
r * (self.
best_position - self

.positions[i])

else:
self .positions[i] = self.positions[i] + r
* (self.positions[i-1] - self.positionsl([
il) + \

r x (self.
best_position - self

.positions[i])

# Cyclone Foraging
else:
beta = 2 * np.exp(rl * (self.max_iter - t + 1)
/ self .max_iter) * np.sin(2 * np.pi * rl)
if r1 < 0.5:
self .positions[i] = self.positions[i] + r
* (self.best_position - beta * self.

positions[i])

else:
idx = np.random.randint (0, self.n_mantas)
self .positions[i] = self.positions[i] + r
* (self.positions[idx] - beta * self.

positions[i])

# Somersault Foraging

r2 = np.random.random()

self .positions[i] = self.positions[i] + 0.5 * (
self.best_position + self.positions[i]) * (2 =*

r2 - 1)

# Garantir que as posigAtes estejam dentro dos
limites

self .positions[i] = np.clip(self.positions[il],
self.bounds [0], self.bounds[1])
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return self.best_position, self.best_fitness

# MRFO para otimizar hiperparAémetros
n_repetitions = 5
bounds = [
[-3.0458, -2.9586], # loglO(learning rate): [0.0009, 0.0011]

]

mrfo = MRFO(lambda params, reps, iter: evaluate_manta(params,
reps, iter), bounds, n_mantas=30, max_iter=10, patience=7,
n_repetitions=n_repetitions)

best_position, best_fitness = mrfo.optimize()

# Mapear a melhor posigdo para hiperparAémetros

best_lr = 10 ** best_position[0]

# Treinar o modelo com a melhor configuragdo para obter mAltricas
finais
print (£"\nBest MRFO_ Configuration: LR={best_1r}, Layers=2, Heads
=4, ,FF=512")

# Executar repetigAtes sequencialmente
results = [train_and_evaluate(best_lr, iteration="final", rep=rep

) for rep in range(n_repetitions)]

mae_list = [result[0] for result in results]

rmse_list [result [1] for result in results]

mape_list [result [2] for result in results]
smape_list = [result[3] for result in results]

models = [result[4] for result in results]

# Registrar mAltricas finais no log
log_file = os.path.join(DATA_DIR, 'rmse_log.txt')
with open(log_file, 'a') as f:



393 f.write("\nFinal_ Run_ Metrics\n")

394 for rep, (mae, rmse, mape, smape_val, _) in enumerate(results)

395 f.write(f", Repetition, {rep+1}/{n_repetitions}\n")
396 f.write(f",uuuMAE: {mae:.4f}, RMSE:_ {rmse:.4f}, MAPE:_ {
mape:.4f}Y,, SMAPE:  {smape_val:.4f}%\n")

399 avg_mae = np.mean(mae_list)

400 avg_rmse = np.mean(rmse_list)
101 avg_mape = np.mean(mape_list)
102 avg_smape = np.mean(smape_list)

103 std_mae = np.std(mae_list)

104 std_rmse = np.std(rmse_list)

105 std_mape = np.std(mape_list)

106 std_smape = np.std(smape_list)

107

108

109 f.write(f" uAverage MAE: {avg_mae:.4f} (As{std_mae:.4f}),,
Average RMSE: {avg_rmse:.4f} (As{std_rmse:.4f})\n")

410 f.write(f"y Average MAPE: {avg_mape:.4f}% (As{std_mape:.4f}),,

Average SMAPE: {avg_smape:.4f}%,(As{std_smape:.4f})\n")

411

412

413 # Exibir mAItricas finais no console

114 for rep, (mae, rmse, mape, smape_val, _) in enumerate(results):

415 print (f",, Repetition {rep+1}/{n_repetitionsl}")

116 print (£" L uuMAE: {mae:.4f}, RMSE:_ {rmse:.4f}, MAPE: {mape:.4f
}% , USMAPE: ,{smape_val:.4f})")

118

119 print (f",Average MAE: {avg_mae:.4f} (As{std_mae:.4f}), Average
RMSE: {avg_rmse:.4f} (As{std_rmse:.4f})")

120 print (£", Average MAPE: {avg_mape:.4f} (As{std_mape:.4f}),,
AverageuSMAPE:u{avg_smape:.4f}%u(ﬁé{std_smape:.4f})")

421

423 # Salvar o melhor modelo

1214 best_model = models [0]

425 torch.save(best_model.state_dict(), os.path.join(DATA_DIR, '
best_model.pth'))

426



428 # 9. Fazer previshtes
4129 best_model.eval ()

430 with torch.no_grad():

431 y_train_pred = best_model(X_train)
432 y_test_pred = best_model (X_test)
433

434

435 # 10. Reverter o escalonamento e converter para MB

436 y_train_pred_mb = scaler.inverse_transform(y_train_pred.cpu().
numpy ()) / MB

437 y_train_mb = scaler.inverse_transform(y_train.cpu() .numpy()) / MB

438 y_test_pred_mb = scaler.inverse_transform(y_test_pred.cpu() .numpy
0O) / MB

139 y_test_mb = scaler.inverse_transform(y_test.cpu() .numpy()) / MB

440
141
142 # 11. Preparar dados para plotagem

143 train_df = pd.DataFrame ({

444 'date': y_dates_train,
445 'actual': y_train_mb.flatten(),
446 'predicted': y_train_pred_mb.flatten()

147 }) .sort_values ('date')

448

449

150 test_df = pd.DataFrame ({

451 'date': y_dates_test,

452 'actual': y_test_mb.flatten(),

453 'predicted': y_test_pred_mb.flatten ()

154 }) .sort_values ('date')

157 # 12. Plotar os resultados

158 plt.style.use('default')

159 fig, axs = plt.subplots(2, 1, figsize=(15, 10), sharex=False)

460

461

462 axs [0] .plot(train_df['date']l, train_df['actual'], label='Real',
color='blue', linewidth=1.5)

163 axs [0].plot(train_df['date'], train_df['predicted'], label='
Predito', color='red', alpha=0.7, linewidth=1.5)

164 axs [0].set_title('Conjunto_de_ Treinamento (60%) ', fontsize=12,
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166

468

469
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178

479

180

181

483

484

485

486

187

188

189

pad=10)
axs [0] .set_ylabel ('Consumo,de MemAgria, (MB)', fontsize=10)
axs [0] .legend (loc="'upperleft', fontsize=10)
axs [0] .grid(True, linestyle='--', alpha=0.7)

axs [1].plot(test_df['date'], test_df['actual']l, label='Real',
color='blue', linewidth=1.5)

axs [1] .plot(test_df ['date'], test_df['predicted'], label='Predito
', color='red', alpha=0.7, linewidth=1.5)

axs [1] .set_title('Conjunto de Teste,(20%) "', fontsize=12, pad=10)

axs[1].set_xlabel('Data', fontsize=10)

axs [1].set_ylabel ('Consumo_ de MemAgria (MB)', fontsize=10)

axs[1] .legend (loc="'upper,left', fontsize=10)

axs [1].grid(True, linestyle='--', alpha=0.7)

for ax in axs:
ax.xaxis.set_major_locator (mdates.AutoDateLocator ())
ax.xaxis.set_major_formatter (mdates.DateFormatter ('%Y-%m-%d"'))
ax.tick_params (axis='x', rotation=45, labelsize=9)

ax.tick_params (axis='y', labelsize=9)

plt.suptitle('PredigﬁgesudouTransformeruOtimizadou—UPrometheusu(
MB,_ Resamplelmin)', fontsize=14, y=0.98)

plt.tight_layout (rect=[0, 0, 1, 0.95])

plt.savefig(os.path. join(DATA_DIR, '
prometheus_transformer_mrfo_1lmin.png'), dpi=300, bbox_inches="'
tight')

plt.close ()



APENDICE D - Implementacio do Modelo

D.1 model.py

import numpy as np

import pandas as pd

import matplotlib.pyplot as plt

import mlflow

import mlflow.keras

from keras.models import Sequential

from keras.layers import Dense, LSTM, Dropout

from keras.optimizers import Adam

from sklearn.preprocessing import StandardScaler

from sklearn.metrics import mean_absolute_error,
mean_squared_error , mean_absolute_percentage_error

import matplotlib.dates as mdates

import tensorflow as tf

import os

# Configurar MLflow
mlflow.set_tracking_uri("http://localhost:5001")
mlflow.set_experiment ("Prometheus_LSTM_Experiment_MRFO_15min")

# Definindo constantes

DATA_DIR = "/Users/wrosalem/Documents/0x0-Coding/GitHub/
dissertacao/Experiments/data/"

FILE_PATH = os.path.join(DATA_DIR, 'ts.pkl')

SEQ_LENGTH = 48 # 12 horas (48 * 15min)

MB = 1_048_576

# 1. Carregar e reamostrar os dados para 15 minutos
df = pd.read_pickle(FILE_PATH)
ts

df ['value'].astype(float)

# Aplicar suavizacgio com mATdia mAsvel (window=3)

ts ts.rolling(window=3, min_periods=1) .mean ()

ts ts.resample ('15min') .mean () .dropna ()



34 dates = ts.index

37 # 2. Dividir os dados: 60% treino, 20% validacgdo, 20% teste

38 train_size = int (0.6 * len(ts))

39 val_size = int (0.2 * len(ts))

40 train = ts[:train_size]

41 val = ts[train_size:train_size + val_size]
42 test = ts[train_size + val_size:]

43

45 # 3. Escalonar os dados

16 scaler = StandardScaler ()

17 train_scaled = scaler.fit_transform(train.values.reshape(-1, 1))
18 val_scaled = scaler.transform(val.values.reshape (-1, 1))

19 test_scaled = scaler.transform(test.values.reshape(-1, 1))

52 # 4. Criar sequlincias

53 def create_sequences(data, dates, seq_length):
54 X, y, y_dates = [1, [1, []

55 for i in range(len(data) - seq_length):

56 X.append(datali:i + seq_length])

57 y.append (datal[i + seq_length])

58 y_dates.append(dates[i + seq_length])

59 return np.array(X), np.array(y), np.array(y_dates)

60

61

62 X_train, y_train, y_dates_train = create_sequences (train_scaled,
dates[:train_size], SEQ_LENGTH)

63 X_val, y_val, y_dates_val = create_sequences(val_scaled, dates[

train_size:train_size + val_size], SEQ_LENGTH)
64 X_test, y_test, y_dates_test = create_sequences(test_scaled,

dates[train_size + val_size:], SEQ_LENGTH)

67 # 5. Reshape para 3D

68 X_train = np.reshape(X_train, (X_train.shape[0], X_train.shape
(11, 1))

69 X_val = np.reshape(X_val, (X_val.shape[0], X_val.shapel[1], 1))

70 X_test = np.reshape(X_test, (X_test.shape[0], X_test.shapel[1l]l, 1)
)



73 # 6. Fungdo para calcular SMAPE

74 def smape(y_true, y_pred):

75 denominator = (np.abs(y_true) + np.abs(y_pred)) / 2
76 diff = np.abs(y_true - y_pred) / denominator

77 return 100 * np.mean(diff)

80 # 7. Funcdo Objetivo para MRFO

g1 def objective_function (params):

82 lstm_units = max (50, min(150, int(params[0])))

83 dropout_rate = max(0.2, min(0.5, params/[1]))

84 batch_size = max (32, min (128, int(params[2])))

85 learning _rate = max(0.0001, min(0.001, params[3]))

86 n_steps = max (10, min(min(len(train_scaled), len(test_scaled))

- 1, int(params[4])))
87 epochs = max (10, min (200, int(params[5])))

89

90 # Criar sequlincias com n_steps

91 X_train, y_train, _ = create_sequences (train_scaled, datesl[:
train_size], n_steps)

92 X_test, y_test, y_dates_test = create_sequences (test_scaled,

dates[train_size + val_size:], n_steps)

95 if X_test.shape[0] == O:
96 return float("inf"), float("inf"), float("inf"), float ("
inf")

97

98

99 X_train = np.reshape(X_train, (X_train.shape[0], X_train.shape
(11, 1))

100 X_test = np.reshape(X_test, (X_test.shapel[0], X_test.shapell],
1))

# Definir o modelo
model = Sequential ()
model .add (LSTM(1lstm_units, activation='tanh', input_shape=(

n_steps, 1), return_sequences=True))



106 model .add (Dropout (dropout_rate))

107 model.add (LSTM(1lstm_units, activation='tanh'))
108 model .add (Dropout (dropout_rate))

109 model .add (Dense (1))

112 optimizer = Adam(learning_rate=learning_rate)

113 model.compile(optimizer=optimizer, loss='mse')

116 # Treinar o modelo
117 model.fit (X_train, y_train, epochs=epochs, batch_size=

batch_size, verbose=0)

118

119

120 # Fazer previsltes

121 test_pred = model.predict(X_test, verbose=0)

122 test_pred = scaler.inverse_transform(test_pred) / MB

123 y_test_rescaled = scaler.inverse_transform(y_test) / MB

124

125

126 # Calcular mAltricas

127 rmse = np.sqrt(mean_squared_error (y_test_rescaled, test_pred))

128 mse = mean_squared_error(y_test_rescaled, test_pred)

129 mae = mean_absolute_error(y_test_rescaled, test_pred)

130 mape = mean_absolute_percentage_error (y_test_rescaled,
test_pred) * 100

131 smape_val = smape(y_test_rescaled, test_pred)

132

133

134 # Registrar no MLflow

135 with mlflow.start_run():

136 mlflow.set_tag("modelo", "LSTM")

137 mlflow.set_tag("otimizag&o", "MRFO0")

138 mlflow.set_tag("vers&do", "v1.0")

139 mlflow.log_param("lstm_units", lstm_units)

140 mlflow.log_param("dropout_rate", dropout_rate)

141 mlflow.log_param("batch_size", batch_size)

142 mlflow.log_param("learning_rate", learning_rate)

143 mlflow.log_param("n_steps", n_steps)

144 mlflow.log_param("epochs", epochs)

145 mlflow.log_param("resample_interval", "15min")



146

147
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164

165

166

167

168

178

179

180

181

mlflow.log_param("seq_length", n_steps)
mlflow.log_metric("rmse", rmse)
mlflow.log_metric("mse", mse)
mlflow.log_metric("mae", mae)
mlflow.log _metric("mape", mape)
mlflow.log _metric("smape", smape_val)

mlflow.keras.log_model (model, "model")

return rmse, mse, mae, mape, smape_val

# 8. Implementacgdo do MRFO

class MRFO:
def __init__(self, obj_func, dim, SearchAgents_no, max_iter,
1b, ub):
self .obj_func = obj_func
self.dim = dim
self .SearchAgents_no = SearchAgents_mno
self .max_iter = max_iter

def

self.1b = 1b
self .ub = ub

self .positions = np.random.uniform(0, 1, (self.
SearchAgents_no, self.dim)) * (self.ub - self.1lb) + self
.1b

self.fitness = np.array([self.obj_func(self.clip_params(

ind)) [0] for ind in self.positions])
self .best_idx = np.argmin(self.fitness)
self.gbest = self.positions[self.best_idx].copy()
self .gbest_fitness = self.fitness[self.best_idx]

clip_params (self, params):

params [0] = max (50, min (150, params[0])) # lstm_units

params [1] = max (0.2, min(0.5, params[1])) # dropout_rate

params [2] = max (32, min(128, params[2])) # batch_size

params [3] = max(0.0001, min(0.001, params[3])) #
learning_rate

params [4] = max (10, min(min(len(train_scaled), len(
test_scaled)) - 1, params[4])) # n_steps

params [6] = max (10, min (200, params[5])) # epochs

return params
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196
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198

199

def

def

def

def

chain_foraging(self, i):

r = np.random.rand(self.dim)

self .positions[i] = self.positions[i] + r * (self.gbest -
self.positions[i])

self .positions[i] = self.clip_params(self.positions[i])

cyclone_foraging(self, i, t, max_iter):

r = np.random.rand(self.dim)

A =2 % (1 -t / max_iter)

direction = np.random.choice([-1, 1], size=self.dim)

self .positions[i] = self.positions[i] + A * direction * r
* (self.gbest - self.positions[i])

self .positions[i] = self.clip_params(self.positions[i])

somersault_foraging(self, 1i):
S = 2 * np.random.rand(self.dim) - 1
2

self .positions[i] + somersault_factor

somersault_factor

self .positions[il]
* (8 * self.gbest - self.positions[i])

self .positions[i] = self.clip_params(self.positions[i])

optimize (self):
for t in range(self.max_iter):
for i in range(self.SearchAgents_no):
if np.random.rand() < 0.5:
self.chain_foraging (i)
else:

self.cyclone_foraging(i, t, self.max_iter)

fitness_candidate = self.obj_func(self.clip_params
(self.positions[i])) [0]

if fitness_candidate < self.fitness[i]:
self.fitness[i] = fitness_candidate

if fitness_candidate < self.gbest_fitness:
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247
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249

250

self . gbest_fitness = fitness_candidate

self.gbest = self.positions[i].copy ()

for i in range(self.SearchAgents_no):

self.somersault_foraging (i)

print(f"Iterag8o,{t+1}/{self .max_iter}, Melhor Fitness
L(RMSE) : y{self.gbest_fitness:.4f}")

return self.gbest, self.gbest_fitness

# 9. Configurar e executar MRFO

dim = 6
SearchAgents_no = 10
max_1iter = 20

lb = np.array([50, 0.2, 32, 0.0001, 10, 10])
ub = np.array([150, 0.5, 128, 0.001, 100, 200])

mrfo = MRFO(objective_function, dim, SearchAgents_no, max_iter,
1b, ub)
best_params, best_fitness = mrfo.optimize ()

# 10. Treinar com melhores hiperparAémetros e calcular mAItricas
def train_and_evaluate (params):

lstm_units = max (50, min(150, int(params[0])))

dropout_rate = max(0.2, min(0.5, params/[1]))

batch_size = max (32, min (128, int(params[2])))

learning _rate = max(0.0001, min(0.001, params[3]))

n_steps = max (10, min(min(len(train_scaled), len(test_scaled))

- 1, int(params[4])))
epochs = max (10, min (200, int (params[5])))

X_train, y_train, _ = create_sequences (train_scaled, datesl[:
train_size], n_steps)
X_test, y_test, y_dates_test = create_sequences (test_scaled,

dates[train_size + val_size:], n_steps)



258 if X_test.shape[0] == 0:

259 return float("inf"), float("inf"), float("inf"), float ("
inf"), None

260

261

262 X_train = np.reshape(X_train, (X_train.shape[0], X_train.shape
(11, 1))

263 X_test = np.reshape(X_test, (X_test.shape[0], X_test.shapel[1l],
1))

264

265

266 model = Sequential ()

267 model.add (LSTM(1lstm_units, activation='tanh', input_shape=(
n_steps, 1), return_sequences=True))

268 model.add (Dropout (dropout_rate))

269 model.add (LSTM(1lstm_units, activation='tanh'))

270 model .add (Dropout (dropout_rate))

271 model.add (Dense (1))

272

273

274 optimizer = Adam(learning_rate=learning_rate)

275 model.compile(optimizer=optimizer, loss='mse')

278 model.fit(X_train, y_train, epochs=epochs, batch_size=

batch_size, verbose=0)

280

281 test_pred = model.predict(X_test, verbose=0)

282 test_pred = scaler.inverse_transform(test_pred) / MB

283 y_test_rescaled = scaler.inverse_transform(y_test) / MB

284

285

286 rmse = np.sqrt(mean_squared_error (y_test_rescaled, test_pred))
287 mse = mean_squared_error (y_test_rescaled, test_pred)

288 mae = mean_absolute_error(y_test_rescaled, test_pred)

289 mape = mean_absolute_percentage_error (y_test_rescaled,

test_pred) * 100

290 smape_val = smape(y_test_rescaled, test_pred)



203 return rmse, mse, mae, mape, smape_val, model, y_test_rescaled
, test_pred, y_dates_test

294

295

296 # 11. Executar repetigAtes com melhores hiperparAémetros

297 n_repetitions = 5

208 with mlflow.start_run(run_name="Best_MRFO_Run"):

299 mlflow.log_param("lstm_units", int(best_params[0]))

300 mlflow.log_param("dropout_rate", best_params[1])

301 mlflow.log_param("batch_size", int(best_params[2]))

302 mlflow.log_param("learning_rate", best_params [3])

303 mlflow.log_param("n_steps", int(best_params[4]))

304 mlflow.log_param("epochs", int(best_params[5]))

305 mlflow.log_param("resample_interval", "15min")

306 mlflow.log_param("seq_length", SEQ_LENGTH)

307

308

309 print (f"\nBest MRFO_,Configuration: LSTM_ Units={int (best_params

[01)}, Dropout_ Rate={best_params[1]:.2f},_ "

310 f"BatchSize={int (best_params[2])},, Learning ,Rate={
best_params [3]:.6f},. "

311 f"n_steps={int(best_params [4])}, Epochs={int(best_params
[561)3F")

312

313

314 results = [train_and_evaluate(best_params) for _ in range(

n_repetitions)]

317 rmse_list = [result[0] for result in results]
318 mse_list = [result[1] for result in results]
319 mae_list = [result[2] for result in results]
320 mape_list = [result[3] for result in results]
321 smape_list = [result[4] for result in results]
322 models = [result[5] for result in results]

323 y_test_rescaled = results[0][6]

324 test_pred = results[0][7]

325 y_dates_test = results[0][8]

326

327

328 for rep, (rmse, mse, mae, mape, smape_val, _, _, _, _) in

enumerate (results):



329

330

331

346

361

362

363

364

365

366

367

print (f", Repetition, {rep+1}/{n_repetitionsl}")
print (£", L uMAE: {mae}, ,RMSE: {rmse}, MAPE: {mapel}’, SMAPE
:u{smape_vall}%")

avg_rmse = np.mean(rmse_list)
avg_mse = np.mean(mse_list)
avg_mae = np.mean(mae_list)
avg_mape = np.mean(mape_list)
avg_smape = np.mean(smape_list)
std_rmse = np.std(rmse_list)
std_mse = np.std(mse_list)

std_mae np.std(mae_list)
std_mape = np.std(mape_list)

std_smape = np.std(smape_list)

print (f", Average RMSE: {avg_rmse} (As{std_rmse}),_ Average MSE
:u{avg_mse} (As{std_mse})")

print (f", Average MAE: {avg_mae} (As{std_mael}), Average MAPE:
{avg_mape}%, (As{std_mapel})")

print (f", Average SMAPE: ,{avg_smapel}’ (A5s{std_smapel})")

mlflow.log_metric("avg_rmse", avg_rmse)
mlflow.log _metric("std_rmse", std_rmse)
mlflow.log_metric("avg_mse", avg_mse)
mlflow.log _metric("std_mse", std_mse)
mlflow.log _metric("avg_mae", avg_mae)
mlflow.log _metric("std_mae", std_mae)
mlflow.log _metric("avg_mape", avg_mape)
mlflow.log _metric("std_mape", std_mape)
mlflow.log_metric("avg_smape", avg_smape)

mlflow.log_metric("std_smape", std_smape)

best_model = models [0]
mlflow.keras.log_model (best_model, "best_model")

# 12. Plotar resultados

plt.figure(figsize=(12, 6))



368 plt.plot(y_dates_test, scaler.inverse_transform(y_test_rescaled x*
MB), label="Valores Reais", color='blue')

360 plt.plot(y_dates_test, scaler.inverse_transform(test_pred * MB),
label=“PrevisﬁgesudouModelo", color='red', linestyle='--")

370 plt.title("ValoresuReaisuvsuPrevisﬁgesudouModelou—uConsumoudeu
MemAgria")

371 plt.xlabel("Data")

372 plt.ylabel("Consumo,de MemAgria,(Bytes)")

373 plt.legend ()

374 plt.gca().xaxis.set_major_locator (mdates.AutoDateLocator ())

375 plt.gca().xaxis.set_major_formatter (mdates.DateFormatter ('}Y-%m-%
d'))

376 plt.xticks(rotation=45)

377 plt.tight_layout ()

378 plt.savefig(os.path.join(DATA_DIR, 'prometheus_lstm_mrfo_15min.
png'), dpi=300, bbox_inches='tight')

379 plt.close ()

D.2 Tabela de execucdes

Tabela 11 — Resultados do algoritmo MRFO otimizando a LSTM (janela de 15 min) para

métricas coletadas via Prometheus.

# Batch Dropout Epocas Taxa de Aprendizado Unidades RMSE SMAPE
1 32 0.2039 199 0.000419 56 19.885 1.288
2 32 0.2027 167 0.000376 55 20.205 1.306
3 32 0.2184 199 0.000408 69 20.209 1.273
4 32 0.2291 199 0.000393 90 20.308 1.221
5 32 0.2195 188 0.000442 79 20.359 1.233
6 32 0.2024 177 0.000395 53 20.449 1.273
7 32 0.2032 199 0.000379 55 20.481 1.313
8 34 0.4718 150 0.000425 128 20.492 1.542
9 34 0.4718 150 0.000425 128 20.505 1.514
10 32 0.2006 189 0.000478 50 20.559 1.297
11 32 0.2357 199 0.000465 75 20.606 1.238
12 34 0.4708 150 0.000425 128 20.643 1.492
13 32 0.2238 199 0.000497 56 20.662 1.271
14 32 0.2203 199 0.000489 55 20.682 1.305
15 32 0.2000 151 0.000423 64 20.698 1.281
16 32 0.2193 199 0.000517 71 20.733 1.267
17 32 0.2036 199 0.000431 58 20.739 1.327
18 32 0.2140 199 0.000463 63 20.782 1.325
19 32 0.2180 199 0.000453 63 20.788 1.311
20 32 0.2000 176 0.000427 60 20.792 1.290
21 32 0.2047 199 0.000461 59 20.796 1.323
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# Batch Dropout Epocas Taxa de Aprendizado Unidades RMSE SMAPE

22 32 0.2041 199 0.000422 57 20.805 1.322
23 32 0.2044 199 0.000460 60 20.812 1.330
24 32 0.2172 199 0.000492 63 20.823 1.305
25 32 0.2326 199 0.000522 7 20.835 1.256
26 32 0.2191 199 0.000513 61 20.867 1.318
27 32 0.2188 199 0.000519 64 20.877 1.296
28 32 0.2035 199 0.000442 60 20.888 1.334
29 32 0.2187 199 0.000442 63 20.893 1.319
30 32 0.2170 199 0.000474 63 20.895 1.312
31 32 0.2160 199 0.000551 61 20.914 1.333
32 32 0.2025 199 0.000463 58 20.916 1.356
33 32 0.2031 199 0.000436 56 20.927 1.341
34 32 0.2187 199 0.000536 63 20.931 1.322
35 32 0.2178 199 0.000547 63 20.938 1.316
36 32 0.2329 199 0.000557 7 20.942 1.278
37 32 0.2190 199 0.000530 63 20.954 1.335
38 32 0.2191 199 0.000523 62 20.979 1.339
39 32 0.2185 199 0.000550 65 20.998 1.334
40 32 0.2184 199 0.000557 66 21.011 1.308
41 32 0.2350 199 0.000588 80 21.015 1.269
42 32 0.2037 199 0.000524 59 21.035 1.373
43 32 0.2033 199 0.000511 58 21.042 1.338
44 32 0.2038 199 0.000521 58 21.056 1.342
45 32 0.2036 199 0.000518 57 21.070 1.348
46 32 0.2042 199 0.000527 58 21.082 1.347
47 32 0.2324 199 0.000600 79 21.082 1.275
48 32 0.2034 199 0.000535 58 21.092 1.346
49 32 0.2041 199 0.000545 60 21.101 1.358
50 32 0.2195 199 0.000582 65 21.105 1.333
51 32 0.2183 199 0.000580 63 21.112 1.341
52 32 0.2182 199 0.000586 63 21.119 1.341
53 32 0.2188 199 0.000592 62 21.131 1.351
54 32 0.2333 199 0.000613 79 21.133 1.290
55 32 0.2178 199 0.000618 63 21.137 1.351
56 32 0.2210 199 0.000645 64 21.155 1.347
57 32 0.2200 199 0.000657 64 21.166 1.357
58 32 0.2211 199 0.000651 64 21.174 1.354
59 32 0.2324 199 0.000623 80 21.176 1.300
60 32 0.2337 199 0.000633 79 21.178 1.288
61 32 0.2175 199 0.000669 66 21.184 1.358
62 32 0.2185 199 0.000679 65 21.189 1.349
63 32 0.2186 199 0.000685 65 21.192 1.351
64 32 0.2072 199 0.000693 61 21.196 1.366
65 32 0.2172 199 0.000693 66 21.203 1.359
66 32 0.2329 199 0.000662 80 21.205 1.301
67 32 0.2175 199 0.000710 66 21.209 1.371
68 32 0.2182 199 0.000716 66 21.215 1.359
69 32 0.2189 199 0.000722 65 21.215 1.352
70 32 0.2300 199 0.000756 7 21.222 1.326
71 32 0.2220 199 0.000737 66 21.229 1.366
72 32 0.2211 199 0.000744 66 21.236 1.370
73 32 0.2212 199 0.000750 68 21.243 1.349
74 32 0.2038 199 0.000752 61 21.247 1.391
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# Batch Dropout Epocas Taxa de Aprendizado Unidades RMSE SMAPE

75 32 0.2190 199 0.000753 67 21.249 1.365
76 32 0.2327 199 0.000732 80 21.253 1.330
7 32 0.2012 199 0.000764 60 21.254 1.393
78 32 0.2221 199 0.000777 68 21.257 1.363
79 32 0.2220 199 0.000783 68 21.259 1.369
80 32 0.2218 199 0.000789 67 21.268 1.372
81 32 0.2041 199 0.000787 60 21.270 1.393
82 32 0.2229 199 0.000801 68 21.271 1.381
83 32 0.2191 199 0.000807 67 21.278 1.378
84 32 0.2231 199 0.000807 68 21.284 1.367
85 32 0.2213 199 0.000808 68 21.286 1.376
86 32 0.2220 199 0.000814 68 21.290 1.370
87 32 0.2308 199 0.000815 78 21.292 1.330
88 32 0.2225 199 0.000820 68 21.293 1.372
89 32 0.2195 199 0.000825 67 21.294 1.382
90 32 0.2228 199 0.000826 69 21.295 1.370
91 32 0.2044 199 0.000829 60 21.299 1.407
92 32 0.2310 199 0.000811 79 21.300 1.333
93 32 0.2133 199 0.000833 65 21.307 1.401
94 32 0.2313 199 0.000818 79 21.309 1.337
95 32 0.2200 199 0.000839 68 21.315 1.374
96 32 0.2234 199 0.000838 69 21.317 1.377
97 32 0.2214 199 0.000840 68 21.320 1.387
98 32 0.2051 199 0.000843 60 21.321 1.407
99 32 0.2049 199 0.000846 60 21.322 1.403
100 32 0.2224 199 0.000844 67 21.323 1.385
101 32 0.2235 199 0.000850 69 21.324 1.386
102 32 0.2220 199 0.000851 68 21.325 1.388
103 32 0.2198 199 0.000853 67 21.327 1.394
104 32 0.2230 199 0.000852 69 21.330 1.374
105 32 0.2320 199 0.000835 80 21.337 1.340
106 32 0.2233 199 0.000858 69 21.340 1.383
107 32 0.2225 199 0.000859 68 21.343 1.390
108 32 0.2219 199 0.000860 68 21.346 1.389
109 32 0.2054 199 0.000864 60 21.347 1.410
110 32 0.2240 199 0.000858 70 21.350 1.385
111 32 0.2057 199 0.000868 60 21.351 1.410
112 32 0.2226 199 0.000865 68 21.351 1.392
113 32 0.2331 199 0.000846 80 21.358 1.353
114 32 0.2241 199 0.000861 71 21.358 1.378
115 32 0.2216 199 0.000867 68 21.360 1.394
116 32 0.2236 199 0.000869 70 21.364 1.385
117 32 0.2179 199 0.000873 66 21.369 1.395
118 32 0.2060 199 0.000873 60 21.370 1.418
119 32 0.2229 199 0.000874 70 21.372 1.387
120 32 0.2248 199 0.000872 71 21.375 1.381
121 32 0.2218 199 0.000876 68 21.380 1.397
122 32 0.2242 199 0.000878 71 21.385 1.381
123 32 0.2336 199 0.000860 80 21.386 1.352
124 32 0.2063 199 0.000883 60 21.389 1.419
125 32 0.2184 199 0.000887 66 21.391 1.401
126 32 0.2244 199 0.000884 71 21.392 1.387
127 32 0.2247 199 0.000890 72 21.395 1.389

Continuacdo na proxima pagina




# Batch Dropout Epocas Taxa de Aprendizado Unidades RMSE SMAPE

128 32 0.2219 199 0.000892 69 21.397 1.399
129 32 0.2338 199 0.000873 80 21.399 1.349
130 32 0.2065 199 0.000895 60 21.400 1.423
131 32 0.2222 199 0.000899 69 21.402 1.394
132 32 0.2249 199 0.000896 72 21.404 1.393
133 32 0.2187 199 0.000901 67 21.407 1.408
134 32 0.2067 199 0.000906 60 21.409 1.425
135 32 0.2319 199 0.000903 80 21.411 1.358
136 32 0.2335 199 0.000887 81 21.412 1.352
137 32 0.2230 199 0.000903 72 21.413 1.391
138 32 0.2233 199 0.000909 73 21.414 1.395
139 32 0.2331 199 0.000890 81 21.415 1.354
140 32 0.2236 199 0.000912 72 21.417 1.396
141 32 0.2069 199 0.000918 60 21.420 1.427
142 32 0.2241 199 0.000916 73 21.421 1.398
143 32 0.2329 199 0.000898 81 21.422 1.353
144 32 0.2228 199 0.000922 72 21.423 1.400
145 32 0.2239 199 0.000928 74 21.425 1.401
146 32 0.2072 199 0.000920 60 21.428 1.430
147 32 0.2190 199 0.000931 68 21.428 1.414
148 32 0.2231 199 0.000935 73 21.430 1.402
149 32 0.2223 199 0.000934 72 21.433 1.407
150 32 0.2244 199 0.000940 74 21.435 1.404
151 32 0.2326 199 0.000922 82 21.436 1.360
152 32 0.2073 199 0.000942 60 21.437 1.433
153 32 0.2193 199 0.000946 69 21.438 1.419
154 32 0.2250 199 0.000944 74 21.440 1.405
155 32 0.2231 199 0.000951 73 21.442 1.414
156 32 0.2076 199 0.000950 60 21.445 1.436
157 32 0.2237 199 0.000956 74 21.447 1.413
158 32 0.2196 199 0.000960 69 21.448 1.420
159 32 0.2242 199 0.000962 74 21.450 1.417
160 32 0.2241 199 0.000969 75 21.452 1.408
161 32 0.2322 199 0.000952 82 21.453 1.366
162 32 0.2078 199 0.000967 60 21.454 1.440
163 32 0.2197 199 0.000974 70 21.455 1.424
164 32 0.2238 199 0.000978 74 21.456 1.421
165 32 0.2255 199 0.000983 75 21.459 1.418
166 32 0.2080 199 0.000975 60 21.461 1.443
167 32 0.2199 199 0.000979 70 21.462 1.425
168 32 0.2250 199 0.000986 75 21.463 1.420
169 32 0.2247 199 0.000992 75 21.465 1.415
170 32 0.2324 199 0.000975 83 21.465 1.372
171 32 0.2083 199 0.000989 60 21.467 1.446
172 32 0.2201 199 0.000996 70 21.468 1.427
173 32 0.2260 199 0.001001 75 21.470 1.424
174 32 0.2260 199 0.001007 75 21.472 1.421
175 32 0.2084 199 0.001000 60 21.473 1.449
176 32 0.2203 199 0.001006 70 21.475 1.429
177 32 0.2258 199 0.001012 76 21.476 1.427
178 32 0.2264 199 0.001018 76 21.478 1.423
179 32 0.2327 199 0.001001 83 21.478 1.379
180 32 0.2086 199 0.001014 60 21.480 1.453
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# Batch Dropout Epocas Taxa de Aprendizado Unidades RMSE SMAPE

181 32 0.2204 199 0.001021 71 21.481 1.432
182 32 0.2261 199 0.001027 76 21.483 1.425
183 32 0.2267 199 0.001033 76 21.485 1.423
184 32 0.2338 199 0.001008 84 21.486 1.384
185 32 0.2087 199 0.001029 60 21.487 1.457
186 32 0.2206 199 0.001035 71 21.488 1.433
187 32 0.2263 199 0.001041 7 21.490 1.426
188 32 0.2269 199 0.001046 7 21.492 1.423
189 32 0.2089 199 0.001043 60 21.493 1.461
190 32 0.2208 199 0.001049 71 21.494 1.434
191 32 0.2329 199 0.001028 84 21.494 1.382
192 32 0.2266 199 0.001055 7 21.496 1.429
193 32 0.2273 199 0.001061 78 21.497 1.427
194 32 0.2092 199 0.001058 60 21.499 1.464
195 32 0.2210 199 0.001063 72 21.500 1.436
196 32 0.2272 199 0.001070 78 21.502 1.429
197 32 0.2278 199 0.001076 78 21.503 1.427
198 32 0.2333 199 0.001054 85 21.503 1.386
199 32 0.2093 199 0.001073 60 21.505 1.467
200 32 0.2335 199 0.001060 85 21.506 1.389
201 32 0.2211 199 0.001078 72 21.507 1.438
202 32 0.2275 199 0.001085 79 21.508 1.432
203 32 0.2095 199 0.001088 60 21.510 1.470
204 32 0.2213 199 0.001096 72 21.511 1.440
205 32 0.2336 199 0.001075 85 21.512 1.389
206 32 0.2280 199 0.001095 79 21.513 1.433
207 32 0.2287 199 0.001102 79 21.514 1.431
208 32 0.2099 199 0.001103 61 21.515 1.473
209 32 0.2338 199 0.001089 86 21.515 1.391

210 32 0.2002 140 0.000486 45 26.492 1.784
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