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ESTIMACAO E PREVISAO DE PRODUTIVIDADE DE SOJA POR
REDES NEURAIS NO MATOPIBA

RESUMO: A demanda por alimento se torna cada vez maior e para
atendé-la em tempo habil e quantidade suficiente, utilizamos redes neurais
artificiais para previsdo de produtividade. Dentre essas técnicas, a mais
comumente empregada para prever a produtividade da soja é a Rede Neural
Artificial. O objetivo dessa pesquisa foi estimar e prever a produtividade de soja
utilizando redes neurais artificiais e informacfes climaticas mensais da
temperatura do ar, precipitacdo, radiacdo global, e componentes do balanco
hidrico como evapotranspiracao de cultivo, armazenamento, evapotranspiracao
real de cultivo, deficiéncia e excedentes hidricos durante o ciclo do cultivo para
os estados do Maranhdo, Tocantins, Piaui e Bahia, que juntos formam a fronteira
agricola do MATOPIBA no Brasil, produtividade média para a regido durante o
periodo avaliado é de 2.575 kg hat. Os resultados mostram que a RNA ajustada
para estimacdo apresentou erros de até 100 kg ha! (sub e superestimando) em
grande parte (27) das localidades, 10 municipios apresentam produtividade
subestimada, e 15 apresentam resultados superestimados. Enquanto que a RNA
ajustada para previsdo mostrou que 30 localidades apresentam produtividades
com erros até 100 kg ha, 8 e 14 municipios com produtividade subestimada e
superestimada, respectivamente.

Palavras — Chave: inteligéncia artificial, balanco hidrico, soja, produtividade
agricola
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ESTIMATION AND FORECAST OF SOYBEAN YIELD BY NEURAL
NETWORKS IN MATOPIBA

ABSTRACT - The demand for food becomes increasing and to meet it in
a timely and sufficient amount, we use artificial neural networks to predict
productivity. Among these techniques, the most commonly used to predict
soybean yield is the Artificial Neural Network. The objective of this research was
to estimate and predict soybean yield using artificial neural networks and monthly
climatic information of air temperature, precipitation, global radiation, and water
balance components such as crop evapotranspiration , storage, real crop
evapotranspiration, deficiency and water surpluses during the cultivation cycle for
the states of Maranh&o, Tocantins, Piaui and Bahia, which together form the
agricultural frontier of MATOPIBA in Brazil, average productivity for the region
during the period evaluated is 2,575 kg ha-1. The results show that the RNA
adjusted for estimation presented errors of up to 100 kg ha-1 (under and
overestimation) in large part (27) of the localities, 10 municipalities presented
underestimated productivity, and 15 presented overestimated results. While the
RNA adjusted for forecasting showed that 30 localities present productivity with
errors up to 100 kg ha-1, 8 and 14 municipalities with underestimated and
overestimated productivity, respectively.

Keywords: Atrtificial Intelligence, water balance, soybeans, agricultural
productivity
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CAPITULO 1 - Consideragdes gerais
1.1 Introdugéo

A inteligéncia artificial (IA) é definida como o campo cientifico que da as
magquinas a capacidade de aprender sem serem estritamente programadas. Este
conhecimento podera causar um efeito disruptivo em diferentes atividades da
civilizagdo humana. A IA aplicada em problemas agricolas € recente, entretanto,
ja se vislumbra que o potencial preditivo, reconhecimento de padrdes como 0s
de imagem, robdtica, entre outros, causara também uma transformacgéo da
agricultura mundial (Patricio, 2018).

A agricultura de precisdo comegou a ser desenvolvida na década de 1980
(Finger, 2019) e aborda o desafio de adaptar o gerenciamento das caracteristicas
do local, do cultivo e do ambiente (Lowenberg-DeBoer, 2015) lidando com
heterogeneidades de areas produtivas.

A unido da IA com a agricultura de precisao define o que hoje € chamado
de agricultura digital, que surge como um novo campo cientifico utilizando grande
guantidade de dados, auxiliando o planejamento e decisdes estratégicas para
impulsionar a produtividade agricola minimizando seu impacto ambiental (Liakos,
2018).

Uma das técnicas da inteligéncia artificial € o aprendizado de maquina
(ML) que surgiu juntamente com as tecnologias de big data e a computacéo de
alto desempenho para criar novas oportunidades para entender, quantificar e
estimar/prever diversos processos ou fenébmenos (Samuel, 2000).

Dentre as técnicas de ML, as Redes Neurais Artificiais (ANNSs) sdo as mais
utilizadas na literatura. As MLs sdo modelos supervisionados que normalmente
sdo usados para problemas de regressao e classificacao, geralmente utilizando
a unidade de processamento chamada por Rosenblatt (1958) de ‘perceptron’. As
ANNSs sédo divididas em duas categorias: ANNs tradicionais, com apenas uma
camada escondida, e ANNs profundas, com mais camadas. As RNAs profundas
sdo conhecidas como aprendizado profundo ou redes neurais profundas (DNNSs)
(Lecun, 2015).

O potencial preditivo possibilitado pelas DNNs poderd causar efeito
significativo no melhoramento do monitoramento e das previsées agricolas, tanto

em areas agricolas tradicionais como em fronteiras agricolas como o MATOPIBA



no Brasil. As previsbes de produtividade agricolas tém forte importancia
relacionadas a especulagédo de estoques, precos, sustentabilidade e seguranca
alimentar, regulando os mercados agricolas, permitindo o planejamento da
reducdo dos impactos ambientais e fazer frente a variabilidade e mudancas

climéticas (Gusso et al, 2017).
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2.4 Conclusdes

As Redes Neurais Artificiais Profundas (DNNs) ajustadas foram capazes
de estimar com R?=0.88 e RMSE= 167.85 kg ha' e prever com R?=0.86 e
RMSE= 185.86 kg ha! a produtividade da soja para o MATOPIBA.

Foi possivel a previsdo de produtividade em até 2 meses antes da
colheita utilizando DNNs.

A DNN mostrou-se robusta, uma vez que atingiu resultados acurados
usando apenas variaveis de clima e componentes do balanco hidrico.
Isso mostra a importancia dos fatores climaticos na produtividade de soja na
regido do MATOPIBA.
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