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Resumo

Nesta dissertacao foi desenvolvido um mecanismo de classificacdo capaz de identificar o
perfil de um aluno de acordo com caracteristicas da teoria das inteligéncias multiplas,
baseado em Support Vector Machines (SVMs, sigla em inglés para Maquinas de Vetores
de Suporte), métodos de agrupamento e balanceamento de classes. O objetivo dessa
classifica¢@o consiste em permitir que os tutores responsaveis por gerar o material para
aulas em ferramentas de apoio ao ensino a distdncia possam utilizar este método de
classificagdo para direcionar o contetido ao aluno de forma a explorar sua inteligéncia
multipla predominante. Para realizacdo dos experimentos, duas SVMs foram criadas,
utilizando o método de classificacdo baseado em k problemas binarios, que reduzem o
problema de multiplas classes a um conjunto de problemas bindrios. Os resultados obtidos
durante as fases de treino e teste das SVMs foram apresentados em percentuais por meio
de um algoritmo de agrupamento particionado. Esses percentuais ajudam a interpretar a
classifica¢do do perfil de acordo com as inteligéncias predominantes. Além disso, com o
uso de métodos de balanceamento de classes, obteve-se melhora no desempenho do
classificador, assim, aumentando a eficacia do mecanismo, pois, suas taxas de incorregoes

foram baixas.

Palavras-Chave: Maquinas de Vetores de Suporte. Métodos de Classificagao.
Meétodo de Agrupamento Particionado. Balanceamento de Classes. Aprendizado de

Magquina.



Abstract

In this work, it was developed a mechanism in order to classify students’ profiles
according to the Theory of Multiple Intelligences, based on Support Vector Machines
(SVMs), cluster methods and classes balancing. By using these classifications, tutors,
who prepare materials for classes in specific tools for distance education purposes, are
able to suggest contents for students so that they are able to explore their predominant
multiple intelligence. To perform these experiments, SVMs were created by using
classification methods based on binary problems that reduce multiple classes problems
into a set of binary problems. The results generated during the training and the SVM test
stages were presented in percentages by using partitioning clustering algorithm. These
percentages are helpful for analysis of profiles classifications according to multiple
intelligences. Besides that, by using classes balancing methods, it was possible to obtain
improvements on the classifier performance and, consequently, the mechanism efficiency

was increased as well, considering the fact that inaccuracy rates were low.

Keywords: Support Vector Machines. Classification Methods. Partitioning

Clustering Method. Classes Balancing. Machine Learning.



Capitulo 1- Introducio

Ao analisarmos a situagdo atual da pratica educativa em nossas escolas, identificaremos
problemas como: a grande énfase dada a memorizagdo, pouca preocupagdo com O
desenvolvimento de habilidades para reflexao critica e a autocritica do conhecimento que o aluno
aprende. As ac¢des educativas centradas nos professores que determinam o que ensinar € como
deve ser aprendido interferem diretamente na formacdo do aluno e atrapalha seu crescimento

profissional e pessoal.

O mercado de trabalho necessita de profissionais qualificados para atender a demanda,
gerando, assim, vagas de emprego que, em alguns casos, nao sdo preenchidas devido a queda na

qualidade de ensino.

Um dos principais fatores que influenciam na qualidade da formagédo profissional ¢ a
dificuldade em frequentar cursos de média e longa duragdo. Muitas pessoas ndo conseguem
conciliar o trabalho, a familia e entre outros compromissos para buscar uma capacitacdo

profissional.

Diante disso, alternativas como cursos a distdncia tém se tornado opgdes para a
qualificacdo profissional. Assim, ferramentas de apoio ao ensino que permitem ao aluno poder
estudar em horarios que se adequem as suas rotinas, possibilitam a continuidade de sua formagéo

profissional.

No entanto, mesmo com o uso das ferramentas de apoio ao ensino, podem surgir outros
motivos para reduzir o interesso do aluno, por exemplo, a dificuldade em aprender sem a presenca
fisica do professor para direcionar as aulas de forma a explorar as caracteristicas que favorecam
o processo ensino aprendizagem. Dessa forma, o aluno precisara se adaptar a metodologia de

ensino da ferramenta. Essa adaptag@o pode ndo acontecer, levando a evasdo do curso.

1.1 Motivaciao

A area de reconhecimento de padrdes consiste na classificagdo de diversos exemplos

existentes em uma determinada base de dados como pertencentes a um tipo especifico de padrao
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dentre os possiveis padrdes que essa base possa representar. Varios métodos sdo empregados
nessa area, no entanto, nos ultimos anos, um método vem se destacando entre os demais: Support
Vector Machine (SVM, sigla em inglés). As SVMs sdo maquinas de aprendizagem que se baseiam
na Teoria da Aprendizagem Estatistica, treinadas por meio de um algoritmo supervisionado. Elas
foram propostas em 1992. Desde entdo sdo empregadas em diversos setores, como por exemplo,

medicina, biomedicina, entre outros.

A proposta deste trabalho ¢ o desenvolvimento de um mecanismo de classificagdo que
pode ser aplicado em um sistema de recomendagdo computacional [33] e, assim, ser utilizado por
ferramentas de apoio ao ensino a distdncia como método de classificagdo de alunos para
direciona-los a uma forma de estudo que possa favorecer o ensino individualizado, explorando as

principais caracteristicas de inteligéncia de cada aluno.

O Ambiente de apoio ao ensino, chamado Classroom criado por Costa Neto (2012), da
énfase na Teoria das Inteligéncias Multiplas (TIM) para fornecer ferramentas e guias de criagao
para aulas virtuais, facilitando a composi¢do ¢ a exposi¢do de complementos para aulas

presenciais [6].

Thays Santos, et al. (2015) com o trabalho intitulado de “Perspectivas da Teoria das
Inteligéncias Multiplas para a Educacdo a Distancia” aborda uma pesquisa com base na TIM e as
implicagdes de sua trajetoria no desenvolvimento aplicado a Educacgdo a Distancia, tendo como
objetivo entender como as competéncias intelectuais estdo sendo estimuladas e combinadas no
contexto de EaD, produzindo, assim, outras formas de ensino aprendizagem capazes de fomentar

diferentes habilidades [8].

Outro trabalho correlato ¢ o de Roberta Barbosa (2012) desenvolveu um método
computacional capaz de auxiliar os médicos dermatologistas no diagndstico de lesdes de pele por
meio de imagens digitais. Com este método pretende-se auxiliar o dermatologista a classificar as
lesdes de pele utilizando a regra ABCD (Assimetria, Borda, Cor e Diametro) e analise de textura,

bem como identificar as lesdes: nevos melanociticos, ceratose seborréica e melanoma [30].

Rafaela Andreola, ef al. (2010), com o trabalho intitulado de “Classificacdo de Imagens
Hiperespectrais Empregando Support Vector Machines”, fala de um estudo que investiga o
desempenho do classificador SVM na classificagdo de imagens em alta dimensionalidade. Como
SVM opera em um par de classes a cada vez, propde-se aqui a sua implementacdo em uma
estrutura em forma de arvore binaria, onde somente duas classes sdo tratadas em cada no. A

precisdo da imagem tematica produzida por este esquema de classificagdo é avaliada para duas

fungdes kernel distintas e em fungdo do valor para dimensionalidade dos dados [2].
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Assim, como nesses exemplos, pdde-se notar o uso de SVM para problemas de
classificacdo em areas distintas como diagnosticos médicos, reconhecimento de padrdes,

problemas de classificagdo e recuperagdo de imagem.

1.2 Objetivos

Esse trabalho tem como objetivo:

e Utilizar SVMs para desenvolver um mecanismo de classificacdo de perfis de
acordo com a Teoria das Inteligéncias Multiplas, que aplique métodos de

agrupamento e balanceamento de classes.

1.3 Estado da Arte

A teoria das Inteligéncias Multiplas foi desenvolvida por Howard Gardner, psicélogo da
Universidade de Harvard na década de 70. Apos anos de estudos, publicou seu primeiro livro,
“Estruturas da Mente”, no ano de 1983, no qual gerou um grande impacto na area da educagao,
pois, acreditava-se que, por meio da Teoria das Inteligéncias Multiplas, muitos problemas no

campo educacional poderiam ser resolvidos.

A teoria de Gardner [14, 15] afirma que todos os individuos normais dispdem de oito
inteligéncias sendo elas: linguistica, logico-matematica, espacial, corporal-cenestésica, musical,
interpessoal, intrapessoal e naturalista, e que cada individuo tem maior habilidade para
desenvolver uma determinada inteligéncia. Essa teoria possibilita trabalhar com estimulos

especificos e com isso desenvolver adequadamente determinada habilidade de cada um.

Segundo Armstrong [1], Gardner ofereceu um meio de mapear a ampla gama de
capacidades dos seres humanos em oito categorias ou “inteligéncias”. Porém, inicialmente elas
foram mapeadas como apenas sete e, segundo Armstrong [1], a Teoria das Inteligéncias Multiplas
abre as portas para ampla variedade de estratégias de ensino que podem ser implementadas na
sala de aula. Ha décadas essas estratégias ja tém sido utilizadas por alguns professores, pois as

mesmas oferecem a oportunidade de desenvolver estratégias de ensino inovadoras.

A Teoria das Inteligéncias Multiplas alerta (cuidado com afirmagdes categoricas) que nao
existe um conjunto de estratégias de ensino que funciona melhor para todos os alunos [1]. Cada
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individuo tem inclinag¢Ges diferentes para as oito inteligéncias de modo que qualquer estratégia
especifica provavelmente sera muito bem-sucedida com um grupo de alunos e nio tdo bem-
sucedida com outros grupos. Por exemplo, professores que usam figuras e imagens no ensino
atingirdo alunos com uma orientagdo mais espacial, mas terdo efeitos diferentes sobre aqueles

com inclina¢des mais fisicas ou verbais.

Devido a essas peculiaridades entre alunos, os professores devem usar ampla variedade
de estratégias de ensino. Na medida em que o professor mudar a inteligéncia enfatizada, sempre
havera um momento em que o aluno fara uso de sua inteligéncia mais desenvolvida. Portanto,
entende-se que para cada inteligéncia que se pretende avaliar ou desenvolver, uma estratégia
diferente devera ser utilizada, abrindo margem para mais uma linha de estudos que consistem em

entender essas técnicas e aplica-las aos alunos analisando os resultados.

Neste contexto, estd inserida a proposta desta dissertagdo (deste trabalho), criando um
mecanismo que seja capaz de identificar as inteligéncias e tracar o perfil de um aluno, assim,

fornecendo aos professores subsidios que favoregam no processo de ensino aprendizagem.

Para isso, optou-se por utilizar SVM como técnica de classificacdo devido a um conjunto

de caracteristicas:

e Boa capacidade de generalizagdo: os classificadores gerados por uma SVM em
geral alcancam bons resultados de generalizagdo. A capacidade de generalizacao
de um classificador € medida por sua eficiéncia na classificagdao de dados que ndo
pertencam ao conjunto utilizado em seu treinamento. Na geracdo de
prognosticadores por SVMs, portanto, é evitado o superajustamento
(overfitting), situagdo na qual o prognosticador se torna muito especializado no
conjunto de treinamento, obtendo baixo desempenho quando confrontado com
novos padroes [40].

o Robustez em grandes dimensées: as SVMs sdo robustas diante de objetos de
grandes dimensdes, como, por exemplo, imagens. Comumente ha a ocorréncia
de overfitting nos classificadores gerados por outros métodos inteligentes sobre
esses tipos de dados [40].

e Convexidade da funcdo objetivo: a aplicagdo das SVMs implica na otimizagao
de uma fun¢do quadratica, que possui apenas um minimo global. Esta é uma
vantagem sobre, por exemplo, as Redes Neurais Artificiais, em que ha a presenga
de minimos locais na fung@o objetivo a ser minimizada [40].

o Teoria bem definida: as SVMs possuem uma base tedrica bem estabelecida

dentro da Matematica e Estatistica [40].
13



Entre as caracteristicas citadas, o destaque das SVMs esta em sua capacidade de
generalizagdo. Estes resultados foram apresentados por Vapnik e Chernovenkis (1998), através da

Teoria de Aprendizado Estatistico, proposta por estes autores na década de 60 e 70 [44].

1.4 Organizacao do Trabalho

Esta dissertagdo esta dividida em quatro capitulos distribuidos da seguinte maneira:

Capitulo 1: Neste capitulo é apresentado o estado da arte, bem como, objetivos e

motivagao do trabalho.

Capitulo 2: Neste capitulo sdo abordados os conceitos utilizados para desenvolvimento
do projeto, entre eles SVMs e sua teoria, Métodos de Classificagdo, Aprendizado de Maquina,

Me¢étodos de Votagdo, Balanceamento ¢ Agrupamento de Classes, entre outros.

Capitulo 3: Neste capitulo sdo detalhados o uso dos conceitos do capitulo 2, de maneira

que possa se desenvolver o mecanismo de classificacao.

Capitulo 4: Neste capitulo sdo apresentados os experimentos e os detalhes de sua

realizacdo. Além disso, sdo apresentadas analises dos resultados.

Por fim, ¢ apresentada a conclusdo do projeto, bem como, sugestdes para projetos futuros.

14



Capitulo 2- Fundamentac¢ao Teorica

Neste capitulo sdo abordados os conceitos utilizados para desenvolvimento do projeto,
entre eles SVMs e sua teoria, Métodos de Classificagdo, Aprendizado de Maquina, Métodos de

Votagdo, Balanceamento e Agrupamento de Classes, entre outros.

2.1 Conceitos Basicos de Aprendizado de Maquina

As técnicas de Aprendizado de Maquina (AM) utilizam principio de inferéncia
denominado indugdo. A partir disso, obtém-se conclusdes genéricas de um conjunto particular de
exemplos. Por se tratar de um aprendizado indutivo, pode ser dividido em dois tipos principais:

supervisionado e ndo supervisionado [21] e [26].

No aprendizado supervisionado tem-se a figura de um professor externo, o qual apresenta
o conhecimento do ambiente por conjuntos de exemplos na forma: entrada e saida desejada. O
algoritmo de AM extrai a representacdo do conhecimento a partir desses exemplos. O objetivo ¢
que a representagdo gerada seja capaz de produzir saidas corretas para novas entradas ndo

apresentadas previamente [28].

No aprendizado nao-supervisionado ndo ha a presenca de um professor, ou seja, nao
existem exemplos rotulados. O algoritmo de AM aprende a representar (ou agrupar) as entradas
submetidas segundo uma medida de qualidade. Essas técnicas sdo utilizadas principalmente
quando o objetivo for encontrar padrdes ou tendéncias que auxiliem no entendimento dos dados

[41].

O tipo de aprendizado abordado neste trabalho ¢ o supervisionado. Neste caso, dado
conjunto de exemplos rotulados na formula (x;,y;) em que x; representa um exemplo em y;,
denotando o seu rétulo. Deve-se produzir um classificador, também denominado modelo,
prognosticador ou hipotese, capaz de predizer precisamente o rétulo dos novos dados. Esse
processo de indug¢do de um classificador a partir de uma amostra de dados é denominado
treinamento [21] e [26]. O classificador obtido também pode ser visto como uma fungdo f, a qual

recebe um dado x e fornece uma predigdo y.
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Os rotulos ou classes representam o fendmeno de interesse sobre o qual se deseja fazer
previsoes. Nesta dissertagdo, considera-se o caso em que os rotulos assumem valores discretos
1,--+, k. Tem-se, entdo, um problema de classificagdo. Um problema de classificagdo no qual k =

2 ¢ denominado binario. Para k > 2, configura-se, portanto, um problema multiclasses.

Cada exemplo, também referenciado por dado ou caso, ¢ tipicamente representado por
um vetor de caracteristicas. Cada caracteristica, também denominada atributo, expressa um
determinado aspecto do exemplo [27]. Normalmente, ha dois tipos basicos de atributos: nominal
e continuo. Um atributo ¢ definido como nominal (ou categérico) quando nao existe uma ordem
entre os valores que ele pode assumir (por exemplo, entre cores). No caso de atributos continuos,

¢ possivel definir uma ordem linear nos valores assumidos.

Um requisito importante para as técnicas de AM ¢ que elas sejam capazes de lidar com
dados imperfeitos, denominados ruidos [26]. Muitos conjuntos de dados apresentam esse tipo de
caso, sendo alguns erros comuns a presenga de dados com rétulos e/ou atributos incorretos. A
técnica de AM deve idealmente ser robusta a ruidos presentes nos dados, procurando ndo fixar a
obtenc¢ao dos classificadores sobre esse tipo de caso [27]. Deve-se também minimizar a influéncia
de ruidos no processo de indugdo. A existéncia de ruidos implica, tipicamente, em prejuizos a

interpretag@o dos resultados dos testes estatisticos aplicados as amostras.

Os conceitos referentes a geracdo de um classificador a partir do aprendizado
supervisionado sdo representados de forma simplificada na Figura 1. Tem-se nessa figura um
conjunto com n dados. Cada dado x; possui m atributos, ou seja, x; = (X1, **, Xim). As variaveis
y; representam as classes. A partir dos exemplos e das suas respectivas classes, o algoritmo de
AM extrai um classificador. Pode-se considerar que o modelo gerado fornece uma descrigdo

compacta dos dados fornecidos [7].

atributos classe
X; |*n1 *12 - Xm |1 classificador
Xy, | *21 X222 -~ Xam | V2
(T f(x)
dados b y i . i
il I I ) I Técnica de AM
X, xnl xrﬂ d xnm yn

Figura 1: Inducio de classificador em aprendizado supervisionado (LORENA, 2007)
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A obtengdo de um classificador por um algoritmo de AM a partir de uma amostra de dados
também pode ser considerada um processo de busca [26]. Procura-se, entre todas as hipdteses que
o algoritmo seja capaz de gerar a partir dos dados, aquela com melhor capacidade de descrever o

dominio em que ocorre o aprendizado.

Para estimar a taxa de predi¢des corretas ou incorretas (também denominadas taxa de
acerto e taxa de erro, respectivamente) obtidas por um classificador sobre novos dados, o conjunto
de exemplos €, em geral, dividido em dois subconjuntos disjuntos: de treinamento e de teste [26].
O subconjunto de treinamento ¢é utilizado no aprendizado do conceito e o subconjunto de teste ¢
utilizado para medir o grau de efetividade do conceito aprendido na predi¢do da classe de novos
dados.

Um conceito comumente empregado em AM ¢é o de generalizacdo de um classificador,
definida como a sua capacidade de prever corretamente a classe de novos dados. No caso em que
o modelo se especializa nos dados utilizados em seu treinamento, apresentando uma baixa taxa
de acerto quando confrontado com novos dados, tem-se a ocorréncia de um superajustamento
(overfitting) [26] e [7]. E também possivel induzir hipoteses que apresentem uma baixa taxa de
acerto mesmo no subconjunto de treinamento, configurando uma condi¢do de subajustamento
(underfitting). Essa situagdo pode ocorrer, por exemplo, quando os exemplos de treinamento

disponiveis sdo pouco representativos ou quando o modelo obtido é muito simples [7].

2.2 Maquinas de Vetores de Suporte

As SVMs utilizam métodos de classificacdo supervisionada baseados em

particionamento, cujo objetivo € construir hiperplanos para separar pontos de duas classes.

Essa técnica ja foi utilizada com sucesso em diversas aplicacdes de reconhecimento de
padrdes, como por exemplo: categorizacao de textos, categorizagdo de SPAM, reconhecimento
de caracteres manuscritos, reconhecimento de textura, analise de expressdes de genes, entre

outras.

O funcionamento das SVMs ¢ definido da seguinte maneira: dadas duas classes e um
conjunto de pontos que pertencem a essas classes, as SVMs determinam o hiperplano que os
separa, de forma a colocar maior quantidade possivel de pontos da mesma classe do mesmo lado

ao mesmo tempo que a distancia de cada classe a esse hiperplano ¢ maximizada.
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Normalmente, as maquinas de vetor suporte operam em um espago de dimensdo maior
que a dimensao dos dados originais, no chamado espaco de caracteristicas. E nesse espaco que se
consegue a maximizagdo desejada para obter uma melhor capacidade de generalizagdo de

classificagdo.

Para conseguir essa maximiza¢ao, ¢ necessaria uma formulacao para resolver problemas

de otimizagdo quadratica com restrigoes.

A classificagdo tem como objetivo, a partir de um banco de dados contendo objetos pré-
classificados (objetos cuja classe € conhecida), construir um modelo que seja capaz de classificar
automaticamente novos objetos (cuja classe ¢ desconhecida) em fun¢ao de suas caracteristicas. O

modelo criado é chamado de modelo classificador.

O uso de SVMs ¢ capaz de resolver problemas de classificagdo de dados, gerando
classificadores que apresentam bons resultados. Porém, esses classificadores possuem uma
limitacdo de interpretacdo, ndo sendo possivel compreender a saida obtida. Por isso, nesse
trabalho, este modelo utiliza técnicas de agrupamento e balanceamento de dados durante a

classificagdo realizada pela SVM.

2.2.1 Hiperplano 6timo para classes linearmente separaveis

r

Quando o aprendizado supervisionado ¢ aplicado ao problema de classificacdo, as
amostras de treinamento sdao formadas pelo conjunto de dados de entrada associados as suas
correspondentes respostas pré-classificadas (rotulos ou dados de saida). Apos o treinamento, o

objetivo € classificar novas amostras, ainda ndo rotuladas [45].
Considerando o seguinte conjunto de dados de treinamento:

(x;,y))1<i<N,x R,y €{+1,-1} (1)

Onde x; , € o0 dado de entrada para a amostra i ¢ y; é a resposta desejada.

Classificagdes binarias sdo frequentemente realizadas pelo uso de fungdes g: X € R™ —
R com a seguinte estratégia: as amostras sdo designadas para a classe positiva, se [1(x) >0, e

caso contrério, para classe negativa.
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Sera considerado nesta secdo que as classes representadas pelos rotulos y; = +1 e —1

sdo linearmente separaveis. A superficie de decisdo sera representada por um hiperplano na forma
[45]:

g (x) = (th) +b=0 (2)
Onde w € R™ ¢ o vetor de pesos, e b € R € o intercepto.
Assim podemos aplicar a seguinte estratégia de decisdo:

(w'x)+ b =>0paray = +1; )

w'x) + b < Oparay = —1.
Para descrever o lugar geométrico dos hiperplanos separadores, sera utilizada a
seguinte forma candnica (onde o vetor w e o escalar b sdo novamente escalados de tal maneira a
atender as desigualdades):

(wtx)+ b = +1paray = +1; @

w'x)+b < —1paray; = —1.

A seguir, ¢ apresentada a notacdo compacta para as desigualdades (4):

y[(wtx) + b] = 1. (5)

Para um dado vetor de pesos w e intercepto b, a separagdo entre o hiperplano [1(x) =
(wtx) + b = 0 e o dado de entrada mais perto é chamada de margem de separagdo denotada por
p . Sempre que for possivel obter um p < 0, existirdo infinitos hiperplanos, dentre os quais se
busca um hiperplano particular em que a margem de separacdo p ¢ maximizada. De acordo com
essa condi¢do, a superficie de decisdo ¢ dita ser o hiperplano 6timo e a técnica de aprendizado de
maquina utilizado para a determinagao desse hiperplano ¢ denominada Support Vector Machines
(SVM), sendo que os dados de treinamento que se encontram a distancia p do hiperplano sdo

chamados vetores-suporte [45].

Na Figura 2, é apresentada uma visdo geométrica da construg¢do do hiperplano 6timo para

um espaco bidimensional, além da interpretagdo dos vetores-suporte.
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Maximizaciio : -
Margem de Separaciio

Figura 2: O hiperplano 6timo separando os dados com a midxima margem p, os vetores-suporte
(support vectors) e uma distribuicio dos dados no R?> (SEMOLINI, 2002).

Os dados para os quais o resultado da equacao (5) € igual a 1 sdo os vetores-suporte, pois

sd0 aqueles que se encontram a distancia p do hiperplano 6timo.

Os vetores-suporte exercem um papel importante nas operacdes desse tipo de
aprendizagem de maquina. Em termos conceituais, eles sdo os pontos que se encontram mais
perto da superficie de decisdo e, portanto, sao os de classificagdo mais dificil. Como tal, eles t€ém

uma relacdo direta coma localizagdo da superficie de decisdo.

Considerando a forma candnica (4) com a seguinte modificagdo (hiperplanos com a

margem igual a 1 sdo conhecidos como hiperplanos candnicos), temos [45]:

(wTxS"*) + b = +1, sendo x5”* um vetor- suporte pertencente a classe y = +1; (6)

T

(w'xS"7) + b = —1, sendo x5Y~ um vetor- suporte pertencente a classe y = —1;

Para calcular a distancia algébrica dos vetores-suporte para o hiperplano 6timo, ou seja,
o valor da margem p, ¢ preciso primeiro normalizar o vetor de pesos w, e usando a equacao do

hiperplano canénico (6), temos:

o=3{(G) =)~ () = )| = s )

A equacao (7) mostra que maximizar a margem de separagao entre as classes € equivalente

a minimizar a norma euclidiana do vetor de pesos w.

Em resumo, o hiperplano 6timo definido pela equacdo (5) apresenta um vetor de pesos w
que leva a maxima separagdo entre as amostras positivas e negativas. Essa condi¢do otima ¢

alcangada minimizando a norma euclidiana do vetor de pesos w.

20



2.2.2 Hiperplano 6timo para classes nio linearmente separaveis

Considerando o caso mais dificil de classificagdo, quando as classes ndo sdo linearmente
separaveis e dadas as amostras de treinamento, ndo € possivel construir um hiperplano separador
sem encontrar erros de classificagdo. Todavia, € possivel encontrar um hiperplano que minimiza
a probabilidade do erro de classificacdo junto as amostras de treinamento, tendo esse contexto

sido aplicado nesse trabalho.

Sendo assim, a margem de separagdo entre as classes € dita flexivel (soff), pois existirdo

pontos (x;,¥;)1 < i < N que violam a inequagéo 5.
Esta violagdo pode acontecer de trés maneiras, conforme apresentadas na figura 3:

e Oponto (x;,y;) se encontra dentro da regido de separagao, porém, no lado correto
da superficie de decisdo, (Figura 3a). Nesse caso, as classes sdo linearmente
separaveis, porém, houve uma escolha incorreta do hiperplano.

e O ponto (x;,y;) se encontra no lado incorreto da superficie de decisdo, porém,
dentro da regido de separagdo (Figura 3b). Também nesse caso as classes sdo
linearmente separaveis, porém houve uma escolha por um hiperplano de maior
margem.

e O ponto (x;,y;) se encontra no lado incorreto da superficie de decisdo e fora da

regido de separacao (Figura 3c¢).

(2)

Vetores-
suporte:

Figura 3: Analise da regiao de separacao de um Hiperplano 6timo (SEMOLINI, 2002)
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Para tratar do problema de classes ndo linearmente separaveis, introduziremos uma nova
variavel ndo-negativa, {§;}1 <i < N, na definicdo de hiperplano separador (superficie de

decisdo) apresentada a seguir [29]:

yilwix)+b]=21-¢,i=1,-,N (8)

Os escalares &; sdo chamados de variaveis de folga, e medem os desvios dos pontos
(x;,¥;)1 < i < N para a condigdo ideal de separagdo das classes. Para 0 < &; < 1, o ponto se
encontra dentro da regido de separagdo, mas do lado correto da superficie de decisdo. Para &; >
1, o ponto se encontra no lado incorreto do hiperplano separador. Os vetores suportes sao os
pontos em que o resultado da equagdo (8) ¢ igual a 1 —¢&;, mesmo que &; > 0, conforme

apresentado na figura 4.

Figura 4: Exemplos de valores e situacdes da variavel de folga & (SEMOLINI, 2002)

Note que, retirando do conjunto de treinamento, uma amostra em que &; > 0, a superficie
de decisdo tem grande chance de mudar, mas retirando uma amostra em que &; = 0 e o resultado

da equagdo (8) seja maior do que 1, a superficie de decisdo permanecera sendo a mesma.

O objetivo é encontrar o hiperplano separador em que o erro de classificagdo incorreta,

baseado no conjunto de treinamento, ¢ minimizado. Podemos fazer isso minimizando a fungéo

N
0() = ) IGEi—1) (o
i=1
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em relacdo ao vetor de pesos w, considerando a equacdo do hiperplano separador (8) e mais a

seguinte restricao:

wiw) <p™! = 4 (10)

Essa restrigdo ¢ a condigdo para que os parametros w e b, que definem o hiperplano,
minimizem o nimero de erros no conjunto de treinamento sob a condigdo que eles pertengam ao
subconjunto de elementos da estrutura S, = {(WTx) + b: (WTw) < A;} determinados pela

constante A,[45].
A funcéo indicadora I (¢; — 1) é definida por [17]:

0se(¢;—1)<0;

G- = {1 se (& —1)>0. (11)

A minimizagdo de 6(&) em relagdo a w é um problema de otimiza¢do ndo convexo da
classe NP-completo (ndo deterministico em tempo polinomial). Ou seja, um problema ¢ dito
"polinomial", ou pertencente a classe P, se existe um algoritmo conhecido capaz de solucionar o
mesmo cuja ordem de complexidade (no pior caso) seja polinomial em relagdo ao "tamanho" do

problema. Caso nao se conheca tal algoritmo, o problema néo pertence a essa classe.

Para fazer esse problema de otimizagdo matematicamente tratavel, aproximamos a fun¢do

6(&) por [17]:

0(¢) = ?]zlfi (12)

Restrito ao hiperplano separador (8) ¢ a restrigao (10).

Chamamos o hiperplano construido com base na solucdo desse problema de otimizagdo

de hiperplano otimo generalizado ou, por simplificacdo, de hiperplano otimo [17].

2.5 Métodos de Classificacao Binaria

Classifica¢do Binadria: As SVMs néo lineares projetam os dados de entrada em um espago
de dimensdo maior na qual os dados passam a ser linearmente separados. Para tanto, utiliza-se o
teorema de Cover [36], em que se afirmar que um espaco de entrada com padrdes nao linearmente

separaveis pode ser transformado em um novo espaco de caracteristicas em que os padrdes sdo
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linearmente separaveis, desde que sejam satisfeitas as seguintes condi¢des: a transformacdo seja
ndo linear e a dimensao do espaco seja suficientemente grande. Dessa forma, torna-se possivel

construir um hiperplano 6timo separando as classes nesse espago de caracteristicas.

Uma segunda formulag@o para o problema das SVMs nao lineares surge da aplicacdo do
teorema de Mercer [36] para encontrar uma fung¢do chamada Kernel, que minimiza o custo
computacional da avaliacdo das SVMs. A Fun¢@o Kernel de maneira geral faria referéncia a forma

do hiperplano. Neste trabalho, serd usado o seguinte polinomial, dado pela expressao [23,31,33]:

p
K(xl-,xj) = ((xi.xj) + a)
Onde a e p sao parametros.

Classificagdo Multiclasses: As SVMs foram originalmente desenvolvidas para
classificagdo binaria. No caso de classificagdo em k classes, k > 2, existem duas abordagens
basicas (Figura 5). A primeira ¢ a redugdo do problema de multiplas classes a um conjunto de
problemas binarios. Dois métodos usam essa abordagem: "decomposi¢do um por classe" (one-
against-all), separacdo das classes duas a duas (one-against-one). A segunda abordagem ¢ a
generalizagdo de SVMs binarias para mais de duas classes. O método que utiliza essa abordagem

¢ o método de Crammer e Singer.

Separagdo das
Classes2a2

Método baseado em

k problemas binarios SR

1 por Classe

SVM para
classificagdo em k

classes o
Generalizagdo de

syms 0 Sammersinger

Figura 5: Métodos Multiclasses
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Método Decomposi¢do um por Classe: este método baseia-se na construgdo de k SVMs
e classificagdo binaria para separar uma classe de todas as outras. Em seguida, os resultados de

todas as SVMs sdo agrupados, sendo feita a classificagdo desejada nas k classes.

Método Decomposi¢do duas a duas: este método usa uma SVM bindria para distinguir
cada par de classes. Assim, sdo construidas k(k — 1)/2 SVMs. A classificagdo final é obtida a

partir do resultado de todas as SVMs.

Método de Crammer e Singer: este método usa uma maneira mais natural de resolver o
problema de classificagdo em k classes, k> 2, que € construir uma fungao de decisdo considerando
todas as classes de uma vez. Nesse método, todos os exemplos de treinamento sdo usados ao

mesmo tempo.

Para este projeto, foram utilizados os métodos baseados em k problemas binarios, ou seja,

reduzindo o problema de multiplas classes a um conjunto de problemas bindrios.

2.5.1 Problemas de Classificacao de Dados

Nos ultimos anos, os sistemas de informacgao tém evoluido exponencialmente. Cada vez
mais sdo gerados e guardados dados em suporte digital e frequentemente de forma automatica. A
quantidade de informacao residente nesses dados ¢ de tal modo elevada que se torna cada vez
mais dificil esses dados serem trabalhados manualmente e deles retirar informacao 1til, sobretudo
em tempo habil. A solugdo passa por utilizar esses mesmos sistemas de informacao para trabalhar

os dados e deles retirar informagoes [25].

Portanto, o anseio passa a ser em criar sistemas computacionais que sejam capazes de
analisar fatos, de aprender descrigdes compactas e de compreender esses fatos. Em outras

palavras, que sejam capazes de melhorar seu desempenho com base nos resultados passados.

A classificacdo de dados possui diversos objetos com varias caracteristicas/atributos
pertencendo cada um deles a um tnico grupo/classe. Assim, o objetivo € criar uma regra que seja

capaz de prever a classe que pertence cada objeto, baseado em suas caracteristicas.
Por exemplo:
- Dado um conjunto de respostas, determinar se uma inteligéncia ¢ predominante ou nao

em individuo.
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Considerando um conjunto de objetos definidos por:

d = caracteristicas ou atributos

C= {C1,~~-,Ci} =um conjunto de classes

Suponhamos que exista uma fungdo f desconhecida e que associa cada objeto a um grupo
f:d -

O problema de classificagdo consiste em:

- Dado um conjunto de treino definido por pares atributos-classes < a,, ¢; >™,

.
- Encontrar uma fungdo f: d - ¢;

Para se obter a classe a que pertence o exemplo com base nos atributos ¢ utilizado um
modelo de decisdo (ou classificador). Esse modelo ¢ criado através de um processo de
aprendizagem feito com base em informacao histdrica (exemplos para os quais sao conhecidos os
atributos e a respectiva classe). Esse historico de exemplo define um conjunto de treino (Fig.

6(a)), o qual ¢ aplicado a um algoritmo de aprendizagem que retorna um modelo de decisao.

Novos exemplos ndo classificados sdo passados ao (s) modelo (s) de decisao. O conjunto
de novos exemplos denominam-se conjunto de teste. Este conjunto tera o mesmo tipo de atributos
do conjunto de treino, mas a classe a que cada exemplo pertence ¢ desconhecida, mas pertencente

ao conjunto C.

A fase de teste consiste em obter predi¢des da classe a que pertence cada exemplo do

conjunto de teste.

Na figura 6 apresenta-se diagrama das fases de Treino e Teste de SVMs:
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Modelo de Decisdo ‘ .

Modelo de Decisao

(a) Fase de Treino (b) Fase de Teste

Figura 6: Diagramas de Treino (a) e Teste (b)

2.6 Métodos de Votacao Direta

Apbs a etapa de decomposicdo e treino, obtém-se k' modelos de decisdo. Na fase de
reconstru¢do, cada exemplo ¢ classificado por todos os modelos, dando origem a k' predigdes

distintas [20, 21, 26, 28].
A predicdo final resulta da aplicagdo da fungdo de reconstrugdo r(a):
r(a) = max[i € {1, k’},Zﬁl(bi, (@) =]

Basicamente, consiste na votagdo simples dos resultados dos diversos classificadores
biclasse, sendo que a classe mais votada seria a da predi¢do final. No caso de empate, a selecdo é

feita aleatoriamente entre as classes empatadas.

2.6.1 Método de Votacao-direta com probabilidades

Esse método é uma variagdo do método apresentado na secdo anterior. Esta variagdo €
uso de probabilidades e requer que os classificadores usados retornem a probabilidade de um

exemplo pertencer a cada classe [20].

Considerando:
pij = Prob(ci|ci ou C]-),i *J
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Devido a probabilidade de o (ndo contrair a preposi¢do antes da oragdo infinitiva)
exemplo ser da classe i, quando i € comparado com j, obviamente p;; = 1 — pj;. Cada modelo de

decisdo biclasse retorna, para além de uma classe ¢;, a probabilidade do exemplo ser dessa classe.

Por exemplo, no caso de 3 classes teriamos 3 modelos de decisdo:

[ ] bl:A_B
° bz:A_B
° b3:B_C

Aplicando um exemplo a cada um dos modelos obteriamos, para cada modelo, uma de

duas predicdes:

bi(a) =Apsp => Pg_,=1-P4_p |4 bi(a) = Bpp_a => Py_g=1-Pg_4
by(a) = Aps_c => Pe_g=1-Py_¢ |4 by(a) = Cpc_a => Py_c=1-Pc_y4
bs(a) = Bpp_c => Pc_pg=1-Pg_¢ |4 bs(a) = Cpc_p => Pg_c=1-Pc_p

Com base nos diversos valores de p;; obtém-se a matriz de probabilidades:

' Py_p PA—C
Pg_4 ’ PB—C

PC—A PC—B

Define-se agora a probabilidade aproximada do exemplo ser da classe i como

_23i#jP;
Pi= k=1

Finalmente, a predigdo seria a classe com maior probabilidade aproximada.

r(a) = max(P;)
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2.7 Método de Votacao-distribuida

Este método de reconstrugdo se aplica ao método de decomposi¢do um contra todos e
assume que cada classificador b;(a) seleciona uma classe ¢;,i = {1,--- k} ou uma (paralelismo)
“outra”. Vale ressaltar que um problema multiclasse com k classes ¢ decomposto em k' problemas
de duas classes: uma classe principal contra as classes restantes, também conhecidas como outra,

ou seja, classe tnica.

Para cada exemplo e, ap0s a predigdo dos k' classificadores, a classe final predita € obtida

através de uma votacao.

Resumidamente, pode-se dizer que cada exemplo classificado k' vezes, obtendo-se uma
classe c; por cada modelo de decisdo. Para cada c;, caso a classe predita fosse diferente da classe
(13 ”» : [x3 » . . : r

outra”, essa classe acumularia um ponto. Caso fosse “outra”, um ponto seria distribuido
equitativamente por todas as classes restantes. No final, a escolha recai na classe que tiver

acumulado mais pontos.

2.7.1 Método de Votacao-distribuida com probabilidades

Com base no método de votagdo direta com probabilidades apresentado na segdo 2.6,
podemos aplicar as probabilidades ao método de reconstrugdo referido na segdo 2.7, logo sendo

também este associado a decomposi¢do um contra todos, considerando:
P;_outra = Prob(c;|c; ou outra)

Como a probabilidade de o exemplo ser da classe c;, quando c¢; é comparada com as

restantes classes.
Para cada uma das classes restantes a probabilidade sera:

P _ 1 —Pi_outra
outra—i —
k'—1
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2.8 Treinamento de SVMs Nao Lineares

As SVMs lineares podem ser generalizadas de forma a realizar classificagdes ndo lineares.
Para isso, ¢ utilizado neste trabalho o artificio de levar os dados de treinamento para um espaco
de maior dimensao, onde os dados neste espago se tornam linearmente separaveis. Assim, pode-
se aplicar as SVMs lineares sobre os dados mapeados neste espago, determinando um hiperplano
de margem maximizada. Para que isso ocorra, a SVM ndo linear utiliza funcdes de kernel
(nucleo), que permitem o acesso a esses espagos complexos, sendo para este trabalho o nticleo

polinomial, conforme a equagao abaixo:

K(xl-,xj) = ((xi.xj) + a)p

A vantagem de aplicar uma fun¢ao de kernel € a simplicidade de célculo e a capacidade
de representar espacos muito abstratos. Portanto, essas fun¢des devem pertencer a um dominio
no qual seja possivel o célculo de produtos internos. Para isso, sdo utilizadas as condigdes
estabelecidas pelo Teorema de Mercer, conforme essa definicao, os kernels devem ser matrizes
positivamente definidas, isto €, a matriz K, em que K;; = K (xl-, xj) paratodoi,j =1,---,n, deve

ter autovalores maiores que 0 [25, 35].

Vale ressaltar que, no caso do kernel polinomial utilizado neste trabalho, sdo fungdes com
complexidade crescente na medida que o expoente p aumenta. Sabendo que p deve ser

especificada pelo usudrio.

A obtengdo de um classificador por meio de SVMs envolve a escolha de uma fungdo de

kernel, além de parametros desta fungdo e do algoritmo para determinacdo do hiperplano 6timo.

A seguir, ¢ apresentado na figura 7 o algoritmo de Determinag@o do hiperplano 6timo no

espaco de caracteristicas [46].
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1: Para qualquer conjunto de treinamento [1(S) = {(¢(x1), yl), (fl)(xn), yn)}

2. Seja a* = (aj,,a;) a solugdo do seguinte problema de otimizagdo com
restricoes:

. P . 1
3. Maximizar: ’l?zlai—EZ}‘ZIZ}‘zlyiyjaiaj(D(x,-).d)(xl-)

Z?ﬂyiai =0
4: Sob as restrigdes: {0<a; <C,i=1,-,n

()]

: 0 par (w*,b") apresentado a seguir define o hiperplano 6timo.

6: w' XLy, ®(x;)

~l

. * 1 = * . * ,
b« —-|: 'mln }(W ¢(xl)) + {l/lzzfl}(w ‘p(x’))

2 {l/yl.=+1

Figura 7: Algoritmo de Determinagao do hiperplano 6timo no espaco de caracteristicas, (Verdi,
2001).

Assim, o problema de classificag@o passa ser a avalia¢do da fungéo:

(+1se Z a;y;®(x;) - ®(x)+b* >0

g(x) =sgn Z a;‘yiQ)(xi) . CD(x) +b* | = xX;ESV
X;ESV —1se Z ay@(x;) @(x) + b* <0
XESV

Essa avaliacao € resolvida com a aplicacao de uma funcao de kernel que, neste caso, ¢ a
polinomial, pois, a Unica informagao necessaria sobre o mapeamento @¢ uma definicdo de como
o produto interno @ (x;) - (D(xj) pode ser realizado para quaisquer x; € X; pertencentes ao espago

de entradas.

2.9 SVMs para Varias Classes

Originalmente, as SVMs sdo utilizadas para classificacdo dos dados em duas classes
distintas. Estas podem ser denominadas positivas e negativas, respectivamente. Contudo, muitas
aplicacdes envolvem o agrupamento em mais de duas classes, conforme este trabalho. No entanto,
este fato ndo inviabiliza o uso das SVMs. Diversas técnicas sao propostas para entender problemas

deste tipo, entre elas a decomposicao de problemas multiclasse.
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Em um problema multiclasses, o conjunto de treinamento é composto por pares (x;, y;),

talquey; €1, k.

A decomposicao de problemas muticlasses consiste em decompor um conjunto de dados
com vdrias classes em varios conjuntos de duas classes (biclasse). A cada um desses conjuntos de
dados biclasse ¢ aplicado um algoritmo de classificagdo, obtendo-se varios modelos de decisdo

biclasse b; (um por cada conjunto).

Posteriormente, na fase de teste, cada novo exemplo ¢ classificado pelos varios modelos
de decisdo biclasse criados anteriormente. Para cada exemplo, tem-se um conjunto de predigoes.

Esse conjunto de predigdes € aplicado a funcao de agregacao com vistas para obtencao da predigao
final.

Para exemplificar o conceito, dado um problema de aprendizagem definido por um

conjunto de exemplos D:
D =<{d,c}" >,c€{c,cp ", 1}, k> 2
D ¢é decomposto em varios conjuntos biclasse:

d(D) = B{ABy -+ ABy

Onde
B; =<{a,c;}™ >,c; €{0,1},i € {1,---,k'}
Esquematicamente:
> - !
a c a c
A1 Q12 - Qyj €1 11 Qg2 0 Qqj €1...Cppr
A1 Az -+ Qyj Cy |:> a21 azz o Ayj ;o
C2...Cy!
An1 Anz *° Qpj c Am1 Amz **° Qmj !
4 n J lC,’n...Cer

Figura 8: Decomposicio em problemas biclasse

A cada problema B;, ¢ aplicado um algoritmo de aprendizagem, gerando o modelo de

decisdo b;.

b; = Algoritmo(B;)
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Posteriormente, na fase de classificagdo, cada novo exemplo ¢ aplicado a todos os b;

obtendo-se um conjunto de predi¢des F':
F' ={ci,c5, ¢}, c' €{0,1}
Nesse conjunto ¢ aplicada a fungdo de reconstrugdo para obtengdo da predicdo final:

f=rF),feflcrcr e}
Onde f ¢ uma classe do conjunto de dados multiclasse.

Portanto, na fase de decomposi¢ao, pretende-se decompor um problema multiclasse em
varios problemas biclasse. Cada problema biclasse tera associado um modelo de decisdo
construido segundo um determinado algoritmo ¢ com base num conjunto de dados com duas

classes B;.

Conforme secao 2.5, neste trabalho serdo utilizados dois métodos de classifica¢do, sendo

decomposicao um por classe e decomposi¢ao duas a duas.

No método Decomposicao duas a duas, para cada uma das combinagdes é gerado um
modelo de decisdo. Um problema multiclasse com k classes ¢ transformado em k' problemas

biclasse, cada um com o seu modelo de decisdo b, independente, onde:

k(- 1)

kl
2

Cada problema biclasse ¢ definido por um conjunto de treino constituido pelos exemplos
de apenas 2 classes. Por exemplo, para um problema original com 4 classes (A,B,C,D), seriam
geradas 6 combinagdes e consequentemente 6 problemas biclasse: A-B,A-C,A-D,B-C,B-D,C-D.
O conjunto de treino de A-B consistiria apenas nos exemplos pertencentes as classes A ¢ B.
Aplicando um algoritmo de classificacdo a este conjunto, obtém-se o classificador b, z; 0 conjunto
de treino de B-D teria apenas os exemplos das classes B ¢ D. Aplicando o mesmo algoritmo de
classificagdo a este conjunto, obtém-se o classificador by p; entre outros. Cada modelo de decisdo
b; ¢ construido, tendo como base um conjunto de treino de dimensao inferior ao conjunto de treino

do problema multiclasse.

Ja no método de decomposi¢do um por classe, cada uma das k classes do problema

original é comparada contra todas as outras.
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Portanto, um problema multiclasse com k classes é decomposto em k'’ problemas de duas
classes: uma classe principal contra as restantes classes (todas elas denominadas como uma classe

Unica). Assim, t€ém-se:
k'=k

Assim, os varios conjuntos de treino biclasse tém a mesma dimensdo do conjunto de

treino multiclasse.

Apos a decomposigdo e treino, obtém-se k' modelos de decisdo. Na fase de reconstrugio,

cada exemplo ¢ classificado por todos os modelos, dando origem a k' predi¢des distintas.

Todas estas predi¢des sdo biclasse formam o conjunto de predi¢des F' = {c{, Cy, e c,'cf}.

Na fase de reconstrugdo agregam-se essas diversas predi¢cdes para obter a predicdo final f =

T(F,)rf € {ClJCZJ"'Ck}'

2.10 Balanceamento de Classes

Na fase de treinamento, etapa de decomposi¢do, o Custo de Erros em alguns tipos de
problemas de classificagdo, com diferentes erros de classificacdo, pode ter custos variados. No
entanto, a maior parte dos métodos de classificagdo assume como objetivo a redugdo do numero
de erros independentemente do seu custo. Neste trabalho, ¢ aplicado o balanceamento de classes

por meio do método de amostragem que utiliza o filtro Resample detalhado nas proximas segoes.

Uma base de dados ¢ dita desbalanceada no dominio de classificagdo quando existem
muito menos casos de algumas classes do que de outras [22]. As classes com pouca representacao

sdo chamadas de classes raras [48].

Em alguns classificadores o desbalanceamento de classes ¢ indesejavel, pois as classes
minoritarias também possuem informagodes importantes e t€ém a mesma relevancia que as demais.
Sendo assim, pode ser utilizado um filtro que adota o método de introducdo de custos de
classificagdo incorreta ou método de classificacdo sensivel ao custo para realizar o balanceamento

das classes.

Na maioria dos problemas de classificacdo costuma-se medir o desempenho dos
classificadores por meio da taxa de erro (error rate). A taxa de erro € a propor¢do dos erros
encontrados entre todas as instancias e ¢ um indicador de desempenho global do classificador.

Muitos algoritmos de classificagdo assumem que todos os erros t€ém o mesmo custo e sdo,
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normalmente, desenhados para minimizar o nimero de erros. Nesses casos, a taxa de erro ¢
equivalente a atribui¢do do mesmo custo para todos os erros de classificacdo, ou seja, por
exemplo, no caso de uma classificacdo bindria, os falsos positivos teriam o mesmo custo que os
falsos negativos. No entanto, em muitas situagdes, cada erro podera ter um custo diferente
associado. De fato, na maioria das situagdes do dia a dia, as decisoes t€m custos diferentes e uma
ma decisdo pode ter consequéncias graves. Assim, ¢ importante considerar os diferentes custos

associados as decisdes, ou seja, as classificacdes obtidas [38].

Desta forma, pode-se designar por classificagdo sensivel ao custo (cost-sensitive
classification) quando os custos sdo ignorados na construgdo do classificador e sdo usados na
previsao de novos casos. Por outro lado, € possivel falar em aprendizagem sensivel ao custo (cost-
sensitive learning) quando os custos sdo considerados durante a fase de treino, podendo

posteriormente ser ignorados ou ndo na fase de previsao [39].

Neste trabalho, os custos devem ser calculados na fase de construc¢ao do classificador.
Dessa forma, a aprendizagem sensivel ao custo é considerada a op¢do mais ajustada ¢ com

melhores resultados [39].

Na aprendizagem sensivel ao custo, € possivel alterar a distribui¢do das classes, para que
o classificador minimize num determinado sentido (com aumento da sensibilidade ou da
especificidade) os custos com novas instancias. Procura-se com isto que as classes tenham uma

distribuicao proporcional a sua importancia, ou seja, ao seu custo [51].

O método Resample ¢ um dos métodos de amostragem estatisticos capazes de estimar
apropriadamente a taxa de erro verdadeira, mesmo que haja um conjunto reduzido de dados [47].
Esse tipo de método utiliza conjuntos de teste para estimar a taxa de erro verdadeira, os quais
contém exemplos que ndo foram utilizados no treinamento do sistema de aprendizado. Diferentes
métodos de amostragem particionam de diferentes formas o conjunto de dados original em

conjuntos de treinamento e teste.

O filtro Resample ¢ disponibilizado na ferramenta Weka, que utiliza a sensibilidade ao
custo aplicando um metaclassificador que manipula as instancias de treino de forma a obter
classificadores sensiveis ao custo em conjunto com o classificador base, tornando-o sensivel a

valores manipulaveis de custos [18].

Na classificagdo realizada pelo Weka, o desbalanceamento de classes esta fortemente
relacionado com a abordagem de aprendizado sensivel ao custo [19]. Ou seja, um caso de falso

negativo € mais custoso que um caso de falso positivo.
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2.11 Método de Agrupamento

De acordo com os conceitos apresentados nas segoes 2.6 € 2.7, € possivel aplicar o método

de Votacdo-distribuida na fase de reconstrugao.

Para cada exemplo, e apds a predigdo dos k' classificadores, a classe final predita é obtida

por meio de uma votagdo segundo o algoritmo [12, 13, 20, 28]:

ENTRADA:  F'={c'1C ')
SAIDA: f - classe predita
para cada ¢’;
se ¢’y # “ontra” [
sc+=1
senio
; seit=1/(k-1), j#i
maAximo(sc)

sc — Pontos da classe

Figura 9: Algoritmo de reconstrucio Votacio-distribuida (FURNKRANZ, 2002)

Portanto, se a classe predita for diferente de “outra”, entdo essa classe acumulard um

ponto. Caso contrario, perdera um ponto.

Uma forma de votacao ligeiramente diferente seria:
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| ENTRADA:  F'={c’1,¢ 30y}
I SAIDA: [ - classe predita
! para cada ¢’
se ¢ # “outra”
se+=1
senio
sc-—=-1
maximo(sc)

s¢ — Pontos da classe

Figura 10: Alteracdo do algoritmo de reconstrucio de Vota¢io-distribuida (FURNKRANZ, 2002)

Com base nesse conceito, podemos aplicar as probabilidades ao método de reconstrugao

por meio da formula:

_ 1—Pi_outra
Poutra-i = ﬁ

Por exemplo, para o caso de 3 classes teriamos 3 modelos de decisdo:

e b;:A-outra

I
a & o

m
e b,: B-outra m
m

e b3: C-outra

Cada classificador retornaria para cada exemplo a probabilidade de o exemplo ser da

classe m:
bi(a)=A4p, . .ia => Poutra—a = (1 — PA—outra)/2
b2(a) = Bpy_gyira => Poutra—p = (1= Po_py1r0)/2
b3(a) = Cp_puira => Poutra—c = (1 - PC—outra)/2

Com base nessa informagao constroi-se a matriz de probabilidades (exemplificada para
k=3):

pP=

PA—outra Poutra—B Poutra—C
Poutra—A PB—outra Poutra—C

Poutra—A Poutra—B PC—outra
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A diagonal da matriz corresponde a probabilidades retornadas pelos classificadores.

A probabilidade aproximada do exemplo ser da classe c; define-se como:

k’
i1 Py

P; o

Que ndo ¢ mais do que a média das diversas probabilidades de um exemplo ser da classe

Visando obter percentuais dos resultados obtido na fase de reconstrugdo, por meio do

método de Votagdo-distribuida, foi aplicado o conceito de algoritmos de agrupamento.

Algoritmos de agrupamento t€ém como objetivo particionar uma massa de objetos em
grupos de objetos similares. Essa tarefa pode ser dividida entre agrupamentos supervisionados,
em que algum mecanismo externo fornega informagdes de como classificar corretamente um dado
objeto. Por outro lado, temos o agrupamento ndo supervisionado, onde a classificagdo deve ser

realizada sem referéncias externas.

Para este projeto, ¢ utilizado o agrupamento nao supervisionado, no qual a utilizagcdo de
categorias pré-definidas ¢ desnecessaria. Portanto, o objetivo desta técnica € agrupar objetos com

alto grau de semelhanga, o que caracteriza alguma fun¢do de distancia.

A classificagdo ndo supervisionada pode ser dividida em dois tipos: algoritmos de

agrupamento hierarquico e algoritmos de agrupamento particionado [42, 50].

O algoritmo K-means, apresentado por J.B. MacQueen em 1967, tenta fornecer uma
classificacdo de acordo com os proprios dados, sendo a classificacao feita por similaridade de

grupos e o objeto atribuido ao grupo a que mais se assemelha. [ 4, 42, 50].

Portanto, o algoritmo K-means busca minimizar a distdncia dos elementos a um conjunto
de k centros dado por x = {x, x5, :*- x; } de forma interativa. A distincia entre um ponto p; € um
conjunto de clusters, dada por d(p;, x) é definida como sendo a distancia do ponto ao centro mais

proximo dele. A fungfo a ser minimizada ¢ dada por:

n
1
A, =) d(pix)’
i=1

Assim, o algoritmo depende de um parametro (k= niimero de clusters).
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2.12 Sistema de Recomendacao

Sistemas de Recomendagdo sdo ferramentas de sofiware e técnicas que fornecem
sugestdes de itens para um usuario [24, 34]. As sugestdes referem-se a varios processos de tomada
de decisdo, tais como, qual item comprar, qual muisica ouvir, ou quais noticias online ler. O “Item”
¢ o termo geral usado para designar o que o sistema recomenda aos usuarios. Um Sistema de
Recomendagdo se concentra em um tipo especifico de item (por exemplo, CDs ou noticias) ¢ a
técnica de recomendacao central utilizada para gerar as recomendacdes sdo todas personalizadas

para proporcionar sugestdes uteis e eficazes para um tipo especifico.

Um dos objetivos dos sistemas de recomendacdo ¢ auxiliar no aumento da capacidade e
da eficicia dos processos de indicacdo [3]. Em um sistema tipico, as pessoas fornecem
recomendagdes como entradas, sendo estas agregadas pelo sistema, que as direcionam para os
individuos considerados potenciais interessados neste tipo de recomendacdo. Um dos maiores
desafios de tais sistemas ¢ realizar a combinacdo adequada entre as expectativas dos usuarios e

os produtos, servigos, ou pessoas e a serem recomendados.

Alguns sistemas de recomendacdo ndo estimam totalmente a utilidade de um item antes
de fazer uma recomendac¢do, mas podem aplicar algumas heuristicas para a importancia de um
item para o usudrio. Para isso, sdo utilizados algoritmos especificos e varios tipos de
conhecimento sobre os usuarios e os itens (por exemplo, o sistema pode supor que a funcdo de
utilidade € booleana e, portanto, ele vai apenas determinar se um produto ¢ ou ndo ¢ 1til para o
utilizador). Consequentemente, partindo do principio de que existe algum conhecimento
disponivel sobre o usudrio que esta solicitando a recomendagao, o conhecimento sobre itens, e as
recomendagdes que outros usuarios receberam, o sistema ira elevar o nivel desse conhecimento
com um algoritmo apropriado para gerar varias previsdes de servigos ¢ apos isso, gerar as
recomendagdes [11]. Os Sistemas de Recomendagdo podem ser classificados entre recomendagéo
com base em contetido, recomendagdo de filtragem colaborativa, recomendagdo baseada em

conhecimento e recomendagao hibrida [10, 23, 31].

Reategui & Cazella (2005) realizaram um estudo em que existem diversas técnicas para
descoberta de conhecimento aplicaveis nos sistemas de recomendagdo, que podem ser mais
eficientes do que outras, dependendo do dominio de aplicag@o. Neste trabalho, sdo apresentadas

trés delas:

e Regras de Associagdo: sao técnicas que procuram encontrar padrdes entre conjuntos de
valores ou em graficos evolutivos de valores. Uma regra de associagdo é uma indicagéo

de que existe um certo relacionamento entre fatos diferentes. Essa regra constitui-se em
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um relacionamento X—Y, onde X e Y sdo conjuntos de itens e a intersec¢do entre os
mesmos constitui-se em um conjunto vazio. Cada regra de associa¢do ¢ associada a um

fator de suporte, definido aqui como “FSup”, e a um fator de confianca definido por

“FConf” [32].
FSup = Frequénciade X eY 2o (1
w = Total de amostras equagao (1)
Frequénciade X eY .
FConf = equagao (2)

Frequéncia de X

o C(lassificacdo: a descoberta de conhecimento consiste em determinar a classe ou
categoria de um elemento a partir das caracteristicas, que podem ser os atributos deste
elemento e com base em classes pré-definidas. Uma nova classe pode ser acrescida ao
conjunto, caso seja detectado um elemento com caracteristicas contraditorias que
satisfazem duas classes, mas ndao podendo ser classificado assim por serem classes
disjuntas, ou entdo quando as caracteristicas do elemento ndo se enquadrem em nenhuma

das classes pré-estabelecidas [32].

Exemplo: explicar o uso de classificacdo consiste em supor que um sistema de
recomendacdo guarde algumas informagdes sobre os seus usuarios, por exemplo, pais e
areas de interesse. Estas informagdes podem ser interessantes para prever que tipo de
usuario esta mais interessado em certa area de pesquisa, desta forma, o sistema pode entdo
concentrar esfor¢os de recomendacao para classificar os usuarios por area de pesquisa

[32].

o Agrupamento: este método consiste em associar um item a uma ou varias classes
categoricas (clusters), determinando as classes pelos dados, independentemente da
classificagdo pré-definida. Os grupos sdo definidos por meio do agrupamento de dados
baseados em medidas de similaridade ou modelos probabilisticos, visando detectar a
existéncia de diferentes grupos dentro de um determinado conjunto de dados e, em caso

de sua existéncia, determinar quais sao eles [32].

Para Silva [37], outra definicdo de agrupamento, que pode ser realizada de forma
simplificada, € o processo de partigdo de uma populagdo heterogénea em varios subgrupos ou
grupos mais homogéneos, sendo este o processo inverso da classificacdo. A partir de técnicas de

agrupamento, sdo analisados os atributos de caracterizacao e os de discriminagao para enquadrar
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os elementos nas suas respectivas classes, que sdo definidas por essas técnicas. O algoritmo de
agrupamento automaticamente deve criar grupos por meio de particdes de um banco de dados em
conjunto de tuplas similares. A partigdo acontece de forma que as tuplas de valores e atributos
semelhantes sejam reunidas nos mesmos grupos. Um agrupamento de qualidade surge onde a

similaridade intraclasse € alta e a interclasse € baixa.

O agrupamento ¢ um tipo de aprendizado ndo supervisionado uma vez que fica a cargo
do algoritmo a defini¢do de quais atributos e seus valores serdo utilizados para montar

agrupamentos de dados similares [32].

2.13 Teoria das Inteligéncias Multiplas

A teoria de Gardner [14, 15] afirma que todos os individuos normais dispdem de oito
inteligéncias sendo elas: linguistica, logico-matematica, espacial, corporal-cenestésica, musical,
interpessoal, intrapessoal e naturalista, e que cada individuo tem maior habilidade para
desenvolver uma determinada inteligéncia. Essa teoria possibilita, entdo, trabalhar com estimulos

especificos e com isso desenvolver de forma mais adequada determinada habilidade de cada um.

As inteligéncias Multiplas foram mapeadas inicialmente como sendo sete, e segundo
Armstrong [1], Gardner ofereceu um meio de mapear a ampla gama de capacidades dos seres

humanos nessas sete categorias ou “inteligéncias”, que seriam:

Inteligéncia Logico-Matematica: Capacidade de usar numeros de forma efetiva como um
matematico, assim como a capacidade de raciocinio como um cientista. Esta inteligéncia inclui

sensibilidade a padroes, afirmacdes, proposigodes, funcdes e outras abstragdes relacionadas.

Inteligéncia Espacial: Capacidade de perceber com precisdo o mundo visual, permitindo
realizar transformagdes sobre essas percep¢des como um decorador de interiores. Esta
inteligéncia envolve sensibilidade a cor, linha, forma, configuracdo e espaco, e as relacdes

existentes entre esses elementos.

Inteligéncia Corporal Cenestésica.: Habilidade no uso do corpo todo para expressar ideias
e sentimentos, além de facilitar no uso das maos para manipular, produzir ou transformar coisas.
Esta inteligéncia inclui habilidades fisicas especificas, tais como coordenagdo, equilibrio,
destreza, forca flexibilidade ¢ velocidade. Tendo como exemplo atletas, malabaristas € médicos

cirurgioes.
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Inteligéncia Musical: Facilidade em perceber, discriminar, transformar e expressar

formas musicais. Esta inteligéncia inclui sensibilidade ao ritmo, tom ou melodia e timbre.

Inteligéncia Interpessoal: Capacidade de perceber e fazer distingdes no humor, intengdes,
motivagdes e sentimentos das outras pessoas. Isso pode incluir sensibilidade a expressdes faciais,
voz e gestos; a capacidade de discriminar muitos tipos diferentes de sinais interpessoais; € a

capacidade de responder efetivamente a estes sinais.

Inteligéncia Intrapessoal: Capacidade de autoconhecimento, ou seja, de se conhecer. Esta
inteligéncia inclui possuir uma imagem precisa de si mesmo, tendo consciéncia dos estados de
humor, inten¢des, motivacdes, temperamento e desejos; e a capacidade de autodisciplina, auto

entendimento e autoestima.

2.14 Amostragem Aleatoria Simples

Nos testes, foi utilizada uma pesquisa quantitativa, de carater descritivo, por meio de
coleta de amostras provenientes de questiondrio aplicado aos individuos selecionados. Essas
pesquisas tém como objetivo a descricdo das caracteristicas de determinada populagdo ou
fenomeno ou entdo o estabelecimento de relagdes entre variaveis. Ja os levantamentos consistem
na solicitagdo de informacgdes a respeito do problema estudado a um grupo significativo de

pessoas, para que, na sequéncia, ocorra a realizagao das analises quantitativas Gil [16].

Para que seja possivel fazer inferéncias para uma populacao, utilizando-se resultados
obtidos a partir de uma amostra, € necessario que essa amostra seja coletada com alguns cuidados,
como a atengdo ao seu tamanho minimo e a forma de coleta, que deve ser probabilistica, ou seja,
deve obedecer ao padrdo AAS (amostragem aleatoria simples). De acordo com esse padrao, cada
elemento coletado tem tanta probabilidade de ser observado quanto qualquer outro elemento da
populagdo, e sua observagdo pode ocorrer uma unica vez no processo de amostragem. Existem
varias formas de se determinar o tamanho de um espago amostral. A utilizada neste trabalho estd

descrita pela equagao:

3 N.Z?
~(N—1)-E2+22

n
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Considerando a equagao, tem-se que “Z”=1,645, sendo que “Z” ¢é o desvio do valor médio
aceitavel para alcangar o nivel de confianga desejado. Em funcdo do nivel de confianga que se
pretende alcangar, deve ser utilizado um valor determinado que é dado pela forma da distribuigio

de Gauss [43].

Os valores de confianga mais utilizados e os valores de Z correspondentes podem ser

encontrados na Tabela 1.

Tabela 1: Valores criticos associados ao grau de confianca na amostra

Grau de Confianca a Valor Critico Z, /,
90% 0,10 1,645
95% 0,05 1,96
99% 0,01 2,575

O nivel de confianga adotado é de 90% (noventa por cento), assim, o valor de “Z” deve
ser igual a 1,645 justificando desta forma o valor adotado ¢ “E” ¢ a margem de erro maximo
admitido, considerando que o numero total de individuos ¢é relativamente baixo, ¢ devido a
dificuldade de se conseguir entrevistar 100% dos individuos devido a alguns alunos estarem
matriculados, mas ndo frequentarem as aulas, foi adotado que a margem de erro é de 20% (vinte

por cento).

2.15 Matriz Confusao

O resultado obtido apos a classificagdo é expresso por meio de uma matriz de confusdo
que contém informagdes sobre as classificacdes atuais e as previsdes realizadas pelo algoritmo de
classificagdo. O desempenho do classificador € comumente avaliado utilizando os dados da matriz
que tem seus valores gerados a partir do treinamento da SVM, assim gerando uma matriz dos

subconjuntos entre si.

Entre as informag¢des obtidas no treinamento, ¢ a matriz de confusdo que oferece uma
medida efetiva do modelo de classificacdo, ao mostrar o nimero de classificacdes corretas versus
as classificag¢des preditas, ou seja, que podem ocorrer para cada classe. O numero de acertos, para
cada classe, se localiza na diagonal principal da matriz. Os demais elementos para L # C

representam erros na classificago.
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A matriz de confusdo da figura 12 pode ser lida na horizontal e vertical. Por meio da

tabela 2 podem ser visualizados os dados referentes a leitura realizada na horizontal e na tabela 3

na vertical.

=== (Confusion Matrix ——=

g2 b <== claszified as
2 0 | a=Logico Matematica
10| b= Espacial Visual

Figura 11: Matriz Confusio

Tabela 2: Leitura da Matriz Confusao na Horizontal

Classe Total de itens por Itens corretamente Itens
linha classificados incorretamente
classificados
Légico-Matematica 2 2 0
Espacial Visual 2 1 0

Tabela 3: Leitura da Matriz Confusao na Vertical

Classe Total de itens por Itens corretamente Itens
coluna classificados incorretamente
classificados
Légico-Matematica 2 3 0
Espacial Visual 2 0 0

Pode-se constatar que existem alguns erros na classificagdo que serao analisados visando

melhorar a precis@o do classificador.
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2.15.1 Exatidao das informacoes para classificaciao

Além da matriz de confusdo, o classificador apresenta os valores detalhados referentes a
exatiddo das informagdes para as classes utilizadas no processo de classificacdo, tais como, a taxa

de verdadeiros positivos, taxa de falsos positivos, precisao, entre outros.

As informagdes disponibilizadas na figura 12 sdo definidas conforme informagdes

fornecidas abaixo [35] e [49]:

=== Detalled Accuracy By Clasz ===

IF Rate FE Rate Precision PRecall F-Measure ROC Area (Class

1 1 0.667 1 0.2 0.5 Logico Matematica
0 0 1] 1] 1] 0.3 Espacial Visual
Weighted RAvg. 0.6&7 0.6867 0.444 0.667 0.533 0.5

Figura 12: Valores de Exatidao das Informacées do Classificador apés Treinamento

v TP rate (taxa de verdadeiros positivos) é a proporgdo de casos positivos que

foram corretamente identificados.

verdadeiros positivos
TP Rate =

total de positivos

v FP rate (taxa de falsos positivos) é a propor¢do de casos negativos que foram
incorretamente classificados como positivos.

falsos positivos

FP Rate = -
total de negativos

v' Precision (precisio) é a porcentagem de amostras positivas classificadas

corretamente sobre o total de amostras classificadas como positivas.

verdadeiros positivos

Precision = - — —
verdadeiros positivos + falsos positivos
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v Recall (sensibilidade) é a porcentagem de amostras positivas classificadas
corretamente sobre o total de amostras positivas.

verdadeiros positivos

Recall = , — -
verdadeiros positivos + falsos negativos

V' F-Measure é a média ponderada da precision com o recall.

2x(Precision x Recall)

F =
Measure ™ (precision + Recall)

v ROC Area é a area da curva ROC (Receiver Operating Characteristic Curve ou
Curva Caracteristica de Operac¢do do Receptor), os graficos ROC sdo uma outra
maneira além de matrizes de confusdo para examinar o desempenho de
classificadores. Um grafico ROC ¢ um grafico com a taxa de falsos positivos no
eixo X e a taxa verdadeiros positivos no eixo Y. Quanto maior a area da curva,

maior € a exatiddo das respostas para o teste.

Apbs o processo de classificagdo, € necessario acessar a op¢ao cluster para aplicagdo do
método de agrupamento K-means. Este método tem a funcdo de separar os valores obtidos no
processo de classificagcdo e agrupa-los em classes. Este procedimento se faz necessario para que
se possa obter o resultado da classificacdo por inteligéncias em um percentual, facilitando o

entendimento e a visualizacao dos resultados.

Os percentuais definem quais s@o as inteligéncias predominantes para o individuo e os

tipos de inteligéncia classificados.
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Capitulo 3- Metodologia

Neste capitulo sao detalhados o uso dos conceitos do capitulo 2, de maneira que possa se

desenvolver o mecanismo de classificagao.

3.1 Aplicacao da Teoria das Inteligéncias Multiplas para identificacdo de
Perfis

Na tabela 4, sdao apresentados os valores e tipos de respostas que cada individuo pode
fornecer ao responder o questionario. Estas respostas sdo conciliadas a pesos usados pela SVM

para defini¢do das fronteiras para os vetores de suporte.

Tabela 4: Tipos de Respostas

Valor Respostas Tipos Respostas
4 Sempre
3 Muitas Vezes
2 Raramente
1 Nunca

O Questionario possui trés questdes para cada tipo de inteligéncia, portanto, o individuo

pode fornecer apenas trés respostas dentre os quatro tipos existentes.

Essas respostas, junto as inteligéncias multiplas, compdem o Vetor de Caracteristicas das

SVMs utilizadas neste experimento.
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3.2 Definicio da Ferramenta de Desenvolvimento para o Mecanismo de
Classificacao

O Weka ¢é um software livre do tipo open source para mineragao de dados, desenvolvido
por um grupo de pesquisadores da Universidade de Waikato, Nova Zelandia. Ao longo dos anos,
0 Weka se consolidou como a ferramenta de dafa mining mais utilizada em ambiente académico.
Apesar de seu ponto forte ser a tarefa de classificacdo, ele também ¢é capaz de minerar regras de

associacao e clusters de dados [49].

O software utiliza para a entrada de dados os arquivos de extensdo arff, csv, xrff entre
outros. A extensdo utilizada neste trabalho é a csv que pode ser obtida por meio da conversao de
planilhas do Microsoft Excel do formato x/s ou x/sx para o formato csv. A justificativa para esta
escolha € que o questionario utilizado para fornecer os parametros de entrada foi desenvolvido
utilizando a ferramenta Microsoft Excel e a conversdo para o formato csv permite que os dados

inseridos na planilha sejam aceitos e processados pelo Weka.

3.2.1 Técnicas Utilizadas pelo WEKA

Regras de Associagdo: identificagdo de grupos de dados que apresentam

coocorréncia entre si.

e Regressdo ou Predi¢do: aprendizado de uma fungio que pode ser usada para

mapear os valores associados aos dados em um ou mais valores reais.

o Agrupamento ou clustering: identificagao de grupos de dados onde os dados
tém caracteristicas semelhantes aos do mesmo grupo e onde os grupos tenham

caracteristicas diferentes entre si.

o C(lassificagdo. aprendizado de uma func¢do que pode ser usada para mapear
dados em uma de varias classes discretas definidas previamente, como por

exemplo, as inteligéncias multiplas.

Para este trabalho, a técnica selecionada sera a de classificagdo, que, como entrada, recebe
instancias para as quais as classes sdo conhecidas. Com isso, cria-se um classificador ou modelo

(fase de treinamento).
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Como entrada em uma segunda fase, tem-se varios dados para os quais as classes ndo sao
conhecidas. Desta forma, utilizasse o classificador para indicar classes para estes dados, assim,
podendo avaliar o modelo classificando instancias com classes conhecidas. Essa ¢ fase a de teste,

que consiste em obter predigdes da classe a que pertence cada exemplo do conjunto de teste.

3.2.2 Biblioteca de Implementacio - LibSVM

O LibSVM ¢ uma biblioteca de implementagdes de SVM desenvolvida por Chin Chung
Chang (2001) com varias finalidades: classificagdo, regressao e estimativa de distribuicdo. Um

dos algoritmos de classificacdo implementado na biblioteca leva o nome de C-SVC [5].

A LibSVM possui um recurso que permite encontrar automaticamente os melhores
pardmetros para SVM pelo uso de validagdo cruzada. Quando realizada, a otimizagdo dos
parametros da SVM provoca um ganho substancial no desempenho de classificacdo e isto motivou

a escolha dessa biblioteca.

Em comparagdo com outros algoritmos de treinamento, o LibSVM também suporta
multiplas classes e a probabilidade estimada com base na escala de Platt aos valores de confianca
sdo adequados apos a aplicacdo do modelo de classificacdo aprendido [5]. Essa vantagem

comprova o grau de confianga nos experimentos desenvolvidos neste trabalho.

3.3 Definicao do Modelo Classificador para Sistemas de Recomendacio

As técnicas utilizadas para a descoberta do conhecimento no Weka sdo as mesmas que as
descritas neste trabalho: sistemas de recomendacdo, regras de associagdo, classificacdo e
agrupamento. Dentro do contexto em que este trabalho estd inserido, faz-se necessaria a utilizagao
da classificagdo como técnica de descoberta do conhecimento, estando relacionada aos principios
do treinamento da SVM. Vale ressaltar que, conforme conceitos abordados, esta fase € a de treino

e que as etapas descritas a seguir compdem o treinamento.

A classificacdo no Weka passa por diversas etapas, sendo a de processamento realizada
para a obten¢do do conhecimento, podem ser visualizadas por meio da figura 13. Inicialmente, na
etapa de coleta, sdo selecionados, na base de dados, os dados a serem analisados; na etapa de
processamento, estes dados sdo processados e entendidos pelo sistema que, na etapa de

transformacao, os converte em dados que possam ser minerados e entendidos pelo Weka; na etapa
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de mineragdo, é realizado o treinamento que devera definir os padrdes a serem localizados e, logo
em seguida, ¢é realizada uma busca por padroes que foram previamente informados como sendo
os parametros para a defini¢ao das respostas; o resultado da mineracao dos dados ¢ interpretado
e, como saida, ¢ fornecida uma base de conhecimento. E importante ressaltar que ao término da
ultima etapa o Weka pode realimentar uma das etapas anteriores refazendo o processo a partir da

etapa em que ele retornou até que um padrdo seja obtido e uma resposta seja gerada.
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Figura 13: Principais fases do processo de conhecimento (Fayadd,1996)

Este modelo ¢ adaptado a sistemas de recomendagdo, pois, o mecanismo desenvolvido

esta inserido nesse contexto por possui caracteristicas similares.

Ainda ndo se pode dizer que este mecanismo seja um sistema de recomendagdo por ndo
possuir todas as funcionalidades necessarias e, consequentemente, o processo de recomendacdo

ndo ¢ inteiramente automatizado.

Assim, o mecanismo que utiliza este modelo classificador, ndo indica materiais
automaticamente aos usuarios, no entanto, ele fornece subsidios que auxiliam o professor a definir

quais materiais serdo recomendados, baseado no perfil dos alunos.

3.4 Filtro Resample aplicado em Balanceamento de Classes

O método de amostragem Resample no Weka balanceia um conjunto de dados por meio

de uma amostragem com reposi¢do. A utilizacdo dessa técnica permite variar a propor¢ao de
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exemplos entre as classes, que podem ser similares a distribui¢do inicial ou proxima distribuigdo

balanceada.

Este filtro ¢ do tipo supervisionado, fator relevante pelo fato de realizar o tratamento do
conhecimento obtido na Mineracdo dos Dados, sendo responsavel por balancear os conjuntos de
dados por meio de uma amostragem de reposicdo. A utilizacdo dessa técnica permite variar a
propor¢ao de exemplos entre as classes, que pode ser similar a distribui¢@o inicial ou préxima da
distribui¢do balanceada e cada valor utilizado para o balanceamento pode ser escolhido mais de
uma vez. Isso ocorre devido a uma das caracteristicas da amostragem de reposigao que, apds cada
etapa de selecdo de amostras para o balanceamento, possibilita que o objeto selecionado retorne

a classe, podendo ser selecionado novamente.

3.5 Aplicaciao Algoritmo SimpleKMeans para Agrupamento de Classes

A proposta do modelo de classificagdo consiste em se fazer um agrupamento de dados
apos a classificacdo, que ocorre ao final do treinamento das SVM's. Para isso, ¢ aplicado o
algoritmo de particionamento SimpleKMeans, que, dado um conjunto D de dados com n registros
e k o niimero de agrupamentos desejados, organizam os objetos em k agrupamentos, tal que k <

=n.

Dado um conjunto de dados, o algoritmo supracitado, usando o conceito de centroide,
seleciona de forma aleatdria k registros, cada um representando um agrupamento. Para cada
registro restante, ¢ calculada a (apenas o artigo ¢ necessario) similaridade entre o registro
analisado e o centro de cada agrupamento. O objeto € inserido no agrupamento com a menor
distancia, ou seja, maior similaridade. O centro do cluster é recalculado a cada novo elemento
inserido. Diferentes variagdes surgiram: implementando otimizagdes para escolha do valor do k,

novas medidas de dissimilaridade e estratégias para o calculo do centro do agrupamento.

Proposto por J. MacQueen em 1967, o algoritmo de Analise de Agrupamento k-means
(ou algoritmo das k-médias) € um dos mais conhecidos ¢ utilizados, além de ser o que possui 0
maior numero de variagdes. O algoritmo inicia com a escolha dos k elementos que formaram as
sementes iniciais. Essa escolha pode ser feita de muitas formas, entre elas: selecionando as k
primeiras observagoes; selecionando k observagdes aleatoriamente; e escolhendo k observacdes
de modo que seus valores sejam bastante diferentes. Por exemplo, ao se agrupar uma populagdo
em trés grupos de acordo com a inteligéncia predominante, seria possivel escolher um individuo

de inteligéncia Logico-Matematica, um de linguistica e um espacial visual, entre outros.

51



Escolhidas as sementes iniciais, é calculada a distidncia de cada elemento em relacdo as
sementes, agrupando o elemento ao grupo que possuir a menor distdncia (mais similar) e
recalculando o centroide do mesmo. O processo € repetido até que todos os elementos facam parte

de um dos clusters.

A ideia por trés deste algoritmo ¢é escolher k objetos (aleatoriamente ou com alguma
heuristica) que serdo a base de cada grupo (denominados centroides), os demais objetos sdo
associados ao centroide mais proximo. A cada passo, os centroides sdo recalculados dentre os
objetos de seu proprio grupo e estes sdo realocados para o centroide mais proximo. Esse
procedimento ¢ repetido até que o nivel de convergéncia seja satisfatorio de acordo com alguma

heuristica estabelecida.

O pseudocddigo do algoritmo € descrito, como:

Algoritmo K-means

1- Selecione K pontos como centroides iniciais

2- Repita

3- Atribua cada objeto ao cluster mais préximo

4- Recalcula cada centroide de cada cluster

5- Até que (até que os centroides permanecam estaveis)

Figura 14: Algoritmo K-means (BUSSAB, 1990)

Na figura 15 € possivel ver uma simulag@o do algoritmo:
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Figura 125: Exemplificacio Algoritmo K-means (BUSSAB, 1990)

Assim, no K-means, o centroide é dado pela média de todos os objetos dentro de um

agrupamento.

3.6 Aplicacao de Métodos de Decomposicio de problemas multiclasse

Para este trabalho sdo criadas duas SVMs ndo lineares ¢ multiclasses, com propositos e

métodos de decomposigdo distintos:

e A classificagdo da primeira SVM, ¢ do tipo Multiclasses usando o método de k
problemas binarios, sendo, para esse caso, o de classificacdo por Decomposi¢cdo
Um por Classe.

e A classificacdo da segunda SVM, ¢ do tipo Multiclasses usando o método de k
problemas binarios, sendo, para esse caso, o de classificacdo por Decomposi¢cdo

Duas a Duas.

Para ambas SVMs ¢ aplicada a fungdo de kernel polinomial, tornando mais simples o

calculo e aprimorando a capacidade de representar espagos muito abstratos.

K(xox) = (i) +a)

53



Na fase de treinamento, foi aplicado o balanceamento de classes em ambas SVM's por

meio do filtro Resample.

Na fase de teste, ¢ aplicado o conceito do método de Votagdo-distribuida em ambas
SVM's, o que foi definido como método de agrupamento, com objetivo de facilitar entendimento

dos resultados, por meio de percentuais gerados pelo algoritmo SimpleKMeans.
Os problemas de classificagdo que as SVMs visam solucionar neste trabalho sdo:

SVM para validacao das Inteligéncias de um individuo: considerando que a SVM € um
método binario, serdo recebidas trés Vetores de Caracteristicas compostos pelas respostas do
questionario aplicado durante o experimento, sendo a inteligéncia do individuo validada apenas
em duas classes: Pertence e Nao Pertence. Vale ressaltar, que este contexto deve ser aplicado para

cada uma das sete inteligéncias deste experimento.

Tém-se a representagdo da classificagdo a partir das caracteristicas extraidas na figura 16:

+1
Méquina Validacio Pertence
Vetor de Caracteristicas Inteligéncia
(Respostas Questionario) Mﬁltiph N3o Pertence
-1

Figura 16: Representacio da classificacio da Maquina Validacio das Inteligéncias Miltiplas

Para a classificagdo desta SVM sdo utilizados trés vetores de caracteristicas, por exemplo,
(R1, R2 e R3), definidos como entrada para fase de treinamento e testes. Assim, se o algoritmo
obtiver o valor +1, a Inteligéncia esta contida na classe Pertence, ou na classe Ndo Pertence caso
o valor retorne -1. Os resultados obtidos pela utilizacdo de cada vetor de caracteristica sdo
analisados para verificar quais entre as sete inteligéncias obteve melhores resultados na
classificagdo, assim, tornando-as aptas para a proxima etapa, em que serdo treinadas na segunda
SVM. Portanto, cada uma das sete inteligéncias ¢ classificada entre as classes Pertence e Ndo

Pertence.

SVM para definicdo das inteligéncias predominantes em um individuo: essa SVM
indicara quais dentre os melhores resultados classificados pela primeira SVM sio as inteligéncias

multiplas com maior predominancia em um individuo. Para isso, sdo determinados dois vetores
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de caracteristicas compostos pelas respostas do questionario. Sdo treinados dois vetores por vez,
até que se obtenha os melhores resultados. Assim, a maquina classificara de acordo com o vetor
de caracteristicas a que obtiver melhores resultados, indicando qual a inteligéncia multipla ¢ a de

maior importancia, ou seja, predominante.

Para exemplificar o experimento, foram selecionadas as respostas de um dos individuos
participantes. Essas respostas irdo compor o vetor de caracteristicas e, por meio desta SVM, sera

classificada a inteligéncia predominante entre Logico-Matematica, Musical e Espacial Visual.

Tém-se a representagdo da classificagdo a partir das caracteristicas extraidas na figura 17:

Légico matemética Logico matematica
Vetor de Caracteristicas X

(Respostas Questiondrio) Espacial Visual

Espacial visual

Espacial Visual Espacial Visual
Vetor de Caracteristicas X
(Respostas Questionario) . i
Musical Musical
Légico matematica Logico matematica
Vetor de Caracteristicas X
(Respostas Questiondrio) Musical

Musical

Figura 17: Representagdao SVM para defini¢ao das inteligéncias predominantes em um individuo

O resultado da primeira classificagdo indicou a inteligéncia multipla Logico-Matematica.
Ja na segunda classificagdo foi a inteligé€ncia multipla Musical. Por fim, na classificacdo entre as
de maior predomindncia, a inteligéncia multipla Logico-Matematica foi classificada como a de
maior predominancia. Assim, neste exemplo € possivel identificar que a duas inteligéncias

multiplas de maior predominéncia sdo: Logico-Matematica e Musical.

E importante destacar que na fase de teste sdo gerados os percentuais, conforme descrito
no inicio desta se¢do. Portanto, este trecho ¢ apenas um exemplo para entender o funcionamento

desta SVM.
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Capitulo 4- Experimentos

Neste capitulo sdo apresentados os experimentos e os detalhes de sua realizagdo. Além

disso, sdo apresentadas analises dos resultados.

4.1 Descri¢cao do experimento

Para realizar o experimento, foi desenvolvido um questiondrio com perguntas de todos os

tipos de inteligéncias definidas por Gardner [14, 15].

Este questionario (APENDICE A), fundamentado na Teoria das Inteligéncias Miltiplas,
foi elaborado pelo proprio autor e contém trés questdes para cada uma das sete inteligéncias,
totalizando 21 questdes, uma vez que ndo € considerada a inteligéncia naturalista. As questdes
foram trabalhadas de forma a contextualizar situagdes que aplicassem as caracteristicas das

inteligéncias de acordo com a teoria elaborada por Gardner.

O questionario original (APENDICE B), contém setenta questdes, sendo dez questdes
para cada Inteligéncia Multipla com quatro possibilidades de resposta. As opgdes sdo: agradavel,

pouco agradavel, pouco desagradavel e desagradavel.

As Inteligéncias Multiplas analisadas no questionario original sdo as mesmas que as
utilizadas neste trabalho. Séo elas: linguistica, 16gico-matematica, musical, corporal sinestésica,
espacial visual, interpessoal e intrapessoal, sendo estas relacionadas aos aspectos cognitivos que

serdo utilizados como parametros de classificagdo dos individuos.

A diminui¢do no numero de questdes de setenta para vinte e uma reduz o tempo para
responder o questionario. Essa alteragdo foi realizada ap6s a apresentagdo do questiondrio a
pessoas escolhidas para os testes, tendo estas realizado criticas ao fato de aquele ser extenso e

cansativo de se responder.

Com relagdo as possibilidades de resposta para as questdes, os individuos concordaram
que quatro niveis de resposta sdo suficientes para expressar a sua opinido em relagdo a cada

questao.
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O questionario foi elaborado no Microsoft Excel e aplicado a alunos das areas de
Humanas, Exatas e Biologicas dos cursos do Centro Paula Souza em virtude da viabilidade do
acesso as informagdes e da necessidade de se obter os tipos de inteligéncia que foram estimulados
ao longo do curso. A amostra utilizada foi composta pelos respondentes do Gltimo periodo dos
cursos de Informatica, Manutencdo de Computadores, Informatica para Internet Administragao,
Enfermagem, Zootecnia ¢ Recursos Humanos. A autorizagdo para aplicacdo dos questionarios

foi concedida informalmente pelos coordenadores dos respectivos cursos.

Todos os individuos responderam o questionario, cada um em um computador sem
influéncia dos demais individuos ou do aplicador e ndo foi determinado um tempo limite para
responder. Antes do inicio foram passadas as informacgdes sobre como deveria ser realizado o
preenchimento das respostas e como o gabarito deveria ser salvo. O teste foi disponibilizado por
meio de planilha desenvolvida com a ferramenta Microsoft Excel disponibilizada aos individuos
em seus computadores. Assim, o tempo médio que os individuos levaram para responder o

questionario foi de 25 minutos.

Os dados foram coletados entre novembro de 2015 e margo de 2016, sendo que a amostra
se caracterizou naqueles que estavam presentes em sala de aula nos dias em que os questionarios

foram aplicados.
O niimero de questionarios respondidos por curso, esta apresentado na tabela 5:

Tabela 5: Coleta de Amostras

Area Curso Questionarios Total de Alunos
Respondidos | Matriculados por Curso
Exatas Informatica para 23 30
Internet
Exatas Manutengao de 12 14
Computadores

Exatas Informatica 35 37
Biologicas Enfermagem 59 68
Biologicas Zootecnia 21 28
Humanas Administragdo 16 21
Humanas Recursos Humanos 23 30
Total 189 228

O total é dividido em duas partes:
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v’ Total de questionarios respondidos

v" Total de alunos matriculados

4.1.1 Analise Estatistica

O questionario empregado tem como base na proporc¢ao de respostas, ou seja, o resultado

para cada um dos aspectos cognitivos € uma propor¢do de itens assinalados que variam de 0 a

100% e um plano amostral teve que ser desenvolvido a partir da disponibilidade dos individuos

em responder ao questionario. Por meio da tabela 6, ¢ possivel observar as informagdes que

representam o espago amostral.

Tabela 6: Informacdes sobre espaco amostral

Area de Cursos Total de Alunos N° Necessario de N° de Alunos
Conhecimento Alunos analisados
Exatas Informatica para 30 21 23
Internet
Exatas Manutencgéo de 14 12 12
Computadores
Exatas Informatica 37 23 35
Biologicas Enfermagem 68 34 59
Bioldgicas Zootecnia 28 20 21
Humanas Administragdo 21 16 16
Humanas Recursos 30 21 23
Humanos
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4.2 Analise dos Resultados

Na tabela 7 sdo apresentados os percentuais dos respondentes em relagdo ao total de
amostras e com isso pode-se ver que o curso Enfermagem € o de maior representatividade com
18,5% das amostras. Outra informagao identificada é que o curso de maior representatividade

pertence a area de Biologicas.

A éarea que obteve maior percentual de representatividade nas amostras foram as biologica

com 42,5%, seguida por exatas 37% e humanas 20,5%.

Tabela 7: Percentual de respondentes por curso

Curso Quantidade de Percentual de
Respondentes respondentes em relacao
a amostra
Informatica para Internet 23 12%
Manutengdo de Computadores 12 6,5%
Informatica 35 18,5%
Enfermagem 59 31%
Zootecnia 21 11,5%
Administragdo 16 8,5%
Recursos Humanos 23 12%
Total 189 100%

Na tabela 8, é possivel observar quais dentre os sete tipos de inteligéncias trabalhadas no

experimento entre os cursos pesquisados sdo as de maior incidéncia nos alunos.
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Tabela 8: Percentuais Inteligéncias por Curso

Inteligéncias Cursos

Inf. para Manut. de Info. Enfer. | Zootecnia RH ADM

Internet Comp.

Exatas Biologicas Humanas

Linguistica - 16% 19% 17% 10% 29% 31%
Logico- 48% 25% 24% 8% 15% 22% 25%
Matematica
Espacial 18% 17% 14% - 20% 21% -
visual
Corporal 4% - 5% 17% 15% - 13%
cenestésica
Musical 26% 25% 14% - 15% 21% 19%
Interpessoal 4% 17% 14% 33% 15% 7% 12%
Intrapessoal - - 10% 25% 10% - -
Total 23 12 35 59 21 23 16
Respondentes

Conforme dados da tabela 8, € possivel identificar que a de maior incidéncia nos cursos

de exatas foi a inteligéncia Logico-matematica, nos de Humanas, Linguistica, em Enfermagem,

interpessoal e, em Zootecnia, Espaco visual.
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Conclusao

Neste trabalho, apds experimentos realizados, pdde-se notar que é possivel classificar os
dados coletados de acordo com as inteligéncias multiplas. Como proposta de trabalhos futuros,

esse mecanismo podera ser adaptado em ferramentas de apoio ao ensino.

A integracdo desse classificador com uma ferramenta de apoio ao ensino a distancia
contribuira para melhorar a qualidade dos testes realizados e isso devera fornecer mais parametros
para validar esta proposta. Porém, para essa integracdo, sera necessario melhorar os métodos de
treinamento do classificador devido ao aumento do nimero de amostras, bem como ajustar o
formulario das questdes a serem respondidas pelos individuos, realizar mais testes e simulacdes
para que uma analise mais detalhada possa ser realizada e conclusdes mais significativas possam

ser obtidas.

Um dos objetivos desta classificagdo consiste em permitir que os tutores responsaveis por
gerar o material para a aulas em ferramentas de apoio ao ensino a distancia possam utilizar este
mecanismo de classificacdo para direcionar o conteiido ao aluno de forma a explorar sua
inteligéncia miltipla predominante, com a tentativa de potencializar o ensino, permitindo que o
aluno possa realizar os estudos por meio de técnicas que poderao facilitar o aprendizado de forma
individualizada. No entanto, esta ferramenta de classificagdo pode ser aplicada a varios outros
sistemas de recomendacdo e ndo somente ao proposto, sendo necessario ajustar os pardmetros de

entrada para que se possa obter os parametros de saida desejados.

Para realizar o treinamento da SVM, foi necessario definir o método de classificagdo
baseado em k problemas binarios, sendo este um método de classificagdo para multiplas classes.
Além disso, para gerar os percentuais das inteligéncias, foi aplicado o algoritmo SimpleKMeans,

assim, tornando a interpretacdo dos resultados mais facil de ser interpretada.

O uso da ferramenta WEKA e seu ambiente grafico, facilitou a configuracdo do algoritmo
de treinamento, que utilizou recursos da biblioteca LibSVM. O algoritmo foi engendrado com
dados reais coletados por meio de um questionario baseado no de Gardner e aplicado em

instituicdes de ensino publico que pertencem ao Centro Paula Souza.

Os resultados foram analisados e por meio dos percentuais gerados nos treinamentos,

pode-se identificar o perfil de cada aluno que participou do experimento, bem como, as
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inteligéncias predominantes por area e curso. Portanto, esses dados mostraram em percentuais a

quantidade de predominéncia das inteligéncias multiplas nos alunos.

Analisando os resultados do treinamento, foi possivel notar que, aplicando o filtro para
balanceamento de amostras Resample, obteve-se ganho de até 15% nas taxas de precisdo nos
melhores casos de treinamento. Com isso, os indices de incorregdes variaram entre 5 a 10%. Em
alguns treinamentos as taxas de incorrecdes se aproximaram a 1%. Portanto, pode-se considerar

que o mecanismo de classificacdao proposto neste trabalho ¢ eficaz.

A partir da nova coleta de amostras, realiza-se uma integragcdo com ferramenta de apoio
ao ensino, ajustando os sistemas de recomendagao. Com isso, pode-se realizar novas formulacdes
para proporcionar novas analises dos dados que comprovem a eficacia do mecanismo de

classificacao.

Para trabalhos futuros, propde-se a realizagdo de novos estudos ¢ a tentativa de aprimorar

0 questionario, que talvez possa ser utilizado como escolha padrao nesse tipo de teste.

Por fim, uma das maiores dificuldades para realizacdo dos experimentos foi conseguir
uma base de dados. Portanto, as amostras coletadas para este experimento podem servir como

base para outros trabalhos similares.
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APENDICE A — Questionario

A seguir, consta a tabela com as questdes classificadas de acordo com as inteligéncias

definidas por Gardner e adaptadas de seu questionario.

QUESTOES

INTELIGENCIA PERGUNTA

Musical Faca uma lista das musicas que vocé costuma
ouvir e associe o ritmo musical ao seu estado
de espirito. As musicas que vocé ouve

representam esse estado?

Musical Ao estudar, ler ou realizar alguma atividade
em casa ou no trabalho, com que frequéncia
voc€ faz esta atividade ouvindo alguma

musica de fundo ou mesmo cantando alguma?

Musical Quando vocé esta ouvindo musica e percebe
os sons gerados por instrumentos musicais,
com que frequéncia vocé sente vontade de

tocar algum instrumento musical, mesmo?

Logico-Matematica Quando vocé precisa resolver problemas que
envolvem calculos matematicos, vocé prefere
tentar resolver mentalmente ou procura

alguma ferramenta de calculo que facilite?
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Logico-Matematica

Vocé costuma guardar seu dinheiro e ir
gastando ele aos poucos comprando somente
0 necessario e guardando o restante para uma

emergéncia?

Logico-Matematica

Quando vocé vai realizar alguma tarefa
sozinho (a), voc€ costuma ser detalhista
mesmo que isso possa fazer voc€ perder muito

tempo em detalhes pequenos?

Interpessoal

Quando vocé percebe que alguma pessoa da
familia, ou um amigo mais proximo ou até
mesmo um desconhecido ndo estd bem,
estando ele com aparente tristeza, com que
frequéncia vocé procura saber o que esta

acontecendo e se dispde a ajudar?

Interpessoal

Se vocé fosse um atleta profissional e tivesse
que escolher um esporte para praticar, com
que frequéncia vocé iria escolher esportes
coletivos, tendo mais chances de ser
reconhecido e beneficiado da ajuda dos outros

atletas?

Interpessoal

Quando vocé ndo estd se sentido bem
emocionalmente, com que frequéncia vocé
comenta seus problemas para algum amigo (a)

e permite que ele dé€ conselhos a vocé?

Espacial

Quando vocé vai ler revistas, livros ou até
mesmo visitar sites na Internet, com que
frequéncia vocé olha primeiro as imagens ¢

depois 1€ o texto?

Espacial

Quando vocé esta na sala de aula e o professor
esta explicando a matéria utilizando gestos ¢

palavras, se o professor gesticular demais,
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com que frequéncia isso acaba distraindo

voce?

Espacial

Quando vocé viaja para lugares que vocé
ainda ndo conhece, com que frequéncia vocé
repara em detalhes nos formatos de arvores,
cores ¢ formas geométricas das casas,

modelos dos carros, entre outras coisas?

Corporal cenestésica

Ao consertar ou montar equipamentos e
objetos, com que frequéncia vocé prefere
tentar montar de acordo com a forma que
considera ser a melhor deixando de lado o

manual de instrugoes?

Corporal cenestésica

Com que frequéncia vocé se oferece como
voluntario (a) para realizar tarefas manuais,
tais como utilizar chaves de fenda, cortar
arames com alicate, pregar pregos, cortar
papéis, lavar a louga, passar roupa, entre

outras?

Corporal cenestésica

Quando o professor estd explicando um
conteido novo e utiliza a fundamentagio
tedrica, com que frequéncia isso € o suficiente
para que vocé possa aprender e resolver os

exercicios propostos ao final da aula?

Intrapessoal

Se vocé tivesse que anotar tudo que se passa
na sua vida em um diario para que um dia
pudesse se lembrar de tudo que ja fez e deixar
anotagcbes para outras pessoas. Com que

frequéncia vocé anotaria as coisas?

Intrapessoal

Quando vocé ndo estd bem emocionalmente e
alguma coisa o estd incomodando, com que

frequéncia vocé prefere estar junto de varias
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pessoas independentemente do que estejam

conversando, mesmo que seja sobre vocé?

Intrapessoal

Com que frequéncia vocé prefere realizar
tarefas que o deixam feliz independentemente
de qual seja, mesmo sabendo que existem
outras que vocé poderia realizar que nao lhe

fariam mal, mas também s3o necessarias?

Linguistica

Para se manter atualizado com relacdo as
noticias do cotidiano, com que frequéncia
vocé busca noticias escritas em jornais,

revistas e na Internet?

Linguistica

Quando vocé estd em ambientes com varias
pessoas e os assuntos vao surgindo, vocé gosta
de debater mesmo que ndo tenham perguntado
sua opinido, considerando assim, que sua

opinido ¢ importante?

Linguistica

Suponha que vocé esteja participando de um
concurso musical e vocé tem facilidade em
cantar musicas nacionais ¢ em outro idioma
independentemente de qual seja. Com que
frequéncia vocé faria a opgdo por cantar

musicas internacionais?
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APENDICE B — Questionario Gardner

Multiple Intelligences Test

I like to learn more about myself

I can play a musical instrument

I find it easiest to solve problems when I am doing something physical

I often have a song or piece of music in my head

I find budgeting and managing my money easy

I find it easy to make up stories

I have always been physically well co-ordinated

When talking to someone, I tend to listen to the words they use not just what they mean

I enjoy crosswords, word searches or other word puzzles

I don’t like ambiguity, I like things to be clear

I enjoy logic puzzles such as 'sudoku’

I like to meditate

Music is very important to me

I am a convincing liar

I play a sport or dance

I am very interested in psychometrics (personality testing) and IQ tests
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People behaving irrationally annoy me

I find that the music that appeals to me is often based on how I feel emotionally

I am a very social person and like being with other people

I like to be systematic and thorough

I find graphs and charts easy to understand

I can throw things well - darts, skimming pebbles, frisbees, etc

I find it easy to remember quotes or phrases

I can always recognise places that I have been before, even when I was very young

I enjoy a wide variety of musical styles

When I am concentrating I tend to doodle

I could manipulate people if I choose to

I can predict my feelings and behaviours in certain situations fairly accurately

I find mental arithmetic easy

I can identify most sounds without seeing what causes them

At school one of my favourite subjects is / was English

I like to think through a problem carefully, considering all the consequences

I enjoy debates and discussions

I love adrenaline sports and scary rides

I enjoy individual sports best

I care about how those around me feel

My house is full of pictures and photographs

I enjoy and am good at making things - I'm good with my hands

I like having music on in the background

I find it easy to remember telephone numbers

I set myself goals and plans for the future

I am a very tactile person

I can tell easily whether someone likes me or dislikes me
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I can easily imagine how an object would look from another perspective

I never use instructions for flat-pack furniture

I find it easy to talk to new people

To learn something new, I need to just get on and try it

I often see clear images when I close my eyes

I don’t use my fingers when I count

I often talk to myself — out loud or in my head

At school I loved / love music lessons

When I am abroad, I find it easy to pick up the basics of another language
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