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Resumo

A previsão de carga, em sistemas de energia elétrica, constitui-se numa atividade de

grande importância, tendo em vista que a maioria dos estudos realizados (fluxo de potência,

despacho econômico, planejamento da expansão, compra e venda de energia, etc.) somente

poderá ser efetivada se houver a disponibilidade de uma boa estimativa da carga a ser

atendida. Deste modo, visando contribuir para que o planejamento e operação dos sistemas de

energia elétrica ocorram de forma segura, confiável e econômica, foi desenvolvida uma

metodologia para previsão de carga, a previsão multinodal, que pode ser entendida como um

sistema inteligente que considera vários pontos da rede elétrica durante a realização da

previsão. O sistema desenvolvido conta com o uso de uma rede neural artificial composta por

vários módulos, sendo esta do tipo perceptron multicamadas, cujo treinamento é baseado no

algoritmo retropropagação. Porém, foi realizada uma modificação na função de ativação da

rede, em substituição à função usual, a função sigmoide, foram utilizadas as funções de base

radial. Tal metodologia foi aplicada ao problema de previsão de cargas elétricas a curto-prazo

(24 horas à frente).

Palavras-chave: Previsão de Carga Multinodal, Redes Neurais Artificiais, Funções de Base

Radial



Abstract

Load forecasting in electric power systems is a very important activity due to several

studies, e.g. power flow, economic dispatch, expansion planning, purchase and sale of energy

that are extremely dependent on a good estimate of the load. Thus, contributing to a safe,

reliable, economic and secure operation and planning this work is developed, which is an

intelligent system for multinodal electric load forecasting considering several points of the

network. The multinodal system is based on an artificial neural network composed of several

modules. The neural network is a multilayer perceptron trained by backpropagation where the

traditional sigmoide is substituted by radial basis functions. The methodology is applied to

forecast loads 24 hours in advance.

Keywords: Load Forecasting Multinodal, Artificial Neural Networks, Radial Basis Function.
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CAPÍTULO 1

Introdução

1.1 - Introdução Geral

Diversos estudos e planejamentos em sistemas de energia elétrica, para que sejam

efetuados, necessitam da previsão de cargas elétricas. Dentre os estudos mais comuns está o

despacho econômico, fluxo de potência e estabilidade transitória; entre os planejamentos es-

tão, geração, transmissão, expansão e compra e venda de energia. Assim, para que o sistema

opere de modo seguro, confiável e econômico, uma boa previsão de carga é necessária (RA-

NAWERA, KARADY ; FARNER, 1997; KERMANSHAHI ; IWAMIYA, 2002), tanto na

geração quanto na transmissão e na distribuição. Deste modo, tem-se a necessidade de prever

não uma, mas várias cargas em vários pontos do sistema de energia elétrica de maneira rápida

e precisa.

É possível encontrar na literatura uma grande quantidade de trabalhos envolvendo

previsão de cargas elétricas, porém, muitos deles utilizam métodos que necessitam da mode-

lagem matemática da carga como: regressão linear múltipla ou simples, alisamento exponen-

cial, estimação de estado, filtro de Kalman, métodos ARIMA de Box e Jenkins (BOX; JEN-

KINS, 1976; O’DONOVAN, 1983).

Vários fatores podem influenciar na modelagem da carga, tais como: condições

metereológicas (velocidade do vento, nebulosidade, variações bruscas de temperatura) e fato-

res diversos como efeito dos dias atípicos (feriados, greves, etc.). O conhecimento de tais fa-

tores permite representar, da melhor maneira, o comportamento da carga para então servir

como entrada para o algoritmo de previsão escolhido. Bons resultados são obtidos apesar de,
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às vezes, serem requeridos grandes esforços computacionais, além de técnicas de modelagem

complexas. Outro tipo de aplicação que tem mostrado grande eficiência é o emprego de técni-

cas inteligentes (BENDER, 1996), que não necessitam de uma modelagem matemática da

carga, em especial, as redes neurais artificiais (FINE, 1999; HAYKIN, 1994; KARTALO-

POULOS, 1996; SIMPSON, 1989; WASSERMAN, 1989].

A solução do problema de previsão de cargas elétricas via redes neurais artificiais,

trata-se de uma solução baseada no treinamento, considerando dados históricos de carga, in-

formações sobre o clima, tempo, entre outros.

Uma rede neural artificial é um sistema computacional baseado no funcionamento

do cérebro humano; é, na verdade, um modelo matemático inspirado em uma simplificação do

sistema neural biológico, com capacidade de aprendizado, generalização, associação e abstra-

ção. Com o interesse dos pesquisadores em uma forma de computação que se inspirasse no

cérebro humano, em 1943, surge a neurocomputação, quando McCulloch e Pitts propuseram o

neurônio artificial (McCULLOCH ; PITTS, 1943). A partir deste modelo, foram desenvolvi-

das várias concepções de redes neurais artificiais, porém, os resultados se mostravam pouco

significativos.

Somente após os anos 70 é que houve considerável avanço, principalmente com o

advento do algoritmo retropropagação (WERBOS, 1974) e da rede de Hopfield (WASSER-

MAN, 1989) e, sobretudo, pelo avanço da microeletrônica. A partir dos anos 80, foi que per-

mitiram a idealização de estruturas em hardware de modo eficiente.

O algoritmo retropropagação tem por finalidade o aprendizado supervisionado

(regra baseada no binômio entrada – saída) das redes neurais artificiais, compostas por várias

fileiras de neurônios dispostos em paralelos e funções de ativação contínuas. Com esta estru-

tura é possível executar tarefas como o reconhecimento de padrões, diagnósticos complexos,

previsão, entre outros.

A opção pelo uso de técnicas inteligentes na previsão de cargas se tornou cada vez

mais comum e, é possível encontrar várias abordagens na literatura especializada. Nos traba-

lhos de Saini (SAINI ; SONI, 2002) e (MALKI; KARAYIANNIS ; BALASUBRAMANIAN,

2004) os autores utilizam redes neurais artificiais para realizar a previsão de cargas de curto

prazo, no primeiro foram utilizados os métodos de Levenberg-Marquardt e Quasi-Newton

para o treinamento das redes, no segundo foi utilizado o convencional método do erro retro-

propagado para o treinamento da rede. No artigo de (PANDIAN, et al., 2006), os autores uti-

lizam lógica fuzzy para realizar a previsão de cargas de curto prazo.
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Nos trabalhos de (TELBANY ; KARMI; 2008) e (YUN, et al., 2008) os autores

fazem uso de sistemas híbridos para realizar a previsão de cargas de curto prazo, o primeiro

utiliza particle swarm optimization (PSO) para realizar o treinamento de uma rede neural arti-

ficial, o segundo utiliza redes de funções de base radial (RBF), do inglês, Radial Basis Func-

tion, e o ANFIS (que é um sistema hibrido que combina lógica fuzzy com redes neurais artifi-

ciais).

Já o artigo de (YALCINOZ ; EMINOGLU, 2005), os autores realizam uma previ-

são em sistemas de distribuição considerando alguns pontos da rede, porém, a previsão é feita

ponto a ponto, separadamente, o que demanda muito tempo devido a manipulação de uma

grande quantidade de dados.

Deste modo, o objetivo desta pesquisa é apresentar a metodologia desenvolvida

para resolução do problema de previsão de cargas elétricas, porém, uma previsão consideran-

do vários pontos da rede elétrica (subestações, transformador, etc.), a previsão multinodal,

cujo tempo de processamento é da mesma magnitude (pouco superior) de uma previsão glo-

bal.

O esquema de previsão desenvolvido utiliza, basicamente, uma rede neural do tipo

perceptron multicamadas, que faz uso do algoritmo retropropagação, como algoritmo de trei-

namento. Porém, foi realizada uma modificação na arquitetura convencional, a função de ati-

vação usual, função sigmoide, foi substituída por funções de base radial.

Sendo assim, apesar da utilização das funções de base radial como função de ati-

vação da rede neural ter caráter inédito, bem como a proposta de duas dessas funções, a prin-

cipal contribuição deste trabalho foi o desenvolvimento da metodologia para a previsão de

carga multinodal fazendo uso de sistemas inteligentes.

1.2 - Organização do Trabalho

Este texto está dividido em nove capítulos os quais buscam, de forma significati-

va, o bom entendimento do trabalho realizado, através da apresentação da teoria envolvida.

No capítulo 2, é realizado um estudo sobre previsão de cargas elétricas, ressaltan-

do sua importância para a operação do sistema elétrico. Apresentam-se os objetivos e horizon-

tes de previsão, enfatizando a utilização de técnicas inteligentes. Trata, ainda, dos procedi-

mentos para previsão, fazendo uma breve apresentação dos modelos clássicos, utilizados na



Capítulo 1 – Introdução 17

literatura e, dos modelos baseados em técnicas inteligentes, como o caso das redes neurais

artificiais.

O capítulo 3 trata da apresentação do esquema desenvolvido para a previsão de

carga multinodal. Para tanto, optou-se por fazer uma abordagem de toda a teoria envolvida,

sendo esta, apresentada nos capítulos subsequentes.

No capítulo 4 é realizado um estudo sobre redes neurais artificiais, desde seu ad-

vento, fazendo comparação através do modelo biológico e o modelo artificial de um neurônio;

apresentando a seguir sua formulação estrutural, através das funções de ativação, arquitetura,

aprendizado, finalizando com a apresentação dos tipos de redes neurais artificiais.

O capítulo 5 tem a finalidade de apresentar, de forma sucinta, as funções de base

radial, enfatizando suas principais propriedades, além da apresentação gráfica e uma breve

análise de suas principais características. Optou-se por fazer essa abordagem, pois, tais fun-

ções foram utilizadas como função de ativação da rede neural desenvolvida, cuja aplicação

será apresentada no capítulo 6.

No capítulo 6 apresenta-se a aplicação da metodologia desenvolvida para a aplica-

ção de redes neurais artificiais na previsão de cargas elétricas a curto prazo. Para tanto, é rea-

lizada a apresentação detalhada do método utilizado para resolução do problema proposto,

explicitando a utilização dos sistemas previsores (sistema previsor global e sistema previsor

local), ressaltando a importância da adaptação dos dados, tanto de carga (normalização),

quanto de tempo (binarização); e as particularidades dos parâmetros envolvidos. Apresentam-

se, ainda, as funções e respectivas derivadas, utilizadas para o treinamento e diagnóstico da

rede neural, e critérios para a avaliação de desempenho.

No capítulo 7 são apresentados os resultados obtidos através da metodologia de-

senvolvida para previsão de cargas multinodal. A obtenção destes resultados se deu através de

simulação computacional, utilizando-se a linguagem de programação FORTRAN. Os resulta-

dos estão representados gráfica e numericamente.

No capítulo 8 é apresentada a conclusão geral deste trabalho e algumas sugestões

para trabalhos futuros. No capítulo 9 relacionam-se as referências bibliográficas.

O trabalho contém, ainda, dois apêndices: o apêndice A, em que são apresentados

os arquivos de dados históricos de cargas elétricas, utilizados como entrada da rede neural

artificial, e o apêndice B, em que são apresentados os artigos publicados durante todo o pro-

cesso de desenvolvimento desta pesquisa.



18

CAPÍTULO 2

Previsão de Cargas Elétricas

2.1 - Introdução

O sistema elétrico brasileiro, por ser predominantemente com geração hidrelétrica,

armazena energia através do estoque de água em grandes reservatórios a montante das usinas.

O controle desses estoques é feito de maneira ótima e o despacho dessas usinas determina o

melhor aproveitamento dessas reservas de energia. Observa-se, assim, que a antecipação das

decisões de o quanto se deve gerar é primordial. Essas decisões são produto da previsão de

carga a ser atendida. Assim sendo, a minimização do desvio (erro) da previsão de carga é

sempre de suma relevância.

Por outro lado, em consequência do fato do mercado de energia se tornar cada vez

mais competitivo, a compra e venda de eletricidade é intensificada e, nesse processo, o risco

de perda tem de ser mínimo, a previsão de carga exerce um papel importante para os sistemas

de potência, pois, afeta de forma significativa os preços das tarifas elétricas (HIPPERT;

PEDREIRA; SOUZA, 2001; VEHVILÄINEN; KEPPO, 2003; SFETSOS, 2003). A seguir,

serão apresentadas, de forma sucinta, as principais características.

2.2 - Cargas Elétricas

As cargas elétricas são compostas por uma infinidade de aparelhos e dispositivos

elétricos que, em conjunto, apresentam tendências que podem ser previstas de forma estatísti-
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ca. Porém, essas tendências são influenciadas por fatores que interferem na forma de modelar

a carga, tais como: condições meteorológicas, fatores sazonais, entre outros.

Para realizar a previsão é necessário que se faça uma análise prévia desses fatores,

de forma a verificar a influência que eles têm no comportamento da carga. Assim, existem

inúmeros métodos para previsão que se baseiam nas informações sobre o passado e, ainda,

assumem que o comportamento ocorrido no passado irá refletir no futuro de alguma forma.

Os métodos empregados para previsão de carga podem ser classificados em

(O’DONOVAN, 1983):

1. Métodos intuitivos - não usam um modelo matemático formal para descrever o compor-

tamento da carga.

2. Métodos autônomos - usam modelos baseados somente na extrapolação de observações

passadas da carga, ou seja, é uma técnica dependente do tempo.

3. Métodos causais - assumem que a carga exibe uma relação de causa e efeito com uma

ou mais variáveis independentes, que irão descrever seu comportamento.

A previsão de carga está associada à evolução da carga no tempo (série temporal),

e através dele, que é dividida em duas classes (O’DONOVAN, 1983):

• Estacionária - os dados da carga mantêm uma média constante no tempo.

• Não-Estacionária - os dados da carga variam com o tempo. Assim, trata-se de um com-

portamento em que não se observa uma tendência estatística.

Ainda em relação às cargas, vale lembrar que o sistema elétrico de potência aten-

de diferentes tipos de consumidores, tais como: residencial, comercial e industrial, que apre-

sentam alguns fatores que dificultam o trabalho de previsão:

• Fatores climáticos - temperatura, velocidade do vento, neblina, umidade relativa do ar,

temporal com relâmpago e trovão, chuva, neve, entre outros. Dentre todos os fatores

mencionados, a temperatura influencia diretamente no consumo de energia elétrica de-

limitando o uso de condicionador de ar, aquecedor, refrigerador, etc. (SWARUP;

SATISH, 2002; HIPPERT; PEREIRA ; SOUZA, 2001; MURTO, 1998);

• Fatores de tempo - acontecimentos relacionados a determinados períodos do ano, tais

como: férias, feriados, início do ano escolar, natal, ano novo, semana típica em que cor-

responde ao ciclo de trabalho e descanso, etc. (MURTO, 1998);

• Fatores econômicos e demográficos - área demográfica (rural, residencial, industrial),

crescimento industrial, aparecimento de novas indústrias, variação na agricultura, ten-
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dências econômicas, variação nos preços de eletricidade, administração da carga (de-

manda), entre outros. (MURTO, 1998);

• Fatores esporádicos - eventos esportivos, programas de televisão, paralisação das in-

dústrias (MURTO, 1998).

2.3 - Horizontes de Previsão

A previsão de carga pode ser realizada em diferentes intervalos de tempo, tendo

finalidades diferentes para cada horizonte. Os horizontes, usados na previsão de carga são

divididos em (AL-KANDARI et al., 2004; METAXIOTIS et al., 2003; MURTO, 1998;

SWARUP ; SATISH, 2002; YALCINOZ ; EMINOGLU, 2005):

• Previsão a longo prazo – usam-se intervalos anuais; é importante para o processo deci-

sório do aumento da capacidade de atendimento ao mercado consumidor. Baseado no

fato de o setor elétrico brasileiro ser predominantemente hidrelétrico e envolver mon-

tantes expressivos de intercâmbio de energia entre as empresas, o planejamento da ex-

pansão pode exigir intervalos longos de tempo (10, 15 até 20 anos) entre a tomada de

decisão e o aumento efetivo da capacidade de atendimento ao sistema.

• Previsão a médio prazo – usam-se intervalos mensais; sua principal aplicação é na oti-

mização da alocação das máquinas geradoras, com o objetivo de se ter uma operação

econômica. Existe também o emprego da previsão de médio prazo para se executar es-

tudos elétricos de situações de instabilidade da rede elétrica, objetivando manter uma

segurança do sistema.

• Previsão a curto prazo – usam-se intervalos semanais; tem por finalidade uma alocação

econômica dos geradores, observando restrições operativas, de maneira que o custo da

produção de energia elétrica seja menor. Com uma boa previsão de carga de curto prazo

também se pode otimizar o uso de geradores térmicos, objetivando o despacho econô-

mico.

• Previsão a curtíssimo prazo – usam-se intervalos inferiores a uma hora; tenta exprimir

com maior exatidão o perfil instantâneo da carga, pois, estes valores serão forte subsídio

para o processo decisório de maior disponibilidade de potência, bem como um efetivo

gerenciamento da carga de demanda, assumindo assim, fundamental importância no

processo de realocação de manutenções de unidades geradoras hidráulicas/térmicas;

partida de unidades térmicas para atendimento à demanda; realocação das folgas de po-
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tência entre empresas visando otimizar o uso de potência em função da diversidade da

carga e gerenciamento da carga de demanda no período de ponta.

2.4 - Técnicas e Procedimentos de Previsão

As técnicas para realizar a previsão de carga são classificadas de duas formas

(GROSS; GALIANA, 1987; BUNN; FARMER, 1985) ;

• Modelos não-dinâmicos - a carga é expressa como uma série temporal discreta consistin-

do de valores previstos para cada hora durante um período;

• Modelos dinâmicos - carga é identificada não apenas como uma função de tempo do dia,

mas também de seus comportamentos mais recentes. Por essa razão, para que se faça a

previsão em determinada hora, é necessário que tenham sido realizadas previsões em

horas anteriores.

Os procedimentos de previsão usados na prática, procedimentos estatísticos,

variam muito, podendo ser simples e intuitivos, com pouca ou nenhuma análise dos dados, ou

mais quantitativos e complexos com uma análise de dados considerável. Para se montar o

modelo de previsão, é necessário analisar a curva obtida pelo gráfico dos dados passados, ou

seja, é necessário realizar uma modelagem prévia da carga, já que as previsões são baseadas

no fato de um valor futuro ser função dos valores passados.

Dentre os procedimentos estatísticos de previsão, podem-se destacar alguns mode-

los, tais como:

• Automáticos ou da Caixa-Preta - surgiram na década de 60 e incluem os modelos de re-

gressão, média-móveis, ajustamento sazonal e alisamento exponencial

(WHEELWRIGHT ; MAKRIDAKIS, 1985);

• Box-Jenkins - propostos no início da década de 70, consistindo de uma classe geral de

modelos lineares conhecidos como ARIMA (BOX; JENKINS, 1976; O´DONOVAN,

1983; MOGHRAM; RAHMAN, 1989; MURTO, 1998);

• Bayesianos - também introduzidos na década de 70 caracterizam-se pela possibilidade de

incorporação de informações subjetivas no processo de modelagem da série (SOUZA,

1989).

Ao observar que essas técnicas estatísticas não apresentavam bons resultados para

muitas aplicações, pelo fato de apresentarem alguma não-linearidade no conjunto de dados,
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ou possuírem um tamanho de amostras restrito, iniciou-se uma busca por formas alternativas

de previsão, assim, surgiram os sistemas especialistas que são modelos heurísticos baseados

na inteligência artificial e que tentam imitar o raciocínio humano.

Os métodos baseados na inteligência artificial demonstram grande eficiência

quando aplicados ao problema de previsão de cargas elétricas. Existem inúmeras técnicas que

apresentam resultados promissores, tais como: as baseadas no hibridismo entre a lógica nebu-

losa, redes neurais artificiais, métodos estatísticos e estocásticos que, quando unidas, tendem a

obter melhores resultados (WANG; HATZIARGYYRIOU; TSOUKALAS, 2002; LIAO;

TSAO, 2004; VILLALBA; BEL, 2000; KERMANSHAHI; IWAMIYA, 2002;

CHANDRASHEKARA; ANANTHAPADMANABHA; KULKARNI, 1999; CHUI et al.,

1997; SKARMAN, GEORGIOPOULOS; GONZALEZ, 1998).

Em suma, um sistema especialista é um programa que possui uma base de conhe-

cimento em um domínio restrito e usa um raciocínio conclusivo e complexo na execução de

tarefas (MOGHRAM ; RAHMAN, 1989; METAXIOTIS et al., 2003; MURTO, 1998).

2.5 - Conclusão

Neste capítulo apresentou-se um estudo sobre a previsão de cargas elétricas, fa-

zendo-se um adendo às cargas elétricas. Trataram-se dos horizontes e principais procedimen-

tos de previsão, enfatizando o uso de técnicas baseadas em inteligência artificial que se desta-

cam pela sua habilidade de aprendizado e sua capacidade de generalização, associação e bus-

ca paralela, que as tornam capazes de identificar e assimilar as características mais marcantes

das séries sem necessitar da trabalhosa formulação teórica, imprescindível para os procedi-

mentos estatísticos. No capítulo a seguir será apresentada a metodologia proposta para previ-

são de cargas elétricas.
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CAPÍTULO 3

Esquema Desenvolvido para
Previsão de Carga

3.1 - Introdução

A seguir, apresenta-se o esquema básico, proposto nesta pesquisa, visando a pre-

visão de carga multinodal. Trata-se de um sistema inteligente em que a previsão é realizada

considerando-se vários pontos (nós) da rede elétrica. Este é o caso da previsão aplicada no

ambiente, por exemplo, dos sistemas de distribuição de energia elétrica, em que se faz neces-

sário conhecer o comportamento da demanda em diversos barramentos do sistema, bem como

contemplar a distinção entre os vários tipos de consumidores (CHANDRASHEKARA;

ANANTHAPADMANABHA; KULKARNI, 1999; VILLALBA; BEL, 2000; YALCINOZ;

EMINOGLU, 2004): residencial, comercial e industrial.

O sistema previsional proposto é baseado no uso de uma rede neural composta por

módulos. Cada módulo é composto por redes do tipo perceptron multicamadas, cujo treina-

mento é realizado usando-se o algoritmo retropropagação, o qual é bastante conhecido na lite-

ratura especializada. Porém, foram feitas alterações no perceptron convencional: a função de

ativação usual (função sigmoide) foi substituída por funções de base radial.

3.2 -  Esquema Desenvolvido

A previsão de carga, em sistemas de energia elétrica, constitui-se numa atividade

de grande importância, tendo em vista que a maioria dos estudos realizados (fluxo de potên-
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cia, despacho econômico, planejamento da expansão, estabilidade transitória, compra e venda

de energia, etc.) somente poderá ser efetivada se houver a disponibilidade de uma boa estima-

tiva da carga a ser atendida. Estes estudos visam proporcionar, aos engenheiros, um conjunto

de informações vitais para que os sistemas elétricos possam ser planejados e operados de for-

ma segura, confiável e econômica.

A previsão de carga pode ser realizada usando-se os métodos clássicos, citados no

capítulo anterior, tais como: regressão linear múltipla ou simples, alisamento exponencial,

estimação de estado, filtro de Kalman, métodos ARIMA de Box e Jenkins. Além destas técni-

cas, nos últimos 10 anos tem sido intensificado o uso de procedimentos baseados na inteligên-

cia artificial (BENDER, 1996). Neste contexto, destacam-se as redes neurais artificiais (FINE,

1999; HAYKIN, 1994; KARTALOPOULOS, 1996; SIMPSON, 1989; WASSERMAN, 1989]

e a lógica fuzzy (KARTALOPOULOS, 1996; MCNEIL; THRO, 1994; TERANO, ASAI;

SUGENO, 1991; ZADEH, 1965). Grande parte das propostas de metodologias para previsão

de carga, por redes neurais, emprega, como técnica de treinamento, o algoritmo retropropaga-

ção (backpropropagation) (WERBOS, 1974). O algoritmo retroprogação é um procedimento

de adaptação de pesos da rede neural baseado no método do gradiente descendente

(WIDROW; LEHR, 1990), tal metodologia será detalhada no capítulo seguinte.

Na figura 3.1, apresenta-se um diagrama esquemático para previsão de carga por

redes neurais.

⎧
⎨
⎩

⎧
⎪
⎪⎪
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⎨
⎩

Figura 3.1 - Modelo da previsão de carga por redes neurais.

Há dois subconjuntos de dados de entrada: dados referentes à série histórica da

carga elétrica e dados exógenos. Os dados históricos das cargas podem ser usados tomando-se

o procedimento mais usual na área de previsão de carga que é o método do movimento de

uma janela (PARK; SHARKAWI; MARK II, 1991), cujo deslocamento é arbitrado, por e-

xemplo, em 1 hora (previsão 1 hora à frente). Os dados exógenos compreendem as demais
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informações importantes para o processo de previsão, excluindo-se os dados históricos das

cargas, ou seja, os dados climáticos, estações, meses do ano, dias da semana, etc.

O problema da previsão de carga, considerando-se o i-ésimo módulo, pode ser

formulado da seguinte forma:

1

( ) [ ( 3) ( 2) ( 1) ( )] ,

( ) [ ( 1)],

X t X

Y Y

T T mh L h L h L h L h R

h L h R

= − − − ∈

= + ∈
(3.1)

sendo:

m : dimensão do vetor X;

L(h−p) : valor da carga p horas anterior à hora corrente h;

L(h+1) : valor da carga elétrica correspondente à hora subsequente a hora corrente h;

t : vetor de tempo referente aos dados históricos (dia da semana, hora, etc.) repre-

sentados em codificação binária [0, 1].

X(h) : vetor aplicado na entrada da rede neural correspondente a hora h;

Y(h) : estímulo aplicado na saída da rede neural correspondente a hora h+1.

Na formulação (3.1), deliberadamente, visando à simplicidade de notação, foi dis-

pensado o índice i que identifica o i-ésimo módulo neural. Supondo-se p = 3, isto é, cada jane-

la contém os dados da carga elétrica relativas as 3 horas passadas e a carga atual (tempo dis-

creto igual à hora h). Esta é a estratégia que será usada nesta pesquisa, ainda que muitas outras

possam ser perfeitamente adotadas.

Outras estratégias podem ser experimentadas, aumentando-se o tamanho da jane-

la, bem como, usando-se dados da carga associados a outros instantes. Por exemplo, se a pre-

visão refere-se a uma quarta-feira, pode-se usar o valor da carga observada na quarta-feira da

semana anterior, ou até mesmo de quartas-feiras de meses anteriores. Esta estratégia, se bem

projetada, igualmente, pode contribuir para a redução do erro da previsão, o qual pode ser

estimado, usando-se o conceito MAPE (Medium Absolute Percentual Error) (SRINIVASAN,

1998) e o erro máximo, dados pelas equações 3.2 e 3.3:
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(3.3)
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sendo:

L(h) : valor da carga real referente à hora h;

L(h) : valor da carga estimada pela rede neural referente à hora h;

NT : número total de horas da curva de carga.

As cargas elétricas L(h-3), . . . , L(h-1) representam o laço de realimentação da

saída, constituindo uma rede neural recorrente.

Este processo consiste no movimento de uma “janela” [Djukanovic et al., 1995]

de tamanho m (m componentes), conforme pode-se visualizar na figura 3.2.

Figura 3.2 - Estratégia de previsão de carga via deslocamento da janela.

Este procedimento é dividido em duas fases distintas: treinamento e previsão.

• Fase de Treinamento - O vetor de saída Y(h) binário corresponde ao valor da carga 1

hora à diante, ou seja, é aplicado na saída, durante o processo de treinamento, ou

quando executado o treinamento continuado.

• Fase de Previsão - Durante esta fase, a saída representa a carga prevista 1 hora à fren-

te na codificação binária, a qual, posteriormente, é convertida numa grandeza real

(watts previstos).

O esquema de previsão multinodal desenvolvido (ALTRAN et al., 2009;

ALTRAN; MINUSSI, 2009) é composto por várias redes neurais, sendo cada uma delas estru-

turada da forma descrita anteriormente. Na figura 3.3 é apresentado o sistema previsor pro-

posto.
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Figura 3.3 - Sistema para a previsão de carga multinodal.

O esquema de previsão multinodal é estruturado, basicamente, através de dois

sistemas previsores, o Sistema Previsor Global (SPG), composto por uma rede neural respon-

sável pela previsão de carga global, e o Sistema Previsor Local (SPL), que é formado por vá-

rios módulos (sendo cada módulo representado por uma rede neural). Cada um deles é res-

ponsável pela previsão local, ou seja, em pontos de interesse da rede elétrica (subestação,

transformador, etc.).

Cada módulo do SPL é treinado de forma independente, usando as informações

disponíveis (séries históricas da potência da carga, dados climáticos, tipo de consumidor,

etc.), em que são estabelecidas as estimativas das cargas por barramento (carga local). Neste

caso, determinam-se o Fator de Participação da Carga Global (FPCG) (ALTRAN et. al.,

2009) para cada nó de interesse, ou seja, FPCGj, j = 1, 2, ..., n (n : número de nós). Estes fato-

res são representados por séries temporais que são usadas para estimar a carga em cada nó,

bem como servir para outros estudos de interesse, em geral, dinâmica e classificação das car-

gas.

Em outras palavras, no SPL a entrada de cada módulo, para a fase de treinamento,

é composta pelos valores das cargas (dados históricos) e dados referentes ao tempo (dia da

semana e hora). Para a fase do diagnóstico, a entrada é composta pelo vetor de saída do siste-

ma previsor global (Y(h)) que, por sua vez, gera como saída a carga local prevista estimada a

partir do FPCG.
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Conforme mencionado anteriormente, em cada módulo local, a estimativa do

FPCG é determinada, também, usando-se redes neurais. Desta forma, o conjunto de cargas

locais (CL) é definido como carga global (CG), dado pela equação (3.4). Cada carga possui

um fator de participação da carga global (FPCG), dado pela equação (3.5).

1

N

j
j

CG CL
=

= ∑ (3.4)

j
j

CL
FPCG

CG
= (3.5)

O treinamento destas redes locais é bastante simples, visto que a entrada é com-

posta por dados locais, que são particularidades de cada nó, e pela série temporal da carga

elétrica global, determinada pelo SPG, constituindo entradas de dimensão reduzida. Os dados

locais podem conter, também, informação que possam contribuir para a melhoria do modelo

da carga nodal, ou seja, pode usar vários tipos de estratégias, inclusive, outros dispositivos

inteligentes, em geral, outra rede neural, lógica fuzzy, multiagentes (DUNIN-KEPLICZ;

VERBRUGGE, 2010), etc.

Deve-se observar que este esquema para a previsão de carga multinodal possui um

paralelismo natural, ou seja, uma vez concluído o treinamento do SPG, os módulos do SPL

podem ser treinados e operados de forma independente. Com esta concepção, evidentemente,

há necessidade de dispor de módulos neurais que apresentem qualidades fundamentais: confi-

abilidade e rapidez na obtenção da solução. A previsão de carga de cada nó considerado de

interesse pode ser estimada multiplicando o FPCG pelo valor da carga global prevista pelo

módulo SPG em cada instante da série temporal.

Observa-se que outros estudos podem ser realizados usando-se a metodologia

proposta. Por exemplo, se a série temporal do FPCG for muito próxima de um valor constan-

te, ou seguindo outra forma comportamental, pode-se melhor inferir sobre a composição da

carga elétrica (residencial, comercial, industrial).

A fase da previsão é realizada da seguinte forma:

1. Execução da previsão da carga global: CG(previsão)(h);

2. Tomando-se os valores da carga global e as entradas locais, é realizada a previsão dos

FPCG’s referentes a cada nó, ou seja, FPCGj
(previsão)(h), j = 1, 2, . . . , n. Após a conclu-

são da fase de treinamento, a carga local horária pode ser estimada por:
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( ) ( ) ( )( ) ( ) ( )previsão previsão previsão
j jCL h FPCG h CG h= × (3.6)

A expressão (3.6) corresponde à previsão das cargas locais para cada hora consi-

derada. Este procedimento torna-se vantajoso, pois, o comportamento dos FPCG’s é, via de

regra, mais “suave”, se comparado ao comportamento das cargas locais. Deste modo, o trei-

namento da rede neural torna-se mais rápido e trabalha com um menor número de informa-

ções, isto é, os estímulos de entrada são compostos por um número menor de componentes,

conforme será discutido no capítulo de aplicações (capítulo 6).

A previsão de carga multinodal proposta possui um tempo de execução um pouco

superior à previsão global convencional (em função, evidentemente, do maior ou menor nú-

mero de nós de interesse para a previsão), isto porque o tempo destinado à realização do con-

junto das redes neurais modulares (previsão local) é bastante reduzido. Ressalta-se que o tem-

po para conclusão da previsão multinodal se aproximará ao tempo de execução da previsão

global, à medida que forem exploradas outras arquiteturas neurais que, eventualmente, pos-

sam produzir resultados de forma mais rápida, em geral, empregando-se redes neurais da fa-

mília ART (Adaptive Resonance Theory) (CARPENTER; GROSSBERG; REYNOLDS,

1991). Por exemplo, em (LOPES; MINUSSI; LOTUFO, 2005) e (LOPES; LOTUFO;

MINUSSI, 2010), foram apresentadas experiências neste sentido (proposição de arquitetura

ART&ARTMAP Fuzzy), considerando a previsão global com tempo de processamento mui-

tíssimo inferior (< 5%), se comparado ao tempo de execução da rede neural retropropagação

comumente usada na literatura. Nesta pesquisa, está-se usando uma rede neural retropropaga-

ção com funções de base radial, que é uma versão mais eficiente entre as redes neurais basea-

das em operações de derivadas (gradiente) (YUN et al., 2008), como forma de testar a viabili-

dade da previsão multinodal. A previsão de carga multinodal, baseada nas redes neurais da

família ART, é um tema de pesquisa que deve ser abordado posteriormente, tendo em vista a

maior complexidade modelar. O principal enfoque desta pesquisa de doutorado é, por conse-

guinte, a investigação sobre a viabilidade da implantação da previsão multinodal por redes

neurais.

3.3 - Conclusão

Neste capítulo foi apresentada a estruturação do sistema para previsão de carga

multinodal usando-se redes neurais artificiais do tipo perceptron multicamadas, com o algo-
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ritmo retropropagação (algoritmo de treinamento) e as funções de base radial como funções

de ativação, que serão apresentados nos capítulos subsequentes.

Foram detalhados os sistemas previsores, Sistema Previsor Global e Sistema Pre-

visor Local, que compõem o esquema de previsão proposto, bem como seu funcionamento,

estruturação das redes utilizadas, desde sua formulação até as estratégias para composição da

entrada das redes e, ainda, salientou-se a participação da carga global em cada sistema previ-

sor local, através da determinação do FPCG.

Nos capítulos subsquentes (capítulos 4, 5 e 6) serão apresentados, detalhadamente,

os conceitos fundamentais que servem de base para o funcionamento esquema desenvolvido,

e sua aplicação, propriamente dita, no problema de previsão de cargas elétricas.
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CAPÍTULO 4

Redes Neurais Artificiais

4.1 - Introdução

Com os avanços da neurofisiologia, tornou-se possível desvendar vários meca-

nismos, sobre o fluxo e o processamento de informações, que ocorrem no cérebro humano.

Alguns desses mecanismos foram modelados matematicamente permitindo a elaboração de

algoritmos computacionais, que simulam a mais básica das estruturas cerebrais, o neurônio.

A interconexão entre neurônios permite que ocorra troca de informação, entre os

mesmos, dando origem à inteligência biológica. Logo, a capacidade de implementar computa-

cionalmente versões simplificadas de neurônios biológicos deu origem a uma subespecialida-

de da inteligência artificial, conhecida como redes neurais artificiais (HAYKIN, 1994). Em

outras palavras, as redes neurais artificiais são técnicas computacionais que apresentam um

modelo matemático inspirado na estrutura neural de organismos inteligentes e que adquirem

conhecimento através da experiência.

Assim, no que segue será realizada apresentação das principais características das

redes neurais artificiais, iniciando com uma breve notação histórica, abordando a comparação

entre o neurônio biológico e o artificial, a arquitetura e o aprendizado, terminando com a a-

presentação de alguns tipos de redes neurais artificiais. Na sequência, apresentam-se os prin-

cipais conceitos e definições sobre redes neurais artificiais, como forma de subsidiar a formu-

lação do problema da previsão de carga multinodal que será abordada em capítulo subsequen-

te.
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4.2 – Notação Histórica

Os estudos realizados na tentativa de desvendar o funcionamento do cérebro hu-

mano vêm ocorrendo a mais de 100 anos, porém, os primeiros conceitos formais das Redes

Neurais Artificiais (RNA) surgiram em 1943, quando (MCCULLOCH; PITTS, 1943) propu-

seram o primeiro modelo de neurônio artificial, cujo trabalho fazia uma analogia entre células

vivas e o processo eletrônico, simulando o comportamento do neurônio natural.

Em (HEBB, 1949), publicou o livro “The Organization of Behavior”, introduzin-

do o conceito básico da aprendizagem Hebbiana que é baseada na premissa de que a capaci-

dade da aprendizagem em redes neurais vem da alteração da eficiência sináptica, isto é, a co-

nexão somente é reforçada, se tanto as células pré-sinápticas quanto as pós-sinápticas estive-

rem excitadas.

Já em 1951, Minsky propôs as redes baseadas em reforço, com formas simples de

aprendizado. Em 1958 (VON NEUMANN, 1958) descreveu a modelagem do desempenho do

cérebro através de hardware em seu livro, intitulado “The Computer and the Brain”.

Em 1962 foi publicado o livro “Principles of Neurodynamics” por Rosenblatt

(ROSEMBLATT, 1962), em que se introduziu a rede denominada perceptron (estrutura neu-

ral mais empregada na literatura especializada), porém, (MINSKY; PAPERT, 1969), desco-

briram que as redes perceptron eram incapazes de resolver alguns problemas elementares

como ou-exclusivo, o que acabou desestimulando a pesquisa nessa área.

A retomada do trabalho com redes neurais se deu no final da década de 70 e início

da década de 80, por Grossberg, Kohonen, Anderson, Hopfield, entre outros. A maior contri-

buição nessa fase foi o desenvolvimento do algoritmo Backpropagation (Retropropagação),

proposto, em 1974 (WERBOS, 1974), e redescoberto por Rumelhart, Hilton e Willians

(1986).

A partir deste novo impulso, o interesse pelo estudo das redes neurais artificiais

voltou a ser crescente, persistindo até os dias de hoje, é possível encontrar seu uso para solu-

ção dos mais diversificados problemas, tais como: reconhecimento de padrão, aproximação de

funções, previsão, otimização combinatorial, modelagem de sistemas, representação de co-

nhecimento, processamento de voz e imagem, entre outros.

4.3 - Modelo Biológico
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Para que se fizesse possível a modelagem matemática e computacional dos meca-

nismos sobre o fluxo e o processamento de informações, muito estudo foi realizado na tentati-

va de compreender o funcionamento do cérebro humano.

O sistema nervoso humano é formado por cerca de 100 bilhões de neurônios, em

que, cada um se comunica, em média, com mais 10 mil, podendo modificar sua resposta, de

acordo com o comportamento dos outros. Vários neurônios se interconectam para formar uma

rede neuronal (termo geralmente usado como referência ao neurônio natural). Cada módulo é

responsável pelas tarefas que são realizadas no sistema nervoso, tais como, controle da ação

muscular, aquisição e processamento de padrões luminosos, sonoros, térmicos, etc.

Os processos cognitivos podem ser vistos como uma combinação de várias sub-

redes, as quais atuam de forma cooperativa para sua realização. O elemento básico constituin-

te do cérebro humano é o neurônio biológico (figura 4.1), uma célula que recebe e envia in-

formação para várias partes do organismo, e são essenciais na determinação do funcionamen-

to e comportamento do corpo humano e do raciocínio Haykin, (1994).

Figura 4.1 – Modelo de um neurônio biológico.

O neurônio é uma célula composta por um núcleo, um corpo celular (do idioma

grego, sôma), responsável pela recepção e geração de impulsos nervosos representando o pro-

cessamento de informação; por vários prolongamentos do corpo celular, denominados dendri-

tos, que têm a função de receber as informações, ou impulsos nervosos de outros neurônios e

conduzi-las ao corpo celular; e por uma única fibra nervosa denominada axônio, também li-

gados ao corpo celular, que se conecta a vários outros neurônios.

As conexões que ocorrem entre os neurônios (junções axônio/dendritos) são cha-

madas de sinapses, que, mais especificamente, podem ser tratadas como ponto de contato en-
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tre a terminação axônica de um neurônio e o dendrito do outro. As sinapses são como válvu-

las, sendo capazes de controlar a transmissão de impulsos (fluxo de informação) entre os neu-

rônios. Esta capacidade é definida como sendo eficiência sináptica Haykin (1994).

4.4 - Modelo Neural Artificial

Com o desenvolvimento da inteligência artificial, surgiram idéias de como repre-

sentar, através da modelagem matemática (e computacional), o funcionamento do processo de

aprendizagem do cérebro humano. Foi a partir dos estudos com as redes neuronais biológicas

que surgiram as redes neurais artificiais.

Assim, as redes neurais artificiais nada mais são do que a representação da tenta-

tiva de reprodução da capacidade de processamento do cérebro. Semelhante ao cérebro huma-

no, a rede neural artificial possui um neurônio (artificial) cuja função é imitar as característi-

cas do neurônio biológico. Dentre essas características destacam-se, principalmente:

1. Processamento paralelo maciço: Capacidade de armazenar o conhecimento através do

treinamento.

2. Interligações entre neurônios feitas por conexões sinápticas: Transmissão de informa-

ção de forma a permitir que as mesmas sejam armazenadas.

3. Capacidade de generalização: Permite que a rede neural artificial forneça, em tempo

real, “saída” para entradas que não participam da fase de treinamento.

O neurônio artificial é uma unidade de processamento de informação que é fun-

damental para a operação de uma rede neural artificial, assim como o neurônio biológico é

para a rede neuronal.

Na figura 4.2 é mostrado o primeiro modelo de um neurônio artificial, formulado

por McCulloch e Pitts (1943). Este modelo tenta simular as realidades biológicas que ocorrem

dentro de uma célula do sistema nervoso, fazendo uma analogia à figura 4.1.
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Figura 4.2 – Componentes de um neurônio artificial.

A forma de representação de um neurônio artificial com m entradas é dada através

da figura 4.3, em que φ é uma função não-linear denominada função de ativação, sua defini-

ção será dada no que segue.
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Figura 4.3 – Modelo não-linear de um neurônio.

Deste modo, através da figura 4.3, é possível identificar três elementos básicos de

um modelo neural:

• Um conjunto de sinapses (ou elos de conexão), em que cada elo é caracterizado por um

peso ou força própria. As entradas xi correspondem aos sinais dentro da sinapse biológi-

ca. Essas entradas são multiplicadas aos respectivos pesos sinápticos wi, que está rela-

cionado com a “resistência” de uma única ligação sináptica biológica. Ao contrário de

uma sinapse do cérebro, o peso sináptico de um neurônio artificial pode estar em um in-

tervalo que inclui tanto valores negativos como positivos.

• Um somador, que corresponde ao corpo celular biológico, que tem a função de adicionar

os sinais de entrada ponderados pelas respectivas sinapses do neurônio; as operações

descritas aqui constituem um combinador linear.

• Uma função de ativação para restringir a amplitude da saída do neurônio. A função de

ativação é também referida como função restritiva já que restringe (limita) o intervalo
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permissível de amplitude do sinal de saída a um valor finito. O intervalo normalizado da

amplitude de saída de um neurônio é escrito como o intervalo unitário fechado [0,1] ou,

alternativamente, [-1,+1].

No modelo neural da figura 4.3, cada entrada X é ponderada por um peso sinápti-

co W. Se a soma ponderada das entradas for maior que o valor de w0, denominado bias, o

neurônio é “ativado” provocando um pulso na saída (equação 4.1), caso contrário, ele não é

“ativado”. O peso bias pondera uma entrada x0 = +1, que atua como controle do nível de

saída do neurônio. A saída intermediária do neurônio é, então, dada por (WIDROW; LEHR,

1990):

∑
=

=
m

i
ii xws

0
(4.1)

A ativação do neurônio é feita por uma função denominada função de ativação,

mencionada anteriormente, que podem ser do tipo:
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Relé Linear Sigmóide Gaussiana

Figura 4.4 – Tipos de funções de ativação.

As funções do tipo relé são apropriadas para sistemas binários, enquanto que as

funções sigmoidais (threshold) podem ser empregadas tanto para sistemas contínuos quanto

binários. A função de ativação mais empregada na literatura é a função sigmoide; devido o

fato de ser a única a ter similaridade com o neurônio biológico, além de ser contínua e apre-

sentar derivada simples.

4.5 - Arquitetura de Redes Neurais Artificiais

Uma rede neural artificial consiste de elementos de processamento (neurônios) e

suas conexões (sinapses). Na maioria dos casos, possui sempre uma camada de entrada e uma

camada de saída. Entre a camada de entrada e a camada de saída, existe um número variável

de camadas intermediárias (ou camadas escondidas). Cada saída pode ser usada como entrada
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a vários neurônios (através de ramificações) e cada neurônio pode receber várias entradas

procedentes de outros neurônios. Cada conexão entre neurônios possui um peso que determi-

na sua contribuição na decisão do disparo controlando, dessa forma, os estímulos. A esta dis-

posição das camadas e o número de neurônios por camada, dá-se o nome de arquitetura da

rede neural (HAYKIN, 1994), exemplificada pela figura 4.5.
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Figura 4.5 – Disposição de uma rede neural artificial.

Além da disposição das camadas, as redes neurais artificiais podem ser classifica-

das em dois tipos quanto sua estrutura (método de propagação da informação recebida):

(SIMPSON, 1989; WASSERMAN, 1989; HAYKIN, 1994; KARTALOPOULOS, 1996;

MENDES FILHO; CARVALHO, 1997):

• Redes recorrentes (ou feedback) - contém laço de realimentação, ou seja, se contém

conexões das saídas de uma determinada camada para a entrada da mesma camada ou

de camadas anteriores.

• Redes não-recorrentes (ou feedforward) - não contém laço de realimentação, cada neu-

rônio recebe sinais somente das camadas anteriores. São redes que não possuem memó-

ria, sendo que sua saída é determinada em função da entrada e dos valores dos pesos

(HAYKIN, 1994).
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4.6 – Aprendizado em Redes Neurais Artificiais

A propriedade mais importante que apresentam as redes neurais artificiais é a ha-

bilidade que elas têm de aprender e com isso melhorar seu desempenho. Isso é feito através de

um processo iterativo de ajustes aplicado a seus pesos, o treinamento. O objetivo do treina-

mento, ou aprendizagem, é fazer com que a aplicação de um conjunto de entradas (vetores),

produza um conjunto de saídas desejado (HAYKIN, 1994).

Um conjunto preestabelecido de regras bem definidas para a solução de um pro-

blema de aprendizado denomina-se algoritmo de aprendizado. Existem muitos tipos de algo-

ritmos de aprendizado específicos para determinados modelos de redes neurais, estes algorit-

mos diferem entre si, principalmente, pelo modo como os pesos são modificados.

Outro fator importante é a maneira pela qual uma rede neural se relaciona com o

ambiente. Quanto ao tipo de aprendizado, pode-se classificá-lo em dois grupos distintos, co-

mo segue abaixo.

• Aprendizado supervisionado

No aprendizado supervisionado, ou treinamento associativo, a rede é treinada a-

través da combinação dos padrões de entrada e saída. Este processo usa um agente externo

(teacher) que indica à rede um comportamento bom ou ruim de acordo com o padrão de en-

trada.

∑

Figura 4.6 – Aprendizado supervisionado.

São fornecidos à rede pares de treinamento, representando os vetores de entrada e

as saídas desejadas. Um vetor de entrada é aplicado à rede e a saída correspondente é calcula-

da e comparada com o correspondente vetor de saída desejada. O erro é propagado através da
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rede e os pesos são alterados por um algoritmo na tentativa de minimizá-lo. As técnicas de

aprendizagem supervisionadas incluem: decidir quando desativar a aprendizagem, decidir

como e por quanto tempo apresentar os pares de treinamento, além de suprir informações de

erro e desempenho (HAYKIN, 1994).

• Aprendizado não-supervisionado

No aprendizado não-supervisionado, ou auto-organização, a rede é treinada usan-

do apenas o vetor de entrada. Este processo não emprega um agente externo (teacher) indi-

cando a resposta desejada para os padrões de entrada, ou seja, é uma rede autônoma; usam-se,

entretanto, exemplos de coisas semelhantes para que a rede responda de maneira semelhante.

O método não-supervisionado auto-organiza os dados apresentados e descobre suas proprie-

dades coletivas, ou seja, extrai propriedades estatísticas do conjunto de treinamento e agrupa

vetores similares em classes (HAYKIN, 1994).

Figura 4.7 – Aprendizado não-supervisionado.

Existem diversos algoritmos para efetuar a aprendizagem de redes neurais artificiais.

Dentre eles destacam-se (HAYKIN, 1994), Regra de Hebb, Regra delta de Widrow e Hoff,

Regra delta generalizada e algoritmo de aprendizagem Retropropagação.

4.7 – Tipos de Redes Neurais Artificiais

Existem diversos modelos de redes neurais artificiais sendo usadas nas mais

variadas aplicações; dentre os modelos de redes neurais mais conhecidos, destacam-se:

• Rede Neural de McCulloch-Pitts (MCP) (McCULLOCH; PITTS, 1943).

• Perceptron de Camada Simples (SLP – Simple Layer Perceptron) (ROSENBLATT, 1958,

1962).
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• Perceptron Multicamadas (MLP - Multi Layer Perceptron) (HEBB, 1949).

• Rede Neural ADALINE (WIDROW; HOFF, 1960).

• Rede Neural Feedforward (MLFF - Multi Layer Feedforward) (MINSKY; PAPERT,

1969).

• SOM (Self Organizing Map) de Kohonen (KOHONEN, 1972).

• Rede Neural Retropropagação (BPN - Backpropagation Network) (RUMELHART,

HILTON; WILLIANS, 1986).

• Rede de Hopfield (HOPFIELD, 1982).

• Rede ART (Adaptive Resonance Theory) (GROSSBERG, 1976).

• Rede CNM (Combinatorial Neural Model) (MACHADO; ROCHA, 1989).

• Rede CPN (Counterpropagation Network) (HECHT-NIELSEN, 1987).

• Rede BAM (Bidirectional Associative Memory) (KOSKO, 1988).

• Rede Neocognitron (FUKUSHIMA, MIYAKE; ITO, 1980).

• Rede RBFN (Radial Basis Function Network) (POWELL, 1985).

4.8 – Conclusão

As redes neurais artificiais são técnicas computacionais que têm se mostrado ex-

tremamente eficientes na solução de problemas, onde os métodos tradicionais da computação

convencional não têm apresentado soluções satisfatórias, podendo ser vistas como um conjun-

to de neurônios, que são ligados uns aos outros, através de conexões, análogas às sinapses.

Estas conexões armazenam o conhecimento da rede, que é adquirido através do treinamento e

adaptação dos pesos.

Dessa forma, neste capítulo, foram abordados conceitos de redes neurais artificiais

iniciando com a apresentação dos modelos de neurônio biológico e artificial, identificando,

em cada um deles, os principais componentes e, ainda, no caso do neurônio artificial, sua re-

presentação matemática. Foi mostrado desde a arquitetura de uma rede neural até os tipos de

redes.
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CAPÍTULO 5

Funções de Base Radial

5.1 - Introdução

Como visto anteriormente, as redes neurais artificiais têm como um de seus ele-

mentos básicos, uma função de ativação que é responsável por restringir a amplitude da saída

do neurônio. Na literatura, a função de ativação mais utilizada é a função sigmoide, por ter

maior similaridade com neurônio biológico.

Neste capítulo será apresentado um breve estudo sobre funções de base radial, a

fim de analisar a possibilidade de utilizá-las como função de ativação das redes neurais. De

início será realizada a apresentação das principais características dessa classe de funções, a

seguir, apresentar-se-ão as funções encontradas na literatura, seguidas das funções propostas,

tanto na forma gráfica quanto analítica.

5.2 – Função de Base Radial

As funções de base radial formam uma classe especial de funções. Em geral, são

funções não-lineares cujos valores diminuem (ou aumentam) monotonicamente em relação à

distância de um ponto central (MARK, 1996). Esse ponto costuma-se chamar centro da fun-

ção de base radial (GIROSI; POGGIO, 1991).

Uma função base radial ( )ixx −φ apresenta simetria radial, ou seja, depende ape-

nas da distância entre o centro da função e um ponto genérico x. Neste caso, os pontos ix são
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chamados de centros das funções de base radial (POWELL, 2001; HEIMES; HEUVELN,

1998).

O uso das funções de base radial, no contexto de aproximações de funções, tem

sua origem na teoria da interpolação de dados. A solução do problema de interpolação é obti-

da através de uma combinação linear de translações de uma função de base radial convenien-

temente escolhida. A seguir apresenta-se a forma mais geral da solução do problema de inter-

polação.

Utiliza-se uma função )(Ω∈Cf , em que )(ΩC é o espaço das funções contínuas

em Ω , cujos valores em um conjunto de pontos n
m RxxxX ⊂Ω⊂= },,,{ 21 L são conheci-

dos. Esse conjunto de pontos é, normalmente, chamado de centro. Sendo assim, a solução

procurada é da forma (BUHMANN, 2000; POGGIO; GIROSI, 1990; WENDLAND, 1999):

∑
=

+Φμ=
m

i
ii xpxxxf

1
)(),()( (5.1)

sendo:

f : função de interpolação;

iμ : pesos da função de interpolação;
p : polinômio de grau muito pequeno, geralmente linear ou quadrático;

Φ : função radial em sua forma mais geral.

A função R→Ω×ΩΦ : , é radial com respeito a distância euclidiana, expressa

por (BECKERT ; WENDLAND, 2001):

22
1 nxxx ++= L (5.2)

em que: n
n Rxxx ∈= ),...,( 1 .

Em outras palavras, pode-se dizer que a função f consiste de uma soma ponderada

de funções de base radial Φ radialmente simétricas ao centro ix .

De forma a possibilitar o melhor entendimento da noção de função de base radial,

as funções Φ são simplificadas em duas situações especiais (WENDLAND; SCHABACK,

2001):

1. )(),( ii xxxx −φ=Φ com RRn →φ : (translação constante);

2. ( )ii xxxx −φ=Φ ),( com [ ) R→∞φ ,0: (radialidade);
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sendo, ixx − a distância entre x e ix (CHEN; CHEN, 1995; MULGREW, 1996), como

visto anteriormente.

Em Micchelli (1986) indicou a existência de um conjunto de funções (tanto limi-

tadas quanto ilimitadas) que são adequadas, por resultarem em um conjunto de equações line-

ares para incógnitas iμ , para os quais existe uma única solução. A seguir serão apresentadas

algumas destas funções.

5.3 - Principais Funções

Na literatura, encontram-se diversas funções de base radial, tais como gaussiana,

multiquadrática, multiquadrática recíproca, secante hiperbólica e spline de placas finas,

(ASTORINO; RIMONDO, 2004; MAI-DUY; TRAN-CONG, 2003), ilustradas pela figura

5.1.
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Figura 5.1 – Funções de base radial encontradas na literatura.

Porém, em se tratando da utilização dessas funções como função de ativação das

redes neurais artificiais, são apontadas duas funções que apresentam características que invia-

bilizam a utilização das mesmas, sendo elas, a função multiquadrática, por ser uma função

ilimitada, e a função spline de placas finas, por ser uma função não diferenciável.
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Baseado no estudo de algumas dessas funções, duas novas funções de base radial

foram propostas, a multiquadrática recíproca inversa (obtida através de uma modificação da

função multiquadrática recíproca) e a secante hiperbólica recíproca (obtida através de uma

modificação da função secante hiperbólica) (ALTRAN, 2005; ALTRAN; MINUSSI;

VILLARREAL, 2008), como mostra a figura 5.2.
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Figura 5.2 – Funções de base radial propostas.

A tabela 5.1, mostra a forma analítica das funções de base radial, e respectivas de-

rivadas, que podem ser utilizadas como função de ativação de uma rede neural artificial, em

que c representa o centro das funções de base radial.

Tabela 5.1 – Funções de base radial e respectivas derivadas.
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5.4 - Conclusão

Neste capítulo foi realizada a apresentação das funções de base radial, iniciando

com uma definição formal da mesma. Em seguida, foi realizada a apresentação gráfica das

funções de base radial encontradas na literatura e também de duas outras propostas pela auto-

ra, anteriormente, finalizando com a apresentação analítica das funções de interesse (aquelas

que podem ser usadas como função de ativação de uma rede neural artificial).

Através do estudo de tais funções, observou-se que nem todas as funções de base

radial podem ser utilizadas como função de ativação de uma rede neural artificial, sendo estas

as funções multiquadrática e spline de placas finas, por serem ilimitadas ou não-diferenciá-

veis, características necessárias e fundamentais para o funcionamento da rede.

Vale enfatizar que a função de ativação não pode ser ilimitada, pois, a mesma tem

o objetivo de restringir o intervalo de amplitude do sinal de saída a um valor finito, geralmen-

te [0, 1]; e também não podem ser não-diferenciáveis, pois, o algoritmo de treinamento utiliza

a derivada da função de ativação.
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CAPÍTULO 6

Aplicação do Esquema
Desenvolvido

6.1 - Introdução

Conforme discutido no capítulo 3, objetivo desta pesquisa é o desenvolvimento de

sistema para a previsão de carga multinodal. A rede neural utilizada foi uma rede perceptron

multicamadas, porém, utilizando funções de base radial como funções de ativação. Deste mo-

do foi possível explorar ao máximo o potencial desta arquitetura. Assim sendo, na sequência

são apresentadas a rede neural perceptron multicamadas e suas estratégias de treinamento; em

virtude deste fato, realiza-se um tratamento detalhado do algoritmo retropropagação, e sua

aplicação no problema de previsão de carga multinodal.

O algoritmo retropropagação é considerado, na literatura, um referencial em ter-

mos de precisão; logo, é considerado uma das principais ferramentas usada para resolver pro-

blemas reais, neste caso, a previsão de cargas elétricas. O principal objetivo é investigar como

funciona a arquitetura do algoritmo retropropagação quando se aplica a ele diferentes funções

de ativação, ou seja, dependendo da função de não-linearidade usada no algoritmo, como a

saída da rede neural é processada, tanto na forma global quanto modular e, principalmente,

qual o tempo de processamento demandado por elas, já que umas das desvantagens do algo-

ritmo é apresentar convergência lenta.
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6.2 - Perceptron Multicamadas

O perceptron multicamadas tem sido aplicado com grande sucesso na resolução

de problemas complexos; isto se dá devido seu treinamento ocorrer de forma supervisionada

usando um algoritmo muito popular, conhecido como algoritmo retropropagação (Backpro-

pagation) (WERBOS, 1974). O desenvolvimento deste representa um marco nas redes neurais

artificiais, pois, fornece um método computacional eficiente para o treinamento das redes per-

ceptron multicamadas (HAYKIN, 1994).

Uma rede perceptron multicamadas consiste, tipicamente, de um conjunto de uni-

dades que constituem uma camada de entrada, uma ou mais camadas intermediárias, e uma

camada de saída; como mostra a figura 6.1.

Figura 6.1 – Perceptron multicamadas.

Nessas redes, cada camada tem uma função específica. A camada de saída recebe

estímulos da camada de entrada e constrói o padrão que será a resposta. As camadas interme-

diárias funcionam como extratoras de características. Seus pesos são uma codificação de ca-

racterísticas apresentadas nos padrões de entrada e permitem que a rede crie sua própria re-

presentação, mais rica e complexa, do problema. Se existirem conexões certas entre as unida-

des de entrada e um conjunto suficientemente grande de unidades intermediárias, pode-se

sempre encontrar a representação que irá produzir o mapeamento correto da entrada para a

saída através das unidades intermediárias.

Como provou Cybenko, são necessárias, no máximo, duas camadas interme-

diárias com um número suficiente de unidades por camada, para se produzir quaisquer

mapeamentos. Também foi provado que apenas uma camada intermediária é suficiente para

aproximar qualquer função contínua (CYBENKO, 1989).
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O treinamento de uma rede perceptron multicamadas, usando o algoritmo de trei-

namento retropropagação, consiste em dois passos:

• Primeiramente, o padrão é apresentado às unidades da camada de entrada e, a partir

desta camada, as unidades interemediárias calculam sua resposta que é produzida na

camada de saída e o erro é calculado;

• A seguir, o erro é propagado, a partir da camada de saída, até a camada de entrada e os

pesos das conexões das unidades das camadas intermediárias são modificados.

Depois que a rede estiver treinada e o erro estiver em um nível satisfatório, ela

poderá ser usada como uma ferramenta para classificação de novos dados. Para isso, a rede

deverá ser usada apenas de modo progressivo (feedforward). Ou seja, novas entradas serão

apresentadas à camada de entrada. São processadas nas camadas intermediárias e os resulta-

dos são apresentados na camada de saída, como no treinamento, mas sem retropropagação do

erro. A saída apresentada é o modelo dos dados na interpretação da rede.

6.3 - Algoritmo Retropropagação

A primeira concepção do algoritmo retropropagação foi apresentada em 1974

por Werbos (1974). A partir desta concepção, foi possível realizar uma forma de ajustar os

pesos de uma rede neural das unidades de entrada para a unidade de saída. Os erros

observados nas unidades da camada intermediária são determinados pelo erro propagado na

direção inversa das unidades da camada de saída. Por esta razão, o método é chamado

algoritmo de aprendizagem retropropagação, podendo este ser esquematizado pelos seguin-

tes procedimentos:

1. Apresentação de um padrão X a rede, o qual fornece uma saída Y;

2. Cálculo do erro (diferença entre o valor desejado e a saída) para cada saída;

3. Determinação do erro retropropagado pela rede associado à derivada parcial do erro

quadrático de cada elemento relacionado aos pesos;

4. Ajuste dos pesos de cada elemento;

5. Apresenta-se um novo padrão a rede e repete-se o processo até que haja a convergência

da rede, ou seja, (|erro| ≤ tolerância arbitrada).

O algoritmo retropropagação é um procedimento sistemático de adaptação de

pesos das redes neurais, baseado no método do gradiente descendente (KROSE; SMAGT,
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1996; WASSERMAN, 1989). A adaptação de pesos é realizada de tal forma que o erro

quadrá-tico da rede seja minimizado. Inicialmente os valores dos pesos são adotados como

números aleatórios considerando o intervalo {0,1} (WIDROW; LEHR, 1990). A soma dos

erros quadrá-ticos instantâneos de cada neurônio da última camada (saída da rede) é dada

por (WIDROW; LEHR, 1990):

∑
=

ε=ε
ns

i
i

1

22
(6.1)

sendo:

iε : i id y−

id : saída desejada do i-ésimo elemento da última camada da rede;

iy : saída do i-ésimo elemento da última camada da rede;
ns : número de neurônios da última camada da rede.

Considerando o i-ésimo neurônio da rede, e usando o método do gradiente

descendente, o ajuste de pesos pode ser formulado da seguinte forma (WIDROW; LEHR,

1990):

)()()1( hhVhV iii θ−=+ (6.2)

sendo:

)(hiθ : ( ))(hi∇γ ;

γ : parâmetro de controle da estabilidade ou taxa de treinamento;

h : índice de iteração;

)(hi∇ : gradiente do erro quadrático relacionado aos pesos do neurônio i;

iV = T
nii2i1i0 wwww ][ L .

A direção adotada em (6.2), para a minimização da função objetivo do erro qua-

drático, corresponde à direção oposta do gradiente. O parâmetro γ determina o comprimento

do vetor )(hiθ e serve como controle de estabilidade do processo iterativo (LOPES,

MINUSSI; LOTUFO, 2003).

Desta maneira, obtém-se o seguinte esquema para adaptação dos pesos

(WIDROW; LEHR, 1990):

( ) ( ) iiii XhVhV βγ+=+ 21 . (6.3)
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Se o i-ésimo elemento estiver na última camada, então:

iii εσ=β . (6.4)

Por outro lado, se o i-ésimo elemento estiver nas outras camadas, tem-se:

( )
∑
∈

βσ=β
iQj

jijii w (6.5)

em que:

σi Δ derivada da função de ativação, relativa a si;

)(iQ : conjunto dos índices que estão na próxima camada, a camada do i-ésimo elemento,

e estão interligados ao i-ésimo elemento.

O algoritmo retropropagação é abordado na literatura sob várias formas com o

propósito de torná-lo mais rápido computacionalmente. Uma formulação bastante interes-

sante é o algoritmo retropropagação com momento (WIDROW; LEHR, 1990).

Então, efetuando-se o cálculo do gradiente, como indicado na equação (6.5),

considerando-se as funções de ativação e o termo momento, obtém-se o seguinte esquema

de adaptação de pesos (WIDROW; LEHR, 1990):

( ) ( ) ( )1ij ij ijv h v h v h+ = + Δ (6.6)

sendo:

( )ijv hΔ = ( )2 (1 ) 1i ijx v hγ −η β + ηΔ −

vij : peso correspondente à interligação entre o i-ésimo e j-ésimo neurônio;

η : constante momento (0 ≤ η < 1).

O parâmetro βj é calculado de forma semelhante ao esquema de adaptação

realizado pelo algoritmo retropropagação convencional sem momento. A figura 6.2 ilustra o

esquema de adaptação de pesos, usado pelo algoritmo retropropagação com momento, na

rede perceptron multicamadas.
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Figura 6.2 – Esquema de adaptação de pesos do algoritmo Retropropagação.

6.4 - Funções de Ativação

Como visto anteriormente, as redes neurais artificiais têm como um de seus ele-

mentos básicos, uma função de ativação que é responsável por restringir a amplitude da saída

do neurônio.

As funções de ativação de um neurônio artificial são funções diferenciáveis e não-

lineares. Esta não-linearidade se torna importante pelo fato desta função de ativação fornecer

à rede neural uma saída similar à saída de um neurônio que, normalmente, não é linearmente

dependente de suas entradas.

Deste modo, uma classe de funções que despertou interesse foram as funções de

base radial (MULGREW, 1996; MAI-DUY; TRAN-CONG, 2003), porém, nem todas as fun-

ções encontradas na literatura puderam ser empregadas pelo fato de não serem limitadas ou

diferenciáveis.

Assim, na aplicação do esquema desenvolvido, foram usadas as funções, gaussia-

na (G), multiquadrática recíproca (MR) e secante hiperbólica (SH). Além destas, duas novas

funções foram propostas, a função multiquadrática recíproca inversa (MRI) e a função secante

hiperbólica recíproca (SHR), obtidas através da modificação de funções já existentes.

A tabela a seguir (tabela 6.1) apresenta as funções de ativação e suas respectivas

derivadas, que foram usadas na metodologia desenvolvida, a função sigmoide (S) foi utilizada

apenas a critério de comparação.
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Tabela 6.1 - Funções de ativação e suas respectivas derivadas

Representação

Funções Derivadas
Fu
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aç
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6.5 - Algoritmo Retropropagação na Previsão de Carga

A previsão de carga a curto-prazo (previsão diária) é realizada da seguinte forma;

a implementação de recorrência na saída em um determinado instante será utilizada como

entrada no instante subsequente. São considerados os dados históricos horários dentro de um

intervalo preestabelecido, em geral, mensal.

O esquema de previsão multinodal desenvolvido é composto, basicamente, por

dois sistemas previsores interligados, um sistema previsor global e um sistema previsor lo-

cal, conforme descrito no capítulo 3.

No sistema previsor global, a entrada da rede, para uma determinada hora h , é

definida como sendo os valores da carga, extraídos dos dados históricos; por exemplo, qua-

tro instantes (o valor corrente, uma, duas e três horas anteriores), e dados referentes ao tem-

po (mês, dia da semana, feriado e hora). A saída da rede corresponde ao valor da carga refe-

rente à hora ( 1+h ), ou seja, hora posterior a hora corrente. O conjunto que compõe a entra-

da/saída é definido considerando esta estratégia até completar todo o intervalo de tempo da

série temporal. Este esquema pode ser modificado visando obter melhores resultados, através
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da introdução de outras variáveis (dias nublados, entre outros). Assim, o vetor de entrada e a

saída, respectivamente, são definidos da seguinte forma (equação 3.1):

( ) [ ( 3) ( 2) ( 1) ( ) ] ,X t XT T mh L h L h L h L h R= − − − ∈

1( ) [ ( 1)],Y Yh L h R= + ∈

sendo:

)( phL − : valor da carga p horas anteriores à hora corrente h ;

)1( +hL : valor da carga correspondente à hora subsequente a hora corrente h;

t : vetor de tempo referente aos dados históricos (dia da semana, hora, etc.) repre-

sentados de modo similar ao código binário (−1,+1);

m : dimensão do vetor X .

A escolha desta representação binária (para t) é preferível em relação à represen-

tação (0,+1), tendo em vista que, o componente “0” de entrada à rede não proporciona mo-

dificação nos pesos. Deste modo, a representação (−1,+1) produz uma convergência mais

rápida, consequentemente, mais eficiente. As cargas elétricas )1(,),3( −− hLhL L represen-

tam o laço de realimentação, com atraso, da saída. Deste modo, esta rede é do tipo recorren-

te.

Os dados que compõem o treinamento, ou seja, os arquivos de entrada e saída das

redes neurais; para cada vetor, são dados de tempo (dia do mês, dia da semana (se é feriado ou

não) e a hora do dia), cargas horárias correntes e valores de cargas considerando-se três horas

anteriores. A carga futura (uma hora à frente) constitui a saída da rede para o sistema previsor

global. Não foram considerados os dados de temperatura em conseqüência da não disponibili-

dade dos mesmos. Considerando-se a representação binária, em geral, o vetor t terá dimensão

8 que, juntamente com os dados da carga, serão 12 componentes ( 12m = ), ou seja, 3 bits para

o dia da semana, 5 bits para a hora e 4 bits para os dados de carga (corrente mais três anterio-

res).

Já para o sistema previsor local, neste caso, composto por três módulos, funcio-

nando de forma independente, o conjunto entrada/saída é diferente para as fases de treinamen-

to e diagnóstico (previsão).

O treinamento de cada módulo é realizado praticamente da mesma forma que o

treinamento do sistema previsor global, ou seja, considera-se para o treinamento, os mesmos

dados históricos, com as componentes, dia da semana, hora e dados de carga atual (L(h)) de
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cada módulo, ou seja, a diferença é que para o sistema previsor local, não é realizado o “jane-

lamento”. Após o treinamento de cada módulo, o diagnóstico (previsão por barramento), é

realizado considerando-se como entrada de cada módulo a saída do sistema previsor global

(Y(h)) sendo este, um vetor composto por dados temporais e o dado da carga prevista, totali-

zando 9 componentes (3 para o dia da semana, 5 para a hora e 1 para o dado de carga prevista

(global)), gerando as estimativas das cargas por barramento (locais). Assim, a previsão obtida

em cada módulo tem a participação efetiva da carga global e esses fatores de participação são

calculados conforme descrito no capítulo 3.

Os dados históricos foram obtidos de cargas elétricas de uma companhia do setor

elétrico da Nova Zelandia, Electricity Comission da Nova Zelândia. Estes dados contêm valo-

res das cargas horárias do ano de 2007, considerando os dados de carga global e de três subes-

tações, este o fato para serem considerados apenas três módulos no sistema previsor local.

Para a aplicação da metodologia, foi utilizado um arquivo de dados que corres-

ponde aos dados históricos de 15 dias (Apêndice A), considerou-se o período de 15 de outu-

bro de 2007 a 29 de outubro de 2007 que, conforme dito acima compõem o vetor de entrada

de dimensão 12 (dia da semana, hora e carga atual e três anteriores) para o sistema previsor

global e dimensão 9 (dia da semana, hora e carga atual) para cada módulo do sistema local,

totalizando 360 padrões de entrada para cada rede. Assim, realizou-se a previsão do dia 30 de

outubro de 2007.

Os valores das cargas são inicialmente normalizados, uma vez que a saída pode

variar, somente, entre 0 e +1. A série prevista será, finalmente, convertida aos valores reais,

ou seja, multiplicados pelo valor da base preestabelecida. Em cada aplicação (sistema previ-

sor), utilizam-se as seis funções de ativação mostradas na tabela 6.1.

6.6 – Critérios para Avaliação da Rede Neural

Para que seja feita a avaliação do desempenho das redes neurais, baseadas no al-

goritmo retropropagação, é realizada uma análise da precisão. Para tanto, são definidos o erro

percentual absoluto médio (MAPE) e o erro máximo da previsão diária (SRINIVASAN et al.,

1998), comparando-se os valores reais da carga com os valores estimados através da rede neu-

ral; sendo estes, apresentados da seguinte forma:
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sendo:

)(hL : valor da carga real referente à hora h ;

)(hL : valor da carga estimada pela rede neural referente à hora h ;

NT : número total de horas.

dH : intervalo de horas ( 241 ≤≤ h ).

De forma a analisar o desempenho do processamento da rede neural aplicada a di-

ferentes funções de ativação, é definido o ganho de tempo de execução (processamento), con-

siderando o tempo necessário para efetuar o treinamento e o diagnóstico, da seguinte forma

(LOPES; MINUSSI, 2000):

TRPFA
TRPFEGT = (6.9)

sendo:

GT : ganho de tempo;

TRPFE : tempo de execução do algoritmo retropropagação utilizando uma das funções de

ativação (gaussiana);

TRPFA : tempo de execução do algoritmo retropropagação utilizando funções de ativa-

ção (multiquadrática recíproca, multiquadrática recíproca inversa, secante hi-

perbólica, secante hiperbólica recíproca e sigmoide).

O tempo de processamento, diz respeito apenas à execução do algoritmo, sendo

excluídas as operações de leitura e saída dos dados.

6.7 – Conclusão

Neste capítulo apresentou-se a descrição da metodologia desenvolvida para a pre-

visão de carga multinodal, via redes neurais artificiais, usando o algoritmo retropropagação e

funções de base radial, mostrando de forma detalhada o funcionamento da rede perceptron e
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do algoritmo retropropagação.

Apresentou-se, ainda, a aplicação da mesma considerando os dados históricos de

uma companhia do setor elétrico de Nova Zelândia e os critérios para avaliação do desempe-

nho da rede. No capítulo que segue (capítulo 7), serão apresentados os resultados obtidos da

aplicação da metodologia desenvolvida.
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CAPÍTULO 7

Resultados Obtidos

7.1 - Introdução

Como as redes neurais artificiais nada mais são do que técnicas computacionais, a

obtenção dos resultados só se torna possível, através da simulação do funcionamento da rede

neural proposta em ambiente computacional, deste modo, a seguir, serão apresentados os re-

sultados, gráficos e numéricos, obtidos através da previsão de carga multinodal realizada, uti-

lizando redes neurais artificiais, com algoritmo retropropagação, para as diferentes funções de

ativação.

Como a obtenção dos resultados só é possível através de simulação computacio-

nal, na aplicação da metodologia desenvolvida, a simulação foi realizada fazendo uso uma

máquina com processador Centrino Duo (Intel T2250 de 1.73Hz) e 2GB de memória RAM. O

software utilizado para a programação da metodologia desenvolvida foi o FORTRAN 4.0 e

para análise dos resultados (numérica e gráfica) fez-se uso do software MATLAB 7.0.

Conforme visto anteriormente, foram consideradas seis funções de ativação, sendo

as cinco funções de base radial e a função sigmoide, utilizada apenas a critério de compara-

ção, pois, a idéia é mostrar, também, que mesmo modificando a arquitetura do percepetron,

trocando as funções, o desempenho da rede ocorre de modo análogo, ou até melhor, se com-

parado ao tradicional.

Deste modo, os resultados apresentados a seguir são referentes à previsão multi-

nodal, obtidos através da metodologia desenvolvida, levando em consideração cada uma das

funções utilizadas.
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7.2 - Parâmetros Utilizados

A escolha dos parâmetros utilizados na rede é realizada através de testes, ou seja,

não se usa nenhum método determinístico para escolha de tais parâmetros. Esses parâmetros,

referentes à rede, ao treinamento e às funções, são ajustados através da análise do comporta-

mento dos resultados.

Deste modo, apesar de terem sido realizados inúmeros testes, usando as seis fun-

ções (gaussiana (G), multiquadrática recíproca (MR), multiquadrática recíproca inversa

(MRI), secante hiperbólica (SH), secante hiperbólica recíproca (SHR) e sigmoide (S)), optou-

se por representar apenas parâmetros referentes aos melhores resultados para cada função de

ativação, tanto para o sistema previsor global (SPG), quanto para os módulos do sistema pre-

visor local (SPL).

Estes resultados são apresentados nas tabelas 7.1, 7.2, 7.3 e 7.4, em que, NNC é

número de neurônios por camada, γ é a taxa de treinamento, η é a constante momento, λ é a

inclinação da função sigmoide, c é o centro das funções de base radial e tol é a tolerância em-

pregada que foi considerada entre 0,02 e 0.06, pois, uma tolerância abaixo disso não leva à

convergência, devido o fato da utilização das derivadas.

Pode-se observar, através das tabelas 7.1, 7.2, 7.3 e 7.4, que o número de neurô-

nios na camada de entrada da rede é diferente para o sistemas previsor global (12 neurônios) e

local (9 neurônios cada módulo), esta diferença ocorre, justamente, por não se considerar a

técnica do movimento em janela no sistema local, conforme descrito nos capítulos 3 e 6.

Tabela 7.1 – Especificação dos parâmetros da rede neural do sistema previsor global.

Funções
Parâmetros da Rede Neural

NNC γ η λ ou c tol

Si
st

em
a

G
lo

ba
l

G 12-27-1 0,40 0,60 0,70 0,023

MR 12-48-1 0,50 0,60 0,50 0,023

MRI 12-33-1 0,40 0,90 0,90 0,023

SH 12-51-1 1,00 0,70 0,40 0,020

SHR 12-51-1 1,00 0,70 0,40 0,021

S 12-30-1 4,50 0,90 0,90 0,023
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Tabela 7.2 – Especificação dos parâmetros da rede neural do sistema previsor local – módulo 1.

Funções
Parâmetros da Rede Neural

NNC γ η λ ou c tol

Si
st

em
a

M
od

ul
ar

 1 G 9-12-1 0,50 0,50 1,10 0,050

MR 9-25-1 0,50 0,50 1,10 0,060

MRI 9-17-1 3,00 0,50 1,20 0,060

SH 9-25-1 1,50 0,90 1,00 0,060

SHR 9-12-1 0,60 0,50 0,40 0,060

S 9-20-1 5,00 0,50 1,1 0,060

Tabela 7.3 – Especificação dos parâmetros da rede neural do sistema previsor local – módulo 2.

Funções
Parâmetros da Rede Neural

NNC γ η λ ou c tol

Si
st

em
a

M
od

ul
ar

2 G 9-12-1 0,50 0,50 1,10 0,050

MR 9-25-1 0,50 0,50 1,10 0,060

MRI 9-17-1 3,00 0,50 1,20 0,060

SH 9-25-1 1,50 0,90 1,00 0,060

SHR 9-12-1 0,60 0,50 0,40 0,060

S 9-20-1 5,00 0,50 1,1 0,060

Tabela 7.4 – Especificação dos parâmetros da rede neural do sistema previsor local – módulo 3.

Funções
Parâmetros da Rede Neural

NNC γ η λ ou c tol

Si
st

em
a

M
od

ul
ar

 3 G 9-12-1 0,50 0,90 0,50 0,023

MR 9-25-1 5,00 0,70 1,00 0,040

MRI 9-10-1 6,00 0,70 1,20 0,040

SH 9-11-1 6,00 0,50 0,70 0,050

SHR 9-15-1 0,90 0,50 0,20 0,050

S 9-25-1 5,00 0,50 1,1 0,060

No que segue serão apresentados os resultados obtidos na simulação, tanto do sis-

tema previsor global quanto local.
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7.3 - Resultados

A análise dos resultados, gráfica e numérica, é realizada para cada função, consi-

derando o sistema previsor global e cada módulo do sistema previsor local.

Nas tabelas 7.5, 7.6, 7.7 e 7.8, são apresentados os resultados comparativos para

cada sistemas previsor, em que, TP o tempo de processamento, GT é o ganho de tempo de

processamento, MAPE é o erro percentual absoluto médio, e EM o erro máximo (descritos no

capítulo 6). As linhas destacadas (em negrito) correspondem aos melhores resultados, em re-

lação aos erros (MAPE e EM), dentre as funções utilizadas.

Tabela 7.5 – Resultados obtidos, para cada função, no sistema previsor global.

Funções
Parâmetros da Rede Neural

TP (s) GT MAPE EM

Si
st

em
a

G
lo

ba
l

G 96 1,00 1,84 5,80

MR 85 1,13 1,81 7,49

MRI 47 2,04 2,27 7,67

SH 373 0,26 2,03 5,62

SHR 84 1,14 1,43 4,51

S 177 0,54 1,91 5,86

Para o sistema previsor global, é possível observar que dentre as funções utiliza-

das a que apresentou melhor resultado, considerando MAPE e EM, foi a função secante hi-

perbólica recíproca, porém, os resultados para as demais funções, inclusive a função de com-

paração, função sigmoide, mantiveram um mesmo patamar, com MAPE em torno de 2%, co-

mo mostra a tabela 7.5.

Para o sistema previsor local, pode-se observar, através das tabelas 7.6, 7.7 e 7.8,

que o treinamento ocorre de forma bastante rápida, em poucos segundos, e são obtidos bons

resultados. Os melhores resultados foram obtidos pela função multiquadrática recíproca, se-

cante hiperbólica recíproca e gaussiana, para os módulos 1, 2 e 3, respectivamente.
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Tabela 7.6 – Resultados obtidos, para cada função, no sistema previsor local – módulo 1.

Funções
Parâmetros da Rede Neural

TP (s) GT MAPE EM

Si
st

em
a

L
oc

al
-M

ód
ul

o
1 G 7 1,00 4,50 17,26

MR 3 2,33 3,27 8,69

MRI 2 3,50 3,56 12,18

SH 7 1,00 6,81 20,49

SHR 1 7,00 4,63 22,70

S 2 3,50 5,56 18,34

Tabela 7.7 – Resultados obtidos, para cada função, no sistema previsor local – módulo 2.

Funções
Parâmetros da Rede Neural

TP (s) GT MAPE EM

Si
st

em
a

L
oc

al
-M

ód
ul

o
2 G 2 1,00 5,19 9,34

MR 6 0,33 5,16 11,48

MRI 1 2,00 4,39 10,82

SH 5 0,40 5,27 25,45

SHR 1 2,00 4,35 9,10

S 22 0,09 5,49 12,29

Tabela 7.8 – Resultados obtidos, para cada função, no sistema previsor local – módulo 3.

Funções
Parâmetros da Rede Neural

TP (s) GT MAPE EM

Si
st

em
a

L
oc

al
–

M
ód

ul
o

3 G 1 1,00 2,93 5,50

MR 1 1,00 3,46 10,63

MRI 1 1,00 3,12 7,94

SH 1 1,00 4,58 18,07

SHR 1 1,00 3,69 10,43

S 1 1,00 3,81 13,73

Na análise gráfica (figura 7.1) a curva de carga real, representada pela curva azul,

é composta pelas 24 cargas horárias reais, ou seja, as cargas reais referentes às 24 horas do

dia; já a curva de carga aproximada, representada pela curva vermelha, nada mais é que a saí-
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da da rede neural, ou seja, os valores das 24 cargas previstos, tanto para o sistema previsor

global, quanto local.
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Figura 7.1 - Resultado para previsão de carga para o sistema previsor global utilizando as seis funções
de ativação: a) gaussiana, b) multiquadrática recíproca, c) multiquadrática recíproca inver-
sa, d) secante hiperbólica, e) secante hiperbólica recíproca e f) sigmoide.

A figura 7.1 apresenta os resultados de casa uma das funções para o sistema pre-

visor global. Pode-se observar através dos gráficos, que a aproximação ocorreu de forma mui-
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to parecida, apresentando um erro maior das 17 às 22 horas. Pode-se observar que o melhor

resultado foi obtido pela função secante hiperbólica recíproca, conforme mostrado anterior-

mente na tabela 7.5.

a) b)

c) d)

e) f)

0 5 10 15 20 25
1

1.5

2

2.5

3

3.5
x 104

h
M

W

SPL 1 - MR

Carga Real
Carga Obtida

0 5 10 15 20 25
1

1.5

2

2.5

3

3.5
x 104

h

M
W

SPL 1 -  G

Carga Real
Carga Obtida

0 5 10 15 20 25
1

1.5

2

2.5

3

3.5
x 104

h

M
W

SPL 1 - MRI

Carga Real
Carga Obtida

0 5 10 15 20 25
1

1.5

2

2.5

3

3.5
x 104

h

M
W

SPL 1 - SH

Carga Real
Carga Obtida

0 5 10 15 20 25
1

1.5

2

2.5

3

3.5
x 104

h

M
W

SPL 1 - SHR

Carga Real
Carga Prevista

0 5 10 15 20 25
1

1.5

2

2.5

3

3.5
x 104

h

M
W

SPL 1 -  S

Carga Real
Carga Prevista

Figura 7.2 - Resultado para previsão de carga para primeiro módulo do sistema previsor local utilizan-
do as seis funções de ativação: a) gaussiana, b) multiquadrática recíproca, c) multiquadrá-
tica recíproca inversa, d) secante hiperbólica, e) secante hiperbólica recíproca e f) sigmoi-
de.
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A figura 7.2 representa os resultados obtidos para o primeiro módulo do sistema

previsor local e pode-se observar que as melhores aproximações foram obtidas pelas funções

multiquadrática recíproca e multiquadrática recíproca inversa, porém, segundo a tabela 7.6 a

função multiquadrática recíproca apresentou melhor resultado.
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Figura 7.3 - Resultado para previsão de carga para segundo módulo do sistema previsor local utilizan-
do as seis funções de ativação: a) gaussiana, b) multiquadrática recíproca, c) multiquadrá-
tica recíproca inversa, d) secante hiperbólica, e) secante hiperbólica recíproca e f) sigmoi-
de.
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A figura 7.3 representa os resultados obtidos para o segundo módulo do sistema

previsor local. Para este módulo, a aproximação não foi tão eficiente como para o primeiro

módulo, em razão de seus dados locais, e o melhor resultado foi obtido pela função secante

hiperbólica recíproca.

a) b)

c) d)

e) f)

0 5 10 15 20 25
1.2

1.4

1.6

1.8

2

2.2

2.4

2.6
x 104

h

M
W

SPL 3 -  G

Carga Real
Carga Prevista

0 5 10 15 20 25
1.2

1.4

1.6

1.8

2

2.2

2.4

2.6
x 104

h

M
W

SPL 3 - MR

Carga Real
Carga Prevista

0 5 10 15 20 25
1.2

1.4

1.6

1.8

2

2.2

2.4

2.6
x 104

h

M
W

SPL 3 - MRI

Carga Real
Carga Prevista

0 5 10 15 20 25
1.2

1.4

1.6

1.8

2

2.2

2.4

2.6

2.8
x 104

h

M
W

SPL 3 - SH

Carga Real
Carga Prevista

0 5 10 15 20 25
1.2

1.4

1.6

1.8

2

2.2

2.4

2.6
x 104

h

M
W

SPL 3 - SHR

Carga Real
Carga Prevista

0 5 10 15 20 25
1.2

1.4

1.6

1.8

2

2.2

2.4

2.6

2.8
x 104

h

M
W

SPL 3 -  S

Carga Real
Carga Prevista

Figura 7.4 - Resultado para previsão de carga para terceiro módulo do sistema previsor local utilizando
as seis funções de ativação: a) gaussiana, b) multiquadrática recíproca, c) multiquadrática
recíproca inversa, d) secante hiperbólica, e) secante hiperbólica recíproca e f) sigmoide.
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A figuras 7.4 representa os resultados obtidos para o terceiro módulo do sistema

previsor local que em comparação com os demais foi o que obteve maior precisão na aproxi-

mação, e a melhor delas, foi obtida pela função gaussiana.

7.4 – Conclusão

Neste capítulo foram apresentados os resultados da previsão de carga multinodal

realizada considerando os dados históricos de uma companhia do setor elétrico de Nova Ze-

lândia.

A previsão multinodal foi desenvolvida considerando dois sistemas previsores, o

sistema previsor global e o sistema previsor local, composto por três módulos. O sistema pre-

visor local é responsável por realizar a previsão por barramento considerando a participação

do sistema global.

Através de um grande número de testes realizados, percebeu-se que por menor

que seja a variação dos parâmetros, sua ocorrência influencia drasticamente nos resultados,

podendo chegar a erros absurdos, que podem ser contornados utilizando métodos determinís-

ticos para a adaptação destes parâmetros. Observou-se, ainda, que os valores dos parâmetros

usados para o treinamento, relativos aos melhores resultados, para as seis funções, permanece-

ram no mesmo patamar para os sistemas global e local.

Foi possível observar que a utilização de técnicas baseadas em inteligência artifi-

cial, neste caso, redes neurais artificiais, fornece resultados mais precisos se comparado aos

métodos estatísticos encontrados na literatura que apresentam resultados de previsão com erro

percentual absoluto médio em torno de 5%; melhor ainda, quando se trata da previsão multi-

nodal.

O esquema previsor desenvolvido é capaz de realizar a previsão de cargas em vá-

rios pontos do sistema de energia elétrica em muito menos tempo, se comparado com a previ-

são realizada ponto a ponto (YALCINOZ ; EMINOGLU, 2005) e, mesmo ocorrendo alguma

perda de precisão, a mesma não influencia nos bons resultados obtidos.
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CAPÍTULO 8

Conclusão

8.1 - Conclusão Geral

Muitos problemas em engenharia são dinâmicos e precisam de ferramentas capa-

zes de modelá-los. Este trabalho teve como objetivo o desenvolvimento de uma metodologia

para a previsão de cargas elétricas, via redes neurais artificiais, utilizando o algoritmo retro-

propagação como algoritmo de treinamento e funções de base radial como função de ativação.

A utilização de técnicas inteligentes, como redes neurais artificiais, tem se mos-

trado bastante eficaz para resolução de problemas de previsão de cargas elétricas; além das

redes neurais artificiais serem consideradas como aproximador universal, apresentam grande

habilidade de aprendizado e capacidade de generalização; qualidades que as tornam capazes

de identificar e assimilar características marcantes das séries temporais, sem necessidade de

uma trabalhosa formulação teórica, e modelagem prévia da carga, como exigem os procedi-

mentos estatísticos encontrados na literatura.

Dessa forma, neste trabalho foi apresentado o desenvolvimento de uma metodolo-

gia que faz uso de redes neurais artificiais, para resolução do problema de previsão de carga

multinodal, conforme procedimento descrito no capítulo 3.

A arquitetura apresentada se baseia na rede perceptron multicamadas, que utili-

zam o algoritmo retropropagação como algoritmo de treinamento, porém, foi realizada uma

modificação nesta arquitetura, a função de ativação usual, função sigmoide, foi substituída por

uma classe de funções que apresentam comportamento bastante diferenciado, as funções de

base radial.
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Não foram encontradas na literatura especializada aplicações utilizando o percep-

tron com essa modificação, pois, o que é tratado como rede de base radial, são as arquiteturas

específicas, tais como, RBFN (Radial Basis Function Network) (POWELL, 1985) e GRNN

(Generalized Regression Neural Network) (SPECHT, 1991) que, em geral, tem um desempe-

nho melhor que as redes baseadas no algoritmo retropropagação, pois, o treinamento destas

redes geralmente ocorre através de um único processo iterativo, e utilizam função gaussiana

apenas na camada de entrada, nas demais camadas fazem uso de funções lineares, ao passo

que as redes perceptron com algoritmo retropropagação necessitam de muitas, algumas vezes,

milhares de iterações para chegar à convergência e, neste caso, todas as camadas fazem uso da

função de base radial.

A principal contribuição desta pesquisa refere-se ao desenvolvimento de um sis-

tema para previsão de carga considerando vários pontos da rede elétrica, a previsão multino-

dal. Via de regra, a previsão em vários pontos do sistema de energia elétrica, em geral, a pre-

visão dos sistemas de distribuição (YALCINOZ ; EMINOGLU, 2005), pode ser realizada

uma a uma, o que demanda muito tempo devido a manipulação e o processamento de diversos

dados, já o sistema previsor desenvolvido é capaz de realizar a previsão em vários pontos da

rede com o tempo de processamento muito próximo ao tempo de uma previsão convencional

(previsão global), pois, para a previsão modular realizada, é utilizada como entrada dos módu-

los a saída da previsão global, o que diminui o esforço computacional e a quantidade de dados

a serem manipulados.

Desta forma, pode-se afirmar que o sistema desenvolvido nesta pesquisa, é capaz

de realizar a previsão de cargas em vários pontos do sistema de energia elétrica em muito me-

nos tempo do que realizar a previsão de cada carga uma a uma, como se encontra na literatura,

com pouca perda na precisão dos resultados e, mesmo ocorrendo estas perdas, as mesmas não

impossibilitam validar a metodologia desenvolvida como um bom sistema de previsão de car-

gas multinodal.

8.2 - Sugestões para Trabalhos Futuros

É fato que a metodologia desenvolvida aqui pode ser melhorada em alguns aspec-

tos, principalmente, em relação à arquitetura utilizada.

Pode-se dizer que com essa pesquisa, o perceptron multicamadas, com algoritmo

retropropagação, foi explorado ao máximo. Porém, podem ser obtidos melhores resultados
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para esta mesma metodologia se for utilizado um processo determinístico para estimar os pa-

râmetros, pois, nesta pesquisa a escolha dos parâmetros utilizados para gerar o melhor resul-

tado foi feita através de testes considerando as respostas obtidas.

Por outro lado, é possível obter melhores resultados aumentando a quantidade de

dados utilizados no treinamento da rede, pois, foram nesta aplicação foram utilizados apenas

360 padrões, relativos a 15 dias, pois, como o objetivo era comprovar a eficácia da metodolo-

gia desenvolvida, não houve grande preocupação no tratamento dos dados utilizados, o que

pode vir a ser realizado posteriormente.

Agora, como observado anteriormente, existem algumas desvantagens da utiliza-

ção do perceptron com algoritmo retropropagação, tanto para previsão global, quanto para

previsão multinodal, pois, o algoritmo retropropagação, mesmo sendo um referencial em ter-

mos de precisão, apresenta um desempenho muito baixo quando se refere ao tempo de trei-

namento, deste modo, uma forma de contribuir para melhoria da metodologia desenvolvida é

a utilização de arquiteturas capazes de proporcionar resultados confiáveis e de alta velocidade

de resolução como, por exemplo, as redes ART (Adaptive Resonance Theory) (CARPENTER,

GROSSBERG ; REYNOLDS, 1991; WEENINK, 1997) que, segundo a literatura especializa-

da pode chegar a ser cem vezes mais rápida que as demais arquiteturas.

Visando melhorar os resultados, propor e investigar outras estratégias locais base-

adas, por exemplo, rede neural, lógica fuzzy, multiagente, fusão de dados (MITCHELL,

2007), entre outras técnicas, principalmente, com vistas ao avanço e maior disponibilidade de

novas tecnologias da informação.

E ainda, usar o sistema previsor proposto (previsão multinodal) para estudar e me-

lhor caracterizar as diversas classes de consumidores: residencial, comercial, industrial, com-

posição híbrida, ou seja, o comportamento dinâmico de tais classes.
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APÊNDICE A

Dados Históricos de Carga

Este apêndice apresenta os arquivos de dados históricos de cargas elétricas forne-

cidos por uma companhia do setor elétrico da Nova Zelândia (Electricity Comission da Nova

Zelândia), utilizados para realizar o treinamento da arquitetura da rede neural proposta.

Foram considerados os dados das cargas horárias de 15 dias, compreendidos entre

os dias 15 e 29 do mês de outubro do ano de 2007, num total de 360 valores de entrada cada.

O apêndice A1 corresponde aos dados de carga global e os apêndices A2, A3 e A4 correspon-

dem aos dados de carga local (três subestações), relativos aos 15 dias.
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