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Resumo

A  crescente  demanda  por  combustíveis  fósseis  e  as  instabilidades  econômicas

relacionadas  à  sua  utilização  despertam  o  interesse  no  desenvolvimento  de

biocombustíveis tais como o bioetanol. O processo de produção mais comum do bioetanol

é a tecnologia de primeira geração, no qual o organismo mais amplamente utilizado é a

levedura  Saccharomyces  cerevisiae.  No  entanto,  a  alta  concentração  de  etanol  gera

toxicidade para  S.  cerevisiae e constitui  um dos fatores limitantes na produção deste

bioetanol. Assim, a produção de linhagens mais resistentes a esse estressor constitui um

ponto  chave  no  desenvolvimento  dos  processos  biotecnológicos  relacionados  ao

bioetanol.  Nesse  contexto,  análises  sistêmicas  são  pouco  empregadas  para  o

entendimento  do  fenômeno  de  tolerância  ao  etanol,  deixando  a  busca  por  genes

candidatos algo bastante laborioso e custoso. Assim, as diferenças entre linhagens pouco

tolerantes (LT) e altamente tolerantes (HT) ao etanol (EtOH) foram analisadas por meio de

ferramentas  de  bioinformática  como  a  biologia  de  sistemas  e  a  análises  de

transcriptomas. Os resultados mostraram que as linhagens HT e LT utilizam inicialmente

um sistema de resposta à estresse comum, mas que devido as mudanças na estrutura

das redes metabólicas, regulatórias e de interação proteína-proteína de cada linhagem,

mecanismos de resposta ao estresse por etanol distintos são ativados em cada grupo. As

linhagens LT mantém a homeostase da célula com o ciclo celular ativo, efetuando o ajuste

dos metabolismos ao custo de que elementos transponíveis ficam ativos e agentes anti

oxidantes importantes deixam de ser produzidos, permitindo que ocorram danos no DNA.

As linhagens HT interrompem seu ciclo celular e boa parte do metabolismo, porém, elas

mantêm a produção e reparo de proteínas para estabilizar as membranas celulares e o

controle de espécies reativas de oxigênio (ROS) em conjunto com a metabolização do

etanol. Uma vez que o EtOH está sendo utilizado para obtenção de carbono no ciclo do

ácido  cítrico,  as  linhagens HT resistem a concentrações maiores  de etanol.  Assim,  o

conhecimento aqui gerado poderá ser aproveitado para enriquecer as discussões futuras

sobre o fenômeno estudado e o desenvolvimento biotecnológico.

Palavras-chave: Biologia de Sistemas, Saccharomyces cerevisiae, Bioinformática, 
Biologia celular, Tolerância ao Etanol



Abstract

The increasing demand and economic instabilities related to the use of fossil fuels raised

interest in the development of biofuels such as bioethanol. The most common bioethanol

production process is from the first generation technology, in which the most widely used

organism is  the  yeast  Saccharomyces  cerevisiae.  However,  the  high  concentration  of

ethanol generates toxicity to  S. cerevisiae and this is one of the limiting factors in the

bioethanol production. Thus, the production of more resistant strains to this stressor is

crucial  to  the  development  of  biotechnological  processes  related  to  bioethanol.  The

systems analyzes are poorly explored to understand the ethanol tolerance phenomenon,

leading  the  search  for  candidate  genes  labor  intensive  and  expensive.  Thus,  the

differences between low tolerant (LT) and high tolerant (HT) strains to ethanol (EtOH) were

analyzed using bioinformatics tools like systems biology and transcriptome analysis. The

results showed that HT and LT strains initially used a common stress response system but

due  to  changes  in  the  network  structure  of  metabolic,  regulatory,  and  protein-protein

interactions of each strain, different mechanisms of stress response are activated in each

group.  LT strains maintain  the cellular  homeostasis activating cell  cycle,  and adjusting

metabolisms, despite activation of transposable elements and disruption of important anti-

oxidant agents production, allowing the occurrence of DNA damage. HT strains disrupt the

cell  cycle  and  most  of  metabolisms,  but  maintaining  protein  production  and  repair  to

stabilize cell  membranes and control  reactive oxygen species (ROS), working together

with the ethanol metabolism. Moreover, HTs are using the EtOH to obtain carbon in the

citric  acid  cycle,  thus,  it  may  be  the  reason  of  HT  strains  surpass  high  ethanol

concentration. Altogether,  the knowledge here generated may be used to enrich future

discussions about the studied phenomenon and to provide biotechnological development.

Keywords: Systems Biology, Saccharomyces cerevisiae, Bioinformatics, Cell Biology, 
Ethanol Tolerance
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1. Introdução

1.1. Biocombustíveis e o fenômeno de tolerância ao etanol

O  crescimento  das  demandas  energéticas  acompanham  o  crescimento  da

população  mundial,  e  atualmente  as  fontes  primárias  de  energia  se  baseiam  em

combustíveis fósseis não renováveis  (GUPTA; VERMA, 2015). Os combustíveis fósseis

são  a  fonte  de  aproximadamente  80%  da  energia  consumida  no  mundo,

consequentemente,  o preço  e  a  crescente  demanda  destes  combustíveis  afeta

diretamente  a  economia  global  (CHAKRABORTY et  al.,  2012).  Este  fato  desperta  o

interesse no desenvolvimento do mercado de biocombustíveis em vários países, com o

objetivo  de  amenizar  os  efeitos  econômicos  causados  pelo  preço  dos  combustíveis

fósseis,  mitigar  as  emissões  de  CO2  e  atingir  as  metas  estabelecidas  em  acordos

internacionais sobre o meio ambiente (MUSSATTO et al., 2010).

Os biocombustíveis constituem uma forma sustentável de obtenção de energia e

podem ser produzidos a partir de fontes agrárias e biomassa de plantas, como o trigo,

beterraba e milho; e de alguns resíduos biológicos, como palha, madeira e mesmo alguns

resíduos domésticos  (DEMIRBAS,  2017).  Dentre  os biocombustíveis,  o  bioetanol  está

entre  os  mais  importantes  por  ser  caracterizado  como  um  dos  mais  promissores

substitutos da gasolina no mercado de combustíveis para transporte (CHAKRABORTY et

al., 2012; GUPTA; VERMA, 2015).

A importância  do  bioetanol  se  torna  mais  clara  ao  observar  que  os  Estados

Unidos da América e o Brasil são os dois maiores produtores de bioetanol e estima-se

que  serão  os  dois  principais  consumidores  deste  biocombustível  em  2024  (GUPTA;

VERMA, 2015; DEMIRBAS, 2017) (Figura 1).
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Figura 1: Produção de bioetanol (bilhões de litros) em 2012. Fonte (GUPTA; VERMA, 2015).

O  bioetanol  é  um  biocombustível  secundário  obtido  principalmente  pelas

tecnologias de primeira geração,  a  fermentação alcoólica (Figura 2).  Neste processo,

geralmente os açúcares de seis carbonos de sementes, grãos ou da cana-de-açúcar são

convertidos em etanol por enzimas da levedura (NIGAM; SINGH, 2011).
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Figura 2: Classificações do bioetanol como biocombustível. Fonte: (NIGAM; SINGH, 2011).

A levedura  Saccharomyces cerevisiae possui diversas linhagens laboratoriais e

depósitos em bancos de dados, pertence ao filo Ascomycota, subfilo Saccharomycotina e

ao gênero Saccharomyces (Figura 3A-C). Esta levedura destaca-se como os organismos

mais utilizados para processos industriais de produção de bioetanol por apresentar alta

capacidade  fermentativa  e  de  crescimento  em  condições  anaeróbias,  possuir  alta

tolerância às condições industriais, tais como temperatura e pH, e também apresentar

uma tolerância relativamente alta ao etanol e a outros inibidores (MUSSATTO et al., 2010;

DEMEKE et al., 2013).
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Figura 3: Filogenia de Saccharomyces cerevisiae. A: Localização de S. cerevisiae em Saccharomycetales,
Vermelho: Clado de Saccharomyces; Azul: Linhagem laboratorial W303 de S. cerevisiae; B: Filogenia geral
de linhagens do Saccharomyces Genome Database. Modificado de:  (BUTLER, 2010; SONG et al., 2015;
GALLONE et al., 2016).

1.2. Tolerância ao etanol em   Saccharomyces cerevisiae  

Durante a produção de bioetanol a levedura é exposta a alguns tipos de estresses

destacando-se o osmótico, por aquecimento, o oxidativo e o aumento da concentração de

etanol  (AUESUKAREE,  2017).  Apesar  de  S.  cerevisiae ser  comumente  utilizada  na

produção de bioetanol, a alta concentração deste composto compromete a sobrevivência

da levedura afetando sua taxa de crescimento (STANLEY et al., 2010a) (Figura 4).
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Figura 4: Efeito de várias concentrações de etanol no crescimento de Saccharomyces cerevisiae. As linhas
de tendência exemplificam o comportamento das células quando inoculadas em meio definido apenas (■)
ou em meio  definido  contendo 5% v/v  (●),  7% v/v  (▲) ou 10% v/v  (▼)  de  etanol  adicionado.  Fonte:
(CHANDLER et al., 2004).

Assim,  o  acúmulo  de  etanol  constitui  um  dos  estressores  no  processo  de

fermentação. Dentro das células, os efeitos comuns da toxicidade por etanol incluem a

inibição  da  divisão  celular,  diminuição  do  seu  volume,  aumento  da  taxa  de  morte  e

redução da vitalidade das células (JIA; ZHANG; LI, 2010; STANLEY et al., 2010a, 2010b),

afetando negativamente a produção em escala industrial. Consequentemente, para um

maior custo-benefício na produção de bioetanol, são necessárias linhagens com maior

tolerância à este composto, ou seja,  que tenham um potencial de sobrevivência maior

durante uma exposição crônica a esta substância (JIA; ZHANG; LI, 2010; STANLEY et al.,

2010a; YU et al., 2012).

A exposição  de  S.  cerevisiae ao  estresse  por  etanol  afeta  primeiramente  a

integridade da membrana plasmática, alterando sua fluidez e permeabilidade às espécies

iônicas levando a uma perda do potencial eletroquímico transmembrana e, em seguida,
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acidificando a célula e seus vacúolos  (CHANDLER et al., 2004; DING et al., 2009; MA;

LIU,  2010;  NAVARRO-TAPIA  et  al.,  2016);  desse  modo,  a  homeostase  intracelular

encontra-se  seriamente  comprometida.  Altas  concentrações de etanol  também podem

causar disfunção e desnaturação de proteínas, afetar a absorção de glicose, maltose,

amônia e aminoácidos e, finalmente, provocar o escape de nucleotídeos, aminoácidos e

potássio  das  células  (DING  et  al.,  2009;  MA;  LIU,  2010).  Análises  de  microarray

confirmam que muitos destes sistemas e mecanismos sofrem ajustes em seus perfis de

expressão frente ao estresse por etanol  (ALEXANDRE et al., 2001; CHANDLER et al.,

2004; STANLEY et al., 2010b).

Mais de 200 descrições ontológicas já foram identificadas como participantes na

resposta ao estresse ou tolerância ao etanol, incluindo: 1- a biossíntese de moléculas tais

como prolina,  triptofano e  proteínas;  2-  o  metabolismo de aminoácidos,  nucleotídeos,

lipídios, ergosterol e ácidos graxos; 3- e os sistemas de transporte, crescimento e ciclo

celular  (DING et al., 2009; MA; LIU, 2010; STANLEY et al., 2010b; NAVARRO-TAPIA et

al., 2016).

Levando  em  consideração  o  interesse  científico  e  econômico  sobre  a

característica  de  tolerância  ao  etanol  (DING  et  al.,  2009),  diversos  trabalhos  de

engenharia  genética  buscam  o  desenvolvimento  de  linhagens  de  S.  cerevisiae mais

resistentes a este estressor  (ALPER et al., 2006; TEIXEIRA et al., 2009; LEWIS et al.,

2010;  MUSSATTO et  al.,  2010;  SWINNEN et  al.,  2012).  Para  isso,  normalmente  são

utilizadas estratégias racionais ou randômicas que demandam de tempo e investimentos,

tais como o  screening de fenótipos, mutações e  knockout aleatórios  (JIA; ZHANG; LI,

2010).

Estudos como os acima citados, permitiram reportar que os genes relacionados à

tolerância ao etanol  normalmente estão associados a mais de uma função  (MA; LIU,
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2010) (Figura 5), e que, se analisados isoladamente frente a um estresse por etanol, nem

sempre exibiam os efeitos fenotípicos desejados (ver (STANLEY et al., 2010b), (MA; LIU,

2010) e  (KASAVI  et  al.,  2014,  2016)).  Além disso,  frente  a  um estresse  por  etanol,

situações intrigantes também foram reportadas, tais como, os genes de tolerância a este

composto  estavam  sub-expressos  enquanto  que  genes  não  essenciais  para  o

desenvolvimento desta característica encontravam-se sobre-expressos  (MA; LIU, 2010;

KASAVI et al., 2014). Evidentemente, na tentativa de se obter somente uma característica

ignorando os demais fatores genéticos, fisiológicos e moleculares, o fenótipo desejado

nem sempre é alcançado,  pois  uma compreensão maior  destes mecanismos é ainda

necessária (ZHANG et al., 2009).

Figura 5: Nuvem de palavras mostrando termos ontológicos relacionados à tolerância ao etanol em  S.
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cerevisiae. Proteínas codificadas por genes significativamente regulados positivamente estão localizadas na
parede celular,  membrana,  núcleo,  mitocôndria  e  citoplasma.  Proteínas de choque térmico (HSPs) são
principalmente  descritas  como chaperonas protegendo  e  mantendo funções de  proteínas  em múltiplos
locais. A função dos produtos gênicos é classificada com base na ontologia gênica. Fonte: (MA; LIU, 2010).

Os  fatos  supracitados  deixam  claro  que  a  relação  entre  os  elementos

moleculares-chave  que  sustentam  a  aclimatação  da  levedura  ao  etanol  e  àqueles

associados a determinar sua tolerância, são ainda pouco esclarecidos (STANLEY et al.,

2010b;  SWINNEN  et  al.,  2012).  Isso  provavelmente  está  relacionado  ao  fato  de  os

estudos tradicionais  avaliarem as  funções  gênicas abordando poucos genes  por  vez,

desconsiderando  que  os  produtos  gênicos  atuam  como  componentes  de  uma  rede

integrada  (GE;  WALHOUT;  VIDAL,  2003).  O mecanismo de  tolerância  ao  etanol  está

associado a muitos genes e possui múltiplas camadas de funções e interações complexas

(MA; LIU, 2010) (Figura 5).

1.3. Biologia de sistemas, transcriptomas e seus empregos no estudo de tolerância ao

etanol

Tradicionalmente  os  estudos  de  biologia  molecular  utilizam  abordagens

reducionistas,  as quais objetivam elucidar  os princípios biológicos a partir  de uma ou

poucas moléculas (como genes, proteínas e metabólitos) por vez (GE; WALHOUT; VIDAL,

2003).  No  entanto,  o  estudo  de  moléculas  isoladas  não  permite  a  compreensão  de

características  multifatoriais,  sendo  necessário  uma  abordagem sistêmica  de  análises

(BRUGGEMAN; WESTERHOFF, 2007).

Assim, para aprimorar o conhecimento sobre a função dos módulos que regem os

sistemas biológicos de maneira integrada, é imprescindível combinar múltiplos conjuntos

de dados (GE; WALHOUT; VIDAL, 2003), comparar os resultados obtidos com outros já

existentes  e  verificar  se  os  resultados se  repetem em conjuntos  de dados auxiliares,

atingindo  assim  um  “padrão  ouro”  para  estas  análises  (RITCHIE  et  al.,  2015).  Por
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preencher os requisitos supracitados, a metodologia de análise de redes vem sendo cada

vez mais utilizada. Nesta abordagem os vértices (também chamados de nós) geralmente

constituem os componentes biológicos e as arestas (também chamadas de conexões)

representam as suas interações.

Análises de redes são amplamente utilizadas para descrever diversos sistemas

(LUSCOMBE et al., 2004). Dentre suas vantagens, elas independem do tipo de dados e

permitem sua aplicação em análises funcionais integradas (PIRUZIAN et al., 2010). Além

disso, testes estatísticos sobre essas redes permitem que os resultados geralmente sejam

interpretados e comparados, assim os mecanismos capazes de perturbá-los podem ser

identificados (CREIXELL et al., 2015).

Trabalhos utilizando metodologias de análise de redes em  S. cerevisiae foram

aplicados em estudos de redes regulatórias (ver  (LEE et al., 2002; LUSCOMBE et al.,

2004; HERRGARD, 2006)), redes metabólicas (ver  (FAMILI et al., 2003)), redes globais

(ver (SAID et al., 2004; REGULY et al., 2006; YU et al., 2008)), redes do ciclo celular (LI et

al., 2004) e em apenas dois trabalhos abordou-se a tolerância ao etanol (KASAVI et al.,

2014, 2016).

Os  estudos  previamente  citados  (KASAVI  et  al.,  2014,  2016) exploram  as

propriedades das redes de maneira estática. No entanto, existe também a necessidade de

se compreender a conectividade das redes de maneira dinâmica (LEE et al., 2012). Como

exemplo, já foi observado que diferentes tratamentos podem, sinergicamente, alterar o

estado intrínseco das células por meio de reconexões dinâmicas nas redes regulatórias

(LUSCOMBE  et  al.,  2004;  LEE  et  al.,  2012).  Desta  forma,  não  é  aconselhável

desconsiderar  que  as  interações  em  uma  rede  biológica  variem  de  acordo  com  os

diferentes estímulos (LUSCOMBE et al., 2004; CREIXELL et al., 2015), o que pode alterar

suas medidas topológicas.
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Neste contexto, somente uma análise de redes dinâmicas (considerando aqui a

dinâmica entre diferentes condições) foi efetuada em  S. cerevisiae (LUSCOMBE et al.,

2004). Neste trabalho os autores verificaram que as respostas ambientais em medições

topológicas  globais  bem conhecidas  em redes,  tais  como os  degrees de  um vértice,

indicam alterações dinâmicas transitórias nas interações entre as proteínas nas diferentes

condições avaliadas. Estes conceitos de alterações topológicas e estados de transição

podem  ser  aplicados  a  outras  redes  biológicas,  incluindo  sub-sistemas  complexos

(LUSCOMBE et al., 2004) como é o caso da característica de tolerância ao etanol.

No contexto do uso de análises em high-troughput de RNAs visando a tolerância

ao etanol, há relatos de estudos realizados com as bactérias  Zymomonas mobilis  ZM4

(YANG  et  al.,  2013),  Clostridium  thermocellum (YANG  et  al.,  2012) e  cianobactéria

Synechocystis sp. (WANG et al., 2012). Dos poucos trabalhos envolvendo transcriptomas

com foco na tolerância ao etanol em  S. cerevisiae, a metodologia empregada foi a de

microarray (ALEXANDRE et al., 2001; CHANDLER et al., 2004; STANLEY et al., 2010b) e

nenhum deles realizou análises sistêmicas a fim de avaliar eventuais diferenças entre o

controle e o tratamento com etanol (o mesmo vale para os trabalhos com bactérias e

cianobactérias supracitados). Adicionalmente a tecnologia de microarray é conhecida por

requerer uma alta quantidade de RNA, gerar mais ruídos que o RNA-Seq e não permite o

estudo de isoformas e de diferentes alelos  (WANG; GERSTEIN; SNYDER, 2009).  Por

outro lado, análises de RNA-Seq evitam alguns dos problemas citados e apresentam um

alcance dinâmico muito maior no que diz respeito aos níveis de expressão  (FU et al.,

2009; WANG; GERSTEIN; SNYDER, 2009; XU et al., 2013).

No que se refere a redes, Kasavi  et al. (KASAVI et al.,  2014, 2016) utilizando

redes de interações entre proteínas (PPIs),  redes regulatórias e dados de  microarray,

identificaram 17 novos genes candidatos relacionados a tolerância ao etanol. Análises de
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microarray foram efetuadas para verificar a influência da deleção de dois destes genes.

No  entanto,  as  linhagens  avaliadas  possuíam  apenas  1%  de  divergência  quanto  à

tolerância ao etanol, não houve tratamento com etanol antecedendo a extração de RNA

no  primeiro  experimento  e,  além  disso,  as  três  linhagens  testadas  tinham o  mesmo

background genético  da  linhagem  BY4743.  Logo,  apesar  de  obterem  resultados

interessantes,  não  houve  nenhuma  tentativa  de  compreender  a  importância  do

comportamento dinâmico das redes geradas junto aos perfis de expressão obtidos.

Assim, ao observar os estudos anteriores, é notável a abundância de informação

disponível a cerca do fenômeno de tolerância ao etanol. Infelizmente, devido a quantidade

e complexidade, a análise integrada destes dados torna-se inviável por meio de métodos

convencionais. Neste contexto, ferramentas e técnicas são necessárias para lidar com as

grandes quantidades de informações biológicas sendo geradas e o Machine learning tem

se destacado nesse campo por permitir a análise destes conjuntos de dados complexos

(CAMACHO et al., 2018).

O  Machine learning é uma área derivada da inteligência artificial,  no qual  um

programa  (algorítimo)  aprende  a  respeito  de  uma  tarefa  e  otimiza  seu  aprendizado

através  de  uma  medida  de  performance  (DAS  et  al.,  2015) (Figura  6).  Diferentes

algorítimos  podem ser  usados  dependendo  do  conjunto  de  dados  e  da  tarefa  a  ser

executada.  No  caso  de  uma  tarefa  de  predição  na  qual  previamente  sabe-se  os

rótulos/classes (labels) dos dados, pode-se trabalhar com o aprendizado supervisionado

(supervised learning) para criar modelos de classificação ou regressão. Caso o objetivo

seja encontrar estrutura nos dados sem nenhuma informação prévia, pode-se utilizar o

aprendizado  não-supervisionado  (unsupervised  learning)  para  executar  uma tarefa  de

agrupamento (clustering) (DAS et al., 2015; CAMACHO et al., 2018). Diversos algorítimos

de  Machine  learning estão  disponíveis,  sendo  que  alguns  deles  permitem  de  forma
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simples a interpretação dos modelos gerados, tal como observa-se no uso das árvores de

decisão.  Por  outro  lado,  o  uso  de  redes  neurais  artificiais  geram  dados  de  difícil

interpretação  (KOTSIANTIS;  ZAHARAKIS;  PINTELAS,  2006).  Finalmente,  apesar  de

técnicas  de  Machine  learning estarem  sendo  aplicadas  a  diversos  tipos  de  dados

biológicos (DAS et al., 2015; CAMACHO et al., 2018), não há nenhum estudo onde estas

técnicas tenham sido aplicadas à tolerância ao etanol em S. cerevisiae.

Figura  6: Tipos  de  dados  e  técnicas  de  Machine  learning.  De  acordo  com  os  objetivos  e  os  dados
fornecidos  uma  tarefa  preditiva  (Supervised  learning)  ou  uma  tarefa  de  agrupamento  (Unsupervised
learning) pode ser utilizada. Fonte: (CAMACHO et al., 2018).

Deste modo, essa tese objetiva identificar assinaturas sistêmicas associadas à

tolerância  ao  etanol  por  meio  do  uso  de  transcriptoma  e  metaboloma,  técnicas  de

bioinformática, inteligência artificial, biologia celular e redes dinâmicas, ou seja, análises

de  alterações  dinâmicas  nas  propriedades  dos  nós  e  das  conexões  das  redes  em

diferentes condições (presença ou ausência de etanol).  Experimentalmente,  diferentes

linhagens de S. cerevisiae com diferentes tolerâncias ao etanol foram submetidas à esse

estressor. Os transcriptomas e metabolomas dessas linhagens foram obtidos durante o

estresse máximo e tais dados foram explorados também em nível sistêmico, integrando

dados de diferentes fontes.
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