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IMPACTO1 ESPERADO DESTA PESQUISA

O tema central desta Dissertação é a extração de edificações urbanas por meio da combinação de
modelos digitais de superfície normalizados e imagens ópticas usando aprendizado profundo.
Essa abordagem aprimora a qualidade da identificação de edificações, permitindo a atualização
eficiente de informações urbanas, úteis para o planejamento e gestão das cidades, detecção de
expansões e uso do solo.

POTENTIAL IMPACT OF THIS RESEARCH

The central theme of this Dissertation is the extraction of urban buildings through the com-
bination of normalized digital surface models and optical images using deep learning. This
approach enhances the quality in building identification, allowing the efficient updating of urban
information for city planning and management, including the detection of urban expansion and
land use.

1 Informação inserida de acordo com a Portaria Unesp nº 117, de 21 de dezembro de 2022.
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RESUMO

A extração de edificações a partir de imagens ópticas constitui um importante passo para o
planejamento urbano e desenvolvimento territorial para as cidades, e os processos automáticos,
como o machine learning e deep learning, beneficiam indiretamente os gestores públicos no
contexto de processos decisórios. O deep learning é uma subárea do aprendizado de máquina,
que se concentra no treinamento de redes neurais profundas com enfoque no aprendizado com
base em dados com alta variabilidade, como luminosidade, posição, textura e outros, e difere
de outras técnicas por utilizar redes neurais na aprendizagem e envolver o uso de múltiplas
camadas de neurônios artificiais para realizar tarefas complexas de processamento de dados.
Há diversas redes disponíveis na literatura para os mais variados fins, incluído o contexto de
segmentação de edificações em área urbana, ou redes inicialmente designadas para uma finalidade
que apresenta compatibilidade em aprendizado de edificações (como a U-Net desenvolvida para
segmentação em imagens da área médica). Independente da rede considerada, é comum variações
com implementações de módulos e novos processos, como ocorre na ResUNet-a baseada na
U-Net, com o objetivo de aprimorar sua segmentação. A melhoria nos resultados dessas redes
também pode ser produzida pela entrada de informações adicionais, modificando os dados usados
no treinamento para melhorar a identificação de um objeto, como o uso de dados LiDAR (Light

Detection And Ranging) e diferentes modelos de cores, por exemplo. A presente pesquisa se
propõe a avaliar o efeito da modificação dos dados de entrada nas redes de deep learning, com
uso de dados LiDAR e composição de cores, na arquitetura ResUNet-a, e testar a hipótese de
aprimoramento da segmentação. Para avaliar a hipótese foi realizado um experimento prático
visando testar o uso da rede ResUNet-a, sendo possível atingir 96.0% de correspondência na
segmentação semântica de edificações pela métrica F1-Score com um modelo de parâmetros
treinado em 60 épocas durante o período de 4 dias. A partir disso, a metodologia foi proposta para
avaliar o desempenho utilizando dois datasets: HInDSM (composto por informação de matiz,
intensidade e MDSn - modelo digital de superfície normalizado) e imagem RGB, usado para
efeito de comparação. O resultado pelo HInDSM alcançou 96,601% de F1-Score, correspondendo
a um acréscimo de 1,89% se comparado ao uso apenas da imagem RGB. Além disso, o modelo
apresenta melhorias qualitativas na segmentação de edificações, e conclui-se que o uso de
MDSn combinado com os componentes matiz (hue) e intensidade, do modelo de cor HSI trazem
melhorias na acurácia e desempenho na identificação de edificações em meio urbano.

Palavras-chave: Aprendizado Profundo. Extração de edificações. LiDAR. Modelo de Cores.



ABSTRACT

The extraction of buildings from optical images is an important step for urban planning and
territorial development for cities, and automated processes, such as machine learning and deep
learning, indirectly benefit public decision-makers. Deep learning is a subfield of machine
learning that focuses on training deep neural networks with an emphasis on data-driven learning
with high variability, such as brightness, position, texture, and others. It differs from other
techniques in using neural networks in learning and involving the use of multiple layers of
artificial neurons to perform complex data processing tasks. There are several networks available
in the literature for various purposes, including the context of building segmentation in urban
areas, or networks initially designed for a purpose that is compatible with building learning
(such as the U-Net developed for segmentation in medical images). Regardless of the network
considered, variations with module implementations and new processes are common, as seen in
the ResUNet-a based on U-Net, aiming to improve its segmentation. Improved results in these
networks can also be achieved by introducing additional information, modifying the training data
to enhance object identification, such as the use of Light Detection and Ranging (LiDAR) data
and different color models, for example. This research aims to evaluate the effect of modifying
input data in deep learning networks, using LiDAR data and color composition in the ResUNet-a

architecture, and test the hypothesis of segmentation improvement. To evaluate the hypothesis, a
practical experiment was conducted to test the use of the ResUNet-a network, achieving a 96.0%
correspondence in semantic building segmentation by the F1-Score metric with a parameter
model trained in 60 epochs over a period of 4 days. Subsequently, the methodology was proposed
to evaluate performance using two datasets: HInDSM (comprising hue, intensity, and normalized
digital surface model (nDSM) information) and RGB images, used for comparison. The result for
HInDSM reached a 96.601% F1-Score, representing an increase of 1.89% compared to using only
RGB images. Additionally, the model presents qualitative improvements in building segmentation,
and it is concluded that the use of nDSM combined with hue and intensity components from
the HSI color model brings improvements in accuracy and performance in the identification of
buildings in urban environments.

Keywords: Deep learning. Building Extraction. LiDAR. Color Models.
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1 INTRODUÇÃO

A extração automática de edificações em meio urbano não é uma necessidade recente,
e tem se tornado cada vez mais essencial no cotidiano administrativo das cidades, como no
planejamento urbano e desenvolvimento territorial. Para as cidades, a representação detalhada
da complexidade territorial é um tópico relevante e de grande importância por fomentar a
resolução de questões de direito ao solo, permitir implantação de políticas públicas direcionadas
e, dessa forma, melhorar as condições de vida do cidadão. Todavia, segundo Sohn e Dowman
(2007) extrações automáticas não atingem 100% de sucesso por algumas razões, como, por
exemplo: a complexidade nas cenas, oclusões e dependência dos sensores. Como consequência,
pesquisas sobre esse assunto são importantes meios para melhorar essas segmentações e reduzir
a necessidade de extrações manuais.

Há uma gama de metodologias para a extração automática de feições a partir de dados
obtidos por sensores remotos, com o uso de algoritmos de aprendizagem de máquina ou de
classificadores lineares, que podem ser aplicados a dados distintos. Duas informações importantes
nesse sentido são imagens de sensores ópticos, por permitirem ampla visão da superfície terrestre,
e dados LiDAR advindos de sistemas de varredura LASER (Light Amplification by Stimulated

Emission of Radiation), sendo esse amplamente utilizado por ser uma fonte de aquisição de
nuvens de pontos com coordenadas tridimensionais em alta densidade. Apesar da alta resolução
desses produtos, a segmentação manual em imagens de sensores ópticos para extração de objetos
urbanos possui complexidades relacionadas à extração perfeita e exaustiva por um operador
humano, e o desenvolvimento computacional em hardwares e linguagens de programação
envolvidos nesses processos não acompanharam o aumento da oferta de imagens de alta resolução,
contexto já observado por (WILKINSON, 2005). O ritmo de mudanças também é um fator de
relevância no espaço urbano, devido às cidades estarem em constantes processos de alterações,
requerendo procedimentos rápidos de modo a permitir constantes atualizações. Ao se tratar
da extração em dados LiDAR, tem-se que essa também pode ser conduzida por algoritmos
computacionais ou manualmente, filtrando os objetos de interesse na nuvem de pontos ou
aplicando algoritmos que identificam uma geometria específica, e segmenta esses dados.

Yuan (2018) diz que em 2006 o interesse em pesquisas envolvendo redes neurais de
aprendizagem profunda, ou deep learning, aumenta com investigações voltadas para a criação de
algoritmos capazes de aprenderem uma determinada função, como reconhecimento facial ou
diagnósticos em saúde, com processos de funcionamento semelhante ao do neurônio humano.
Segundo Yuan (2018), o uso de deep learning surge, nesse aspecto da extração de informações,
como uma alternativa aos classificadores lineares, por permitir a inclusão da aprendizagem
profunda em imagens ópticas e de dados LASER, transferindo o foco da extração dos objetos
urbanos para a eficácia das redes neurais em aprender, detectar e segmentar, e introduzindo o
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conceito de generalização ilimitada como habilidade em distinguir objetos em sua diversidade
de cores e formas.

Há uma variedade de redes que podem ser enquadradas na segmentação semântica de
edificações, como a U-Net e ResUNet-a que utilizam poucas imagens para treino, com enfoque
na definição das bordas dos objetos. Portanto, a aplicação de algoritmos de deep learning para a
extração de edificações em áreas urbanas torna-se promissora devido a esse ambiente possuir
características com alta variabilidade entre si, como a diversidade de coberturas de edificações,
com a presença de materiais distintos, em diferentes formas e condições físicas. Apesar dessa
possibilidade, os dados usados para segmentação semântica em ambiente urbano ainda são
majoritariamente imagens aéreas com composição de cores em RGB (Red, Green e Blue), por
ser um dado com maior disponibilidade. Como as redes neurais permitem a inserção de dados
distintos, o aprendizado com outras composições ou a adição de outras informações podem
impactar nos resultados apresentados pelas redes. Desse modo, este trabalho tem por objetivo
avaliar o uso combinado de dados LiDAR e imagens ópticas no modelo de cor HSI (Hue,
Saturação e Intensidade) para o aprimoramento dos resultados das redes neurais, com enfoque
na extração de edificações em ambiente urbano.

1.1 Hipótese

Este trabalho avaliou o uso combinado de imagens ópticas com diferentes modelos de cor
e modelos de elevação de superfície normalizados, advindos de dados LiDAR, para a extração de
edificações com uso da rede neural convolucional ResUNet-a. Estima-se que a rede neural usada
permita a identificação e segmentação semântica desses objetos urbanos pelo uso combinado
desses dados como camadas de entrada na rede. Desse modo, a hipótese colocada é: “A acurácia
e desempenho na segmentação semântica de edificações em meio urbano, por técnicas de deep

learning, são aprimorados pela combinação de imagens ópticas e dados LiDAR”.

1.2 Objetivos

1.2.1 Objetivo geral

Avaliar a extração de edificações por redes neurais convolucionais, inserindo a combina-
ção de modelos digitais de superfície normalizados advindos de dados LiDAR e imagens ópticas
representadas nos modelos de cores IHS e RGB.

1.2.2 Objetivos específicos

Como objetivos específicos tem-se que:
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• Construir, treinar e gerar um modelo por rede neural convolucional a partir da combina-
ção de dados LiDAR e imagens ópticas em diferentes modelos de cor, e aplicá-lo para
segmentação semântica de edificações em área urbanizada;

• Comparar a segmentação semântica obtida, com a resultante de imagens sem transformação
(RGB) e dados LiDAR.
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8 CONCLUSÕES

Os resultados encontrados no modelo usando a composição de cores Hue e Intensidade
unido com o modelo digital de superfície normalizado demonstrou ser superior ao uso do modelo
tradicional (com a composição de cores RGB). Apesar do resultado positivo visto nas métricas,
como o ganho de 1,89% em termos de F1-Score, outros pontos se destacaram na metodologia
proposta, como a estabilidade do treinamento, alta convergência e consequente redução do
tempo de treinamento do modelo de parâmetros. Ao comparar o uso do modelo HInDSM ao
uso das componentes RGB foi possível identificar que o uso do primeiro modelo permitiu uma
convergência mais rápida da rede, tanto em termos de custo quanto acurácia.

O destaque do HInDSM pode ser justificado por permitir a arquitetura reconhecer as
edificações em meio urbano devido à presença da informação de altura. O uso desta informação
convertida em uma imagem com níveis de cinza facilita ao modelo diferenciá-los de outros
objetos urbanos, como vias, carros e vegetação. O emprego do modelo de cor Hue e Intensidade
como camadas da imagem composta também trazem maior contexto ao treinamento.

A cada canal adicionado no processamento, aumenta-se o custo computacional para o
aprendizado. Deste modo, apesar de ser viável adicionar o MDSn em níveis de cinza juntamente
com a informação de cor, o custo computacional se amplia quando comparado ao utilizado nesta
pesquisa devido à presença de mais um canal de processamento pela arquitetura, limitando mais
o uso de GPUs nos processos de deep learning. Deste modo, alternativas como a proposta nesta
pesquisa, que reduzem o número de dados com melhoria dos resultados, trazem avanços aos
estudos de segmentação de edificações por deep learning.

A principal limitação de hardware detectada na pesquisa foi a impossibilidade de se
aumentar o batch do treinamento devido ao tamanho da memória VRAM presente nas máquinas
do Google Colab. O problema decorre do processamento de imagens ter alto consumo de
memória. Tal limitação foi superada ao utilizar a metodologia de agregação manual de gradientes,
permitindo o batch ser aumentado para 264 tiles para cada atualização dos pesos, trazendo mais
estabilidade aos processos e maior contexto para a arquitetura durante o treinamento.

Apesar de a segmentação ter atingido 96,6% de F1-Score, o tempo de treinamento da
arquitetura ainda é um fator a se considerar. O alto custo computacional havia sido detectado
no experimento preliminar realizado, antes do treinamento da metodologia proposta, e apesar
do número reduzido de canais ter diminuído o tempo de processamento, ainda é um custo
computacional considerável da arquitetura utilizada. O tempo de treinamento poderia ser reduzido
pela sincronização com outras GPUs, dividindo os processos entre cada instância e utilizando a
técnica de agregação manual de gradientes para o cálculo dos pesos.

Na análise qualitativa a metodologia proposta também apresentou melhores resultados
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no modelo HInDSM, com baixo ruído e alta correspondência com a referência. Apesar disto, em
ambos os modelos há erros na segmentação de edificações, que corresponde ao visto nas métricas
avaliadas. Os principais pontos identificados foram a dificuldade da arquitetura com objetos
urbanos sem altura, como canteiros de avenidas e quadras esportivas. Ao comparar os modelos,
o modelo HInDSM conseguiu reduzir os problemas mencionados, mas não extinguiu-os. Não
obstante, o modelo HInDSM tem mais regularidade nas edificações.

Os resultados produzidos poderiam ser aplicados na atualização rápida e constante de
informações urbanas requeridas pelos gestores públicos. De fato, o tempo de processamento
ainda é um fator determinante no treinamento das arquiteturas de deep learning, que devem ser
reduzidos com o aprimoramento das técnicas e métodos, e a maior disponibilidade de hardware

eficientes em processos de aprendizagem profunda. Após o modelo treinado, a inferência é rápida
e pode ser realizada continuamente em imagens ópticas e dados LiDAR, permitindo aplicações
como detecção de expansão urbana, uso irregular do solo, atualização de atributos e outras
aplicações. Além do meio urbano, trabalhos futuros podem verificar a aplicação da metodologia
na melhoria dos modelos de deep learning na detecção de desmatamento e pontos de fogo em
áreas de proteção ambiental.

Conclui-se que a acurácia e o desempenho na segmentação semântica de edificações em
meio urbano, por deep learning, foi aprimorado pela combinação de imagens ópticas e dados
LiDAR, validando a hipótese inicialmente colocada para esta pesquisa.
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